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OZ: Zeytin iilkemizin belirli bolgelerinde yetisen oldukga &nemli bir iiriindiir. Giimriik ve Ticaret
Bakanligi'nin verilerine gore 2019 yilinda yaklasik 420 bin ton sofralik zeytin tiretimi ile diinyadaki toplam
iiretimin %14 'ten fazlasi lilkemizde yapilmistir. Boylece, zeytin yapragindaki hastaliklarin erken teshisi
ve tedavisi iiretim kapasitesinin artmasma yol agabilir. Gliniimiizde bir¢ok alanda oldugu gibi bitki
hastaliklarinin teshisi icin derin dgrenme algoritmalar1 yaygin olarak kullanilmaktadir. Bu ¢alismada,
AlexNet, SqueezeNet, ShuffleNet ve GoogleNet gibi siklikla tercih edilen 6n egitimli derin 6grenme aglar:
ile zeytin yapragindaki hastaliklarin simiflandirilmasi gerceklestirilmistir. Ag vyapilari, zeytin
yapragindaki hastaliklarin etiketlerine gore egitim igin yeniden diizenlenmistir. Veri setinde, veri
¢ogaltma islemi uygulanarak hem ham veri seti hem de ¢ogaltilmis veri seti igin ayr1 ayr performans
sonuglar1 alinmistir. Elde edilen sonuglar dogruluk, duyarlilik, 6zgiillitk, kesinlik ve F1-Skor gibi
performans Olgiitleri ile degerlendirilmistir. En iyi performans iyilestirmesi %7,56 ile AlexNet'in dogruluk
degeri icin elde edilirken, en diisiik iyilestirme orami %0,63 ile ShuffleNet'in 6zgiillitk degerinden elde
edilmigtir.

Anahtar Kelimeler: On-egitimli aglar, Derin 6grenme, Hastalik siniflandirma, Zeytin yaprag:

Performance Investigation of Pre-Trained Convolutional Neural Networks in Olive Leaf Disease
Classification

ABSTRACT: Olive is a very significant crop grown in specific regions of our country. According to the
data of the Ministry of Customs and Trade, with the production of approximately 420 thousand tons of
table olives in 2019, more than 14% of the total production in the world was made in Turkey. Therefore,
early diagnosis and treatment of diseases in olive leaves can lead to increased production capacity. Today,
as in many fields, deep learning algorithms are widely used for the diagnosis of plant diseases. In this
study, the classification of olive leaf diseases was carried out with the frequently preferred pre-trained
deep learning networks such as AlexNet, SqueezeNet, ShuffleNet, and GoogleNet. In the data set,
performance results were obtained for both the raw data set and the augmented data set by applying the
data augmentation process. The obtained results were evaluated with the performance criteria as
accuracy, sensitivity, specificity, precision, and F1-Score. While the best performance improvement was
obtained for the accuracy value of AlexNet with 7.56%, the lowest improvement rate was obtained from
the specificity value of ShuffleNet with 0.63%.
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GIRIS (INTRODUCTION)

Modern tarimsal teknolojiyle birlikte sinirli miktarda olan tarimsal araziler ve su kaynaklar1 7 milyar1
askin diinya niifusuna yetecek yemek ihtiyacini karsilayabilmektedir (Mohanty ve dig., 2016). Ancak, bu
kaynaklarin bilingsizce kullanilan kimyasal giibrelere ve zirai ilaglara maruz kalmas: kirlilige sebep
olmaktadir. Bundan dolay:1 tarimsal iiretimde elde edilen iiriin kalitesi ile birlikte verim de azalmaktadur.
Ote yandan, her gegen giin artan insan niifusu ile orantili olarak gida ihtiyaci da artmaktadir. Bu yoniiyle
tarim konusu iilkelerin kendi ihtiyaglarini karsilamada yeterliligi konusunda stratejik olarak 6nemli bir
yere gelmistir. Nitekim tarimsal iiretimde verimliligi diistirdiigii bilinen zirai hastaliklar ile miicadelede
glinlimiiz teknolojisinin daha etkin kullanilmasi iirtin verimliligini pozitif yonde etkileyecegi
diistiniilmektedir. Bitkilerde goriilen hastaliklarin erken tespitinin yapilmasi ile yeterli miktarda ve etkin
bir sekilde zirai ilaglama programlarinin yapilmasinin oniinii agacaktir. Bu durumun gevre kirliliginin
oniine gecilmesine ve {iriin verimliliginin artirilmasinda olumlu katki saglamasi diisiiniilmektedir.

Zeytin, lilkemizin 6zellikle batisinda ve giineyinde onemli bir alanda yetistirilmektedir (Erilmez ve
Erkan, 2014). Bu bitkinin iiretimini negatif yonde etkileyen bazi zirai hastaliklarin teshisinin erken ve
ekonomik olarak yapilmasi gerekmektedir. Zeytin yapragindan hastaligin erken teshisi ile iiriin
kalitesinin ve verimin artirilmasi hedeflenmektedir. Ulkemizin potansiyeli de goz oniine alindiginda
ilerleyen yillarda bu alanda tiretimde atilim yapabilmesi ve ekonomiye daha ¢ok katki saglamasi olasidir.

Son yillarda bilgisayar teknolojisinin gelismesiyle birlikte bitki hastaliklar: teshisinde derin 6grenme
tabanli bir¢ok ¢alisma yapilmistir. Uguz ve Uysal calismalarinda zeytin yapragi hastaliginin
siniflandirilmasi i¢in evrisimli sinir ag1 (ESA) tabanli bir model 6nermislerdir. Tiirkiye’de zeytin bitkisinde
yaygin olarak goriilen iki ayri hastalikli yapraklardan olusan goriintiiler ile saghikl goriintiilerin
toplanmasiyla veri seti olusturmuslardir. Onerilen model VGG-16 ve VGG-19 yontemleri ile
karsilastirilmistir. Elde edilen goriintiilere uygulanan farkli veri artirimi yontemlerinin smiflandirma
performansina olumlu etki ettigi vurgulanmistir. Ayrica bu c¢alismada farkli kayip fonksiyon
optimizasyon yoOntemlerinin simiflandirma sonucuna etkisi deneysel sonuglar ile gosterilmistir.
Performans degerlendirme 6lclitlerine gore onerilen model karsilastirma yontemlerine gore daha tistiin
siiflandirma performans: gostermistir (Uguz ve Uysal, 2020). Uysal calismasinda zeytin yapraginin tig
farkli hastaligini onerdikleri ESA tabanli bir yontem ile smiflandirmislardir. Farkli optimizasyon
algoritmalari ile farkli iterasyon sayilarinin siniflandirmaya etkisi arastirilmistir. Yapilan tez ¢alismasinda
veri artirim islemi uygulandiginda dnerilen modelin en iyi siniflandirma performansi sergiledigi deneysel
sonuglar ile gosterilmistir (Uysal, 2020). Korkut ve arkadaslar1 ¢alismalarinda bitki yapraklarindaki
hastaligin tespiti igin destek vektdr makinasi (DVM) tabanli bir makine oOgrenmesi yontemi
kullanmislardir. Birgok bitkinin hastalikli ve saglikli fotograflarindan veri seti olusturulmustur.
Olusturulan veri setinin 6zellik ¢ikarimi yapilmistir. Daha sonra Onerilen modelden ve karsilastirma
metodu olarak kullanilan farkli yontemlerden saglikli ve hastalikli olmak {izere iki kategoride
smiflandirma islemi yapilmistir. Smiflandirma problemlerinde yaygin olarak kullanilan performans
metrik degerlendirme sonuglarina gore dnerilen makine 6grenmesi modeli ve karsilastirma metotlarindan
bir tanesi olan lojistik regresyon algoritmas: iyi sonuglar vermistir (Korkut ve dig., 2018). Liu ve
arkadaslari ¢alismalarinda elma yapraginin dort farkl hastalig: icin siniflandirma konusunda ESA tabanl
bir yontem Onermislerdir. Olusturduklar1 veri setini artirmak icin elde ettikleri fotograflar1 90 ile 270
derece arasinda dondiirerek {ii¢ kat artirmislardir. Onerdikleri modelin siniflandirma performansi farkl
makine Ogrenmesi ve derin Ogrenme metotlar1 ile karsilastirilmistir. Elde edilen performans
degerlendirme sonuglar1 siniflandirma konusunda onerilen derin 6grenme modelinin karsilastirma
metotlarindan daha {istiin oldugunu ortaya koymustur (Liu ve dig., 2018). Tiirkoglu ve arkadaslar:
calismalarinda ¢cogunlukla Malatya ili ve cevresinde rastlanan kayis1 meyvelerinde bulunan hastaliklarin
siniflandirilmasi amaciyla ESA tabanli bir derin 6grenme metodu Onermislerdir. Kayis1 meyvesinde
yaygin olarak goriildiigii belirtilen dort farkli hastalik ile veri seti olusturulmustur. 18 katman ve gesitli
evrigim filtrelerinden olusan Onerilen ESA modeli ile deneysel sonuglar alinmistir. Ayrica siiflandirma
problemleri konusunda yaygin olarak kullanilan AlexNet ve SqueezeNet gibi ESA temelli modeller
karsilastirma yontemleri olarak kullanilmistir. Elde edilen sonuglar onerilen derin 6grenme modelinin
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kayis1 hastaliklarinin siniflandirilmasinda daha iistiin basar: sagladig: belirtilmistir (Tiirkoglu ve dig.,
2020). Geetharamani ve Pandian ¢alismalarinda domates, patates ve kiraz gibi 39 farkl bitkilerin hastalikli
ve saglkli yapraklarindan elde ettikleri veri setinin smiflandirilmasinda dokuz katmanli olarak
gelistirdikleri ESA modelini 6nermislerdir. Veri setinde goriintiilerin artirilmasi igin ise alt1 farkli yontem
uygulanmistir. Yapilan calismada saglikli ve hastalikli olmaz tizere iki simiflandirma bulunmaktadir.
Makine 6grenmesi temelli modeller karsilastirma yontemleri olarak kullanilmistir. Deneysel sonuglar veri
artirma yonteminin siniflandirma problemi sonuglarina pozitif yonde etki ettigini gostermistir. Ayrica
Onerilen modelin bu problemin ¢oziimiinde makine 6grenmesi temelli siniflandirma yontemlerinden gok
daha istiin oldugunu gostermistir (Geetharamani ve ArunPandian, 2019). Upadhyay ve Kumar
calismalarinda ¢eltik bitkisinin yapraklarinda goriilen hastaliklarin simiflandirilmast amaciyla derin
6grenme tabanli bir ESA yontemi 6nerilmistir. Veri seti olarak saglikli celtik yapraklar ve ii¢ ayr1 hastalikl
yapraklarin goriintiileri toplanmistir. Dort ayr1 siniftan olusan problemin ¢oziimiinde 6nerilen yontemin
basarili oldugu performans metrik sonuglari ile ortaya konulmustur (Upadhyay ve Kumar, 2021). Jadhav
ve arkadaslar1 calismalarinda bezelye bitkisinin yapraklarinda goriilen hastaliklarin siiflandirilmasinda
derin 6grenme tabanli 6nceden egitilmis modeller olan AlexNet ve GoogleNet modellerini 6nermislerdir.
Ug farkli hastalik ile saglikli yaprak goriintiilerinden olusan veri seti toplanmistir. Deneysel calismalar
onerilen derin 6grenme modellerinin makine &grenmesi modellerinden daha iistiin smiflandirma
performansi gosterdigi belirtilmistir (Jadhav ve dig., 2021). Pawar ve arkadaslar1 ¢alismalarinda salatalik
bitkisinin yapraklarinda goriilen hastaliklarinda siniflandirilmasinda yapay sinir ag1 (YSA) tabanl bir
yontem Onermislerdir. Salatalik yapraklarinda goriilen iki farkli hastalik ile saglikhi yapraklardan elde
ettikleri goriintiiler ile veri seti olusturulmustur. Gériintiilere 6zellik ¢tkrami uygulanmustir. Oncelikle
onerilen modelin test asamasinda yapragin hastalikli veya saglikli olduguna karar verdigi belirtilmistir.
Eger yaprak saglikli degil ise hastaliginin simiflandirilmasinin yapildigr ikinci asama bulunmaktadir.
Performans degerlendirme sonuglarina gore onerilen model salatalik yapraklarinin simiflandirilmasinda
%80.45 dogruluk basarisi gostermistir (Pawar ve dig., 2016).

Bu calismada, zeytin yapragindaki hastaliklarin teshisi ve simiflandirilmasi igin derin 6grenme
algoritmalarinin performanslar1 incelenmistir. Ag yapilari igin literatiirde siklikla kullanilan 6n egitimli
AlexNet, GoogleNet, ShuffleNet ve SqueezeNet aglar1 secilmistir. Calismalarda zeytin yapragindaki
hastaliklar1 kapsayan halka acik bir veri seti kullanilmistir. Veri setindeki goriintii sayisinin az olmasindan
dolay1 ag performanslarini artirmak igin orijinal veri setinde veri ¢ogaltma islemi gerceklestirilmistir.
Daha sonra, deneysel calismalar igin egitim ve test verileri hazirlanmigtir. On egitimli derin 6grenme
yontemlerinin her biri i¢in deneysel ¢alismalar yapilarak sonuglar performans degerlendirme Slgiitleri ile
analiz edilmistir. Elde edilen sonuglar 1s1ginda 6n egitimli derin 6grenme yontemlerinin performanslari
degerlendirilmis ve en iyi siniflandirict ag yapist belirlenmistir.

Calismanin diger kisimlari ise su sekilde organize edilmistir. On egitimli derin Ogrenme
yontemlerinin genel 6zellikleri 2. kisimda detayli bir sekilde sunulustur. 3. kisimda veri ¢ogaltma islemi
hakkinda genel bilgiler verilmistir. 4. kisimda deneysel ¢alismalar gergeklestirilmistir. Bu ¢calismadan elde
edilen sonuglar ise 5. kissmda degerlendirilmistir.

EVRISIMLI SINIR AGLARININ OZELLIKLERI (FEATURES OF CONVOLUTIONAL NEURAL NETWORKS)

Yapay zekanin alt kolu olarak goriilen derin 6grenme giiniimiizde oldukca énemli bir yere sahiptir.
Yapay zeka kisi olarak adlandirilan ve yapay zekanin iizerindeki ilgisini kaybettigi donemlerden sonra,
gelisen teknoloji ve veri sayisinin artmasiyla 2010’1u yillarin basinda tekrar oldukga popiiler bir hal almaya
baslamistir (Floridi, 2020). Bu ilginin en biiytiik etkenlerinden biri ise oldukga basarili performans sonuglari
veren ESA modelleridir. ESA yapilari, en az bir katmaninda matematiksel bir islem olan konvoliisyonun
kullaruldig1 ¢ok katmanli bir YSA olarak ele alinabilir. Konvoliisyon katmaninin disinda dogrusal
olmayan, havuzlama, diizlestirme katmanlar1 ve son olarak YSA ile ayr isleve sahip olan tam baglantili
katman bulunmaktadir (Albawi ve dig., 2017). Sekil 1'de 6rnek bir ESA yapis1 gosterilmistir.
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Sekil 2: On-egitimli evrigimli sinir aglarinin katmanlari
Figure 2: Layers of pre-trained convolutional neural network

Ozellik ¢ikarimu icin konvoliisyon ve havuzlama katmanlari kullanilmaktadir. Bu kisminda kullanilan
filtreler yardimiyla goriintiiye ait onemli bilgiler iceren pikseller 6n plana ¢ikarilarak goriintiideki
gereksiz bilgiler atilmaktadir. Secilen filtrelerin giris resmini yatayda ve dikeyde tamamen taramasi
sonucunda 6zelik haritas: ortaya ¢tkmaktadir. Havuzlama katmaninda da yine boyutsal bir azalma s6z
konusudur. Bu sayede parametre sayisi ve hesaplama maliyeti azaltilabilir. Maksimum havuzlama en sik
tercih edilen havuzlama metodudur (O’Shea ve Nash, 2015).

2006 yilinda olusturulan, yaklasik 15 milyon yiiksek ¢oziintirliiklii goriintii ve 22 bin sinuf bulunduran
ImageNet veri seti ile ilk defa 2010’da diizenlenen ImageNet Biiyiik Olgekli Gorsel Tanima Yarigmasi'nda
(ILSVRC) kullanilmistir (Deng ve dig.,2009). Ik iki yil kullamlan makine 8grenmesi metotlarinin
ardindan, 2012 yilinda AlexNet derin 6grenme ag1 kullanilmigtir. AlexNet ile hata oranini yiizde 26’dan
ylizde 15’e diisiiriilmiistiir. Bu basarinin ardindan derin 6grenme modelleri biiyiik bir ivme ile yiikselise
gecmistir ve ilerleyen yillarda ShuffleNet, SqueezeNet ve GoogleNet gibi aglar da yarismada Snemli
dereceler elde etmistir. Sekil 2’de bu ¢alismada kullanilan ShuffleNet, SqueezeNet, AlexNet ve GoogleNet
aglarin katmanlar1 gorsel olarak sunulmustur. Ayrica, Cizelge 1’de ¢alismada kullanilan derin 6grenme
modellerinin ag yapilar1 verilmistir.
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Cizelge 1: Calismada kullanilan 6n egitimli modellerin ag yapilari
Table 1: Network structures of the pre-trained models used in this study

Method Giris Boyutu Filtre Boyutu Kaydirma Adimi  Katman Sayis1 ~ Toplam Agirlik
GoogleNet 224x224 1,3,57 1,2 22 7™M
ShuffleNet 224x224 3,7 1,2 50 1.4M
SqueezeNet 227x227 1,3,7,13 1,2 18 1.24M

AlexNet 227x227 3,511 1,4 8 61M

AlexNet, 2012 ILSVRC’ de gosterdigi basar1 ile ESA’nin yeniden popiilerlesmesinde 6ncii bir rol
tistlenmistir. Bu agin yapisinda besi konvoliisyon katmani ve iigii tam baglantili katman olmak {izere
toplam sekiz adet katman bulunmaktadir. Ayrica tanh yerine ReLU fonksiyonu kullanarak daha hizli bir
model elde edilmistir. Kullanilan diigiim seyreltme katmani sayesinde asir1 6grenmenin de oniine
gecilmistir. Modelde ii¢ tane de havuzlama katmani bulunmaktadir. Bu katman i¢in maksimum
havuzlama metodu kullanilmistir (Krizhevsky ve dig., 2012).

1x1Conv 1x1GConv 1x1GConv
lBN ReLU } BNReLU } BNReLU
Channel Shuffle Channel Shuffle
3x3 DWConw
{ ¥
lBN RelLU 3x3 DWConw 233 3x3 DWConw
1x1Conv | BN AVGPool | BN
1x1GConv 1x1GConv
lBN ‘ BN ‘ BN
Add Add Concat
lReLU IReLU lReLU

Sekil 3: ShuffleNet’in icyapist (Zhang ve dig., 2018)
Figure 3: Internal structure of ShuffleNet

ShuffleNet 2017 yilinda sunulmustur. Bu model elli adet katman igeren dar bogaz yapisina sahip artik
bir yapidadir. Diger modellerle karsilastirildiginda daha az parametre ve karmasikliga sahiptir. Bu
sebeple daha ¢ok diisiik gii¢lii mobil cihazlar i¢in de uygun bir model olarak diisiiniilebilir (Zhang ve dig.,
2018). Sekil 3’de ShuffleNet'in igyapis1 gosterilmisgtir.

( N\

1x1 Konvoliisyon Filtresi

1x1 ve 3x3 Konvoliisyon Filtreleri

Sekil 4: SqueezeNet'in fire boliimlerinin genel gosterimi (Iandola ve dig., 2016)
Figure 4: General view of Fire parts of SqueezeNet
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SqueezeNet modeli ise 2016 yilinda ortaya ¢ikmistir. Bu ag toplam on sekiz adet katman igermektedir.
IIk ve son tabakasi konvoliisyon katmaniyken sekiz adet de atesleme (fire) katmani icermektedir.
AlexNet’e kiyasla 50 kat daha kiigiik toplam agirlik sayisina ve 31 kat daha yiiksek hiza sahiptir. Bu yap1
ile kiiclik ag1 modelleri olusturulabildiginden, mobil ya da gomiilii sistemlere kolaylikla entegre
edilebilmektedir (Iandola ve dig., 2016). Sekil 4’de, “fire” olarak belirtilen SqueezeNet modelinin igyapisi
verilmigtir.

A

t

3x3 Konvoliisyon 5x5 Konvoliisyon 1x1 Konvoliisyon

1x1 Konvoliisyon T T T

3x3 Maksimum
Havuzlama

m | ]

1x1 Konvoliisyon 1x1 Konvoliisyon

Onceki Katman

Sekil 5: Baslangi¢c modiiliiniin igyapisi (Szegedy ve dig., 2015)

Figure 5: The internal structure of inception module

Calismada kullarulan diger bir 6n egitimli derin 6grenme ag1 GoogleNet, yirmi iki adet katmana
sahiptir. Bu modelde bulunan baslangi¢ modiilleri sebebiyle karmasik sayilabilecek bir mimariye sahiptir.
Baslangi¢c modjilleri sayesinde art arda konvoliisyon ve havuzlama katmanlari siralanip, onlara filtre
uygulanmamistir. Bunun yerine agirlikli olarak birbirine paralel bagli birka¢ katman grubundan
olusmaktadir. Bu sayede hesaplama ve bellek maliyeti asag1 cekilmistir ve asir1 6grenmenin de 6niine
gecilmistir. 2014 yilinda %5,7 hata orani ile ILSVRC’de oldukca iyi sonuglar elde etmistir (Szegedy ve dig.,
2015). Baslangi¢ modiillerine ait yapi ise Sekil 5'de gosterilmistir.

VERI COGALTMA YAKLASIMI (DATA AUGMENTATION APPROACH)

Olusturulan herhangi bir derin 6grenme modelinin iyi egitilmesi, bu algoritmalar icin oldukga kritik
bir 6neme sahiptir. Egitim asamasinin basarili bir bigimde gergeklesebilmesi igin veri setinin yeterince
zengin orneklere sahip olmas: gerekmektedir. Veri setindeki goriintii sayis: arttikca gelistirilen ag modeli
daha iyi egitilebilecek ve test asamasinda daha yiiksek performans sonuglar elde edebilecektir. Ote
yandan, veri setindeki smiflarda esit sayida goriintii bulunmas: genelde miimkiin olmamaktadir ve
smiflarin sahip oldugu goriintii sayilarinda miktar bakimindan dengesizlikler olabilir. Ancak, model
egitilirken her sinif i¢in esit miktarda goriintii kullanilmasi da agin performansini artiran unsurlardandir
(Buda ve dig., 2018). Bu sebeple, veri setindeki siniflar arasindaki dengesizligi gidermek ve daha fazla
goriintii verisi elde etmek igin veri ¢ogaltma yontemi kullanmak oldukga etkili sonuglar verebilir (Bloice
ve dig., 2017). Bu metot, ¢evrim ici ya da ¢evrim dis1 olmak {izere iki sekilde uygulanabilmektedir. Cevrim
ici olarak uygulandiginda elde edilen goriintiiler diske kaydedilmezken, ¢evrim disi olarak
uygulandiginda ortaya ¢ikan goriintiiler diske kaydedilmektedir. Ayrica, ¢evrim igi veri arttirma modeli
kullanildiginda, her dongiide farkli goriintiiler goriilecektir. Cevrim disinda ise, elde edilen goriintiiler
egitim setinin bir parcasi olacaktir. Bu yiizden goriintiiler dongii sayisina bagli olarak ag tarafindan bircok
kez goriintiilenecektir (Shorten ve Khoshgoftaar, 2019).
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Bu calismada ¢evrim disi veri ¢ogaltma metodu kullanilmistir. Gergeklestirilen deneysel ¢alismalarda,
halka agik bir veri seti kullamilmistir (https://github.com/sinanuguz/CNN_olive_dataset). Orijinal veri
setindeki goriintiilere; aynalama/yansitma, bulaniklastirma, dondiirme, kesme-kaydirma islemleri
uygulanarak veri setinin genisletilmesi amaciyla veri ¢ogaltma yontemi uygulanmistir. Bu yontem
kullamilarak veri setindeki her bir goriintii icin bes adet yapay goriintii daha elde edilmistir. Boylece,
baslangigta 3300 olan goriintii sayis1 16500 adet arttirilarak 19800’e ¢ikarilmistir. Sekil 6’da her bir siniftan
secilen 0rnek goriintii ile ¢ogaltma yontemi sonucunda artirilmis gortintiiler sunulmustur.

VERI COGALTMA YONTEMLERI
Orijinal Goriintiiff ~ Aynalama Bulaniklastirma ||  Dondiirme Soldan Kesme || Sagdan Kesme

£
O

2

Sekil 6: Veri ¢cogaltma Srnekleri
Figure 6: Examples of data augmentation

Saglikli

HASTALIK
Pas Akar1

Kus Gozii

Sonug olarak ham veri setine veri ¢ogaltma isleminin uygulanmasiyla birlikte, miktar olarak alt1 kat
daha biiytik bir veri seti elde edilmistir. Kullanilan modellerin performans sonuglar1 her iki veri seti igin
de ayr1 ayr1 elde edilmis ve sonuglar devam eden béliimde sunulmustur.

DENEYSEL CALISMALAR (EXPERIMENTAL STUDIES)

Bu boliimde, 6n egitimli aglarin, zeytin yapragindaki hastaliklarin teshisindeki siniflandirma
performanslarini analiz edebilmek i¢in kiyaslama g¢alismalar1 gergeklestirilmistir. Bunun i¢in dogruluk,
duyarhlik, kesinlik, 6zgiillilk ve F1-Skor gibi degerlendirme Olgiitleri hata matrisi yardimiyla elde
edilmistir. Dogruluk, dogru tahmin edilen 6rneklem sayisinin veri setindeki tiim G6rneklem sayisina
oranidir. Duyarlilik, dogru tahmin edilen hastalikli drneklem sayisinin gercekte hastalikli olan tiim
orneklem sayisina oranidir. Kesinlik, dogru tahmin edilen hastalikli 6rneklem sayisinin hastalikli olarak
tahmin edilen toplam &rneklem sayisina oramudir. Ozgiilliik, dogru tahmin edilen hastalik olmayan
orneklem sayisinin gercgekte hastalik olmayan tiim 6rneklem sayisina oranidir. F1-Skor ise duyarlilik ve
kesinlik parametrelerinin agirlikli ortalamasidir. Eger veri setini olusturan érneklemler dengesiz dagilmis
ise tercih edilmektedir. Belirtilen bu degerlendirme Olgiitleri asagidaki formdiillerle ifade edilebilir
(Darwish ve dig., 2019; Deepak ve Ameer,2019).

Dogruluk = — 2220 N
DP+DN+YP+YN
_ DP
Duyarlilik = e )
Kesinlik = —2f— .
DP+YP
Ao aiillily — 2N
Ozgulluk = DN+YP “
F1 — Skor = 2 % 2uyarilik«Kesinlik .

Duyarlilik+Kesinlik



542 B. DIKiCi, M. F. BEKCIOGULLARI, H. ACIKGOZ, D. KORKMAZ

Yukarida verilen denklemlerde dogru pozitif, dogru negatif, yanlis pozitif ve yanlis negatif DP, DN,
YP ve YN olarak simgelenmistir. DP, gergekte pozitif sinifinda yer alan ve dogru tahmin edilen say1y1
ifade etmektedir. DN, gercekte negatif sinifinda yer alan ve dogru tahmin edilen say1y1 ifade etmektedir.
YN, gercekte pozitif sinifta yer alan ve yanlis tahmin edilen say1y1 ifade etmektedir. YP, gercekte negatif
sinifta yer alan ve yanlis tahmin edilen say1y1 ifade etmektedir.
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Sekil 7: Egitim ve kayip egrileri
Figure 7: Training and loss graphs

Deneysel ¢alismalar, Intel (R) i7-10750H CPU @2.60 GHz, NVIDIA Quadro P620 GPU ve 16 GB RAM
bellege sahip bir is istasyonu kullanilarak Matlab R2020a ortaminda gerceklestirilmistir. Sonuglar, ham
veri seti ile ¢ogaltilmis veri seti analizleri olmak {izere iki kisma ayrilmustir. Ik olarak ham veri seti
tizerinde karsilastirmalar yapilmistir. Ham veri setinde pas akari, kus gozii mantar: ve saglikli olarak
siniflandirilan 6rneklerden sirasiyla 890, 950 ve 1460 goriintii bulunmaktadir. Veri setini dengeli bir hale
getirmek i¢in en az sayidaki goriintiiden olusan pas akar1 sinifindaki 6rnek sayisina diger siniflarin sayisi
esitlenmistir.

Sekil 7’de her bir derin 6grenme modeli igin egitim ve kayip egrileri verilmistir. Egitim sonucunda
AlexNet, GoogleNet, ShuffleNet ve SqueezeNet i¢in kayip degerleri sirasiyla 3.51e-5, 9.61e-7, 1.2e-5 ve
1.16e-7 degerlerine ulasmistir. Cizelge 2’de ise her bir modelin egitim ve test siireleri verilmistir. Burada,
SqueezeNet en 115.44dk ile en diisiik egitim siiresine sahip iken GoogleNet 257.85dk ile en yiiksek egitim
siiresini vermistir. Ayrica, AlexNet bir goriintii igin 0.00309sn ile en hizli test performansini saglamigtir.
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Cizelge 2: Derin 6grenme modellerinin egitim ve test siireleri
Table 3: Training and test times of the deep learning models

Model Egitim Stiresi (dk) Test Siiresi (sn)
AlexNet 120.61 0.00309
SqueezeNet 115.44 0.00374
ShuffleNet 231.68 0.00524
GoogleNet 257.85 0.00670
AlexNet GoogleNet
Pas
Pas Akari Akart
Saghkh Saghkh
Kus Gozi Kus Gozij
Mantart Mantar1
Pas Akar1  Saghkl Kus Gozii Pas Akar1  Saglikli Kus Gozi
Mantar1 Mantar1
SqueezeNet ShuffleNet

Pas Akari Pas Akari

Saghikh Saglikli

Kus Gozi
Mantar1

Kus Gozi
Mantar1

Pas Akari  Saglikl; Kus Gozii Pas Akar1  Saglikli Kus Gézii
Mantar1 Mantari

Sekil 8: Ham veri setinden elde edilen hata matrisi
Figure 8: Confusion matrix obtained from raw dataset
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Deneysel ¢alismalardan elde edilen hata matrisi her bir model i¢in ayr1 ayr1 Sekil 8’de sunulmustur.
Ayrica, performans degerlendirme Sl¢iitlerinin sayisal degerleri Cizelge 3’de verilmistir. Cizelge 3’den de
goriilecegi tizere ShuffleNet tiim performans metriklerinde en iyi sonuglar1 saglamaktadir. ShuffleNet’ in
ortalama dogruluk, duyarlilik, 6zgiilliik, kesinlik ve F1-Skor olclitlerindeki degerleri sirasiyla %98.51,
%98.51, %99.25, %98.52 ve %98.51 olarak hesaplanmustir. Ikinci en iyi sonuglari ise kus gozii mantarinda
dogruluk i¢in %99.25, duyarlhilik icin %99.25, 6zgiilliik icin %99.25, kesinlik i¢in %98.51 ve F1-Skor icin
%98.88 degerlere sahip GoogleNet saglamistir. GoogleNet diger smiflarda da yine en iyi ikinci
performansi gostermistir. Bu deneysel ¢alismada tiim performans degerlendirme 6lgiitlerinde en diisiik
smiflandirma sonuglarini AlexNet gostermistir. AlexNet’ in sirasiyla dogruluk, duyarlilik, 6zgiilliik,
kesinlik ve F1-Skor ol¢iitlerindeki ortalama degerleri ise %92.04, %92.04, %96.02, %92.12 ve %92.05"dir.
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Cizelge 3: Ham veri setinden elde edilen degerlendirme 0lgiitlerinin karsilastirilmasi
Table 3: Comparison of performance metric results obtained from the raw dataset

Model Hastalik Dogruluk Duyarlilik Ozgiillitk Kesinlik F1-Skor
Kus Gozii Mantar1 0.9402 0.9402 0.97014 0.94029 0.94029
AlexNet Saglikli 0.9253 0.9253 0.94029 0.88571 0.90510
Pas Akari 0.8955 0.8955 0.97014 0.93750 0.91603
Ortalama 0.9204 0.9204 0.9602 0.9212 0.9205
Kus Gozii Mantar1 0.9925 0.9925 0.9925 0.9851 0.9888
GoogleNet Saglikli 0.9701 0.9701 0.9962 0.9923 0.9811
& Pas Akari 0.9776 0.9776 0.9813 0.9632 0.9703
Ortalama 0.9801 0.9801 0.9900 0.9803 0.9801
Kus Gozii Mantar1 0.9925 0.9925 0.9888 0.9779 0.9851
Saglikli 0.9925 0.9925 0.9925 0.9851 0.9888
huffl
ShuffleNet Pas Akari 0.9701 0.9701 0.9962 0.9923 0.9811
Ortalama 0.9851 0.9851 0.9925 0.9852 0.9851
Kus Gozii Mantari 0.9477 0.9477 0.9776 0.9548 0.9513
SqueezeNet Saglikli 0.9776 0.9776 0.9776 0.9562 0.9667
Z,
q Pas Akari 0.9552 0.9552 0.9850 0.9696 0.9624
Ortalama 0.9602 0.9602 0.9801 0.9603 0.9602
AlexNet GoogleNet
Pas Akar1 Pas Akar
Saglikli Saglikli
Kus Gozii Kus Gozi
Mantart Mantari
< Kus Gozi . K ozl
Pas Akar1  Saghkli l\l/llint;)rzlu Pas Akar1  Saglikhi I\l/llilizrzlu
SqueezeNet ShuffleNet
Pas Akari Pas Akart
Saglikli Sagliklt
Kus Gozi Kus Gozi
Mantart Mantart
Pas Akart  Saghkli Kl\lllliri:rzlu Pas Akart  Sagliklh KI\L/}ZIiSrZ]ﬁ

Sekil 9: Cogaltilmis veri setinden elde edilen hata matrisi
Figure 9: Error matrix from the augmented dataset

Ikinci asamada, her bir hastalik tiiriindeki drnekler icin veri ¢ogaltma islemi gergeklestirilmistir. Her
hastaliktaki bir goriintiiye aynalama/yansitma, bulaniklastirma, dondiirme, kesme-kaydirma islemleri
uygulanarak drnek sayist arttirilmistir. Boylece veri setindeki toplam goriintii 19800 olarak elde edilmistir.
Deneysel calismalardan elde edilen hata matrisi her bir model i¢in Sekil 9’da sunulmustur.
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Cizelge 4: Cogaltilmis veri setinden elde edilen degerlendirme 6l¢iitlerinin karsilastirilmasi
Table 4: Comparison of performance metric results obtained from the augmented dataset

Model Hastalik Dogruluk Duyarhilik Ozgiilliik Kesinlik F1-Skor
Kus Gozii Mantar1 0.9925 0.9925 0.9950 0.9900 0.99127

AlexNet Saglikli 0.9887 0.9887 0.9943 0.9887 0.98876
Pas Akari 0.9887 0.9887 0.9956 0.9912 0.99000

Ortalama 0.9900 0.9900 0.9950 0.9900 0.9900

Kus Gozii Mantar1 0.9975 0.9975 0.9988 0.9975 0.9975

GoogleNet Saglikli 0.9988 0.9988 0.9988 0.9975 0.9981
Pas Akari 0.9963 0.9963 0.9988 0.9975 0.9969

Ortalama 0.9975 0.9975 0.9988 0.9975 0.9975

Kus Gozii Mantar1 0.9975 0.9975 0.9988 0.9975 0.9975

Saglikli 0.9963 0.9963 0.9988 0.9975 0.9969

ShuffleNet Pas Akari 0.9988 0.9988 0.9988 0.9975 0.9981
Ortalama 0.9975 0.9975 0.9988 0.9975 0.9975

Kus Gozii Mantari 1 1 0.9993 0.9987 0.9993

SqueezeNet Saglikli 0.9962 0.9962 0.9993 0.9987 0.9975
Pas Akari 0.9987 0.9987 0.9987 0.9975 0.9981

Ortalama 0.9983 0.9983 0.9992 0.9983 0.9983

Cizelge 5: On egitimli aglarin iyilestirme sonuglart
Table 5: Improvement results of pre-trained networks

Model Performans Olciitii Iyilestirme Oram (%)
Dogruluk 7,56
Duyarhilik 7,56
Ozgiillitk 3,62
AlexNet Kesinlik 7,47
F1-Skor 7,55
Dogruluk 1,78
Duyarlilik 1,78
Ozgiilliik 0,88
GoogleNet Kesinlik 1,75
F1-Skor 1,78
Dogruluk 1,26
Duyarlilik 1,26
Oz giillitk 0,63
ShuffleNet Kesinlik 1,25
F1-Skor 1,26
Dogruluk 3,97
Duyarhilik 3,97
Ozgiilliik 1,95
SqueezeNet Kesinlik 3,96
F1-Skor 3,97

Veri ¢ogalta sonucu elde edilen performans degerlendirme 0lciitlerinin sayisal degerleri Cizelge 4’de
verilmistir. Cizelge 4’'de goriildiigii lizere veri ¢ogaltma isleminin ardindan en iyi performans sonucu
SqueezeNet ile elde edilmistir. SqueezeNet'in ortalama dogruluk, duyarlilik, 6zgiilliik, kesinlik ve F1-Skor
Olctitlerindeki degerleri sirasiyla %99.83, %99.83, %99.92, %99.83 ve %99.83 olarak hesaplanmistir.
GoogleNet ve ShuffleNet birbirine oldukga yakin sonuglar vermistir. GoogleNet'in pas akar: sinifindaki
dogruluk, duyarlilik, 6zgiilliik, kesinlik ve F1-Skor oOlgiitlerindeki degerleri sirasiyla %99.63, %99.63,
%99.88, %99.75 ve %99.69 iken, ShuffleNet i¢in bu degerler sirasiyla %99.88, %99.88, %99.88, %99.75 ve
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%99.81’dir. AlexNet veri ¢ogaltma isleminden sonra ortalama dogruluk, duyarlilik, 6zgiilliik, kesinlik ve
F1-Skor degerleri sirastyla %99.00, %99.00, %99.50, %99.00, %99.00 olarak elde edilmistir.

Yapilan veri arttirma isleminden sonra derin 6grenme modelleri daha fazla goriintii ile egitilmistir.
Bunun sonucunda, her bir model yonteminin performans metrik Ol¢iitlerindeki sayisal degerlerde
iyilesme oldugu goriilmiistiir. Bu iyilestirme sonuclar Cizelge 5'de detaylica sunulmustur. Cizelge 5’e
gore veri arttirma islemi ile AlexNet'in degerlendirme 6lgiitlerinde dogruluk igin %7.56, duyarlilik icin
%7.56, 0zgiilliik icin %3.62, kesinlik %7.47 ve F1-Skor icin %7.55’lik bir artisin oldugu goriilmektedir. Bu
degerler GoogleNet icin sirasiyla %1.78, %1.78, %0.88, %1.75 ve %1.78 olarak elde edilmistir. ShuffleNet
ve SqueezeNet icin ise dogrulukta %1.26-%3.97, duyarlilikta %1.26-%3.97, ozgiilliikte %0.63-%1.95,
kesinlikte %1.25-%3.96 ve F1-Skorda %1.26-%3.97 olarak iyilestirme yiizdeleri hesaplanmistir

SONUCLAR (RESULTS)

Bu calismada, zeytin yapragindaki hastaliklarin teshisi ve siiflandirilmas: gerceklestirilmistir. Veri
setinde bulunan her hastalik sinifindaki 6rnekler veri ¢ogaltma yontemi ile arttirilmistir. Boylece daha
fazla sayida Ornekten olusan bir veri seti hazirlanarak derin 6grenme modellerinin basarimlarmin
arttirillmasi amaglanmistir. Veri seti dengelenerek olusturulan egitim 6rnekleri en ¢ok kullanilan AlexNet,
GoogleNet, ShuffleNet ve SqueezeNet gibi 6n egitimli modellere uygulanmistir. Calismada kullanilan
her bir derin 6grenme modeli i¢in deneysel calismalar gerceklestirilmis ve elde edilen sonuglar
degerlendirme Olgiitlerine gore analiz edilmistir. Zeytin yapragindaki hastaliklarin teshisi i¢in ham veri
setinde en iyi sonuglar1 dogruluk igin %98.51, duyarlilik i¢in %98.51, 6zgiilliik i¢in %99.25, kesinlik icin
%98.52 ve F1-Skor icin %98.51 degerleri ile ShuffleNet saglamistir. Arttirilmis veri setinde ise en iyi
sonuglari SqueezeNet gostermistir. Ayrica, arttirilmis veri seti sayesinde ham veri setindeki sonuglar
AlexNet icin %3.62 ile %7.56, GoogleNet i¢in %0.88 ile %1.78, ShuffleNet i¢in %0.63 ile %1.26 ve
SqueezeNet i¢in %1.95 ile %3.97 arasinda iyilestirilmistir.

Ileriki calismalarda ise farkli ESA yapilar gelistirilip 6zellik se¢im ve ¢ikarim islemleri ile kombine
edilerek daha dogru ve giivenilir siniflandirma sonuglarinin elde edilebilecegi diistiniilmektedir.
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