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Öz 

Talep tahminleri, üretim planlama, finansal planlama, bütçeleme, satın alma, satış gibi birçok iş sürecinin yönetilebilmesi için kritik 

öneme sahiptir. Talep tahminlerinin yüksek doğrulukla elde edilmesi, tüm tedarik zinciri yönetimi süreçlerinin başarısı için kilit bir 

faktördür. Bu çalışmada talep tahminleme problemi, bir çimento firmasının en yüksek satış payına sahip bir ürün grubunun geçmiş 

satış verileri kullanılarak ele alınmıştır. Ele alınan veri seti tek değişkenli bir zaman serisidir. Veri setinin ilk üç yılı eğitim, son yılı ise 

test seti olarak kullanılmıştır. Tahminleme için öncelikle geleneksel istatistiksel zaman serileri analiz yöntemleri uygulanmıştır. Eğitim 

setinde, uygulanan yöntemler içinde en başarılı olan istatistiksel zaman serileri yöntemi Basit Mevsimsel Yöntem (Simple Seasonal 

Method - SSM) olmuştur. SSM modelinin performansı, derin öğrenme yöntemlerinden Uzun-Kısa Süreli Bellek (Long-Short Term 

Memory-LSTM) temelli olarak geliştirilen modelin performansıyla karşılaştırılmıştır. LSTM modeli geliştirilirken ızgara (grid) arama 

yapılmış ve hiper-parametrelerin değerleri için en başarılı kombinasyon belirlenmiştir. Bu konfigürasyonla eğitilen LSTM modeli test 

setinde uygulanmıştır.  Modellerin test setindeki tahmin performansları karşılaştırıldığında, LSTM modelinin SSM modeline göre 

MAPE ölçütünde %34,57, RMSE ölçütünde ise %33,74 iyileştirme sağladığı görülmüştür. 

 

Anahtar Kelimeler: Talep tahminleme, Tek değişkenli zaman serileri, İstatistiksel zaman serileri yöntemleri, Derin öğrenme, LSTM.   

Demand Forecasting with Statistical Time Series Analysis Methods 

and Deep Learning in a Cement Firm 

Abstract 

Demand forecasts are critical for managing various business processes, including production planning, financial planning, budgeting, 

purchasing, and sales. Therefore, obtaining demand forecasts with high accuracy is a critical factor in successfully managing all 

supply chain management processes. This study addresses the demand forecasting problem by using actual past sales data of a cement 

firm’s one product group, which has the largest sales share among all product groups. The handled data set is a univariate time series. 

The first three years of the data set are used as the training set; the remaining one-year data is used as the test set. Firstly, classical 

statistical time series analysis methods are applied to the training data. Among the methods, the Simple Seasonal Method (SSM) has 

the best performance. The performance of the SSM model is compared to the model developed based on Long-Short Term Memory 

(LSTM), a deep learning method well-known for its success for time series data. A grid search approach is performed to determine the 

best combination of the values of hyper-parameters for LSTM models. Finally, the selected LSTM model configuration is applied to 

the test set. The prediction performances of the models in the test set indicate that the LSTM model provides 34.57% improvement in 

the MAPE criterion and 33.74% in the RMSE criterion compared to the SSM model. 
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1. Giriş 

Çimento üretim süreci süreç endüstrilerinin altında yer 

almakta ve bu endüstrinin birçok tipik özelliğini taşımaktadır. 

Süreç endüstrileri [1] tarafından “Karıştırma, ayırma, şekil 

verme veya kimyasal tepkimeler gerçekleştirerek malzemelere 

değer katan işletmeler” olarak tanımlanmaktadır.  

Çimento üretim süreci hammaddenin hazırlanmasından 

başlanarak çimento öğütme ve paketleme aşamasına kadar bir 

dizi aşama içeren, kullanılan ekipman ve makinelerin oldukça 

yüksek maliyetli olduğu bir süreçtir. Süreçteki en büyük maliyet 

kalemlerinden biri olan elektrik enerjisi maliyeti, gün içinde üç 

farklı zaman diliminde farklı düzeylerde olmaktadır. Bu nedenle 

üretimin hangi zaman diliminde yapıldığı maliyetler açısından 

son derece önemlidir. Süreçte kapasite kullanımının yüksek 

seviyelerde tutulmasına odaklanılması, hem enerji maliyetinde 

hem de talebin düşük olduğu zaman dilimlerinde gereksiz yere 

ürün stoğu tutmaktan kaynaklı yüksek stoklama maliyetlerine 

sebep olabilmektedir.  

Bu maliyetlerin önüne geçmek için, üretim planlama ve 

çizelgelemenin en önemli girdilerinden olan talep tahminlerinin 

başarılı bir şekilde elde edilmesi kritik öneme sahiptir.  

İş süreçleri yönetiminin temel parçalarından biri olan talep 

tahmini, tahminlerin ilişkili olduğu değişkenlerin ve sürecin 

yapısına, talebin desenine ve ne kadarlık bir zaman dönemi için 

yapılacağına başta olmak üzere birçok faktöre bağlı olarak 

değişkenlik göstermektedir. Talep tahminleme sürecinin 

karmaşıklığı değişse de amaçlanan her zaman, geçmiş veriler 

ışığında bir ürün için gelecekteki talebin yüksek doğrulukla 

tahminini elde etmektir [2].  

Tahminleme yöntemleri en genel olarak sayısal ve sayısal 

olmayan yöntemler şeklinde sınıflandırılabilmektedir. Sayısal 

tahmin yöntemlerinde tarihsel ya da nedensel değişkenler 

kullanılarak çeşitli matematiksel modeller ile tahminler elde 

edilmektedir. Sayısal olmayan yöntemlerde ise tahminleme 

süreci sezgiler, kişisel düşünceler ve insan faktörünü içermekte, 

kesin sayısal ifadeler kullanılmamaktadır [3]. 

Sayısal tahminleme yöntemlerinden biri olan nedensel 

yöntemlerde, tahmin edilecek değişken ile onunla nedensellik 

ilişkisi olduğu düşünülen bir dizi tahminleyici değişken 

kullanılabilmekte ve aralarında istatistiksel bir ilişki kurulmaya 

çalışılmaktadır [4]. Diğer sayısal tahmin yöntemi olan zaman 

serileri analizinde, bir dönem içinde ardışık olarak alınan 

gözlemler dizisini ifade eden zaman serilerinde, gözlemler 

arasındaki bağımlılık çeşitli tekniklerle analiz edilmektedir [5]. 

Zaman serileri analizinde tahmin modelleri oluşturmak için 

genellikle sadece zaman serisi verileri kullanılmakta, zaman 

serilerinin bileşenleri olan trend, mevsimsellik ve döngüsel 

dalgalanmaların etkilerini ölçmeye odaklanılmaktadır [4]. 

Zaman serileri kullanılarak yapılan analizlerde geleneksel 

istatistiksel yöntemlerin yanında, özellikle son yıllarda giderek 

artan bir şekilde makine öğrenmesi ve derin öğrenme yöntemleri 

uygulanmaktadır ([6], [7], [8], [9]). 

Bu çalışmada, tek değişkenli bir gerçek bir veri seti 

üzerinde, istatistiksel zaman serileri analiz ve derin öğrenme 

yöntemlerinin tahminleme performansı karşılaştırılmak 

istenmektedir. Bunun için çimento sektöründe faaliyet gösteren 

bir firmanı bir ürün grubuna ilişkin geçmiş satış verileri 

kullanılmıştır. Öncelikle tek değişkenli istatistiksel zaman 

serileri yöntemleri, oluşturulan eğitim veri setine uygulanmış ve 

modellerin uyum istatistikleri incelenerek en iyi model 

seçilmiştir. En iyi modelin test veri seti üzerindeki performansı 

elde edilmiştir. Bunu takiben, aynı eğitim ve test veri seti 

kullanılarak literatürde zaman serilerinde başarılı uygulamaları 

olan derin öğrenme yöntemlerinden LSTM uygulanmış ve 

performansları karşılaştırılmıştır.  

Çalışmanın bir sonraki bölümünde talep tahminlemede tek 

değişkenli zaman serileri yöntemleri ve tek değişkenli LSTM 

uygulamaları yapan önceki çalışmalardan bahsedilmiştir. Bunun 

ardından veri seti açıklanmış, uygulanan yöntemler ve veri 

hazırlık aşamaları detayları ile sunulmuştur. Ardından bulgular 

sunulmuş ve değerlendirmeler yapılmıştır.  

2. Önceki Çalışmalar  

Literatürde istatistiksel tek değişkenli zaman serileri analizi 

yöntemlerini ve tek değişkenli LSTM ağ yapılarını uygulayarak 

talep tahminleme yapan çok sayıda çalışma bulunmaktadır. 

Burada yakın zamanlı çalışmalara odaklanılarak bir inceleme 

yapılmıştır. 

[10], bir perakendeci firmanın perakende satışlarına ilişkin 

bir örnek olayı ele almış ve Otoregresif Bütünleşik Hareketli 

Ortalama (Autoregressive Integrated Moving Average – 

ARIMA) ve Üstel Düzeltme tabanlı modeller uygulayarak 

tahmin performanslarını karşılaştırmıştır. [11], Mevsimsel 

Otoregresif Bütünleşik Hareketli Ortalama (Seasonal 

Autoregressive Integrated Moving Average - SARIMA) 

Modelleri ve Holt-Winters Üstel Düzeltme yöntemlerini 

uygulayarak satış tahminleme yapmışlardır.  Performans 

kriterlerine göre en başarılı tahmin modeli SARIMA model 

(1,1,0) (0,1,0)12 olmuştur.   

[12], e-ticaret platformlarında, talepleri birbiriyle 

ilişkilendirilebilecek ürünler için, ürünler arasındaki doğrusal 

olmayan talep ilişkilerini temel alan bütünleşik bir LSTM tabanlı 

bir talep tahminleme yaklaşım önermişlerdir.  

[13] çok katmanlı LSTM ağları tabanlı bir talep tahminleme 

yaklaşımı önermiştir. Çalışmalarında farklı hiper-parametre 

kombinasyonlarını ızgara arama yöntemi ile denemiş ve en iyi 

tahminleme modelini seçmişlerdir. LSTM tabanlı modelin 

performansını ARIMA ve Üstel Düzeltme gibi istatistiksel 

zaman serileri analiz yöntemleri ve çeşitli yapay zeka tabanlı 

yöntemlerin performanslarıyla karşılaştırmışlardır. Önerdikleri 

yaklaşım, denenen tüm modeller arasında en yüksek performansı 

göstermiştir.  

[14], tedarik zinciri yönetiminde nihai tüketici talep 

tahminlemesi problemini LSTM ile ele almış, gerçek veri setleri 

üzerinde geliştirdikleri LSTM modellerinin performansını 

değerlendirmişlerdir. 

[15], bir perakende mağazasının satış verilerini kullanarak 

satış tahmini yapmıştır. Çalışmalarında SARIMA ve Üstel 

Düzeltme Yöntemi olmak üzere istatistiksel zaman serileri analiz 

yöntemlerini ve LSTM, Evrişimsel Sinir Ağları (Convolutional 

Neural Network - CNN) ve Prophet  yöntemlerini 

uygulamışlardır. Ortalama Mutlak Yüzde Hata (Mean Absolute 

Percentage Error – MAPE) ve Kök Ortalama Kare Hata (Root 

Mean Square Error – RMSE) kriterlerine göre yaptıkları 

tahminleme performans değerlendirmesinde en başarılı 

sonuçlara LSTM ile ulaşmışlardır.  
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3. Materyal ve Metot 

2.1. Veri Seti 

Bu çalışmanın veri setini çimento sektöründe faaliyet 

gösteren bir firmanın, toplam satışları içinde en yüksek paya 

sahip olan ürün grubunun 4 yıl boyunca gerçekleştirilen satış 

miktarları oluşturmaktadır. Bu satış miktarları bayiler 

aracılığıyla ve doğrudan müşteriye yapılan satışların toplamını 

içermektedir.  

Analiz öncesi satış verileri gün sayısı bakımından (1) no’lu 

denklem kullanılarak düzeltilmiştir: 

GSDt =
30

Düzeltme yapılacak aydaki gün sayısı
∗ Yt          (1) 

GSDt: t ayına ilişkin gün sayısı bakımından düzeltilmiş satış 

miktarı 

Yt:  t ayında yapılan satış miktarı 

Gün sayısı bakımından düzeltilmiş satış verilerinin bir kısmı 

Tablo 1’de özet olarak verilmektedir. 

Tablo 1. Özet Satış Verileri 

Yıl Ay Satış Miktarı (ton) 

Y1 1 36.026,12 

Y1 2 32.717,38 

Y1 3 35.368,96 

--- --- --- 

Y4 10 51.462,58 

Y4 11 68.819,30 

Y4 12 51.955,72 

 

Çalışmada uygulanan modelleri eğitmek için ilk 3 yıldaki 

veriler, modellerin performanslarını test etmek için ise son 1 

yıldaki veriler kullanılmıştır. Eğitim ve test verisi Şekil 1’de 

grafik olarak sunulmaktadır. 

 

Şekil 1. Analiz periyodu boyunca gerçekleşen aylık satış 

miktarları 

2.2. İstatistiksel Zaman Serileri Yöntemleri ile 

Talep Tahminleme 

Bu çalışmada istatistiksel zaman serileri analizleri SPSS 15 

programında zaman serileri modelleyicisi kullanılarak, Tek Üstel 

Düzeltme Yöntemi,  Holt’un Doğrusal Yöntemi,  SSM,  

Toplamsal  Holt-Winters Yöntemi, Çarpımsal Holt-Winters 

Yöntemi ve ARIMA modelleri uygulanarak yapılmıştır. 

Yöntemler arasından, MAPE ve RMSE performans kriterlerine 

göre, eğitim verisinde en iyi tahminleri veren model seçilmiştir. 

MAPE ve RMSE’nin formülleri sırasıyla (2) ve (3) no’lu 

denklemlerde ifade edilmiştir. 

MAPE =
1

n
∑ |

(Yt−Ft)

Yt
|n

i=1       (2)  

 

RMSE = √
1

n
∑ (Yt − Ft

n
t=1 )2     (3) 

 

Denklem (2)- (3)’te:  

 

Yt: t periyodundaki gerçekleşen talep değeri 

Ft: t periyodundaki tahminlenen talep değeri 

 

Uygulanan tüm istatistiksel zaman serileri analizi 

yöntemlerinin matematiksel ifadeleri aşağıda sunulmaktadır:  

 
Tek Üstel Düzeltme Yöntemi 

Matematiksel ifadesi ([16]): 

𝐹𝑡+1 = 𝛼𝑌𝑡 + (1 − 𝛼)𝐹𝑡          (4) 

 

Holt’un Doğrusal Yöntemi 

Matematiksel ifadesi ([17]):  

𝐿𝑡 = 𝛼𝑌𝑡 + (1 − 𝛼)(𝐿𝑡−1 + 𝑏𝑡−1)              (5) 

𝑏𝑡 = 𝛽(𝐿𝑡−𝐿𝑡−1) + (1 − 𝛽)𝑏𝑡−1               (6) 

𝐹𝑡+𝑚 = 𝐿𝑡 + 𝑏𝑡𝑚                                      (7) 

SSM 

Matematiksel ifadesi ([18]): 

𝐿𝑡 =  𝛼 (𝑌𝑡 − 𝑆𝑡−𝑠)) + (1 − 𝛼)𝐿𝑡−1            (8) 

𝑆𝑡 =  𝛾 (𝑌𝑡 − 𝐿𝑡) + (1 − 𝛾)𝑆𝑡−𝑠                   (9) 

𝐹𝑡+𝑚 = 𝐿𝑡 + 𝑆𝑡+𝑚−𝑠                                      (10)  

  

Toplamsal Holt-Winters Yöntemi  

Matematiksel ifadesi ([17]): 

𝐿𝑡 = 𝛼(𝑌𝑡 − 𝑆𝑡−𝑠) + (1 − 𝛼)(𝐿𝑡−1 + 𝑏𝑡−1)   (11) 

𝑏𝑡 = 𝛽(𝐿𝑡−𝐿𝑡−1) + (1 − 𝛽)𝑏𝑡−1                    (12) 

𝑆𝑡 = 𝛾(𝑌𝑡−𝐿𝑡) + (1 − 𝛾)𝑆𝑡−𝑠                          (13) 

𝐹𝑡+𝑚 = 𝐿𝑡 + 𝑏𝑡𝑚 + 𝑆𝑡−𝑠+𝑚                            (14) 

 

Çarpımsal Holt-Winters Yöntemi 

Matematiksel ifadesi ([19]):   

𝐿𝑡 = 𝛼
𝑌𝑡

𝑆𝑡−𝑠
+ (1 − 𝛼)(𝐿𝑡−1 + 𝑏𝑡−1)               (15) 

𝑏𝑡 = 𝛽(𝐿𝑡−𝐿𝑡−1) + (1 − 𝛽)𝑏𝑡−1                    (16) 

𝑆𝑡 = 𝛾
𝑌𝑡

𝐿𝑡
+ (1 − 𝛾)𝑆𝑡−𝑠                                  (17) 

𝐹𝑡+𝑚 = (𝐿𝑡 + 𝑏𝑡𝑚)𝑆𝑡−𝑠+𝑚                             (18) 

 

Denklem (4)- (18)’da: 

𝐹𝑡+1:  t+1 periyodundaki tahminlenen talep değeri 

𝐹𝑡: t periyodundaki tahminlenen talep değeri 

𝑌𝑡  : t periyodundaki gerçekleşen talep değeri  

𝐿𝑡: t zamanında serinin genel seviyesi  

𝑏𝑡: Trend bileşeni 

𝐹𝑡+𝑚: m periyot ilerisinin tahmin değeri  

𝑆𝑡: Mevsimsel bileşen 

𝑠:  Mevsimsel uzunluk 

𝛼, β ve 𝛾 : Değerleri 0 ile 1 arasında olabilen düzeltme 

parametreleri  

 

ARIMA 

Matematiksel ifadesi ([20]): 
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𝑦𝑡 = 𝜃0 + 𝜙1𝑦𝑡−1 + 𝜙2𝑦𝑡−2 + ⋯ + 𝜙𝑝𝑦𝑡−𝑝 + 𝜀𝑡 − 𝜃1𝜀𝑡−1 −

𝜃2𝜀𝑡−2 − ⋯ − 𝜃𝑞𝜀𝑡−𝑞                  (19) 

𝑦𝑡 , … , 𝑦𝑡−𝑝: Gerçek değer 

𝜙1, … , 𝜙𝑝: d dereceden farkı alınmış gözlem değerleri için 

katsayılar 

𝜀𝑡, … , 𝜀𝑡−𝑞: Rassal hata terimleri 

𝜃0, … , 𝜃𝑞: Hata terimleri ile ilgili katsayılar 

p: AR modelinin derecesi 

q: MA modelinin derecesi 

2.3. LSTM ile Talep Tahminleme 

Bir Tekrarlayan Sinir Ağları (Recurrent Neural Networks – 

RNN) mimarisi olan LSTM, RNN’nin bilgiyi kısa zamanlı 

tutabilmesi ve RNN’de geri yayılımda  kaybolan gradyan sorunu 

ile karşılaşılabilmesi problemlerinin üstesinden gelmek amacıyla 

oluşturulmuş ağ yapılarıdır [21]. LSTM mimarisinde hangi 

bilginin ne kadar süre kalacağını, ne zaman unutulacağını 

belirlemek de dahil olmak üzere bilgi akışları, giriş, unutma ve 

çıkış kapıları aracılığıyla düzenlenmektedir [22].  

LSTM blok diyagramı aşağıda matematiksel ifadeleri 

sunulan üç kapı ve iki aktivasyon fonksiyonunu içermektedir 

[23]. 

ft = σ(Wf[ht−1, xt] + bf)          (20) 

it = σ(Wi[ht−1, xt] + bi)           (21) 

ot = σ(Wo[ht−1, xt] + bo)                (22) 

c̃t = tanh(Wc[ht−1, xt] + bc)               (23) 

ct = ft ⊙ ct−1 +  it ⊙ c̃t                (24) 

ht = ot ⊙ tanh (ct)                              (25) 

Matris çarpımı Wf[ht−1, xt] = Whht−1 + Wxxt şeklinde 

olmak üzere, (20)-(25) no’lu denklemlerde ft unutma kapısının 

sonucu, it giriş kapısının sonucu, ot çıktı kapısının sonucu, c̃t 

yeni hücre durumu, ct son hücre durumu ve ht hücre çıktısını 

ifade etmektedir. Wf, Wi ve Wo sırasıyla unutma, girdi ve çıktı 

kapılarının ağırlıklarını; bf, bi, bo ise sırasıyla unutma, girdi ve 

çıktı katmanlarının sapmalarını göstermektedir. ⊙ Hadamard 

çarpımını, σ lojistik sigmoid fonksiyonunu, tanh ise hiperbolik 

tanjant fonksiyonunu ifade etmektedir [23].  

LSTM modeli uygulanmadan önce, gün sayısına göre 

düzeltilmiş aylık satış verileri Min-Max normalizasyonu ile 

normalize edilmiştir. LSTM modelinin hiper-parametreleri 

GridSearchCV() metoduyla ızgara arama yapılarak ve veri 

setinin küçük boyutlu olması sebebiyle 3 katlı çapraz doğrulama 

yapılarak belirlenmiştir. LSTM modellerine ilişkin 

uygulamalarda Python programlama dilinin 3.9.9 versiyonu 

kullanılmıştır. Modeller 1,2,3,4 olmak üzere farklı zaman 

adımları (time step) için çalıştırılmıştır. 

Izgara aramada farklı parti boyutları (batch size), döngü 

sayıları (epoch), nöron sayıları, seyreltme değerleri ve 

optimizasyon yöntemleri denenmiş ve MAPE ve RMSE 

kriterlerine göre en uygun model bulunmaya çalışılmıştır. Tüm 

modeller 10 kez çalıştırılmıştır. Deneysel çalışmalarda kullanılan 

hiper-parametre değerleri Tablo 2’de sunulmaktadır:  

Tablo 2. Deneysel çalışmalarda kullanılan hiper-parametre 

değerleri 

Hiper-parametre Değer 

Parti boyutu 2,4,8,16,32 

Döngü sayısı 10, 50, 100 

Nöron sayısı 2, 10, 50 

Seyreltme değeri 0 - 0,2 – 0,5 

Optimizasyon yöntemleri SGD, Adam 

4. Bulgular  

Çalışmada kullanılan eğitim veri setine SPSS 15 

programında zaman serileri modelleyicisi kullanılarak tek 

değişkenli istatistiksel zaman serileri yöntemleri uygulanmıştır. 

MAPE ve RMSE performans kriterlerine göre en başarılı model 

SSM ile elde edilmiştir. SSM modelinin tahmin edilen 

parametreleri α=0,4 ve γ=6,88E-007 olmuştur. Eğitim setinde 

SSM modelinin uyum istatistiklerine bakıldığında MAPE değeri 

%12,058 ve RMSE değeri 6680,887 ton olarak görülmüştür. 

LSTM uygulamasında ise, yapılan ızgara aramasında 

MAPE ve RMSE performans kriterlerine göre en başarılı sonucu 

veren hiper-parametre kombinasyonu seçilmiştir. Bu 

kombinasyonda zaman adımı 3, parti boyutu 2, döngü sayısı 50, 

nöron sayısı 50, optimizasyon yöntemi Adam olmuştur. En iyi 

LSTM modelinin eğitim setindeki MAPE değeri %12,748 ve 

RMSE değeri 7873,605 ton olarak elde edilmiştir. 

 Bu konfigürasyon ile modelin 10 kez çalıştırılması sonucu 

elde edilen ortalama tahminler kaydedilmiştir. Eğitilen modeller 

ile test setinde aylık tahminler elde edilmiş ve tahminler gün 

sayısına göre düzeltilmiştir.  Modellerin test setindeki 

performansları Tablo 3’te sunulmaktadır. Şekil 2’de ise test 

setinde gerçek satış değerleri ve model tahminleri grafik olarak 

sunulmuştur.  

Tablo 3. Test setinde model performansları 

Performans 

Krtierleri 

SSM  

Modeli 

 

LSTM  

Modeli 

MAPE %18,784 %,12, 278 

RMSE 13489,163 ton 8938,473 ton 

 

 
Şekil 2. Test setinde gerçek satış ve model tahminleri 

Tablo 3’te görüldüğü gibi, test setinde LSTM modeli, hem 

MAPE hem de RMSE ölçütünde SSM modelinden oldukça 

başarılı sonuçlar vermiştir. Test setinde LSTM modelinin tahmin 

performansı SSM modeline göre MAPE ölçütünde %34,57, 

RMSE ölçütünde ise %33,74 daha iyidir.  

Eğitim ve test setini kapsayacak şekilde tüm veri seti için 

model tahminleri ve gerçek satış değerleri Şekil 3’te 

sunulmaktadır. 
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Şekil 3: Tüm veri seti için gerçek satış ve model tahminleri 

5. Sonuç 

Talep tahminleri işletmelerin üretim planlama ve kontrol 

sistemleri için temel girdiyi oluşturmaktadır. Talebin yüksek 

doğrulukla tahminlenmesi işletmelerin tedarik zinciri süreçlerini 

etkin bir şekilde yönetebilmeleri için kritik öneme sahiptir.  

Bu çalışmada tek değişkenli zaman serilerinde talep 

tahminleme problemi ele alınmıştır. Zaman serilerinde 

tahminleme problemlerinde özellikle son yıllarda derin öğrenme 

tabanlı modellere sıklıkla başvurulmakta ve başarılı sonuçlar 

elde edilmektedir. Bu noktadan hareketle, bu çalışmada, zaman 

serilerindeki başarılı uygulamaları ile ön plana çıkan derin 

öğrenme yaklaşımlarından LSTM uygulanmıştır. LSTM’nin 

performansı, geleneksel istatistiksel zaman serisi analiz 

yöntemleri ile karşılaştırılarak değerlendirilmiştir.  

Çalışmanın veri setini, bir çimento firmasının bir ürün 

grubuna ilişkin dört yıl boyunca gerçekleştirilmiş olan aylık satış 

verileri oluşturmaktadır. Veri setinin ilk üç yılı eğitim, son bir 

yılı test seti olarak kullanılmıştır. Geliştirilen modellerin tahmin 

performansı MAPE ve RMSE performans ölçütleri ile 

değerlendirilmiştir. 

Eğitim seti için uygulanan istatistiksel tek değişkenli zaman 

serileri yöntemlerinden en başarılı sonucu veren model SSM 

olmuştur.  

LSTM modelleri geliştirilirken eğitim setinde hiper-

parametreler için çok sayıda değer ızgara arama ile denenmiş ve 

en başarılı kombinasyon belirlenmiştir. Eğitilen SSM ve LSTM 

modellerinin test setinde uygulanmıştır.  

Bulgular, test setinde LSTM modelinin hem MAPE hem de 

RMSE ölçütlerine göre daha başarılı olduğuna işaret etmektedir. 

LSTM modeli ile elde edilen tahminlerin MAPE’si % 12,278, 

RMSE değeri ise 8938,473 ton olarak elde edilmiştir. 

LSTM modeli, test setinde talep tahminlemede, SSM 

modeline göre MAPE ölçütünde %34,57, RMSE ölçütünde ise 

%33,74 iyileştirme sağlamıştır. Çalışmada ele alınan çimento 

firmasının en yüksek satış payına sahip bu ürün grubu için talep 

tahminlerinin doğruluğunda gerçekleştirilen bu iyileştirmenin, 

üretim planlarına ve kısa dönemli üretim çizelgelerine 

yansıyacağı düşünülmektedir. LSTM modeli ile elde edilen 

tahminler göz önünde bulundurularak üretimin planlanması ve 

çizelgelenmesi, üretimin düşük elektrik enerjisi maliyetinin 

olduğu zaman dilimlerinde yoğunlaştırılmasına ve ürün stoklama 

maliyetlerinin düşürülmesine imkan sağlayacaktır. 

LSTM modelinin tahminleme performansında sağladığı bu 

iyileştirme, küçük boyutlu zaman serilerinde dahi derin öğrenme 

algoritmalarının başarılı performans gösterdiklerine dair bir 

örnek sunmaktadır. 
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