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Ulke riski degerlendirmesi en genel anlamiyla bir {lkenin alabilecegi dis yardimlarin ve
yatirimcilarin karsi karsiya kalacagi riskin bir 6l¢tstidir. Bu sebeple Ulke riskinin, ekonomik,
finansal ve politik risk unsurlarinin birlikte ele alindigi bir prosediirle olduk¢a hassas
tahminler yapilarak élgiilmesi gerekmektedir. Tahmin yontemi buyuk bir titizlikle tercih
edilmeli ve mutlaka farkh yontemler ile desteklenmelidir. Bu amagla ¢alismada, iyi tahmin
sonuglari Gireten ve siklkla kullanilan LRA, KNN, CART ve DVM yontemleri tercih edilmistir.
Tahmin modelini egitmek igin 2015-2019 yillari arasinda 75 Ulkenin farkli makroekonomik
gostergeleri kullanilmistir. Calismanin bulgularina gore tercih edilen tim yontemler ile
oldukg¢a basarili tahmin sonuglarinin dretildigi soylenebilir. Farkli degerlendirme
kriterlerinin ele alindig ve her bir makine 6grenmesi algoritmasinin 100 kez tekrar edildigi
durumda, en iyi sonucu veren yontem KNN algoritmasi oldugu goriilmektedir. Takip eden
yontemler ise sirasi ile DVM, LRA ve CART algoritmasi olarak siralanabilir.
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Abstract

In a most general sense, country risk assessment is a measure of the foreign aid a country can
receive and the risk the investors will face. Therefore, the related risk must be measured by
making rather sensitive predictions with a procedure where economic, financial and political
risks are taken into account. The prediction method must be chosen with great accuracy and
supported with different methods. To that end, LRA, KNN, CART and DVM methods, which
produce good estimation results and are frequently used, are preferred in country risk
predictions. Different macroeconomic indicators of 75 countries between 2015 and 2019 are
used to train the prediction model. According to the findings of the study, it can be said that
quite successful prediction results are produced with all the chosen methods. When different
assessment criteria are considered and each machine learning algorithm is repeated 100
times, it is seen that the KNN algorithm is the best method to produce results. The following
methods can respectively be listed as DVM, LRA and CART.

Jel Codes: (45, C61, G24, G32
Keywords: Country risk, Machine learning, Support vector machine, K-nearest neighbor,
Logistic regression, Decision trees

1. Giris

GUnumuizde hemen hemen higbir ekonominin dis yardim almadan kendi kendine yetemedigi
bilinmektedir. Otarsi olarak da adlandirilan bu durumun saglanamamasinin yani sira tlkelerin
refah ve gelismislik agisindan da gelisimlerini stirdirebilmeleri igin diinyanin geri kalani ile
saglikh iliskiler kurmalari gerektigi asikardir. Kiiresellesmenin de pozitif etkisiyle ekonomik,
siyasi, askeri ya da kiltirel olarak kurulan bu iliskiler diinyanin en lcra kosesine kadar
yayilabilmektedir. Kurulan bu iliskilerin daha saglam temellere dayanmasi icin taraflarin
birbirlerine ne olclide glivenebileceklerini bilmeleri 6nem arz etmektedir. Bu bilgiler karar
vericilerin iliski kurulacak tGlkenin sorumluluklarini yerine getirme noktasindaki kabiliyeti ya da
istekliligi kisaca riski hakkinda fikir sahibi olunmasina yardimci olacaktir. Karsi karsiya kalinan
bu risk Ulke riski olarak tanimlanmakta ve uzun vyillardir farkh bircok yolla o6lcilmeye
calisilmaktadir.

Literatiirde tlke riski kavraminin tanimlanmasi ve bu kavrama iliskin ortak bir terminolojinin
belirlenmesi noktasinda heniiz tam bir fikir birligi saglanamamstir. ilgili literatir
incelendiginde bu kavrami acgiklamak icin Ulke riski (country risk) (Cooper, 1999; Oetzel vd.,
2001; Yim & Mitchell, 2005), egemen risk (sovereign risk) (Hilscher & Nosbusch, 2010; Broner
vd., 2010; Beirne & Fratzscher, 2013; Corsetti vd., 2013), politik risk (political risk) (Kobrin,
1979; Diamonte vd., 1996; Busse, 2007), sinir Otesi risk (cross-border risk) (Nikolov, 2016; Berg
vd., 2015) gibi terimlerin siklikla kullanildigi gériilmektedir. Kimi zaman bu terimler ayni amag
icin kullanilirken kimi zaman farkli durumlari ifade etmek igin tercih edilebilmektedir. Yapilan
¢alismalar gézden gegirildiginde siklikla lke riski ve politik risk terimleriyle karsilasilmaktadir.

Ulke riski kavramina iliskin literatiirde yapilmis cok fazla tanim olmakla birlikte bu tanimlarin
bir 6zeti olarak; bir Glkenin veya belirli bir Glkeden borg alan kisinin, bir veya daha fazla yabanci
bor¢ verene ve/veya yatirimciya karsi yukumliliklerini yerine getirememe ve/veya istememe
olasiligi olarak ifade edilmektedir (Krayenbuehl, 1985).
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Son yillarda ozellikle gelismekte olan Ulkelerin ciddi borg krizlerine ve borg yeniden
yapilandirmalarina tanik oldugu; Dlinya Bankasi ve IMF gibi resmi kurumlardan alinan
kredilerinin (1973 petrol krizi, 1994 Meksika Peso krizi, 1997-1998 yillarinda Asya krizi vb.)
zamaninda ve tam olarak 6denemedigi gozlenmektedir (Sun vd., 2021). Bu yeni gelismeler
1siginda Ulke riskinin ve onun ticari ve ekonomik faaliyetler araciligiile kiiresel 6lcekli etkilerinin
arastirilmasina duyulan ihtiya¢c giderek artmakta ve ticari bankalar, politika yapicilar ve
arastirmacilar icin Ulke riski degerlendirmesi daha 6nemli bir konu haline gelmektedir. Ayrica
Ulke riski derecelemelerinin bilgi asimetrisini azalttigi ve tahvil ihraglarini ve sdézlesmelerini
etkiledigi icin diinya capindaki finansal piyasalarda kullanilan en énemli gostergelerden biri
olarak da kabul edilmektedir (Frascaroli & Olivere, 2017; Silva vd., 2019). Ulkenin dis bor¢
yikimlGgini zamaninda yerine getirip getirmeyeceginin énemli bir ol¢lisii olarak da kabul
edilen Ulke kredi notu hem ilgili Glkeyi hem de bu llke ile ekonomik, finansal ve politik
faaliyetleri olan diger pek cok ulkeyi etkileyebilmesinden dolayi ¢cok boyutlu bir etkiye sahip
olmaktadir (Hoti & McAleer, 2004; Amstad & Packer, 2015).

Bu amacla yapilan lke riski analizlerinin genel durumu yansitan uluslararasi is risklerini ve bu
risklerin Ulkedeki vyatinmlarin  karhligi ve getirileri Gzerindeki kimdlatif etkilerini
tanimlayabilme kapasitesine sahip oldugu kabul edilmektedir (Asiri, 2014). Dereceleme
kuruluslari tarafindan gegmis cari, nitel ve nicel degiskenlere dayanarak hazirlanan ve gelecege
yonelik bagimsiz gorisler sunan kredi notlari sirket, tilke ve finansal kurumlar gibi fon talep
edenlerin kredi degerliliginin, yatirim risklerinin ve temerrit olasiliginin bir 6lglsu olarak
finansal piyasalarda yaygin olarak kullanilmaktadir (Moody’s, 2021). VYalnizca bir
degerlendirme olarak goriilmemesi gereken Ulke riski notunun yanlis tahmin edilmesinin
ortaya cikaracagl sonuglarin, kurumlarin yonetiminin ve sermaye tercihlerinin, deniz asiri
yatirimlarin ve ticari is birliklerinin Gizerinde 6nemli bir etkiye sahip olacagi unutulmamahdir
(Oztiirk vd., 2016; Sun vd., 2021).

Oldukca fazla sayida kredi dereceleme kurulusu (KDK) olmasina karsin Moody’s ve Standard
ve Poor’s ve Fitch gibi U¢ blyik derecelendirme kurulusu bu pazarin yaklasik %80’ini elinde
bulundurmaktadir. Frascaroli & Olivera (2017)'de ifade edildigi gibi bu oligopolistik yapi bazi
yan etkileri de beraberinde getirmektedir. Birgok arastirmaci, yazar ve politikaci, KDK’larini
seffaf olmayan metodolojiler kullanmalari, siyasi kararlar vermeleri, finansal istikrarsizliga
sebep olabilecek ani kredi notu degislikleri yapmalari, krizleri tahmin edememeleri, krizlerin
ekonomik etkilerini derinlestirmeleri ve kdr amaci glitmeleri gibi sebeplerden elestirmektedir
(Sy, 2009; Arezki vd., 2011; Belotti vd., 2011; Tichy vd., 2011; Doluca, 2014; Cunha vd., 2020).
Ulke kredi notlarina olan giivensizligin ve tartismalarin artmasi ile arastirmacilar kredi
notlarinin seffaf ve objektif bir ortamda degerlendirildigi alternatif modellerin gelistirilmesi
tizerinde calismaktadir. Ulke notlarinin dogrulugu konusundaki argiimanlarin artmasi,
KDK’larina asiri bagimliliktan kacinmak icin daha fazla kredi puanlama sistemine ihtiyac
oldugunu vurgulamaktadir (Oztiirk vd., 2016).

Literatlirde bu amacgla yapilmis bircok ampirik calisma bulunmaktadir. Bu c¢alismalarin
bazilarinda ilgili Glkeler risk durumlarina gore siralandirilmakta (Doumpos & Zopounidis, 2002;
Yim & Mitchell, 2005; Stankeviciené & Sviderské, 2012; Lou & Kou, 2012; Stankeviciené vd.,
2014; Svilokos & Rodi¢, 2015; Tire vd., 2017; Brauers & Lepkova, 2019), bazi ¢calismalarda
siniflandiriimakta (Frank & Cline, 1971; Abassi & Taffler 1982; Cooper, 1999; Yim & Mitchell,
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2005), bazi galismalarda ise riskin belirleyicileri belirlenmeye (Feder & Just, 1977; Edwards,
1985; Brewer & Rivoli, 1990; Cosset & Roy, 1991; Oral vd., 1992; Lee, 1993a; Lee, 1993b; Rivoli
& Brewer, 1997; Haque vd., 1998; Ramcharran, 1999; Easton & Rockerbie, 1999; Cooper,
1999; Oetzel vd., 2001; Yim & Mitchell, 2005; Vij, 2005) calisilmaktadir.

Bu calisma kapsaminda ise bahse konu risk, Glke riski (country risk) olarak degerlendirilmis ve
bu kavram ile bir llkeye yatirrm yapmanin ya da bor¢ vermenin ne derece riskli olacagi
Olglilmeye calisilmistir. Bu noktada olglilmek istenilen risk; borglu (lkenin borglarini 6deme
noktasindaki istekliligi/isteksizligi, ya da yatirim yapilan (ev sahibi) bir tilkede yatirim yapan
Ulke, sirket ya da bireyin yatirimlarinin ne derecede glivence altinda olacaginin
degerlendirilebilmesi seklinde olmaktadir. Bu riskin nicel olarak Olglilmesi noktasinda ise
ekonomik, finansal ve politik risk unsurlarinin birlikte ele alindigi bir prosedir kullaniimistir.
Calismada, Ulke kredi notlarini tahmin etmek icin makine 6grenmesi yontemlerden destek
vektor makineleri (DVM), k-yakin komsuluk (KNN), siniflandirma ve regresyon agaclari (CART)
ve geleneksel istatistiksel bir yontem olan lojistik regresyon analizi (LRA)'nin Ulke riski
derecelemede nasil performans gosterecegi arastiriimistir.

Bu makale su sekilde dizenlenmistir: Bolim 2’de, ampirik ve teorik literatirin bir tartismasi
yer almaktadir. Bolim 3’te, llke derecelendirmelerini siniflandirmak igin uygulanan DVM,
CART, KNN siniflandirma metodolojisi olan makine 6grenimi yontemlerini ve geleneksel
istatistiksel yontemlerden LRA aktariimaktadir. B6lim 4’te ampirik sonuglari sunulmus ve son
olarak Bolim 5’te ise sonug tartigiimistir.

2. Literatiir

Ulke riski piyasa katilimcilarina énemli sinyaller verdiginden, bu konuda yapilacak analizlerin
glvenilir ve yansiz olmasi biiyiik énem arz etmektedir. Ulke riski potansiyel olarak ekonomik,
sosyal, kiltlrel ve siyasi olmak Uizere bir dizi karmasik faktori icermekle birlikte kabul gérmus
net bir Ulke riski modeli bulunmamaktadir. Arastirmacilar yeni Ulke risk analizi ve
degerlendirme modellerinin gelistiriimesine artan bir sekilde ilgi gostermektedir. Asagida bu
galisma igin temel alinan 6nci ¢alismalardan bazilari kullanilan degiskenler (bagimli ve
bagimsiz) ve elde edilen sonuglar bakimindan degerlendirilmesi verilmektedir.

Cosset & Roy (1991) calismasinda, Euromoney ve Institutional Investor’in sundugu tlke riski
derecelemeleri ekonomik ve politik degiskenleri de dikkate alarak tekrar elde etmislerdir.
Calismada lojistik regresyon analizi kullanilip agiklayici degisken olarak; kisi basina GSMH,
yatirim egilimi, rezervler/ithalat, cari islemler dengesi/GSMH, ihracat bluyime orani, ihracat
degiskenligi, net dis borglar/ihracat, borg servisi zorluklari ve politik istikrarsizlik gostergesi
kullaniimistir. Bagimli degisken olarak ise Euromoney ve Institutional Investor’'iin hesaplamis
oldugu ulke riski skorlar kullanilmistir. Calismada kisi basina diisen gelir ve yatirirm yapma
egilimi gostergelerinin llke riski skorlari Uzerinde pozitif etkiye sahip oldugu sonucuna
ulasilmistir.

Ulke riski alaninda yapilmis bir diger 5nemli calisma olan Lee (1993a)’da ise, kredi dereceleme
kuruluslari tarafindan verilen kredi notlari ile, borglularin (az gelismis Ulkeler) borg
yaktumlaltklerini yerine getirme noktasindaki istekliliklerinin aciklanip agiklanamayacagi
dogrusal regresyon analizi ile arastiriimistir. Calismada bagimli degisken olarak kredi skorlari
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kullanilirken, agiklayici degisken olarak; toplam dis borg/ihracat, kisi basina diisen GSYiH
blylime orani, uluslararasi bor¢ verme faiz orani, sanayilesmis tilkelerin GSMH bliylime orani,
kisi basina diisen GSYiH'deki degiskenlik ve ortalama enflasyon orani kullaniimistir. Sonug
olarak kullanilan degiskenlerin kredi skorlarindaki degisimi aciklamada anlaml sonuglar verdigi
gorulmastir.

Lee (1993b) calismasinda ise lojistik regresyon analizi kullanilarak politik istikrarsizligin ve
ekonomik degiskenlerin algilanan llke riski Gzerindeki goreceli 6nemi arastiriimistir. Buamacgla
29 Ulkeden olusan veri seti icin bagimh degisken olarak Institutional Invest’in kredi
derecelendirme skorlari, aciklayici degisken olarak ise ekonomik gostergeler ve politik
gostergeler kullanilmistir. Ekonomik gdstergeler; dis bor¢/GSMH, GSYiH biiyiimesi, yurticinde
tutulan devlet bor¢lar/GSYiH iken politik gostergeler; ilgili donemdeki hiikiimet baskani
degisiklik sayisi, siyasi haklara iliskin skorlar ve silahli catisma skorlari olmustur. Ayrica siyasi
istikrarsizligl temsil eden rejim degisikligi ve silahli catisma sikliginin kredi notlarini etkiledigi
belirtilmistir.

Bu alanda yapilmis bir diger 6nemli ¢alisma olan Cantor & Packer (1996)’ de regresyon analizi
kullanilarak Standard ve Poor’s ve Moody’s gibi iki 6nemli kredi derecelendirme kurulusu
tarafindan verilen kredi notlarinin belirleyicileri ve etkileri degerlendirilmistir. Calismada
aciklayici degisken olarak kisi basina GSMH, GSYiH biiyiimesi, enflasyon, mali denge, dis denge,
dis borg, ekonomik gelismislik gostergesi (IMF siniflamasi), déviz borcundaki temerriitler,
devlet tahvili alinmisken bagimli degisken olarak Moody’s ve Standard and Poors
derecelemeleri ve bu iki derecelemenin ortalamasi kullanilmistir. Ulke notlarinin
belirlenmesinde Standard ve Poor’s ve Moody’s in kullandiklari géstergelerden altisinin 6nemli
oldugu belirlenmistir.

Haque vd. (1996) calismasinda 60’tan fazla gelismekte olan dlke igin kredi notlarinin
belirleyicileri analiz edilmistir. Ekonomik gostergelerden altin olmayan déviz rezervleri/ithalat,
cari islemler dengesi/GSYiH, biiylime ve enflasyonun kredi derecelendirmelerdeki degisimin
blylk bir ylzdesini agikladigl sonucuna ulagilmistir. Sonug olarak tim gelismekte olan lke
derecelendirmelerinin uluslararasi faiz oranlarindaki artistan olumsuz etkilendikleri
gorulmustur.

Haque vd. (1998) calismasinda kredi derecelendirme kuruluglarinin yapmis olduklari
derecelendirmelerin  dayandigi ekonomik ve politik gostergelerin goreceli etkisi
arastirilmaktadir. Modelde dis soklarin 6lcilebilmesi icin; derecelendirmenin yapildigi yildan
bir 6nceki yildaki ticaret hadleri, 3 aylik ABD hazine bonosu orani, dis sektér performansinin
olgtilmesi icin; ihracat buyimesi, cari hesap/GSYiH, rezervler/ithalat, dis bor¢/GSYiH,
derecelendirmenin yapildigi yildan bir 6nceki yildaki reel déviz kuru, ekonomik performansin
Olclilmesi icin ise; biyime ve enflasyon gostergeleri kullaniimistir. Politik degisken olarak ise
belirli bir yilda anayasaya aykiri olarak ya da zorla hiikiimet yonetimindeki degisiklik sayisi, Gst
diizey bir devlet gorevlisinin veya politikacinin siyasi olarak motive edilmis herhangi bir
cinayeti veya cinayete tesebbisii, 1000 veya daha fazla sanayi veya hizmet iscisinin birden
fazla isvereni iceren ve ulusal hiikiimet politikalarina veya otoritesine yonelik dizenlenen
herhangi bir grev, bagimsiz vatandas gruplari veya diizensiz glicler tarafindan yuritilen ve
mevcut rejimi devirmeyi amaclayan herhangi bir silahli faaliyet, sabotaj veya bombalama,
mevcut rejimin ¢okistini tehdit eden herhangi bir hizla gelisen durum, rejim veya muhalefet
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saflarinda siyasi muhalefetin hapse atilmasi veya infaz edilmesi yoluyla sistematik olarak
ortadan kaldirilmasi, fiziksel giic kullanimini da igeren 100'den fazla vatandasin katildigi
herhangi bir siddet gosterisi veya catismasi, st dizey hiikimet seckinlerinin yasadisi zorla
degisikligi, boyle bir degisiklik girisimi veya amaci merkezi hiikiimetten bagimsizlik olan basarih
veya basarisiz herhangi bir silahli isyan, hiikimet politikalari veya otoritesine karsi olduklarini
gostermek veya dile getirmek icin en az 100 kisinin katildigi herhangi bir bariscil halk toplantisi
ele alinmstir.

Yim & Mitchell (2005) ¢alismasinda ise bircok ampirik yontem birlikte kullanilarak sonuglarin
karsilastirilmasina imkan saglanmistir. Calismanin érneklemi 20 yiksek riskli 32 diislik riskli
Ulkeye ait 31 gostergeden olusmaktadir. Calismada diskriminant analizi, lojistik regresyon,
yapay sinir aglari, kimeleme analizi, kohonen aglari ve melez (hibrit) yontemler olmak tzere
bircok farkl yontem kullanilmistir. Calismada melez yontemin daha basarili sonuglar ortaya
koydugu sonucuna ulasiimistir.

Ulke riski alaninda yapilan calismalara iliskin literatiir incelendiginde ilk yillarda istatistiksel
yontemler ve c¢ok kriterli karar verme yontemlerinin ele alindigi dikkat cekmektedir. Uzun
vadeli tahminlerde c¢ok kullanish olarak goriilmese de bir yil gibi kisa vadeli (lke risk
degerlendirmesinde diskriminant analizi siklikla kullanilmistir. Ulke risk degerlendirmesinin bir
siniflandirma problemi olarak ele alindigi galismalarin bazilarinda (Frank & Cline, 1971; Abassi
& Taffler 1982; Cooper, 1999; Yim & Mitchell, 2005) diskriminant analizi kullaniimistir. Benzer
sekilde ¢cok degiskenli istatistiksel yontemlerden temel bilesenler analizi de bircok Ulke riski
calismasinda (Dhonte, 1974; Haque vd.,1996; Scherer & Avellaneda, 2002) tercih edilmistir.
istatistiksel yéntemler ile elde edilen kayda deger basarinin ardindan diger istatistiksel
yontemlerin uygulamasi birbiri ardina bir¢ok ¢alismada 6nerilmistir.

Farkh birgok istatistiksel yontem kullanildigi bu ¢alismalardan bazilarinda; regresyon analizi
(Edwards, 1985; Lee, 1993a; Cantor & Packer, 1996; Haque vd., 1998; Ramcharran 1999), logit
analizi (Feder & Just, 1977; Brewer & Rivoli, 1990; Kutty, 1990; Cosset & Roy, 1991; Oral vd.,
1992; Lee, 1993b; Rivoli & Brewer, 1997; Easton & Rockerbie, 1999; Cooper, 1999; Oetzel vd.,
2001; Yim & Mitchell, 2005; Vij 2005); probit analizi (Kharas, 1984; Rahnama-Moghadam vd.,
1991; Balkan, 1992; Hernandez-Trillo, 1995; Cantor ve Packer, 1996a; Haan vd., 1997; Easton
& Rockerbie, 1999; Cooper, 1999; Yim & Mitchell, 2005) ve tobit analizi (Lloyd-Ellis vd., 1990;
Lanoie & Lemarbre, 1996) kullaniimistir.

Logit analizinin diger istatistiksel yontemlere gore bilyik avantaji kati varsayimlar
gerektirmemesi ve istatistiksel varsayimlara tabi lineer denklemlerin sinirlamalarinin
Ustesinden gelmesidir. Bununla birlikte, logit analizinde kullanilan hesaplama siireci karmasik
ve tahmin dogrulugunu kacinilmaz olarak etkileyen bircok yaklasima sahiptir. Probit modeli
fikir olarak Logit modeline benzese de birtakim hesaplama yontemleri ve varsayimlarinda bazi
farklihklar bulunmaktadir (Sun vd., 2021).

Bazi calismalar (Doumpos & Zopounidis, 2002; Stankeviciené & Sviderske, 2012; Lou & Kou,
2012; Stankeviciené vd., 2014; Svilokos, T., ve Rodi¢, 2015; Tiire vd., 2017; Brauers & Lepkova,
2019) ulke risk analizi ve degerlendirmesinde istatistiksel modellerden daha esnek ve saglam
olan cok kriterli karar verme (MCDA) sireclerini kullanarak mevcut llke risk degerlendirme
yontemlerini genisletmisler ve bir dizi yeni yontem énermislerdir.
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Denizasiri yatirimlarin hizh biiyimesi nedeniyle, makroekonomik gostergelere dayal Ulke
riskinin gok kriterli karar verme gergevesi, artik isletmelerin optimal portfoylerine ulagsma ve
kiiresel diizeyde bir risk primi elde etme ihtiyaglarini karsilayamamaktadir. Bu durumda
arastirmacilar, (lke risk analizi ve degerlendirmesinde yeni ilkeler ve yaklasimlari diisinmeye
baslamislardir (Scholtens, 2004). Makine 6grenimi algoritmalarinin hizli gelisimi ile Glkelerin
borg riskini tahmin etmek icin ilk olarak sinir agi modeli kullanmistir.

Cooper (1999), Yim & Mitchell (2005), Bennel vd. (2006), ve Caporale vd. (2011) gibi
calismalarda Ulke riskini degerlendirmek icin yapay sinir agi (YSA) dnerilmistir. Van Gestel vd.
(2006), destek vektor makinesini (DVM) ile (ilke risk analizi igcin genel bir derecelendirme siireci
onermistir. Takip eden yillarda ANN’ye gore Ulke riskinin ¢ok boyutlu ve karmasik dogasini
daha iyi kavrama kabiliyetinden dolayi DVM’ye olan ilgi artmis ve yontemin basarih
uygulamalari Bellotti vd. (2011), Chen vd. (2011) ve Li vd. (2012) tarafindan genisletilmistir.
Erdal & Karakurt (2013) ve Ivkin (2018) ise lilke riski degerlendirmesini siniflandirma ve
regresyon agaclari (CART) algoritmasini ile ele almislardir.

Ulke kredi notlarini tahmin etmede Oztiirk vd. (2016)’da CART, ¢ok katmanl algilayici (MLP),
SVM, Bayes Net ve Naive Bayes kullanilarak cesitli yapay zeka tekniklerinin tahmin performansi
arastirilmistir. Benzer bir ¢alisma Silva vd. (2019) tarafindan Rastgele Orman algoritmasi
Ozelinde yine makine Ogrenmesi algoritmalar ile ydratilmuastir. Tare & Baser (2015)
¢alismasinda ise Ulke riski degerlendirmesi bir kiimeleme problemi olarak ele alinip bulanik C
ortalama kiimele yontemi ile incelenmistir.

3. Metot
3.1. Lojistik Regresyon

Lojistik Regresyon (LR), siniflandirma algoritmalari tliretmek igin yaygin olarak kullanilan
istatistiksel bir modelleme teknigi olarak goriilmektedir. ikili ¢ikti (Y = 0 veya Y = 1) olasiliginin
bir dizi potansiyel tahmin degiskeniyle iliskili oldugu, LR modeli denklem 1’de verildigi gibi
gosterilmektedir:

P(Y = 11X) = By + B1Xy + B2 Xz + -+ 1
Burada By i f,, model katsayilari iken X, X; X, ise bagimsiz degiskenleri temsil

etmektedir. Ancak bu yaklagimda, lineer regresyon islevi teorik olarak herhangi bir degeri
verebilmektedir. Model katsayilarini degistirmeyi deneyerek ¢ikti degiskenin O ile 1 arasinda
degerler almasi saglanabilir olmasina karsin, daha saglikl bir yol olarak

expﬂo+B1X1+32X2+'“

P(X) = 1+ expPotBiXi+h2Xp+- 2

seklinde verilen lojistik fonksiyonun ciktisi hesaplanarak X 6érnegine ait tahminin elde edilmesi
seklinde olmaktadir. Bu hesaplamayi yapabilmek icin, model katsayilarinin tahmin edilmesi
gerekmektedir. Lojistik regresyon modelinin egitim asamasi da bu kisimda gerceklesmektedir.
Regresyon katsayilari bir ilk ¢oziimle somutlastiriimakta ve daha sonra model ¢ok kiicik hale
gelene kadar yinelemeli bir sekilde revize edilmektedir (Abdou, 2016). Bu sireg,
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L(Bo, B1, B2) = 1_[ P(x;) 1_[ (1 _P(xi’))

iy;=1 i':yi/=0

w

seklinde ifade edilen olabilirlik fonksiyonunun maksimize edilmesi ile gergeklesmektedir. Bu
modelde, olasilik degerinin 0.5’ten buylk ya da esit oldugu durumlarda Y=1 ve kiigiik oldugu
durumlarda 0 degerini almaktadir (Wagenmans, 2017). Basit Lojistik Regresyon yontemi asiri
uyuma meyilli oldugundan literatirde birgok diizglinlestirme ve degisken segme yontemi
tanitilmistir. Bunlardan bazilari, LASSO ve Ridge regresyon ve bu iki teknigin bir bilesimi olan
Elasticnet dir (Zou & Hastie, 2005).

3.2.  K-Yakin Komguluk

Fix & Hodges (1989) tarafindan onerilen KNN algoritmasi, uygulamasi ve anlamasi kolay, hizli
ve iyi tahminleme performansina sahip parametrik olmayan gozetimli bir siniflama algoritmasi
olarak sunulmustur. KNN algoritmasinda her bir egitim 0Orneginin en yakin k komsusu
belirlenmekte ve bu komsularin ait oldugu sinif referans alinarak siniflama yapilmaktadir. En
yakin komsu genellikle Pisagor temelli bir uzaklik fonksiyonu kullanilarak belirlemektedir. KNN
algoritmasi icin siklikla kullanilan uzaklik fonksiyonlari Oklid, Chebyshev ve Manhattan
uzakliklaridir. Bu uzakliklar ise,

n

dEuclidean(x: y) = Z(xi - yi)z 4
i=1
n

dManhatta (x, Y) = lel’ - yil 5
i=1

dchebysne (X,Y) = mé}ksﬂxi —yil) 6

seklinde verilmektedir. Burada x ve y girdi ve cikti degiskeni temsil eden n boyutlu 6zellik
uzaylandir. Hangi uzaklik fonksiyonun kullanilacagi ve k komsu sayisinin ne olacagi, yontemin
performansinin en 6nemli belirleyicileridir (Han & Kamber, 2006). En uygun K degerinin segimi
sapma ve varyans degerleri arasinda denge kurularak yapilmaktadir. Kiigik K degerleri
sapmay! artirip asiri uyuma neden olurken, buyuk K degerleri sinif / kiime sinirlarinin
belirsizlesmesine ve sapmanin ¢ok fazla azalmasina neden olmaktadir.

3.3. Destek Vektor Makinesi

Destek vektér makinesi (DVM), temeli istatistiksel Ogrenme Teorisi’ne dayanan (Vapnik &
Chervonenkis, 1968) siniflama (6riinti tanima), regresyon ve yogunluk tahmini yapabilen
denetimli 6grenme algoritmasidir. DVM’nin egitim asamasinda, egitim setlerini siniflarina
dogru bir sekilde ayiran optimal hiper-diizlemi belirlemek icin bir model olusturulmaktadir. En
iyi siniflandirma performansi, hiper-diizlem marjini maksimize ederek elde edilmektedir.

SVM egitim veri setinde ayni sinifa ait olan benzer noktalarin dagilimina bir sinir
uydurmaktadir. Bu egitim drnekleri daha sonra test érnekleri iginde yer alan noktalarin sinir
icinde yer alip almadigini karsilastirmak icin kullanilmaktadir. Bir sinir olusturuldugunda, bu
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sinir Gizerinde yer alan egitim verileri geri kalan egitim verileri ile iliskilendiriimekte ve destek
vektor olarak ele alinmaktadir. Bu durumda geri kalan egitim 6rnekleri gereksiz hale
gelmektedir. DVM’nin avantaji hem dogrusal ayrilabilir hem de dogrusal ayrilamayan veriler
icin kullanilabilir olmasidir. ilk durumda verileri maksimum marj ile ayiran bir sinir
olusturulmaktadir. ikinci durumda ise ayirma sinirini olusturmak icin bir cekirdek isleviyle ®(x),
X € Ml = ¢(x) € MH olacak sekilde, girdi uzayindan x verisini yliksek boyutlu bir H uzayina
doénidstirmektedir (Tiwari, 2017).

Dogrusal olmayan DVM’de egitim érnekleri icin haritalama fonksiyonu ¢ kullaniimaktadir. ic
carpima dayali uygun bir cekirdek fonksiyonu tanimlamak, veriyi dogrusal olarak ayrilabilir
yapmak icin giris uzayindan, yiksek boyutlu (sonsuz da olabilir) 6znitelik uzayina verinin
dogrusal olmayan dontisimini yapmaktir.

P adet nitelige (6zellik) sahip (x;,y;),i =1,2,...,m, x; € R™ ve y; € {—1,1} girdi ve cikti
ikililerinden olusan S egitim kiimesini ayiran en iyi hiper-diizlemin bulunmasi ikinci dereceden
bir optimizasyon problemi formunda tanitilmis ve Lagrange fonksiyonundan faydalanarak
¢Ozlilmustlir. Lagrange degiskenlerinin maksimize edildigi dual model
m m
1
mgks Ly(a) = Z @ =5 Z yiyjal-ajK(xi,xj)

i=1 ij=1 v

m
leltlaT:ZyiOCi =0 0<ag;<C(C, i=1,...m
i=1
seklindedir (Cortes & Vapnik, 1995). Burada «; her i Ornegi icin bir Lagrange carpani
ve K (x;, x;), 'inci ve j’inci girdileri igin cekirdek fonksiyonunun degerini belirtir. C, genel hatayi
cezalandiran bir Ust sinirdir. Herhangi bir x girdisi icin DVM’nin ¢ikti tahmini

m
f(x) = sig (Z a;-"yl-(K(xi,xj)) + b*) 8
i=1

seklindedir. Burada sapma b ve q; vektord, 7 nolu esitlikte verilen optimizasyon problemi

tarafindan belirlenen degiskenlerdir.

K(xux) = o(x)To(x;) 9
Optimal sonucu bulmak icin DVM’ye yardimci olan bircok kernel fonksiyonu bulunmaktadir.
Bunlardan en sik kullanilanlari; polinomiyal kernel: K(xl-,xj) =(1+ xl-.xj)d, radyal tabanli
kernel: K(xl-,xj) = exp (—y||xl- - xj”z) ve sigmoid kernel: K(xi,xj) = tanh (K(xl-.xj) —0)
(Burges,1998; Liao vd., 2004).

3.4. CART Algoritmasi

Yaygin olarak kullanilan siniflandirma ve regresyon agaclari (CART) Breiman vd. (1984)
tarafindan onerilmis parametrik olmayan bir siniflama algoritmasidir. CART, siirekli veya kesikli
olarak tanimlanabilen bir bagimli (veya cikti, siniflayici) degisken ile ozellikler olarak
adlandirilan girdi degiskenleri arasinda basit ikili iliskilerin yinelemeli bir dizisini Gretmektedir.
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Bagimli degiskenin tipik olarak sabit (siniflandirma agaci) ve bagimsiz degiskenlerle dogrusal
olarak iligkili (regresyon agaci) oldugu varsayilmaktadir. Her bir bagimsiz degisken igin olasi
tim aday boliinmeler ile ilgilenen CART algoritmasi, bagimsiz degiskenlerin cok boyutlu uzayini
farkli bolgelere ayristirarak agaca benzer bir yapi olusturmaktadir. (Khandani vd., 2010; Song
& Lu, 2015). Her bir degisken lzerinden iki ayri fakat birbirini tamamlayan tim olasi aday
bollinmeler agacin karar digimlerinde gerceklesmektedir. Kok diigiminden baslanilan
algoritmada, agac Ozelliklerin degerlerine gore homojen alt diigiimlere ayrilmakta ve son
olarak her bir gozleme bir sinif etiketi atanincaya (yaprak didgimiine ulasincaya) kadar
harekete devam edilmektedir (Breiman vd., 1984).

Maksimum agac¢ buydkligine ulasildiktan sonra, agacin boyutunun optimal olup olmadigi
kontrol edilmelidir. Burada optimallikten kasit; digum sayisi ve karmasikligi en az olan agacin
elde edilmesidir (Alpaydin, 2011). Agac karmasikligini 6nleyebilmek icin 6grenmenin belirli
sireclerinde budama islemi yapilmaktadir. Budama islemi icin en yaygin kullanilan kurallardan
biri

K
G(®)= ) B(k)(1-P (k) 10

seklinde ifade edilen Gini 6lglistidir. Burada Tt bir CART modelinin yaprak digimini ifade
etmekte ve P.(K),t yaprak digumlerinde k sinifina atanan egitim verilerinin oranini ifade
etmektedir. Daha sonra CART modelleri igin budama kriteri

IT|

c(T) =ZG(T)+A|T| 11
=1

seklinde tanimlanmaktadir. Burada |T|, CART model T’de bir dizi yaprak dugimu ve A capraz
dogrulama ile secilen bir diizglinlestirme parametresini ifade etmektedir. Budama kriteri
minimuma ulastiginda, CART algoritmasi agacin blyimesini durdurmaktadir.

Artan bir popilariteye sahip olan bu yontemin 6nemli bir avantaji, bagimli degiskenin tim girdi
alani boyunca tek bir dogrusal modele uymaya zorlandigi logit ve probit gibi standart
modellerin sinirlamalarinin Ustesinden gelmesidir. Bununla birlikte, CART, girdi degiskenleri
arasindaki dogrusal olmayan etkilesimleri tespit etme yetenegine sahiptir. CART modelleri,
mantigl agacta agikca ortaya konan, kolay yorumlanabilir karar kurallari Gretmektedir
(Khandani vd., 2010). Tim bu avantajlarina ragmen karar agaglarinin ¢ogu durumda asiri uyum
nedeni ile fazla dallanmasi sonucu test veri seti Uzerindeki tahmin hatasi ylksek
olabilmektedir. Bu durum igin budama yonteminin kullanilmasi 6nerilmektedir (Patel &
Upadhyay, 2015; Osisanwo vd., 2017).

4. Uygulama

Galismanin uygulama kismi igin Onerilen sire¢ arastirma tasarimi ve performans
degerlendirme ana basliklari altinda takip eden kisimda ayrintili olarak agiklanmistir.
Galismanin kodlari "MATLAB 9.4 (R2018a) The Language of Technical Computing" ortaminda
gelistirilmis ve DVM igin “libsvm” (Chang ve Lin, 2011); LRA igin “lassoglm”; KNN igin “fitcknn”
ve CART algoritmasi igin “fitctree” kutliphanesi tercih edilmistir.
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4.1. Arastirma Tasarimi

Analize gecmeden énce yapilmasi gereken adimlar bu kismin alt bashklarinda agiklanmustir. ilk
olarak, calismada kullanacagimiz veri seti tanitilmis ve her veri madenciligi siireci icin Gnemli
bir adim olan veri on-siireci aciklanmistir. Ardindan, analizde kullanilan her bir makine
o0grenmesi ydntemi icin en uygun parametreler belirlenmistir.

4.1.1. Veri/Veri On siireg

Bu calisma, (ilke kredi notlarini tahmin etmek icin ele alinan ve ekonomik, finansal, sosyal ve
politik gostergelerden olusan bagimsiz degiskenler (6zellikler) IMF ve Diinya Bankasi’'ndan
derlenmistir. Calismanin bagiml degiskeni (sinif etiketleri) olan tlke kredi notlari OECD*den
(tanimlar ve kisa agiklamalar Tablo 1’de yer almaktadir) alinmistir.

“Credit Risk” derecelendirme siniflandirmasina gore, llke riski 1 ile 8 arasinda bulunmaktadir.
1 en yiksek notu temsil ederken, 8 notu yatirim yapilamaz spekiilatif nota karsilik gelmektedir.
Calismada iki sinifli bir problem olarak ele alindigindan, kredi notlari en yiksek notu ile
spekilatif notu ayiran 4 esik notuna gore iki sinifa ayirilmis ve “1” yatirim yapilabilir ve esik
degerin altinda kalan Ulkeler “2” yatirim yapilamaz olarak ele alinmistir.

Siniflandiriimaya tabii olmayan iki Glke grubu bulunmaktadir: Birinci grup, idari amaglar igin
siniflandirilmamistir ve genellikle resmi ihracat kredisi destegi almayan cok kiiclik Glkelerden
olusmaktadir. ikinci grup, yiksek gelirli OECD (ilkeleri ve diger yiiksek gelirli Euro bolgesi
ulkelerinden olusmaktadir. Calismada yer alan tlkelerin listesi Ek 1’ de verilmistir.

3 OECD, https://www.oecd.org/trade/topics/export-credits/arrangement-and sector-understandings/financing-
terms-and-conditions/country-risk-classification/
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Tablo 1: Ulke Derecelemede Kullanilan Makro-ekonomik Gostergeler

Kategori Gosterge

Ekonomik GSYiH Biiyiimesi (yillik %)

issizlik, toplam (% toplam isgiicii) (modellenmis Uluslararasi Calisma
Orgiiti tahmini)

Kisi Basina Gayri Safi Yurtici Hasila (2000 yili sabit, ABD S)
Kisi Basina Gayri Safi Milli Gelir, Satin alma Giicu Paritesi (ABD S)
Mal ve Hizmet ithalati (% GSYiH)

Odemeler Cari islemler Dengesi (% GSYiH)

Dengesi Mal ve Hizmet ithalati (% GSYiH)

Mal ve Hizmetler Uzerindeki Dis Denge (% GSYiH)
Yabanci Dogrudan Yatirimlar / GSYiH (%)

Ticaret (% GSYiH)

Genel Yonetim Enflasyon, GSYiH Deflatori (Yillik, %)

Net bor¢lanma (+) / net bor¢ verme (-) (% GSYiH)

Gelir, hibeler hari¢ (% GSYiH)

Politik Risk (t-1) Konusma Yetkisi ve Denetlenebilme

Politik istikrar

Hiklmet Etkinligi

Dizenleyicilik Kabiliyeti

Hukukun Ustinligi

Yolsuzlugu Kontrol Edebilme

Bu calismada incelenen dénem 2015-2019 vyillarini kapsamakta ve 75 Ulkenin kredi notlari
hakkinda bilgiler icermektedir. Genel olarak, uzun vadeli tilke kredi notlarina iliskin yillik olarak
349 gozleme ait 8 derecelendirme kategorisi bulunmaktadir. Kredi risk analizi tGger aylik
doénemler igin hazirlanip yayinlanmistir. Calismada yil sonu igin yayinlanan kredi dereceleri
dikkate alinmistir. Verilerin %70’i modeli egitmek ve %30’u modelin dogruluk oranini test
etmek igin rassal olarak ikiye ayrilmigtir.

Veri 6n suregte, ham veri seti ya normalize edilmekte ya da farkli formdller ile
Olgceklenmektedir. Bu on siireg ile hesaplama sirasinda sayisal zorluk yasanmamasi ve
degiskenlerin aldigi bliyik degerlerin kiigik degerlerden etkilenmemesi amaglanmaktadir. Bu

¢alismada z-skore teknigi kullanilmistir.
X —X
Z — score = le 11

Burada x; her bir degiskenin aldigi ham degeri, x,,+ degisken degerlerinin ortalamasini ve S
ise standart sapmay! ifade etmektedir.

4.1.2. Model Parametrelerinin Ayarlanmasi

Makine 6grenmesi yontemlerinin basarisini dnemli 6lglide etkileyen bir adim da modellerin
hiper parametreleri igin en iyi degerleri bulabilmektir. Hiper parametreler makine 6grenmesi
kullanicilari  tarafindan ayarlanabilir parametreler olup bir modeli egitmeden Once
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ayarlanmalari gerekmektedir. S6z konusu bu parametreleri kullanici farkli denemeler yaparak
ya da meta-sezgisel optimizasyon algoritmalarini kullanarak belirleyebilmektedir. Bircok
calismada, farkli denemelerin yapilabilecegi kolay ve etkili bir yontem olarak Grid aramalari
tercih edilmektedir.

Grid arama yontemi, belirli bir modelin parametrelerinin en iyi degerlerini bulmak igin
parametre degerlerinin belirtilen bir araliginda tiim olasi kombinasyonlari tGzerinde kapsamli
bir arama yapma fikrine dayanmaktadir. Belirtilen araliktaki olasi tim degerlerin bir
kombinasyonu olusturulmakta ve her bir kombinasyon icin k-10 parcali capraz dogrulama
oraniile en uygun olanina karar verilmektedir. k-10 parcali capraz dogrulama veride asiri uyum
nedeniyle olusan metodolojik hatay! 6nlemesinden dolayi avantajli olarak kabul edilmektedir.
k-10 pargal capraz dogrulamada veri rassal olarak 10 parcaya boliinmekte ve bir parca modeli
test etmek icin test veri seti olarak model disi birakilmaktadir. Geri kalan dokuz parca tzerinde
model egitildikten sonra test veri setinde modelin dogruluk orani test edilmektedir. Bu adim k
parca sayisinca tekrar edilmektedir. Test veri setleri Gzerindeki dogruluk oranlarinin ortalamasi
k-10 parcali capraz dogrulama olarak yorumlanmaktadir.

Tablo 2, tercih edilen yontemler icin Grid aramada kullanilacak uygun deger araliklari ve
kriterleri ile k-10 pargali ¢apraz dogrulama ile bulunan hiper parametreleri icermektedir.

Tablo 2: Parametre araliklari ve optimal parametreler

Metot | Parametreler Segilen aralik/kriter Optimal Parametre
LRA Lambda 1075723 0.0041
Ceza Lasso -
KNN Komsu Sayisi 1,2,..50 1
Uzaklik Olgiisi Euclidean, Cityblock, Chebychev Cityblock
DVM C 2—5,—3,...,15 8
Gamma 2157133 0.1250
CART Min Yaprak Boyutu | 10, 20, ...100 2
Bolme Kriteri Gini Endeks -

Tablo 2’ de yer alan optimal parametreler, en yliksek capraz dogrulama oranina karsilik gelen
degerlerdir. Parametre degerlerinin alabilecegi her bir deger ve kriter ikilileri ile kurulan
modellerin ¢apraz dogrulama oranlari Sekil 1’de gorsellestirilmistir.
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Sekil 1: Optimal Hiper Parametreler

Cross-Validation Accuracy i Number of Neighbour and Distance Type
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DVM siniflandiricinin iki 6nemli parametresi (ceza parametresi C ve radyal tabanh kernel
parametresi gamma) icin olasi tim kombinasyonlarda 110 farkli DVM modeli kurulmustur.
Kurulan her bir modelin ¢apraz dogrulama oranlari Sekil 1(a)’da yer almaktadir. Burada en igte
yer alan bélgede DVM modelleri %90 ve lizeri gapraz dogrulama oranlarina ulasirken disarida
yer alan egrilerde modelin ¢apraz dogrulama oranlarinin giderek %70’e dogru geriledigi
gorilmektedir. En yiksek ¢apraz dogrulama orani %95,69 degeri C'nin 8 ve gamma’nin 0.125
degerine karsilik gelmistir. Sekil 1(b)’de KNN igin farkli uzaklik 6l¢u birimleri, her bir uzakhk
Olcl birimi ve en yakin komsu sayisi ile denenen modellerin ¢apraz dogrulama oranlari yer
almaktadir. En yuksek ¢apraz dogruma oraninin uzaklik 6l¢iu birimi “cityblok” ve en yakin
komsu sayisinin 1 olarak alindigi durumda elde edildigi gortlmektedir. Cart algoritmasi igin
minimum yaprak boyutunun ne olmasi gerektigine karar verilmistir. Sekil 1(c)’ de en kiguk
yaprak boyutunun 2 ve 4 alinmasi durumunda modelin en yiksek ¢apraz dogrulama oranina
ulasacagi gorilmektedir.

Asirt uyumunu O6nlemek ve model karmasikhigini azaltmak icin LRA analizinde Lasso
dizginlestirmesi ele alinmistir. Lasso diizgiinlestirmesi aslinda LRA icin optimal ozelliklerin
secilmesi icin kullanilmaktadir. Lasso regresyon modelinin maliyet fonksiyonunda yer alan
lamda parametresinin 0 olmasi ve ele alinan bazi ozelliklerin bagimh degiskeni
degerlendirmede kullanilmasinin gereksiz oldugu anlamina gelmektedir (Tibshirani, 1996).
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Ulke riski verisi icin Lasso diizenleme parametresi lamda’nin 0.0041 olmasi durumunda model
hatalarinin minimuma olacagi goriilmektedir.

4.2. Performans Degerlendirme

Modellerin tahmin dogruluk oranini 6lcmek icin tipik bir yol, dogru siniflandirilan érnekler ile
gozlemlerin tamamina oranindan hesaplanan dogruluk orani (accuracy rate) dir. Ancak tek
basina dogruluk oranini ile kiyaslama yapmak saglkh kabul edilmemektedir. Dogru
siniflandirilan pozitif 6rnekler ile dogru siniflandirilan negatif 6rneklerin sayisi da modelin
performansini daha ayrintili olarak ortaya koymaktadir. Bu sebeple, dogruluk orani haricinde
duyarhlik (sensivity), 6zglllik (specificity), kesinlik (precision) ve karmasiklik matrisinin tim
elemanlarini dikkate alan, Matthews Korelasyon Katsayisi (MKK) degerlendirme dl¢iitleriile de
performanslar degerlendirilmistir.

Siniflandirilan ¢ikti 6rnekleri, cakisma matrisinin (confusion matrix) elamanlarini olusturan 4
kategoride incelenmektedir. Bunlar; Dogru Pozitif (DP): Gercekte riskli olan tilke kerdi notlarini
riskli olarak tahmin etmek, Yanls Negatif (YN): Gercekte riskli olan (ilke kredi notlarini risksiz
olarak tahmin etmek, Dogru Negatif (DN): Gergekte risksiz olan Ulke kredi notlarini risksiz
olarak tahmin etmek, Yanlis Pozitif (YP): Gergekte risksiz olan tlke kredi notlarini riskli olarak
tahmin etmek. Bu performans olgllerine iliskin formiller asagida verilmistir.

I DP + DN puvariisk — — 2P
OB = P+ YP + YN + DN Wyartte = T YN
Oz gillik = — Kesinlik = —2F
ZGURUR = N T FP eSUU = hp 1 vp
(DPxYN) — (YP — YN)
MKK 12

- \/(DP + YP)x(DP + YN)x(DN + YP)x(DN + YN)

4.3. Uygulama Sonuglari

Optimal parametrelerin belirlenmesinin ardindan, bu parametreler kullanilarak her bir tahmin
modeli 100 kez tekrar edilmistir. Ulke riski veri setinin tizerindeki tahmin dogruluklarina iliskin
sonuclar Tablo 3’te sunulmustur. Tablo 3’te her bir modelden elde edilen uygunluk, duyarlilik,
ozgullik, kesinlik ve MKK degerlerinin ortalama ve standart sapma degerleri rapor edilmistir.
Bu sonuclara gore, 5 farkli degerlendirme kriterinin dérdiinde en iyi sonucu veren yontem KNN
algoritmasi oldugu goriilmektedir. Dogruluk orani siralamasinda birinci sirada yer alan KNN’nin
tahmin dogruluk orani %93,62 olarak elde edilmistir. Bu yaklasiminin Gstlinliginiin temelinde,
KNN algoritmasinin hem pozitif hem de negatif 6rneklerden olusan egitim veri setindeki bazi
kaliplarin, ilgilenilen goézlemin en yakin komsulugundaki tekrar ortaya ¢ikma olasiligi ile
ilgilenmesinden kaynaklanan sade ve basit bir yol izlemesi olarak diistnlebilir.

Dogruluk orani dikkate alindiginda DVM’nin %90,88’lik tahmin dogruluk orant ile ikinci ydntem
oldugu ve duyarlilik kriterinde en yiiksek degeri aldigi gbzlenmistir. DVM’yi ¢ok kiguk bir fark
ile takip eden takip eden lg¢lincli yontem ise LRA’dir. LRA, 6zglillik ve kesinlik kriterlerinde
DVM ortalama degerlerinden daha yiksek sonuglar verdigi ve standart sapmasinin daha diisik
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CART algoritmasinin  tim kriterlerde en disik degeri

oldugu gozlenmistir.
gorilmektedir.

aldig

Tum bulgular bitlincil olarak degerlendirildiginde, bu calismada kullanilan tiim yontemlerin
oldukga iyi tahminler Urettigi gorilmektedir. Ancak Ulke riski gibi oldukca hassas tahminler
yapilmasi gereken bir problemde ana tahmin yontemi olarak tercih edilen yontemin farkh
yontemler ile desteklenmesi gerekmektedir. Ayrica farkh degerlendirme kriterlerinin de
kullanilmasi yerinde olacaktir.

Tablo 3: Model Performanslari

Metot Sira Uygunluk | Duyarhhk | Ozgiilliik | Kesinlik | MKK
LRA 3 Ortalama | 0.9049 0.8572 0.9306 | 0.8680 0.7899
s.sapma | (0.0235) | (0.0462) | (0.0271) | (0.0504) | (0.0522)
KNN 1 Ortalama | 0.9362 0.8778 0.9726 | 0.9498 0.8650
s.sapma | (0.0272) | (0.0717) | (0.0277) | (0.0539) | (0.0555)
SVM 2 Ortalama | 0.9088 0.8958 0.9161 0.8361 0.7978
s.sapma | (0.0282) | (0.0556) | (0.0344) | (0.0641) | (0.0619)
CART 4 Ortalama | 0.8724 0.8321 0.8957 | 0.7994 0.7194
s.sapma | (0.0343) | (0.0747) | (0.0422) | (0.0794) | (0.0744)
5. Sonug

Makine 6grenmesi alaninda yasanan gelismeler finansal karar vermede 6nemli bir donim
noktasi olusturmustur. Makine 6grenmesinin finansal uygulamalarda bu denli ilgi uyandirmasi
onun Onemli bir avantajindan kaynaklanmaktadir. Bu avantaj; makine 6grenmesi
yontemlerinin kurulacak model ve veriler tGzerinde herhangi bir varsayim ile kisitlanmadan
sadece veriden 6grenerek tahmin yapabilme yetenegine dayanmaktadir.

Bu ¢alismada ulke riski tahmininde, literatiirde siklikla kullanilan ve gligli tahminler Urettigi
kabul edilen yontemlerden LRA, KNN, CART ve DVM yontemleri kullaniimistir. Tahmin
modellerini egitmek igin 2015-2019 vyillari arasinda 75 ulkenin farkh makroekonomik
gostergeleri kullanilmistir. Onerilen model iilke riskinin ekonomik, mali ve ilkenin ig
dinamikleri hakkinda bilgi veren belli bash temel gostergeler baz alinarak dogru bir sekilde
tahmin edilebilecegini ortaya koymaktadir. Elde edilen sonuglar ile, finansal basarisizlik ve
kredi derecelendirme gibi finans alaninin sik¢a ¢alisiimis konularina nazaran nispeten daha az
uygulama alani bulmus olan {lke riski tahmini konusunda literatlire katki saglanmasi
amaglanmistir.

Bu c¢alismanin temel bulgusu, makine 6grenmesi yontemleri ve geleneksel istatistiksel
teknikler kullanilarak tlke kredi notlarinin basarili ve objektif bir sekilde tahmin
edilebileceginin ortaya konulmasidir. Politika yapicilar ve uluslararasi finansal piyasa
katihmcilar icin 6n bilgi ve uzman deneyimine dayanan 6znel degerlendirme olmaksizin,
Ulkelerin gegcmis makroekonomik gostergelerinin girdi olarak kullanildigi makine 6grenmesi ve
istatistiksel yontemlere iliskin modelleri egitmek mumkiin olmaktadir. Ayrica sozi edilen
modellerin kullaniminin yayginlastiriimasi da icerisinde bulundugumuz ¢agin bir gerekliligidir.
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Her ne kadar ¢alismanin amaci dogrudan yontem performanslarinin karsilastirmasi olmasa da
ulke riski tahmininde en iyi sonucu veren yéntemin KNN oldugu gortlmugstir. Dahasi, KNN
algoritmasi diger yontemlere nazaran teorik alt yapisi sade, anlasilir ve uygulamasi kolay bir
yontemdir. Diger bir acidan ayarlanmasi gereken fazla sayida parametre icermemesi de 6nemli
bir avantajidir.

Ulke riski dereceleme calismalarinda kullanilmis yéntemler incelendiginde her calismada 6ne
ctkan yontemin farkhhk gosterdigi arastirmacilarin dikkatini ¢ekmistir. Orneklemin ve
kullanilan tahmin degiskenlerinin degismesi ile en iyi tahmini Greten yontemin de degisecegi
asikardir. Makine Ogrenmesi yontemlerinin ve geleneksel istatistiksel yontemlerin
kiyaslanmasina yonelik bir bakis acisindan ziyade bu yontemlerin birbirinin destekleyici olarak
gorilmesinde ve calismalarin bu dogrultuda yapilmasinda fayda bulunmaktadir.
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Country Risk Prediction with Learning Techniques

Seyyide Turan, Hasan Tiire
Extended Abstract

Today, it is known that almost no economy is self-sufficient without getting foreign aid. With
the positive effects of globalization, economic, political, martial, or cultural relations can
expand even to the farthest corners of the world. For these relations to be based on a more
solid basis, parties must know how much they can trust each other. This information will help
to have an idea about the country’s ability or willingness to fulfill the responsibilities, briefly
its risk. Within the scope of this study, the risk in question was assessed as country risk and
with this concept, it was tried to measure how risky it would be to invest or lend to a country.
At this point, the desired risk to be measured is the willingness/unwillingness of the debtor
country to pay its debts or how secure will be the investments of a country, company or
individual in the invested (host) country.

Country risk should be measured by making very precise predictions with procedures in which
economic, financial, and political risk factors are considered together. Three major assessment
agencies, such as Moody’s and Standard and Poor’s and Fitch, which undertake this task,
constitute approximately 80% of the market. This oligopolistic structure has brought along
some side effects (Frascaroli & Olivera,2017). Many authors criticized CAs for using non-
transparent methodologies, making political decisions (Cunha et al., 2020; Tichy et al., 2011),
making sudden changes in credit ratings, causing financial instability, not being able to predict
crises, and even deepening the economic effects of these crises, seeking profit, and giving
wrong ratings (Sy, 2009; Belotti et al.,2011; Arezki et al., 2011; Doluca, 2014).

With the increase in the lack of confidence in country-credit scores and debates, researchers
have chosen the way to develop alternative models where credit scores are assessed in a
transparent and objective environment. There are many empirical studies in the literature
conducted with this purpose. Frank & Cline (1971), Abassi & Taffler (1982), Cooper (1999) and
Yim & Mitchell (2005) have made the country risk assessment which was considered as a
classification problem with Discriminant analysis. Dhonte (1974), Haque et al. (1996) and
Scherer & Avellaneda (2002) preferred Principal Component Analysis among the multivariate
statistical methods. After the remarkable success achieved with statistical methods, the
application of other statistical methods has been suggested one after another; Regression
Analysis (Edwards, 1985; Lee, 1993a; Cantor and Packer, 1996; Haque et al. 1998; Ramcharran
1999), Logit Analysis (Feder & Just, 1977; Brewer & Rivoli, 1990; Kutty, 1990; Cosset & Roy,
1991; Oral et al., 1992; Lee, 1993b Rivoli & Brewer, 1997; Easton & Rockerbie, 1999; Cooper,
1999; Oetzel et al., 2001, Yim & Mitchell, 2005, Vij 2005); Probit analysis (Kharas, 1984;
Rahnama-Moghadam et al.., 1991; Balkan, 1992; Hernandez-Trillo, 1995; Cantor & Packer,
1996a; Haan et al., 1997; Easton & Rockerbie, 1999; Cooper, 1999; Yim & Mitchell, 2005), Tobit
analysis (Lloyd-Ellis et al., 1990; Lanoie & Lemarbre, 1996).

With the rapid development of machine learning algorithms, a neural network model was first
used to predict the debt risk of countries: Cooper (1999), Yim & Mitchell (2005), Bennel et al.
(2006) and Caporale et al. (2011) proposed an artificial neural network (ANN) to assess 2011
country risk. Van Gestel et al. (2006) introduced the support vector machine (SVM) to this
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area and proposed an overall rating process for country risk analysis. In the following years,
interest in SVM increased slightly due to its ability to grasp the multidimensional and complex
nature of country risk compared to ANN, and a good application of the method was extended
by Bellotti et al. (2011), Chen et al. (2011) and Li et al. (2012). Erdal & Karakurt (2013) and
Ivkin (2018) considered the country risk assessment with the classification and regression
trees (CART) algorithm. In estimating country credit ratings, Oztiirk et al. (2016) investigated
the prediction performance of various artificial intelligence techniques using CART, multilayer
perceptron (MLP), SVM, Bayes Net and Naive Bayes. A similar study was carried out by Silva
et al. (2019) with machine learning algorithms, particularly the Random Forest algorithm. In
some studies, such as Tire & Baser (2015), the country risk assessment was handled as a
clustering problem and examined using the Fuzzy C Means Clustering method.

At the point of quantitative measurement of this risk, a procedure in which economic,
financial, and political risk factors are considered together was used. In the study, how will
machine learning methods such as support vector machines (SVM), k-nearest neighbor (KNN),
classification and regression trees (CART) and logistic regression analysis (LRA), a traditional
statistical method, which are used to predict country credit ratings, perform in the ratings was
investigated. The developments in the field of machine learning have created an important
turning point in financial decision-making. The fact that machine learning arouses such
interest in financial applications is due to one of its important advantages. This advantage is
that machine learning methods can make predictions by learning from the data without being
restricted by any assumptions on the model and data to be established.

In this study, different macroeconomic indicators of 75 countries between 2015 and 2019
were used to train the forecasting model. The 19 independent variables (features) of
economic, financial, social and political indicators, which are considered to predict country
credit ratings, were compiled from the IMF and the World Bank. Country credit ratings, which
are the dependent variable (class labels) of the study, are taken from the OECD. According to
the Credit Risk rating classification, country risk is between 1 and 8. 1 represents the highest
grade, while 8 corresponds to the non-investable speculative grade. Since the study will be
considered a two-class problem, the credit ratings are divided into two classes according to
the 4 threshold grades that separate the highest and speculative grades, and the countries
that are below the "1" are considered investment grades and "2" non-investment grades. In
the study, the credit ratings published for the whole year were taken into account. After all
the data were scaled, 70% were randomly divided into two for training the model and 30% for
testing the accuracy of the model.

One step that significantly affects the success of machine learning methods is to find the best
values for the hyperparameters of the models. Hyperparameters are machine learning user-
adjustable parameters and must be set before training a model. An easy and effective method
of setting these parameters is Grid search. Grid search performs a comprehensive search on
all possible combinations of parameter values within a specified range to find the best values
for the parameters of a given model. A combination of all possible values in the specified range
is generated and the most suitable one is decided for each combination with a cross-validation
rate of k fold. The advantage of k-fold cross-validation is that it prevents methodological error
due to overfitting in the data. In k-fold cross-validation, the data is randomly divided into 10
folds and one piece is excluded from the model as the test data set to test the model. After
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the model is trained on the remaining nine parts, the accuracy of the model is tested on the
test dataset. This step is repeated for k pieces. The average of the accuracy rates over the test
datasets is interpreted as k-fold cross-validation.

After determining the optimal parameters, each prediction model was repeated 100 times
using these parameters. The results of the prediction accuracies on the country risk data set
were evaluated by considering the mean and standard deviation values of the accuracy,
sensitivity, specificity, precision, and Mathew's Correlation Coefficient values obtained from
each model. According to these results, the method that gave the best results in four of the
five different evaluation criteria was the KNN algorithm. The accuracy rate of KNN, which is in
the first place in the accuracy rate ranking, was obtained as 93.62%. The underlying reason for
the superiority of this approach is that the KNN algorithm follows a plain and simple path since
some patterns in the training dataset, which consists of both positive and negative samples,
are concerned with the probability of reoccurrence of the observation of interest in its nearest
neighbor. Considering the accuracy rate, it was observed that SVM was the second method
with a prediction accuracy of 90.88%, and it had the highest value in the sensitivity criterion.
The third method that follows SVM with a very small difference is LRA. It was observed that
LRA gave higher results than the mean values of SVM in the criteria of specificity and precision,
and the standard deviation was lower. CART algorithm gave the lowest value in all criteria.

If all the findings are evaluated holistically, all the methods used in this study are methods that
produce perfect estimates. However, in a problem where highly sensitive predictions are
required, such as country risk, the preferred method as the main prediction method should
be supported by different methods and measured with assessments and different assessment
criteria.

The main finding of this study reveals that country credit ratings can be predicted quite
successfully and objectively by using machine learning methods and traditional statistical
techniques. For policymakers and international financial market participants, it is possible to
train models of machine learning and statistical methods by using the past macroeconomic
indicators of countries as input, without subjective evaluation based on prior knowledge and
expert experience, and its widespread use is a necessity of the age. Although the aim of the
study was not to directly compare method performances, KNN was found to give the best
result from country risk estimation. When the methods used in country risk grading studies
are examined, it has drawn the attention of researchers that the prominent method in each
study differs. Changing the sample and the estimation variables used will change the method
that produces the best estimation. It is useful to see machine learning methods and traditional
statistical methods as supportive of each other rather than comparing them.
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EKLER
Ek1

Ulkeler: Arnavutluk, Angola, Arjantin, Ermenistan, Azerbaycan, Bahamalar, Banglades, Beyaz
Rusya, Belize, Butan, Bosna Hersek, Botsvana, Brezilya, Bulgaristan, Burkina Faso, Kambogya,
Kamerun, Kolombiya, Kongo Cumhuriyeti, Fildisi Sahili, Hirvatistan, Dominik Cumhuriyet, Misir
Arap Cumbhuriyeti, El Salvador, Fiji, Gabon, Giircistan, Gana, Guatemala, Gine-Bissau,
Hindistan, Endonezya, Irak, Jamaika, Urdiin, Kazakistan, Kenya, Kirgiz Cumhuriyeti, Liilbnan,
Makao SAR, Cin, Madagaskar, Malavi, Malezya, Mali, Morityus, Meksika, Moldova,
Mogolistan, Fas, Mozambik, Myanmar, Namibya, Nepal, Nikaragua, Kuzey Makedonya,
Panama, Paraguay, Peru, Filipinler, Romanya, Rusya Federasyonu, Ruanda, Suudi Arabistan,
Senegal, Sirbistan, Singapur, Gliney Afrika, Sri Lanka, Tayland, Dogu Timor, Togo, Turkiye,
Uganda, Ukrayna, Uruguay, Ozbekistan, Zambiya, Zimbabve.
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