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Oz: 2020 yilinda Diinya genelinde 27,5 milyon ton, Tiirkiye de 279,5 bin ton kuru fasulye iiretilmistir. Kuru
fasulye genis bir ¢esitlilige sahiptir. Bir ¢esidi soguk iklim kosullarinda verimli olabilirken, bir ¢esidi daha 1liman
iklim kosullarinda verimli olabilmektedir. Gliniimiizde kuru fasulye tohumlart arasinda farkli gesitlere ait kuru
fasulye tohumlar1 karigabilmektedir. Bu durum kuru fasulye verimini olumsuz etkilemektedir. Bitkisel iiretimde
tohum kalitesi 6nemlidir. Bu nedenle tohum siniflandirilmasi siirdiiriilebilir tarim ve verimlilik i¢in 6nemlidir.
Kuru fasulye smiflandirilasi giiniimiizde elekler yardimi ile yapilmaktadir. Elek ile smiflandirma ydnteminin
dezavantajlar1 fasulyenin ¢esidini, kirik ve bozuk fasulyeleri tespit edememektedir. Hassas tohum seg¢imi
yapilabilmesi i¢in yeni teknolojilere ihtiyag duyulmaktadir. Bu g¢alismanin amacit kuru fasulyenin
smiflandirilmasi igin yapay zeka tabanli bir model gelistirmektir. Calismada yedi gesit 13.611 adet kuru fasulye
ornegi kullanilmistir. Veriler dengesiz dagilmasi sebebiyle, oncelikle en az sinifa ait veri sayis1 (522) kadar
dengelenmis ve 3654 adet kuru fasulye drnegi secilmistir. Fasulyelere ait 16 morfolojik 6zellik bulunmaktadir.
Ozellik segme algoritmas1 yardimiyla dzellikler secilerek performans artirimi amaclanmistir. Gelistirilen en iyi
model performans degeri dogruluk orami %98,2 ve AUC (area under the curve) 1, PPV (positive predicted
values) %100, TPR (true positive rate) %100’dir. Elde edilen sonuglara gore kuru fasulye tohumlarinin yiiksek
basar1 orani ile siniflandirilabilecegi degerlendirilmektedir.

Anahtar Kelimeler: Kaliteli Tohum Uretimi, Kuru Fasulye, Yapay Zeka, Tohum Siniflandirma, Tarimda Yapay
Zeka

Classification of Dry Bean Species Based on Artificial Intelligence for Quality Seed
Production in Agriculture

Abstract: 27.5 million tons of dry beans were produced worldwide and 279.5 thousand tons in Turkey in In
2020. Dry beans have a wide variety. While one type of dry bean seed can be productive in cold climate
conditions, another variety can be productive in more temperate climate conditions. In addition, dried bean seeds
of different varieties can mix with each other for many different reasons. This situation affects the dry bean yield
negatively. High yield in plant production depends on seed quality as well as many factors affecting yield. For
this reason, it is necessary to classify seeds in order to obtain a quality seed and therefore a high yield. Today,
Classification of dried bean seeds is carried out by sieves. However, varieties of bean as well as broken and
spoiled seeds cannot be detected at sieving method. Therefore new technologies are needed to overcome of this
problem. The aim of this study is to develop an artificial intelligence-based model for the classification of dry
beans. In the study, 13,611 dried bean samples of seven varieties were used. Due to the uneven distribution of
the data, firstly, it was balanced as much as the number of data belonging to the class (522), and then 3654 dry
bean samples were selected. After the data balancing at least as much as the number of data belonging to the
class (522) Due to the distribution imbalance of the data, 3654 dry bean samples were selected. There are 16
morphological features of beans. by the feature selection algorithm, the performance has been increased . The
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best model performance accuracy rate was 98.2% and AUC (area under the curve) 1, PPV (positive predicted
values) %100, TPR (true positive rate). The Results suggested that dry bean seeds can be classified with a high
success rate by Artificial Intelligence Based Classification.

Keywords: Quality Seed Production, Dry Beans, Artificial Intelligence, Seed Classification, Artificial
Intelligence in Agriculture.

1. Giris

21. ylizyilin baglarinda veri artis1 iistel olarak artmaktadir. Bilgiden deger iiretmek icin yiiksek
performansl veri degerlendirme sistemlerine ihtiya¢ duyulmaktadir. Duyulan ihtiyact belirli 6l¢tide
makine Ogrenmesi algoritmalart karsilamaktadir [1]. Makine Ogrenmesi goriintii isleme,
segmentasyon ve siniflandirma arastirmalarinda kullanilmaya baslanmistir [2]. Tarimda makine
O0grenimi mahsul yonetimi, su yonetimi, toprak yonetimi, hayvancilik yonetimi ve smiflandirmada
kullanilmaya baglanmistir [3].

Kuru fasulye diinyada iiretilen baklagiller arasinda birinci siray1 almaktadir [4]. 2020 yilinda Diinya
genelinde 27,5 milyon ton, Tiirkiye de 279,5 bin ton kuru fasulye iiretilmistir [5]. Kuru fasulye
onemli bir protein kaynagidir. Insanlarin bitkisel protein ihtiyacini karsilamaya yardimer olur [6].
Kuru fasulye genis bir ¢esitlilige sahiptir. Soguk iklim kosullarinda verimli olabilecegi gibi daha
iliman iklim kosullarinda verimli olabilmektedir. Giiniimiizde kuru fasulye tohumlar: arasina farkli
cesitlerin tohumlar1 karisabilmektedir. Bu durum kuru fasulye verimini olumsuz etkilemektedir.
Bitki verimini artirmak i¢in tohum 1slahi ve tohum 6zelliklerinin belirlenmesi dnemlidir [7].

Kuru fasulye tohumlarinin siniflandirilmasi giiniimiizde insan emegi veya seleksiyon yontemi ile
yapilmaktadir [8, 9]. Kuru fasulyenin ¢esidini, kirik ve bozuk olanlar1 tespit edememesi seleksiyon
yontemi ile smiflamanin dezavantajlaridir. Insan emegi ile smiflandirma yontemi ¢ok zaman
almakta ve maliyetli olmaktadir.

Insan gibi hassas, seleksiyon ydntemi gibi hizli siniflandirma yapabilen yeni teknolojilere ihtiyag
duyulmaktadir. Giiniimiizde bu amagla yapay zeka yontemleri kullanilmaktadir [10]. Kuru fasulye
smiflandirmasi i¢in de yapay zeka destekli bir yontem gelistirilmistir [11]. Bu ¢alisma kapsaminda
cok katmanli algilayict (Multi-Layer Perceptron - MLP), destek vektor makineleri (Support Vector
Machines - SVMs), karar agaglar1 (Decision Tree - DT), k-en yakin komsu algoritmas1 (K-Nearest
Neighborhood - kNN) gibi bir¢ok yap1 kullanilmistir. Caligmalarda elde edilen dogruluk orani %84
-100 arasindadir [11]. Calismada yapay zeka algoritmasinin egitimi i¢in 16 morfolojik 6zellik
kullanilmistir [11]. Elde edilen veri seti agik kaynak paylasiimistir [11]. Ozellik toplamak maliyetli
ve zaman alan bir istir. Ozelliklerin anlamli bir sekilde azaltilmasi1 dzellik segme algoritmalari ile
yapilmaktadir [12]. Yapay zekda modelinin performansini etkileyen 6nemli etmenlerden bir tanesi
ozellik sayisidir. Bir 6zellik performans iizerinde dnemli bir etkiye sahip olabilir. Baska bir
ozelligin performans tizerine etkisi goz ardi edilebilecek diizeyde kalabilir. Her bir 6zellik i¢in veri
toplamak zahmetli ve maliyetli bir istir. En az 6zellik ile optimum yapay zeka performansini elde
etmek gereksiz Ozelliklerin verisini toplamak i¢in gereken zaman ve maliyetten bizi kurtarir.
Ozelliklerin yapay zekd modellerine etkisini gosteren dzellik segme algoritmalari gelistirilmistir.
Bunlardan bir tanesi Eta 6zellik se¢me algoritmasidir. Eta skoru (ES) siniflandirma islemi i¢in en
uygun Ozellikleri belirleyen yontemlerden biridir. Yontem hesaplamalar1 ayrimci yontemler ve
iiretken istatistiksel modellere dayanir. Her bir 6zellik i¢in ES degeri hesaplanir. En yiiksek puani
alan ozellik siniflar ile en uyumlu 6zelligi gosterir [12].

Bu calismanin amaci, insan emegine ihtiya¢ duyulmadan makine hizinda kuru fasulyelerin
siniflandirilmas1 icin yapay zekd yontemleri ile kural tabanli smiflandirma algoritmalar:
gelistirebilmektir. Bu amagla daha 6nce toplanmis igerisinde Tiirkiye’de en ¢ok yetistirilen 7 kuru
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fasulye ¢esidinin bulundugu veri seti kullanilmigtir. Daha sonra kuru fasulye gesitleri Ensemble,
DT, SVMs yardimiyla kural tabanli siniflandirma algoritmalar1 hazirlanmistir.

Calisma sonucunda elde edilen bulgular; gercek pozitif oran (TPR) %30,8-100, pozitif tahmin orani
(PPV) %33,7-100, altindaki alan (AUC) 1, dogruluk %51,4 ile %98,2 arasindadir.

2. Materyal ve Metot

Bu calismada uygulama asamalar1 Sekil 1'de gosterilen diyagrama gére yapildi. Oncelikle 7 farkli
kuru fasulye g¢esidine ait 16 morfolojik 6zellik i¢eren veri seti elde edildi. Elde edilen veriler esit
dagilmadig: icin veri dengeleme islemi uygulandi. Daha sonra Eta 6zellik segme algoritmasi
kullanildi. Ensemble, DT, SVMs algoritmalari ile siniflandirma iglemi yapildi.

Veri Dengeleme

Eta Ozellik Segme Algoritmasi

Ensemble

Dermason

Sekil 1. Calisma akis diyagrami
2.1 Verilerin Toplanmasi
Calismada kullanilan veri seti UCI Machine Learning Repository sitesinden indirildi [11]. Veri seti
seker, barbunya, bombay, cali, horoz, sira, dermason olmak tizere 7 farkli kuru fasulye ¢esidine ait

16 morfolojik o6zellik igeren 13,611 O6rneklemden olusmaktadir (Tablo 1). Cesitler belirlenirken
piyasa kosullar1 dikkate alinmistir. Siiflandirma i¢in 7 kuru fasulye etiketi kullanilmistir.
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Tablo 1. Veri setinin dagilimi
Ornek Sayisi Ornek Yiizdesi

No Cesit ) (%) Toplam Ornek
1 Seker 2027 14,89
2 Barbunya 1322 9,71
3 Bombay 522 3,84
4 Cali 1630 11,98 13611
5 Horoz 3546 26,05
6 Sira 1928 14,17
7 Dermason 2636 19,37

2.2 Morfolojik Ozellik Tespiti

Kullanilan veri setinde 16 morfolojik 6zellik bulunmaktadir. Tiim kuru fasulye gesitleri icin elde
edilen Ozelliklerin maksimum, minimum, ortalama ve standart sapma verileri Tablo 2’de
gosterilmistir.

Tablo 2. Kuru fasulye ¢esitlerinin dzelliklerinin istatistiksel dagilimi (piksel)

No Ozellik Minimum  Maksimum  Ortalama Standart Sapma
1 Alan 20420,000  254616,000  53048,285 29324,096
2  Cevre 524,736 1985,370 855,283 214,290

3  AnaEksen Uzunlugu 183,601 738,860 320,142 85,694

4 Kigiik Eksen Uzunlugu 122,513 460,198 202,271 44,970

5 En Boy Orani 1,025 2,430 1,583 0,247

6  Eksantriklik 0,219 0,911 0,751 0,092

7  Dagbiikey Alan 20684,000 263261,000  53,68,200 29774,916
8  Esdeger Cap 161,244 569,374 253,064 59,177

9  Katlik 0,555 0,866 0,750 0,049

10  Yuvarlaklik 0,919 0,995 0,987 0,005

11 Kompakthk 0,490 0,991 0,873 0,060

12 Yuvarlaklik 0,641 0,987 0,800 0,062

13 Sekil Faktori 1 0,003 0,010 0,007 0,001

14 Sekil Faktorii 2 0,001 0,004 0,002 0,001

15  Sekil Faktorii 3 0,410 0,975 0,644 0,099

16  Sekil Faktorii 4 0,948 1,000 0,995 0,004

2.3 Dengeleme

Calismada kuru fasulyelere ait drneklemlerin sayilar1 dengesiz oldugu i¢in (Tablo 1) yapay zeka
modelinin performansin1 yiikseltmek amaciyla veri dengeleme yoluna gidildi. Veri dengeleme
islemi igin agagidaki prosediirler izlendi.

1. Veri setinde en az 6rnekleme ait kuru fasulye ¢esidi tespit edildi (Bombay; 522 adet).

2. MATLAB’da bir algoritma yazildi. Kuru fasulye ¢esitlerinin ilk 522 6rneklemi alinarak yeni bir
veri seti olusturuldu. Verilerin dengelenmesi sonucunda Tablo 3’teki dagilim olusturuldu.
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Tablo 3. Dengelenmis veri seti
Ornek Sayisi Ornek Yiizdesi

No Cesit ) (%) Toplam Ornek
1 Seker 522 14,29

2 Barbunya 522 14.29

3 Bombay 522 14.29

4 Cali 522 14.29 3654

5 Horoz 522 14.29

6 Sira 522 14.29

7 Dermason 522 14.29

2.4 Eta Ozellik Se¢cme Algoritmasi

Bu calismada kuru fasulyenin morfolojik ozellikleri Eta 6zellik segme algoritmasi ile segilerek
smiflandirma yapildi. Veri setine ait 6zelliklerin iliski diizeyi Tablo 4’de, olusturulan 6zellik
gruplart Tablo 5’ de gosterildi.

Tablo 4. Ozellik segme algoritmasi sonucu iliski diizeyi

Ozellik Numarasi Eta Score
6 1,00
15 0,94
12 0,90
14 0,79
5 0,79
11 0,69
3 0,46
16 0,44
10 0,40
2 0,34
8 0,27
7 0,26
1 0,26
9 0,26
13 0,12
4 0,00

2.5 Smiflandirma Algoritmalar:
Bu c¢alismada siniflandirma algoritmasi1 olarak Ensemble, DT, SVMs algoritmalar1 kullanildi.

Dengeleme yapildiktan sonra herhangi bir 6zellik se¢ilmeden cesitli siniflandirma algoritmalari ile
egitim yapildi. En yiiksek performans degerlerini Ensemble, DT, SVMs algoritmalari elde etmistir.
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Tablo 5. Secilmis 6zellikler

Secim Secilen Ozellikler Numarasi Ozellik
Sayisi

1 6 1
2 6 15 2
3 6 15 12 3
4 6 15 12 14 4
5 6 15 12 14 5 5
6 6 15 12 14 5 11 6
7 6 15 12 14 5 11 3 7
8 6 15 12 14 5 11 3 16 8
9 6 15 12 14 5 11 3 16 10 9
10 6 15 12 14 5 11 3 16 10 2 10
11 6 15 12 14 5 11 3 16 10 2 8 11
12 6 15 12 14 5 11 3 16 10 2 8 7 12
13 6 15 12 14 5 11 3 16 10 2 8 7 1 13
14 6 15 12 14 5 11 3 16 10 2 8 7 1 9 14
15 6 15 12 14 5 11 3 16 10 2 8 7 1 9 13 15
6 6 15 12 14 5 11 3 16 10 2 8 7 1 9 13 4 16

2.6 Performans Degerlendirme Kriterleri

(Calisma kapsaminda performans degerlendirme kriteri olarak dogru pozitif oran (True Positive Rate
TPR), pozitif tahmin degeri (Positive predictive value PPV), karakteristik egri altinda kalan alan
(area under the receiver operating characteristic curve Curve AUC) ve dogruluk orani Kriterleri
kullanildi [13-15].

2.7 Egitim ve Test Siireci
Yapilan literatiir taramasinda veri seti %80 egitim, %20 test olarak ayrildiginda en yiiksek basari
elde edilebilecegi goriildii [16]. Veri seti %80 egitim, %20 test olmak iizere ikiye ayrildi. Veri

setinin dagilimi Tablo 6’da gosterildi.

Tablo 6. Egitim ve test siireci i¢in veri dagilimi

Cesit Egitim Ornek Sayisi Test Ornek Sayisi Toplam Ornek Sayisi
Seker 418 104 522
Barbunya 418 104 522
Bombay 418 104 522
Cali 418 104 522
Horoz 418 104 522
Sira 418 104 522
Dermason 418 104 522
3. Sonuclar

Tim ozellikler kullanilarak yapilan siniflandirma isleminde yedi farkli c¢esit icin yapilan
degerlendirmede en yiiksek dogruluk oranina sirasi ile SVMs %97,3, ensemle %97, DT %96,2 ile
ulasildi.
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Tablo 7. Tim 6zelliklerden se¢ilmis 4 6zellik i¢in siniflandirma sonuglari

. Simif

Yontem PDK 1 5 3 4 5 6 7

DT TPR %2 876 100 80 981 923 913
PPV 943 786 100 857 971 99 92,2
AUC 0,99
Dogruluk 92,2
Dogruluk
(k(5)-fold) 922

Ensemble _ TPR %2 905 100 829 99 %2 971
PPV %2 833 100 906 100 100 91
AUC 1
Dogruluk 94,2
Dogruluk
(k(5)-fold) 935

SVMs TPR 971 914 100 886 100 952 92
PPV 071 81 100 912 100 99 93,5
AUC 1
Dogruluk 95,5
Dogruluk
(k(5)-fold) 4.4

Tablo 8. Tiim ozelliklerden se¢ilmis 12 6zellik i¢in siniflandirma sonuglari

Yontem PDK Sinif
1 2 3 4 5 6 7
DT TPR 97,1 99 100 876 100 100 98.1
PPV 99 889 100 989 100 99 97,1
AUC 1
Dogruluk 97,4
Dogruluk
(k(5)-Fold) 5.7
Ensemble  TPR 100 971 100 914 100 100 97.1
PPV 99 9L9 100 97 100 981 100
AUC 1
Dogruluk 97,9
Dogruluk
(k(5)-Fold) 97,2
SVMs TPR 100 971 100 933 100 99 98.1
AUC 1
Dogruluk 98,2
Dogruluk
(k(5)-fold) 7.3

Tiim ozelliklerin test sonuglarina gore dort ozellikten dnce modelin dogruluk oraninin %51,4 —
%354,5 araliginda oldugu goriilmektedir. Dort 6zellik kullanilarak olusturulan modelin performans:
%94,4’dir (Tablo 7). Dort 6zellikten sonra modelin dogruluk oraninin %91,1 ve %98,2 araligina
yiikseldigi ve dogruluk oraninda fazla bir degisiklik olmadig1 goriilmektedir. Performanst en iyi
olan 12 6zellik ve SVMs kullanilarak elde edilen modeldir (Tablo 8).

Siniflandirma modelinin en iyi dogruluk, TPR, PPV, AUC oranlar1 Sekil 2’de gosterildi. En iyi
performansi SVMs’de elde edilmistir. Tiim 6zelliklerden secilmis 12 6zelikten olusturulan modelin
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karmagiklik matrisine bakildiginda en yiiksek performanst horoz fasulyede elde edildigi
gorlilmektedir (Sekil 3).

TPR = Karar Agaclari

100.0 |=®—Ensemble
/ SVMs

PPV

Dogruluk

Sekil 2. En iyi model performans degerlendirme sonuglarinin grafiksel gésterimi

Model 1.1
1 2
2 7 2 2
3 0
7]
w
o]
O 4 8 1
@
2
=
5
6 2 0 1
7 5
1 2 3 4 3 G 7

Predicted Class

Sekil 3. Tiim ozelliklerden se¢ilmis 12 6zellik igin karmasiklik matrisi (confusion matrix) gésterimi
(En iyi performansi elde eden model)
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4. Tartisma ve Sonug¢

Farkl1 tiir kuru fasulyelerin birlikte ekimi verimi olumsuz yonde etkilemektedir [17]. Kuru fasulye
tohumlarinin  siiflandirilmast verimin artirilmasi agisindan biiyiik 6neme sahiptir [18]. Bu
calismada, kuru fasulyelerin simiflandirmasini kolaylastirabilen, insan emegine ve hassasiyetine
gerek duymayan yapay zeka siiflandirma modeli gelistirilmistir.

Literatiirde yapay zeka ile kuru fasulye ¢esidi siniflandirmasi yapilan kisithi ¢aligmalar mevcuttur.
Yapilan calismalarda o6zellik se¢imi kullanilmamistir. Bu ¢alismada 16 morfolojik 6zellik
kullanilarak 7 kuru fasulye cesidi siniflandirilmaya c¢alisiimis ve herhangi bir 6zellik se¢me
algoritmast kullanilmamistir ve dogruluk oran1 SVM’de %93,12, DT’de %87,92’dir. [11].
Calismamizda da makine 6grenmesi algoritmalar: kullanilmis, bu ¢alismadan farkli olarak 6zellik
secimi i¢in Eta 6zellik segme algoritmalar1 kullanilmistir. Bu sayede 6zellik sayisi azaltilmustir.
Literatiirde 0zellik segcme algoritmalarinin kullanildig1 ¢aligmalarda dogruluk orani yaklagik %94-
100 arasinda duyarlilik degeri ise %92-100 arasindadir [19, 20]. Tablo 4’de belirtilen ilk 3 6zellik
icin dogruluk oranlart %51-54 arasindadir. Dort ve iizerinde 6zellik kullanildiginda ise dogruluk
oran1 anlamli bir sekilde %91-98’e yiikselmistir. Ozellik elde etmek zahmetli bir is oldugu icin 16
morfolojik Ozellige gerek kalmadan daha az ozellik ile yiiksek performansta smiflandirma
yapilabilmesi kuru fasulye siniflandirmasinda Eta 6zellik se¢gme algoritmalari ve yapay zekanin
kullanilabilecegini gostermektedir.

Bu calismayr literatiirden ayiran en Onemli Ozellik gelistirilen modelin bir kuru fasulye
siniflandirma makinesinde kullanilabilir olmasidir. Literatiirde gelistirilen yiiksek basari oranina
sahip sistemler bilgisayar ortaminda ¢alismaya uygun sistemlerdir [21-23].

Sonug olarak, giiniimiizdeki kuru fasulye siniflandirma makineleri bilgisayar sistemlerine uygun
degildir. Gelistirilen modelin kuru fasulye siniflandirma makinesinde kullanilabilmesi i¢in yeni bir
makine tasarimina ihtiya¢ vardir. Bu ¢alismada 6nerilen modelinin bir kuru fasulye siniflandirma
makinesinde kullanilabilecegini degerlendirilmektedir. Caligmamiz ayrica bize farkli se¢me
algoritmalart ile 6zellik se¢imlerinin yapilmasinin ve algoritmalarin karsilastirilmasinin literatiire
katk1 saglayabilecegini diisiindiirmektedir.
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Ekler
Tablo 9. Tiim 6zelliklerden secilmis 2 6zellik i¢in siniflandirma sonuglari
Yontem PDK Sif
1 2 3 4 5 6 7
DT TPR 94,2 27,9 17,3 76 40 81 39,4
PPV 93,3 33,7 29,5 46,5 45,7 93,4 32,8
AUC 0,99
Dogruluk 53,7
Dogruluk
(k(5)-fold) 522
Ensemble TPR 94,2 9,6 4,8 80,8 45,7 82,9 55,8
PPV 93,3 33,3 71,4 449 42,1 98,5 29,9
AUC 1
Dogruluk 53,4
Dogruluk
(k(5)-fold) 52,2
SVMs TPR 96,2 26,9 15,4 78,8 40 82,9 41,3
PPV 88,5 35,9 44 4 48,8 40,4 92,6 31,4
AUC 0,99
Dogruluk 54,5
Dogruluk
(k(5)-fold) 535
Tablo 10. Tiim 6zelliklerden segilmis 3 6zellik i¢in siniflandirma sonuglari
i Siif
Yontem PDK 1 5 3 4 5 6 7
DT TPR 92,3 27,9 13,3 67,3 45,2 78,8 36,2
PPV 91,4 333 34,1 46,7 35,9 88,2 30,9
AUC 0,98
Dogruluk 51,5
Dogruluk
(k(5)-Fold) °1.9
Ensemble TPR 92,3 32,7 21 60,6 47,1 79,8 26,7
PPV 92,3 27,6 32,4 54,8 37,1 91,2 28,9
AUC 0,98
Dogruluk 51,4
Dogruluk
(k(5)-fold) 02,2
SVMs TPR 94,2 13,5 22,9 66,3 47,1 79,8 39
PPV 89,1 29,8 35,3 49,3 36,8 89,2 29,5
AUC 0,99
Dogruluk 51,8
Dogruluk
(k(5)-fold) o4.7
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Tablo 11. Tiim 6zelliklerden segilmis 5 6zellik i¢in siniflandirma sonuglari

i Smif

Yontem PDK 1 5 3 4 5 6 7

DT TPR 96,2 85,6 100 68,3 96,2 96,2 95,2
PPV 93,5 75,4 99 88,8 98 93,5 90,9
AUC 0,97
Dogruluk 91,1
Dogruluk 92
(k(5)-fold)

Ensemble TPR 99 88,5 100 71,2 97,1 96,2 96,2
PPV 94,5 76,7 100 89,2 100 95,3 94,4
AUC 1
Dogruluk 92,6
Dogruluk
(k(5)-fold) 935

SVMs TPR 99 90,4 100 79,8 100 96,2 96,2
PPV 98,1 82,5 100 90,2 100 97,1 94,4
AUC 1
Dogruluk 945
Dogruluk
(k(5)-fold) 94,7

Tablo 12. Tiim 6zelliklerden segilmis 6 6zellik igin siniflandirma sonuglari

" Sif

Yontem PDK 1 > 3 4 5 5 7

DT TPR 94,2 88,6 100 90,4 100 91,4 93,3
PPV 97 89,4 99 90,4 99 94,1 89
AUC 0,96
Dogruluk 94
Dogruluk
(k(5)-fold) 938

Ensemble TPR 94,2 88,6 100 90,4 100 93,3 94,2
PPV 95,1 91,2 100 90,4 99 96,1 89,1
AUC 1
Dogruluk 94,4
Dogruluk
(k(5)-fold) 935

SVMs TPR 99 89,5 100 97,1 99 93,3 96,2
PPV 96,3 96,3 100 91,8 100 97 92,6
AUC 1
Dogruluk 96,3
Dogruluk
(k(5)-fold) 9.2
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Tablo 13. Tiim 6zelliklerden segilmis 7 6zellik i¢in siniflandirma sonuglari

i Sif

Yontem PDK 1 5 3 7 5 6 7

DT TPR 98,1 90,5 100 84,6 99 96,2 91,3
PPV 95,3 84,8 100 90,7 99 95,2 95
AUC 0,99
Dogruluk 94,2
Dogruluk
(k(5)-fold) 94,3

Ensemble TPR 98,1 92,4 100 87,5 100 95,2 94,2
PPV 95,3 86,6 100 93,8 99,1 99 94,2
AUC 0,99
Dogruluk 95,3
Dogruluk
(k(5)-fold) 95,6

SVMs TPR 99 94,3 100 93,3 100 94,2 96,2
PPV 96,3 92,5 100 94,2 100 100 94,3
AUC 1
Dogruluk 96,7
Dogruluk
(k(5)-fold) 9.4

Tablo 14. Tiim 6zelliklerden segilmis 8 6zellik igin siniflandirma sonuglari

Yontem PDK Simif
1 2 3 4 5 6 7
DT TPR 99 962 100 904 99 923 9.2
PPV 972 917 100 959 100 97 90,9
AUC 0,99
Dogruluk 96
Dogruluk
(k(5)-Fold) 947
Ensemble  TPR 99 %2 100 913 100 904 952
PPV %3 999 100 979 100 989 893
AUC 1
Dogruluk 96
Dogruluk
(k(5)-Fold) 9.9
SVMs TPR 99 971 100 92 100 913 9.2
PPV 972 92 100 971 100 99 91
AUC 1
Dogruluk 97,1
Dogruluk
(k(5)-fold) 9.6

1462



Kadioglu U., Ugar M.K., Yildirnm S. ECJSE 2022 (4) 1450-1465

Tablo 15. Tiim 6zelliklerden segilmis 9 6zellik i¢in siniflandirma sonuglari

Yontem PDK Simif
1 2 3 4 5 6 7
DT TPR 981 885 100 933 100 942 933
PPV 100 902 100 907 100 925 942
AUC 0,99
Dogruluk 95,3
Dogruluk
(k(5)-fold) 94,5
Ensemble  TPR 981 933 100 92 99 933 %62
PPV 99 951 100 943 100 951 918
AUC 1
Dogruluk 96,4
Dogruluk
(k(5)-fold) 9.4
SVMs TPR %81 9.2 100 91 100 913 971
PPV 100 971 100 92 100 969 911
AUC 0,99
Dogruluk 97,3
Dogruluk
(k(5)-fold) 97,1

Tablo 16. Tim 6zelliklerden segilmis 10 6zellik i¢in siniflandirma sonuglari

Yontem PDK Simif
1 2 3 4 5 6 7
DT TPR 99 876 100 933 99 923 913
PPV 972 91,1 100 882 100 923 941
AUC 0,99
Dogruluk 94,7
Dogruluk
(k(5)-Fold) 95,0
Ensemble  TPR 100 905 100 942 100 933 981
PPV 991 922 100 925 100 97 95,3
AUC 1
Dogruluk 96,6
Dogruluk
(k(5)-Fold) 9.7
SVMs TPR 99 933 100 942 100 913 981
PPV 100 942 100 942 100 969 911
AUC 0,99
Dogruluk 96.6
Dogruluk
(k(5)-fold) 97,0
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Tablo 17. Tim ozelliklerden secilmis 11 6zellik i¢in siniflandirma sonuglari

Yontem PDK Siif
1 2 3 4 5 6 7
DT TPR 96,2 84,6 100 92,4 100 95,2 98,1
PPV 99 89,8 100 86,6 100 99 92,7
AUC 0,99
Dogruluk 95,2
Dogruluk
(k(5)-fold) 95,6
Ensemble TPR 98,1 93,3 100 93,3 100 96,2 98,1
PPV 98,1 92,4 100 93,3 100 100 95,3
AUC 1
Dogruluk 97
Dogruluk
(k(5)-fold) %7
SVMs TPR 97,1 94,2 100 96,2 100 97,1 97,1
PPV 98,1 96,1 100 94,4 100 98,1 95,3
AUC 1
Dogruluk 97,4
Dogruluk
(k(5)-fold) 9.9

Tablo 18. Tiim 6zelliklerden segilmis 13 6zellik i¢in siniflandirma sonuglari

Yontem PDK Simif
1 2 3 4 5 6 7
DT TPR 100 933 100 856 100 99 99
PPV 981 86 100 937 100 92 100
AUC 1
Dogruluk 97,4
Dogruluk
(k(5)-Fold) 9.9
Ensemble  TPR 100 071 100 923 100 92 971
PPV 981 894 100 97 100 99 100
AUC 1
Dogruluk 97,5
Dogruluk
(k(5)-Fold) 9.7
SVMs TPR 100 981 100 923 100 981 981
PPV 99 927 100 99 100 99 97,2
AUC 1
Dogruluk 98,1
Dogruluk
(k(5)-fold) 97,0
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Tablo 19. Tim ozelliklerden secilmis 14 6zellik i¢in siniflandirma sonuglari

Yontem PDK Simif
1 2 3 4 5 6 7
DT TPR 981 895 100 924 100 971 933
PPV %2 922 100 898 100  96.2 9
AUC 0,98
Dogruluk 95,8
Dogruluk
(k(5)-fold) 9.3
Ensemble  TPR 81 943 100 933 100 971 952
PPV %2 925 100 951 100 981 961
AUC 1
Dogruluk 96,8
Dogruluk
(k(5)-fold) 97,0
SVMs TPR 981 924 100 981 100 971 92
PPV 98.1 98 100 928 100 981 952
AUC 0,99
Dogruluk 97,4
Dogruluk
(k(5)-fold) 97,0

Tablo 20. Tim 6zelliklerden segilmis 15 6zellik i¢in siniflandirma sonuglari

Yontem PDK Simif
1 2 3 4 5 6 7
DT TPR 981 895 100 924 100 971 933
PPV %2 922 100 898 100 96,2 9
AUC 0,98
Dogruluk 95,8
Dogruluk
(k(5)-Fold) 9.5
Ensemble  TPR 981 943 100 933 100 971 952
PPV %2 925 100 951 100 981 961
AUC 1
Dogruluk 96,8
Dogruluk
(k(5)-Fold) %38
SVMs TPR 981 924 100 91 100 971 962
PPV 98,1 08 100 928 100 981 952
AUC 0,99
Dogruluk 97,4
Dogruluk
(k(5)-fold) 972
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