Diizce Universitesi Bilim ve Teknoloji Dergisi, 11 (2023) 1584-1598

>
RIS

e Diizce Universitesi

BILIM ve TERNOLOJ]
DERGISI

Bilim ve Teknoloji Dergisi

gl B R Arastirma Makalesi

Derin Ogrenme Tabanli Trafik Yogunlugu Tahmini: istanbul i¢in Bir
Vaka Calismasi

Aml UTKU*

Bilgisayar Miihendisligi Béliimii, Miihendislik Fakiiltesi, Munzur Universitesi, Tunceli, TURKIYE
* Sorumlu yazarin e-posta adresi: anilutku@munzur.edu.tr
DOI:10.29130/dubited.1139534

Oz

Trafik yogunluk tahmini, kullanicilarin daha iyi seyahat kararlar1 verebilmeleri, trafik sikisikliginin hafifletilmesi,
zaman ve yakit tasarrufu saglanmasi ile trafik islem verimliliginin arttirilmasi agisindan énemlidir. Akilli ulagim
sistemlerinin gelismesi ve yayginlagmasiyla birlikte trafik yogunlugunun tahmin edilmesi giderek daha fazla ilgi
gormeye bagladi. Trafik yogunluk tahmini, biiyiik 6l¢iide gecmis ve gercek zamanl trafik verilerine baghdir.
Sensorler, kameralar, mobil cihazlar ve sosyal medya gibi kaynaklarindan anlik olarak biiyiik miktarlarda trafik
verileri elde edilmektedir. Giderek artan trafik verileri, trafik yonetimi sorununu ¢dzebilmek amaciyla yapay zeka
teknolojilerinin kullanimini 6n plana ¢ikarmaktadir. Bu ¢alismada, trafik yogunluk tahminine yonelik LSTM
tabanli bir tahmin modeli gelistirilmistir. Gelistirilen tahmin modeli LR, RF, SVM, MLP, CNN ve Recurrent
Neural Network (RNN) ile Istanbul’un trafik verileri kullamilarak test edilmistir. Deneysel sonuglar, gelistirilen
LSTM tabanli modelin karsilastirilan modellere gore daha basarili sonuglara sahip oldugunu gostermistir.
Gelistirilen model, arag sayis1 ve ortalama hiz tahmininde yaklasik olarak 0,9 R? degerine sahip olmustur.

Anahtar Kelimeler: Trafik yogunluk tahmini, Makine 6grenmesi, Derin 6grenme, LSTM

Deep Learning Based Traffic Density Prediction: A Case Study for
Istanbul

ABSTRACT

Traffic density prediction is important for users to make better travel decisions, reduce traffic congestion, save
time and fuel, and increase traffic processing efficiency. With the development and widespread use of intelligent
transportation systems, traffic density prediction has received more and more attention. Traffic density prediction
is heavily dependent on historical and real-time traffic data. Large amounts of traffic data are obtained instantly
from sources such as sensors, cameras, mobile devices and social media. Increasing traffic data reveals the use of
artificial intelligence technologies to solve the traffic management problem. In this study, an LSTM-based
prediction model has been developed for traffic density prediction. The developed prediction model has been tested
using traffic data of Istanbul with LR, RF, SVM, MLP, CNN and RNN. Experimental results showed that the
developed LSTM-based model has more successful results than the compared models. The developed model had
approximately 0.9 R? value in predicting the number of vehicles and average speed.
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I. GIRIS

Giliniimiizde modern sehirler giderek akilli sehirlere doniismektedir. Kentlesmenin hizlanmasi ve artan
kentsel niifus, trafik yonetimi lizerinde biiyiik baski olusturmaktadir [1]. Akilli ulagim sistemleri, akill
sehrin vazgegilmez bir pargasidir ve trafik tahmini de akilli ulasim sistemlerinin 6nemli bir bilesenidir
[2]. Dogru trafik tahmini, sehrin trafik tikanikliginin hafifletilmesine yardimci olmasi agisindan bircok
gercek diinya uygulamasi i¢in gereklidir [3].

Kapsamli trafik bilgileri, sehirde yasayan kisilerin giinliik yasamina fayda saglar ve kentsel ulagim
verimliligini artirir [4]. Bu tiir trafik bilgilerinin dogru tahminleri, rota planlama, navigasyon ve diger
mobilite hizmetleri i¢in biiylik 6nem tagimaktadir [5]. Kentsel trafik tahmini, gelecekteki trafik
kosullarimi tahmin etmek i¢in ¢esitli gegmis ve gercek zamanli trafik verilerini analiz etmek amaciyla
genellikle trafik modellerini uygular. Trafik hizi, trafik akis1 ve kaza riski, trafik kosullarinin temsili
gostergeleridir ve hareketlilik verisi tiirleri ile trafik modellerinden yararlanmaktadir [6].

Diinyanin en biiyiik sehirlerinden biri olan Istanbul, diinya genelinde trafik sikisgitkhigindan en ¢ok
etkilenen ilk bes sehir arasinda yer almaktadir. Istanbul ayn1 zamanda bir sanayi, kiiltiir ve turizm sehri
olmasi sebebiyle giderek artan kentsel niifusu nedeniyle trafik probleminin yasandig1 sehirlerden biridir.
Sekil 1°de, 25 Ocak 2021 tarihi saat 18:33 Istanbul’un trafik yogunluk haritas gériilmektedir.

Marmara Denizi

Sekil 1. Istanbul trafik yogunluk haritast [7].

Istanbul’da trafik sikisiklig1 hafta ici giinlerde ve ozellikle de ise gidis-gelis saatlerinde oldukca
artmaktadir. Sehir yonetimleri, hareketlilik verilerini toplamak i¢in 6nemli yol kavsaklarinda sensorler
ve trafik kameralar1 gibi teknolojileri kullanmaktadir. Ancak, yiiksek dagitim ve bakim maliyetleri
nedeniyle, bu teknolojilerin gehir genelinde uygulanabilirligi sinirlidir. Akilli ulasgim sistemlerinin
gelisimiyle birlikte, mobil cihazlardan ¢ok biiyiik miktarlarda mobilite verileri toplanabilmektedir. Elde
edilen bu veriler, biiyiik 6lgekli ve giivenilir trafik tahminlerini uygulanabilir hale getirmektedir. Giderek
artan trafik verileri, trafik yonetimi sorununu c¢ozebilmek igin potansiyel yeni bakis acilart
saglamaktadir. Trafik tahmini, son yillarda 6nemli bir arastirma alani haline gelmistir. Literatiirde, trafik
yogunluk tahminine yonelik yapilmis makine Ogrenmesi ve derin 6grenme tabanli caligmalar
bulunmaktadir.

Fu ve ark. tarafindan yapilan ¢caligmada [8], kisa siireli trafik akigini tahmin etmek i¢in Long-Short Term
Memory (LSTM) ve Gated Recurrent Unit (GRU), Artifical Neural Network (ANN) ve AutoRegressive
Integrated Moving Average (ARIMA) yontemlerinin karsilagtirmali bir analizi sunulmustur. Deneysel
sonuglar, LSTM ve GRU’nun karsilagtirilan diger modellerden daha basarili sonucglar verdigini
gostermistir.

1585



Liu ve ark. tarafindan yapilan caligmada [9], trafik akis bilgilerinin uzamsal-zamansal bilgilerini
¢ikarabilmek amaciyla hibrit Conv-LSTM modeli gelistirilmistir. Trafik akiginin periyodiklik 6zelligini
cikarabilmek i¢in tahmin noktasinin gegmis trafik akisi verilerini analiz etmek amaciyla LSTM
kullanilmigtir. Deneysel sonuglar, 6nerilen modelin mevcut yaklagimlara kiyasla daha iyi bir tahmin
dogrulugu sagladigini géstermektedir.

Duan ve ark. tarafindan yapilan ¢aligmada [10], kentsel trafik akisinin tahmini i¢in aggdzlii algoritma
ile gelistirilmis derin bir hibrit sinir ag1 énerilmistir. Onerilen modelde, kentsel trafik akisini tahmin
etmek i¢in zamansal bilgileri ¢ikarmak amaciyla LSTM kullanilmigtir. Mekénsal dzellikleri ¢ikarmak
amaciyla ise Convolutional Neural Network (CNN) kullanilmistir. Onerilen model Ac¢gézlii (Greedy)
algoritma kullanilarak kisa zaman tiiketimi i¢in egitilmektedir. Xi'an sehrindeki taksilerin GPS verileri
kullanilarak yapilan deneysel ¢alismalar, onerilen CNN-LSTM modelinin mevcut yontemlere kiyasla
daha yiiksek tahmin dogrulugu ve daha kisa zaman tiiketimi sagladigini géstermistir.

Lin ve ark. tarafindan yapilan ¢caligmada [11], seyrek otomatik kodlayic1 ve LSTM tabanli SpAE-LSTM
modeli gelistirilmistir. Gelistirilen model model, trafik akisinin zamansal ve mekansal 6zelliklerini
islemektedir. Seyrek otomatik kodlayici, tam baglantili katmanlar araciligiyla uzamsal-zamansal matris
icindeki uzamsal 6zellikleri ¢ikarmaktadir. Trafik akisinin mekansal-zamansal 6zelliklerini yakalamak
ve tahminde bulunmak i¢in LSTM kullanilmaktadir. Veriseti olarak Cin'in Chengdu sehrinin Qingyang
Bolgesi'nin trafik verileri kullanilmistir. Deneysel sonuglar, 6nerilen modelin seyrek otomatik kodlayici
ve LSTM’den daha basarili sonuglar verdigini gdstermistir.

Mohammed ve Kianfar tarafindan yapilan caligmada [12], trafik hacmi, trafik hizi ve karayolu
boliimlerinin dolulugu gibi kosullarin tahminine yonelik Deep Neural Networks (DNN), Random Forest
(RF), Gradient Boosting ve Generalized Linear Model’in (GLM) karsilagtirmali bir analizi yapilmstir.
Veriseti olarak Amerika Birlesik Devletleri'ndeki St. Louis, Missouri'deki Interstate 64'ten elde edilen
veriler kullanilmistir. Deneysel sonuglar, RF’in karsilagtirilan modellerden daha basarili sonuglar
verdigini gostermistir. Trafik tahmin siirecine trafik akis hizi, doluluk ve zamanin dahil edilmesinin
trafik tahmin hatasini azalttig1 goriilmiistiir.

Zhang ve ark. tarafindan yapilan ¢aligmada [13], CNN tabanl1 kisa vadeli trafik akis1 tahmin modeli
onerilmistir. Onerilen modelde, zaman gecikmeleri ve konumsal veri miktarlar1 Spatio-Temporal
Feature Selection Algorithm (STFSA) ile belirlenir ve secilen uzay-zamansal trafik akig 6znitelikleri
gercek verilerden ¢ikarilarak iki boyutlu hale donistiiriilir. CNN, bu 6zellikler kullanilarak egitilir.
Deneysel sonuglar, 6nerilen modelin dogruluk agisindan kNN, SARIMA, ANN ve Support Vector
Machine (SVM)’den daha iyi performans elde ettigini gostermistir.

Bratsas ve ark. tarafindan yapilan ¢alismada [14], Yunanistan'in Selanik karayolu agindan toplanan
aragtirma verilerini kullanarak, LR, RF, SVM ve Multilayer Perceptron (MLP) modellerinin
karsilagtirmali bir analizi sunulmustur. Deneysel ¢alismalar, {i¢ tiir senaryoda kiimelenmis ¢oklu testler
ile gerceklestirilmistir. Tlk senaryo, algoritmalar1 rastgele segilen farkli yollarda rastgele secilen belirli
tarihlerde test etmektedir. Tkinci senaryo, 15 dakikalik araliklarla rastgele secilen yollarda algoritmalari
test etmektedir. Ugiincii senaryo, algoritmalar1 tiim giin boyunca rastgele yollarda test etmektedir.
Deneysel sonuglar, MLP’nin karsilastirilan modellere gére daha basarili sonuglar verdigini gostermistir.

Tas ve Miingen tarafindan yapilan ¢alismada [15], Istanbul Biiyiiksehir Belediyesi tarafindan sunulan 1
Ocak 2020 - 1 Ocak 2021 tarihleri arasindaki veriler kullanilarak bolgesel trafik yogunlugunun tahmin
edilmesi amaglanmigtir. Caligmada bolgesel hava kosullar1 ve trafik yogunluk verileri kullanilarak
SVM, MLP ve Genel Regresyon Sinir Ag1 (General Regression Neural Network-GRNN) modellerinin
sonuglar1 karsilastirilmistir. MAE, MAPE ve R? metriklerine gore deneysel sonuglar elde edilmistir.
Deneysel sonuglar dnerilen sinir ag1 modelinin %90 basar1 orani ile trafik yogunluk tahmininde basarili
oldugunu gostermistir.

Bu calismanin literatiire olan temel katkilar1 su sekilde 6zetlenebilir:
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- Trafik yogunluk tahmine yonelik bu verisetinin kullanildig1 ilk ¢aligmadir.
- LSTM tabanli bir derin 6grenme modeli gelistirilerek Linear Regression (LR), RF, SVM, MLP, CNN
ve Recurrent Neural Network (RNN) gibi popiiler makine 6grenmesi ve derin 6grenme modelleriyle

kargilagtirmali bir analiz yapilmistir.

- Bu ¢aligma vasitasiyla Tiirkge literatiire katkida bulunabilmek amaglanmustir.

II. TAHMIN YONTEMLERI

Bu ¢alismada LR, RF, SVM, MLP, CNN, RNN ve gelistirilen LSTM tabanli modelin karsilastirmali bir
analizi sunulmustur.

LR, gelecekteki olaylarin sonucunu tahmin etmek i¢in bagimsiz bir degisken ile bagimli bir degisken
arasinda dogrusal iligki saglayan bir algoritmadir [16]. LR, gézlemlenen verilere dogrusal bir denklem
uydurarak iki degisken arasindaki iliskiyi modellemeye ¢aligir. Genel model, bir bagimli degisken olan
y ile bir veya daha fazla bagimsiz degisken olan x arasinda dogrusal bir iligki oldugunu varsayar.
Tahmine dayali analiz igin veri bilimi ve makine d6greniminde kullanilan istatistiksel bir yontemdir.
Bagimsiz degisken, degismeden kalan yorumlayict veya agiklayic1 degiskendir. Ancak bagimli
degisken, bagimsiz degiskendeki degisimlere gore farkli degerler almaktadir. Regresyon modeli,
bagimli degiskenin degerini tahmin etmektedir [17].

RF, siniflandirma ve regresyon problemlerinde yaygin olarak kullanilan bir denetimli 6grenme
algoritmasidir. Farkli Ornekler iizerinde karar agaglari olusturur ve regresyon problemlerinde
ortalamayi, siniflandirma problemlerinde ise ¢ogunluk oyunu alir. Karmasik bir problemi ¢ézmek ve
modelin performansini iyilestirmek i¢in birden fazla siniflandiriciy1 birlestirme siireci olan topluluk
ogrenme kavramina dayanmaktadir [18]. RF’1n en 6nemli 6zelliklerinden biri, regresyon problemlerinde
oldugu gibi siirekli degigkenleri ve siniflandirma durumunda oldugu gibi kategorik degiskenleri iceren
verisetlerini igleyebilmesidir. RF, verisetinin ¢esitli alt kiimelerinde bir dizi karar agaci iceren ve bu
verisetinin tahmin dogrulugunu iyilestirmek i¢in ortalamayi alan bir siniflandiricidir. RF, tek bir karar
agacina giivenmek yerine, her agagtan ve tahminlerin ¢ogunluk oylarma dayali olarak tahmini alir ve
nihai ¢iktiy1 tahmin eder [19].

SVM, smiflandirma ve regresyon analizi i¢in kullanilan bir 6grenme algoritmasidir. SVM’in, verileri
sigdirmak i¢in kullandig1 diiz ¢izgiye hiperdiizlem adi verilir. SVM’in amaci, veri noktalarini belirgin
bir sekilde siniflandiran n-boyutlu bir uzayda bir hiperdiizlem bulmaktir [20]. Hiperdiizlemin her iki
tarafinda, hiperdiizleme en yakin olan veri noktalarina destek vektorleri adi verilir. Bunlar,
hiperdiizlemin konumunu ve yoniinii etkiler ve bu sayede SVM'in olusturulmasina yardime1 olur [21].

MLP, dogrusal ve dogrusal olmayan veriler arasindaki iligskiyi 6grenen bir sinir agidir. Girdiler ve
c¢iktilar arasindaki eslemenin dogrusal olmadig1 bir yapidadir. MLP, giris ve ¢ikis katmanlarma ve birgok
ndronun dahil edildigi bir veya daha fazla gizli katmana sahiptir [22]. MLP’de her katman, bir sonrakini
hesaplamalarinin sonucuyla, verilerin dahili temsiliyle besler. Bu siireg, gizli katmanlardan ¢ikti
katmanina kadar devam eder. MLP, maliyet fonksiyonunu en aza indirmek amaciyla agdaki agirliklarin
yinelemeli olarak ayarlanmasina izin veren bir Ogrenme mekanizmasi olan geriye yayilimi
kullanmaktadir [23].

CNN, temel olarak goriintii verileri gibi iki boyutlu dizileri isleyebilen bir derin 6grenme modelidir.
CNN’in, regresyon problemlerindeki siirekli verileri tahmin edebilmesi i¢in agin sonuna bir regresyon
katmani eklenmektedir. CNN, her biri bir goriintiiniin farkli 6zelliklerini algilamay1 6grenen birgok
katmana sahip olabilir [24]. Her egitim goriintiisiine farkli ¢dziiniirliiklerde filtreler uygulanir ve her bir
goriintiiniin ¢iktis1 bir sonraki katmana girig olarak kullanilir. CNN bir giris katmani, bir ¢ikis katmani
ve bunlarin arasindaki bir¢ok gizli katmandan olusur. Bu katmanlar, verilere 6zgii 6zellikleri 6grenmek
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amaciyla verileri degistiren iglemleri yerine getirir. En yaygin kullanilan katmanlar konviilasyon,
Rectified Linear Unit (ReLU) ve pooling katmanlaridir. Evrigim, giris goriintiilerini, her biri
goriintiilerden belirli 6zellikleri etkinlestiren bir dizi evrigimli filtreden gegirir. ReLU, negatif degerleri
sifira esleyerek ve pozitif degerleri koruyarak daha hizli ve daha etkili egitim saglar.

Havuzlama, dogrusal olmayan alt 6rnekleme gerceklestirerek ¢iktiy1 basitlestirir ve agin 6grenmesi
gereken parametre sayisini azaltir [25].

RNN, siral1 verileri veya zaman serisi verilerini igleyen bir derin 6grenme modelidir. Dil ¢evirisi, dogal
dil isleme ve konugma tanima gibi sirali veya zamansal problemler i¢in yaygin olarak kullanilir. Mevcut
girdi ve ¢iktiyr etkilemek i¢in 6nceki girdilerden bilgi aldiklari i¢in hafiza bloklarini kullanirlar [26].
RNN, bir 6nceki adimin ¢iktisinin meveut adima girdi olarak beslendigi bir sinir agidir. RNN'in ayirt
edici Ozelligi, zaman adimlar1 {izerinden bilgi gonderme yetenekleridir. RNN', zaman adimlari
arasindaki baglantilar i¢in ek bir parametre matrisine sahiptir. RNN, her bir zaman adimindaki
tahminlerin mevcut girdiye ve 6nceki zaman adimlarindan gelen bilgilere dayandigi ¢ikti {iretmek igin
egitilir. RNN, yonlendirilmis dongiileri olan bir grafik olusturur. ileri beslemeli sinir aglarindan farkl
olarak, bilgi agdaki mevcut dongiilerle katmandan katmana hareket eder [27]. Bu sayede her durum
onceki durumlarindan etkilenir. Dongiilerin eklenmesi sayesinde RNN, ge¢mis hesaplamalarin
saklanmasina izin veren bir hafiza yetenegine sahiptir.

LSTM, bilginin kalici olmasini saglayan gelismis bir RNN'dir. RNN'nin kargilastigi kaybolan gradyan
problemine ¢6ziim olarak gelistirilmistir. RNN'in eksikligi, kaybolan gradyan problemi nedeniyle uzun
vadeli bagimliliklar1 hatirlayamamalaridir [28]. LSTM, uzun vadeli bagimlilik sorunlarma ¢oziim
sunmak amaciyla gelistirilmigtir. LSTM temel olarak girdi kapisi, unutma kapist ve ¢ikti kapisi
birimlerinden olusur. Girdi kapisi, hiicreye gelen girdiden yeni bilgilerin 6grenmeye ¢alisildig1 birimdir.
Unutma kapisi, 6nceki zaman damgasindan gelen bilgilerin hatirlanip hatirlanmayacagina veya alakasiz
ve unutulabilir olup olmadigina karar verir. Cikt1 kapisi ise hiicredeki giincellenmis bilgiyi mevcut
zaman damgasindan bir sonraki zaman damgasina iletir [29].

III. GELISTIRILEN DERIN OGRENME TABANLI TAHMIN
MODELI

Bu calismada, Istanbul igin trafikteki ortalama hiz ve ara¢ yogunlugunun tahminine yonelik LSTM
tabanl bir derin 6grenme modeli gelistirilmistir. Gelistirilen model ile Istanbul’daki énemli kavsak
noktalarindan biri olan Bagaksehir Mahmutbey kavsagindaki ortalama hizin ve trafik yogunlugunun
tahmin edilmesi amaglanmistir. Gelistirilen LSTM tabanli model LR, RF, SVM, MLP, CNN ve RNN
ile uygulamali olarak karsilastiriimistir.

A. VERISETI

Bu calismada Istanbul Biiyiiksehir Belediyesi tarafindan sunulan, Ocak 2021-Mayis 2021 tarihleri
arasindaki saatlik trafik yogunlugu veriseti kullanmilmustir [30]. Kullanilan veriseti Date Time,
Longitude, Latitude, Geohash, Minimum Speed, Maximum Speed, Average Speed ve
Number of Vehicles 6zniteliklerinden olusmaktadir. Date Time Y1l/Ay/Giin ve saat cinsinden zaman
bilgisini ifade etmektedir. Longitude boylam degerini, Latitude ise enlem degerini ifade etmektedir.
Geohash enlem ve boylam degerlerine gore elde edilen cografi konum kodunu ifade etmektedir.
Minumum_Speed, Maximum_Speed ve Average Speed 6znitelikleri sirasiyla minimum, maksimum ve
ortalama hiz degerlerini ifade etmektedir. Number of Vehicles ise belirli bir konumdan gecen saatlik
arag sayisini ifade etmektedir.

Verisetinde 2321 farkli noktaya ait trafik yogunluk bilgileri bulunmaktadir. Trafik yogunlugu ve hiz
tahmini yapilacak noktay1 belirlemek i¢in en yiiksek arag sayisina sahip olan konum se¢ilmistir. Enlem
ve boylam degerlerine gore bu konumun Basaksehir Mahmutbey kavsagi oldugu goriilmiis ve bu konum
deneysel ¢aligmalarda kullanilmak iizere segilmistir. Verisetinde, Bagaksehir Mahmutbey Kavsagi’na
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ait Ocak 2021-Mayis 2021 tarihleri arasinda bir saat araliklarla kaydedilen 2900 satir arag verisi
bulunmaktadir. Basaksehir Mahmutbey Kavsagi, TEM otoyolunun Istanbul’a batidan giris ve ¢ikisinda
onemli bir rol oynayan kilit bir kavsaktir. Bu kavsak, Basaksehir, Ikitelli Organize Sanayi Bélgesi, Istoc,
Bagcilar, Halkali, Basin ekspres yolu, TEM otoyolu ve Kuzey Marmara Otoyolunu birbirine
baglamaktadir. Bu sebeple Istanbul’daki en yiiksek trafik yogunluguna sahip kavsak durumundadir.
Sekil 2°de 18 Haziran 2022 saat 15:44 i¢in Google Maps iizerinden alinan Basaksehir Mahmutbey
kavsagiin bilgileri goriilmektedir.
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Sekil 2. Basaksehir Mahmutbey kavsagi.

Sekil 3’te Basaksehir Mahmutbey kavsagindan saat basina gegen arag sayilar1 goriilmektedir.
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Sekil 3. Kavsak noktasindan saat bagina gecen arag sayilari.

Sekil 4’te ise Basaksehir Mahmutbey kavsagindan saat basina gecen araglarin ortalama hizlari
goriilmektedir.
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Sekil 4. Kavsak noktasindan saat bagina gegen araglarin ortalama hizlari.
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B. VERI ON-ISLEME

Bu calismada, kullanilan veriseti zaman serisi verilerinden olusmaktadir. Zaman serisi verileri, zaman
sirasina gore indekslenen veri noktasi dizileridir. Bu veri noktalar1 tipik olarak ayni kaynaktan bir zaman
araliginda yapilan ardisik 6l¢limlerden olusur ve zaman i¢indeki degisimi izlemek i¢in kullanilir. Zaman
serisi verilerinin makine 6grenmesi modellerinin igleyebilecegi denetimli 6grenme problemi olarak
yapilandirilmasi gereklidir. Zaman serisi verileri kayan pencere yontemi kullanilarak denetimli 6grenme
problemi yapisina doniistiiriilebilir. Kayan pencere yontemi, gelecek gozlem degerlerinin, gecmis
gozlem degerleri kullanilarak tahmin edilmesi temeline dayanmaktadir. Kayan pencerenin biiylikligi,
pencere igerisine yerlestirilecek zaman adimlarinin sayisina gore belirlenmektedir. Bu calismada,
yapilan deneysel c¢aligmalarin sonucuna gore kayan pencere boyutu 3 olarak secilmistir. Sekil 5°te

goriildiigii gibi £;, ¢, ve ¢, zaman adimlarindaki veriler kayan pencerenin girdisi, t zaman adimindaki

veri ise kayan pencerenin ¢iktisi olacak sekilde zaman serisi verileri denetimli 6grenme problemine
dondistiirilmiistiir.
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Sekil 5. Kayan pencere yontemi.

Veriler denetimli 6grenme formatina doniistiiriildiikkten sonra Scikit Learn kiitiiphanesinden
MinMaxScaler metodu kullanilarak 0-1 araliginda normalize edilmistir. Normalizasyon adimindan
sonra veriler egitim, test ve dogrulama kiimelerine ayrilmigtir. Yapilan deneysel ¢aligmalar sonucunda
en yiiksek tahmin dogruluguna %80 egitim ve %20 test kombinasyonunda erisildigi i¢in bu degerler
deneysel c¢aligmalarda kullanilmak tizere segilmigtir. Egitim verilerinin %10'u dogrulama igin
ayrilmigtir. Dogrulama verileri uygulanan modellerin parametrelerinin  optimizasyonu i¢in
kullanilmigtir. Uygulanan modellerin en iyi tahmin sonuglarimi elde edebilmesi igin Scikit Learn
kiitiiphanesinden GridSearchCV metodu kullanilarak model parametreleri optimize edilmistir. Grid
SearchCV, belirtilen tiim hiperparametrelerin ve degerlerinin farkli bir kombinasyonunu kullanir ve her
bir kombinasyon i¢in performansi hesaplayarak hiperparametreler i¢in en iyi degeri seger.

C. DEGERLENDIRME METRIKLERIi

Regresyon problemlerinde yapilan tahminler ile ger¢ek degerler arasindaki hata oranini belirleyebilmek
icin temel olarak Mean Squared Error (MSE), Root Mean Squared Error (RMSE), Mean Absolute Error
(MAE) ve R Squared (R?) metrikleri kullamlmaktadir. MSE, gézlenen ve tahmin edilen degerler
arasindaki ortalama kare farkini degerlendirir. Bir modelde hata olmadiginda, MSE sifira esittir. Model
hatasi arttik¢a degeri de artar. MSE, y gercek degerleri, tahmin edilen degerleri ve n ise drnek sayisini
ifade etmek tizere Est.1 kullanilarak hesaplanir.
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RMSE, tahmin hatalarin standart sapmasini hesaplamaktadir. RMSE, tahmin hatalarinin regresyon
¢izgisi veri noktalarindan ne kadar uzakta oldugunun bir 6l¢iisiidiir RMSE, MSE'nin karekokii almarak
Est.2’de goriildiigii gibi hesaplanir.

1 & -
RMSE:,/;Z(y—y) (2)

MAE, gozlenen degerler ile tahmin edilen degerler arasindaki farklarin mutlak degerlerinin ortalamasini
ifade eder. Tahmin hatalarin ortalamasini hesaplamaktadir. MAE, Est.3 kullanilarak hesaplanmaktadir.

1.
MAE:;ZIy—y 3)
i=1

R?, bir regresyon modelindeki degiskenler tarafindan agiklanan bir bagimli degisken icin varyansin
oranini temsil eden istatistiksel bir dl¢iidiir. R?, dogrusal regresyon modelleri i¢in bir uyum iyiligi
dlciisiidiir. R?, tahmin edilen y degerlerini, ise y degerlerinin ortalamasim ifade etmek iizere Est.4
kullanilarak hesaplanmaktadir.
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D. GELIiSTiRiLEN LSTM TABANLI DERIN OGRENME MODELI

Bu ¢alismada gelistirilen LSTM tabanli derin 6grenme modeli, kavsaktan gegen saatlik arag sayisi ve
araglarin ortalama hiz degerlerini girdi olarak almakta, ¢ikt1 olarak arag sayis1 ve ortalama hiz tahminleri
iiretmektedir. Gelistirilen LSTM tabanli modelin mimarisi Sekil 6'da goriillmektedir.
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Sekil 6. Gelistirilen LSTM tabanli modelin mimarisi.

Bu calismada, gelistirilen modelin parametrelerinin optimize edilmesi amaglanmistir. Denetimli
O0grenme problemi yapisina doniistiiriilen zaman serisi verileri LSTM’e girdi olarak sunulmustur.
Parametre analizi ¢aligmalariyla katman sayisi, ndron sayisi, egitim sayist ve yigin boyutu gibi
parametreler ile en yiiksek tahmin dogruluguna ulasmak amaglanmistir. Optimize edici olarak Adam
kullanilmigtir. Gelistirilen ¢ok katmanli LSTM mimarisinde parametrelerin optimizasyonu igin
GridSearchCV Kkiitiiphanesi kullanilmistir. Katman sayisinin ve gizli katmanlarda bulunan néron
sayilarmin belirlenmesi i¢in deneysel ¢alismalar yapilmistir. 2 gizli katman ve 128 nérondan olusan bir
ag yapisi olusturulmustur. En yiiksek tahmin dogruluguna sahip parametreler belirlendikten sonra model
olusturulmustur.
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IV. DENEYSEL SONUCLAR

Bu calismada, Istanbul’daki en yogun kavsak noktalarindan biri olan Basaksehir Mahmutbey
kavsagindan saatlik olarak gegen arag sayisi ve gegen araclarm ortalama hizlarinin tahminine yonelik
LR, RF, SVM, MLP, CNN ve RNN’in gelistirilen LSTM tabanli derin 6grenme modeliyle
karsilastirmali bir analizi sunulmustur. Uygulanan her bir algoritma ve model icin MSE, RMSE, MAE
ve R? metriklerine gore elde edilen sonuglar karsilastirmali olarak analiz edilmistir. Karsilastirilan
modellerin en iyi sonuglari elde edebilmeleri i¢in GridSearchCV kullanilarak modellerin parametreleri
analiz edilmigtir. RF i¢in bootstrap=True, max_depth=70, max_features=auto, min_samples leaf=4,
min_samples_split=10 ve n_estimators=400 olarak sec¢ilmistir. SVM i¢in C=10, gamma=1e-07,
epsilon=0.1 ve kernel=linear olarak secilmistir. MLP i¢in input size=24, nodes=100, epochs=100 ve
batch_size=1 olarak secilmistir. CNN igin input size=12, filters=64, kernel size=5, epochs=100,
batch_size=1 ve activation=relu olarak se¢ilmistir. RNN i¢in input_size=24, nodes=64, epochs=50,
batch_size=16 ve optimizer=adam olarak secilmistir. LSTM igin input size=24, nodes=128,
epochs=100, batch_size=32 ve optimizer=adam olarak se¢ilmistir.

Dogrulama verileri kullanilarak parametre optimizasyonu yoluyla en uygun parametreler belirlendikten
sonra modeller olusturulmustur. Zaman serisi modelleme problemlerinde, tahmin edilen tarih ilerledikg¢e
yapilan tahminler hataya meyilli olma egilimindedir. Bu nedenle, modeli gelecekteki tahminler i¢in
gercek verilerle yeniden egitmek ve eszamanli olarak dogrulamak gercekgi bir yaklasim olacaktir. Bu
amagla ileri yliriylis dogrulamasi (Walk forward validation) teknigi kullanilarak tahmin dogrulugunun
arttirtlmasi hedeflenmistir. Zaman serisinin baglangicindan itibaren, bir modeli egitmek i¢in penceredeki
minimum &rnek sayist kullanilir. Model, bir sonraki zaman adimi i¢in bir tahminde bulunur. Tahmin
edilen deger, gercek degere ile karsilastirilir. leri yiiriiyiis dogrulamasinda kayan pencere, gercek degeri
icerecek sekilde genisletilir ve bu siire¢ tekrarlanir.

Tablo 1°de kavsaktan saatlik olarak gegen arag sayisi tahmine yonelik karsilastirmali deneysel sonuglar
goriilmektedir.

Tablo 1. Arag sayisi tahminine yonelik deneysel sonuglar.

Modeller MSE RMSE MAE R?
LR 18081,293 134,466 94,807 0,824
RF 13009,035 114,057 82,962 0,873

SVM 18795,840 137,097 90,415 0,817
MLP 12697,998 112,685 82,680 0,876
CNN 13093,633 114,427 82,7772 0,872
RNN 12554,149 112,045 80,907 0,878
LSTM 10545,670 102,692 71,116 0,897

Kavsaktan gecen arag¢ sayisi tahminine yonelik deneysel sonuglar LSTM’in karsilastirilan modellerden
daha basarili oldugunu gostermistir. LSTM’in ardindan RNN, MLP, RF, CNN, LR ve SVM sirasiyla
basarili olmustur. LSTM, kavsaktan gecen arac sayisi tahmininde 71,116 MAE ve 0,897 R? degerine
sahip olmustur.

Tablo 2’de kavsaktan gegen araglarin ortalama hizlarinin tahmine yonelik karsilagtirmali deneysel
sonuglar goriilmektedir.
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Tablo 2. Araglarin ortalama hizlarimin tahminine yonelik deneysel sonuglar.

Modeller MSE RMSE MAE R?
LR 46,980 6,854 4,743 0,858
RF 44,543 6,674 4,362 0,866

SVM 47,446 6,888 4,501 0,857
MLP 42,469 6,517 4,423 0,872
CNN 44,806 6,694 4,511 0,865
RNN 44,310 6,657 4,321 0,866
LSTM 38,857 6,234 3,989 0,883

Kavsaktan gegen araglarin ortalama hizlarinin tahminine yonelik deneysel sonuglar LSTM’in
karsilastirilan modellerden daha basarili oldugunu goéstermistir. LSTM’in ardindan MLP, MLP, RNN,
RF, LR ve SVM sirasiyla basarili olmustur. Sekil 7'de ara¢ sayisi tahmini ig¢in uygulanan modellerin test
veriseti lizerindeki tahmin grafikleri goriilmektedir.
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Sekil 7. Arag sayist tahmini i¢in modellerin tahmin grafikleri
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Sekil 8'de ortalama hiz tahmini i¢in uygulanan modellerin test veriseti lizerindeki tahmin grafikleri
goriilmektedir.
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Sekil 8. Ortalama hiz tahmini i¢in modellerin tahmin grafikleri.

Sekil 7 ve Sekil 8’de goriildiigii gibi gelistirilen model, arag sayist ve ortalama hiz degerlerinde goriilen
dalgalanmalar1 diger modellere gore daha basarili bir sekilde tahmin etmistir.

Tahmin hatalarinin ortalamasini ifade eden MAE metrigi, ara¢ sayisi tahmininde yaklasik 71 araghk
hata degeriyle tahminlerin yapildigin1 gostermektedir. Araglarin ortalama hizlarinin tahminine yonelik
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deneysel sonuglar ise LSTM’in yaklasik 4 MAE degerine sahip oldugunu gostermistir. Bu degerler,
Bagaksehir Mahmutbey Kavsag: gibi yogun bir nokta icin oldukca basarilidir. R* degeri ise modelin
verisetine sagladi1 uyumun dlciisiidiir. R? degeri arag sayisi ve ortalama hiz tahmininde yaklasik olarak
0,9 degerine sahip olmustur. Bu sonuglar, gelistirilen modelin verisetine oldukg¢a iyi uyum sagladigini
gostermektedir.

V.SONUCLAR

Diinyanin birgok kentinde yasanan trafik sikigikligi problemi, kentsel yasam kalitesi iizerinde bir tehdit
olusturmaktadir. Trafik sikigikligi yolculuk siirelerinde, yakit tiiketiminde, isletme maliyetlerinde ve
cevre kirliliginde artisa neden olmaktadir. Gliniimiizde giderek artan ara¢ sayilariyla birlikte,
stirdiiriilebilir mobilite ve trafik durumu tahmini, kentsel alanlardaki trafik sikigikligini azaltmada kilit
bir rol oynamaktadir. Trafik akisi tahmini, akilli ulagim sisteminin 6nemli bir pargasidir. Trafik akis
tahmini, gelecekte belirli bir zaman araliginda belirli bir bolgedeki trafik akiginin dogru bir sekilde
tahmin edilmesini ifade etmektedir.

Gelisen teknolojilerle birlikte, sehirlerdeki ¢esitli noktalara yerlestirilen sensorler vasitasiyla trafik
gozlemleri yapilmaktadir. Anlik olarak elde edilen arag verileri kullanilarak arag sayisi ve hiz gibi trafik
planlamasina yonelik bilgiler elde edilmektedir. Bilgi ve iletisim teknolojilerinin trafik planlamasi
alaninda kullanimu, trafik verilerini akilli ulagim sistemi uygulamalari i¢in 6nemli bir ger¢ek zamanl
veri kaynagi haline getirmektedir.

Bu ¢aligmada, Istanbul’daki 6nemli kavsak noktalarindan biri olan Basaksehir Mahmutbey kavsagindan
saatlik olarak gecen arag sayisi ve gegen araclarin ortalama hizlarinin tahminine yonelik LR, RF, SVM,
MLP, CNN ve RNN’in gelistirilen LSTM tabanli derin 6grenme modeliyle karsilagtirmali bir analizi
sunulmustur. Uygulanan her bir algoritma ve model i¢in MSE, RMSE, MAE ve R? metriklerine gore
elde edilen sonuglar karsilagtirmali olarak analiz edilmistir. Deneysel sonuglar, gelistirilen modelin
karsilastirilan modellerden daha yiiksek bir tahmin dogruluguna sahip oldugunu goéstermistir.

Kavsaktan gecen ara¢ sayisi tahminine yonelik deneysel sonuglar gelistirilen LSTM tabanli modelin
10545,670 MSE, 102,692 RMSE, 71,116 MAE ve 0,897 R* degerine sahip oldugunu gdstermistir.
Kavsaktan gegen araglarin ortalama hizlarinin tahminine yonelik deneysel sonuclar gelistirilen LSTM
tabanli modelin 38,857 MSE, 6,234 RMSE, 3,989 MAE ve 0,883 R? degerine sahip oldugunu
gostermistir.

LSTM'in karsilastirilan modellerden daha basarili olmasi LSTM'in geri beslemeli yapisi ile
aciklanabilir. Bu yap1 gecmis Ozelliklerin hatirlanmasini ve aga tekrar girdi olarak sunulmasini
saglayarak daha basarili bir tahmin performansina sahip olunmasini saglamigtir. RNN’in MLP ve
CNN’den daha basarili olmast RNN’in tekrarli yapisi ile agiklanabilir. RNN, 6nceden belirlenmis
herhangi bir boyut sinir1 olmaksizin bir dizi girdi alacak sekilde tasarlanmistir. RNN, dizideki 6nceki
degerin veya durumun bellegini koruyarak dizileri islemektedir. Bu sayede, RNN'de mevcut adimin
¢ikist bir sonraki adimin girisi olmaktadir. Model her asamada hem mevcut girdiyi hem de 6nceki tiim
ciktilart dikkate almaktadir. RF'in SVM’den daha basarili olmasmin nedeni veri setinin yapisi ile
yorumlanabilir. RF, ozellikler gesitli 6lgeklerde oldugunda avantajlidir. Bu durum, RF'nin verileri
oldugu gibi kullanmasina izin verir. SVM ise farkli noktalar arasindaki marji maksimize eder ve noktalar
arasindaki mesafeyi hesaplar. SVM'in LR ile benzer sonuglara sahip olmasi, verisetindeki 6znitelliklerin
yapist ile agiklanabilir. LR, verisetinin boyutu kii¢iik oldugunda ve bir¢ok 6zellige sahip oldugunda
SVM'den daha iyi performans gosterebilir. Kategorik veriler icin SVM, LR'den daha basarilidir.

Trafik akiginin hacmini ve yogunlugunu tahmin etmek, ara¢ hareketlerini yonetmek, trafik sikisikligini
azaltmak ile en az zaman ve yakit tiiketen rotayr olusturmak amaciyla 6nemlidir. Trafik tahmini
problemi ulusal ve yerel yonetimler ile ulasim sirketleri agisindan da oldukg¢a 6nemlidir. Bu sebeple
anlik olarak iiretilen veri miktarlarinin artisiyla elde edilen farkl ¢esitlilikteki trafik verileri, yapay zeka
yontemleri kullanilarak analiz edilmektedir. Bu amag¢ dogrultusunda gergeklestirilen bu ¢alismada elde
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edilen sonuglar, gercek diinya uygulamalarina adapte edilerek trafik yonetimi konusunda etkili
planlamalar yapilabilir. Gelecek calismalarda, veriseti genisletilerek Istanbul’daki trafik yogunlugu
yiiksek diger noktalar i¢in de analizler yapilmasi planlanmaktadir. Hibrit bir derin 6grenme modeli
gelistirilerek ara¢ sayisi ve ortalama hiz tahmininde daha basarili sonuglarin elde edilmesi
amaglanmaktadir.
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