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Oz

Makine dgrenimi, derin 6grenme algoritmalari kullanarak insan zekasini taklit eden bir teknolojidir. Ogrenme algoritmalar yalnizca
sayisal veri kiimeleri iizerinde g¢alisir. Kategorik veri kiimeleri nitel veya nicel verilerden olusur. Nitel veri setlerinin 6grenme
algoritmalarinda kullanilabilmesi i¢in veri setinin sayisallastirilmasi gerekmektedir. Sayisallagtirma i¢in etiket kodlama, sirali kodlama,
toplam kodlama, ikili kodlama ve sicak kodlama gibi bir¢ok kodlama teknigi vardir ancak bu kodlama teknikleri performans, maliyet
ve kullanim agisindan bazi giicliikler ve yetersizlikleri barindirmaktadir. Diger taraftan bir kodlama teknigi ile elde edilen egitim
¢iktisinin orijinalinin bilinmesine ihtiya¢ duyulabilmektedir. Bu c¢alisma, kategorik verilerin sayisallagtirilmasinda kodlama
tekniklerinin kullanilmasindan kaynaklanan yetersizliklere ¢6ziim olabilecek, daha 6zgiin ve daha iyi performansa sahip bir altyapi
olusturma arayisinin bir sonucu olarak ortaya ¢ikmustir. Gelistirilen yontem uluslararasi bir lojistik firmada 7 farkli kategoride toplam
46 kategorik 6zellik ve 80.154.139 adet veri {izerinden uygulanmistir. Testlerin sonucuna gore veri setleri bazinda %23.07 ile %300.13
arasinda toplamda %153.62 performans kazanci elde edilmistir. Bu sonugclar, gelistirilen yontemin daha basarili ve uygulanabilir
oldugunu gostermektedir. Caligma, yiiksek performans kazanci ve 6zgiin yapisi ile benzer alanlarda kolaylikla kullanilabilecek bir
yaptya sahiptir. Makine 6grenmesinde kodlama tekniklerinin kullanimina alternatif bir ¢6ziim sunmustur.

Anahtar kelimeler: Kodlama, Makine Ogrenimi, Sistem Gelistirme, Teknoloji ve Yenilik, Veri Yonetimi.

An Alternative Solution Method to Using Categorical Data Encoding Technique
in Machine Learning

Abstract

Machine learning is a technology that mimics human intelligence using deep learning algorithms. Learning algorithms only work on
numerical datasets. Categorical datasets consist of qualitative or quantitative data. In order for qualitative data sets to be used in learning
algorithms, the data set must be digitized. There are many coding techniques for digitization, such as label coding, sequential coding,
total coding, binary coding and hot coding, but these coding techniques have some difficulties and inadequacies in terms of
performance, cost and use. On the other hand, it may be necessary to know the original of the training output obtained with a coding
technique. This study has emerged as a result of the search for a more original and better performing infrastructure that can be a solution
to the inadequacies arising from the use of coding techniques in the digitization of categorical data. The developed method was applied
on a total of 46 categorical features and 80.154.139 pieces of data in 7 different categories in an international logistics company.
According to the results of the tests, a total of 153.62% performance gain was obtained between 23.07% and 300.13% on the basis of
data sets. The study has a structure that can be used easily in similar areas with its high performance gain and original structure. It
offered an alternative solution to the use of coding techniques in machine learning.

Keywords: Encoding, Machine Learning, Systems Development, Technology and Innovation, Data Management.
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1. Giris (Introduction)

Yapay zeka ve makine 6grenmesi, akilli sistemlerin
ingasinda ve gelistirilmesinde 6nemli rollere sahiptir.
Makine Ogrenimi, derin Ogrenme algoritmalari
kullanilarak insan zekasini taklit eden bir bilgisayar
teknolojisidir. Bu yeni teknoloji bilgisayar, biligim,
istatistik, bilgi ve kontrol teorisi, psikoloji, felsefe gibi
bir¢ok disiplin ve fikirlerden yararlanir (Mitchell, 1997).
Makine ogrenimi, belirli gorevleri gerceklestirmek
tizere sistemlerin verilerden 6grenebilecegi, Oriintiileri
tanimlayabilecegi ve minimum insan miidahalesi ile
kararlar alabilecegi fikrine dayanan bir yapay zeka
dahdir (SAS, 2022). Makine O6grenimi Yinelemeli
verileri analizi sonucunda analitik bir model olusturur.
Kullanilan algoritmalar giivenilir sonuglara ulasmada
onceki hesaplamalar1 kullanir. Ogrenme algoritmalari
girdi olarak sayisal verilerden olugan 6znitelik matrisine
ihtiya¢ duyar. Kategorik verilerin kullanilabilir 6znitelik
matrisine doniistiiriilebilmesi i¢in kodlama yontemleri
kullanilir (Cerda vd., 2018). Bu kodlama tekniklerinin
kullanim1 bir ¢6ziim saglasa da bu defa kategorik veriler
icin hangi sayisal degerin atandigmin bilinememesi
durumuyla karsilagilabilmektedir. Bu durum veri
onigleme evresinde anlagilmasi ve ¢oziilmesi gereken
problemlerden biridir. Veri 6n igleme siireci, verilerle
ilgili sorunlar1 gidermek ve veri analiz 6ncesine hazirhk
yapmak igin gerceklestirilir (Famili vd., 1997).
Kullanilacak algoritmalarin daha dogru ve verimli
sonuglar liretmesine yardimct olmak i¢in veriler, asil
veri analizinden once bir dizi 6n isleme tabi tutulur
(MarketResearch, 2022). Veri setleri giivenilir, tekrar
edilebilir ve sayisal degerlerden olugmalidir. Verilerin
sayisallagtirlmasinda etiket kodlama, sicak kodlama,
siralt kodlama, ikili kodlama, Helmert kodlama ve Hash
kodlama gibi bilinen kodlama teknikleri vardir. Bu
tekniklerden Etiket Kodlama tekniginde her etikete
alfabetik siraya gore benzersiz bir tam say1 atanir (Sethi,
2022). Atanan degerler O ile baslar ve kategorik veri tiir
sayisindan bir eksik olacak sekilde verilir (Scikit-Learn,
2022). Ozniteliklerin sirali olmadigi durumlarda yaygm
kullanilan One-Hot Kodlama tekniginde: her kategori
icin ikili siitun olusturulur ve kategoriler her bir
ozellikteki benzersiz degerlere gore tiiretilir. Bu
kategoriler manuel olarak da belirlenebilir (ScikitLearn-
OneHotEncoder, 2022). Ordinal Kodlama tekniginde:
mevcut kategorilerin sayisinin bilindigi durumda her
kategoriye bir tam say1 atanarak nitelikler sirali tam
sayilara doniistirilir  (ScikitLearn-OrdinalEncoder,
2022). Binary Kodlama tekniginde: kategorik veriler
icin her kategoriye sayisal bir deger atanir, ardindan ikili
gosterime doniistiiriiliir ve bu ikili bigimde temsil edilir
(Seger, 2018). Helmert Kodlama tekniginde: kategorik
bir degiskenin her seviyesi, sonraki seviyelerin
ortalamasi ile kargilagtirihir (Potdar vd., 2017). Hash
Kodlama tekniginde: farkli boyuttaki girdiler igin sabit
degerler tiretilir ve bu degerler 6znitelik olarak kullanilir
(Turcanik ve Javurek, 2016).

Bu calisma Tiirkiye dig ticaretinin yaklagik %8’ini
gerceklestiren uluslararasi lojistik bir firmanin 2010-
2021 yillar1 arasindaki beyanname veri setleri lizerinde
gerceklestirilmigtir. Nitel oOzellige sahip kategorik
verilerin varligi, bu verilerin sayisallagtirma ihtiyacini
dogurmustur. Sayisallagtirma siirecinde kodlanmasi
kolay ve performansli olan etiket kodlama teknigi
kullanilmistir.  Etiket kodlama teknigi kullanimi
sonucunda elde edilen egitim sonuglarinda kategorik
verilere hangi sayisal degerlerin atandig1 tam olarak elde
edilememistir. Bu teknigin kullanimidan kaynaklanan
yetersizlik ve diisiik performans problemi nedeniyle
alternatif yontem, yap1 ve ¢dzlime ihtiya¢ duyulmustur.
Bu ihtiyacin giderilmesine yonelik aragtirmalar
sonucunda kategorik verilerin sayisallagtirmasinda
bilinen tekniklere alternatif olabilecek bir yontem
gelistirilmistir. Her iki yontem yaklasik 80 milyon veri
tizerinden ayni1 laboratuvar kosullarinda siire performans
basarim testlerine tabii tutulmustur. Bu c¢alismada
Onerilen yontemin ciddi performans kazancina yardimci
oldugu goriilmiistiir.

Calismanin literatiir boliimiinde konuyla ilgili
giincel calismalara, materyal ve yontemler boliimiinde
calisma ortami, yontem, veri se¢imi, veri seti izerinden
yiiriitilen analiz, kodlama, uygulama ve test
caligmalarina ve kiyaslama yapabilmek icin en ¢ok
bilinen ve kullanilan etiket kodlama calismasina yer
verilmistir. Calisma sonucunda elde edilen sonuglar
bulgu bolimiinde, sonuglarin degerlendirilmesi ve
¢ikarimlar tartigma ve sonug béliimlerinde sunulmustur.

2. Literatiir (Literature)

Calisma konusuyla ilgili yapilan literatiir taramasi
sonucunda giiniimiizde oldukea popiiler ve farkli farkh
alanlarda uygulama imkani bulan makine 6grenmesine
dayali yontemlerin uygulandigi ¢alismalara yeterli
sayida ulagilmasina ragmen kodlama teknikleri tizerine
yiriitillen ¢aligmalara smirli sayida ulasilabilmistir.
(Jackson & Agrawal, 2019), calismasmda Etiket
kodlama, One-Hot kodlama ve Binary kodlama
tekniklerinin performansini ele almislardir. Calisma
sonucunda en iyi performans: Etiket kodlama en diisiik
performansi ise tekniginde One Hot kodlama tekniginde
bulmuglardir.  (Shen & Shafiq, 2019), kategorik
verilerin sayisallagtirilmasinda Etiket ve One-Hot
kodlama tekniklerini kullanmiglardir. Kodlama siiresi
bakimindan Label kodlama teknigini daha avantajh
bulmuglardir. (Jiang vd., 2020), dretim verileri
tizerinden verim tahmini gerceklestirmede kullandiklar
kodlama teknikleri kiyaslamiglardir. (Yu vd., 2020),
kredi siniflandirmasinda kayip veri problemini ¢6zmek
icin One-Hot kodlama teknigine dayali bir veri 6n
isleme yontemi 6nermislerdir. (Chandradeva vd., 2019),
finansal iglem dolandiricilign tespitinde denetimli
makine 0grenme algoritmalar1 kullanarak sahte islem
olaylarmi %83 oraninda tespit edebilmislerdir.
Kategorik wverilerin kodlanmasinda, Etiket kodlama
tekniginin makine Ogrenme algoritmasi tarafindan
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yorumlanma dezavantaji nedeniyle One-Hot kodlama
teknigi kullanmiglardir. (Nerlikar vd., 2020), bilgisayar
tabanli  saldirlart  tespit ve analiz  etmeyi
amaglamiglardir.  Verimlilik i¢in  veri Onigleme
asamasinda ilgisiz 6zellikleri kaldirmiglardir. One-Hot
kodlama teknigi kullandiklar1 galigmalarinda %96,5
dogruluk orani elde etmiglerdir (Chen vd, 2020), bulut
ortamlarindaki aglara izinsiz giriglerin  tespitine
odaklanmiglar, kodlama teknigi olarak Etiket kodlama
ve One-Hot kodlama teknikleri kullanmuslardir.
Olusturduklart model ile %99,71 dogruluk degerine
ulagmuslardir.  (Li, 2018), gegmis kira verilerini
kullanarak konut piyasast i¢in objektif bir Olgiim
saglayamaya yarayan aylik konut kirasin1 dogru tahmin
etmeye ¢alismistir. Calismasinda verileri modele uygun
hale getirmek i¢in Etiket kodlama ve One-Hot kodlama
teknigini kullanmistir. Kategori sayisinin ¢ok fazla
olmadigi durumlarda One-Hot kodlama teknigini
onermistir. (Chakrabarty, 2019) American Airlines ig¢
hat ugus bilgilerinim analizinde veri madenciligi ve
makine 6grenimi yaklagimlari {izerinden ugusun varis
gecikmesini tahminine calismiglardir. Veri Onisleme
siirecinde Etiket kodlama ve One-Hot kodlama
tekniklerini kullanmiglardir. (Li vd., 2020), hasta saglik
verileri iizerinden kanser klinik son nokta tahmini
yapmada derin O&grenmeye dayali bir yaklagim
Onerdikleri c¢alismada Etiket kodlama ve One-Hot
kodlama tekniklerini kullanmigtir. (Sharma vd., 2020),
ag giivenligine yonelik saldirilarin tespitinde sistemin
normal davranigindan herhangi bir sapma olup
olmadigim1 anlamaya yonelik ¢alismada makine
ogrenme algoritmalarindan yararlanmiglardir. Caligma
veri On isleme siireglerinde Label kodlama ve One-Hot
kodlama tekniklerini  kullanmislardir. Calismada
kullandiklar1 algoritmalarda %98 ile %100 arasinda
degisen dogruluk oranlar1 elde etmislerdir. (Al-Shehari
ve Alsowail, 2021), kurum ig¢i siber saldirilarin
doguracagi zararlarin etkisini tespit etmede karar agaci
ve en yakin komsuluk gibi bilinen 6grenme tabanli
algoritmalart  kullanmiglardir.  Veri 6n  isleme
siireglerinde Etiket kodlama ve One-Hot kodlama
tekniklerinden yararlanmiglardir. (Giinerkan vd., 2022),
glimriik beyanname olusturma siirecinde 6grenmeye
dayali  algoritmalarin  performansint  Olgtiikleri
calismalarinda kategorik verilerin ¢oklugu nedeniyle
sayisallastirma siirecinde Etiket kodlama teknigini
kullanmistir. (Reilly vd, 2022), 10 yillik bir dénemi
kapsayan, ev i¢i yangin yaralanmalarinin kategorik bir
veri setini kullanmiglardir. Algoritmanin dogru sonuclar
uretmesinde Label kodlama, One-Hot kodlama ve
Ordinal kodlama gibi kodlama tekniklerinden ¢alismaya
uygun olanin se¢iminin dnemine vurgu yapmislardir.
(Y1lmaz Yalginer ve Gelen Mert, 2021), bir konaklama
isletmesi igin doluluk oran tahmininde yapay sinir
aglarmi kullanmislardir. (Sahinaslan vd., 2022), Naive
Bayes smiflandirma algoritmasi araciligiyla Youtube
sosyal medya uygulamasinda yer alan 15.082 veri setini
iizerinden %65,56 oraninda dogru sonuca ulagmislardir.
(Kiran vd., 2022), kullandiklar1 veri ozniteliklerini

dikkate alarak calismalarinda derin 6grenme yontemini
tercih etmislerdir. (Karasulu vd., 2022), insan kulagi
goriintiilerinden cinsiyeti belirlemek i¢in derin 6grenme
tabanli melez bir yaklasim gelistirmisler. Sayisal
verilerin  Bu c¢alismalarda  kullanilan  kodlama
tekniklerine iliskin 6zel bir bilgiye rastlanmamuigtr.

3. Materyal ve Yontem (Material and Method)

Makine 6grenme algoritmalarinin c¢alistirilabilmesi
icin veri setlerindeki Ozniteliklerin sayisal degerlere
sahip olmasi1 gerekir. Nitel 6zelliklere sahip kategorik
verilerin sayisallastirilmasi gerekir. Sayisallagtirma igin
bircok kodlama teknigi mevcuttur ancak bu kodlama
teknikleri performans, maliyet ve kullanimindan
kaynakli baz1 zorluk ve yetersizlikleri barindirmaktadir.
Bu sorunun ¢o6ziimiine katki sunacak yeni bir yol-
yontem arayigina ihtiya¢ duyulmustur. Uluslararast bir
lojistik firmada karsilagilan benzer bir sorunun
coziimiinde alternatif bir yontem gelistirilmistir. Elde
edilen basarili sonucun literatiire kazandirilmasi
amaglanmustir.  Yiriitilen calismalara ait ana siireg
asamalar1 Sekil 1'de gosterilmektedir.

'a 3\ ‘4 3\
Calisma
Yontem ve Kodlama Uygulama
Ortami1
| & 7/ | & 7
'a 3\ ‘4 A
Veri Kaynag .
. ynagf_l Analiz
(Lojistik Sektdr)
| & 7/ | & 7
S EEE— P
(e
Veri S Sonug ve
ersegme Toplama Yorumlama
- ) =

Sekil 1. Calisma siire¢ agsamalar1 (Study process stages)

Yiiriitiilen ¢alismanin ana siiregleri ¢alisma ortamin
hazirlanmasi, veri kaynagmin belirlenmesi, secilen
verilerin toplanmasi, 6z niteliklerin belirlemesi, veri
analizi, kodlama, uygulama, test ve sonuglarin
degerlendirme asamalarindan olusmaktadir.

3.1. Calisma ortami (Study environment)

Bu ¢alisma, Windows 10 Pro 64 bit isletim sistemi,
islemci Intel(R) Xeon(R) Gold 6154 CPU @ 3.00 GHz
2.99 GHz islemcili, x64 tabanli islemci mimarisine ve
11.7 GB yiiklii bellege(RAM) sahip olan bir bilgisayar
izerinde gerceklestirilmistir. Caligilan veri setleri ve
eslestirme tablolar1 igin MSSQL Server Management
Studio v17.9 VT yonetim sistemi kullanilmigtir. Veri
Oznitelik analiz ve tablo kayit islemlerinde T-SQL
kullanilmistir. Uygulama gelistirme, kodlama ve test
islemlerinde Spyder IDE 5.1.5 edit6rii ve Python 3.9.7
64 bit programlama dili kullanilmistir. Performans
testleri VT’nin az kullamldigi gin ve saatte
gerceklestirilmigtir.
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3.2. Yontem (Method)

Bu c¢alismada mevcut bir takim kodlama
tekniklerinin  kullanimma alternatif olabilecek bir
yontem gelistirilerek buna ait uygulama ve testler
gerceklestirilmistir.  Gelistirilen yoOnteme ait islem
asamalar1 Sekil 2°de gosterilmektedir.

Tir = 1 < NB

Kamyon £ 2 é CART

Gemi g 3 = KNN o
Ugak 2 4 Ef>*§ 0> REC E
Vagon g 5 § RC

Tren § 6 § BC

RORO % 7 ABC

Tel S MLPC

Sekil 2. islem adimlart (Process steps )

Calismada kullanilacak verilerin 6n inceleme ve
analizi sonucunda kategorik veri 6znitelikleri belirlenir.
Veri setinin Oznitelikleri belirlenirken delphi metodu
kullanilmistir. Uzmanlardan yararlanilarak bir uzlagsma
veya karara varilmistir. Burada da giimriik mevzuati
bilgisi olan kisilere bilgi alani tahmininde kullanilacak
Ozniteliklerin tespiti i¢in sorular sorularak modeller
belirlenmigtir.  Modellerin ilk egitim  sonuglart
degerlendirilerek ozniteliklerin {izerinden gegilerek
degisiklikler yapilmistir. Bu siire¢ kabul edilebilir
basarim oranlarina ulasincaya kadar tekrarlanarak
modellere son hali verilmistir. Bu 6znitelik kayitlari,
veri tabani(VT) tizerinde olusturulan tablo {izerinde
kaydedilir. Her bir 6znitelige ait veri kayit sayilari
hesaplanir. Elde edilen kayit sayilart biiyiikten kiigiige
siralanir.  Siralamaya uygun sekilde en fazla veri
hacmine sahip olan veri kategorisine 1, ardindan gelene
2, daha sonra 3 seklinde ardisik olarak artirim yapilir.
Belirlenen tam say1 degeri ilgili tablo iizerinde agilmis
olan ‘kod’ veri alanma islenir. Uretilen bu sayisal kodlar
makine  O0grenme  uygulamalarinda  kullanilir.
Gelistirilen bu yoOntemde Ogrenme algoritmalari
kullanimindan o6nce her hangi bir kodlama teknigi
kullanimina ihtiyag duyulmaz. Gelistirilen yontemin
bilinen bir kodlama y6ntemi ile kiyaslamasi yapilarak
sonuglarm degerlendirilmesi gergeklestirdi.

3.3. Veri kaynag: (Data source)

Calismada uluslararasi bir lojistik firmanin 2010 ve
2021 yillar1 arasindaki beyanname iizerinde yer alan 7
ayri veri setinde toplam 80154139 adet kayit
kullanilmigtir. Calismada kullanilan veri setlerinden
‘tasima  sekli” veri seti tlirinii detay olarak
inceledigimizde bu veri tiiriinde toplam 4064131 adet
veri tespit edilmigtir. Bu verilerin 2010-2021 yillar
arasmdaki dagilim grafigi Sekil 3’de gosterilmektedir.

450000
40000/

350000
300000
250000
200000

150001
10000
50001

2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021
®Adet 277228 305477 288194 306429 327417 354251 360217 396520 393367 368654 336007 350370

Sekil 3. Tasima sekli verilerinin yillara gore dagilimi
(Distribution of mode of transport data by years)

Sunulan bu verilere setinde en az veri 277.288 adetle
2010 yilinda gergeklesirken en fazla veri 396.520 adetle
2017 yilinda gerceklesmistir. Yillik ortalamasi yaklagik
340.000 adettir. Calismada kullanilan diger veri seti tiir
ve adetleri veri segme boliimiinde agiklanmaktadir.

3.4. Veri secimi (Data selection)

Bu ¢alisma lojistik veri kaynagi beyanname kayitlari
iizerinde yer alan kategorik verilerden segilen ‘teslim
sekli’, ‘tasima sekli’, ‘sevk tilke’, ‘doviz tlrii’, ‘birim’,
‘uluslararas1 anlasma’, ‘0deme sekli’ Oznitelikleri
iizerinde gerceklestirilmistir. Segilen bu yedi farkli veri
setine ait kayit sayilar1 Tablo 1’de gosterilmektedir.

Tablo 1. Veri kiimesi kayit sayilar1 (Dataset record counts)

Veri Seti Kayit Sayist
Teslim Sekli 4034742
Tasima Sekli 4064131
Sevk Ulke 4031130
Doviz Tird 4065936
Birim 22015778
Uluslararasi Anlagsma 22000635
Odeme Sekli 19941787
Toplam 80154139

3.5. Veri Toplama (Data collection)

Siirecin bu asamasinda beyanname kayitlarindan
secimi yapilan kategorik veriler MS SQL VT {izerinde
olusturulan eslestirme tablosu iizerinde toplanmuistir.
Oznitelikler bilgileri gruplanarak sayilar1 gegici bir
tabloya alinmistir. Gegici tablo {izerindeki veriler en gok
olan bilgiye gore tersten siralanarak eslestirme
tablosuna eklenmistir. Kategorik veri tagima tiiri
Ozniteligine ait verilerin eslestirme tablosunda
toplanmasina iliskin T-SQL s6zdizimi 6rnegi Sekil 4’de
gosterilmistir.

select bordervehiclemode, sayi=COUNT
into #gec
from MLGumrukDosyaTasimaSekli group by bordervehiclemode

insert into gnlparml (modul, grup, kod, aciklama, updtime, upduser
select 'ML','VEHMODE',bordervehiclemode
ROW_NUMBER() OVER(ORDER BY sayi desc),GETDATE(),3676

from #gec order by sayi desc

drop table #gec

Sekil 4. Veri toplama s6zdizimi 6rnegi (Data collection syntax
example)
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3.6. Analiz (Analysis)

Calisma kapsaminda ele alinan her bir kategorik veri
tir ve kayit sayilart bakimindan analiz edilerek 6z
nitelik sayilarina ulagmaya g¢aligildi. Kategorik temelde
toplanan verilerin analiz ve degerlendirmesi sonucunda
toplam 53 adet Oznitelik belirlendi. Bu verilere ait
belirlenen 6znitelik sayilar1 Tablo 2’de gosterilmektedir

Tablo 2. Veri seti 6znitelik sayilari (Dataset attribute counts)

Veri Seti Oznitelik Adet
Teslim Sekli 9
Tagima Tirt 8
Sevk Ulke 10
Doéviz Tiiri 6
Birim 7
Uluslararasi Anlagsma 6
Odeme Sekli 7

3.7. Kodlama (Coding)

Bu agsamada kullanilan yontem; her bir kategorik
veri lizerinde yer alan 6znitelikler bazinda kayit sayilar
tespit edilip, biiyiikten kii¢iige siralandiktan sonra kayit
sayisi en ylksek olana 1, ardindan gelene 2, daha
sonraki sayiya 3 olacak sekilde ardistk tamsayi
kodlamas1 yapilarak eslestirme tablosuna iglenir.
Tasima tiirii verilerine ait veri seti kod ve kayit sayilar
Tablo-3de verilmektedir.

Tablo 3. Kodlama 6rnegi (Coding example)

Tasima Tirii Kod Kayit Sayisi
TIR 1 1471167
KAMYON 2 1057390
GEMI 3 833475
UCAK 4 617526
VAGON 5 79251
TREN 6 4240
RORO 7 1071
TEL 8 11

Tasima tiirline gore kayit sayilari biiyiikten kiigiige
siralanmigtir. Siralama sonucunda gore 1.471.167 adet
veri ile en fazla kayit sayisina sahip ‘TIR’ tagima tiri
kod degerine (1) tamsayir degeri ile kodlanmustir.
KAMYON 1.057.390 adet veri ile ikinci biyiik veriye
sahip olup buna karsilik kod degeri (2), 833.475 adet
veri ile {igiincii sirada GEMI(3), UCAK(4), VAGON(5),
TREN(6), RORO(7), elektrik hatlar1 tizerinden
gerceklestirilen elektrik ithalat-ihracati anlamina gelen
TEL 0zniteligine 8 atamasi yapilmistir. Benzer sekilde
her bir kategorik veri tizerinden ayr1 bir ¢alisma
yapilarak ilgili kategorik verilerin 6zniteliklerine kod
atamas1  yapilarak VT  eslestirme  tablosuna
kaydedilmistir. Boylece her bir veri setinde yer alan
Oznitelikler farkl: bir tamsayi ile kodlanmagtir.

3.8.Uygulama (Practice)

Uygulamada beyanname Kkategorik verileri ile
eslestirme tablosunda yer alan kodlama verileri anahtar
alanlar ilizerinden eslestirildi. Boylece bagka her hangi
bir  kodlama  teknigine ihtiyag = duyulmadan
uygulamalarin calistirilmast miimkiin oldu.
Sayisallastirilmig  olan bu veriler VT eslestirme
tablosundan okunarak makine &grenme algoritmalari
iizerinde calistirildi. Egitim sonuglar1 ikili(binary)
dosyada saklandi ve tahminleme parametresi olarak
kullanildi. Ele alman kategorik verilerden biri olan
tagima sekli veri setindeki 6zniteliklere ait sayisal(kod)
degerlerinin VT iizerinden okunmasina dair Python
programinda yazilan SQL sorgusuna ait sozdizimi
ornegi Sekil 5’de gosterilmektedir.

ndas as pd
dbc

c.execute(

LEI 5 UTER JOIN gnlparml
Sekil 5.Veritaban1 okuma s6zdizimi (Database read syntax)

Calismada ele alinan kategorik verisi i¢in benzer
SQL soz dizim cimleleri yazilarak uygulanmistir.
Boylece 0Ogrenme algoritmalarinin  kullanabilecegi
sayisal degerlere ulagilmistir. Kurulan bu altyapi
iizerinden veri seti egitim ¢aligmalar1 yiriitilmiistiir.
Gaussian Naive Bayes(NB), karar agaclart (CART), en
yakin  komsuluk(KNN), rastgele orman(RFC),
ridge(RC), torbalama(BC), artirma(ABC) ve MLPC
siniflandirma algoritmalar1 kullanilarak tasima sekli veri
setinin egitimine iligkin Python s6zdizimi 6rnegi Sekil
6’da gosterilmektedir.

models = []
models. append(( 'N5", GaussianNB())
models.append(( 'CART', DecisionTreeClassifier()))
models. append( KNeighborsClassifier()))
wodels.append(( 'RFC’, RandomFores
models.append(( "RC", RidgeClassis
models.append(( 5", BaggingClas
models.append(( 'A3C°, AdaBoostClassifier()))
models.append(( MLPC', MLPClassifier())
test_size = 0.25
seed = 7
results = []
names = []
for name, model in models:
X_train, X_test, Y_train, Y_test = train_test_split(X, Y, test_size=test_size, random_state=seed
model.fit(X_train, Y_train)
result = model.score(X_test, V_test)

results.append(result)
names . append(name)

msg = "¥s: %" % (name, result)
print(msg)

Sekil 6.Veri seti egitimi s6zdizimi (Dataset training syntax)

Egitim caligmalarinda ‘test size’ parametresi %25
olarak secilmistir. Secilen test size orani, farkli test size
oranlara gore en iyi sonucu vermistir. Rastgele say1
tireteci degerinin verildigi ‘seed’ parametresi 7 seg¢ilmis
ve yine yapilan denemelerde en iyi sonug¢ bu deger ile
almmustir. Onerilen modelde herhangi bir kodlama
teknigi kullanimma ihtiya¢ duyulmamistir. Egitim
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verilerinin ikili dosya olarak saklamasinda Pickle
kiitiphanesinden yararlamilmigtir. Ikili dosya saklama
s6zdizimi 6rnegi Sekil 7°de gosterilmektedir.

dataframe = pd.DataFrame(c.fetchall(), columns = ['f

est = train_test_split(X, ¥, test_size=9.25, random_states7)

Sekil 7. Dosya saklanma s6zdizimi (File storage syntax)

Makine 6grenme algoritmalar1 tahmininde sayisal
degerler kullanir. Calismada VT eslestirme tablosundaki
kategorik verilerin sayisal kod karsiliklar1 kullanilarak
tahminleme gercgeklestirildi. Tasima sekli kategorik
verisinin torbalama siniflandirma model tahminine
iliskin Python s6zdizimi 6rnegi Sekil 8’de gosterilmistir

tasimasekli_model=BaggingClassifier()

filename="Tasi 1.pickl

tasimasekli_model = load(open(filename, )

predictedbordervehiclecode = tasimasekli_model.predict([[dfTT.get( i v yel,
dfTT.get('cust £ yel,
dfTT.get( regime')[0],
dfTT. get( at yel,
dfTT.get( " d at el
dfTT.get(‘entryoffice’)[@],
dfTT.get( interna & )yiel,
dfTT.get( e yellnre]

if predictedbordervehiclecode != dfTT.get( . 1 )el :
insertsql = '''INSERT INTO MLIsL islemid, i i

c.execute(insertsql, [islemid, islemver, int(dfI.get('sirket')[0]),
int(dfI.get( )[e]), dfI.get( an’)[@],
int(dfI.get( )[e]), dfTT.get( e e')[0],
predictedbordervehiclecode, user])

c.commit()

Sekil 8. Model tahmini sdzdizimi (Model prediction syntax)

3.9.Test (Test)

Bu ¢alismada Onerilen yontem ile etiket kodlama
teknigi ayr1 ayr1 performans basarim testlerine tabii
tutulmustur. Bu testler ayni veri setleri ve g¢aligma
kosullarinda gergeklestirilmistir

3.10. Etiket kodlama teknigi (Label encoding )

Performans testlerinin  kiyaslanmasi amaciyla
kullanim1 kolay ve bilinen etiket kodlama teknigi tercih
edilmistir. Bu teknik kategorik verileri alfabetik olarak
siralar ve ilk siradaki bilgiye 0 degeri atayarak devam
eder (Li, 2018). Calismada kullanilan tagima tiirii veri
seti  etiket kodlama teknigine uygun sekilde
kodlandiginda olusan kod deger ve kayit sayilar1 Tablo
4’te gosterilmektedir.

Tablo 4. Etiket kodlama 6rnegi (Label encoding example)

Tagima Tiirii Kod Kayit Sayist
GEMI 0 833475
KAMYON 1 1057390
RORO 2 1071
TEL 3 11
TIR 4 1471167
TREN 5 4240
UCAK 6 617526
VAGON 7 79251

Kullanilan veri setlerinden tasima sekli veri setinde
yer alan kategorik verilerin sayisallastirllmasinda

kullanilan etiket kodlama teknigine dair Python
programi lizerinde tagima sekli veri setinin kodlamasina
ait s6zdizimi 6rnegi Sekil 9°da gosterilmektedir.

connection=pypyodbc. connect('DRIVER=SQL SERVER;SERVER=SERVER;DATABASE=DSNane;UID=UId;PiD=Password" )
¢ = connection.cursor()
c.execute(

datafrane = pd.DataFrame(c.fetchall(), colusns = ['fi

le = LabelEncoder()
datafrane. custonsoffice=
datafrane. regine=le.fit_transforn(datafrane. regine)

datafrane.declaratio ransforn(datafrae. declaration1)
datafrane.declaration2=le. fit_transform(datafrane.declaration2)

datafrane. entryoffice=le.fit_transforn(datafrase. entryoffice)

datafrane. internalvehicleno t_transforn(datafrae. internalvehiclenode)
datafrane.bordervehiclesode=le. it_transfors(datafrane.bordervehiclenode)

fit_transform(datafrane. customsoffice)

Sekil 9.Etiket kodlama s6zdizimi (Label encoding syntax)

Onerilen model altyapisinda sadece VT okuma siire
maliyeti varken kodlama yontemi kullanilmast
durumunda ek olarak kodlama siire maliyeti de soz
konusudur.

4. Bulgular (Results)

Calismada, lojistik bir firmanin 2010-2021 yillar
arasinda {retilen glimrilkk beyannameleri iizerinde
belirlenen 46 kategorik 6znitelige sahip yedi veri setini
olugturan 80154139 adet veri ile calisilmistir. Calisma,
sayisal olmayan verilerin 6grenme algoritmalarinda
kullanilip,  egitilebilmesi  i¢cin  sayisal  veriye
doniistiirmede bilinen kodlama tekniklerinden etiket
kodlama yontemi ile bu teknigin siire maliyetini
iyilestirmek icin gelistirilen ve bu ¢aligmada sunulan
yontemin basarim degerlerini gorebilmek igin test ve
kiyaslama  c¢aligmasi  yirGtilmistiir. Yapilan
kiyaslamalardan birisi veri seti 6znitelikleri bakimindan
olup, buna iliskin sonuglar Tablo 5’de gosterilmektedir.
Veri setlerindeki kategorik Oznitelik sayist (n=46),
sayisal 0znitelik sayisi(n=7) bulunmustur.

Tablo 5. Veri seti 6znitelik sayilar1 (Dataset attribute counts)

o Sayisal Kategorik
Veri Seti Oznitelii(n) Oznitel?k(n)
Teslim Sekli 1 8
Tasima Tirti 1 7
Sevk Ulke 1 9
Doviz Tiirl 1 5
Birim 1 6
Uluslararas1 Anlagsma 1 5
Odeme Sekli 1 6

Toplam 7 46

Bu caligmada onerilen yontemle bilinen kodlama
tekniklerinden etiket kodlama teknigi ayni g¢alisma
platformlar1 ayn1 veri setlerinin Tablo 5’de belirtilen
Oznitelikler iizerinden ayr1 ayr1 performans testine tabii
tutulmustur. Gergeklestirilen testler sonucunda elde
edilen bulgulari iki ayrt yontem lizerinden ele
alindiginda su sekilde bulunmustur.
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4.1.0Onerilen yontem sonuglar: (Suggested method
results)

Bu ¢alismada kodlama teknik kullanimina alternatif
olarak sunulan ydntemin uygulanmasinda her hangi bir
kodlama teknigi kullanilmadigindan kodlama siiresine
yonelik bir siire performans Ol¢iimii séz konusu
olmadigindan bu ydnde Dbir basarim  testi
gerceklestirilmemistir. VT okuma baslangic ve bitis
stirelerinin tespitine yonelik caligilan testlerden elde
edilen bulgular Tablo 6’ da sunulmaktadir. VT okuma
stirelerine ait bulgular saat, dakika, saniye cinsindendir.

Tablo 6. Onerilen yontem VT okuma siireleri (Suggested
method DB reading times)

Tablo 8. Etiket kodlama teknigi VT okuma siireleri (Label
encoding technique DB reading times)

Veri Seti Baslama zamam Bitis zamani1

Teslim Sekli 13:43:04.062545 13:43:53.992317
Tagima Tiiri 13:48:01.683201 13:48:46.550163
Sevk Ulke 13:54:28.217643 13:55:27.136143
Déviz Tiiri 13:59:08.864947 13:59:45.200095
Birim 14:18:12.281741 14:28:26.792822
Uluslararasi A. 14:53:07.702644 14:58:43.380701
Odeme Sekli 15:07:04.156517 15:13:09.855097

5. Tartisma (Discussion)

Makine Ogrenme uygulamalarinda VT eslestirme

tablosuna iglenmis olan ilgili
sayisal degerleri

Ozniteliklerin

kategorik  veri
kullanilmistir.  Bu

Veri Seti Baslama zamani Bitis zamani1

Teslim Sekli 13:37:32.671657 13:38:21.362509
Tagima Tiirii 13:46:08.992893 13:46:54.534876
Sevk Ulke 13:52:09.026631 13:53:03.291126
Doviz Tiirii 13:56:59.626856 13:57:36.069051
Birim 14:01:59.033092 14:06:10.337286
Uluslararasi A. 14:48:46.971833 14:52:05.053243
Odeme Sekli 15:02:31.388658 15:05:47.188537

4.2. Etiket kodlama sonuclar: (Label coding results)

Kategorik veriler etiket kodlama teknigi kullanilarak
sayisallagtirilmistir.  Etiket  kodlama  yOntemin
uygulanmasinda siire performansini etkileyen iki temel
unsur vardir. Birincisi segilen kodlama tekniginin
kullanimindan kaynakli siire, ikincisi VT okuma
stiresidir. Bu yontemde uygulama siire performans
degeri Ol¢timlenirken bu iki islemde gegen siirelerin
toplami dikkate alinir. Calisilan veriler lizerinden etiket
kodlama islemine baslama ve bitis siireleri saat, dakika,
saniye cinsinden Tablo 7’de gosterilmektedir.

Tablo 7. Etiket kodlama stireleri (Label encoding times)

Veri Seti

Baglama zamani

Bitis zamani

Teslim Sekli 13:43:53.993317 13:44:11.116580
Tasima Turl 13:48:46.550163 13:49:00.272876
Sevk Ulke 13:55:27.136143 13:55:48.097437
Doviz Tirii 13:59:45.200095 13:59:53.715373
Birim 14:28:26.834826 14:34:57.854834
Uluslararasi A. 14:58:43.443704 15:00:03.465403

calismada kodlama tekniklerinin kullanimina alternatif
olarak oOnerdigimiz yontemde herhangi bir kodlama
teknigine ihtiyag duymadan kullanilan 46 oznitelige
sahip yedi veri setini olusturan 80.154.139 adet veri
iizerinden egitim ve tahmin calismalari basarili bir
sekilde ylriitilmiistiir. Sayisallagtirma siirecinde en ¢ok
kullanilan kategorik veri icin en diisiik sayisal deger
kullaniminda daha yiiksek oranda bagarili sonug elde
edildigi deneyimlenmistir.

Onerdigimiz yeni yaklasimin basarim sonucunu
gormek ig¢in aymi ortam ve veriler lizerinde etiket
kodlama teknigi kullanilarak testler gerceklestirilmistir.
Karsilastirmada etiket kodlama tekniginin segilmesinde
bu teknigin bilinen, kullanimi kolay ve daha once
deneyimledigimiz  bir teknik olmasi  etkendi.
Kargilastirma amaciyla yapilan test sonuglart VT
okuma, kodlama ve birlikte degerlendirilmistir.

5.1. VT okuma siire kazanclar: (DB read time gains)

VT okuma siire kazanglar1 bakimindan elde edilen
bulgular ¢alisgmamizda 6nerdigimiz yontem ile bilinen
etiket kodlama teknigi bakimindan kiyaslanma sonuglari
Tablo 9’da  gosterilmektedir. VT okuma siire
degerlerinin milisaniye cinsinden verilmistir. Kazang
yiizdesi ise Onerilen yontemin bilinen etiket kodlama
yontemi karsisinda elde ettigi performans kazang
yiizdesidir.

Tablo 9. VT okuma performans siireleri (DB reading times)

Odeme Sekli 15:13:09.899093 15:14:17.992492

Etiket kodlama yontemi uygulanilan bir makine
o0grenme uygulamasinda caligma siiresini etkileyen
diger unsur VT okuma siresidir. Bu ¢alismada
kullanilan veri seti dznitelikleri tizerinde etiket kodlama
teknigi kullanilarak gergeklestirilen testler sonucunda
elde edilen VT okuma siirelerine ait bulgular Tablo 8’de
verilmektedir. Tabloda yer alan VT okuma baglama-
bitis siireleri saat, dakika, saniye cinsindendir.

e o o8
Teslim Sekli 48691 49930 2,54
Tasima Tiiri 45542 44867 -1,48
Sevk Ulke 54264 58919 8,58
Déviz Tiirii 36442 36335 -0,29
Birim 251304 614511 144,53
Uluslararas1 A. 198081 335678 69,47
Odeme Sekli 195800 365699 86,77

Toplam 830124 1505939 81,41
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VT  okuma  performans kazang  oranlari
incelendiginde dnerilen yontemin tagima tiirii(%1,48) ve
doviz tiirtinde(%0,29) oraninda performans orani diisiik
oranda da olsa negatif bir sonug elde edilmistir. Ancak
bu verilere nazaran olduk¢a daha yiiksek veriye sahip
birim(%144,53), 6deme sekli(%86,77) ve uluslararasi
anlagma(%69,47) veri setlerinde ise yiiksek kazang
degerleri elde edilmistir. Calisma veri setinin tiimii
(n=80.154.139) iizerinden deZerlendirmeye tabii
tutuldugunda %81,41 gibi yiiksek bir oranda basarim
elde edilmistir. Elde edilen VT okuma Kkazang
ylizdelerine iliskin grafik Sekil 10°da gdsterilmektedir.

o0 144.53
140

120

100 86.77
80 09.47
60

40

Sekil 10.VT okuma kazang yiizde grafigi (DB reading gain
percentage graph)

VT okuma iizerine gerceklestirilen zaman
performans kazang yiizdeleri incelendiginde ‘tagima
tirii’ ve ‘doviz tiirli'ne ait veri setlerinde onerdigimiz
yontemin diger yonteme gore 6nemsiz sayilabilecek bir
oranda da olsa basarisiz oldugu goriilmektedir. Ancak
diger veri setlerinde 6zellikle kayit sayisi fazla olan veri
setlerinde ciddi performans artis1 sagladigi goriilmiistir.

Onerdigimiz yéntemde VT okuma siirecinde
Ozniteliklerin sayisal degerlerini almak i¢in ek olarak
eslestirme tablosuna baglanti kurma maliyetiyle
karsilasilacak olsa da bunun uygulama calisma siiresi
tizerinde Onemli bir etkisinin olmayacagi yoniindeki
goriis kabul edilmistir.

5.2. Kodlama szire maliyetleri (Encoding time costs)

Makine 6grenme uygulamasinda bilinen bir kodlama
tekniginin kullaniminda; verinin kodlanma islemi
uygulama esnasinda gergeklestirildiginden bu kodlama
isleminden kaynakli bir siire maliyeti s6z konusudur.
Veri setleri Oznitelikleri {izerinden etiket kodlama
teknigi kullanarak gergeklestirdigimiz test sonucunda
kodlamada gegen siirelerin milisaniye biriminde
gosterimi Tablo 10°da gosterilmektedir.

Tablo 10. Kodlama basarim siireleri (Encoding success times)

e Onerilen Etiket
Veri Seti yontem kodlama (ms)
Teslim Sekli N/A 17123
Tasima Turl N/A 13723
Sevk Ulke N/A 20961
Doviz Tiri N/A 8515
Birim N/A 391020
Uluslararasi A. N/A 80022
Odeme Sekli N/A 68093

Uygulamada karsilasilan bu  kodlama  siire
maliyetlerinin aksine onerdigimiz yontemin
uygulanmast durumunda veri sayisallagtirma islemi
makine uygulamalarinin ¢alisma esnasinda degil
uygulamalar ¢alistirilmadan 6nce gergeklestirilmekte ve
VT eslestirme tablosu iizerine kaydedilmektedir. Bu
ylizden oOnerdigimiz yontemde makine Ogrenme
uygulamalarmin calistirilmast sirasinda her hangi bir
kodlama yapilmadigindan siire maliyeti so6z konusu
degildir.

5.3. Uygulama toplam siire kazang¢lar: (Application
total time earnings)

Bir makine o6grenme uygulamasi bakimidan
yapilacak  degerlendirmede toplam siire kazang
degerlendirmesinde bulunulur. Onerilen yontemde etkili
olan sadece VT okuma performans sonuglari dikkate
alinirken her hangi bir kodlama yontemi kullanilmasi
durumunda VT okuma siiresi yaninda kodlama da gecen
stire toplamin birlikte degerlendirilmesi gerekmektedir.
Elde edilen uygulama siire performans kazanim
sonuglart  milisaniye  biriminden Tablo 11°da
gosterilmektedir.

Tablo 11. VT okuma performans siireleri (DB read performance
times)

Veri Seti C.)n“erilen Etiket Kazang

yontem kodlama (%)
Teslim Sekli 48691 67053 37,71
Tasima Tirii 45542 58590 28,65
Sevk Ulke 54264 79880 47,21
Doéviz Tiirl 36442 44850 23,07
Birim 251304 1005531 300,13
Uluslararasi A. 198081 415700 109,86
Odeme Sekli 195800 433792 121,55

Toplam 830124 2105396 153,62

Elde edilen uygulama siire performans degerleri
incelendiginde veri seti bazinda en diisiik %23,07 oranla
doviz tiirti veri kategorisinde, en yiiksek oran ise birim
Oznitelik veri tlirlinde %300, 13 bulunmustur. Uygulama
biitiiniine etki eden toplam siire bakiminda ele
alindiginda toplam siire basarim oram1 %153,62
bulunmusgtur. Uygulamanin biitiinii iizerinden saglanan
stire performans giicii ve edinilen zaman kazancinin ana
nedeni  uygulanan  yontemlerin  farklilifindan
kaynaklanmaktadir. Onerdigimiz ve basarili bir sekilde
uyguladigimiz bu yeni yontemde uygulama esnasinda
herhangi bir kodlama teknigi kullanilmamaktadir.
Basarim testlerini yapildig1 etiket kodlama tekniginden
bagimsiz uygulama esnasinda kullanilacak her bir
kodlama tekniginin bir siire maliyeti olacaktir. Onerilen
yontemde ise veri sayisallastirma islemi uygulama
oncesi VT tlizerinde gerceklestirilmektedir. Uygulama
tizerinde caligilan testlerden elde edilen siire degerleri
tizerinden elde edilen siire kazang basarim yiizde grafigi
Sekil 11°de gosterilmektedir.
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Sekil 11. Uygulama zamani kazang yiizde grafigi (Application
time gain percent graph)

5.4. Siire performansina etki unsurlar (Factors
affecting time performance)

Her iki yontemde veri seti dznitelikleri iizerinden
elde edilen ¢aligma siireleri veri Oznitelik ve hacmi
bakimindan incelenmistir. Bu amagla kategorik veri
sayisallagtirmasinda, dnerilen yontem ile etiket kodlama
yonteminin bu veri setleri lizerindeki ¢alisma siirelerinin
milisaniye biriminden elde edilen bulgular {izerinden
olugturulan tablo ve grafik Sekil 12°de gosterilmistir.
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Caligilan  testlerden elde edilen  bulgular
degerlendirildiginde kategorik veri oOzniteliklerindeki
kayit sayilarindaki artigin ¢aligma siiresi lizerinde etkili
oldugu, kullanilan ydntem ve teknik agisindan ise bir
birlerine benzer paralellikte artis ve azalig gosterdigi
gozlemlenmektedir. Ancak veri seti hacmi arttik¢a
onerdigimiz yontemin daha az siirede daha bagarill
performans gosterdigi tespit edilmigtir. Birim ve
uluslararas1 anlagsma kategorilerinde gdzlenen benzer
veri adetlerine sahip iki veri setindeki belirgin olan stire
ayrismasinin  nedeni  irdelendiginde  ilgili  veri
setlerindeki 6znitelik sayisi ve veri niteliginin etkili
oldugu saptanmistir. Diger bir taraftan birim veri seti
Oznitelik sayis1 bakimindan en az kayit sayisi ve
performans artist (%300,13) bakimindan en yiiksektir.
Yine kayit sayisi fazla olan birim, uluslararasi anlasma
ve ddeme sekli veri setlerindeki performans artis1 dikkat
¢ekici derecede yiliksek bulunmugtur. Uygulama siire
performans artisinin  Oznitelik sayis1 ile ters, kayit
sayistyla dogru orantili bir iliskiye sahip oldugu
gOrilmiistiir.

Calisma bulgularimiz1 diger arastirma sonuglariyla
degerlendirmek istedigimizde makine O6grenmesine
dayali giincel pek ¢ok calisma olmasina ragmen
onerdigimiz yontem ve bunun sagladig: siire performans
kazancina dair her hangi bir ¢alismaya rastlayamadik.
Diger taraftan makine 6grenme algoritmalarina dayali
uygulamalarin basarim ve performansinda veri seti
biiytikligliniin etkisinin yer aldigi (Tekin & Tunaly,
2019) tarafindan yapilan ¢alismada, veri seti hacminin
smiflandirma basarimi iizerinde etkili oldugu, veri
setinin  kiicik  olmasmin  basarimi  diistirdiigii
vurgulanmustir. (Calp ve Akcayol, 2020), risk tahminine
yonelik yapay sinir aglari ile gelistirdikleri internet
tabanli uygulamanin basarim test ¢aligma sonucuna gore
farkl alanlarda daha fazla veri sayist kullaniminin daha
yiiksek dogruluk diizeyinde performansli sonuglara
ulagmiglardir. Bu ¢aligmalar birlikte degerlendirdiginde
makine  Ogrenme  algoritmalarmm  kullanildig
uygulamalarda veri hacminin simniflandirma basarist
iizerinde olumlu bir etkiye sahip olduguna ulagabiliriz.
(Take1, 2018), kalp krizinin 6nceden tahminine yonelik
yaptig1 calismada makine &grenme algoritmalarinin
uygulanmasinda Oznitelik seciminin islem siiresi
iizerinde etkili oldugunu vurgulamistir. (Bilgin ve
Oguz, 2021) gergeklestirdikleri ¢aligmada veri
siniflandirma ve kiimelenmesinden kaynakli bellek
tiketimini azaltmaya yonelik yeni bir yontem
onermislerdir. (Ma ve Zhang, 2020), Londra seyahat
veri setini kullanarak seyahat tercih se¢imini tahmin
etmeye yonelik ¢calismada kategorik 6zelliklerin daha iyi
modellenme ve anlasilmasinda kodlamanin Onemine
vurgu yaparak Label kodlama ve One-Hot gibi kodlama
tekniklerinin bagarisinin sinirli kalabilecegine dikkat
¢ekmiglerdir. Tiim bu g¢aligmalar veri hacmi, veri seti
Ozniteligi, kodlama teknigi ve siniflandirma yontemi,
calisma ortam ve altyapisinin uygulama performans ve
yetkinligi lizerinde etkili oldugunu gdstermektedir.
Calismamizda  sundugumuz  alternatif  g¢alisma
yonteminde her hangi bir kodlama tekniginin
kullanilmamasi, veri seti Ozniteligi se¢imi ve VT alt
yapisi sayesinde diger ¢aligmalarda belirtilen kazanglara
ek kazang elde edilmistir.

Ozetle makine dgrenimi uygulamalarinda kullanilan
kodlama tekniklerine alternatif olarak ¢alisilan ve
basarili bulunan bu galisma yontem ve kurulan altyap1
sayesinde veriler daha okuma asamasindayken sayisal
olarak alinmaktadir. Calismamizda sunmus oldugumuz
yontem veri okuma siiresini daha efektif hale getirmistir.
Yine onerdigimiz bu yontemde herhangi bir kodlama
tekniginin kullanilmamis olmas: kodlama teknigi
kullanan yaklasimlara gore ciddi siire performans
kazanci saglamistir. Calisma, yiiksek performans
kazanc1 ve 6zgiin yapisi ile benzer veri seti ve ¢aligma
alanlarinda kolay bir sekilde uygulanabilecek benzersiz
bir yapiya sahiptir. Makine 6grenmesinde kodlama
tekniklerinin kullanimina alternatif ve etkili bir ¢6ziim
gelistirilerek literatiire kazandirilmistir.
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6. Sonug (Conclusions)

Bir makine 6grenme uygulamasinda sayisal olmayan
verilerin 6grenme algoritmalarinda kullanilabilmesi i¢in
sayisal veriye doniismesi gerekmektedir. Bu amacla bir
takim kodlama yontemleri kullanilmaktadir. Bu bilinen
yontemlerin kullaniminin  bazi1 kolayliklar yaninda
uygulama iizerinde belli bir siire maliyeti vardir.
Gilinlimiizde neredeyse her alanda zamanla adeta
yarisildigi bir donemde en kiigiik bir zaman kaybi ciddi
derecede olumsuz bir etkiye sahip probleme
doniisebilmektedir. Bu ¢alisma, uluslararasi faaliyet
gosteren, Tiirkiye i¢ piyasanin yaklagik %8 islem
hacmine sahip bir lojistik bir firmada yiiriitilen makine
O0grenmesi uygulama ¢alismalarinda rastlanan siire
probleminin iyilestirilmesine yonelik yapilan bir
aragtirma sonucunda {retilmigtir. 2010-2021 yillar
arasinda {retilen glimriikk beyannameleri T{izerinde
belirlenen 46 6znitelige sahip yedi veri setini olugturan
80.154.139 adet veri ile calisgtlmistir. Sundugumuz bu
alternatif c¢alisma Onerisi ile bilinen kodlama
tekniklerinden etiket kodlama teknigi ayni c¢alisma
ortam ve veriler lizerinden ayr ayri siire performans
testlerine tabii tutulmustur. Sonug¢ olarak, makine
O0grenme  uygulamalarinda  kullanilan  kodlama
yontemine alternatif bir ¢alisma modeli ¢alisilmistir.
Gelistirilen bu yeni yaklasimla bilinen etiket kodlama
teknigi uygulama siire performans diizeyleri
karsilagtirmali olarak incelenmistir. Bu siire bagarim test
sonuclarma gore alternatif olarak dnerdigimiz yontemin
bilinen kodlama tekniginin kullanimina kars1 kategorik
veri bazinda en az %23,07 en fazla %300,13 oraninda
basar1 gostermistir. Uygulama biitiinii izerinden yapilan
degerlendirmelerde daha biiyiik veri setinde daha
yiiksek basarim oranlarina ulasilmistir. Uygulama
biitiinii lizerinden yapilan degerlendirmelerde daha
biiyikk veri setinde daha yiiksek basarim oranlarina
(%153,62) ulagilmustir.

Bu ¢aligma, sahada karsilagilan ger¢ek bir problemin
¢Oziimiine yonelik arastirma sonucunda gelistirilen,
uygulanabilir yapisi, elde edilen kazang ve basaril
sonuglarin varlig, elde edilen deneyim ve tecriibelerin
aktarilmasi, makine 6grenim calismalarinda kodlama
teknigi kullanimina alternatif bir yontem Onerisi
getirmesi ve bu alanin gelisimine katki sunacak nitelikte
olmast bakimindan kiymetlidir. Caligma, elde edilen
yliksek orandaki siire performans kazanci yaninda kolay
sayilabilen kullanimiyla benzer saha ¢aligmalarinda
uygulanabilir nitelikte olup kodlama tekniklerinin
kullanimina alternatif bir ¢6ziim Onerisi sunmaktadir.
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