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Metasezgisel algoritmalar, biiyiik boyutlu optimizasyon problemleri i¢in, kabul edilebilir siirede optimuma
yakin ¢oziimler verebilen algoritmalardir. Genel amagh metasezgisel optimizasyon algoritmalari; biyoloji
tabanli, fizik tabanli, siirii tabanli, sosyal tabanli, miizik tabanli, spor tabanli ve kimya tabanli olmak iizere
yedi farkli grupta degerlendirilmektedir. Siirii zekasi tabanli optimizasyon algoritmalar1 kus, balik, kedi ve
ar1 gibi canli siiriilerinin hareketlerinin incelenmesiyle gelistirilmistir. Veri madenciligi, biiyliik 6lcekli
verilerden anlamli ve faydali bilginin kesfedilmesi islemidir. Smiflandirma kurallariin madenciligi tizerinde
en c¢ok caligilan veri madenciligi problemlerinden biridir ve bu problemde veri kiimelerinden kullanicilarin
rahatca anlayabilecegi kurallar c¢ikarilmaktadir. Bu calismada, en gilincel siirli zekdsi optimizasyon
algoritmalarindan Kedi Siirlisii Optimizasyonu (KSO) bildigimiz kadariyla ilk kez niimerik ya da karigik
tipte verilerden olusan veritabanlarinda siniflandirma kurallarinin otomatik kesfinde kullanilmigtir. Kuralda
yer alabilecek ilgili niteliklerin dogru araliklari igin bir on igslem kullanilmamus, kurallarla birlikte otomatik
olarak bulunmasi da KSO tarafindan saglanmstir. Ayrica, kullanilan amag fonksiyonu ¢ok esnektir ve farkl
amaclar kolaylikla fonksiyona entegre edilebilir. Bu amacla, UCI veri ambarindan alinan 4 adet veritabani
kullanilmig; dogru ve anlasilabilir smiflandirma kurallar1 kesfedilmistir. Bulunan sonuglarla Weka
programindan elde edilen sonuglar karsilastirilmistir. KSO algoritmasi {izerinde herhangi bir iyilestirme
yapilmadigi ve bu alanda ilk kez kullanildig1 halde, elde edilen sonuglarin umut verici oldugu gézlenmistir.
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Optimization is the process of finding the best solution of a problem. There are many optimization
algorithms proposed for optimization problems. The metaheuristic algorithm can give solutions close to
optimum in an acceptable period of time for large-scaled optimization problems. The metaheuristic
optimization algorithms are evaluated in seven different groups which are biology-based, physics-based,
swarm-based, social-based, music-based, sport-based, and chemistry-based. The swarm-based optimization
algorithms have been developed by observing the behaviors of creatures e.g. birds, fishes, cats, bees etc.
Data mining is the process of discovery of meaningful and useful data within huge databases. Classification
rules mining is one of the most commonly studied data mining problems and with methods for this problem,
users can easily understand the rules extracted from databases. In this work, one of the most recent swarm
based optimization algorithm, Cat Swarm Optimization (CSO), has been firstly used for classification rules
mining within databases composed of numerical or mixed data types automatically. There is not any
preprocess for finding true ranges for appropriate attributes of the rules, this has been automatically done by
CSO. Furthermore, the used objective function is very flexible and many different objectives can easily be
added to. For this purpose, four numerical databases obtained from UCI data warehouse have been used and
accurate and comprehensible classification rules have been mined. The results have been compared with the
results obtained from Weka program. Although CSO has not been embedded with any improvement and has
firstly implemented in this research area, the obtained results seem promising.
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1. GIRIS (INTRODUCTION)

Siniflandirma kural madenciligi en c¢ok calisilan veri
madencili§i  problemlerinden  biridir. ~ Siniflandirma
yontemiyle veri kiimelerinden kullanicilarin  rahatga
anlayabilecegi kurallar ¢ikarilmaktadir. Daha sonra bu
kurallar yardimiyla yeni gelen &rnek, dnceden belirlenmis
bir smifa atanmaktadir. Dogru tahmin oram Ve
anlagilabilirlik iki 6nemli degerlendirme 6l¢iitidiir. Dogru
tahmin orani, olusturulan modelin daha &nceden
goriilmemis oOrnekleri siniflandirmadaki performansini,
anlagilabilirlik ise kullanicilar tarafindan anlasilabilirligini
Olemektedir. Smiflandirma kural madenciligi igin cesitli
yontem ve algoritmalar bulunmaktadir [1]. Karar agaclari;
C4.5, ID3 ve CART gibi ¢esitleri olan, akig semalarina
benzeyen ve “bol-ve-yonet” stratejisini kullanan bir veri
smiflandirma modelidir. Her bir 6zellik, diigiim tarafindan
temsil edilmektedir. En iist yap1 “kok”, en alt yap1 “yaprak”
ve bu ikisinin arasindaki yapilar da “dal” olarak
adlandirilmaktadir. Karar verme islemine agik bir sekilde
hakim olmasi ve ¢ok fazla sayida islem yapmaya gerek
duymadan siniflandirma islemini yapmasi, karar agaglarinin
avantajidir. Ancak yanlis veya tutarsiz Orneklere asiri
uymaya neden olabileceginden, yapilandirma Oncesinde
analize Ozen gosterilmelidir. Siirekli degisken yOnetimi
zorunludur ve degisken Onceliginin  belirlenmesini
gerektirmektedir [1, 2]. Karar listeleri, egitim verisinden
¢ikarilan bilginin agik bir sekilde gosterilmesi yoniinden
karar agaglarina benzemektedir. Karar agaglarindan farkli
olarak “ayir-ve-yonet” stratejisini kullanmaktadirlar. Egitim
verisinin bir alt kiimesini kapsamasi igin bir kural
olusturulmaktadir, sonra kalan ornekleri tekrarli olarak
kapsamak icin daha fazla kural iiretilmektedir. Karar
listelerinin sonunda “Eger - O Zaman” kurallar1 bulunmakta
ve yeni bir drnek siniflandirilirken sirayla bu kurallara
uygulanmaktadir. Bir 6rnek, siniflandirilincaya kadar, ilk
kuraldan baslanarak biitiin kurallarda denenmektedir. Eger
ornek siiflandirilmamigsa, listenin en altindaki varsayilan
bir kural isletilmektedir. Dezavantaji, bireysel kurallarin
anlasilmasinin zor olabilmesidir. Listedeki bir kural, 6nceki
tim kurallar géz 6niinde bulunarak ele alinmalidir. Ayrica
guriltiili  egitim verisi ve ezberleme probleminin
giderilmesi amaciyla kural budama islemi uygulanmaktadir.
Evrimsel hesaplama, simiflandirma kural madenciliginde
onemli yontemlerden biridir. Genetik algoritma ve genetik
programlama en bilinenleridir. Bu ydntemde genel bir
arama yapilir ve diger kaba secim algoritmalarina gore
nitelik etkilesimiyle daha iyi bas edilebilmektedir. Cok
degisik tiplerdeki veriler islenebilmektedir ve sonuglart
aciklanabilirdir. Bu yaklasimin dezavantajlari, en iyi
sonucun {retildiginin garanti edilememesi ve islem
ylkiinin agir olabilmesidir [1]. Yapay bagisiklik
sistemlerinden klonal se¢im algoritmasi, siirii zekasi
tekniklerinden karinca koloni optimizasyon algoritmasi ve
parcacik siirli optimizasyonu algoritmasi gibi metasezgisel
algoritmalar da smiflandirma kural madenciliginde
kullanilmaktadir. Klasik algoritmalarin ¢alismadigi farkl
veri tiplerinin oldugu veritabanlarinda, bu tiir metasezgisel
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algoritmalar iyi sonuglar verebilmektedir. Bunlara ek olarak
smiflandirmada 6rnek-tabanli 6grenme, yapay sinir aglari,
lojistik gerileme ve Bayes aglari yaklagimlari da
bulunmaktadir. Genel olarak dezavantajlari, dogru tahmin
oranlarmin bazi durumlarda iyi olmasina karsin, agiklayici
giiclerinin eksikligidir. Bu yoOntemlere bulanik mantik
eklenerek, bulanik kurallar olusturulmaktadir [1]. Kural
budama, karar listelerinde, giiriiltiili egitim verisinden
ka¢inmak i¢in kullanilan bir igslemdir. Bu islem ig¢in iki
temel strateji vardir. i1k strateji, komple bir kural kiimesinin
olugturulmasidir, daha sonra ise nitelikleri kurallardan
eleyerek ya da bireysel kurallar silinerek kural kiimesinin
basitlestirilmesidir. Bu, Onceden tanimli bazi budama
kriterlerine bagli olarak yapilmaktadir. Diger strateji ise
artimsal budamadir. Her kural, algoritmayla
olugturulduktan hemen sonra basitlestirilmektedir [1]. Son
yillarda simiflandirma kural madenciliginde yapilan bazi
calismalar sunlardir: Gay ve Boulle, Bayes teoremi {izerine
kurulmus sayisal veri kiimelerinde smiflandirma kural
madenciligi i¢in yeni bir yapt énermiglerdir [3]. Olmo vd.
smiflandirma kurallarinin kesfi igin, 6zgiinligii, anlasilirlig
ve duyarliligi optimize etmeye odaklanan, ¢ok amaglt bir
karinca programlama algoritmasit Onermislerdir [4].
Changpetch ve Dennis, yeni bir simiilasyon tasarimi
aracihgiyla, dogru Ongoriici modeli yakalamada,
smiflandirma kural madenciligi igin ilginglik 6l¢iistiniin
yetenegini  incelemiglerdir ~ [5].  Al-diabat,  veri
madenciliginde  farkli  kural tabanli  siniflandirma
yaklagimlarin1 kullanarak, Arapga metin kategorizasyon
problemini incelemistir [6]. Jacques vd. tibbi verilerde
smiflandirmanin, simf dengesizligi, eksik verinin ¢ift
anlamliligr, volimetri veya yiiksek yorumlanabilir
sonuglara ihtiya¢ gibi gesitli sorunlari ortaya g¢ikardigin
belirtmislerdir ve bu sorunlar i¢in, ¢cok amagl siiflandirma
algoritmasin1 6nermislerdir [7]. Cano vd. yorumlanabilir ve
anlagilir IF-THEN simiflandirma  kurallarini  etkili  bir
Evrimsel Programlama ile kesfetmislerdir [8]. Mishra vd.
iligkisel smiflandirma kural madenciligini (iliskisel ve
smiflandirma  kural madenciligi tekniklerinin entegre
edilmis hali), ¢cok amagli bir problem olarak ele almig ve
bunu ¢6zmek i¢in paralel ¢ok amagli Genetik Algoritma
kullanmuglardir [9]. Salama vd. siirekli nitelik igeren
problem alanlarinda smiflandirma kural kesfi igin, Ari
Kolonisi Optimizasyonu tabanli ¢cAnt-Miner algoritmasini
Onermislerdir [10]. Haltas vd. metin smiflandirmada
sezgisel arama algoritmalarinin kullanilabilecek bir yontem
oldugunu benimsemislerdir ve bunlardan GA, PSO,
Evrimsel Arama ve Tabu Arama’yr kullanarak test
etmiglerdir [11]. Kokli vd. siniflandirma kurallarinin kesfi
icin  Yapay Bagisiklik  Sistemi  algoritmalarindan
CLONALG kullanmuglardir  [12].  Siirii, birbirleriyle
etkilesen daginik yapili bireyler y1gimi anlaminda kullanilir.
Stiriilerde N adet temsilci bir amaca yonelik davranist
gergeklestirmek ve  hedefe ulagmak icin  birlikte
calismaktadir. Kolaylikla gozlenebilen bu “kollektif zeka”
temsilciler arasinda sik  tekrarlanan  davraniglardan
dogmaktadir. Temsilciler faaliyetlerini idare etmek igin
basit bireysel kurallar kullanmakta ve grubun kalan
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kismiyla etkilesim yolu ile siirii amaglarina ulagmaktadir.
Grup faaliyetlerinin toplamindan bir ¢esit kendini
orgiitleme dogmaktadir. Tek basina bir sey yapamayan tekil
bireyler, stiriiler halinde zeki davranislar
sergileyebilmektedir. Bu amacla metasezgisel optimizasyon
algoritmalar1 igerisinde siirli zekasi tabanli algoritmalar
onerilmistir. Kedi  Siirlisii  Optimizasyonu  (KSO),
kedigillerin hareketlerinin incelenmesi sonucu Onerilmis
giincel bir siirli zekas1 tabanli optimizasyon algoritmasidir.
Bu ¢alismada KSO, ilk kez niimerik ya da karmagik tipte
verilerden olusan veritabanlarinda otomatik siniflandirma
kurallarinin kesfinde kullanilmistir. Bu amagla, UCI veri
ambarindan alinan 4 adet veritabani kullanilarak dogru ve
anlagilabilir smiflandirma kurallar1 kesfedilmistir. Bulunan
sonuglarla Weka programindan elde edilen sonuglar
karsilagtirilmistir.  Diger yontemlerde, niimerik veriler
iizerinde yapilmasi gereken 6n islemlere, bu caligmada
ihtiya¢ duyulmamistir. Bulunan kurallardaki niteliklerin
deger araliklari, kurallarla eszamanli olarak bulunmustur.
Boylece veri (ilgilenilen problem uzay1) lizerinde
degisiklik yapilmamistir. Ayrica, KSO ile kural budama
islemine de gerek kalmamustir. Nitelikler arasi etkilesim
problemi de KSO ile giderilmistir. Degisik noktalarda farkli
iliskiler sergileyen; farkli tipte, biiyilkk boyutlu ve cok
sayida verilerden olusan, ayrica hata ve eksik veri igceren
veritabanlarinda smiflandirma kural madenciligi i¢in
KSO’nun etkili bir algoritma oldugu gosterilmistir.

2. KEDi SURUSU OPTIMIZASYONU
(CAT SWARM OPTIMIZATION)

KSO, kedigillerin hareketlerinin incelenmesiyle ortaya
¢ikarilmigtir. Kedilerin davranisinin benzetimi yapilarak iki
alt model olusturulmustur. Bu  optimizasyondaki
matematiksel modeller, kedilerin hareketlerinin analiziyle
ortaya c¢ikartlmistir [13]. KSO kullanilarak yapilan bazi
¢aligmalar sunlardir: Santosa vd. kiimeleme problemi igin
KSO’yu kullanmiglardir [14]. Wang vd. en az dnemli bitin
yerine en iyisini getirmek i¢cin KSO stratejisi
kullanmuslardir [15]. Hwang vd. miisterilere gore en uygun
sozlesme kapasitesi problemini ¢dzmek i¢in KSO ve
PSO’yu birlikte kullanmiglardir [16]. Destek vektor
makinesi i¢in 6zellik se¢imi ve parametre optimizasyonu
probleminde KSO, Lin ve Chen tarafindan Onerilmistir
[17]. Kalaiselvan vd. filigran performansinin arttirilmasi
amaciyla KSO uygulamislardir [18]. Wang ve Wu e-
o6grenmede duygu tanima problemi i¢in KSO’yu destek
vektor makinesiyle birlikte kullanmiglardir [19]. KSO
algoritmasinin paralel versiyonu da, Tsai vd. tarafindan
onerilmistir [20]. Pradhan ve Panda, ¢ok amagh
optimizasyon problemlerini ¢dzmek igin, mevcut KSO
algoritmasini genisleterek yeni ¢ok amagli bir evrimsel
algoritma Onermiglerdir [21]. Wang vd. KSO’yu, stego-
goriintii kalitesi probleminin optimum veya optimuma
yakin ¢oziimiinii elde etmek i¢in uyarlamiglardir [22].
Naresh vd. ¢oklu makine gii¢ sisteminde, ¢oklu gii¢ sistem
dengeleyici tasarimi i¢in KSO’yu kullanmuglardir [23].
Kong vd. optimum yo6nlendirme yolunu 6nceden tespit
edebilmek igin, etkili ve paralel KSO tabanli yeni bir sema

Onermislerdir [24]. Saha vd. optimum lineer FIR filtre
tasarimi i¢in KSO algoritmasimi uyarlamislardir [25].
Kumar vd. KSO arama algoritmasimi kullanarak, biiyiik
Olcekli birincil dagitim aglarinda, yiiksek genel sistem
giivenilirligini  saglamak igin, optimum yerlesimi
sunmuglardir ve ¢oklu dagitilan  jeneratdrleri
boyutlandirmiglardir [26]. Majumder ve Eldho, KSO ve
Ters Pargacik izleme ile Analitik Eleman Metodunu
kombine ederek yeni bir yeraltt yonetim modeli
Onermislerdir [27]. Meziane vd. hibrid gii¢ sistemi tasarim
optimizasyon  problemini  ¢dzmek i¢cin  KSO’yu
kullanmuglardir [28]. Dong vd. iistel atalet katsayisi ve
mutasyon Ozellikleri eklenerek gelistirilmis KSO’yu
kullanarak, sulama alanlarinda diisiik su kaybi ile kanal
kesiti tasarlamayi amaglamiglardir [29]. Lin vd. biyik
veriler i¢in bir metin siniflandirma deneyinde ozellikleri
segmek i¢in gelistirilmis KSO’yu uygulamiglardir [30].
Yang vd. sert olmayan ¢ok modelli goriintii kayd1 i¢in KSO
ile L-BFGS-B’nin birlesimi olan yeni bir optimizasyon
metodunu 6nermislerdir [31]. Guo vd. giines pillerinin
parametre tanimlama ve duyarlilik analizi igin KSO
algoritmasimt kullanmiglardir [32]. Mohapatra vd. gen
secim sistemine dayali gelistirilmis KSO’yu, ¢ekirdek ridge
regresyonu ile mikrodizi tibbi veri smiflandirmada
kullanmuslardir [33].

2.1. Kedigillerin Hareketleri (Behaviours of Cats)

Biyolojik siniflandirmaya gore, yaklagik 30 farkli kedi cinsi
(6rnegin aslan, leopar, kaplan, vb.) bulunmaktadir.
Cogunun farkli yasam alani olmasina ragmen, kedigiller
benzer davranis modellerini sergilemektedir. Kedilerin
avlanma becerisi kediler igin kalitsal degildir, alistirmalar
aracihigiyla kazanilmaktadir. Bu avlanma becerisi ile yaban
kedileri yiyeceklerini temin etmeyi saglamaktadir ve
tiirlerinin hayatta kalmasi garanti altina alinmaktadir.
Ayrica evcil kediler de benzer dogal avlanma becerisi ve
hareketli nesnelere giiclii bir merak sergilemektedir. Biitiin
kediler, bu giiglii meraki paylagsmasina ragmen,
zamanlarmin ¢ogunu hareketsiz (duragan) gecirmektedir.
Kediler ¢ok yiiksek seviyede atiklige sahiptir. Bu atiklik;
dinlenme zamanlarinda bile kendilerini birakmamakta,
biliyiik genis gozler siirekli olarak etrafi gozetlemektedir.
Kediler, ¢ok zeki ve bilingli (planli) yaratiklar olduklart
halde tembel gibi goriinmektedir. Kedilerin dokuz canli
oldugu soylenerek, kedilerin giiglii canliligima gdnderme
yapilmaktadir. Ev i¢inde olan kedi sik sik alcak frekansta
ses ¢ikarmaktadir. Kediler hosnut olduklari, tehlikede veya
hasta olduklar1 zaman mirlar. Mirlamanin al¢ak frekansinin,
hiicre onarimma yardim ettigine ve bunun Kkedileri daha
giiclii ve canli yaptigina inanilmaktadir [34].

2.2. Algoritmalar (Algorithms)

KSO’da, kedilerin baglica iki tane davramigsal ozelligi
modellenmistir. Bunlar “arama modu” ve “izleme modu”
olarak isimlendirilmistir. Bu iki modun birlesimi, KSO’nun
daha iyi bir performans gostermesine yardim etmektedir
[34].
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2.2.1. Coziim kiimesinin sunumu (Presentation of solution set)

KSO’da onerilen algoritmada, optimizasyon problemini
¢ozmek icin kediler ve kedilerin davraniglarinin modeli
kullanilmaktadir; 6rnegin ¢6ziim kiimesini tasvir etmek igin
kediler kullanilmaktadir. KSO’da ilk dnce iterasyonda kag
kedinin kullamilacagina karar verilmektedir; daha sonra
optimizasyon problemini ¢ézmek igin, aday ¢ozliimlere
karsihk  gelen Kkedilere, KSO siirecinin  adimlari
uygulanmaktadir. Biitiin kediler M boyuttan olusan kendi
pozisyonlarina, her bir boyut i¢in hizlara, kedinin uyumunu
uygunluk fonksiyonuna yansitan bir uygunluk degerine ve
kedinin izleme modunda mi yoksa arama modunda mi
oldugunu belirlemek i¢in bir bayraga sahiptir. Final ¢6ziim
en iyi pozisyona sahip olan kedidir. KSO en iyi ¢oziimii
iterasyon sonuna ulagincaya kadar saklayacaktir [34].

2.2.2. Dinlenme ve tetikte olma - arama modu (Seeking mode)

Bu alt mod dinlenmede fakat tetikte olmanin bir periyodu
boyunca kedinin modellenmesi i¢in kullanilmaktadir
(sonraki hareketi igin gevresine bakinma). Arama modu
asagida belirtildigi gibi dort gerekli faktdre sahiptir: arama
hafizast havuzu (AHH), secilen boyutun arama araligt
(SBA), degisen boyutlarin sayist (DBS) ve Kkendi
pozisyonunu degerlendirme (KPD). AHH her bir kedinin
arama hafizasinin boyutunu tanimlamak i¢in kullanilir, bazi
noktalar1 kediye gore siralayarak belirtir. Daha sonra
anlatilacak kurallara gore kedi, hafiza havuzundan bir nokta
ayiracaktir. SBA segilen boyutlar i¢in mutasyon oranint
temsil eder. Arama modu siiresince, eger bir boyut

mutasyon i¢in secilmisse, yeni ve eski degerler arasindaki
farklilik aralik disinda olmamalidir; aralik SBA tarafindan
tamimlanir. DBS boyutlardan kac¢ tanesinin degisime
ugrayacagini ifade eder. Biitiin bu faktorler arama modunda
6nemli rol oynar. KPD bilinen bir ikili degerdir ve kedilerin
bulundugu noktanin hareket i¢in aday noktalardan biri olup
olmayacagini gosterir. KPD, AHH degerini etkilemez [34].
Arama modunun adimlar1 Sekil 1°de verilmistir.

_ |UD;=UDp|
|UDmaks—UDminl ’

; 0 <i<joldugunda Q)
Eger uygunluk fonksiyonunun amaci minimum ¢dziimi
bulmaksa, UD,=UD s, aksi takdirde UD,=UDy,, olur [34,
14, 15].

2.2.3. Hareket- izleme modu (Tracing mode)

[zleme modu, kedinin hedefi izlemedeki durumunu
modellemek i¢in bir alt modeldir. Bir kere kedi izleme
moduna girdiginde, her bir boyutu i¢in kendi hizlarina gére
hareket etmektedir. Izleme modundaki ¢alisma, Sekil 2°de
aciklanmugtir [34].

vk,d = vk,d + X Cl(xem-yi,d - Xk,d) , d= 1,2, ,M (2)
Xeniyig» €0 1yi uygunluk degerine sahip kedinin pozisyonu;
Xkd,» kediynin pozisyonu, ¢; bir sabit ve r; rassal bir degerdir

[34, 14, 15].

Xid = Xkd T Vi 3)

Adim 1: j=AHH oldugunda kedi,’nin bulundugu pozisyonda j tane kopya yap. Eger KPD degeri dogruysa, j=(AHH-1) olur,

sonra mevcut pozisyonu, adaylardan biri olarak tut.

Adim 2: DBS’ye gore, her bir kopya i¢in mevcut degerin SBA ylizdesini gelisigiizel olarak arttir veya azalt ve eskisiyle yerini

degistir.
Adim 3: Biitiin aday noktalarin uygunluk degerini hesapla.

Adim 4: Eger biitiin uygunluk degerleri (UD) tam olarak ayni degilse, esitlie gore her bir aday noktanin segilme olasiligini
Es. 1’e gore hesapla, aksi takdirde her bir aday noktanin seg¢ilme olasiliklarinin tiimiine 1 ata.
Adim 5: Aday noktalardan farkli noktalara gidebilmek i¢in, noktalar1 gelisigiizel ¢ikart (ayir), ve kedi,’'nin pozisyonuyla

degistir.

Sekil 1. Arama modu adimlari (Steps of seeking mode)

Adim 1: Biitiin boyutlar i¢in hizlar1 (Vi 4) Es. 2’yi kullanarak giincelle.
Adim 2: Hizlarin, maksimum hiz araliginda oldugunu kontrol et. Yeni hiz araligin disindaysa, bu degeri ilgili limite esitle

(limit=swmnwr).
Adum 3: kedig’nin pozisyonunu Es. 3’ii kullanarak giincelle.

Sekil 2. Izleme modu adimlar1 (Steps of tracing mode)

Adim 1: Siiregte N tane kedi olustur.

Adim 2: M boyutlu ¢6ziim uzayma gelisigiizel kediler serpistir ve her kedinin hizina maksimum hiz araliginda olan
geligigiizel degerler ver. Sonra kedileri KO’ya gore izleme modu ya da arama moduna Sok.

Adim 3: Amag kriterini yansitan uygunluk fonksiyonunu kedilerin pozisyonuna goére belirle ve en iyi kediyi hafizada sakla.
Simdiye kadarki en iyi ¢6ziimii yansitmasindan dolay1 sadece en iyi kedinin pozisyonu saklanir.

Adim 4: Bayraklarina gore kedileri hareket ettir, eger kedi, arama modundaysa, arama modu siirecine uygula, aksi takdirde

izleme modu siirecine uygula.

Adim 5: Kedileri yeniden KO’ya gore izleme modu ya da arama moduna sok.
Adim 6: Sonlandirma (bitirme) kosullar1 saglanmigsa programi sonlandir, aksi durumda Adim 3’ten Adim 5’e kadar tekrar et.

Sekil 3. KSO siireci (Process of CSO)
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2.3. Kedi Stiriisii Optimizasyon Algoritmasi
(Cat Swarm Optimization)

KSO’nun, arama modu ve izleme modu adinda iki alt modu
vardir. Bu iki modu algoritma seklinde birlestirmek igin,
arama moduyla izleme modunu birlestirmeyi saglayan bir
karigim oran1 (KO) tanmimlanmaktadir. Kediler dinlenme
zamaninda hareket etmeye karar verdiklerinde, hareket ¢ok
dikkatli ve yavasca yapilmaktadir. Bu hareket, arama
moduna yansitilmaktadir. izleme modu kedi tarafindan bir
hedefin takip edilmesini modellemektedir. Kediler, enerji
kaynaklarimi fazla kullanmalarina yol agan objeleri takip
etmeye ¢ok az zaman harcamaktadir. Kedilerin
zamanlariin ¢ogunu dinlenmeye ve gozetlemeye (mesela
zamanlarinin  ¢ogu arama modunda  gegmektedir)

‘ Basla ’

A 4

harcadigini garantilemek i¢in KO '’ya c¢ok kiiclik bir deger
atanmaktadir. KSO’nun siireci Sekil 3’teki sozde kodda
aciklanmustir [34, 14, 15]. KSO siirecinin diyagrami Sekil
4’te sunulmaktadir.

3. KEDIi SURUSU OPTIMiZASYON
ALGORITMASIYLA SINIFLANDIRMA

KURALLARININ KESFi
(MINING OF CLASSIFICATION RULES WITH CAT SWARM
OPTIMIZATION ALGORITHM)

Bu ¢aligmada, KSO algoritmasinin ¢aligma mantigina gore
Visual C# dili kullanilarak bir program kodlanmustir.
Kodlanan bu programda UCI veri ambarindan alinan Ecoli
[35], Diabetes [36], Liver Disorders (Bupa) [37] ve New

N tane Kedi olustur

A 4

Biitiin kedilerin
pozisyonlarini, hizlarmi ve
bayraklarim yiikle

A 4

Kedileri uygunluk
fonksiyonuna gore

degerlendir ve en iyi <
uygunluk degerine sahip
kedinin pozisyonunu sakla

Hareket Etme

A 4

Arama modu siirecinin
icine kediy yi uygula

kedi, arama modunda
mi1?

A 4

izleme modu siirecinin
icine kediy yi uygula

Kedilerin sayisini tekrar al ve KO’ya gore izleme
modunun igine yerlestir, ve digerlerini arama
modunun i¢ine yerlestir.

Bitir?

Hayir

Sekil 4. KSO’nun siire¢ diyagrami (Process diagram of CSO)

843



Akyol ve Alatas / Journal of the Faculty of Engineering and Architecture of Gazi University 31:4 (2016) 839-857

Thyroid [38] veritabanlar1 kullanilarak kurallar otomatik
olarak kesfedilmistir. Bu veritabanlarmin se¢iminde; halka
actk  olmasi, simiflandirma  i¢in  kullanilabilmesi,
niteliklerinin niimerik verilerden olusmasi ve eksik veri
icermemesi gibi Ozellikler dikkate alimmistir. Kesfedilen
kurallar ise Weka programindaki algoritmalarin buldugu
kurallar ile karsilagtirillmistir. Bu nedenle, 6ncelikle Weka
programindaki bu algoritmalar ile UCI veri ambarindan
alman veri tabanlar1 hakkinda kisa bilgiler verilecek; daha
sonra ise dogru ve anlasilabilir niimerik smiflandirma
kurallarinin otomatik olarak bulunabilmesi amaciyla, KSO
algoritmasi ic¢in yapilan diizenlemeler ve uyarlamalar
aciklanacaktir.

3.1. Weka (weka)

Weka (Waikato Environment for Knowledge Analysis),
Waikato Universitesi tarafindan Java programlama dili ile
gergeklestirilmis, acik kaynak kodlu bir programdir. Weka
veri madenciligi gorevleri igin makine §grenme
algoritmalarimin bir koleksiyonudur. Algoritmalar dogrudan
bir veritabanina uygulanabilmektedir ya da Java kodundan
da cagrilabilmektedir. Veri 6n isleme, siniflandirma,
regresyon, kiimeleme, birliktelik kurallar1 ve gorsellestirme
icin araglar icermektedir. Bu ¢aligmada elde edilen sonuglar
Weka 3.6 stirimiinde bulunan siiflandirma
algoritmalarindan; hem niimerik verilerde ¢alisan, hem de
¢ikt1 olarak siniflandirma kurallar1 kiimesini de verebilen 4
algoritma olan One-R, Ridor, JRip ve Part’tan elde edilen
sonuglarla karsilagtirtlmigtir [39].

3.1.1. One-R algoritmast (One-R algorithm)

One-R veya “One Rule (Bir Kural)” R. C. Holt tarafindan
Onerilen basit bir algoritmadir [40]. Bu algoritma egitim
verilerinde her bir 6zellik igin bir kural tiretmektedir ve

sonra One-R’sine gore en kiigiik hata oranina sahip kural
secilmektedir [41].

3.1.2. Part algoritmas: (Part algorithm)

I. H. Witten ve E. Frank tarafindan onerilen, bol ve yonet
mantigina gbére ¢alisan bir algoritmadir [42]. Part
Algoritmasi, kurallar kiimesini siralayan ve karar listeleri
olarak adlandirilan kiimeler iiretmektedir. Bu algoritma her
bir ¢alistirmada kismi bir C4.5 karar agaci olusturmaktadir
ve en iyi kural bir yapragin i¢inde olmaktadir [41].

3.1.3. Ridor algoritmas: (Ridor algorithm)

Ridor, ilk olarak varsayilan kurali, sonra ise varsayilan
kural i¢in (agirlikli) hata orant en az olan istisnayi
olusturmaktadir. Daha sonra her bir istisna ic¢in en iyi
istisnalar1 iiretmektedir ve saf (kusursuz) olana kadar bu
islemi tekrarlamaktadir. Boylece istisnalarin genislemesi
gibi bir aga¢ sunmaktadir ve yaprakta sadece varsayilan
kural olmaktadir, istisnalar olmamaktadir. Istisnalar
varsayllan kuraldaki smiftan baska bir smifi Sngdren
kurallar kiimesidir [41].
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3.1.4. Jrip algoritmast (Jrip algorithm)

W. W. Cohen tarafindan Onerilen ve iteratif sekilde artan
budama ile hata azaltimi yapan bir algoritmadir [43]. Bu
algoritma biitiin pozitif 6rnekler kapsanincaya kadar bos bir
kural kiimesine kurallari art arda ekleyerek bir kural kiimesi
olusturmaktadir.  Kurallar,  higbir = negatif  6rnek
kapsanmadig: siirece, bir kuralin 6nciiliine (bos bir 6nciille
baslamaktadir), kosullarmn aggdzliilikle eklenmesiyle
olusturulmaktadir. Bir kural kiimesi olusturulduktan sonra
uygulanacak optimizasyonla, kural kiimesinin egitim
verileriyle olan uyumu arttirilmaktadir ve boyut azaltilarak
iyilestirme saglanmaktadir [41].

3.2. Kullanilan Veritabanlar: (Used Databases)

Bu ¢aligmada, KSO algoritmasinin ¢aligma mantigina gore
Visual C# dili kullanilarak bir program kodlanmistir.
Kodlanan bu programda, UCI veri ambarindan alinan ve
niimerik verilerden olusan Ecoli [35], Diabetes [36], Liver
Disorders (Bupa) [37] ve New Thyroid [38] veritabanlari
kullanilarak, otomatik sekilde dogru ve anlagilabilir kurallar
iretilmistir.

3.2.1. Ecoli veritaban: (Ecoli database)

Ecoli veritabaninda 336 tane Ornek bulunmaktadir ve bu
ornekler 8 adet sinifa ayrilmigtir. Bu 8 adet siuf ve
smiflardaki 6rnek sayist Tablo 1’de gosterilmektedir. Bu
veritabaninda 7 tane nitelik bulunmaktadir. Bu nitelikler ile
aldiklar1 deger araliklar1 ise Tablo 2’de gosterilmektedir.
Bu tablodan goriildiigii gibi, biitiin nitelikler [0, 1] arasinda
reel degerler almaktadir. Ayrica bu veritabaninin temel
istatistiksel gostergeleri Tablo 3’te sunulmustur.

Tablo 1. Ecoli veritabanindaki siniflar
(Classes in Ecoli database)

Siniflar Bu Smiftaki Ornek Sayis
cp 143

im 77

pp 52

imU 35

om 20

omL 5

imL 2

imS 2

Tablo 2. Ecoli veritabanindaki nitelikler ve aldiklar1 deger

araliklart
(Attributes in Ecoli database and their value intervals)

Nitelikler  En Diigiik Deger  En Yiiksek Deger
mcg 0 0,89

gvh 0,16 1

lip 0,48 1

chg 0,5 1

aac 0 0,88

alml 0,03 1

alm2 0 0,99
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Tablo 3. Ecoli veritabaninin temel istatistiksel gostergeleri
(Basic statistical indicators of Ecoli database)

Nitelik karakteristigi Niimerik
Ornek Sayis1 336

Nitelik Sayis1 8

Kayip Deger Sayisi 0

Alan Biyoenformatik

Ecoli veritabanindan bir kesit, Sekil 5’te gosterilmektedir.

No mcg gvh lip chg aac alml alm2 Smf
1 049 029 048 05 056 024 0,35 cp
2 007 04 048 05 054 035 044 cp
3 05 04 048 05 049 037 046 cp
4 059 049 048 05 052 045 036 cp
5 023 032 048 05 055 025 0,35 cp
6 067 039 048 05 0,36 038 046 cp
7 029 028 048 05 044 023 0,34 cp
8 021 034 048 05 051 028 0,39 cp
9 02 044 048 05 046 051 057 cp
10 042 04 048 05 05 018 03 «c¢p
11 042 024 048 05 057 027 037 cp
12 025 048 048 05 044 017 029 cp
13 039 032 048 05 046 024 0,35 «cp
14 051 05 048 05 046 032 035 cp
15 022 043 048 05 048 016 0,28 «cp
16 025 04 048 05 046 044 052 cp
17 034 045 048 05 038 024 0,35 «cp
18 044 027 048 05 055 052 058 cp
19 023 04 048 05 039 028 0,38 «cp
20 041 057 048 05 039 021 0,32 «cp
21 04 045 048 05 0,38 022 00 «cp
22 031 023 048 05 0,73 005 0114 «cp
23 051 054 048 05 041 034 043 cp
24 03 016 048 05 05 011 0,23 cp

Sekil 5. Ecoli veritabanindan bir goriintii
(A section from Ecoli database)

Ecoli veritabaninda cp, im, pp, imU, om ve omL siniflart
i¢in kurallar bulunmustur. imL ve imS smiflarinda 6rnek
sayisi az oldugu i¢in kural bulunmamustir.

3.2.2. Pima indians diabetes veritaban: (Pima indians database)

Diabetes veritabaninda 768 tane &rnek bulunmaktadir ve
simif etiketi 2 adet deger almaktadir. Bu 2 adet sinif ve
smiflardaki ornek sayis1 Tablo 4’te gosterilmektedir. Bu
veritabaninda 8 tane nitelik bulunmaktadir. Bu nitelikler ile
aldiklar1 deger araliklar1 ise Tablo 5°te gdsterilmektedir.
Biitin  nitelikler tamsayr veya reel degerlerden

olusmaktadir. Bu  veritabaninin  temel istatistiksel

gostergeleri Tablo 6’da sunulmustur.

Tablo 4. Diabetes veritabanindaki siniflar
(Classes in Diabetes database)

Siniflar Bu Siniftaki Ornek Sayisi
tested_negative 500
tested_positive 268

Tablo 5. Diabetes veritabanindaki nitelikler ve aldiklari

deger araliklar1
(Attributes in Diabetes database and their value intervals)

Nitelikler En Diisiik Deger En Yiiksek Deger
preg 0 17

plas 0 199

pres 0 122

skin 0 99

insu 0 846

mass 0 67,1

pedi 0,078 2,42

age 21 81

Tablo 6. Diabetes veritabaninin temel istatistiksel

gostergeleri
(Basic statistical indicators of Diabetes database)

Nitelik karakteristigi Niimerik
Ornek Sayis1 768
Nitelik Sayist 8

Kayip Deger Sayisi 0

Alan Saglik

Pima Indians Diabetes veritabanimnin 6rnek bir goriintlisii
Sekil 6°da gosterilmektedir. Pima Indians Diabetes
veritabaninda sadece “tested-negative” sinifi i¢in kural
bulunmustur. Bulunan kurallarin diginda kalan ornekler
“tested-positive” sinift olarak diistiniilmiistiir.

3.2.3. Liver disorders (bupa) veritabani
(Liver disorders (bupa) database)

Liver Disorders (Bupa) veritabaninda 345 tane Ornek
bulunmaktadir ve bu 6rnekler 2 simifa ayrilmistir. Bu 2 adet
smif ve simflardaki  6rnek  sayisi  Tablo  7°de
gosterilmektedir.

Tablo 7. Bupa veritabanindaki smiflar
(Classes in Bupa database)

Siniflar Bu Simiftaki Ornek Sayisi
1 145
2 200

Bu veritabaninda 6 tane nitelik bulunmaktadir. Bu nitelikler
ile aldiklar1 deger araliklar1 ise Tablo 8’de gosterilmektedir.
Biitiin nitelikler tamsay1 veya reel degerler almaktadir.
Liver Disorders (Bupa) veritabaninin 6rnek bir kesiti Sekil
7’de gosterilmektedir. Tablo 9°’da bu veritabaninin temel
istatistiksel gostergeleri sunulmustur.
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19
20
21
22
23

preg
6,0
1,0
8,0
1,0
0,0
50
30
10,0
2,0
8,0
40
10,0
10,0
1,0
5,0
7,0
0,0
7.0
1,0
1,0
30
8,0
7,0

plas
148,0
85,0
183,0
89,0
137,0
116,0
78,0
115,0
197,0
125,0
110,0
168,0
139,0
189,0
166,0
100,0
118,0
107,0
103,0
115,0
126,0
99,0
196,0

pres
72,0
66,0
64,0
66,0
40,0
74,0
50,0
0,0
70,0
96,0
92,0
74,0
80,0
60,0
72,0
0,0
84,0
74,0
30,0
70,0
88,0
84,0
90,0

skin
35,0
29,0
0,0
23,0
35,0
0,0
32,0
0,0
45,0
0,0
0,0
0,0
0,0
23,0
19,0
0,0
47,0
0,0
38,0
30,0
41,0
0,0
0,0

insu
0,0
0,0
0,0
94,0
168,0
0,0
88,0
0,0
543,0
0,0
0,0
0,0
0,0
846,0
175,0
0,0
230,0
0,0
83,0
96,0
235,0
0,0
0,0

mass
33,6
26,6
23,3
28,1
43,1
25,6
31,0
35,3
30,5
0,0
37,6
38,0
271
30,1
25,8
30,0
45,8
29,6
43,3
34,6
39,3
354
39,8

pedi

0,627
0,351
0,672
0,167
2,288
0,201
0,248
0,134
0,158
0,232
0,191
0,537
1,441
0,398
0,587
0,484
0,551
0,254
0,183
0,529
0,704
0,388
0,451

age
50,0
31,0
32,0
21,0
33,0
30,0
26,0
29,0
53,0
54,0
30,0
34,0
57,0
59,0
51,0
32,0
31,0
31,0
33,0
32,0
27,0
50,0
41,0

Sinif
tested_positive
tested_negative
tested_positive
tested_negative
tested_positive
tested_negative
tested_positive
tested_negative
tested_positive
tested_positive
tested_negative
tested_positive
tested_negative
tested_positive
tested_positive
tested_positive
tested_positive
tested_positive
tested_negative
tested_positive
tested_negative
tested_negative
tested_positive

Sekil 6. Pima Indians Diabetes veritabanindan bir goriintii (A section from Diabetes database)

No mcv alkphos sgpt sgot gammagt drinks Simf
1 850 920 450 27,0 310 00 1
2 850 640 590 320 230 00 2
3 8,0 540 330 160 540 00 2
4 910 780 340 240 360 00 2
5 870 700 120 280 10,0 00 2
6 980 550 130 170 17,0 00 2
7 80 620 200 170 9,0 05 1
8 880 670 210 110 110 05 1
9 920 540 220 200 7,0 05 1
10 900 60,0 250 19,0 5,0 05 1
11 890 520 130 240 150 05 1
12 820 620 170 17,0 150 05 1
13 900 640 610 32,0 130 05 1
14 8,0 770 250 19,0 18,0 05 1
15 96,0 670 290 20,0 110 05 1
16 910 780 200 310 180 05 1
17 890 670 230 160 10,0 05 1
18 890 790 170 170 16,0 05 1
19 910 1070 200 20,0 56,0 05 1
20 940 1160 110 330 11,0 05 1
21 920 59,0 350 130 19,0 05 1
22 930 230 350 200 20,0 05 1
23 9,0 600 230 270 5,0 05 1
24 9,0 680 180 190 19,0 05 1

Sekil 7. Liver Disorders (Bupa) veritabanindan bir goriintii
(A section from Bupa database)
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Tablo 8. Bupa veritabanindaki nitelikler ve aldiklar1 deger

araliklari
(Attributes in Bupa database and their value intervals)

Nitelikler En Diisiik Deger En Yiiksek Deger
mcv 65 103

alkphos 23 138

sgpt 4 155

sgot 5 82

gammagt 5 297

drinks 0 20

Tablo 9. Bupa veritabaninin temel istatistiksel gostergeleri
(Basic statistical indicators of Bupa database)

Nitelik karakteristigi Niimerik
Ornek Sayis1 345
Nitelik Sayisi 7

Kayip Deger Sayisi 0

Alan Saglik

3.2.4. Thyroid disease (new thyroid) veritabani
(Thyroid disease (new thyroid) database)

New Thyroid veritabaninda 215 tane 6rnek bulunmaktadir
ve bu drnekler 3 adet sinifa ayrilmistir. Bu 3 adet sinif ve
simiflardaki ornek sayist Tablo 10°da gosterilmektedir. Bu
veritabaninda 5 tane nitelik bulunmaktadir. Bu nitelikler ile
aldiklar1 deger araliklar1 ise Tablo 11°de gosterilmektedir.
Biitiin nitelikler tamsay1 veya reel degerler almaktadir.
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No T3resin Thyroxin Triiodothyronine
1 107,0 10,1 2,2
2 113,0 9,9 31
3 127,0 12,9 2,4
4 109,0 53 1,6
5 105,0 7,3 15
6 105,0 6,1 2,1
7 110,0 10,4 1,6
8 114,0 9,9 2,4
9 106,0 9,4 2,2
10 107,0 13,0 11
1 106,0 4,2 1,2
12 110,0 11,3 2,3
13 116,0 9,2 2,7
14 112,0 8,1 19
15 122,0 9,7 1,6
16 109,0 8,4 21
17 111,0 8,4 15
18 114,0 6,7 15
19 119,0 10,6 2,1
20 115,0 7,1 1,3
21 101,0 7.8 1,2
22 103,0 10,1 1,3
23 109,0 10,4 1,9
24 102,0 7,6 1.8

Thyroidstimulating TSH_value  Sinif
0,9 2,7 1
2,0 59 1
14 0,6 1
14 15 1
15 -0,1 1
14 7,0 1
1,6 2,7 1
15 5,7 1
15 0,0 1
0,9 31 1
1,6 14 1
0,9 3,3 1
1,0 4,2 1
3,7 2,0 1
0,9 2,2 1
11 3,6 1
0,8 1,2 1
1,0 35 1
1,3 11 1
1,3 2,0 1
1,0 1,7 1
0,7 0,1 1
0,4 -0,1 1
2,0 2,5 1

Sekil 8. New Thyroid veritabanindan bir goriintii (A section from New Thyroid database)

New Thyroid veritabanindan 6rnek bir kesit Sekil 8’de
gosterilmektedir. Tablo 12’de bu veritabanina ait temel
istatistiksel gostergeler sunulmustur.

Tablo 10. New Thyroid veritabanindaki siniflar
(Classes in New Thyroid database)

Siniflar Bu Siniftaki
Ornek Sayist

1 150

2 35

3 30

Tablo 11. New Thyroid veritabanindaki nitelikler ve

aldiklar1 deger araliklar1
(Attributes in New Thyroid database and their value intervals)

Nitelikler En Diigiik En Yiiksek
Deger Deger
T3resin 65 144
Thyroxin 0,5 25,3
Triiodothyronine 0,2 10
Thyroidstimulating 0,1 56,4
Tsh_value -0,7 56,3

Tablo 12. New Thyroid veritabaninin temel istatistiksel
gostergeleri (Basic statistical indicators of New Thyroid database)

Nitelik karakteristigi Niimerik
Ornek Sayist 215
Nitelik Sayist 5

Kayip Deger Sayisi 0

Alan Saglik

3.3. Gelistirilen Uygulama (Developed Application)

Bu calismada, Visual C# programlama dili kullanilarak
KSO algoritmasinin ¢aligma mantigma gore, niimerik
veritabanlarinda otomatik simiflandirma kural kesfi yapan
bir program kodlanmustir.

3.3.1. Kedilerin olusturulmasi ve ilk degerlerin atanmasi
(Generating of cats and initialization)

Kullanilan dort veritabami igin de, 200 adet Kedi
olusturulmustur. Her kedi i¢in pozisyon ve hiz degerleri
gelisigiizel atanmistir. Her kedinin ayrica bayraklar
bulunmaktadir ve bu bayrak degerlerine gére arama ya da
izleme modu siirecleri uygulanmaktadir. Programda her bir
kedi, bir aday kurali temsil etmektedir ve program
caligtirildiktan sonra en iyi uygunluk degerine sahip kediler,
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elde edilen smiflandirma kurallaridir. Kedinin her bir
pozisyonu ise uygulanan veritabanindaki nitelikleri
belirtmek i¢in kullanilmaktadir. Her bir nitelik i¢in Sekil
9’da da gosterildigi gibi ii¢ pozisyon tutulmaktadir. Ilki
olan b, o niteligin aday kuralda olup olmadigim
gostermektedir. Bu deger [0, 1] araliginda degerler
almaktadir; eger 0,5’in altindaysa o nitelik kuralda yer
almamaktadir, 0,5’in istiindeyse de nitelik kuraldadir.
Ikincisi a, nitelik kuralda varsa o niteligin alabilecegi alt
sinir, liglinciisii olan # ise, alabilecegi iist sinir olmaktadir. a
ve i degerleri kedilere, ilgili niteligin gergek alt ve st
araliklarina bagl olarak programda gelisigiizel bir sekilde
atanmaktadir.

Nitelik, Nitelik,
b [ a [ [ by | @ || | | | By

Nitelik,

ay

tin

Sekil 9. Bir kedinin yapist (Structure of a cat)

Bir veritabaninda n tane nitelik varsa kedilerin her birinde
nx3 tane pozisyon bulunmaktadir. Ornek olarak Liver
Disorders (Bupa) veritabaninda 6 tane nitelik
bulunmaktadir. Bu veritabani i¢in olusturulan her kedinin,
Sekil 10’da da gosterildigi gibi 18 tane pozisyonu
olmaktadir. Sekil 10°da, Alkphos, Sgpt ve Drinks nitelikleri
b degerleri 0,5’ten biiyilk oldugu i¢in kuralda yer
almaktadir, yani aym1 zamanda kuralin sol tarafinda yer
almaktadir. Kuralin sag tarafi ise sinifini temsil etmektedir.
Bu aday kuralin “Siuif 2” i¢in ¢aligtirildig diisiiniiliirse, bu
kuralin ifade edilisi Sekil 11°deki gibi olmaktadir.

3.3.2. Uygunluk fonksiyonunun hesaplanmast
(Computing of fitness function)

Kedilerin uygunluk degerleri Es. 4°teki uygunluk
fonksiyonu ile hesaplanmaktadir ve sadece uygunluk degeri
en iyi olan kedinin pozisyonu hafizada saklanmaktadir.

pP DN
DP+YN DN +YP

uygunluk = @, * — w, * anlasitlirlik
_br
DP+YP

(4)

—w5 * aralikorant + w, *

ay, @, o3 Ve ay degerleri kullanict tarafindan tanimlanan

agirliklardir ve bunlara amacimiza bagli olarak kesfedilecek
kurallarin sahip olmasi istenilen Ozelligine gore deger
verilebilmektedir. Yani amaglarimiz arasindan Kkuralin
dogru tahmin oraninin en 6nemli olmasi isteniyorsa @i,
kuralin anlagilabilir olmas1 ¢ok daha 6nemli ise @, daha
yiiksek secilir. Bu dort degerin toplami 1’i vermektedir.
DP, dogru pozitiflerdir; yani kuralla ayni smif etiketine
sahip olup, kural tarafindan kapsanan 6rneklerin sayisidir.
YP, yanlig pozitiflerdir; bunlar kuraldan farkli sinif etiketine
sahip olup, kural tarafindan kapsanan orneklerin sayisidir.
YN, yanlis negatiflerdir; kural tarafindan kapsanmayan ama
kuralla aym1 smf etiketine sahip orneklerin sayisidir. DN,
dogru negatiflerdir; bunlar ise kural tarafindan
kapsanmayi1p, kuralla da ayni sinif etiketine sahip olmayan
orneklerin sayisidir. anlasilirlik kriteri daha basit kurallarin
kesfi icin kullanilmaktadir. Bu kriterin hesaplanmasi Es.
5’te gosterilmektedir. Burada n veri kiimesindeki karar
niteliklerinin sayisin1 vermektedir.

kuralin solundaki nitelik sayisi—1

(®)

anlastlirlik =1 — —

Aralikorani, ise kuraldaki niteliklerin alt sinir ve Ust sinir
araliginin dar tutulmasi i¢in konulan bir kriterdir. Bu deger
Es. 6°da gosterildigi gibi hesaplanmir. Burada n, veri
kiimesindeki karar niteliklerinin sayisini, ;, i. niteligin {ist
sinirl, &, i. niteligin alt sinir1, Nitelikjmaks, i. niteligin veri
kiimesinde aldig1 maksimum degeri, Nitelikimin, i. niteligin
veri kiimesinde aldig1 minimum degeri ifade etmektedir.

i=n ij—a;
1=1Nitelikymaks—Nitelik;min

aralikorant = - (6)
Daha farkli kurallar elde edilmek istenirse, yukaridaki
kriterlere ek olarak ilginglik, stirprizlik gibi objektif ya da
stibjektif bagka kriterler de uygunluk fonksiyonuna
kolaylikla entegre edilebilir. Yani, fonksiyon farkli
amaglara cevap verecek sekilde esnektir.

3.3.3. Simwrlayicilarin idaresi (Constraints handling)

Bir kedinin pozisyonu giincellenirken, eger a (alt sinir)
degeri, @i (list sinir) degerinden daha biiyiikse veya alt sinir
degeri ilgili niteligin alabilecegi minimum degerden daha
kiigtikse; alt sinir degeri Es. 7°deki gibi giincellenmistir:

Mcv Alkphos Sgpt

Spot Gammagt Drinks

036 | 65|93 |08 |78 |122|075] 2063

015 | 70 | 81

004 | 201 [ 21408 2 | 8

Sekil 10. Liver Disorders (Bupa) veritabani i¢in olusturulan bir kedinin temsili
(A representation of a cat generated for Bupa database)

78 < Alkphos < 122 ve 29 < Sgpt < 63 ve 2 < Drinks < 8 == Sinif 2

—

Kuralin sol tarafi

Kuralin sag tarafi

Sekil 11. Bir aday kuralin ifade edilisi (Meaning of a candidate rule)
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a; = Nitelik;min + r(ii; — Nitelik;min) @)

Bu esitlikte; a; , 1. niteligin yeni alt simr degerini;
Nitelikimin, i. niteligin veri kiimesinde alabilecegi minimum
degerini; U; i. niteligin mevcut tist sinir degerini; r ise [0, 1]
araliginda rassal bir say1y1 ifade etmektedir. Benzer sekilde
ist smur degeri ilgili niteligin alabilecegi maksimum
degerden daha biyiikse; iist smir degeri Es. 8’deki gibi
giincellenmistir:

U; = a; + r(Nitelik;maks — a;) (8)
Bu esitlikte; 1; , i. niteligin yeni st smir degerini;
Nitelikimaks, i. niteligin veri kiimesinde alabilecegi

maksimum degerini ifade etmektedir.
3.3.4. Bitim sarti (Terminating criterion)

Uygulamada bitim sarti her bir kural igin 100 iterasyon
olarak alinmigtir. Bu 100 iterasyon sonunda en iyi uygunluk
degerine sahip kedi, kesfedilen kurali temsil eder. Her bir
smif igin de, o simftaki 6rneklerin %80-%100’1 kesfedilen
kurallar tarafindan kapsanincaya kadar kural kesfi
yapilmaktadir.

3.3.5. Karmasiklik analizi (Complexity analysis)

Algoritma kompleks bir problem olan niimerik verilerden
simiflandirma kurallarinin kesfi i¢in uyarlanmistir. Herhangi
bir Oniglem yapmadan, tim siniflar i¢in hangi niteliklerin
ilgili kuralda yer alinacaginin ve bu niteliklerin uygun
araliklarin bulunmasi; ayni zamanda bulunacak kurallarin
dogru ve anlasilabilir olmasmin saglanmast zor bir
mithendislik problemidir. Bu problem igin algoritmanin
karmagikliginin en 6nemli kismini, kedi pozisyonlarmin
uygunluk  hesab1 i¢in  veritabanlarindaki  kayitlarla
kargilagtirma olusturmaktadir. Karsilastirma sayisin1 da
belirleyen dort temel unsur vardir. Bunlar; veritabanindaki
Omek Sayist (OS), veritabanindaki Nitelik Sayist (NS),
Kedi Sayisi (KS) ve Iterasyon Sayisi (£S). Buna bagli olarak
karsilastirma say1s1 OSxNSxKSx/S seklinde hesaplanabilir.

3.3.6. Uygulama sonug¢lari (Application results)

Her veritabani igin 3 ayri ¢alistirmada elde edilen sonuglar,
tablo seklinde asagida verilmistir. Sekillerde her satirda ilk
basta kuralin ait oldugu sinif, daha sonra kuralin alabilecegi
nitelik degerleri bulunmaktadir. Her kuralin karsisinda ise o
kural icin DP ve YP degerleri verilmektedir. Bir
calistirmadaki basari orani ise “Toplam DP/Veritabanindaki
toplam veri sayis1” olarak hesaplanmaktadir. Bunlara ek
olarak her veritabani i¢gin Weka programimda One-R, Ridor,
JRip ve Part algoritmalarindan elde edilen sonuglar da
tablolar halinde gosterilmistir. Her smif igin kurallar
bulunduk¢a, bulunan  kuralin  kapsadigi  veriler,
veritabanindan silinmektedir. Siniflandirma kural kesfi
yapilirken, veritabanlarindaki verilerin hepsi egitim verisi
olarak kullanilmistir ve bulunan kurallar, verilerin tiimii
iizerinde test edilmigtir. Test verisi geldiginde KSO

tarafindan olusturulan kurallar kiimesine sirayla uygulanir
ve ilk uyan kuralin siif etiketini alir.

Ecoli Veritabani Sonuclari (Results for Ecoli Database)

Ecoli veritabami igin elde edilen sonuglar Tablo 13, Tablo
14 ve Tablo 15’te gosterilmistir. Tablo 13’te 4 tane “cp”, 5
tane “im”, 2 tane ”imU”, 3 tane “om”, 3 tane “pp” ve 1
tanede “omL” sinifindan olmak iizere toplam 18 tane kural
bulunmustur. Bu  ¢alistirmadaki  verilerin  dogru
siniflandirilma orani 295/336=0,878’dir. Yani %87,8 oranla
dogru caligmaktadir. Tablo 14’te Ecoli veritabani i¢in
program ikinci kez calistirildiginda elde edilen sonuglar yer
almaktadir. Buna gore “cp” smifindan 3 tane, “im”
siifindan 3 tane, “imU” sinifindan 2 tane, “om” smifindan
1 tane, “pp” smifindan 2 tane ve “omL” sinifindan 1 tane
olmak iizere, toplam 12 tane kural bulunmustur. Bu
calistirmada verilerin dogru siniflandirilma orani 292/336=
0,869’dur. Tablo 15’te Ecoli veritaban1 igin program
tiglincli kez calistirildiginda elde edilen sonuglar yer
almaktadir. Bu calistirmada “cp” sinifi i¢in 3 tane, “im”
smifi i¢in 3 tane, “imU” smifi i¢in 2 tane, “om” sinifi 1
tane, “pp” smuft i¢in 2 tane ve “omL” smuft icin 1 tane
olmak iizere, toplam 12 tane kural bulunmustur. Bu
calistrmada  verilerin  dogru  siiflandirilma  orant
288/336=0,857"dir. Ecoli veritabani i¢in yukarida verilen 3
ayr1 sonuca gore, veriler ortalama %=86,8 oraninda dogru
smiflandirilmustir.  Kullanilan tiim algoritmalardan elde
edilen sonuglar ise Tablo 16°da gosterilmektedir. Bu
tabloda, Ecoli veritabani i¢in algoritmalarin performansini
karsilagtirmak amaciyla literatiirde kullamilan dogruluk
yiizdesi, kesinlik (precision), hassasiyet (recall) ve F-6lgiitii
(F-measure) degerleri verilmistir. Tablodan, bu ¢alismada
Onerilen KSO algoritmasinin Kkesinlik, hassasiyet ve F-
Olciitli i¢in diger algoritmalara gore en yiliksek performansa
sahip oldugu goriilmektedir. Veritabanindaki siniflar igin
algoritmalarin buldugu Tip-1 ve Tip-2 hatalar1 ise Tablo
17°de gosterilmistir.

Pima indians diabetes veritabani sonuclart
(Results for pima indians diabetes database)

Pima Indians Diabetes veritabani i¢in elde edilen sonuglar
Tablo 18, Tablo 19 ve Tablo 20’de gosterildigi gibidir. Bu
veritabaninda sadece 2 tane smif oldugundan yalmizca
“tested-negative” sinifi igin kurallar bulunmustur. Ayrica,
son olarak “bu kurallara uymayan veriler “tested-positive”
siifina aittir” kurali, kurallar kiimesine eklenmistir. Son
kural igin dogru pozitif sayisi ise veritabaninda “tested-
positive” sinif etiketine sahip olan verilerin sayisidir.

Tablo 18’de Pima Indians Diabetes veritabani igin program
calistirildiginda elde edilen sonuglar yer almaktadir. Buna
gore “tested-negative” sinifi i¢in toplam 6 tane kural
bulunmustur. Bu caligtirmada  verilerin dogru
siiflandirilma orani 616/768=0,802’dir. Tablo 19°da Pima
Indians Diabetes veritaban1 i¢in program ikinci defa
calistirildiginda elde edilen sonuglar gosterilmektedir. Buna
gore “tested-negative” sinifi i¢in 8 tane kural bulunmustur.
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Tablo 13. Ecoli veritabani i¢in birinci ¢alistirmada elde edilen kurallar
(Obtained rules from the first run for Ecoli database)

Sif Kural DP YP
cp 0,175<mcg<0,529 ve 0,24<aim2<0,537 105 4
cp 0,227<gvh<0,475 ve lip=0,48 ve 0,03<aim1<0,555 27 1
cp 0,167<mcg<0,302 4 4
cp 0,552<gvh<0,663 ve 0,523<aim2<0,553 2 0
im 0<mcg<0,551 ve lip=0,48 42 2
im 0,64<aim1<0,811 ve 0,316<aim2<0,737 11 4
im 0,572<mcg<0,774 ve lip=0,48 ve 0,801<aim2<0,99 10 3
im 0,701<aim1<0,721 3 3
im lip=0,48 ve 0,698<aim1<0,716 ve 0,735<aim2<0,965 2 2
imU 0,705<mcg<0,89 ve 0,725<aim1<0,921 15 0
imU 0,618<aim2<0,771 7 0
om 0,644<aac<0,88 ve 0,203<aim2<0,533 15 0
om 0,898<gvh<0,904 1 0
om 0,742<aac<0,751 1 0
pp 0,588<gvh<0,897 ve 0,157<aim2<0,436 34 2
pp 0,608<mcg<0,784 ve lip=0,48 ve chg=0,5 ve 11 0
0,294<aim2<0,55
pp chg=0,5 ve 0,687<aiml1<1 ve 0,184<aim2<0,202 1 0
omL 0,636<mcg<0,735 ve 0,543<aim1<0,603 4 0
Tablo 14. Ecoli veritabam i¢in ikinci ¢alistirmada elde edilen kurallar
(Obtained rules from the second run for Ecoli database)
Smf Kural DP YP
cp 0<mcg<0,511 ve 0,03<aim1<0,463 116 3
cp 0,16<gvh<0,467 ve lip=0,48 ve 0,353<aim2<0,615 17 0
cp 0,16<gvh<0,587 ve lip=0,48 ve 0,389<aim2<0,616 5 5
im 0,053<mcg<0,551 ve chg=0,5 ve 0,565<aim1<1 45 2
im 0,563<mcg<0,76 ve chg=0,5 ve 0,771<aiml<1 13 4
im 0,557<aac<0,703ve 0,643<aiml<1 ve 0,576<aim2<0,755 6 1
imU 0,729<mcg<0,89 ve 0,614<aim2<0,99 19 1
imuU 0,423<mcg<0,695 ve lip=0,48 ve 0,732<aim2<0,773 6 0
om 0,551<gvh<1 ve 0,634<aac<0,88 15 0
pp 0,576<gvh<0,884 ve 0,355<aim1<0,668 40 0
pp 0,414<aac<0,505 ve 0,305<aim1<0,688 5 1
omL lip=1 ve chg=0,5 5 1
Tablo 15. Ecoli veritabani igin ti¢iincii ¢alistirmada elde edilen kurallar
(Obtained rules from the third run for Ecoli database)

Sif Kural DP YP
cp 0,166<mcg<0,551 ve 0,173<aim2<0,479 104 4
cp 0,215<gvh<0,487 ve 0,03<aim1<0,553 27 2
cp 0,215<gvh<0,487 ve chg=0,5 ve 0,391<aim1<0,463 5 1
im 0<mcg<0,612 ve lip=0,48 ve 0,567<aiml<1l 51 3
im 0,584<mcg<0,747 ve 0,636<aim2<0,75 8 3
im 0,625<mcg<0,749 ve 0,801<aim2<0,932 6 3
imU lip=0,48 ve 0,768<aim2<0,922 13 0
imuU 0,41<aac<0,593 ve 0,59<aim2<0,781 10 2
om 0,569<gvh<0,9 ve 0,647<aac<0,88 14 0
pp 0,589<gvh<0,898 ve chg=0,5 ve 0,357<aim1<0,659 40 0
pp 0,362<gvh<0,591 ve 0,446<aac<0,519 ve 0,347<aiml<l 5 0
omL lip=1 ve chg=0,5 5 1
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Tablo 16. Ecoli veritabani i¢in elde edilen sonuglar (Obtained results for Ecoli database)

Kullamlan  Bulunan Toplam DP/Toplam  Dogruluk  Kesinligin Hassasiyetin ~ F-Olgiitiiniin
Algoritma  Kural Sayisi  Veri Sayisi Yiizdesi Agirlikli Agirlikli Agirlikli
Ortalamasi  Ortalamasi Ortalamasi

One-R 7 235/336 %69,94 0,652 0,699 0,648

Part 13 308/336 %91,66 0,917 0,917 0,909

Ridor 46 297/336 %88,39 0,872 0,884 0,877

Jrip 10 305/336 %90,77 0,887 0,911 0,898

KSO 19 295/336 %87,8 0,920 0,939 0,928

Tablo 17. Ecoli veritabani i¢in elde edilen Tip-1 ve Tip-2 hatalar
(Obtained Type-1 and Type-2 errors for Ecoli database)

One-R Part Ridor Jrip KSO
Tip-1 Tip-2  Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2
cp 15 25 1 5 3 9 4 13 7 7
im 4 45 3 15 11 13 9 5 9 9
imuU 29 2 15 1 10 5 4 6 2 2
= om 20 0 2 1 2 4 2 2 0 0
n pp 24 29 3 5 8 7 2 4 0 0
omL 5 0 2 0 1 1 5 0 1 1
imL 2 0 0 1 2 0 2 0 0 2
imS 2 0 2 0 2 0 2 0 0 2
Toplam 101 101 28 28 39 39 30 30 19 19
Tablo 18. Diabetes veritabani i¢in birinci ¢alistirmada elde edilen kurallar
(Obtained rules from the first run for Diabetes database)
S f Kural DP YP
tested_negative O<plas<111,915 ve 0<mass<66,942 278 45
tested_negative O<plas<127,998 110 47
tested_negative 48,049<plas<166,752 ve 1,926<pres<122 ve 0<mass<30,155 48 15
tested_negative O<preg<7,991 ve 75,012<plas<165,303 ve 61,191<pres<91,751 ve 20 13
6,36<skin<56,241 ve 118<insu<727,65 ve 5,44<mass<50,286
tested_negative 0<preg<16,848 ve 31,705<pres<95,138 ve 0<insu<86,08 3 0
tested_negative 22,614<plas<144,59 ve 74,382<pres<85,686 14 5
tested_positive Ustteki kurallara uymayan veriler 143 27
Tablo 19. Diabetes veritabani igin ikinci ¢alistirmada elde edilen kurallar
(Obtained rules from the second run for Diabetes database)
Smif Kural DP YP
tested_negative O<plas<111,998 284 45
tested_negative O<plas<129,94 ve 0<pres<109,715 ve 0,078<pedi<2,413 110 54
tested_negative 0,104<pres<122 ve 0<mass<29,997 48 21
tested_negative 0<pres<118,805 ve 40,028<mass<40,877 8 0
tested_negative 91,671<plas<154,832 ve 28,132<pres<88,481 ve 2,376<skin<31,705 13 7
tested_negative 0<preg<16,88 ve 0<skin<98,967 ve 506,991<insu<798,541 ve 2 0
6,976<mass<64,632 ve 29,343<age<49,433
tested_negative O<plas<119,811 ve 0<mass<67,07 ve 21<age<80,976 5 1
tested_negative 4,577<preg<17 ve 0<plas<179,985 ve 18,172<pres<122 ve 3 0
59,119<age<81
tested_positive Ustteki kurallara uymayan veriler 140 27
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Tablo 20. Diabetes veritaban i¢in ti¢iincii ¢alistirmada elde edilen kurallar
(Obtained rules from the third run for Diabetes database)

Simif

Kural DP YP

tested_negative O<plas<111,925 ve 0<mass<54,959 278 44
tested_negative 37,569<plas<143,354 ve 30,177<pres<89,893 ve 0<skin<96,567 ve 108 44

0,078<pedi<2,283

tested_negative 43,175<plas<151,165 ve 3,629<mass<27,272 27 2
tested_negative 4,315<preg<17 ve 39,12<plas<180,549 ve 0<pres<118,05 ve 5 0
0O<mass<64,018 ve 58,026<age<81
tested_negative 0,048<pres<122 ve 0<skin<98,98 ve 579,2<insu<846 2 0
tested_negative 136,02<insu<426,951 ve 1,106<mass<67,1 ve 22<age<28 7 0
tested_negative 0<preg<15,768 ve 66,852<plas<171,43 ve 59,814<pres<90,481 ve 5 0
34,224<skin<66,755 ve 0,002<mass<67,1
tested_negative 1,101<preg<17 ve O<plas<114,784 ve 0,078<pedi<2,396 6 0
tested_negative 116,521<plas<148,919ve 5,222<pres<122 ve 0<mass<30,048 ve 5 0
23<age<81
tested_positive Ustteki kurallara uymayan veriler 178 57
Tablo 21. Diabetes veritabani igin elde edilen sonuglar
(Obtained results for Diabetes database)
Kullamilan ~ Bulunan Kural ~ Toplam DP/ Dogruluk Kesinligin ~ Hassasiyetin  F-Olgiitiiniin
Algoritma  Sayisi Toplam Veri Yiizdesi Agirlikh Agirlikh Agirlikh
Sayisi Ortalamas1  Ortalamasi Ortalamasi
One-R 10 586/768 %76,30 0,759 0,764 0,755
Part 13 624/768 %81,25 0,845 0,813 0,817
Ridor 4 605/768 %78,77 0,799 0,788 0,769
Jrip 4 609/768 %79,29 0,789 0,793 0,788
KSO 10 621/768 %80,90 0,805 0,926 0,859
Tablo 22. Diabetes veritabani igin elde edilen Tip-1 ve Tip-2 hatalar
(Obtained Type-1 and Type-2 errors for Diabetes database)
One-R Part Ridor Jrip KSO
Tip-1 Tip-2  Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2
Tested- 56 125 119 25 23 140 57 102 90 57
= negative
n Tested- 125 56 25 119 140 23 102 57 57 90
positive
Toplam 181 181 144 144 163 163 159 159 147 147
Tablo 23. BUPA veritabani i¢in birinci ¢alistirmada elde edilen kurallar
(Obtained rules from the first run for BUPA database)
Siif Kural DP YP
2 35<gammagt<297 84 33
2 4<sgpt<19,495 ve 13,312<sgot<82 ve 0<drinks<19,98 51 16
2 65<mcv<88,966 ve 21,066<sgot<82 25 9
2 82,757<alkphos<97,955 ve 16,976<gammagt<231,981 3 0
2 65<mcv<97,889 ve 31,798<alkphos<126,708 ve 23,617<sgot<28,621 8 0
2 90,354<mcv<97 ve 53<alkphos<123 ve 1<drinks<3 6 0
2 65<mcv<87,877 ve 3,077<drinks<7,976 3 0
2 65<mcv<90,99 ve 4,049<drinks<7,913 1 0
2 23<alkphos<76,942 ve 32,05<sgot<82 1 0
2 23<alkphos<53,985 ve 27,148< gammagt <297 2 0
2 55,678<alkphos<57,852 ve 16,593< gammagt <297 3 0
1 Ustteki kurallara uymayan veriler 87 13
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Tablo 24. BUPA veritabani i¢in ikinci ¢alistirmada elde edilen kurallar

(Obtained rules from the second run for BUPA database)

Simif Kural DP YP
2 22,027< sgot <56,671 ve 20,295< gammagt <279,023 89 33
2 23<alkphos<78,977 ve 4<sgpt<19,794 48 10
2 28< gammagt <297 27 17
2 65<mcv<103 ve 4<sgpt<155 ve 8,588<drinks<15,975 1 0

2 23<alkphos<137,267 ve 30,054<sgot<82 ve 0,516<drinks<20 2 0

2 65<mcv<102,497 ve 35,362<alkphos<56,845 ve 21,602<sgot<82 5 0

2 65<mcv<86,84 ve 54,39<alkphos<76,461 6 0

2 65<mcv<89,988 ve 65,452<alkph0s<94,924 ve 3,06<drinks<20 2 0

2 65<mcv<90,881 ve 99,659<alkphos<138 ve 0,523<drinks<20 2 0

2 65<mcv<86,906 ve 23<alkphos<98,706 ve 3,009<drinks<20 1 0

1 Ustteki kurallara uymayan veriler 85 17

Tablo 25. BUPA veritabani i¢in tigiincii ¢alistirmada elde edilen kurallar
(Obtained rules from the third run for BUPA database)
Simif Kural DP YP
2 67,77<mcv<96,958 ve 21,084< gammagt<72,36 99 40
2 4<sgpt<19,414 47 19
2 78,65<mcv<89,136 ve 98< gammagt<242,606 6 0
2 76,672<mcv<88,163 ve 35<alkphos<91,271 ve 3,305<drinks<11,153 7 0
2 66,887<alkphos<104,774 ve 47<sgot<82 5 0
2 38,2<alkphos<74,752 ve 5<sgot<65 ve 145< gammagt<247,606 3 0
2 26,938<sgot<50,58 ve 9,292<drinks<14,875 3 0
2 35,214<alkphos<62,628 ve 3,254<drinks<5,706 6 0
2 89,902<mcv<93,819 ve 40,625<sgpt<45,992 ve 22,567<sgot<37,061 2 0
2 80,304<mcv<85,95 ve 57,113<alkphos<74,587 4 0
1 Ustteki kurallara uymayan veriler 86 18
Tablo 26. BUPA veritabani i¢in elde edilen sonuglar (Obtained results for BUPA database)
Kullanilan ~ Bulunan Kural =~ Toplam Dogruluk Kesinligin ~ Hassasiyetin  F-Olgiitiiniin
Algoritma  Sayist DP/Toplam Veri  Yiizdesi Agirlikli Agirlikli Agirlikly
Sayisi Ortalamas1  Ortalamasi Ortalamasi
One-R 14 235/345 %68,11 0,695 0,693 0,694
Part 15 297/345 %86,08 0,866 0,861 0,858
Ridor 3 246/345 %71,30 0,761 0,751 0,739
Jrip 5 270/345 %78,26 0,729 0,730 0,726
KSO 12 274/345 %79,40 0,808 0,962 0,878
Tablo 27. BUPA veritabani i¢in elde edilen Tip-1 ve Tip-2 hatalar
(Obtained Type-1 and Type-2 errors for BUPA database)
One-R Part Ridor Jrip KSO
Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2
“é 2 57 49 37 11 67 19 59 34 58 13
n 1 49 57 11 37 19 67 34 59 13 58
Toplam 106 106 48 48 86 86 93 93 71 71
Tablo 28. New Thyroid veritabani igin birinci ¢alistirmada elde edilen kurallar
(Obtained rules from the first run for New Thyroid database)

Simif Kural DP YP
3 4,239<Thyroidstimulating<41,033 23 0

2 3,287<Triiodothyronine<7,822 20 0

2 17,161<Thyroxin<23,019 7 0

2 87,643<T3resin<99,24 ve 10,56<Thyroxin<15,188 5 0

1 Ustteki kurallara uymayan veriler 150 10
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Tablo 29. New Thyroid veritabani igin ikinci ¢alistirmada elde edilen kurallar
(Obtained rules from the second run for New Thyroid database)

Sinif Kural DP YP
1 6,595<Thyroxin<11,035 108 1
1 99,809<T3resin<117,545 ve 5,636<Thyroxin<13,196 27 2
1 112,674<T3resin<129,425 ve 11,328<Thyroxin<16,324 10 0
2 17,183<Thyroxin<24,119 26 0
2 2,695<Triiodothyronine<5,808 7 0
3 Ustteki kurallara uymayan veriler 28 6
Tablo 30. New Thyroid veritabani i¢in iiglincii ¢alistirmada elde edilen kurallar
(Obtained rules from the third run for New Thyroid database)
Simif Kural DP YP
1 6,588<Thyroxin<11,036 108 1
1 11,079<Thyroxin<12,916 22 4
1 5,689<Thyroxin<6,515 12 2
1 106,924<T3resin<121,659 ve 4,54<Thyroxin<16,502 ve 7 0
0,28<TSH_value<3,743
2 2,697<Triiodothyronine<7,822 22 0
2 15,084<Thyroxin<20,541 8 0
3 Ustteki kurallara uymayan veriler 27 2
Tablo 31. New Thyroid veritabani i¢in elde edilen sonuglar
(Obtained results for New Thyroid database)
Kullanilan ~ Bulunan Toplam Dogruluk  Kesinligin Hassasiyetin ~ F-Olgiitiiniin
Algoritma  Kural Sayisi  DP/Toplam Veri Yiizdesi Agirlikli Agirlikli Agirlikli
Sayisi Ortalamasi Ortalamasi Ortalamasi
One-R 3 198/215 %92,09 0,921 0,921 0,920
Part 4 213/215 %99,06 0,991 0,991 0,991
Ridor 7 206/215 %95,81 0,969 0,967 0,967
Jrip 4 209/215 %97,20 0,972 0,972 0,972
KSO 7 206/215 995,81 0,959 0,990 0,974
Tablo 32. New Thyroid veritabani i¢in elde edilen Tip-1 ve Tip-2 hatalar
(Obtained Type-1 and Type-2 errors for New Thyroid database)
One-R Part Ridor Jrip KSO
Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2 Tip-1 Tip-2
o 1 5 12 0 2 0 7 3 3 7 1
s 2 6 4 0 0 3 0 2 2 0 2
3 6 1 2 0 4 0 1 1 2 0
Toplam 17 17 2 2 7 7 6 6 9 3

Ikinci calistirmada verilerin dogru smiflandirilma oranmi
613/768=0,798’dir. Tablo 20°de Pima Indians Diabetes
veritabani i¢in program {giincli kez galistirildiginda elde
edilen sonuglar yer almaktadir. Buna gore “tested-negative”
sinift i¢in 9 tane kural bulunmustur. Bu c¢alistirmada
verilerin dogru siniflandirilma oran1 621/768=0,809’dur.
Yani %80,9 oranla dogru sonuglar vermektedir. Pima
Indians Diabetes veritabani igin yukarida verilen 3 ayr
sonuca gore, veriler ortalama %80,3 oraninda dogru
smiflandirilmigtir.  Bu  veritaban1  i¢in  kullanilan
algoritmalardan elde edilen sonuglar ise Tablo 21°de
gosterilmektedir. Bu tabloya gore; KSO algoritmasi sadece
dogruluk yilizdesi ve kesinlik oOlgiitii  igcin  Part
algoritmasindan  kotii, diger  Olgiitler igin  tiim
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algoritmalardan daha iyi sonu¢ vermistir. Veritabanindaki
smiflar i¢in algoritmalarin buldugu Tip-1 ve Tip-2 hatalar
ise Tablo 22°de gosterilmistir.

Liver disorders (BUPA) veritabani sonuclari
(Results for liver disorders (BUPA) database)

Liver Disorders (BUPA) veritaban1 igin elde edilen
sonu¢lar Tablo 23, Tablo 24 ve Tablo 25’te gosterildigi
gibidir. BUPA veritabaninda da sadece 2 tane sinif
oldugundan “2” smifi i¢in kurallar bulunmustur. Bu
kurallarin disinda kalanlar ise “1” sinifina ait olmaktadir.
“1” smifina ait olan dogru pozitif sayisi ise veritabaninda
“1” sinif etiketine sahip olan verilerin sayisidir. Tablo 23’te
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BUPA veritabani i¢in programin ilk ¢aligtirilmasinda elde
edilen kurallar yer almaktadir. “2” sinifina ait toplam 11
tane kural bulunmustur. Bu calistirmada verilerin dogru
siiflandirilma oran1 274/345=0,794’tiir. Tablo 24’te BUPA
veritabani i¢in ikinci ¢aligtirmada elde edilen kurallar yer
almaktadir. “2” sinifina ait toplam 10 tane kural
bulunmustur. Buna gore verilerin dogru smiflandiriima
oram 268/345=0,777’dir. Tablo 25’te BUPA veritabani igin
iiclincii calistirmada elde edilen kurallar yer almaktadir. “2”
smifina ait toplam 10 tane kural bulunmustur. Buna gore
verilerin dogru smiflandirilma orami 268/345=0,777’dir.
Liver Disorders (BUPA) veritabani igin yukarida verilen 3
ayrl sonuca gore, veriler ortalama %78,3 oraninda dogru
siniflandirilmigtir.  Bu  veritaban1  i¢in  kullanilan
algoritmalardan elde edilen sonuglar ise Tablo 26°da
gosterilmektedir. Bu tabloya gore; KSO algoritmasi sadece
dogruluk  yiizdesi ve kesinlik Olgiiti  igin  Part
algoritmasindan  kotll,  diger  Olgiitler  igin  tim
algoritmalardan daha iyi sonu¢ vermistir. Veritabanindaki
smiflar i¢in algoritmalarin buldugu Tip-1 ve Tip-2 hatalar1
ise Tablo 27°de gosterilmistir.

Thyroid disease (new thyroid) veritabani sonuclari
(Results for thyroid disease (new thyroid) database)

Thyroid Disease (New Thyroid ) veritabani i¢in elde edilen
sonuglar Tablo 28, Tablo 29 ve Tablo 30°da gosterilmistir.
Bu veritabaninda 3 tane sinif bulunmaktadir. Siniflandirma
kurallar1  bulunurken sadece iki smf igin kural
bulunmaktadir. Bu kurallarin disinda kalanlar ise tgiincii
smifta olmaktadir. Son sinif i¢in DP sayisi, veritabaninda
son smif ile aym smf etiketine sahip olan verilerin
sayisidir. Tablo 28’de Thyroid Disease (New Thyroid )
veritabani bir kere calistirildiginda elde edilen sonuglar yer
almaktadir. Program “3” ve “2” siniflari i¢in ¢aligtirilmistir
ve “3” smifindan 1 tane, “2” siifindan da 3 tane olmak
iizere, toplamda 4 tane siniflandirma kurali tretilmistir.
Buna gore wverilerin dogru smiflandirilma  oram
205/215=0,953"tir. Tablo 29°da Thyroid Disease (New
Thyroid ) veritaban ikinci kez ¢alistirildiginda elde edilen
sonuglar yer almaktadir. Bu ¢alistirmada “1” ve “2” siiflar
icin kurallar bulunmustur. “1” siifindan 3 tane ve “2”
siifindan 2 tane olmak iizere, toplamda 5 tane Kkural
bulunmustur. Buna gore verilerin dogru siniflandirilma
oram 206/215=0,958’dir. Tablo 30’da Thyroid Disease
(New Thyroid) veritaban1 tigiincii kez ¢alistirildiginda elde
edilen sonuglar yer almaktadir. Bu ¢aligtirmada da “1” ve
“2” siniflart igin kurallar bulunmustur. “1” sinifi i¢in 4 tane
ve “2” sinifi i¢in 2 tane olmak iizere, toplamda 6 tane kural
bulunmustur. Buna gore verilerin dogru siiflandirima
orant 206/215=0,958"dir. Yani program %95,8 dogru
kurallar iiretmektedir. Thyroid Disease (New Thyroid)
veritabani igin yukarida verilen 3 ayr1 sonuca gore, veriler
ortalama %95,6 oraninda dogru smiflandirilmistir. Bu
veritabani i¢in kullanilan algoritmalardan elde edilen diger
sonuglar Tablo 31’de gosterilmektedir. Bu tabloya gore;
KSO algoritmasi dogruluk yiizdesi i¢in One-R’den daha iyi
Ridor ile ayni; kesinlik olgiiti igin One-R’den iyi,
hassasiyet ve F-6l¢iitleri i¢in One-R, Ridor ve Jrip’ten daha

iyi sonu¢ vermistir. Veritabanindaki simiflar igin
algoritmalarin buldugu Tip-1 ve Tip-2 hatalar1 ise Tablo
32’de gosterilmistir.

4. SONUCLAR (CONCLUSIONS)

Optimizasyon  problemleri i¢in  birgok  algoritma
Onerilmistir. Metasezgisel algoritmalar, biyik boyutlu
optimizasyon problemleri i¢in, kabul edilebilir siirede
optimuma yakin ¢6ziimler verebilen genel ¢oziim
yontemleridir. Bu calismada, siirii zekasi tabanli giincel
metasezgisel optimizasyon algoritmalarindan KSO ile
Visual C# dilinde, ilk kez niimerik veritabanlarinda
otomatik smiflandirma kural kesfi yapacak bir program
gelistirilmistir. UCI veri ambarindan aliman 4 adet
veritabani bu programda uygulanmis ve elde edilen
sonuglar Weka programindan elde edilen sonuglar ile
karsilagtirilmistir. Buna gore;

Ecoli veritabani i¢in, bu c¢alismada elde edilen kurallarin
dogruluk yiizdesi ortalama olarak %86,8 olmaktadir. Weka
programinda ise One-R algoritmasi igin %69,04; Part
algoritmasi i¢in %91,66; Ridor algoritmasi i¢in %88,39 ve
Jrip algoritmasi i¢inde %90,77 olmaktadir. Karsilastirma
yapildiginda One-R algoritmasina gore daha iyi sonuglar
elde edilirken, diger 3 algoritmaya gore daha kotii sonuglar
elde edilmistir. KSO algoritmasinin kesinlik, hassasiyet ve
F-olciiti i¢in ise diger algoritmalara gore en yiiksek
performansa sahip oldugu goriillmiistiir. Pima Indians
Diabetes veritabani i¢in elde edilen kurallarin dogruluk
ylizdesi ortalama olarak %80,3 olmaktadir. Weka
programinda ise One-R algoritmas: i¢in %76,30; Part
algoritmasi i¢in %81,25; Ridor algoritmasi igin %78,77 ve
Jrip algoritmasi i¢in%79,29 olmaktadir. Bulunan degerler
kargilastirildiginda Part algoritmasina goére daha koti
sonuglar elde edilirken diger 3 algoritmadan ise daha iyi
sonuglar bulunmustur. KSO algoritmasi kesinlik 6l¢iitli i¢in
Part algoritmasindan koétii, hassasiyet ve F-olgiitleri icin
diger tiim algoritmalardan daha iyi sonuglar vermistir. Liver
Disorders (BUPA) veritabani igin elde edilen kurallarin
dogruluk yilizdesi %78,3 olmaktadir. Weka programinda ise
One-R algoritmast i¢in %68,11; Part algoritmasi igin
%86,08; Ridor algoritmasi igin %71,30 ve Jrip algoritmasi
i¢in %78,26 olmaktadir. Degerler karsilastirildiginda, Part
algoritmasina gére daha kotii sonuglar elde edilirken, diger
li¢ algoritmaya gore ise daha iyi sonuglar elde edilmistir.
KSO algoritmasi kesinlik 6l¢iitii i¢in Part algoritmasindan
koti, hassasiyet ve F-olciitleri i¢in diger algoritmalardan
daha iyi sonuglar vermistir. Thyroid Disease (New Thyroid)
veritabani i¢in elde edilen kurallarin dogruluk yiizdesi ise
ortalama olarak %95,6 olmaktadir. Weka programinda ise
One-R algoritmast ig¢in %92,09; Part algoritmasi igin
%99,06; Ridor algoritmasi i¢in %95,81 ve Jrip algoritmasi
i¢in %97,20 olmaktadir. Karsilagtirma yapildiginda Part ve
Jrip algoritmalarinin gore daha kotii sonuglar elde edilirken,
One-R algoritmasindan daha iyi sonuglar bulunmustur ve
Ridor algoritmasina ise yakin sonuglar bulunmustur. KSO
algoritmasi kesinlik 6lgiitii i¢in One-R’den iyi, hassasiyet
ve F-oOlciitleri icin One-R, Ridor ve IJrip’ten daha iyi
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sonuglar vermistir. Elde edilen ve Karsilastirilmasi yapilan
bu sonuglara gore, KSO algoritmasinin siniflandirma kural
kesfinde etkili bir yontem oldugu goriilmektedir. KSO
algoritmasi lizerinde herhangi bir iyilestirme yapilmadig1 ve
bu alanda ilk kez kullanildig1 halde elde edilen sonuglarin
umut verici oldugu gozlenmistir. Ayrica gelistirilen
programda, bulunan kurallardaki niteliklerin  deger
araliklari, kurallarla es zamanli olarak bulunmaktadir. Yani
niteliklerin deger araliklart i¢in ayrica bir 6n iglem
gerekmemekte ve kuralla birlikte otomatik olarak
ayarlanmaktadir. Kullanilan amag fonksiyonunun ¢ok esnek
olmast ve farkli objektif ya da siibjektif amaclarin
kolaylikla fonksiyona entegre edilebilir olmasi, nitelikler
aras1 etkilesimle bas edebilmesi, kural budama gibi ek
islemlere ihtiyag duymamasi; yontemin diger istiinliikleri
olarak siralanabilir. KSO ¢6ziim uzay1 iizerinde yani bu
¢alismada veritabanlarinda 6n bir bilgiye ihtiya¢ duymaz ve
varsayimlar yapmaz. Bu uzaydaki siireksizlikler, eksik ve
hatalar; arama siiresince ¢ok az etkiye sahiptir. KSO farkli
tipte verilerden olusan veritabanlarinda etkili bir kural
kesfetme algoritmasi olarak goriilmektedir. Bu makalede
kural kesfi i¢in uyarlanan KSO ilk o&nerilen haliyle
kullanilmistir.  Yani algoritma iizerinde herhangi bir
iyilestirme yapilmamistir. Daha basarili sonuglarin elde
edilmesi amactyla, algoritmanin ilk asamas1 olan baslangig
popiilasyonu iiretme asamasinda iyilestirmeler yapilabilir.
Yani baglangi¢ kedi pozisyonlarinin gelisigiizel iiretilmesi
yerine, sistematik bir yolla diizenli olarak arama uzayima
dagitim1 yapilabilir. Bu amagla kaos, diizenli popiilasyon,
ortogonal diziler gibi birgok baslangi¢ popiilasyonu iiretim
teknigi  kullanilabilir. ~ Ayrica, KSO’nun pozisyon
giincelleme esitlikleri; kaos, bulamik mantik ya da
uyarlamali katsayilarla iyilestirilebilir. Ayrica algoritmanin

sonlanma  sarti, literatirde  bulunan  sonlandirma
yontemlerinden biri segilerek degistirilebilir. Bunlarin
haricinde, smiflar igin bulunan kurallarin kapsadigt

kayitlarin veritabanindan silinmesi yerine, bu kayitlara birer
ceza verilip bulunacak diger kurallarin dogru pozitif
hesabinda bu cezalarin hesaba katilmasi yoluyla, dogruluk
orant arttirilabilir. Yontemin iyi ayarlanmis parametrelerle
adali, paralel, dagitik ve hibrit versiyonlar1 diizenlenebilir
ve niimerik veritabanlarinda veri madenciliginin kiimeleme
kurallarmin kesfi, birliktelik kurallarinin kesfi, ardigik
ortintii kesfi vb. alanlarinda da etkili sekilde kullanilabilir.
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