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Bu ¢alismada; bankacilik sektériinde miisterilerden gelen her
tirli bildirimlerin siniflandiriimasi, sonrasinda bu siniflarin
onceliklendirilmesi ve bu éncelige gére miisteriye geri bildirim
verilmesi amaglanmistir. Bu sayede miisteri memnuniyeti
saglayacak éncelikli bildirimlere hizli ¢6zim (retilebilmesi
hedeflenmistir. Verilerin siniflandirilmasiyla ilgili yapilan
literatiir taramasinda yiiksek dogruluk degerlerinin; Lojistik
Regresyon, Uzun Kisa Siireli Bellek, Multinominal Naive Bayes
ve Destek Vektér Makinesi algoritmalari ile elde edildigi
g6zlemlenmistir. Bu sebeple bu algoritmalarla gergek bir
banka veri seti tizerinde Dogal Dil isleme (Natural Language
Processing - NLP) yéntemleri kullanilarak egitim ve sinama
islemleri gergeklestirilmistir. Yeni bir yéntem olarak sunulan
iki asamalr yaklasimla sinirli sayida veri setiyle calisilarak
dogruluk degerlerini yiizde yetmisin (izerine ¢ikarilmasi
basariimistir.

Anahtar sézciikler: Dogal Dil isleme, Makine Ogrenimi, Tiirkge
Metin  Siniflandirma, Musteri  Memnuniyeti, Lojistik
Regresyon, Destek Vektdr Makinesi, Uzun Kisa Sireli Bellek,
Multinominal Naive Bayes

Gonderme, dizeltme ve kabul tarihi: 21.08.2022 - 07.12.2022 — 22..12.2022
Makale tiri: Arastirma

Ali BOYACI

istanbul Ticaret Universitesi
Miihendislik Fakiiltesi
istanbul, Tiirkiye
aboyaci@ticaret.edu.tr
ORCID: 0000-0002-2553-1911

Abstract

In this study; It is aimed to classify all kinds of notifications
from customers in the banking sector, then prioritize these
classes and give feedback to the customer according to this
priority. In this way, it is aimed to produce quick solutions for
priority notifications that will ensure customer satisfaction. In
the literature review on the classification of data, high
accuracy values; It has been observed that it is obtained by
Logistic Regression, Long Short Term Memory (LSTM),
Multinominal Naive Bayes and Support Vector Machine (SVM)
algorithms. For this reason, training and testing processes
were carried out using Natural Language Processing (NLP)
methods on a real bank data set with these algorithms. With
the two-stage approach presented as a new method, it has
been achieved to increase the accuracy values above seventy
percent by working with a limited number of data sets.

Keywords: Natural Language Processing, Machine Learning,
Turkish Text Classification, Customer Satisfaction, Logistic
Regression, Support Vector Machine, Long Short Term
Memory, Multinominal Naive Bayes

1. Giris

Tirkiye'de bankacilik sektori gelismeye ve bliylimeye devam
etmektedir. Misterilerine en iyi hizmeti sunmak icin oldukga
rekabetci bir ortamda faaliyet gosteren cok sayida banka
bulunmaktadir. Bu rekabet ortaminda mdsteri taleplerine en
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hizli sekilde cevap vermek esastir. Bu kapsamda doért farkh
bankanin sikayet yonetiminin iyilestiriimesine yonelik bir
caisma vyapilmistir [1]. Ayrica Endonezya'da kamu
bankalarinin bankacilik hizmetlerine misteri sikayetlerinin
etkisini incelemek icin yapilan c¢alismalarda sikayet
yonetiminin musteri sadakati ve memnuniyeti Uzerinde
onemli bir etkiye sahip oldugu sonucuna varilmistir [2] [3].

Tirkiye'deki bankalarin mevduat paylari ve sikayet oranlari
incelendiginde, sikayetlerin sistemli bir sekilde yonetilmesinin
ve musterilerin memnuniyetinin bankalarin nakit akislarinin
devamhhginda onemli rol oynadigl iddia edilmektedir [4].
Harkiranpal Singh'in bircok arastirmaci ve akademisyenin
gOrUs ve arastirmalarina dayanarak yaptigi calismada, musteri
memnuniyetinin kurumlar icin olmazsa olmaz kriterlerden biri
oldugu sonucuna varilmistir [5]. Bu nedenle musteri
memnuniyeti, musteriler igin Urlind tekrar satin alma
garantisi vermese bile musteri sadakati ve musteriyi elde
tutmada kritik bir rol oynamaktadir. Kuruluslar, misterilerinin
GrGnlerinden memnun olmalarini  saglamak icin ¢aba
gostermelidir. Ayrica, kullanici sikayet verileri bir banka igin
Anahtar Performans Gostergesi (KPI) olarak kullanilabilir.
Misteri memnuniyeti de kullanici sikayetleri ile yiiksek
oranda iligkilidir. Mugteriler ne kadar memnun olursa,
sikayetlerinin o kadar az oldugu aciktir. Misteri memnuniyeti
icin yapilan bir ¢calismada bu KPI'lar kullanilarak misteri puan
karti olusturulur [6].

Musteri  sikayetlerinin ~ ve taleplerinin  yOnetiminde
misterilerden bankaya gelen; banka uygulamalari hakkindaki
problem kayitlari, misteri islemleriyle ilgili istekler ve
miusterilerin  banka uygulamalari hakkinda sorularinin
ayristirilmasi ve hizli sekilde musteriye ulasilmasi 6nem arz
etmektedir.

2. Kaynak Taramasi

Telekom ve internet servis saglayic sirketi icin yapilan bir
arastirma, musterilerin seslerinden 6zellikle 6fke ve mutluluk
olmak Uzere kullanici duygularini  dogru bir sekilde
tanimlanabildigini gosteriyor [7]. Bu tanimlama, bireysel
misteriler icin uygun bir yaklasim olusturmaya yardimci
olabilir. Ek olarak, bu bilgiler sirketlerin kullanici
memnuniyetine yardimci olabilecek 6zel miisteri hizmetlerine
sahip olmalarina yardimci olabilir.

Baska bir calismada ise ingilizce ve Tagalog dilinde 1752
kayittan olusan veri seti lizerinde muisteri sikayetlerinin
siniflandirilmasi yapilmistir [8] [9]. Bu calismalarda musteri
sikayetleriigin uluslararasi bir kalite standardi bulunmaktadir.
Calismada veri seti dort kategoriye ayrilmistir (geri bildirim,
sikayet, 6vgl ve 6neri). Bu ¢alisma sonucunda dogruluk degeri
SVM algoritmasi ile %98,63, LSTM algoritmasi ile %99,32
olarak o6l¢tlmustlir. Ancak verilen degerler sadece egitim
adimlarinin sonuglari oldugu igin belirsizdir.

Rachmawan Adi Laksono ve digerleri tarafindan yapilan bir
arastirma sonucuna gore, finans sektorindeki para akisinin
daha yiiksek olmasina ve en ufak bir problemin neden
olabilecegi durumlara neden olabileceginden, bankalar gibi
finans sektoriinde hizmet veren kurumlar igin sikayet

yonetimi daha kritiktir. ilgili kuruma maliyeti cok yiiksek
olabilir [10].

Arastirmalar, musteri sikayetlerini etkin bir sekilde yonetmek
icin verilerin uygun sekilde siniflandiriimasi gerektigini
gostermektedir. Bu siniflandirma Dogal Dil isleme yontemleri
kullanilarak yapilabilir. Dogal dil islemede siklikla kullanilan
yontemlerden biri, Zellig Haris'in tanittig;; metindeki
noktalama isaretlerini kaldirmak, sézctiklerin kékini bulmak
ve her metindeki soézciklerden bir sézcik kesesi (Bag of
Words - BoW) olusturmaktir [11]. Bu yontem ile veri setindeki
her sozcligiin metinde ge¢me sikligl bulunur. Bu yontem,
yazim hatalarinin géz ardi edilecegi varsayilarak ¢cogu dilde iyi
calisir. incelenen bir calismada, metinleri ve gorsel icerikleri
siniflandirmak igin BoW yontemi kullanilmistir [12].

Metnin dili ve olasi yanlis yazilmig sdzcikler, siniflandirmanin
dogrulugunu etkiler. Diller yapilarina gore farklilik gosterir.
Tirkge, Mogolca, Korece ve Japonca gibi diller sondan
eklemeli diller grubuna girer. Sondan eklemeli diller, s6zciiglin
kokine son ekler ekleyerek farkl sozciikler olusturabilir.
Ornegin; ”Sit” sdzcigl ”-cli” ekini alarak ”Siitcli” olur ve yeni
bir sézclik olusturur. Bu tir sondan eklemeli dillerde bir
sozcuknin kékinu bulmak kolay degildir. Sondan eklemeli
dillerin makine 6grenmesi ile morfolojik analizini yapan bir
¢alismada, SVM algoritmasinin diger algoritmalardan daha iyi
performans gosterdigi gorilmistir [13].

Cok sayida sikayet mesaji alan sirketler icin zor ve bu mesajlari
sinirli kaynaklarla islemek zordur. Bu konu, kamu tarafindan
finanse edilen bir arastirma projesinin bir parcasi olarak ele
alinmistir [14]. Sikayet yonetimi NLP ile siniflandirilarak
otomatik bir yanit sistemi tasarlanmistir. Cesitli uzmanlara
gore bu sistemin uygulanabilir oldugu sonucuna varilsa da
miusterilerden toplanan verilerle sinama edilmedigi icin
dogrulugu tartismaya acik kalmistir.

Sosyal medyadan toplanan 12790 veriden olusan Tiirkce bir
metin Uzerinde yiritilen galismada [15], tim deneylerde
SVM kullanilmis ve duyarlilik analizinin glven duzeyini
artirmak icin 6n caprazlama uygulanmistir. Pozitif, negatif ve
notr olmak Uzere Ug¢ sinifa ayrilan veri setinde %78 dogruluk
elde edilmistir.

Rohit Gavval et al. Kendini Organize Eden Ozellik Haritasi
Birlesik Cihaz Hesaplama Mimarisi (CUDASOM) ile misteri
sikdyetlerinin Gorsel Farkindalik Analizi i¢in Kendini organize
eden Ozellik haritasi (SOM) o6zelligini NVIDIA'nin paralel
hesaplama platformu Birlesik Cihaz Hesaplama Mimarisi
(CUDA)'ni kullanan tanimlayici-analitik bir ¢erceve onerdi
[16]. Onerilen modelin etkinligi, énde gelen dért Hint
bankasinin Griin ve hizmetlerine iliskin musteri sikayet
verileriyle kanitlanmistir. Modelin performansi, belgelerin iki
vektdr uzayl modeli temsili, yani terim frekansi gosterimi ve
Terim Frekansi-Ters Belge Frekansi (TF-IDF) gosterimi ile
karsilastirilir. Modelin TF-IDF tabanlh Belge Terim Matrisi
(DTM) ile frekans tabanh DTM terimine gore daha spesifik bir
segmentasyon Urettigini belirtmislerdir. Gorsellestirme,
CUDASOM'un Urunler-hizmetlerle ilgili sikayetleri etkin bir
sekilde farkh gruplara ayirdigini gostermektedir. Yazar
algoritmanin ayrica seri versiyona kiyasla énemli bir hizlanma
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gosterdigini ve buyilk boyutlu verilerin daha hizli analizi igin
faydali olarak kabul edilebilecegini ifade etmistir.

Deepak Gupta ve digerleri tarafindan yapilan bir ¢alismada,
kullanicilarin herhangi bir dilde geri bildirim
yazabileceklerinden bahsedilmistir. Bu nedenle uygun bilgiyi
aramak genellikle zordur [17]. Ozellikle geleneksel &znitelik
tabanli kontrolli bir modelde, ilgili 6znitelikleri bulmak igin
ilgili dili anlamak gerektiginden genel bir sistem olusturmanin
zor oldugu ifade edilmistir. Bu problemlerin Ustesinden
gelmek icin Evrisimli sinir agr (CNN) ve Yinelemeli sinir agi
(RNN) tabanli yaklasimlar 6nerilmistir. Bu teknikler, musteri
geri bildirim ctmlelerini ingilizce, Fransizca, Japonca ve
ispanyolca olarak analiz etmek icin degerlendirildi. Calismada
ifade edilen deneysel analiz, modellerin Dogal Dil isleme
Uluslararasi Ortak Konferansi (International Joint Conference
on Natural Language Processing - IJCNLP) Misteri Geri
Bildirim Analizi Gzerine Paylasilan Gorev kurulumlarinda dort
dilde de iyi performans gosterdigini gostermektedir. Bu
model, IJCNLP Fransizca igin %71,75 dogruluk oraniyla ikinci,
diger tim diller icin tglincl sirada yer almistir.

Metin siniflandirmada siklikla kullanilan Lojistik Regresyon
algoritmasi, bir sonucu belirleyen bir veya daha fazla bagimsiz
degisken iceren bir veri setini analiz etmek igin kullanilan
istatistiksel bir yontemdir [18]. Lojistik Regresyon ile diger bir
siniflandirma algoritmasi olan Multinominal Naive Bayes
algoritmasinin performansini  karsilastiran bir soru/yanit
uygulamasinda Lojistik Regresyonun Multinominal Naive
Bayes algoritmasindan daha basarili galistigi gozlemlenmistir
[19].

LSTM, Bir RNN mimarisidir [20]. Ogrenilen ilerleme
kaydedildiginde saklanan degerler degismez. RNN'ler,
noronlar arasinda ileri ve geri baglantilara izin verir. Bir metin
siniflandirma ¢alismasinda CNN, alternatif RNN ve LSTM
algoritmalari karsilastiriimis ve LSTM'nin en iyi performansi
gosterdigi belirtilmistir [21].

Naive Bayes Algoritmasi, calisma yontemleri agisindan farkhlik
gosterir.  Metin  siniflandirmada  en ¢ok kullanilan
yontemlerden ikisi Multinominal Naive Bayes algoritmasi ve
Bernoulli Naive Bayes algoritmasidir. Bu iki algoritmanin
karsilastirildigi  bir metin siniflandirma c¢alismasinda 312
kayittan olusan bir veri seti 6n isleme tabi tutulmus ve sonug
olarak Multinominal Naive Bayes algoritmasinin ¢ok az bir
farkla basarili bir sekilde ¢alistigi gortulmustur [22]. Naive
Bayes algoritmasi kosullu olasiliklara dayanir, hedef sinifta
belirli bir degerin olusma olasiligini inceler ve buna gore hedef
sinifin degerini tahmin eder.

SVM ilk olarak 1995 yilinda Corina Cortes ve Vladimir Vapnik
tarafindan piyasaya sirldi [23]. Siniflandirma ve Regresyon
problemleri icin kullanilan en popiiler Denetimli Ogrenme
algoritmalarindan  biridir.  Ancak, Oncelikle  Makine
Ogrenimindeki Siniflandirma problemleri igin kullanilir. SVM
algoritmasinin amaci, yeni veri noktasini dogru kategoriye
hizli  bir sekilde koyulabilmesi ve n-boyutlu uzayi
siniflandirmak igin en iyi ¢izgi veya karar sinirini olusturmaktir.
Bu en iyi karar sinirina hiper diizlem denir. SVM, hiper
dizlemin olusturulmasina yardimci olan u¢ noktalari
(vektorleri) secer. Bu u¢ durumlara destek vektorleri denir; bu

nedenle algoritma destek vektor makinesi olarak adlandirilir.
K-En Yakin Komsu Algoritmasi (KNN), Naive Bayes ve SVM
algoritmalarini  karsilastiran ~ bir  metin  siniflandirma
¢alismasinda, Ug¢ algoritma igin yakin sonuglar elde edilmesine
ragmen, SVM'nin F1 Skoru, kesinlik ve geri ¢agirma
degerlerinin daha Ustiin oldugu goérulmustir [24].

Bu c¢alismada dogal dil isleme yontemleri lzerine yapilan
calismalar arastiriimis ve dogal dil islemede kullanilan birgok
algoritma incelenmistir. Musteri sikayetlerinin analizi ve
ayristiriilmasina yonelik bu calismada Tirkge metinleri
siniflandirmak icin farkh algoritmalar kullanildi. Ancak
belirlenen sinif sayisinin fazla olmasi nedeniyle algoritmalarin
elde ettigi dogruluk degerleri dlismis ve istenilen sonuglar
elde edilememistir. ilgili verilerin bankaya maliyetini ve
misteri memnuniyeti gz 6ninde bulundurularak mimkin
oldugunca veri, en optimal sekilde siniflandiriimaya ¢ahlsiimis
ve siniflara islem aciliyeti belirlenerek oncelik verilmesi
hedeflenmistir. Bu nedenle c¢alismada ger¢ek banka
verilerinin daha detayli bir siniflandiriimasi yapilmis ve bu
calismalari daha etkin uygulayabilecek ve dnceliklendirilmesi
istenen siniflarda daha yiiksek performans elde edebilecek bir
yontem sunulmustur. Bu yontem literatiir taramasindaki tek
asamali siniflandirma yonteminden farkh olarak iki asamada
yapilarak hem dogrulugun artiriilmasi hem de &ncelikli
ulagilmak istenen kayitlarin ayristirilmasini daha efektif
saglamasi amaglanmistir.

Calismanin devaminda: Metodoloji bolimi kullanilan veri
seti, 6nerilen yontem, veri siniflandirma isleminin detaylari
hakkinda bilgi vermekte, Sonuc¢ boliminde ise sonuglar
verilmektedir. Son olarak Sonu¢ bodlimiinde, elde edilen
sonuclar daha 6nce yapilmis ¢alismalarla karsilastiriimis ve
ileriye doniik yapilabilecek ¢alismalar ifade edilerek makale
sonlandiriimistir.

3. Yontem

Bu calismada kaynak taramasinda incelenen galismalarda en
yiksek dogruluk degerlerinin elde edildigi Lojistik Regresyon,
LSTM, Multinominal Naive Bayes ve SVM algoritmalarina
odaklaniimistir. Veri setini siniflandirmak icin detayli olarak
incelenmis ve alti sinifa ayrilmasi gerektigine karar verilmistir.
Uygulanan metodoloji Sekil 1'de gosterilmektedir.
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Sekil-1: Yontem

Her sinif icin veri miktari Sekil 2'de gosterilmistir.

Tlep

Sikayet

Problem

Soru

Oneri

Memnuniyet

halka acik bir veri kiimesini olmayip ticari kaygilar nedeniyle
paylasilamaz. Veri musterilerden gelme tarihine gore
siralanmaktadir.

Veri kiimesini tarihe gore artan sirada oldugundan, benzer bir
zamanda meydana gelen olaylar icin yanilmayl en aza
indirmek amaciyla karistirildi. Dilsiz sozctkler, belirli bir
anlami olmayan ancak sozclikleri birbirine baglamak igin
kullanilan sézciikleri ifade eder. ilk olarak, tek basina bir
anlam ifade etmeyen sozclikler veri kiimesinden gikarildi. Veri
kiimesinden ¢ikarilacak dilsiz sozclikler igin python
programlama dilindeki Dogal Dil isleme Arac Kiti (NLTK)
kutiphanesi kullanildi. Ardindan, metindeki soézciklerde
kullanilan buyuk harfler kigik harfe donustiraldi ve
noktalama isaretleri kaldirildi. Son olarak metindeki her
s6zcugun metinde gegme sayisi (siklig) bulundu ve BoW
olusturuldu. Olusturulan BoW yardimiyla her sozcik essiz
olacak sekilde kodlanarak sayisal degerlere dénustirildi. Bu
kodlama egitim adiminda uygulandi.

Tlm algoritmalar ayni egitim ve sinama verileriyle ¢alisacak
sekilde kodlandi. Veri kiimesinin baslangicindan itibaren her
bir algoritma igin %70’i egitim verisi ve kalan %30’u sinama
verisi olacak sekilde belirlendi. Her algoritma icin egitim iglemi
gerceklestirildikten sonra elde edilen sonu¢ %30’luk sinama
verisi Uzerinde denendi edildi.

4. Sonug

Kaynak taramasinda NLP’de basarili sonuglar Urettigi fark
edilen algoritmalar (Cizelge 1’de “Algoritma” baslig altinda
gosterilmektedir) kullanilarak 6 ayri sinifa ayrilmis veri
kiimesini “3.1. islem Adimlari” bashg altinda ifade edilen
yontemlerle siniflandirarak yapilan galismada elde edilen
sonuglar Cizelge 1'de Temel Yontem sltununda her bir
algoritma icin gosterilmistir.

Cizelge-1: Deney Sonuglari

0 200 400 600 800 1000 1200
Kategori

Sekil-2: Veri Setinin Kategorileri

Veri kiimesini siniflarken ederken misterinin bankadan aldigi
hizmetlerde sorun oldugunu distndiren metinler “Problem”
olarak etiketlendi. Musterinin bankadan herhangi bir konuda
talepte bulundugunu distindiren metinler “Talep”, bankaya
iletilmis olan tiim sorular “Soru” olarak etiketlendi. Veri
setinde bankaya gonderilen teklifleri ve banka hizmetlerinin
kullanimina iliskin 6neriler (6rnegin bankamatik yeri 6nerisi)
“Oneri” olarak etiketlendi. Miisterinin beyanina gore; Tehdit,

personelin  tutumundan memnuniyetsizlik ve musteri
tarafindan magdur olduklari belirtilmis ifadeler “Sikayet”
olarak etiketlendi. Son olarak miusterilerden gelen
memnuniyet beyani oldugu duslintlen metinler
“Memnuniyet” olarak etiketlendi.

3.1. islem Adimlari

Veri kiumesini gercek bir banka musterilerinin farkl

kanallardan bankaya ilettigi 6 aylk verilerden olusmaktadir.
3020 kayittan olusan bu veri banka operatorleri tarafindan
kisisel veri icermeyecek sekilde maskelenmistir. Veri seti,

Dogruluk
. Onerilen Yontem
Algoritma .
Temel Yontem iKinci
. inci
Ik A
sama Asama
Logistic %61,47 %77,26 | %72,45
Regression
LSTM %39,07 %65,89 %66,44
Multinominal %55,18 %69,20 %67,94
Naive Bayes
SVM %62,36 %74,83 %71,45

%39-%63 bandinda dogruluk elde edilen bu sonuglar, iki
tahminden neredeyse birinin basarisiz oldugu
duslintldigiinde basarisiz olmustur. Ancak Turkgenin sondan
eklemeli bir dil olmasi ve sozciklerin kok ve eklerinin
ayristirilamamasi nedeniyle bu dogruluk diisiik olmus olabilir.

Buna gore Sekil 1'deki gibi bir model gelistirildi. Problem,
Talep, Soru sinifinda bankalarin 6nem verdigi ve tazmin
edilmesi muhtemel olan, finansal kayip riskine neden
olabilecek mesajlar genellikle bu siniftaki veriler oldugundan
bu verilerin ayristiriimasi esastir. Bu nedenle oOnerilen
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yaklasim; bu g gruba ait veri kiimesi bir sinif olarak, geriye
kalan Sikayet, Memnuniyet, Oneri sinifina ait veriler ayri bir
sinif  olarak bolindidkten sonra  6n  isleme adimi
gerceklestirildi. Son olarak veri kiimesi egitim ve sinama
asamasindan gegcirildi.  Lojistik regresyon algoritmasi
kullanilarak sinama verisi (izerinde elde edilen sonuclar Sekil
3'teki gibidir.

400
= 54
— 300
- 200
- 152 240
=100
0 1

Sekil-3: ilk Asamada Lojistik Regresyon algoritmasiyla elde edilen
Karisikhk Matrisi

Multinominal Naive Bayes algoritmasi ile sinama verileri
Gzerinde elde edilen sonuglar Sekil 4'te gosterilmektedir.

400
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- 300
- 200
o 237 155
- 100
0 1

Sekil-4: ilk Asamada Multinominal Naive Bayes Algoritmasiyla elde
edilen Karigikhk Matrisi

SVM algoritmasli ile sinama verileri lzerinde elde edilen
sonuglar Sekil 5'te gosterilmektedir.
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Sekil-5: ilk Asamada SVM Algoritmasiyla elde edilen Karisiklik
Matrisi

LSTM algoritmasinin kullan ¢alismada, egitim verisiyle 10 kez
yapilan egitim sonucunda %99,43 dogruluk elde edildi.
Sinama verisiyle 10 kez (epoch) yapilan egitim sonucunda her
bir adimda elde edilen sonuglar Sekil 6'da, olusan karisiklik
matrisi Sekil 7'de gosterilmektedir.

Test datasi uzerindeki dogruluk ve yitim degerleri
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Sekil-6: ilk Asamada LSTM algoritmasiyla elde edilen Dogruluk
Grafigi
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Sekil-7: ilk Asamada LSTM algoritmasiyla elde edilen Karigiklik
Matrisi

Bu adim her bir algoritma icin uygulandiktan sonra ikinci
asamada Problem, Talep, Soru olarak etiketlenen satirlardan
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olusan veri kiimesinin %70’i egitim, %30’u sinama verisi
olarak ayristirilip egitim ve sinama adimlari uygulandi.

Lojistik Regresyon algoritmasi ile elde edilen sonuglar Sekil
8'de gosterilmektedir.
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Sekil-8: ikinci Asamada Lojistik Regresyon Algoritmasiyla elde
edilen Karigikhk Matrisi

Multinomial Naive Bayes algoritmasi ile sinama verisi
lizerinde elde edilen sonuclar Sekil 9'da gosterilmektedir.
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Sekil-9: ikinci Asamada Multinominal Naive Bayes Algoritmasiyla
elde edilen Karisiklik Matrisi

SVM algoritmas! ile sinama verisi Uzerinde elde edilen
sonuglar Sekil 10'da gosterilmektedir.
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Sekil-10: ikinci Asamada SVM Algoritmasiyla elde edilen Karigiklik
Matrisi

LSTM algoritmasi kullanarak yapilan bu calismada, Egitim
kiimesi 10 kez (epoch) egitimden gecirilerek %80,21 dogruluk
degeri 6lctldl. Sinama verilerinin egitimi sonucunda her bir
adimda elde edilen dogruluk degerleri Sekil 11'de, olusan
karisiklik matrisi Sekil-12’de gosterilmistir.

Test datasi uzerindeki dogruluk ve yitim degerleri
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Sekil-11: ikinci Asamada LSTM Algoritmasiyla elde edilen Dogruluk

Grafigi
350
o 12 1 15
300
250
- 1 0 79 200
- 150
=100
o 0 0 _ s
-0
1] 1 2

Sekil-12: ikinci Asamada LSTM Algoritmasiyla elde edilen Karisiklik
Matrisi

Literatlir taramasina goére metin siniflandirmada basarili
sonuglar elde edilmis olan Lojistik Regresyon, Multinominal
Naive Bayes, LSTM ve SVM algoritmalari kullanilarak gercek
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bir banka veri kimesi lzerinde yapilan bu calismadan elde
edilen sonuglar Cizelge 1'de gosterilmektedir. “Temel
Yontem” sttunundaki degerler, uygun gorilen sinif sayisina
gore Cizelge 1'de “Algoritma" sltununda belirtilen
algoritmalar uygulandiktan sonra sinama verisi tzerinde elde
edilen dogruluk degerlerini ifade eder. Bu c¢alismada
gelistirilen yontem, iki asamali yaklasimla iki ayri
siniflandirmayla elde edilen sinama sonuglarinin, tek asamali
yaklasimla bir kez yapilan siniflandirma yapilarak elde edilen
sonuglara (Cizelge 1'de “Temel Yodntem” sltununda
gosterilen sonuglar) kiyasla uygulamanin performansinin
yaklasik ylizde onun (izerinde artirdig1 gézlemlendi. “Onerilen
Yéntem” bashginin  altindaki  “ilk Asama” siitununda
gosterilen veriler 2 sinifa ayrilmis veri setinin egitim ve sinama
asamasindan sonra elde edilen dogruluk degerlerini gosterir.
Ayni bashigin altindaki “ikinci Asama” siitununda gosterilen
veriler banka icin 6dnem arz eden verilerin oldugu 3 sinifa
ayrilmis verilerin egitim ve sinama asamasindan gegmesiyle
elde edilen dogruluk degerlerini ifade eder. Bu ¢alismada sinif
sayisi artirilmis, siniflandirma iki asamali yaklasimla yapilmis,
siniflara 6ncelik verilerek misteriye hizl bir sekilde ulasiimasi
ve operatorlerin  yapmasi gereken islerin makineye
aktariimasi hedeflenmistir.

5. Degerlendirme

Bu calismada, banka miusterilerinin talep, istek ve sorularini
oncelikli olarak siniflandirilmasi amaclanmistir. Bdylece
misteri talep, istek ve sorularina 6ncelik verilerek cevap
verilmesi hedeflenmistir. Boylelikle miisteri memnuniyeti
saglanmaya calisilir. Sonuglar, iki asamali yaklagimin sinama
sonucunun, tek asamali yaklasimin sinama sonucundan
ortalama olarak ylizde onun Ustiinde daha basarili oldugunu
gostermektedir. Bu vyaklasimla siniflandirma, dogrulugu
artiracak sekilde iki adimda gerceklestirilir. Tlrkce sondan
eklemeli bir dil oldugu icin ne vyazik ki veri setindeki
sozcuklerin kokl bulunup eklerinden ayristirilamamistir. Bu
nedenle sunulan yontemle dogruluk orani arttirilmis olsa da
¢alismanin basari orani daha fazla yukseltilememistir. Yine de
sinirli sayida veri seti ile ¢alisilarak bu sonuca ulagilmistir.

ileride yapilacak galismalarda her sézciigiin kékii bulunup,
sozcliklerdeki ekleri kaldirarak daha fazla veri ile daha yiksek
performans elde edilebilir. Veri seti ve siniflar kullanilarak
KPI'lar belirlenir ve musteri memnuniyeti icin elde edilen
musteri puani kullanilabilir. Alti farkh siniflandirmaya ek
olarak, veri seti mevcut banka misterilerini bankanin
belirledigi herhangi bir standarda ve miisterilerin sahip
olacaklari musteri puanina gore siralanacak sekilde
dizenlenebilir. Boylece banka, puani yiksek olan misterileri
belirledigi standarda goére siralayabilir ve bu sirayla
misterilere geri dénebilir. Bu 6neri bankalar igin avantajl gibi
gorliinse de banka misterilerini belirli kurallara gore
siralayacagindan duslk puanli  misterileri memnun
etmeyecektir.

6. Kod Paylasimi

Calisma sonuglarinin elde edilmesi igin kullanilan kodlar
https://github.com/makgumus/NLP adresinde acik olarak
verilmistir.
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