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OZET

Finansal sistemin en 6nemli islemlerden biri hisse senedi alim satimlaridir. Hisse senedi fiyat
verileri finansal zaman serisi olarak ele alinmaktadir. Zaman serisi analizleri kullanilarak
yapilan hisse senedi fiyat tahminleri, borsaya kote olmus hisse senetlerinin gelecekteki degerini
belirleme faaliyetidir. Hisse senedinin fiyatini dogru tahmin etmek, yatirnmcilarin alacagi
kararlarda risk faktoriinii azaltmaktadir. Bu yiizden yatirimei i¢in 6nem arz eden bir konudur.
Ancak hisse senedi fiyatini etkileyen bir¢cok degisken oldugu icin, tahmin etmesi oldukca
karmasik bir siirectir. Makine 6grenme yontemleri 6zellikle de derin 6grenme algoritmalari
bir¢ok alanda oldugu gibi finans alaninda da tahminlemede sik¢a kullanilmaktadir. Bu
calismada, derin 6grenme yontemlerinden olan Uzun-Kisa Siireli Bellek aglar1 kullanarak hisse
senedi fiyat: tahmini yapilnugtir. Borsa Istanbul, Teknoloji Endeksi kapsamindaki dort hisse
senedi belirlenerek 2012-2022 yillar1 arasinda 2578 giinliik bir veri seti olusturulmus ve kurulan
model ile egitim ve test islemi gergeklestirilmistir. Test islemi sonucunda tutarl ve gercege

yakin tahminler elde edilmistir.

Anahtar kelimeler: Derin Ogrenme, Uzun-Kisa Siireli Bellek Agi, Hisse Senedi Fiyati

Tahmini.

Stock Price Prediction Using Long-Short-Term Memory Network
ABSTRACT

One of the most important transactions of the financial system is stock trading. Stock price data
is handle as a financial time series. Stock price predictions using time series analysis are the
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activity of determining the future value of stocks listed on the stock market. Predicting the price
of the stock correctly reduces the risk factor in the decisions to be taken by the investors.
Therefore, it is an important issue for the investor. However, because there are many variables
that affect the stock price, it is a very complex process to predict. Machine learning methods,
especially deep learning algorithms, are frequently used in prediction in the field of finance, as
in many other fields. In this study, stock price prediction was made using Long-Short-Term
Memory networks, which is one of the deep learning methods. Four stocks within the scope of
Borsa Istanbul Technology Index were determined and a 2578-day data set was created between
2012 and 2022, and training and testing was carried out with the established model. As a result

of the test process, consistent and realistic predictions were obtained.
Keywords: Deep Learning, Long-Short-Term Memory Network, Stock Price Prediction.
1. GIRIS

Son yillarda, hizli ekonomik gelisme ile birlikte finansal faaliyetlerin sayist giderek
artmakta ve daha karmasik hale gelmektedir. Finansal veriler, 6zellikle hisse senedi endeksi
verileri, genellikle birden fazla faktérden etkilenen bir zaman serisi olarak ele alinmaktadir. Bu
faktorler genel olarak makro ve mikro tipte faktorler olarak siniflandirilabilmektedir. Bunlar
piyasay1 uzun vadeli bir dl¢ekte etkileyen makro faktorler (ekonomik politikalar veya ulusal
gayri safi yurti¢i hasila vb.) ve piyasay1 mikro dlgekte etkileyen mikro degiskenlerdir (rastgele
olaylar, yatirnmcilarin mantiksiz duygusal dalgalanmalar1 ve piyasa sdylentileri vb.) (Yu &

Yan, 2020).

Birgok faktdriin etkili oldugu hisse senedi piyasasi, dinamik, dngoriilemeyen ve dogasi
geregi dogrusal olmayan bir piyasa olarak nitelendirilir (Sezer vd., 2020). Dinamik bir sistem
olan finansal piyasalarda makro ve mikro faktorler analiz edilerek kararlar alinabilir. Ancak bu
faktorler siklikla degistigi icin tiim makro ve mikro faktorleri toplamak ve bunlarin etkilerinin
boyutlarint belirlemek neredeyse imkansizdir. Bu nedenle, finansal zaman serisi tahmini,
genellikle zaman serileri ve makine 6grenimi ile ilgili literatiirde zor arastirma alanlarindan biri

olarak goriilmektedir (Yu & Yan, 2020).

Zaman serisi uygulamalari; elektrik sinyali analizi, dil isleme, konugma tanima, trafik
analizi, hava tahmini, riizgar hiz1 tahmini, kirlilik tahmini, issizlik oran1 analizi, enflasyon
dinamikleri analizi ve digerleri gibi bircok alanda genis bir uygulama yelpazesine sahiptir

(Althelaya vd., 2018; Wang vd., 2016). Temel anlamda bir zaman serisi, belirli bir zaman
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periyodu boyunca kronolojik sirada diizenli araliklarla herhangi bir 6l¢iim veya goézlem
dizisidir. Zaman serilerinin analizi, veri modellerini karakterize etmek ve modellemek icin
istatistiksel teknikleri icerir. Sirali verileri modellemek i¢in yaygin stokastik modeller
bulunmaktadir. Bunlardan en 6ne ¢ikanlar1 Otoregresif (AR), Otoregresif Hareketli Ortalama
(ARMA) ve Otoregresif Entegre Hareketli Ortalama (ARIMA) modelleridir (Althelaya vd.,
2018; Siami-Namini vd., 2018).

Finans sektorii, finansal zaman serisi verileri kullanarak yapilan, tahminlemeye yonelik
yontemlerle her zaman ilgilenmistir. Klasik zaman serisi tahmin tekniklerinden nispeten daha
iyi performansa sahip makine 6grenme modelleri iizerine ¢ok sayida ¢alisma yayinlanmigtir
(Sezer vd., 2020). Gliniimiizde, hisse senedi fiyatlarin1 tahmin etmek igin teknik veya temel
analize dayali gelismis akilli teknikler kullanilmaktadir. Ozellikle borsa analizi igin veri
boyutunun ¢ok biiyiik ve ayn1 zamanda dogrusal olmadig: diisiiniildiigiinde bu veri gesitliligi
ile basa ¢ikmak icin, biiylik veri setindeki gizli kaliplar1 ve karmasik iliskileri tanimlayabilen
verimli modellere ihtiyag vardir. Bu alandaki makine 6grenimi tekniklerinin, ge¢mis
yontemlere kiyasla verimliligi %60-86 oraninda artirdig1 calismalarda gosterilmistir (Vijh vd.,
2020). Bunun yan1 sira, otomatik elektronik ticaret sistemlerinin yaygin olarak uygulanmasi,
daha yiiksek verim i¢in artan taleple birlestiginde, aragtirmacilar1 ve uygulayicilart daha iyi
modeller uygulamak i¢in ¢aligmaya devam etmeye zorlamaktadir. Bu nedenle, finans ve
hesaplamali zeka literatiiriine yeni yayinlar ve uygulamalar eklemeye devam etmektedir (Sezer

vd., 2020) .

Bu alandaki onceki caligmalarin ¢ogu, hisse senedi fiyatlarin1 tahmin etmek igin
dogrusal regresyon (Gururaj vd., 2019; Morris vd., 2018; Panwar vd., 2021), Rastgele Yiiriime
Teorisi (RWT) (Aggarwal, 2018; Daver vd., 2013), Hareketli Ortalama Yakinsama / Iraksama
(MACD) (Ahmar, 2019; M’ng, 2018), Otoregresif Hareketli Ortalama (ARMA) (Chopra, 2019;
Saxena vd., 2018; Singh vd., 2021), Otoregresif Entegre Hareketli Ortalama (ARIMA)
(Almasarweh & Alwadi, 2018; Madhuri vd., 2020; Singh vd., 2021) gibi klasik algoritmalar
kullanmiglardir. Son c¢aligmalar, borsa tahminini makine 6grenimi kullanilarak
gelistirilebilecegini gostermektedir. Destek Vektor Makinesi (Gururaj vd., 2019; Panwar vd.,
2021; Reddy vd., 2020), Rastgele Orman (Elagamy vd., 2018; Nti vd., 2019; Polamuri vd.,
2019; Vijh vd., 2020) [10], Yapay Sinir Ag1 (H. Hu vd., 2018; Moghaddam vd., 2016; Vijh vd.,
2020), Evrisimsel Sinir Ag1 , Tekrarlayan Sinir Ag1 ve Uzun Kisa Siireli Bellek (LSTM) gibi

derin sinir aglar1 da umut verici sonuglar sergilemislerdir (Hossain vd., 2018; Z. Hu vd., 2021;
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Mehtab & Sen, 2019, 2020; Mehtab vd., 2020; Rezaei vd., 2021; Sunny vd., 2020; Vijh vd.,
2020).

Bu ¢alismada, ongoriilemeyen finansal zaman serilerinin tahminlemesine yonelik, derin
ogrenme tekniklerinden olan yeni bir LSTM ag1 Onerilmistir. Diinyadaki iilkeler ekonomik
giiclinii artirma noktasinda ileri teknoloji iriinlerinin {iretimine ve iliretim esnasinda bu
teknolojiyi kullanmaya odaklanmistir. Teknolojinin iilke ekonomisinin biiylimesine ve
iretkenligine etkisinin oldugu ifade edilmistir (Kanat, 2018). Bu nedenle de calisma
kapsamindaki 6rnek hisse senetleri Borsa Istanbul (BIST) Teknoloji Endeksi (XUTEK)
kapsaminda belirlenmistir. Elde edilen veri seti ile yapilan egitim ve test sonuglari istatistiksel

degerlendirme kriterleri ile degerlendirilmistir.
2. MATERYAL VE METOD
2.1. Veri Seti

Tahminlemede kullanilan BIST XUTEK kapsamindaki Aselsan Elektronik Sanayi ve
Ticaret A.S.’ye ait ASELS, Alcatel Lucent Teletas Telekomiinikasyon A.S. ye ait ALCTL,
Karel Elektronik Sanayi ve Ticaret A.S.’ye ait KAREL, Netas Telekomiinikasyon A.S.’ye
NETAS hisse senetleri rastgele olarak sec¢ilmistir. Caligmada kullanilan firma hisse senetlerine
ait veriler, 01.08.2012 tarihi ile 29.07.2022 tarihi araliginda olup, 2578 giinliik veri
icermektedir. Veri kiimesinde yer alan hisse senetlerine iliskin veriler, Yahoo Finans sitesinden
elde edilmistir (“Yahoo Finance”, 2022). BIST100 ve Tiirk lirasi/Amerikan dolar1 endekslerine
ait veriler tahmin basarisini artirmak amaciyla veri setine dahil edilmis ve her bir ele alinan

hisse senedine ait veriler ayr1 ayr1 egitim ve teste tabi tutulmustur.

Veri setini 0-1 araligina doniistiirmek amaciyla Esitlik (1)’de verilen normalizasyon
islemi uygulanmustir (ileri vd., 2020). Normalizasyon islemi Python programlama dili, sklearn

kiitliphanesinden MinMaxScaler fonksiyonu kullanilarak yapilmistir.

x—min(x)

7 =——"7°"_ @)

max(x)—-min(x)
2.2. Tekrarlayan Sinir Ag1 ve Uzun-Kisa Siireli Bellek Ag1

Tekrarlayan sinir ag1 (TSA), ileri beslemeli sinir agmin bir varyasyonudur. Ileri
beslemeli sinir agi, her katmanin ndronlardan olustugu ve katmanlar arasindaki tiim

baglantilarin ayn1 yonii izledigi, birbiri lizerine y1g1lmis katmanlardan olusur. TSA, her bir
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diigiimiin (néron) kendi kendine baglanmasiyla gergeklestirilen dongiisel yapiy1 sinir agina
getirmistir. Kendi kendine bagli néronlar kullanilarak, gegmis girdiler TSA tarafindan 'hafizaya
aliabilir' ve bu nedenle ag ¢ikisini etkileyebilir (Fan vd., 2017; Naik & Mohan, 2019; Yang
vd., 2021). TSA’da ¢ikarim stireci, ileri yayilma ile tamamlanan ileri beslemeli sinir agina
benzer. ileri beslemeli sinir egitimi geri yayilim ile yapilir. TSA’larda egitim ise zaman iginde
geri yayillim mekanizmasi (backpropagation through time) ile yapilir (Fan vd., 2017).
Agirliklarin giincellenmesi kullanilan deger Gradyan olarak ifade edilir. TSA’lardaki her
cikistaki Gradyan sadece o andaki katmana degil de bir 6nceki katmana da baghdir. Zaman
araliklarinda geri yayilma siirekli olarak yenilenir ise gradyan sifira yaklasmaya baslayabilir
akabinde de zayiflayan Gradyan sorunu ortaya ¢ikabilmektedir. Benzer olarak Gradyanlar
birden biiylik oldugunda sonug biiyiiyebilir ve patlayan Gradyan sorunu ortaya ¢ikabilmektedir
(Metin & Karasulu, 2019).

LSTM derin 6grenme algoritmasi, TSA mimarisinin bahsedilen dezavantajlarinin
iistesinden gelmek i¢in 1997 yilinda Hochreiter ve Schmidhuber tarafindan tanitilan tekrarlayan
bir sinir ag1 olarak bilinir (Hochreiter & Schmidhuber, 1997). LSTM ve geleneksel TSA
arasindaki fark, LSTM'deki her diigiimiin bir bellek hiicresi olmasidir. LSTM, 6nceki veri
bilgilerini mevcut diigiimlere baglar. Her diiglim {i¢ kap1 igerir: giris kapisi, unutma kapisi ve

cikis kapist (Tsai vd., 2018).

tanh

Unutma kapisi » f

()

I > h,

g
!
!
Giris kapisi Cikis kapisi

Sekil 1. LSTM mimarisi

Kaynak: Lu vd., 2020
LSTM aglarinda oncelikle Xt ve h¢1 bilgileri giris olarak kullanilir ve verilerin
hangisinin silinecegi kararina varilir. Bu islemler, Esitlik (2) kullanilarak unutma katmaninda
(ft) yapilir ve sigmoid aktivasyon fonksiyonu kullanilir. Daha sonra yeni verilerin belirlenecegi

giris katmani devreye girer ve ilk olarak (i¢) veriler Esitlik (3) kullanilarak sigmoid fonksiyonu

313



Tokmak, M.

ile glincellenir. Daha sonra Esitlik (4) ile yeni veriyi olusturacak aday veri tanh fonksiyonu ile
belirlenir. Yeni veri Esitlik (5) ile olusturulur. Son olarak, ¢ikis katmaninda Esitlik (6) ve Esitlik
(7) kullanilarak ¢ikis verileri elde edilir. Agirlik parametreleri (W) ve bias parametreleri (b),
gercek degerler ile LSTM ¢ikis degerleri arasindaki farki en aza indirecek sekilde ag modeli
tarafindan 6grenilir (Xiao & Yin, 2019).

fi=a(Wihe1,%]+br) (2)
it=c (Wi [he1,x]+bi) ©)
Cr=tanh(Wc {h:-1,x]+bc) (4)
Ci=fixCr+it#C (5)
0t=0(Wo[h:1,x]+bo) (6)
hi=0t»tanh(Cy) (7)

Calismada onerilen modelin tahmin performansini degerlendirmek igin dort farkli
istatistiksel degerlendirme kriteri kullanilmistir. Bu kriterler; determinasyon katsayis1 (R? veya
R-squared) Esitlik (8)’de, kok ortalama kare hata (Root Mean Square Error-RMSE) Esitlik
(9)’da, ortalama kare hata (Mean Square Error- MSE) Esitlik (10)’da, Ortalama Mutlak Yiizde
Hata (Mean Absolute Percent Error-MAPE) Esitlik (11)’de verilmistir (Chicco vd., 2021;
Delavar vd., 2019; Liu vd., 2020).

-1 Fh ®
RMSE = w 9)
MSE =51, = 9)° (10)
MAPE =~ L% 100 (11)

Istatistiksel degerlendirme kriterleri igin kullanilan Esitlik (8)-(11)'deki n 6rnek sayisini,
yi i. gozlemin gercek degerini, ¥ i. gézlemin tahmini degerini ve y; gercek gézlem degerlerinin

ortalamasini temsil eder.

Onerilen LSTM modelinin egitilmesi ve test edilmesi islemleri icin Google

Colaboratory bulut sistemi kullanilmistir. Bu sistem igerisinde bir¢ok Python kiitiiphanesini
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hazir olarak bulundurmakta ayrica iicretsiz olarak hizmet vermektedir (“Google Colaboratory”,
2022). Colab platformunda Nvidia CUDA teknolojisi kullanilarak GPU destegi ile
algoritmalarin kosumu hizlandirilmistir. Dosya yiikleme, veri 6n isleme, veri c¢ercevesinin
ayarlanmas1 vb. islemlerde Python numpy, pandas, statistics, matplotlib.pyplot, seaborn
kiitiiphaneleri kullanilmistir. Onerilen LSTM mimarisi iginse Python Tensorflow Keras
kiitiiphanesi kullanilmistir. Kurulan LSTM ag1 3 katmandan olusmakta ve her katmanda 80
néron bulunmaktadir. dropout oranmi 0.2, Loss parametresi Mean Square Error, optimizer

parametresi adam, Epoch parametresi 100 olarak ayarlanmstir.

Onerilen modelde veri setinin %80’i egitim ve %20’si test olmak iizere ayrilmistir.
ALCTL hisse senedine ait egitim ve test verilerini iceren grafik Sekil 2°’de, ASELS hisse
senedine ait egitim ve test verilerini iceren grafik Sekil 3’te, KAREL hisse senedine ait egitim
ve test verilerini igeren grafik Sekil 4’te, NETAS hisse senedine ait egitim ve test verilerini
iceren grafik Sekil 5’te gosterilmistir. Modelin egitimi ve testi sirasinda hisseye ait 60 giinliik

veriler girig olarak uygulanmis ve 61. giiniin kapanis fiyati ¢ikis olarak alinmustir.

40  —— Egitim Seti
Test seti
35
3,30
a8
251
5
& 20
<
% 15
8
£
10
5
0 500 1000 1500 2000 2500
Giinler
Sekil 2. ALCTL hisse senedi egitim ve test verileri
—— Egitim Seti
25 | Test seti
& 20 4
)
(=]
uh
§ 15 -
<
# 10
8
5 4
0 500 1000 1500 2000 2500

Glnler

Sekil 3. ASELS hisse senedi egitim ve test verileri
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Sekil 4. KAREL hisse senedi egitim ve test verileri
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Sekil 5. NETAS hisse senedi egitim ve test verileri
3. BULGULAR

Kurulan LSTM modeli egitildikten sonra yapilan test sonucunda; belirlenen performans
metrikleri olan MSE, RMSE, MAPE ve R?, sirastyla ALCTL igin 1,5037, 1,2263, 0,0344,
0,8634, ASELS i¢in 0,4784, 0,6917, 0,0252, 0,9675, KAREL i¢in 0,1373, 0,3705, 0,0269,
0,9740, NETAS icin 0,4688, 0,6847, 0,0224, 0,9823, 0,90, 9,43 ve 5,99 olarak elde edilmis ve
Tablo 1’de gosterilmistir.

Tablo 1. LSTM test sonuglari

HIiSSE SENEDI MSE RMSE MAPE R2
ALCTL 1,5037 1,2263 0,0344 0,8634
ASELS 0,4784 0,6917 0,0252 0,9675
KAREL 0,1373 0,3705 0,0269 0,9740
NETAS 0,4688 0,6847 0,0224 0,9823

Calismada kullanilan hisse senetlerinin test i¢in ayrilan kismina ait tahmini degerlerin
ve gerceklesen degerlerin grafik tizerindeki gosterimi Sekil 6-9°da verilmistir. Gorsellerde yer

alan grafikler incelendiginde ve elde edilen performans Olgiitleri literatiir 1s18inda
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degerlendirildiginde 6nerilen LSTM modeli ile yapilan analizler sonucunda tahmini degerlerin

gercek degerlere yakin sonuglar tirettigi gozlemlenmektedir.

Hisse Kapanis Dederi

Hisse Kapanis Degeri

— Gergek
40.0 7" —— Tahmin Edilen

37.5
35.0
32.5 7
30.0 ~
27.5 1
25.0

22.5 7

20.0 -

T T T T
2200 2300 2400 2500
Giinler

Sekil 6. ALCTL hisse senedine ait ger¢ek ve tahmin edilen degerler

— Gergek

il p— Tahmin Edilen

26

24 4

227

20 A

18 1

16

14 +

T T T T
2200 2300 2400 2500
Gunler

Sekil 7. ASELS hisse senedine ait gercek ve tahmin edilen degerler
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Sekil 8. KAREL hisse senedine ait gercek ve tahmin edilen degerler
35.0 + — Gercek
—— Tahmin Edilen
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30,0 1
7]
D
& 2751
i
c
S 25.0 1
]
L
@ 2251
o
I
20.0 A
17.5
15.0
2200 2300 2400 2500

Gunler

Sekil 9. NETAS hisse senedine ait gergek ve tahmin edilen degerler
4. TARTISMA VE SONUC

Borsa tahminlemesi, giiriiltiilii ve dogrusal olmayan istikrarsiz hisse senedi verileri

nedeniyle hisse senedi fon yoneticileri ve finansal analistler i¢in zor bir konudur.
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Bu calismada, hisse senedi degerlerini tahmin etmek icin bir derin 6grenme yaklasimi
olan LSTM modeli &nerilmistir. Onerilen modelin egitilmesi ve performansinin
degerlendirilmesi i¢in 01.08.2012 tarihi ile 29.07.2022 tarihleri arasinda (BIST) Teknoloji
Endeksi (XUTEK) kapsamindaki ASELS, ALCTL, KAREL, NETAS hisse senedi verileri
kullanilmustir. Bu veriler egitim ve test setleri olarak iki gruba ayrilmistir. Egitim verileri sadece
modelin 6grenme siirecinde kullanilirken, test verileri 6grenme siirecinde kullanilmamustir.
Modelin 6grenme siireci tamamlandiktan sonra algoritmanin performansi degerlendirilirken
test verileri kullanilmistir. Onerilen LSTM modelinin tahmin performansini degerlendirmek
icin dort farkl istatistiksel degerlendirme kriteri kullanilmistir. Bu kriterler sunlardir: MSE,
RMSE, MAPE, R2. Spesifik olarak R? degeri gdz 6niine alindiginda 1’e yakin elde edilen
tahmin degerlerinin, modelin tutarliligina ve dogruluguna isaret etmektedir (Seving & Buket,
2021). Yapilan testler sonucu 0,8634 ile 0,9823 arasinda elde edilen skorlar 6nerilen modelin
tahmin dogrulugunun yiiksek oldugunu gostermektedir. Test sonucunda yiiksek tahmin
degerleri elde edilmistir. Hisse senedi tahmin dogrulugunun gercege yakin degerler elde
edilerek gelistirilmesinin finans ¢evreleri agisindan 6nemli olumlu etkileri olacagi sonucuna

varilmistir.
CATISMA BEYANI

Calisma kapsaminda herhangi bir kurum veya kisi ile ¢ikar catismasi bulunmamaktadir.
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