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Giiniimiizde verilerin hizla artmasiyla makine &égrenmesi
yéntemleri ile veri analizi birgcok alanda popdiler hale gelmistir.
Gergek diinya veri kiimelerinde eksik degerler ve dengesiz sinif
verileri siklikla karsilasilan sorunlardir. Bu sorunlar, makine
6grenmesi yéntemlerinin  basarimlarini  olumsuz yénde
etkilemekte ve modelin hatali veya yanls sonuglar elde
etmesine neden olmaktadir. Verilerdeki eksik degerlerin
doldurulmasi ve sinif dengesizliginin ortadan kaldirilmasi veri
én isleme asamasinda 6nem arz etmektedir. Ozellikle, saglik
verilerinde siniflarin dengesi verilerin dogrulugu ve eksiksizligi

makine égrenmesi yéntemlerinin performansini
etkilediginden ¢ok 6nemlidir. Bu makalede, makine
6grenmesinde  eksik degerlere sahip dengesiz  veri

siniflandirmasi ile ilgili sorunlari arastirmak igin literatiirde
basarili olan yéntemlerin karsilastirmali bir ¢alismasi PIMA
diyabet veri kiimesi kullanilarak yapimistir. Elde edilen
sonuglara gére, sinif dengesizliginde eksik ve asiri 6rnekleme
yéntemlerinin birlestirildigi SMOTEENN algoritmasi ile eksik
degerlerde zincirleme denklemlerle ¢oklu atama yénteminin
kullanilmasi hasta ve saglikl bireylerin
siniflandirlmasinda %91 F-skor degeri ile diger en iyi
yéntemlerden yaklasik %9 oraninda daha iyi performans gés-

termistir.
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Abstract

Today, with the rapid increase in data, data analysis with
machine learning methods has become popular in many
areas. Missing values and imbalanced class data are common
problems in real-world datasets. These problems negatively
affect the performance of machine learning methods and
cause the model to obtain erroneous or incorrect results. The
missing values imputation and eliminating the class
imbalance are important in the data preprocessing stage. In
particular, the balance of classes in health data is very
important as the accuracy and completeness of the data
affect the performance of machine learning methods. In this
article, a comparative study of successful methods in the
literature for investigating problems with imbalanced data
classification with missing values in machine learning was
conducted using the PIMA diabetes dataset. According to the
results, the SMOTEENN algorithm, which combines
undersampling and oversampling methods in class imbalance,
and the use of multiple imputation with chained equations for
missing values, were showed an F-score value of 91%,
approximately 9% better than the other best methods in
classifying patients and healthy individuals.

Keywords: Missing value, Imbalanced dataset, Machine
learning, Health dataset
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1. Giris

Makine 6grenmesi uygulamalarinda veri kiimelerindeki eksik
veriler ve dengesiz veri siniflari karsilasilan en buyiik
sorunlardir. Geleneksel makine 6grenmesi algoritmalari
eksiksiz veriler ve dengeli sinif dagilimlara sahip veri
kiimelerine gore tasarlandigindan bu tip problemlerde iyi
performans gosteremezler. Gercek dinya veri kiimeleri,
genellikle belirli bir sinifin 6rneklerinin diger siniflara oranla
daha az temsil edildigi dengesiz siniflardan, eksik veya
gecersiz verilerden meydana gelmektedir. Bu sorunlar ile basa
cikabilmek icin arastirmacilar c¢esitli alanlarda c¢alismalar
yapmislardir. Eksik veri probleminde; kardiyak aritmi
siniflandirma [1], finansal dolandiricilik tahmini [2], mikro dizi
ve RNA dizileme verilerinin tahmini [3], Grin hatasi tahmini
[4], tibbi teshis [5], sinif dengesizligi sorununda; duygu analizi
[6], spam tespiti [7], hastaliklarin tespiti [8, 9, 10, 11, 12, 13,
14], kredi karti dolandiricihk tespiti [15, 16], siber glvenlik
[17] gibi gesitli alanlarda literatiirde yapilan ¢alismalar 6rnek
verilebilir.

Gergek diunya verilerinden ozellikle saghk veri kimeleri,
genellikle eksik degerlere sahip verilerden ve dengesiz veri
siniflarindan olusmaktadir [18]. Dengesiz veri kiimesi sorunu,
hedef hastaliga sahip bireylerin sayisi popilasyona gére ¢ok
az oldugunda ortaya c¢ikmaktadir. Veri kiimelerindeki
siniflarin dengesizligi nedeniyle makine 6grenmesi yontemleri
azinlik sinifini géz ardi ederek cogunluk sinifina ayrilma egilimi
gosterdiginden bu yéntemlerin performansini olumsuz yonde
etkilemektedir. Veri kUmesindeki kayip deger sorunu
genellikle bireylerin saglk verilerinin toplanmasinda talep
edilen tiim bilgileri saglamamasi sonucu ortaya ¢ikmaktadir.
Bircok veri kiimesinde bazi eksik degerler bu sekilde agikc¢a
temsil edilemeyebilir ve potansiyel olarak gecerli veri
degerleri olarak gorulebilir. Bu sorun, makine 6grenmesi
yontemlerinde yeterince yanlliga ve yaniltici sonuglara neden
olacagindan veri analizinin dogrulugunu ciddi sekilde
etkilemektedir. Arastirmacilarin ve hekimlerin dengesiz ve
eksik degerlere sahip veri kiimeleri igin analiz yontem ve
araglarinin gelistiriimesine yonelik taleplerinin oldugu agiktir
[18]. Literatirde eksik deger veya dengesiz veri kiimeleri
problemlerine yonelik bircok calisma gelistirilmistir. Kim ve
Chung, kisisel saglk kayitlarinda veri toplama ve isleme
asamalarinda meydana gelen eksik verileri tahmin etmek igin
yiginlanmis bir glirultl giderme otomatik kodlayici ydntemini
onermiglerdir [19]. Le, Beuran ve Tan, saglik verilerinde eksik
degerlerin  doldurulmasinda Dizenlilestirilmis  Beklenti-
Maksimizasyon (EM), Coklu Atama (Ml), k-En Yakin Komsu
Atama (kNNI) ve Ortalama Atama eksik veri atama
algoritmalarinin performansini iki gercek saglk hizmeti veri
kiimesinde karsilastirmali ¢alismasini yapmislardir [20]. Azimi
ve arkadaslari, veri kiimesindeki eksik degerleri tahmin etmek
icin loT tabanh saghk hizmeti sistemlerde cesitli veri
kaynaklariyla gliclendirilmis Coklu Atama yontemi kullanilarak
kisisellestirilmis bir eksik veri esnek karar verme yaklasimi
onermislerdir [21]. Phung, Kumar ve Kim, saglk verilerindeki
eksik degerleri doldurmak igin verilerin gizli temsillerini
6grenebilen bir derin 6grenme yontemi 6nermislerdir [22]. Xu
ve arkadaslari, saglik verilerinde eksik deger tahmini igin
verilerdeki cok yonlu bilgileri kullanan agag tabanli bir ydontem

onermislerdir [23]. Zhao, Wong ve Tsui, dengesiz dagilima
sahip saglik verilerinin analizi icin sentetik azinlik asiri
ornekleme teknigi (SMOTE) ile lojistik regresyonu birlestiren
bir 6grenme yontemi Onermiglerdir. Bu 6grenme sistemi
temel siniflandiricilarin segilmesi ve yeniden dengeleme
stratejilerinin degerlendirilmesi olmak Uzere iki agamadan
olusmaktadir. ilk asamada, her bir siniflandiricinin
performans dlgitlerini degerlendirerek bir dizi aday arasindan
bir temel siniflandirici segilmistir. ikinci asamada ise yeniden
dengeleme stratejileri temel siniflandirici ile birlestirilmistir
[24]. Farhadi ve arkadaglari, meme kanseri verilerinde
dengesiz veri sorunu ile basa gikabilmek igin bir derin aktarim
0grenme yontemi dnermislerdir [25]. Tran, Le ve Shi, makine
o6grenimi  modellerinin  tahmine dayali performansini
iyilestirmek ve meme kanserine ait dengesiz verileri islemek
icin tasarlanmis bir yukari oOrnekleme yoéntemi (ENUS)
onermislerdir [26]. Lan ve arkadaslari, dengesiz verilerin
islenmesi icin sentetik azinhk asiri 6rnekleme treten ¢ekismeli
Uretici aglari (SMOGANSs) yontemini 6nermislerdir [27]. Saglik
veri kiimelerinde dengesiz siniflarin dengelenmesi ve eksik
degerlerin doldurulmasina yonelik incelenen c¢alismalarin
Ozeti Cizelge-1'de verilmistir.

Cizelge-1: Saglik veri kiimelerindeki ¢alismalarin 6zeti

Calisma Problem Yéntem Basari
Kim ve | Eksik Cok Modlu Yigilmis | %93
Chung [19] deger Guraltt  Giderme | Dogruluk
Otomatik Kodlayici
yonteminin
onerilmesi
Le, Beuran | Eksik Dizenlilestirilmis EM yontemi
ve Tan [20] deger EM, MI, kNNI ve | RMSE=3
Ortalama Atama
algoritmalarinin
karsilagtiriimasi
Azimi ve | Eksik Kisisellestirme 5,6 RMSE
arkadaglari deger yoluyla saghk
[21] hizmeti loT'si igin
eksik veriye
dayanikh karar
verme sistemi
Phung, Eksik Asiri Tamamlanmis | 0,00988
Kumar ve | deger Guraltu Giderme | MSE %70,37
Kim [22] Otomatik Kodlayici | F1
Tasarimi (ODAE)
Xu ve | Eksik MD-MTS 0,1717
arkadaslari deger RMSE
[23]
Zhao, Wong | Dengesiz Yeniden dengeleme | %75,7
ve Tsui [24] | veri sistemi Duyarlilik
kilimesi
Farhadi ve | Dengesiz Derin Transfer | 0,81 AUC
arkadaslarn veri Ogrenimi (DTL)
[25] kiimesi
Tran, Le ve | Dengesiz ENUS %97,5
Shi [26] veri Dogruluk
kiimesi %97,88
Kesinlik
Lan ve | Dengesiz SMOGAN WBC  veri
arkadaslari veri kiimesinde
[27] kiimesi %94
Dogruluk
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Literatirde yapilan calismalar genellikle verilerde eksik
degerleri doldurmak ya da dengesiz siniflari dengelemek igin
onerilmistir. Ancak, eksik degerlerle birlikte sinif dengesizligi
problemi makine 06grenmesi yodnteminin performansi
lizerinde 6nemli bir etkiye sahiptir. Bu iki problemin birlikte
degerlendirilmesi ve ¢6ziime uygun teknigin segilmesi veri
analizinde oldukc¢a 6nemlidir. Bu makale, veri kiimesinin sinif
dengesizligi ve eksik deger varliginda hem eksik deger
teknikleri hem de yeniden o6rnekleme tekniklerinin farkli
kombinasyonlarinin makine 6grenmesi yontemleri ile elde
edilmis farkh degerlendirme 6lcgitlerine dayali karsilastirmali
analizini icermektedir. Saglk verilerinin analizinde ortaya
cikan eksik veriler ile dengesiz sinif sorununu kapsaml bir
sekilde incelemek ve bu sorunlara yonelik literatlrde sikhkla
kullanilan yontemlere genel bakis saglamak amaciyla bu
¢alismanin literatiire katki saglamasi amaglanmaktadir.

Makalenin geri kalan kismi su sekilde organize edilmistir:
birinci boélimde, ¢alismaya ve arkasindaki motivasyona bir
giris sunulmustur. ikinci béliimde, veri kiimesi tanitimi, sinif
dagihmlarinin dengesizligi, veri kiimesini dengelemek icin
yeniden oOrnekleme yontemleri, verilerdeki eksik deger
sorunu, eksik degerleri doldurma yontemleri ve siniflandirma
aciklanmaktadir. Uglincii béliimde, deneysel sonuglara yer
verilmis ve son bolimde, gelecekteki kapsami ile makale
sonlandiriimistir.

2. Yontem ve Materyal

Bu béliim esas olarak dért béliime ayrilmistir. ilk olarak, bu
calismada kullanilan veri kiimesi tanitilmistir. Ardindan, veri
kiimelerinde sinif dengesizligi ve eksik deger sorunlarindan
bahsedilerek siniflari  dengelemek ve eksik degerleri
doldurmak igin kullanilan populer yontemler agiklanmistir.
Son olarak, veri analizinde siniflandirma asamasindan
bahsedilmistir.

2.1 Veri Kiimesi Tanitimi

PIMA diyabet veri kiimesi, 21 yas ve uzeri PIMA Kizilderili
kadin nifusundan alinan saglik bilgilerini iceren bir veri
kiimesidir. Bu veri kiimesi Kaggle sitesinden indirilmistir [28].
Veri kiimesi 268 o6rnegi diyabetik ve 500 6rnegi diyabetik
olmayan toplam 768 vakaya sahip bir ikili siniflandirma
problemine aittir. Diyabet tahmininde bulunan toplam 8
dzellik su sekildedir: gebe olma sayisi, Viicut Kitle indeksi
(BMI), instlin seviyesi, yas, kan basinci, deri kalinligi, glikoz,
Diyabet Pedigre islevi ve etiket sonucudur. Cizelge-2’'de veri
kiimesi ozellikleri ve agiklamalari verilmistir.

Cizelge-2: PIMA diyabet veri kiimesine genel bakis

Ozellik Aciklama Veri Aralik
Tipi
Gebelik Hamile kalma sayisi Sayisal | [0-17]
durumu
Kan sekeri | Oral glikoz tolerans Sayisal | [0-199]
testinde (GTIT)
2 saatte plazma glikoz
konsantrasyonu
BP Diyastolik Kan Basinci Sayisal | [0-122]
(mm Hg)
Deri Triseps deri kivrim Sayisal | [0-99]
kalinhg kalinligr (mm)

insiilin 2 Saatlik Serum insulini Sayisal | [0-846]
(1th/ml)

BMI Vicut kitle indeksi Sayisal | [0-67,10]
(kg cinsinden agirhk/m
cinsinden boy)

Diyabet Diyabet soyagaci islevi Sayisal | [0,078-2,42]

Pedigre

islevi

Yas Yas Sayisal | [21-81]

Etiket Diyabetik durumunu Sayisal | [0-1]
gosteren ikili deger

2.2 Sinif Dengesizligi

Sinif dengesizligi, veri kimesindeki siniflarin esit olmayan bir
gozlem dagihmina sahip oldugunda ortaya ¢ikan bir
durumdur. Bu durumun makine 6grenmesi yontemlerinin
genelleme performansini  6nemli Olgide engelledigi
bilinmektedir. Sinif dengesizligi sinif dengesizlik orani (DO) ile
gosterilen bir veri kiimesinde ¢ogunluk sinif drnekleri (m) ile
azinhk sinif 6rnekleri (n) arasindaki oran ile temsil edilir (1).

DO =% (1)

Azinlik sinifindaki gbzlem sayisi azaldikga sinif dengesizlik
orani arttigindan makine 6grenmesi yontemlerinde duslik
model basarimi, asiri 6grenme veya eksik 6grenme gibi
problemler meydana gelmektedir. Veri kiimelerinde siniflari
dengelemek igin literatirde eksik yeniden 6rnekleme, asiri
yeniden ornekleme, sentetik yeniden 6rnekleme, melez
yeniden 6rnekleme gibi ¢esitli yontemler 6nerilmistir [29, 30].
Eksik yeniden ornekleme yaklasiminda, ¢ogunluk sinifina ait
rastgele segilen 6rnekler ¢ikarilarak siniflardaki 6rnek sayilari
dengelenmektedir. Asiri yeniden 6rnekleme yaklasiminda ise,
azinhk sinifindan rastgele ornekler secilerek yeniden
ornekleme ile siniflardaki 6rnek sayilari dengelenmektedir.
Sentetik yeniden oOrnekleme yaklasiminda mevcut veriler
kullanilarak yeni 6rnekler Gretilmektedir. Bu yaklagimlardan
eksik yeniden o&rnekleme yaklasimlarina rastgele eksik
ornekleme (RUS), Tomek baglantilari ve NearMiss, asiri
yeniden ornekleme yaklasimlarina rastgele asiri 6rnekleme
(ROS), sentetik yeniden o6rnekleme yaklasimlarina SMOTE,
Borderline-SMOTE, SVM-SMOTE, K-ortalama-SMOTE ve
ADASYN, asirt ve eksik yeniden o&rnekleme ydntemlerini
birlestiren melez yeniden 0&rnekleme vyaklagimlara ise
SMOTEENN ve SMOTETomek yéntemleri 6rnek verilebilir.

2.2.1 Eksik Yeniden Ornekleme Yontemleri

Eksik yeniden drnekleme yontemleri, cogunluk sinifinin bir alt
kiimesini kullanarak egitim kiimesini dengeler ve egitim
sirecini kisaltir. Eksik yeniden 6rnekleme algoritmalarindan
RUS yoéntemi, cogunluk sinifinin érneklerini veri kiimesinden
rastgele cikararak siniflari dengelemeyi amaglar. Bu durumda
cogunluk sinifindan goz ardi edilen 6rneklerde yer alan faydall
bilgiler ihmal edilebilir ve siniflandiricinin performansini
olumsuz yonde etkileyebilir. Bu olumsuz durumu ortadan
kaldirmak i¢in Tomek baglantilari gibi gelismis yontemler
kullanilabilir.  Tomek baglantilari, ¢ogunluk sinifindaki
gluraltulh veriler olarak kabul edilen sinir drneklerini silerek
siniflar arasi  dengesizligi ortadan kaldirmaya yonelik
gelistirilmis bir eksik 6rnekleme yontemidir [31]. NearMiss
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yontemi, veri kiimesindeki sinif dengesizligini ortadan
kaldirmak icin kullanilan bir diger eksik ornekleme
yontemidir. Bu yontem, iki farkli sinifa ait iki nokta birbirine
¢ok yakin oldugunda ¢ogunluk sinifindaki érnekleri rastgele
silerek sinif dagihmini dengelemeye calisir.

2.2.2 Asiri Yeniden Ornekleme Yontemleri

Asiri yeniden 6rnekleme yontemleri, cogunluk ve azinlik sinifi
orneklerinin sayilari arasinda denge kurmak i¢in azinlik sinifini
cogaltir. En basit asirt yeniden o6rnekleme yontemi ROS
yontemidir. Bu ydntemde azinlik sinifi ornekleri rastgele
kopyalanarak ¢ogunluk sinifi 6rneklerinin sayisi ile esitlenir.
Bu yontemin dezavantaji cogunluk sinifinin karar bélgelerini
daha kiguk ve 6zel hale getirebileceginden siniflandiricinin
asiri 6grenmesine neden olabilir [32].

2.2.3 Sentetik Yeniden Ornekleme Yéntemleri

Sentetik yeniden Ornekleme vyodntemleri, siniflar arasi
dengesizlik sorununu ¢6zmek igin sentetik Orneklerin
olusturuldugu bir asiri yeniden 6rnekleme yaklasimidir. Agiri
yeniden o6rnekleme yontemlerinin ¢ogu, azinhk sinifinin
orneklerini kopyaladigindan asiri 6grenmeye neden olabilir ve
dengesiz dagilima sahip blylk veri kimelerinde hesaplama
acisindan ¢ok maliyetli olabilir. Sentetik yeniden 6rnekleme
yaklasimlari ise azinhk sinifi verilerini kopyalamak yerine
incelenen orneklerde kesifsel yontemler kullanarak yapay
ornekler Uretir. Boylece asirt 6grenme olasiligi daha disik
olmaktadir. Bu yaklasimlara 6rnek olarak SMOTE ve tirevleri
verilebilir. SMOTE y6nteminde, veri kiimesindeki 6rneklerin
tamami girdi olarak alinir ve azinlik sinifinin en yakin
komsulari belirlenir. Azinlik sinifindaki érneklerin ve en yakin
komsularini birlestiren dogru pargasi boyunca yeni sentetik
ornekler uretilir. Cogunluk sinifinin 6rnek sayisi degistiriimez
ve sentetik 6rnekler siniflandiricinin daha kicik ve daha 6zel
bolgeler yerine daha buyuk ve daha az 6zel karar bolgeleri
olusturmasini saglar [33]. SMOTE algoritmasi, azinhk
sinifindaki her 6rnek igin sentetik 6rnekler olusturdugundan
asirt genellemeye yol agabilir. Bu sorunu ¢6zmek igin
Borderline-SMOTE ydntemi onerilmistir. Bu yontem, karar
sinirina yakin azinhk ornekleri asiri yeniden o6rneklemede
kullanarak sinif dagilimi dengesizlik sorunu ¢é6zmeyi amaglar
[34]. Borderline-SMOTE algoritmasinin bir alternatifi olan
SVM-SMOTE algoritmasi k-en yakin komsu algoritmasi yerine
SVM algoritmasini kullanarak karar sinirini belirler. Bu karar
sinirt boyunca azinhk sinifindan rastgele yeni 6rnekler
olusturulur ve siniflar arasi dengesizlik ortadan kaldirilir [35].
Veri kimesindeki dengesizligi yeniden dengelemek igin
kullanilan bir diger yaklasim ise k-ortalama kiimeleme
algoritmasi ve SMOTE yontemini birlestiren k-ortalama-
SMOTE vyontemidir. Bu yontemde glrilti olusumu
engellenerek siniflar arasi ve sinif ici dengesizlik problemi
onlenir [36]. Sentetik Orneklerin olusturulmasinda g¢akisma
sorununu ¢6zmek icin veri kimesindeki siniflar arasi
dengesizligin giderilmesinde uyarlamali sentetik érnekleme
olan ADASYN yontemi kullanilabilir. Bu yontemde, sentetik
orneklerin olusturulmasinda azinlk sinifindaki orneklerin
timilnl kullanmak yerine bu érneklere 6nem derecesine gore
agirhklandirma yapilir. Yuksek agirhklandiriimis 6rneklerden

daha cok sentetik ornekler Uretilerek siniflar arasi denge
saglanmis olur [34].

2.2.4 Melez Yeniden Ornekleme Yontemleri

Melez yeniden drnekleme yontemleri asiri ve eksik 6rnekleme
yontemlerinin birlegimini icerir. Bu yontemlerden SMOTEENN
ve SMOTETomek yodntemlerinde veri kiimesindeki sinif
dengesizligi problemi asiri rnekleme yontemi olan SMOTE ile
¢6zulmektedir. SMOTE yontemi ile olusan 6rtiismeyi azaltmak
icin ENN algoritmasi veya Tomek baglantilari kullanilarak veri
temizleme islemi yapiimaktadir. SMOTEENN ydnteminde her
bir 6rnegin k-en yakin komsusu hesaplanir ve bu komsular
cogunluk sinifi 6rnegi sinifindan farkl ise bu drnekler ve k-en
yakin komsular veri kiimesinden cikarilir [37]. SMOTETomek
yonteminde, farkli siniflardan ve birbirinin komsularindan
ornek olan bir ¢ift gdzlem segcilir [37]. Secilen bu godzlemler
Tomek baglantilari olarak adlandirilir ve azinlik sinifinin
glraltild ve sinir bilgilerinin ortadan kaldirilmasinda bu
baglantilar kullanilarak veri temizleme islemi yapilir [38].

2.3 Veri Kiimelerinde Eksik Deger Problemi

Bir veri kiimesindeki eksik degerler, 6znitelik degerlerinde
cesitli nedenlerden dolayi meydana gelen eksiklik anlamina
gelmektedir. Eksik veriler cogu arastirma alaninda yaygin bir
sorundur ve makine 6grenmesi yontemlerinin basarimini
etkilemektedir [39]. Modelin degerlendirilmesinden o6nce
verilerdeki eksik degerlerin doldurulmasi olduk¢a 6énemlidir.
Eksik veri kiimesi sorununun en basit ¢6zimd{, bir veya daha
fazla eksik degere sahip verilerin dogrudan kaldirldigi silme
yontemidir. Bu yontem yalnizca veri kiimesi ¢ok az miktarda
eksik veri icerdiginde uygulanabilir [40]. Ancak gergek diinya
verilerine ait veri kiimeleri daha fazla eksik degerlere sahip
olabilir ve bu durum veri kaybina neden olarak makine
6grenmesi yontemlerinin genelleme basarimini etkileyebilir.
Bu nedenle, literatirde onerilen eksik deger atama
yontemleri kullanilabilir. Bu yontemlere ortalama, mod,
medyan, regresyon gibi istatistiksel yontemler, k-en yakin
komsu gibi makine 6grenmesi yOntemleri ve zincirleme
denklemlerle g¢oklu atama gibi karmasik yontemler ornek
verilebilir. Eksik degerleri doldurma yéntemlerinden ortalama
yaklasiminda, eksik degerler gozlenen tim verilerde bu
ozelligin  ortalama degeri ile doldurulurken, mod
yaklagiminda, eksik degerler tiim gézlenen verilerdeki en fazla
frekansa sahip olan deger ile doldurulur [41]. Medyan
yaklasiminda, eksik degerler gozlenen tiim verilerde bu
ozelligin medyan degeri ile doldurulur [42]. Regresyon tabanli
atama yontemleri igin, 6znitelikler arasindaki iliskiler tahmin
edilir ve ardindan eksik 6znitelik degerlerini tahmin etmek igin
regresyon katsayilart kullanilir [41]. Makine 6grenmesi
yaklasimlarindan k-en yakin komsu yonteminde, verilerdeki
bir eksik degerin doldurulmasi icin kendisine en yakin k
degiskenini arar ve tanimlanan komsularinin goézlenen
degerlerinin agirhkli bir ortalamasini hesaplayarak deger
atamasi yapilir [43]. Zincirleme denklemlerle ¢oklu atama
yontemi (MICE) basarili bir sekilde kullanilan bir diger eksik
deger atama yontemidir. Bu yontemde veri kimesindeki eksik
degerler yinelemeli bir dizi tahmine dayali model araciligiyla
doldurulur. Her iterasyonda eksik degere sahip bir degiskenin
degerini tahmin etmek icin diger degiskenlerin eksik olmayan
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ve doldurulan degerlerini kullanarak atanir. Bu islem tim
eksik degere sahip degiskenlerin degerini tahmin etmek icin
tekrarlanir [44].

Veri
dagilima

kiimesindeki
sahip

eksik degeri
siniflari

doldurmak ve dengesiz
dengelemek icin

algoritmalarin 6zeti Cizelge-3’te verilmistir.

Cizelge-3: Veri 6n isleme adiminda uygulanan yontemler

kullanilan

Veri On
isleme Yéntemler Ornek
Adimlari
Eksik Yeniden RUS
Ornekleme Tomek baglantilari
Yontemleri NearMiss
Asiri Yeniden ROS
Sinif Ornekleme
Denggleme Yontemleri
Algoritmalari SMOTE
Sentetik Yeniden Borderline-SMOTE
Ornekleme SVM-SMOTE
Yontemleri K-ortalama-SMOTE
ADASYN
Melez Yeniden SMOTEENN
Ornekleme SMOTETomek
Yontemleri
Basit Yontemler Satir silme algoritmasi
Ortalama
Eksik Deger istatistiksel Yontemler | Mod
Doldurma Medyan
Algoritmalari _ Regresyon
Makine Ogrenmesi kNN algoritmasi
Yontemleri
Zincirleme
Karmasik Yontemler denklemlerle ¢oklu
atama yontemi
(MICE)

2.4 Siniflandirma

Siniflandirma, problem alanindan 6rneklere bir sinif etiketi
atamayi 6grenen makine 6grenmesinin dnemli bir parcasidir.
Siniflandirmada 6rnekler egitim kiimesi ve test kiimesi olmak
lizere iki parcaya veya gecerleme kiimesinin de dahil oldugu
lic parcaya ayrilir. Egitim kiimesinde model kurma islemi
vapildiktan sonra ¢apraz gecerleme gibi teknikler ile model
genellemesi gerceklestirilir ve test kiimesi tizerinde modelin
performansi olgllir. Modelin performansinin 6lgilmesinde
dogruluk, kesinlik, duyarliik ve F1-skoru gibi metrikler
kullanilabilir. Makine 6grenmesi siniflandirma yéntemlerine
Lojistik Regresyon (LR), Rastgele Orman (RF), Destek Vektor
Makinesi (SVM), Karar Agaclari (DTs) ve Naive Bayes (NB) gibi
literattirde siklikla kullanilan algoritmalar 6rnek verilebilir.

2. 3. Deneysel Sonuglar ve Tartisma

Bu calismada, Cizelge-2’deki PIMA diyabet veri kimesi
kullanilarak veri kiimesindeki sinif dengesizligi ve eksik deger
sorunlari ele alinmistir. Bu kapsamda yapilan ilk analizde sinif
dengesizligini dengelemek ve eksik degerleri doldurmak igin

herhangi  bir yontem uygulanmadan veri kiimesi
incelenmistir. ikinci analizde, veri kiimesinde sinif dengesizligi
problemi icin literatiirde siklikla kullanilan yontemler
kullanilarak veri kiimesi incelenmistir. Ugiincii analizde, veri
kiimesindeki sinif dengesizligini dengelemek ve eksik
degerleri doldurmak igin literatlirde siklikla kullanilan
yontemler bir arada kullanilarak veri kiimesi incelenmistir.
Son analizde ise sinif dengesizligi icin hem asiri hem de eksik
ornekleme yaklasimlarini birlestiren melez yontemler ile veri
kiimesi incelenmistir. Bu kapsamda tasarlanan tim
deneylerde veri kiimesi egitim ve test kimesi (test
boyutu=0,33) olarak ikiye ayrilmistir. Bu ¢alismada kullanilan
model, veri 6n isleme asamasinda normalizasyon islemi ve
siniflandirma asamasinda siniflandiricilarin uygulanmasi icin
bir veri hatti olarak tasarlanmistir. Normalizasyon asamasinda
verileri 0 ve 1 arasinda yeniden Oolgekleyen Minimum-
Maksimum normalizasyonu (MinMaxScaler), veri
kiimesindeki tim degiskenlerin ortalamasinin sifira ve
standart sapmasinin ise bire esitlendigi Standart 6lcekleme
(StandartScaler), maksimum mutlak deger 1 olacak sekilde
giris degerlerini oOlgekleyen Maksimum mutlak olcekleme
(MaxAbsScaler) ve en az bir sifir olmayan bilesene sahip her
ornek normu (11 veya [2) bire esit olacak sekilde diger

orneklerden bagimsiz olarak vyeniden &lgeklendirildigi
Normallestirici (Normalizer) yontemleri segilmistir. Veri
kiimesindeki  bireylerin  hasta veya saghkli olarak

siniflandiriilmasinda LR, RF, SVM, DTs ve NB algoritmalari
siniflandirict  olarak  kullanilmistir.  Deneylerde en iyi
performansi gésteren veri normalizasyon fonksiyonunun ve
siniflandiricinin  secilmesi icin parametre uzayi ile ¢apraz
dogrulama yontemi kullaniimistir. Bu yontemde modelde
denenmesi istenen normalizasyon fonksiyonlari ile
siniflandiricilarin  hiper-parametrelerin degerlerinin bitln
kombinasyonlari igin ayri ayri model kurulur ve belirtilen
model degerlendirme metrigine goére en basarili hiper-
parametre kiimesi belirlenir. Tim deneylerde siniflandiricilar
icin kullanilan parametre uzayi Cizelge-4’ te verilmistir.
Parametre optimizasyonunda sinif dengesini alt kimelerde
de gérmek icin ¢apraz dogrulama yonteminden katmanl alt
ornekleme yontemi (StratifiedKFold) kullaniimistir. Katmanl
¢apraz dogrulama yontemindeki katman degeri 5 olarak
belirlenerek egitim kiimesi 5 boélime ayrilmis ve her bir
boélimde  siniflandiricilarin dogruluk  metrigine  gore
performanslari  Olglilmustir. En basarii  olan boélimin
parametre degerleri tim egitim kiimesine uygulanarak nihai
egitim modelinin basarimi elde edilmistir. Test kiimesi
Gzerinde bu parametre degerleri ile siniflandiricilarin
dogruluk, kesinlik, duyarliik ve F1-skoru metriklerinin
sonuglari elde edilerek basarimlari karsilagtirilmigtir.

Bu calismada, tiim deneyler AMD Ryzen 7 5700U CPU @ 1.80
GHz (8 ¢ekirdek), 8 GB RAM ve 64-bit Windows 10 Pro isletim
sistemine sahip dizUstl bilgisayarda gergeklestirilmistir.
Deneylerin gergeklestiriimesinde Python dili ve Scikit-learn
kiitiphanesinden yararlaniimistir. Veri analizinin 6n isleme
adiminda kullanilan normalizasyon fonksiyonunun
secilmesinde ve siniflandirma asamasinda siniflandiricilarin
parametre optimizasyonunda en iyi parametrelerinin
belirlenmesinde bu kitliphanede yer alan GridSearchCV
fonksiyonu kullaniimistir.
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Cizelge-4: Siniflandiricilarin Parametre Uzayi

Siniflandici Parametreler

LR penalty: ['11', '12', 'elasticnet’, 'none']
C:[0.001, 0.01,0.1, 1.0, 10, 100]
class_weight): ['dict’,'balanced’, 'None']
random_state: [42, 50, 100]

solver :['newton-cg', 'Ibfgs', 'liblinear', 'sag’,
'saga2']

max_iter: [10, 50, 100]

RF n_estimators: [10, 30, 50, 100]

criterion: ['gini', 'entropy']

max_features: ['auto’, 'sqrt’, 'log2']
random_state: [42, 50, 100]

class_weight: ['balanced’, 'balanced_subsample’,
'dict’, 'None']

bootstrap: [0,1]

max_depth:[2,3]

SVM C:[0.1, 1, 10, 100, 1000]

gamma: ['scale’, 'auto',1, 0.1, 0.01, 0.001,
0.0001]

random_state: [42, 50, 100]

kernel: ['linear','rbf']

class_weight: ['dict', 'balanced’, 'None']
decision_function_shape:['ovo’, 'ovr']
degree: [2, 3, 5]

DTs criterion: ['gini', 'entropy']

splitter: ['best', 'random']

max_features: ['auto’, 'sqrt’, 'log2’, 'None']
random_state:[42, 50, 100]
class_weight:['dict’, 'balanced', 'None']
ccp_alpha:[0.0, 0.005, 0.010, 0.015, 0.030,
0.035]

max_depth:[1, 2, 3,4, 5, 6, 7, 'None']

NB GaussianNB()
Varsayilan parametreler kullaniimistir.

3.1 Veri Kiimesinin Analizi

Bu boélimde, veri analizinde énemli bir asama olan veri 6n
isleme adimina ait sinif dengesizliginin ortadan kaldiriimasi ve
eksik degerlerin doldurulmasina yoénelik hichir yontem
uygulanmadan bireylerin hasta veya saglikli olarak
siniflandiriimasi gergeklestirilmistir. Siniflandiricilar igin en iyi
performansi gosteren parametre degerleri Cizelge-4'te
verilen parametre uzayr kullanilarak belirlenmistir. Test
kiimesi Uzerinde siniflandiricilarin secilen en iyi parametre
degerleri ile dogruluk, kesinlik, duyarliik ve F1-skoru
metriklerinin sonuglari Cizelge-5te verilmistir.

Cizelge-5: Orijinal veri kiimesi lizerinde modellerin performanslari

Algoritma Dogruluk Kesinlik | Duyarhlik | F1-skor
LR %74 %62 %59 %61
RF %74 %59 %77 %67
SVM %71 %58 %52 %55
DTs %71 %55 %78 %64
NB %74 %61 %63 %62

Hastaliklarin tespitinde siniflandirma algoritmalarinin amaci
hasta sinifini ayirt etmektir. Veri kiimesinde dengesiz bir
dagihm bulundugunda siniflandirict  genel dogrulugu
maksimize etmek icin veri sayisinin ¢cogunlukta oldugu sinifi

daha iyi 6grenirken azinlik sinifini iyi 6grenemez. Deneysel
sonuglara gore, veri kiimesinin 6n isleme adiminda Standart
olgcekleme fonksiyonu ile siniflandirma adiminda Rastgele
Orman algoritmasinin  kullaniimasi  en iyi  modeli
olusturmustur. Parametre optimizasyonu sonucu RF
siniflandiricisinin en iyi parametre degerleri su sekildedir:

Rastgele 6rneklem secimi (bootstrap): 1,

Sinif agirligi (class_weight): balanced_subsample,
Bolinmenin kalitesini 6lgme islevi kriteri (criterion): gini,
Agacin maksimum derinligi (max_depth): 3,

Maksimum 6zellik sayisi (max_features):log2,

Ormandaki agag sayisi (n_estimators) : 100,

Orneklerin 6nyiikleme rastgelelik degeri (random_state): 42

Bu modelde kesinlik degerinin (%59) diisik olmasi modelin
hasta olan bireyleri saghkh olarak tahmin ettigini
belirtmektedir. Bu durum hastalarin tedavisini olumsuz yonde
etkilemekte ve hastaligin ilerlemesine neden olmaktadir.
Duyarlilik degerinin (%77) yiksek ¢ikmasi saglikli bireyleri
hasta olarak tahminin az oldugunu gostermektedir. Dogruluk
orani (%74) yiksek olmasina ragmen kesinlik ve duyarlilik
metriklerinin harmonik ortalamasi olan Fl-skoru (%67)
oldukga dugtktir. Veri kimesindeki sinif dengesizlik orani
1,87 oldugundan veri kiimesindeki siniflar dengesiz bir
dagilima  sahiptir.  Bu durumda, F1l-skor degerini
degerlendirmek modelde ug¢ degerleri géz ardi etmemizi
engeller ve dengesiz dagilima sahip bir veri kimesinde dogru
bir model se¢imi yapmamizi saglamaktadir. Modelde
dogruluk basariminin iyi ve diger metrik sonuclarinin diisiik
olmasi siiflandiricilarin azinlik sinifini iyi 6grenemedigini
gostermektedir. Ayrica, veri kiimesinde eksik degerlerin yer
almasi siniflandiricinin  genelleme performansini olumsuz
yonde etkiledigi elde edilen sonuglar arasindadir.

3.2 Sinif Dengesizligi Probleminin Analizi

Bu bdliimde, veri kiimesindeki sinif dengesizligi sorunu ele
alinmistir. PIMA diyabet veri kiimesinin sinif dagihmi Sekil-
1'de gosterilmistir.

600

500
500
400
300
200

100

0
Saghkh

Hasta

Sekil-1: Veri kiimesinin sinif dagilimi

Veri kiimesindeki eksik degerler icin herhangi bir yontem
uygulanmadan sadece sinif dengesizligini dengelemek icin
literatirde siklikla kullanilan yéntemler PIMA diyabet veri
kiimesi Uzerinde uygulanarak bireylerin hasta veya saglikli
olarak siniflandiriimasi gergeklestirilmistir. Siniflandiricilar igin
en iyi performansi gosteren parametre degerleri Cizelge-4'te
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verilen parametre uzayr kullanilarak belirlenmistir. Test
kiimesi Gzerinde siniflandiricilarin secilen en iyi parametre

degerleri

ile dogruluk, kesinlik, duyarliik ve F1-skoru

metriklerinin sonuglari Cizelge-6 - Cizelge-14'te verilmistir.

Cizelge-6: Rastgele eksik 6rnekleme dengeleme algoritmasinin

RF %72 %70 %74 %72
SVM %72 %69 %75 %72
DTs %70 %66 %78 %72
NB %71 %70 %69 %70

Cizelge-13: SVM-SMOTE dengeleme algoritmasinin analizi

analizi
Algoritma Dogruluk Kesinlik Duyarlihk | Fl-skor
LR %75 %77 %72 %74
RF %74 %71 %82 %76
SVM %72 %72 %71 %72
DTs %66 %63 %76 %69
NB %71 %74 %66 %70

Algoritma Dogruluk Kesinlik | Duyarhlik | F1-skor
LR %77 %77 %74 %76
RF %75 %70 %85 %77
SVM %77 %73 %84 %78
DTs %71 %65 %86 %74
NB %75 %75 %74 %74

Cizelge-7: Eksik 6rnekleme Tomek baglantilar dengeleme
algoritmasinin analizi

Cizelge-14: k-ortalama-SMOTE dengeleme algoritmasinin analizi

Algoritma Dogruluk Kesinlik Duyarhhk | F1-skor
LR %73 %60 %80 %69
RF %76 %62 %88 %73
SVM %73 %61 %77 %68
DTs %75 %66 %66 %66
NB %72 %61 %66 %63
Cizelge-8: NearMiss dengeleme algoritmasinin analizi
Algoritma Dogruluk Kesinlik | Duyarhlik | Fl1-skor
LR %72 %74 %69 %71
RF %72 %73 %69 %71
SVM %68 %70 %65 %67
DTs %64 %67 %58 %62
NB %72 %74 %67 %71

Cizelge-9: Rastgele asiri ornekleme dengeleme algoritmasinin

analizi
Algoritma Dogruluk Kesinlik Duyarhhk | F1-skor
LR %75 %75 %71 %73
RF %75 %70 %83 %76
SVM %76 %74 %79 %76
DTs %73 %69 %82 %75
NB %74 %73 %73 %73

Cizelge-10: ADASYN dengeleme algoritmasinin analizi

Algoritma Dogruluk Kesinlik Duyarhlk | F1-skor
LR %74 %67 %87 %76
RF %71 %67 %77 %72
SVM %76 %73 %77 %75
DTs %69 %65 %73 %69
NB %73 %74 %69 %71
Cizelge-11: SMOTE dengeleme algoritmasinin analizi
Algoritma Dogruluk Kesinlik Duyarlihk | Fl-skor
LR %76 %75 %76 %76
RF %73 %70 %76 %73
SVM %78 %75 %81 %78
DTs %71 %67 %78 %72
NB %75 %76 %72 %74
Cizelge-12: Borderline-SMOTE dengeleme algoritmasinin analizi
Algoritma Dogruluk Kesinlik Duyarhihk | F1-skor
LR %71 %68 %76 %72

Algoritma Dogruluk Kesinlik Duyarlihk | Fi-skor
LR %79 %78 %79 %78
RF %80 %79 %81 %80
SVM %79 %79 %77 %78
DTs %79 %77 %81 %79
NB %79 %77 %80 %79
Veri kimesindeki siniflari  dengelemek igin uygulanan

yontemler Cizelge-6 ila Cizelge-14 incelendiginde bir dnceki
boélimde analiz edilen sonuglara gére tum siniflandiricilarin
F1-skoru %70Q’in Uzerine ciktigl ve veri kiimesindeki siniflarin
dengelenmesinin veri analizinde 6nemli bir adim oldugu
gozlemlenmektedir. Cizelge-6, Cizelge-7 ve Cizelge-8'de
uygulanan eksik yeniden 6rnekleme yontemlerinin sonuglari
degerlendirildiginde kesinlik, duyarlilik ve F1-skorunun disik
olmasi ve dolayisiyla modellerin sinif etiketlerini yeterince
dogru tahmin edemedigi elde edilen sonuglar arasindadir. Bu
yontemler ile siniflar dengelediginde c¢ogunluk sinifindan
faydali olabilecek 6rneklerin siniftan cikarilabilme olasilig
oldugundan model 6grenmesi zayif kalabilmektedir. Veri
kiimesinin kic¢iik boyutlu oldugu durumlarda 6nerilmis olan
asiri yeniden 6rnekleme yontemlerinden Cizelge-9'da verilen
ROS’un performansi analiz edildiginde kesinlik, duyarllk ve
F1-skoru sonuglarinin eksik  yeniden ornekleme
yontemlerinden daha basarili oldugu gorilmistir. Bu
yontemde, azinlik sinifi 6rnekleri cogunluk sinifi 6rnekleri ile
esit sayida olana kadar ornekler rastgele kopyalandigindan
sinif icinde ¢ok sayida ayni tip 6rnekler yer alabilmektedir ve
modelin  genelleme  performansi  olumsuz  yonde
etkilenmektedir. Bu ydntemin dezavantajin giderilmesine
yonelik sentetik yeniden 6rnekleme yontemleri énerilmistir.
Cizelge-10 ila Cizelge-14'te bu yontemlerin performanslari
siniflandiricilar Uzerinde olgllmustir. Elde edilen sonuglara
gore sentetik yeniden o6rnekleme yoéntemi SMOTE ve
turevlerinin klasik yontemlere gore daha basarili sonuglar
verdigi gozlemlenmistir. Veri analizinin 6n isleme adiminda
Standart oOlgekleme ve siniflandirma adiminda Rastgele
Orman algoritmasinin kullaniimasi ile Cizelge-14'te verilen k-
ortalama-SMOTE yontemi en yliksek model degerlendirme
sonuglarini Kesinlik (%80), Duyarlilik (%81) ve F1-skor (%80)
olarak elde etmistir. Parametre optimizasyonu sonucu RF
siniflandiricisinin en iyi parametre degerleri su sekildedir:

Rastgele 6rneklem segimi (bootstrap): 1,
Sinif agirhigi (class_weight): balanced_subsample,
Bolinmenin kalitesini 6lgme islevi kriteri (criterion): entropy,
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Agacin maksimum derinligi (max_depth): 3,

Maksimum 6zellik sayisi (max_features): auto,

Ormandaki agag sayisi (n_estimators) : 100,

Orneklerin 6nyiikleme rastgelelik degeri (random_state): 42

Degerlendirme oOlglitlerine gore sonuclar degerlendirildiginde
modelin hasta ve saglkli bireyleri siniflandirmasinda oldukca
basaril oldugu gorilmektedir.

3.3 Verilerdeki Eksik Deger Probleminin Analizi

Bu bolimde, veri analizinin énemli bir asamasi olan veri
temizleme isleminde veri kiimesindeki eksik degerler tespit
edilmis ve Cizelge-15'te gosterilmistir.

Cizelge-15: Veri kiimesindeki 6zelliklerin eksik deger miktan

Ozellik Eksik Deger Miktari
Gebelik durumu 0

Kan sekeri 5

BP 35

Deri kalinhg 227

insiilin 374

BMI 11
DiyabetPedigre islevi 0

Yas 0

Etiket 0

PIMA diyabet veri kimesindeki eksik degerlerin

doldurulmasinda literatiirde siklikla kullanilan eksik degerlere
sahip satirlari silme, ortalama deger ile doldurma, Zincirleme
Denklemlerle Coklu Atama (MICE) ve k-en yakin komsu (kNN)
algoritmalart  kullanilmistir. ~ Veri  kiimesindeki  sinif
dengesizligini dengelemek icin SMOTE algoritmasi ile veri
kiimesi dengelenmistir. Siniflandiricilar igin en iyi performansi
gosteren parametre degerlerinin belirlenmesinde Cizelge-
4'te verilen parametre uzayr kullaniimistir. Test kimesi
Gzerinde siniflandiricilarin segilen en iyi parametre degerleri
ile dogruluk, kesinlik, duyarlilik ve F1-skoru metriklerinin
sonuglari Cizelge-16-Cizelge-19’da verilmistir.

Cizelge-16: SMOTE dengeleme ve satir silme algoritmalarinin

analizi
Algoritma Dogruluk Kesinlik Duyarlihk | Fi-skor
LR %73 %79 %69 %74
RF %82 %89 %77 %82
SVM %80 %86 %76 %80
DTs %75 %82 %69 %75
NB %71 %81 %62 %70

Cizelge-17: SMOTE dengeleme ve ortalama deger ile doldurma
algoritmalarinin analizi

Algoritma Dogruluk Kesinlik Duyarlihk | Fl-skor
LR %75 %72 %80 %76
RF %76 %73 %82 %77
SVM %77 %74 %79 %77
DTs %69 %67 %72 %69
NB %71 %71 %66 %68

Cizelge-18: SMOTE dengeleme ve MICE algoritmalarinin analizi

F1-skor
%80

Duyarlihk
%91

Kesinlik
%72

Algoritma Dogruluk
LR %78

RF %77 %72 %84 %78
SVM %76 %73 %81 %77
DTs %71 %72 %68 %69
NB %76 %76 %76 %76

Cizelge-19: SMOTE dengeleme ve kNN algoritmalarinin analizi

Algoritma Dogruluk Kesinlik | Duyarhlik | F1-skor
LR %75 %69 %89 %78
RF %75 %70 %82 %76
SVM %76 %72 %83 %77
DTs %72 %69 %75 %72
NB %74 %73 %74 %74

Veri kimesindeki siniflarin dengelenmesi ve eksik degerleri
doldurmak igcin uygulanan yontemlerin performanslari
Cizelge-16 ila Cizelge-19 incelendiginde veri kimesindeki
eksik degerlerin doldurulmasi sonucu bir 6énceki bolimdeki
siniflandirici performanslarinda artislar oldugu
gozlemlenmistir. Cizelge-16'da uygulanan satir silme yontemi
ile  eksik degerlerin  giderilmesi  Rastgele  Orman
siniflandiricisinin hasta olan bireyleri dogru bir sekilde tahmin
ederek kesinlik (%89) sonucunu artirirken, duyarlilik (%77)
sonucu ile saghkli olan bireylerin tahmininde azalmalar
gorllmustir. Bu yontem, uygulamasi basit olmasina karsin
veri kiimesi boyutunu azalttigi ve standart hatayi
artirdigindan modelin tahmininde yanli sonuglara neden
olabilmektedir. Veri kaybi probleminin giderilmesi igin
Cizelge-17'de  ortalama deger ile eksik degerlerin
doldurulmasi gergeklestirilmistir ve modelin kesinlik (%73)
degeri duserek hasta bireylerin tahmini azalmistir. Bu
yontemde, eksik degerlere sabit bir degerin eklenmesi
degiskenin  varyans degerini dustrdidginden modelin
genelleme performansini etkilemektedir. Eksik degerlerin
doldurulmasinda eksik degere sahip degiskene en yakin k adet
degiskenin mesafesine gore atama yapan kNN yonteminin
degerlendirme Olgitlerine goére sonuglari Cizelge-19'da
verilmistir. Bu yontem, kesinlik (%69) ile hasta bireylerin
tahmininde hatayi artirmis ve modelin basarimini azaltmistir.
Veri kimesindeki gbzlemlenen tim degerleri kullanarak eksik
degerlerin doldurulmasi yontemi olan MICE algoritmasi ile
model degerlendirme metriklerinin basarimlarinda artislar
oldugu Cizelge-18’de gozlemlenmistir. Veri analizinin 6n
isleme adiminda Min-Max O&lgekleme ve siniflandirma
asamasinda LR algoritmasinin  kullanilmasi  sonucunda
Duyarlilik (%91) orant ile saglikl bireylerin tahmininde artislar
gozlemlenmigstir. Parametre optimizasyonu sonucu LR
siniflandiricisinin en iyi parametre degerleri su sekildedir:

Dizenlilestirme degeri (C): 0.01,

Sinif agirligi (class_weight): dict,

Maksimum iterasyon sayisi (max_iter): 10,

Ceza norm terimi (penalty): 12,

Verileri karistirmak icin rastgele deger (random_state): 100,
Optimizasyon algoritmasi (solver): sag

Bu yontem ile silme ve tekli atama yontemlerinin getirdigi
dezavantajlar ortadan kaldirilmistir. Ayrica, eksik degerlere
atama yaparken veri kiimesindeki eksik veriden kaynaklanan
belirsizligi de dikkate aldigl icin diger yontemlere gore
avantajli oldugu gézlemlenmistir.

Bilgisayar Bilimleri ve Mihendisligi Dergisi (2023 Cilt: 16 - Sayi:1) - 30



3.4 Melez Yaklagimlarin Performans Analizi

PIMA diyabet veri kiimesindeki siniflari
dengelemek icin asiri 6rnekleme ve eksik oOrnekleme
yontemlerinin ~ kombinasyonlarindan ~ SMOTEENN  ve
SMOTETomek algoritmalarinin performansi él¢lilmustir. Veri
kiimesindeki eksik degerler dnceki analizde basarili olan MICE
algoritmasi ile doldurulmustur. Siniflandiricilar icin en iyi
performansi gosteren parametre degerlerinin
belirlenmesinde Cizelge-4’te verilen parametre uzayi
kullanilmigtir. Test kiimesi Gzerinde siniflandiricilarin segilen
en iyi parametre degerleri ile dogruluk, kesinlik, duyarhhk ve
F1-skoru metriklerinin sonuglari Cizelge-20 ve Cizelge-21'de
verilmistir.

Bu bolimde,

Cizelge-20: SMOTEENN dengeleme ve MICE algoritmalarinin

analizi
Algoritma Dogruluk Kesinlik Duyarhhk | F1-skor
LR %86 %87 %89 %88
RF %89 %90 %90 %90
SVM %90 %91 %91 %91
DTs %81 %78 %89 %83
NB %89 %90 %81 %85

Cizelge-21: SMOTETomek dengeleme ve MICE algoritmalarinin

analizi
Algoritma Dogruluk Kesinlik | Duyarhlik | F1-skor
LR %77 %76 %79 %78
RF %81 %79 %87 %82
SVM %80 %78 %84 %81
DTs %77 %76 %80 %78
NB %73 %75 %71 %73

Deneysel sonuglar incelendiginde azinhk sinifi igin sentetik
veri Uretilmesi ve c¢ogunluk sinifi 6rneklerinin azaltiimasi
yontemine dayanan melez yontemler ile hasta ve saglkl
bireylerin  siniflandirilmasinda  daha  basarii  model
degerlendirme metriklerinin elde edildigi gérilmektedir. Elde
edilen sonuglara gore veri analizinin 6n isleme adiminda
Maksimum mutlak 6lgekleme ve siniflandirma asamasinda
SVM algoritmasinin kullaniimasi ile SMOTEENN y&nteminin
en basarili degerlendirme metrik sonuglarini elde ettigi
gbozlemlenmistir. Parametre optimizasyonu sonucu SVM
siniflandiricisinin en iyi parametre degerleri su sekildedir:

Duzenlilestirme parametresi (C): 1000,

Sinif agirhigi (class_weight): balanced,

Karar fonksiyon yapisi (decision_function_shape): ovo,
‘poly’ fonksiyonunun derecesi (degree): 2,

'rbf', 'poly' ve 'sigmoid' icin ¢ekirdek katsayisi (gamma): 0,1,
Cekirdek tari (kernel): rbf,

Verileri karistirmak icin rastgele sayi (random_state): 42

Model degerlendirme o6lc¢itlerinin sonuglari bu algoritmanin
azinlik sinifini iyi 6grendigini ve azinlik sinifinin etiketini dogru
bir sekilde tahmin ettigini gostermektedir. Boylelikle, farkli
veri Uretme yontemleri ile azinlik sinifi igin sentetik veri
Uretilmesi saglanarak cesitli veri azaltma yontemleri ile
gurtltuli verilerin veri kiimesinden g¢ikartiimasi ile her iki

yontemin avantajlarindan faydalanilabilecegi elde edilen
sonuglar arasindadir.

3. Sonug

Bu calismada, eksik degerlere ve sinif dengesizligine sahip
PIMA diyabet veri kimesi kullanilarak veri kimesinin
dengelenmesi ve eksik degerlerin doldurulmasi igin
literattirde siklikla kullanilan yontemlerin sonuglari ile orijinal
veri kimesinin sonuglarinin  karsilastirmali  bir analizi
yapilmistir. Veri kiimesinin dengelenmesi igin rastgele eksik
ornekleme, rastgele asiri 6rnekleme, Tomek baglantilari,
NearMiss, ADASYN, SMOTE, Borderline- SMOTE, SVM-SMOTE
ve k-ortalama-SMOTE yoéntemleri  kullanilmistir. ~ Veri
kiimesindeki eksik degerlerin doldurulmasi icin satir silme,
ortalama deger ile doldurma, MICE ve kNN yodntemleri
kullanilmistir. Veri kiimesindeki bireylerin hasta veya saglikh
olarak siniflandirilmasi igin Lojistik Regresyon, Rastgele
Orman, SVM, Karar Agaclari ve Naive Bayes algoritmalari
segilmistir.

Deneysel ¢alismalarda, orijinal ve yeniden 6rneklenen veri
kiimesinin performans degerleri karsilastiriimis ve yeniden
orneklenen veri kiimesi hemen hemen tim model
degerlendirme metriklerinde daha basarili olmustur. Ayrica,
SMOTE ve tirevleri ile yeniden érneklenen veri kiimesi diger
klasik 6rnekleme yontemlerine gére daha yiksek Fl-skoru ile
azinlik sinifindaki ornekleri ayirt etmede oldukca basarili
oldugu goritlmustir. Sinif dengesizliginin giderilmesinde hem
eksik hem de asiri 6rnekleme yaklasimlarini birlestiren melez
yontemlerden SMOTEENN ve SMOTETomek ydntemlerinin
siniflandirma  basarimini  artirdigi elde edilen sonuglar
arasindadir. Veri kiimesindeki eksik degerlerin
doldurulmasinda ¢oklu veri atama prensipleri ile calisan
gelismis bir veri atama yontemi olan MICE’nin diger atama
yontemlerine gore daha basarili oldugu tespit edilmistir.
SMOTEENN ve MICE yontemlerin saglik veri kiimelerinin 6n
isleme adiminda kullanimi ile daha tutarli makine 6grenimi
modellerinin elde edilecegi gdzlemlenmistir. Gelecek ¢alisma
olarak veri kiimelerindeki dengesiz siniflari dengelemek igin
SMOTE yonteminin gelistiriimesi hedeflenmektedir.
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