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Siniflandirma, verilerin analiz edilmesi i¢in énemli bir veri madenciligi teknigi olup tip, genetik ve biyomedikal
miihendisligi basta olmak iizere birgok alanda kullanilmaktadir. Ozellikle tip alaninda DNA mikrodizi gen ekspresyon
verilerini siniflandirmaya yonelik yapilan ¢calismalarda artis goriilmektedir. Ancak, mikrodizi gen ekspresyon (ifade)
verilerinde bulunan gen sayilarinin ¢oklugu ve bu veriler arasinda dogrusal olmayan bagntilar bulunmasi gibi
problemlerden dolay1 geleneksel siniflandirma algoritmalarinin basarimlar1 siirli kalabilmektedir. Bu sebeplerden
dolayi son yillarda siniflandirma probleminin ¢6ziimii i¢in yapay zeka tekniklerine dayali siniflandirma yontemlerine
olan ilgi giderek artmaya baslamistir. Bu ¢alismada, karaciger mikrodizi kanser veri setinin smiflandirilmasi i¢in
Uyarlamali Ag Tabanli Bulanik Mantik Cikarim Sistemi (ANFIS) ve Genetik Algoritmaya (GA) dayali hibrid bir
yaklagim Onerilmistir. Simiilasyon sonuglari, diger bazi yontemlere ait sonuglarla karsilastirilmistir. Elde edilen
sonuglardan, dnerilen yontemin diger yontemlere gore daha basarili oldugu goriilmiistiir.
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Training ANFIS structure using genetic algorithm for liver cancer
classification based on microarray gene expression data

ABSTRACT

Classification is an important data mining technique, which is used in many fields mostly exemplified as medicine,
genetics and biomedical engineering. The number of studies about classification of the datum on DNA microarray
gene expression is specifically increased in recent years. However, because of the reasons as the abundance of gene
numbers in the datum as microarray gene expressions and the nonlinear relations mostly across those datum, the
success of conventional classification algorithms can be limited. Because of these reasons, the interest on classification
methods which are based on artificial intelligence to solve the problem on classification has been gradually increased
in recent times. In this study, a hybrid approach which is based on Adaptive Neuro-Fuzzy Inference System (ANFIS)
and Genetic Algorithm (GA) are suggested in order to classify liver microarray cancer data set. Simulation results are
compared with the results of other methods. According to the results obtained, it is seen that the recommended method
is better than the other methods.
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1. GiRiS (INTRODUCTION)

Gilinlimiizde  teknolojik  geligmeler ve  gelismis
donanimlar sayesinde artik yiiksek boyutlu verileri
depolamak miimkiin hale gelmistir. Bu yiizden yiiksek
boyutlu verilerden anlamli bilgiler ¢ikarmak igin veri
madenciligi fonksiyonlarinin kullaniminda son yillarda
artis goriilmiistiir. Yiiksek boyutlu verilere genel olarak
genetik caligmalar sonucu elde edilen biyolojik veriler
gosterilebilir.

Insan yapisindaki dokularin hepsi ayni genetik materyali
icermektedir. Fakat her hiicrede aymi genler aktif
degildir. Hangi genlerin aktif olup hangilerinin aktif
olmadig1 bilgisi, hiicrelerin nasil bir fonksiyona sahip
oldugu ve bazi genler normal sekilde c¢aligmadiginda
hiicrenin bu olaydan nasil etkilenecegi bilgisini
vermektedir. Hiicrenin gen ifadesi iste bu aktiflik
bilgisine esittir [1]. Biitiin organlarimiz ayn: genetik
materyali igermesine ragmen genlerin farkli hiicrelerde
farkli ifade edilmelerinden dolayr bobrek, beyin,
karaciger gibi hiicreler birbirinden farkli fonksiyonlara
sahiptir [2].

Bilgisayar teknolojisinin molekiiler biyoloji ile birlikte
gelismesi sonucunda biyoteknolojinin kavramsal olarak
ulasabilecegi noktalardan biri olan mikrodizi ¢ipler (gen
¢ip) ortaya c¢ikmustir [3]. Mikrodizi ¢ip teknolojisi
sayesinde ayni anda birden fazla genin incelenmesi ve
genlerin birlikte arastirilmasi firsati dogmustur [4].

DNA mikrodizi teknolojisi sayesinde yiizlerce genin
ifade diizeyleri es zamanli olarak incelenebilmektedir
[5]. Bu teknoloji sayesinde hasta ve saglikli hiicrelerin
gen ifadelerinin karsilagtirllmasi neticesinde hastaliga
neden olan genlerin belirlenmesi miimkiin olabilmektedir
[6]. Mikrodizi yontemi kullanarak gen ifade verilerinin
analizi sayesinde psikolojik, kalp ve bulasict hastaliklar
gibi bir¢ok hastalik hakkinda bilgi vermektedir. Elde
edilen bu bilgiler sayesinde hastaliklarin Onlemesi
yoniinde tedbirler alinabilmektedir. Bu teknik sayesinde
ayrica gen uzerinde tagman kalitsal hastaliklar, alt
tiirlerine kadar incelenebilmektedir [7].

DNA mikrodizi teknolojisi ile bir ¢alismada ¢ok fazla
veri analizi yapildigindan sonuglar icin ¢ok fazla zaman
gerekmektedir. Elde edilen sonuclar ise ylizlerce genin
ifadesini barindirdigindan dolay1 sonuglari
yorumlamanin bir hayli zor oldugu ve ¢ok pahali bir
yontem oldugundan dolayt ¢ok fazla deneylerin
tekrarlanamamasi ise dezavantajlarini olusturur [7].

Mikrodizi gen ifade wverilerini smiflandirmak igin
literatiirde Bayes Aglari, Destek Vektér Makineleri ve
Karar Agaglar1 gibi istatistiksel yontemler siklikla
kullanilmaktadir. Diaz-Uriarte ve Andres [8], rastgele

orman algoritmasini kullanarak 9 farkli mikrodizi veri
seti iizerinde hem gen secimi hem de siniflandirma
yapmuslardir. Dudoit ve arkadaslar1 [9], gen ifade verisi
kullanarak tiimor smiflandirmasi igin fisher lineer
diskriminant analizi, k-en yakin komsu algoritmasi ve
torbalama yontemlerini kullanmiglardir. Furey ve
arkadaglar1 [10], mikrodizi ifade verilerini kullanarak
kanser dokusu orneklerini smiflandirmak igin destek
vektor makinelerini kullanmiglardir. Lee ve arkadasi
[11], kan kanseri gen ifade verisini kullanarak destek
vektor makineleri yardimiyla ¢ok smifli siniflandirma
yapmuslardir. Liu ve arkadaglari [12], gen ifade
profillerini kullanarak k-en yakin komsu, naive bayes,
destek vektdor makineleri ve C4.5 karar agaci gibi
smiflandirma  yontemlerinin =~ karsilagtirmali  bir
performans analizini yapmuslardir. Statnikov ve
arkadaslar1 [13] ise mikrodizi gen ifade kanser teshisinde
destek vektor makineleri, k-en yakin komsu ve yapay
sinir aglar1 gibi ¢ok smifli yontemler kullanilarak bu
siniflandirma  yontemlerinin ~ karsilagtirmali  bir
degerlendirmesini yapmislardir. Mikrodizi verilerinde
yiizlerce gen bulunmasi ve bu genler arasinda dogrusal
olmayan iligkiler bulunmasi sebebiyle geleneksel
yontemlerin basarimlart smirli  kalabilmektedir. Bu
zorluklar bilim adamlarim1 daha gilicli ve modern
yontemler kesfetmeye yoOneltmistir. Bu amagla,
aragtirmacilarin ilgisi zor problemlerin ¢6ziimiinde yapay
zeka tabanli yontemlerin kullanilmasina yonelik olarak
artmaya bagslamistir. Khan ve arkadaglar1 [14], yapay
sinir aglar1 ve gen ifade profillerini kullanarak kanser
hastaliklarin tahmin edilmesi ve siniflandirilmasi iizerine
bir ¢alisma yapmuslardir. Ringner ve Peterson [15],
yapay sinir aglar1 yardimiyla mikrodizi tabanl kanser
teshisi lizerine bir ¢aligma gergeklestirmiglerdir.

Son yillarda yiiksek boyutlu problemlerin ¢dziimiinde
yapay zeka tabanli  yontemlerin  kullanilmasi
yayginlasmis ve Oznitelik se¢gme ve smiflandirma
problemlerine karsilik algoritmalar  gelistirilmistir.
Pirooznia ve arkadaslar1 [16], mikrodizi gen ifade
(ekspresyon)  verilerini  kullanarak  siniflandirma
calismast yapmuslardir. Bu c¢aligmada istatistiksel
yontemler ile yapay zeka yontemleri karsilastirilmis ve
yapay zeka yontemlerinin daha iyi sonuglar verdigi
goriilmiistiir. Loganathan ve Girijia [17], ANFIS agirhik
parametrelerini Runge Kutta Learning algoritmasi ile
egitmigler ve olusturulan modelin performansini,
mikrodizi  gen  ekspresyon  kanser  verilerini
siniflandirarak 6lgmiislerdir. Kumar ve Punithavalli [18],
ANFIS ile kanser verilerini siniflandirmis ve elde edilen
sonuglari istatistiksel yontemler ile karsilastirmiglardir.

Bu c¢alismada karaciger kanseri mikrodizi gen
ekspresyon verilerini dogru siniflara atayabilmek icin
popiilasyon tabanli bir algoritma olan genetik algoritma
kullanilarak ~ ANFIS  modelinin  parametrelerinin
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egitilmesine yonelik bir yaklasim 6nerilmistir. Onerilen
yaklagimin performanst k-katlh capraz dogrulama
yontemi ile test edilmis ve k parametresi 5 se¢ilmistir.
Onerilen yontem ile bulunan sonuglarn performansi
diger yontemlerin performanslar ile karsilastirilmistir.
Bir sonraki boliimde ise kullanilan yontemler hakkinda
bilgi verilmis, 3. bolimde algoritmanin egitildigi
karaciger kanser veri seti tanitilmistir. 4. Boliimde ise
onerilen yontem hakkinda bilgi verilmis ve elde edilen
sonuglar ise boliim 5°te sunulmustur.

2. METOTLAR (METHODS)

Bir smniflandirma fonksiyonu temelde iki bdoliimden
olusur. Bunlar, Oznitelik se¢imi ve verilerin dogru
siniflara atanmasidir. Bu calismada kullanilan sistem
bilesenleri agsagida agiklanmaktadir.

2.1. Oznitelik Secme (Feature Selection)

Oznitelik se¢gme olay1, Oznitelik uzayr igerisinden
optimal bir 6znitelik alt kiimesinin bulunmasidir. Ayrica
optimal 6znitelik alt kiimesinin bulunmasi ile problemin
boyutunun indirgenmesi ve dznitelik kiimesini en uygun
alt kiimenin temsil etmesidir. Mikrodizi verileri yliksek
boyutlu veriler olduklarindan dolayr smiflandirma
yontemlerinin performanslarini arttirmak igin 6znitelik
secme yonteminin kullanilmasiin  bir  gereklilik
oldugundan s6z edilebilir.

2.1.1. Korelasyon Tabanh Oznitelik Secimi (KTOS-
Correlation Based Feature Selection)

KTOS, Smif ile yiiksek korelasyona sahip ve birbiriyle
disiik korelasyona sahip Ozniteliklerin bir arada
bulundugu alt kiimeleri olusturur.

7" ci
= ()
G Jk+ k(=17

Esitlik (1)’de yer alan k& parametresi veri alt kiimesinin
Oznitelik sayisi, rci parametresi ortalama Oznitelik
korelasyonu ve rii' parametresi ise ortalama 6znitelik i¢
korelasyonudur [19].

2.2. ANFIS
ANFIS)

ile Simflandirma (Classification with

Siniflandirma islemi, ag tabanli bulanik mantik ¢ikarim
sisteminde (ANFIS) bulunan baglangic ve sonug
parametrelerinin genetik algoritmasi (GA) ile optimize
edilmesi ile olusan model kullanilarak yapilmustir.

2.2.1. Adaptif Ag Tabanh Bulamk Mantik Cikarim
Sistemi (Adaptive Neuro-Fuzzy Inference System, ANFIS)

Adaptif ag tabanli bulanik mantik c¢ikarim sistemi
(ANFIS), Takagi Sugeno bulanik modeli dikkate alinarak
gelistirilmis bir yapay sistemdir [20]. Sinir aglarinin
geriye yayillimli 6grenme yetenegi ile bulantk mantigin
sonu¢  ¢ikarma  Ozellikleri  ANFIS  yapisinda
birlestirilmistir. Uyelik fonksiyonlar1 ile bulamklastirdig
giris verilerini bulanik kurallar ile ag tizerinde dagitarak
¢ikis hesaplamaktadir. Bu siire¢ ANFIS modeline
cikarim yetenegi sagladigi icin tahmin problemlerinde
bagarimi oldukca yliksektir.

ANFIS baslangi¢ ve sonug parametreleri olmak tizere iki
tiir parametreye sahiptir. Bu iki parametre tiirii bulanik
kurallar1 birbirine baglar. Modelin egitimi ise bu
parametrelerin optimizasyonu ile saglanir. ANFIS temel
olarak bes katmandan olusmaktadir. Sekil 1’de iki giris
ve bir ¢ikistan olusan temel bir ANFIS yapis1 verilmistir
[21].

5.Katman

3.Katman 4.Katman

Xy

Sekil 1. Temel bir ANFIS yapis1 [22] (A basic structure of ANFIS)

1.Katman

Bulaniklagtirma katmani olarak adlandirilan  bu
katmandaki her diigiimden alinan sinyal diger katmana
aktarilir. Her diigimden alinan sinyal giris degerlerine ve
kullanilan iiyelik fonksiyonunun tiirline bagli olarak

olugsmaktadir. Bu katmandaki diigiimlerin ¢ikislari( 01 ;)
icin Esitlik (2) ve Esitlik (3) asagida verilmistir [23].

O, = p4;(x) i=1.2 (2)

O, = uB, ,(x) i=34 (3)

Burada A, ve B, girislere ait herhangi bir iiyelik

fonksiyonu olup pA, ve uB,; ise bu fonksiyon igin
hesaplanmig {iyelik dereceleridir. Can egrisi tiiriinde
tiyelik fonksiyonu igin u4,

hesaplanmaktadir

asagidaki esitlik ile
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i=12 “)

Burada @, ve ¢, sirasiyla, iiyelik fonksiyonunun sigma

ve merkez parametreleridir.
2.Katman

Kural katmani olarak adlandirilan bu katmanda bir
onceki katmandan gelen iiyelik dereceleri kullanilarak
her kuralin atesleme seviyesi hesaplanmaktadir.

O, =w, = pd,(x).uB,(y) i=12 Q)

3.Katman

Normalizasyon katmani olarak adlandirilmaktadir. Bu
katmanda her kuralin normallestirilmis atesleme seviyesi
hesaplanmaktadir.

i=1,2 (©6)

4.Katman

Durulastirma katmani olarak adlandirilan bu katmanda
her bir kural icin c¢ikis degeri hesaplanmaktadir.
Kurallarmn ¢ikisi, bir 6nceki katmandan gelen normalize
edilmis atesleme seviyesi degerinin, birinci dereceden
polinom ile ¢arpilmasiyla elde edilmektedir.

0, =;lf; =;i'(pix+qiy+ri) =12 (7
5.Katman

Cikig katmanidir. Durulagtirma katmaninda elde edilen
her kurala ait ¢ikis degerleri toplanarak ANFIS'in ¢ikist
elde edilir.

2wt
2w

Bulanik sistemlerin, 6grenme ve adaptasyon siirecini
kolaylagtirmasi,  sinirsel  aglarin  ise  kontrol
parametrelerini ag lizerinde dagitarak dogrusal olmayan
problemlerde basarili olmasi, sinirsel bulanik bir ag
modeli olan ANFIS mimarisine biyik istiinlik
kazandirmaktadir.

ANFIS modelinin egitilmesindeki amag giris ve ¢ikis
degerlerine bagli olarak agirlik degerleri igin optimal
degerlerin iiretilmesidir. ANFIS’in agirlik
parametrelerinin egitiminde tiireve dayali algoritmalar

i=1,2 ®)

Oy=f=2w.f,=

yaygin olarak kullanilmaktadir. Ancak tiirev tabanli
algoritmalarda egim hesaplamast gibi zorluklar
bulunmasinin yaninda yerel minimuma takilma gibi
problemlere sebep olmaktadir. Bu sebepledir ki tiirev
tabanli algoritmalar ile ANFIS in egitilmesi ve
parametrelerin giincellenmesi temel sorunlardan biridir.
Arastirmalar ANFIS’in parametrelerini egitmek igin son
zamanlarda  farkli  algoritmalar  Onermistir. Bu
algoritmalardan bazilar1 ise tiireve dayali olmayan
Genetik algoritma, PSO ve Diferansiyel Gelisim
Algoritmasi gibi sezgisel algoritmalardir [24].

2.2.2. Genetik Algoritma (Genetic Algorithm)

1970°1i yillarda temel ilkeleri John Holland tarafindan
ortaya konulan Genetik Algoritma (GA) pek ¢cok problem
tirinde basart ile uygulanmaktadir [25]. GA,
optimizasyon veya arama probleminde tam yada yaklagik
sonuclar bulabilmek i¢in kullanilan sezgisel bir
algoritmadir. Bu algoritma kalitim, mutasyon, se¢im ve
caprazlama gibi evrimsel biyolojideki tekniklerden
esinlenerek gelistirilmistir. GA arama uzay1 bilyiik olan
ve ayrica degisken sayisi ¢ok fazla olan, ¢ok boyutlu
problemlere bile olduk¢a rahat uygulanabilmektedir.
Problemlerin arama uzaylarinda, uzaym tamamin
aramak yerine daha iyi olabilecek degerleri deneme
egilimi sonucu makul sayilabilecek siireler igerisinde

optimal sonuglar iiretebilme kabiliyetine sahiptir.
GA’nin temel adimlar1 Sekil 2°de verilmistir.
Adim 1. Rastgele degerlerden baslangig
popiilasyonunu {iret
Adim 2. Kromozomlarin  uygunluk  degerlerini
hesapla
Adim 3. Sartlar saglanincaya kadar devam et

(Uygunluk degeri, islem stiiresi vb)

(i) Popiilasyonda kotii uygunluk degerine
sahip kromozomlar1 belirle

(ii) Cocuk kromozomlar icin ebeveyn
kromozomlar1 tayin et

(iii) Caprazlama islemi ile ebeveyn
kromozomlardan ¢ocuk kromozomlar
uret

(iv) Cocuk kromozomlari
ugrat.

(v) Popiilasyona  yeni  dahil olan
kromozomlarin uygunluk degerlerini
hesapla

mutasyona

Sekil 2. Genetik Algoritmanin Temel Adimlar1 (Main steps of the basic
GA algorithm)

GA, popiilasyon temelli bir optimizasyon algoritmasidir.
Popiilasyonu olugturan aday ¢6ziimlerin algoritmadaki
karsilig1 kromozomlardir. Bu kromozomlar gesitli evrim
islemleri sayesinde daha iyi sonuglari temsil eden ¢6ziim
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adaylarima doniistirler. Bu islem kabul edilebilir bir
uygunluk degerine ulasincaya kadar veya Onceden
belirlenen bir islem siiresi veya nesil sayis1 gibi kriterler
karsilanincaya kadar stirdiiriiliir.

GA’da kromozomlar (aday c¢oziimler) temsil ettigi
¢oziime ait ayrik veya siirekli degerlere sahip
degiskenleri tutan katarlardir. Uygunluk fonksiyonu ise
kromozomlarin kalitesini 6lgen amag fonksiyonudur.

a) Baslangic Popiilasyonunun
(Creating Initial Populations)

Olusturulmasi

Baslangi¢ popiilasyonu rastgele aday ¢oziimlerden
olusur. Popiilasyonun biiytikliigl igin belirli bir kriter
yoktur. Ancak popiilasyondaki birey sayisinin ¢ok fazla
olmasinin problemin ¢6ziim zamanina veya elde edilecek
¢Oziimiin iyiligine etkisi olmadig1 degerlendirilmektedir.
Bu yiizden genellikle popiilasyon 20-50 arasinda alinir
[26].

b) Uygunluk Degerinin Hesaplanmasi (Determination
of Eligibility Value)

Uygunluk fonksiyonu yardimiyla hesaplanabilen bir
degerdir. Uygunluk degeri, her bir kromozomun uyguluk
fonksiyonuna tabi tutulmasi ile elde edilir. Uygunluk
fonksiyonu degeri bireyin ¢dziim kalitesini gosterir. Bir
sonraki nesle aktarilacak bireyler, uygunluk fonksiyonu
degerlerine gore belirlenir.

¢) Secim (Selection)

Secim stratejisi i¢in siklikla Rulet Tekerlek yontemi ve
Turnuva yontemi kullanilmaktadir.

Rulet Tekerlegi Yontemi

Bu yontemin temel mantig1 uygunluk degeri yiiksek olan
kromozomlarin ebeveyn kromozom olarak secilebilme
olasiligmin, uygunluk degeri nispeten diisiik olan
kromozomlardan daha fazla olmasidir [26].

Turnuva Yontemi
Bu yontemde popiilasyondan rastgele secilecek n adet

kromozom iginden en iyi kromozomlar ebeveyn olarak
secilir [26].

d) Caprazlama (Crossover)

Caprazlama, genellikle iki ebeveyn kromozomdan alinan
genlerle  olusturulur.  Kromozomlarin  baslangi¢
noktasindan belirlenecek bir noktasina kadar olan genler

ilk ebeveyn kromozomdan alinirken s6z konusu
noktadan sonraki genler ise ikinci ebeveynden alinarak
yapilir. Farkli sekillerde gaprazlama yapilabilmektedir.
Tek noktadan caprazlama Sekil 3°de goriilmektedir.

comtemezem --H

--

Ebeveyn Kromozomlar

Sekil 3. Tek Noktadan Caprazlama (One-Point Crossover)
e) Mutasyon (Mutation)

Mutasyon islemi, popiilasyondaki kromozomlarin
cesitliligini arttirarak yeni ¢6ziim adaylarinin olugsmasin
saglar. Bir bireyin bir veya birka¢ geninin degiserek
farkli bir birey haline gelmesidir. Mutasyon
popiilasyonda  g¢esitliligin ~ olusmasm1  saglayan
operatdrlerden biridir. Mutasyon oranmi genellikle %0,5 -
%S5 arasinda bir sayidir.

3. DENEYSEL VERI SETi (EXPERIMENTAL DATA
SET)

Bu calismada veri kaynagi olarak Karaciger kanseri
mikrodizi gen ifade veri seti kullanilmistir. Bu veri seti
Rutgers Universitesinin Biyoinformatik Laboratuvarinda
bulunan veri tabanindan elde edilmistir [27].

Karaciger Kanseri (Liver Cancer Chen-2002)

Chen ve arkadaslar1 [28] tarafindan 2002 yilinda ¢alisilan
karaciger kanser veri seti, hastalikli ve normal kisilerin
karaciger dokularindan alinmig 179 adet Ornekten
olusmaktadir. Bu veri setindeki her 6rnek 85 mikrodizi
gen dizilimi ile temsil edilmektedir. Veri seti HCC
adinda tiimorlii doku ve normal doku olmak tizere 2 farkli
siif ile temsil edilmektedir. Toplamda 179 o&rnek
bulunan veri setinde 104 adet tiimorlii doku bulunurken
75 adet de saglikli karaciger dokusu bulunmaktadir.

4. DENEYSEL CALISMA (EXPERIMENTAL
STUDY)

Bu ¢aligmada karaciger kanseri mikrodizi gen ifade verisi
kullanilarak  smiflandirma  yapilmistir.  Veri  seti
siiflandirma isleminden 6nce [0-1] araligina normalize
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edilmis daha sonra veri setlerine 6znitelik se¢gme yontemi
uygulanmistir. Bu calismada birgok oOznitelik se¢gme
yontemi incelenmis ve basarisindan dolayi veri setlerinin
bir alt setini olusturmak i¢in Korelasyon tabanli 6znitelik
secimi kullanilmistir. Bdylece yiiksek boyutlu veri setleri
yerine bu veri setlerini en iyi sekilde ifade eden alt veri
setleri ile simiflandirma ydntemlerinin performanslarini
arttirmak ve smiflandirmada daha basarili sonuglar
almak miimkiin hale gelmistir.

Bu c¢alismada, ANFIS modelinin GA kullanilarak
egitilmesine yonelik karaciger kanseri mikrodizi gen
ifade wverisi kullanilarak uygulama gelistirilmistir.
Toplamda 179 o6rnek bulunan karaciger verisini
smiflandirmada 6rneklerin az olmasi sebebiyle, modelin

genellestirebilme  yetenegini  dogru  bir  sekilde
degerlendirebilmek icin ¢apraz dogrulama (cross
validation) — yontemlerinden K  par¢ali  ydntemi

kullanilmustir. K par¢ali ¢apraz gegerlilik yonteminde
ama¢ bir deneyi bagimsiz kosullarda yineleyerek
sonuglarmim  gecerliligini  smamadir. Ornegin,
smiflandirma problemlerinde, bir veri kiimesini asagi
yukar1 esit k£ tane kiimeye bolip, her bir £ igin,
siiflandiriciy1 olugturmak i¢in, £-1 kiimeyi kullanip ve
arta kalan £’ mnc1 kiime tizerinde test islemini yapmaktir.
Bu c¢aligmada, 5-kat c¢apraz dogrulama yoOntemi
kullanilmistir.

Kullanilan veri setlerindeki parametre sayilarinin
¢oklugundan dolayi, bulanik kural ve iiyelik fonksiyonu
sayillarinin  az sayida oldugu ANFIS modelleri
olusturabilmek i¢in, ANFIS ile FCM kiimelemenin
entegre oldugu bir bulanik kural olusturma teknigi
kullanilmigtir.  FCM  uygulanarak olusan ANFIS
modellerindeki giris sayis1 her bir veri setindeki gen
sayisina esit olup her bir girig i¢in iiyelik fonksiyonu tiirii
gauss, iyelik fonksiyonu sayist 10 ve bulanik kural
sayilart 10 olarak belirlenmistir. Yapilan simiilasyon
calismalarinda kullanilan modelin olusturulmasini ve
olusturulan ~ modelin  parametrelerinin  optimize
edilmesini gosteren blok diyagram Sekil 4’de verilmistir.
ANFIS’in gilincellenmesi gereken iki parametre tiirii
vardir. Bunlar baslangi¢ parametreleri ve sonug
parametreleridir. Baglangic parametreleri Esitlik (4)’de
{a;, c;} olarak verilen gauss tiyelik fonksiyonlarina aittir.
Buradaki a; iiyelik fonksiyonlarinin varyansi, c; iiyelik
fonksiyonlarinin merkezidir. Baglangi¢c parametrelerinin
toplam  sayis1  tim  dyelik  fonksiyonlarmndaki
parametrelerinin toplamina esittir. Sonug parametreleri
ise durulastirma katmaninda kullanilan Esitlik (7)’de
{pi, qi,1;} olarak gosterilen parametrelerdir. Tasarlanan
ANFIS modelinin tiim parametrelerinin optimize
edilmesi i¢in GA algoritmasi kullanilmistir.

FCM Clustering

Normalizer

‘ ______

Sekil 4. Onerilen yontemle olusturulan ANFIS’in temel yapist (Basic
Structure of ANFIS with FCM Clustering)

Bu c¢alismada onerilen yontem karaciger kanseri
problemine uygulanmistir. Kanser verisinin dogru bir
sekilde smiflandirilabilmesi Sekil 4’de verilen ANFIS
modelinin 1. ve 4. katmanindaki baslangic ve sonug
parametrelerinin baslangi¢ degerleri icin FCM kiimeleme
yontemi ile bir ¢oziim uzay1 olusturulmus ve sonrasinda
parametreler her bir iterasyonda GA kullanilarak
giincellenmigtir. Esitlik (9) ile tanimlanan RMSE hata
fonksiyonu ¢oziimiin hata degerinin hesaplanmasinda
kullanilmustir. Bu hata fonksiyonunda kullanilan F ve Fy
parametreleri sirasiyla ANFIS tarafindan elde edilen
cikis ve veri setinin gercek c¢ikisidir. GA ile ANFIS
parametrelerinin egitimi siirecinde, MATLAB ortaminda
olusturulan 6zgiin kodlar kullanilmistir.

" (F()-F, ()

RMSE = 2
N

©)

Yapay zeka optimizasyon algoritmalarinin performansi
algoritmalarin kontrol parametrelerine fazlaca baglidir ve
genellikle kontrol parametreleri icin hangi degerlerin
kullanilmas1  gerektigine yonelik kesin kural ve
yontemler bulunmamaktadir. Bu kapsamda, parametreler
icin arastirmacilarin yaygin olarak onerdigi araliklarda
degerler tayin edilmesi veya c¢ok sayida deneme
yapilarak optimal parametre degerlerinin belirlenmesi
yaklagimi  kabul  gormektedir. Calismada, GA
algoritmasinin parametre degerlerine karar vermek igin
bir¢ok deneme gerceklestirilmis ve denemeler sonucunda
GA ig¢in popiilasyon sayis1 25, ¢aprazlama oram 0,7 ve
mutasyon orani 0,15 olarak alinmustir.

Onerilen yaklasimin performansimin farkli yontemlerle
karsilagtirilmasi amaciyla ANFIS agi1 karaciger mikrodizi
gen ekspresyon kanser verisinin siniflandirilmak i¢in BP
ve Hibrid algoritmalarla da egitilmistir. Bu amagla,
kullanilan BP algoritmasi i¢in 6grenme katsayisi 0.2 ve
momentum orani 0.4 olarak seg¢ilmistir. Hibrid algoritma
olarak da en kiigiik kareler tahmini ve BP algoritmasinin
birlestirilmesin olugan bir yontem kullanilmistir. Ayrica
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bu iki algoritma igin iterasyon sayist 100 olarak
belirlenmistir.

Olusturulan ANFIS modelleri BP, Hibrid ve GA
algoritmalari ile egitilerek siniflandirmadaki
performanslar1 karsilagtirilmistir.  Her algoritma igin
ANFIS 15 kez egitilmigtir. Ayrica her model igin elde
edilen RMSE hata degerlerinin ortalamasi alinarak,
ortalama RMSE (RMSE,y¢) degeri bulunmustur. Sekil
5’te yontemlere ait 100 iterasyon igin egitim hata
degerlerinin (RMSE) degisim grafigi verilmistir. Sekil
6’da ise karaciger verisini siniflandirmak icin farkli
algoritmalar ile egitilen ANFIS modellerine giris olarak
verilen test veri setinin gergek cikist ile ANFIS tarafindan
elde edilen cikis arasindaki farki gosteren test hata
degerleri (RMSE) verilmistir.

025 o BP e HB GA

0,2

0,15

RMSE

0,1

0,05

iterasyon Sayisi

Sekil 5. ANFIS modellerine ait RMSE egitim hata degerleri (Training
RMSE error values of the ANFIS models)

Modellerin Test Hata Degerleri

GA 0,28
HB 0,32
BP 0,34
0,24 0,26 0,28 03 0,32 0,34 0,36
RMSE

Sekil 6. ANFIS modellerine ait RMSE test hata degerleri (Testing
RMSE error values of the ANFIS models)

Sekil 5’te goriildiigli lizere en az egitim hata degeri
Hibrid algoritma ile bulunmus olmasina ragmen, Sekil
6’da en az test hata degeri GA ile elde edilmistir. Egitim
ve test hata degerleri arasindaki farkin ¢ok olmasi asiri
o0grenme oldugunu ve egitilen modelin uygulanabilir
olmadigmi ortaya koymaktadir. Egitim ve test hata
degerlerinin ise birbirine yakin olmasi daha giiclii ve
basarimi yiiksek modeller ortaya koymaktadir. Yapilan

simiilasyon ¢aligmalar1 neticesinde optimal parametre
degerleri ile elde edilen siniflandirma performanslarina
ait bilgiler Sekil 7’de verilmistir. Goriildiigii lizere en
basarili siniflandirma performansit ANFIS-GA modeline
aittir.

Algoritmalarin Performanslar (%)
ANFIS (GA) 92,14
ANFIS (Hibrid) 91,59

ANFIS (BP) 89,9

885 8 895 9 90,5 91 91,5 92 925

Sekil 7. Algoritmalarin  Karaciger Kanserini =~ Smiflandirma
Performanslari (Classification performance of the algorithms for Liver
Cancer)

Sekil 7° de goruldigi gibi ANFIS - GA yonteminin
ortalama % 92.14 oraniyla karaciger kanser veri setini
siiflandirmada en yiiksek performansi sergilemektedir.
Ayrica siniflandirma ydntemlerinin ortalama basarimlari
ve birbirlerine gore gelisim yiizdeleri de asamal1 olarak
Tablo 1°de verilmistir. ANFIS aginin Hibrid algoritma
ile egitilmesi durumunda geleneksel BP algoritmasina
gore smiflandirma basariminin % 1.88 iyilestigi, GA ile
egitilmesi durumunda ise Hibrid algoritmasina gore %

0.60 daha basarili oldugu goriilmektedir. Gelisim
yiizdeleri genetik algoritmanin siniflandirma
probleminde diger yontemlere goére daha basarili

oldugunu gostermektedir.

Tablo 1. Metotlarin ortalama basarimlar: ve gelisim yiizdeleri (The
average performances and the percentages of development of the

methods)
Metot Basarim (%) Gelisim Yiizdesi
(%)
ANFIS - BP 89.90 -
ANFIS - 91.59 1.88
Hibrid
ANFIS -GA 92.14 0,60

5. SONUCLAR VE TARTISMA (CONCLUSIONS
AND DISCUSSION)

Bu makalede, karaciger mikrodizi gen ekspresyon kanser
verisinin smiflandirilmasi amaciyla ANFIS modelinin
BP, Hibrid algoritmalart ve GA optimizasyon
algoritmastyla egitilerek performanslari
karsilastirilmistir. Sekil 7°de verilen sonug¢lardan, GA
algoritmasi kullanilarak ANFIS’in egitilmesine dayali
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yaklagimin daha basarili oldugu goriilmiistiir. Ayrica,
GA algoritmasinin tiireve dayali algoritmalar gibi
kisitlamalar icermemesi ve problemlere kolaylikla
uygulanabilir olmasi nedeniyle, ANFIS aginin farkli
problemlere yonelik uygulamalarinda da
kullanilabilecegi degerlendirilmistir.
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