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ÖZET: 

Sürdürülebilir tarımda, hangi toprak türünde hangi tür tohum yetiştirilmesi gerektiğine karar 

vermek büyük önem arz etmektedir. Dikilmesi hedeflenen kuru fasulye cinsinin belirlenmesi 

tecrübe, bilgi birikimi ve alanında uzman kişileri gerektiren maliyetli bir işlemdir. Kuru 

fasulyelerin doğru bir şekilde sınıflandırılabilmesi için geliştirilen karar destek sistemleri bu 

noktada büyük önem taşımaktadır. Bu çalışmada, kuru fasulye tohumlarının 

sınıflandırılmasında Yapay Sinir Ağı (YSA) ve Parçacık Sürü Optimizasyon (PSO) 

Algoritması kullanılarak hibrit bir model önerilmiştir. Önerilen hibrit model sayesinde YSA ağ 

yapısında bulunan hiper-parametreler optimize edilmiştir. Optimize işlemi sonucunda elde 

edilen hiper-parametreler ile kurulan YSA ağ yapısı kuru fasulyelerin çok sınıflı 

sınıflandırılmasında kullanılmıştır. Hibrit model ile elde edilen sonuçlar Karar Ağacı, K En 

Yakın Komşu Algoritması kullanılarak yapılan sınıflandırma sonuçları ile tartışmalı bir şekilde 
kıyaslanmıştır. Yapılan deneysel çalışmalar sonucunda hibrit model ile kuru fasulye 

tohumlarının sınıflandırılmasında %90 doğrulukla başarılı sonuçlar elde edilmiştir. 
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ABSTRACT:  

In sustainable agriculture, it is of great importance to decide which type of seed should be 

grown in which soil type. Determining the dried bean type to be planted is a costly process that 

requires experience, knowledge and experts in the field. Decision support systems developed 

for the correct classification of dry beans are of great importance at this point. In this study, a 

hybrid model was proposed for the classification of dry bean seeds using Artificial Neural 

Network (ANN) and Particle Swarm Optimization (PSO) algorithm. Thanks to the proposed 
hybrid model, the hyper-parameters in the ANN network structure have been optimized. The 

ANN network structure established with the hyper parameters obtained as a result of the 

optimization process was used in the multi-class classification of dry beans. The results 

obtained with the hybrid model are controversially compared with the classification results 

using the Decision Tree, K Nearest Neighbor Algorithm. As a result of the experimental 

studies, successful results were obtained with 90% accuracy in the classification of dry bean 

seeds with the hybrid model. 

 

 

 

 

 

 

 

1 Mehmet Akif BÜLBÜL (Orcid ID: 0000-0003-4165-0512), Nevşehir Hacı Bektaş Veli Üniversitesi, Mühendislik - 

Mimarlık Fakültesi, Bilgisayar Mühendisliği Bölümü, Nevşehir, Türkiye  

*Sorumlu Yazar/Corresponding Author: Mehmet Akif BÜLBÜL, e-mail: makifbulbul@nevsehir.edu.tr 

https://orcid.org/0000-0003-4165-0512


Mehmet Akif BÜLBÜL 13(1), 33-43, 2023 

Kuru Fasulye Tohumlarının Çok Sınıflı Sınıflandırılması İçin Hibrit Bir Yaklaşım 

 

34 

GİRİŞ 

Kuru fasulye, toplamda 30.4 milyon ton üretim ve 34.5 milyon hektar alanda yetiştirilen en 

önemli baklagil türüdür (Soydaş ve ark., 2021). Düşük maliyetli mineral, karbonhidrat ve protein 

kaynağı olan bu baklagil gelişmekte olan ülkeler için büyük önem taşımaktadır (Baldin ve ark., 2021).  

Tüm yetiştirme koşulları sağlanmış olsa bile, üretimde daha düşük kaliteli tohum kullanılması, 

üretilen baklagil miktarın düşmesine neden olmaktadır (Koklu ve Ozkan, 2020). Doğru toprak 

yapısında doğru kuru fasulye yetiştirilebilmesi için doğru tür tohumun belirlenmesi gerekmektedir. Bu 

belirleme işleminin doğru bir şekilde gerçekleşmesi bilgi birikimi ve tecrübe gerekmektedir 

(Kılıçarslan, 2022). Farklı uzmanların farklı tecrübeleri kuru fasulye tohumlarının sınıflandırılmasında 

farklılıklar meydana getirebilmektedir. Bu sebeple, kuru fasulye tohumlarının sınıflandırılmasında veri 

madenciliği yöntemleri ile karar destek sistemlerinin geliştirilmesi büyük önem taşımaktadır. Karar 

destek sistemleri sayesinde birçok alanda farklı problemlere farklı yöntemlerle çözümler üretilmiştir. 

(Bayat ve Isik, 2020; Işik ve ark., 2017; Işık ve ark., 2018; Pacal ve ark., 2022; Pacal ve Karaboga, 

2021) 

Yapay Sinir Ağı (YSA), makine öğrenme alanında sık kullanılan ve karar destek sistemlerinde 

sıkça tercih edilen yöntemlerden bir tanesidir (Bülbül ve ark., 2022; Bülbül ve Öztürk, 2022). Bu ve 

bunun gibi makine öğrenme yöntemleri zamandan, hesaplamalardan, maliyetlerden tasarruf sağlayarak 

hızlı bir şekilde insansı karar verme özellikleri üzerine yoğunlaşmış sistemlerdir.  YSA sınıflandırma 

problemlerinde başarılı sonuçlar üretmektedir (Wahab ve ark., 2022).  

Geliştirilen yeni nesil yöntemlerin üzerinde durduğu en önemli konulardan biri optimizasyondur. 

En iyi değerleri elde etme çabası içinde bulunan optimizasyon algoritmalarından bir tanesi de Parçacık 

Sürü Optimizasyon (PSO) algoritmasıdır. PSO sınıflandırma problemlerinde başarılı sonuçlar 

üretmektedir (Alhaj ve ark., 2022; Wahab ve ark., 2022). 

Literatürde tohum sınıflandırılması ile ilgili yapılan çalışmalarda, Granitto ve arkadaşları 

(Granitto ve ark., 2002), tohumların hızlı bir şekilde tanımlanması ve sınıflandırılması için Naive 

Bayes ve YSA makine öğrenme yöntemlerini kullanmışlardır. 12 tohum karakteristiği belirlenen 

çalışmada, YSA ile %99.5 doğruluk oranında başarılı sonuçlar elde edilmiştir. Eryiğit ve Tuğrul ( 

Eryiğit ve Tuğrul, 2021), çim tohumlarının sınıflandırılmasında 15 farklı Evrişimli Sinir Ağı (CNN) 

mimarisi kullanmışlardır. Yapılan çalışmada, DenseNet201, 256 × 256 piksel görüntü seti için % 99.42 

test doğruluğu ile en iyi CNN yapısı ortaya konulmuştur. Loddo ve arkadaşları (Loddo ve ark., 2021), 

bitki tohumlarının sınıflandırılmasında yeni bir CNN önerdi. Önerilen CNN mimarisi iki farklı tohum 

kümesi için uygulandı.  SeedNet adlı yeni CNN mimarisi ile yapılan sınıflandırma işleminde iki farklı 

tohum grubunda sırasıyla %95.65 ve %97.47 doğruluk oranlarında başarı elde edildi. Qian ve 

arkadaşları (Qian ve ark., 2021), pirinç çeşitlerinin hızlı ve doğru bir şekilde tanımlanmasını sağlamak 

için pirinç tohumlarının yüzeyinin üç boyutlu nokta bulutu verilerini derin bir öğrenme ağı ile 

birleştirerek bir pirinç çeşidi sınıflandırma yöntemi önermiştir. Önerilen PointNet modeli ile 8 farklı 

pirinç tohumu çeşidi sınıflandırılmış ve %89.4 doğruluk oranında başarı elde edilmiştir. Kılıç ve 

arkadaşları (Kılıç ve ark., 2007), bilgisayar görüşü sistemi ve yapay sinir ağları kullanarak fasulyeler 

için bir sınıflandırma sistemi önermişlerdir. Önerilen sistemde, fasulyeleri yoğunluk dağılımlarına göre 

tanımlamak için moment analizi yapılmıştır. Aynı zamanda, RGB renk formatındaki her kanal için 

ortalama, varyans, çarpıklık ve basıklık değerleri belirlenen çalışmada %90.6 genel doğruluk oranında 

başarılı sınıflandırma yapılmıştır. Espinosa-Pérez ve arkadaşları (Espinosa-Pérez ve ark., 2015), tohum 

özellikleri kullanılarak temel bileşenlerin ve Öklid mesafelerine dayalı hiyerarşik kümelemenin 

tanımlayıcı ve sınıflandırıcı bir analizi yapmışlardır. Temel bileşenler analizine göre, tohumların 



Mehmet Akif BÜLBÜL 13(1), 33-43, 2023 

Kuru Fasulye Tohumlarının Çok Sınıflı Sınıflandırılması İçin Hibrit Bir Yaklaşım 

 

35 

uzunluğu, genişliği, ağırlığı ve hacmi ile özgül ağırlık, toplam varyasyona göre başlıca ayırt edici 

özelliğin kullanıldığı çalışma da başarılı sonuçlar elde etmişlerdir. Köklü ve Özkan ( Köklü ve Özkan, 

2020), kuru fasulye tohumlarının sınıflandırılmasında Çok Katmanlı Algılayıcı (MLP), Destek Vektör 

Makinesi (SVM), k-En Yakın Komşular (kNN) ve Karar Ağacı (DT) sınıflandırma modellerini 

kullanmışlardır. Yapılan çalışmada, SVM sınıflandırma modeli ile başarılı sonuçlar elde etmişlerdir.  

Literatürde tohum sınıflandırılması üzerine yapılan çalışmaların çoğunda kullanılan makine 

öğrenme teknikleri parametreleri deneysel gözlemlerle belirlenmektedir. Makine öğrenme 

tekniklerinde kullanılan mimarilerde bulunan parametreler kurulan model ve tekniklerin başarısını 

doğrudan etkilemektedir (Bülbül ve ark., 2022; Bülbül ve Öztürk 2022). Makine öğrenme 

tekniklerinde bulunan hiper-parametrelerin kullanılan veriye göre şekillenebilmesi için optimizasyon 

algoritmaları kullanılması daha başarılı sonuçlar elde etmek adına önemlidir. 

Bu çalışmada, kuru fasulye tanelerinin çok sınıflı sınıflandırılmasında PSO algoritması ve YSA 

ile hibrit bir model önerilmiştir. Önerilen model ile birlikte YSA ağ yapısında kullanılan hiper-

parametreler optimize edilmiştir. Önerilen model ile elde edilen en iyi ağ performansı ile Karar Ağacı 

(KA) ve K En Yakın Komşu Algoritması (KEYKA) performansları tartışmalı bir şekilde 

kıyaslanmıştır.  

Makalenin geri kalanında, bir sonraki bölümde çalışmada kullanılan yöntemlere yer verilmiştir. 

Daha sonra, çalışmada kullanılan veri seti ile deneysel çalışmalara yer verilmiştir. Son bölümde, 

çalışma sonuçları ile ileriki çalışmalara yer verilmiştir. 

MATERYAL VE METOT 

Karar Ağacı 

KA, literatürde sınıflandırma problemlerinde kullanılan makine öğrenme algoritmasıdır (Dinesh 

2021; Quang-Huy ve ark., 2021) . Karar ağaçları kural tabanlıdırlar ve çok derin olmadıklarında 

yorumlanması oldukça kolaydır (Blanquero ve ark., 2021). Basit bir karar ağacı yapısı Şekil 1’de 

gösterilmektedir. 

 
Şekil 1. Basit bir KA yapısı 

Şekil 1’de sunulan ağaç yapısında dallar, yapraklar ve karar düğümleri bulunmaktadır. Veriler 

üzerinde gözlemler kök hücreden başlayarak dallara doğru ilerlemektedir. Bu ilerleme yapraklara 

kadar ilerler ve sınıflandırma işlemi gerçekleştirilir.  

K En Yakın Komşu Algoritması 

KEYKA, en basit makine öğrenme algoritmalarından biridir. Basit bir KEYKA yapısı Şekil 2’de 

gösterilmektedir. 
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Şekil 2. Basit bir KEYKA yapısı 

Şekil 2’de, sınıflandırılmamış örneğin sınıflandırma işlemi gerçekleştirilirken en yakın 

sınıflandırılmış değerlere olan Öklid uzaklığı dikkate alınmaktadır.  (Cansız ve ark., 2022). 

Yapay Sinir Ağları 

Çalışma tekniği olarak biyolojik sinir sistemini örnek alan YSA nöronların belirli bir hiyerarşi 

içerisinde dizilmesiyle oluşmaktadır (Yavuz ve ark., 2022). Basit bir ileri beslemeli geri yayılımlı bir 

YSA yapısı Şekil 3’de sunulmuştur. 

 
Şekil 3. Basit bir YSA yapısı 

Şekil 3’de sunulan ileri beslemeli ve geri yayılımlı YSA yapısında giriş katmanında ağ yapısına 

verilecek olan giriş bilgileri bulunmaktadır. Bu giriş bilgileri çıkış katmanına doğru ilerlemektedir 

(Işık ve ark., 2020). Her bir nöron hücresine gelen bilgiler öncelikle ağırlıkları ile çarpılarak toplama 

fonksiyonuna gönderilmektedir. Toplama fonksiyonundan çıkan bilgiler üzerine her bir nöron 

hücresinde bulunan bias değeri eklenmektedir. Böylelikle nöron hücresi için net girdi değeri 

hesaplanmış olup bu değer hücrede kullanılan aktivasyon fonksiyonundan geçirilmektedir. Her bir 

iterasyon sonunda hesaplanarak elde edilen hata geri yayılım ile nöron hücrelerine dağıtılmaktadır. 

Böylelikle daha iyi bir tahminleme işlemi gerçekleştirilmektedir.  

Parçacık Sürü Optimizasyon Algoritması  

PSO, Reeves tarafından bir çalışmada parçacık sistemi kullanılmasıyla ortaya çıkmıştır (Reeves, 

1983).  1995 yılında Kennedy ve Eberhart tarafından (Eberhart ve Kennedy, 1995) algoritma olarak 

ortaya konulan PSO, popülasyon temelli bir algoritmadır olup sosyal davranış ilkelerini kullanmaktadır 

(de Gusmão ve de Carvalho, 2019). PSO’ nun adımları şu şekildedir (Bülbül ve ark., 2021). 

1. Parametre ve eşik değerlerini tanımlayın; bir başlangıç popülasyonu oluşturun; hız 

değerlerini oluşturunuz. 

2. pbest ve gbest değerlerini belirleyiniz.  
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3. Yeni hız değerlerini hesaplayın ve parçacıkların yerlerini değiştiriniz.  

4. pbest ve gbest değerlerini güncelleyiniz.  

5. Yineleme sayısı kadar 3. adıma geri dönünüz. 

PSO bünyesinde parçacıklardan oluşan bir popülasyon barındırmaktadır. Her bir parçacık 

optimize edilmek istenen parametreler için bir çözümü temsil etmektedir. Bu parçacıklar etrafında 

bulunan diğer parçacıkların tecrübelerinden faydalanarak hareket etmektedir (Bülbül ve ark., 2021). 

Her bir iterasyonda parçacıkların konumları belirlenen uygunluk fonksiyonuna göre ölçülmektedir. 

Uygunluk fonksiyonuna göre belirleme işlemi ile parçacıkların en iyi konumu (pbest) ve popülasyon 

içerisindeki en iyi konum (gbest) belirlenmektedir. Her bir iterasyondaki parçacıkların hızı Eşitlik 1’e 

göre hesaplanmaktadır (Bülbül ve ark., 2021). 

𝑉𝑎𝑏(𝑡 + 1) = 𝑊𝑉𝑎𝑏(𝑡) + 𝐶1𝑟𝑎𝑛𝑑(1)(𝑝𝑏𝑒𝑠𝑡𝑎𝑏(𝑡) − 𝑋𝑎𝑏(𝑡)) + 𝐶2𝑟𝑎𝑛𝑑(1)(𝑔𝑏𝑒𝑠𝑡𝑎𝑏(𝑡) − 𝑋𝑎𝑏(𝑡)) (1) 

Eşitlik 1’de, W değeri momentum katsayısını göstermektedir. Vab(t+1) değeri t iterasyonunda a. 

parçacığın b. boyutundaki hızını göstermektedir. pbestab(t) değeri t iterasyonunda a. parçacığın b. 

boyuttaki en iyi konumunu göstermektedir. Xab(t) değeri t iterasyonunda a. parçacığın b. boyutundaki 

konumunu göstermektedir. gbest(t) değeri t iterasyonunda b. boyuttaki en iyi konumu göstermektedir. 

C1 ve C2 sabiti en iyi çözümün bulunmasında kullanılan öğrenme parametreleridir. C1 sabiti bilişsel 

öğrenmeyi sağlarken C2 sabiti sosyal öğrenme becerisi sağlamaktadır (Bülbül ve ark., 2021).  

Her bir iterasyonda parçacıkların konumları Eşitlik 2’ ye göre sağlanmaktadır. 

 𝑋𝑘(𝑡 + 1) = 𝑋𝑘(𝑡) + 𝑉𝑘(𝑡 + 1)           (2) 

Popülsayon içerisinde bulunan her bir parçacığın ilk hızı rastgele olarak belirlenmektedir.  

BULGULAR VE TARTIŞMA  

Veri Seti 

Çalışmada, Köklü ve Özkan tarafından 2020 yılında elde edilen 7 farklı kuru fasulye sınıfı için 

elde edilmiş 16 özniteliğe sahip 13 611 adet veri kullanılmıştır (Koklu ve Ozkan, 2020). Çizelge 1’de, 

çalışmadaki 13 611 kuru fasulye veri setindeki sınıflandırmaları, miktar dağılımları ve ortalama 

ağırlıkları gösterilmektedir(Koklu ve Ozkan, 2020). 

Çizelge 1. Kuru fasulyelerin numune dağılımı 

No İsim Adet Tohum Ağırlığı (tohum başına ortalama gram) 

1 Seker 2 027 0.49 
2 Barbunya 1 322 0.7 
3 Bombay 522 1.92 
4 Cali 1 630 0.61 
5 Horoz 1 928 0.52 
6 Sira 2 636 0.38 

7 Dermason 3 546 0.28 

Toplam  13 611 0.71 

Kuru fasulyeye veri kümesine ait özniteliklerin açıklamaları ve tanımlayıcı istatistiksel sonuçları 

Çizelge 2’de gösterilmektedir (Köklü ve Özkan, 2020). 

Çizelge 2. Kuru fasulye çeşitlerinin özniteliklerinin piksel olarak istatistiksel dağılımı  
Öznitelikler Açıklama Ortalama Std. Sapma Min. Mak. 

Alan (A) Bir fasulye bölgesinin alanı ve 
sınırları içindeki piksel sayısı. 

53 
048.285 

29 324.096 20 420.000 25 4616.000 

Çevre (P) Fasulye çevresi, bordürünün uzunluğu 
olarak tanımlanır. 

855.283 214.290 524.736 1 985.370 

Ana Eksen 
Uzunluğu (L) 

Bir çekirdekten çizilebilecek en uzun 
çizginin uçları arasındaki mesafe 

20.142 85.694 183.601 738.860 

Küçük Eksen 
Uzunluğu (I) 

Çekirdekten ana eksene dik dururken 
çizilebilecek en uzun çizgi. 

202.271 44.970 122.513 460.198 

En Boy Oranı (K) L ve l arasındaki ilişkiyi tanımlar. 1.583 0.247 1.025 2.430 
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Çizelge 2’nin Devamı 

Eksantriklik (Ec) Bölge ile aynı momentlere sahip 
elipsin eksantrikliği. 

0.751 0.092 0.219 0.911 

Dışbükey Alan 
(C) 

Bir fasulye tohumunun alanını 
içerebilen en küçük dışbükey 

çokgendeki piksel sayısı. 

53 
768.200 

29 774.916 20 684.000 26 3261.000 

Eşdeğer Çap (Ed) Fasulye tohum alanı ile aynı alana 

sahip bir dairenin çapı. 

253.064 59.177 161.244 569.374 

Kapsam (Örn) Sınırlayıcı kutudaki piksellerin 
çekirdek alanına oranı. 

0.750 0.049 0.555 0.866 

Katılık (S) Dışbükeylik olarak da bilinir. 
Dışbükey kabuktaki piksellerin 

fasulyede bulunanlara oranı. 

0.987 0.005 0.919 0.995 

Yuvarlaklık (R) Şu formülle hesaplanır: (4piA)/(P^2) 0.873 0.060 0.490 0.991 
Kompaktlık (CO) Bir nesnenin yuvarlaklığını ölçer: 

Ed/L 

0.800 0.062 0.641 0.987 

Şekil Faktörü 1  0.007 0.001 0.003 0.010 
Şekil Faktörü 2  0.002 0.001 0.001 0.004 
Şekil Faktörü 3  0.644 0.099 0.410 0.975 
Şekil Faktörü 4  0.995 0.004 0.948 1.000 

Değerlendirme Metrikleri 

Bu çalışmada, her bir sınıflandırıcı için doğruluk, duyarlık ve kesinlik değerleri hesaplanmış ve 

karşılaştırılmıştır. Bu değerlerin hesaplanabilmesi için öncelikle her bir sınıflandırıcı için karmaşıklık 

matrisi oluşturulmalıdır (Pacal ve ark., 2020). Çok sınıflı sınıflandırmada örnek bir karmaşıklık matrisi 

Şekil 4’de gösterilmektedir. 

  
Şekil 4. Çok boyutlu karışıklık matrisi 

Şekil 4’de DP gerçek pozitifi, YP yanlış pozitifi, DN gerçek negatifi ve YN ise yanlış negatifi 

ifade etmektedir (Bayat ve Işık, 2022). Bu değerlere göre doğruluk, duyarlık ve kesinlik değerlerin 

hesaplanması Eşitlik 3-7’de gösterilmektedir (Krüger, 2016). 

Doğruluk = 
∑ 𝑥𝑘𝑘
𝑆
𝑘=0

∑ ∑ 𝑥𝑘𝑙
𝑆
𝑙=0

𝑆
𝑘=0

           (3) 

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘𝑠𝚤𝑛𝚤𝑓 = 
𝑇𝑃𝑠𝚤𝑛𝚤𝑓

𝑇𝑃𝑠𝚤𝑛𝚤𝑓+𝐹𝑁𝑠𝚤𝑛𝚤𝑓
           (4) 

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 = 
∑ 𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘𝑘∗(𝑇𝑃𝑘+𝐹𝑁𝑘)
𝑆
𝑘=0

∑ ∑ 𝑥𝑘𝑙
𝑆
𝑙=0

𝑆
𝑘=0

           (5) 

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘𝑠𝚤𝑛𝚤𝑓 = 
𝑇𝑃𝑠𝚤𝑛𝚤𝑓

𝑇𝑃𝑠𝚤𝑛𝚤𝑓+𝐹𝑃𝑠𝚤𝑛𝚤𝑓
           (6) 

𝐾𝑒𝑠𝑛𝑙𝑖𝑘 = 
∑ 𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘𝑘∗(𝑇𝑃𝑘+𝐹𝑁𝑘)
𝑆
𝑘=0

∑ ∑ 𝑥𝑘𝑙
𝑆
𝑙=0

𝑆
𝑘=0

           (7) 
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Eşitlik 3-7’de, her bir S değeri sınıf sayısını, x değeri karmaşıklık matrisi üzerindeki konumu, k 

ve l değerleri konumların indislerini ifade etmektedir. 

Hibrit Model  

Çalışmanın bu bölümünde, kuru fasulyelerin sınıflandırılması için PSO ve YSA ile hibrit bir yapı 

oluşturulmuştur. Oluşturulan hibrit yapı sayesinde en uygun değerde ağ yapısı ve ağ parametreleri 

belirlenmeye çalışılacaktır. Oluşturulan hibrit yapının akış şeması Şekil 5’de gösterilmektedir. 

 
Şekil 5. PSO-YSA hibrit model 

Şekil 5’de sunulan PSO-YSA hibrit modelinde ilk adım olarak PSO için başlangıç parametreleri 

Çizelge 3’de sunulduğu gibi belirlenmiştir. Hibrit model MATLAB platformunda oluşturulmuştur. 

Çizelge 3. Hibrit model PSO parametreleri  

PSO Parametreleri Değerler 

Parçacık Sayısı 20 

Çözüm Uzayı 5 

İterasyon Sayısı 100 

Belirlenen başlangıç parametrelerinin ardından Çizelge 3’de gösterildiği gibi 20 adet parçacık 

rastgele olarak oluşturulmuştur. Her bir parçacığın içerisinde gizli katman sayısı (GKS), gizli 

katmalardaki nöron sayıları (NS), katmanlarda kullanılan aktivasyon fonksiyonları (AkF), ve her bir 

parçacığın oluşturacağı YSA ağ yapısı için kullanılacak öğrenme fonksiyonu (ÖF) bulunmaktadır.  

Parçacıklar oluşturulurken GKS ve NS maksimum sınır değeri 9 olarak alınmıştır. Her bir gizli 

katmanda bulunan AkF değerleri hardlim, logsig, purelin, tansig, hardlims ve radbas fonksiyonları 

arasından rastgele olarak belirlenmiştir. Her bir parçacığın oluşturmuş olduğu YSA ağ yapısı için 

öğrenme fonksiyonu ise trainbfg, trainr, traincgb, trainc, trainbr, trainb, traincgf, trainscg, traincgp, 

trainrp, traingd, traingda, traingdm, trainoss, traingdx arasından rastgele olarak belirlenmiştir. 

Sunulan hibrit model içerisinde her bir parçacığın pbest ve gbest değerlerinin elde edilebilmesi 

için kullanılan uygunluk fonksiyonu Eşitlik 8’de gösterilmiştir 

f(𝑈𝑖)=Max(Doğruluk,Kesinlik,Duyarlılık )           (8) 

Eşitlik 8’de sunulan uygunluk fonksiyonunda f(U𝑖) i. Parçacığın uygunluk değerini temsil 

etmektedir. Her bir parçacığın oluşturmuş olduğu YSA ağ yapısı ile test verileri üzerinden 
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sınıflandırma işlemi gerçekleştirilmektedir. Gerçekleştirilen sınıflandırma işlemi sonrası doğruluk, 

kesinlik ve duyarlılık hesaplanmaktadır. Oluşturulan hibrit model içerisinde pbest ve gbest değerleri bu 

değerlere göre belirlenmektedir.  

Hibrit modelin her bir iterasyonunda parçacıkların hızları ve konumları Eşitlik 1 ve Eşitlik 2’de 

gösterildiği gibi güncellenmektedir. Güncelleme işlemlerinde değerler yuvarlatılarak sınır değerleri 

kontrol edilmektedir. 

Sunulan hibrit model Çizelge 3’de gösterildiği gibi 100 iterasyon boyunca koşturulmuştur. 100 

iterasyon sonucunca elde edilen gbest değerine göre belirlenen en iyi konumdaki parçacığın yapısında 

bulunan YSA ağ parametreleri Çizelge 4’de sunulmuştur. 

Çizelge 4. En iyi uygunluk değerine sahip parçacık yapısı  

YSA Ağ Parametreleri Değerler 

GKS 3 

Gizli Katmanlardaki Nöron Sayıları 4 – 4 - 6 

Gizli Katmanlarda Kullanılan AkF değerler tansig – radbas – radbas - purelin 

Çıkış Katmanında Kullanılan AKF değeri 1 

ÖF purelin 

Deneysel Sonuçlar ve Tartışma  

Kuru fasulyelerin çok sınıflı sınıflandırılması için gerçekleştirilen deneysel çalışmalarda KA, 

EYKA ve sunulan hibrit model uygulanmıştır. Her bir modelin performanslarının hesaplanabilmesi 

için modeller için karmaşıklık matrisleri oluşturulmuştur. Oluşturulan karmaşıklık matrisleri Çizelge 

5-7’de sunulmuştur. 

Çizelge 5. KA için karmaşıklık matrisi  

Gerçek 

Değerler 

Tahmin Edilen Değerler 

Şeker Barbunya Bombay Cali Horoz Sira Dermason 

Şeker 483 0 0 4 0 144 45 

Barbunya 0 0 0 419 3 18 1 

Bombay 0 0 0 173 1 0 0 

Cali 0 0 0 498 41 4 0 

Horoz 0 0 0 32 574 23 14 

Sira 2 0 0 9 3 679 185 

Dermason 33 0 0 1 0 0 694 

Çizelge 6. EYKA için karmaşıklık matrisi  

Gerçek 

Değerler 

Tahmin Edilen Değerler 

Şeker Barbunya Bombay Cali Horoz Sira Dermason 

Şeker 634 4 0 0 0 17 21 

Barbunya 3 395 0 32 4 5 2 

Bombay 0 0 174 0 0 0 0 

Cali 1 29 0 494 15 4 0 

Horoz 0 2 0 9 616 10 6 

Sira 16 8 0 4 57 628 165 

Dermason 2 0 0 0 1 1 724 

Çizelge 7. PSO-YSA için karmaşıklık matrisi  

Gerçek 

Değerler 

Tahmin Edilen Değerler 

Şeker Barbunya Bombay Cali Horoz Sira Dermason 

Şeker 568 58 13 11 8 10 8 

Barbunya 4 388 23 20 3 3 0 

Bombay 0 0 173 1 0 0 0 

Cali 0 11 11 499 20 2 0 

Horoz 0 0 1 14 612 11 5 

Sira 0 6 7 5 56 713 91 

Dermason 2 0 0 0 1 2 723 
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Çizelge 5-7’de her bir model ve her bir sınıf için oluşturulan karmaşıklık matrislerine göre her 

bir modelin performansı hesaplanmış olup Çizelge 8’de sunulmuştur. 

Çizelge 8. Hibrit model ile klasik veri madenciliği yöntemlerinin değerlendirilmesi  

Modeller Doğruluk Duyarlılık Kesinlik 

KA 0.71 0.71 0.70 

EYKA 0.89 0.80 0.80 

Hibrit Model 0.90 0.80 0.83 

Çizelge 8’de sunulan performans değerlerine göre önerilen hibrit model ile kuru fasulye 

sınıflandırılmasında daha başarılı sonuçlar elde edilmiştir. 

SONUÇ 

Besin değeri olarak insan yaşamında önemli bir yeri olan kuru fasulyenin, farklı toprak türlerinde 

daha verimli bir hasat sağlanabilmesi ancak toprak türüne göre doğru türde tohum ekimi yapılması ile 

mümkün olmaktadır. Bu amaç doğrultusunda, ekilen tohumların türleri ve bu tohumların doğru bir 

şekilde sınıflandırılması gerekmektedir. Kuru fasulyelerin doğru bir şekilde sınıflandırması geleneksel 

yöntemlerle hem zahmetli hem de maliyetli bir işlemdir. Konusunda uzman kişiler olmadan bu 

sınıflandırmanın yapılabilmesi neredeyse imkânsızdır. Bu sebeple, kuru fasulyelerin çok sınıflı 

sınıflandırılabilmesinde karar destek sistemlerinin geliştirilmesi çok büyük önem arz etmektedir. 

Bunun yanında sürdürülebilir tarımın devam ettirilebilmesi doğru tür toprakta doğru tür kuru fasulye 

yetiştirilmesi ile elde edilebilir. Tüm bunların ışığında, kuru fasulye tanelerinin doğru bir şekilde 

sınıflandırılabilmesi amacıyla YSA ve PSO tabanlı hibrit bir model önerilmiştir. Önerilen hibrit model 

ile birlikte kuru fasulyelerin doğru bir şekilde sınıflandırılabilmesi için gerekli YSA ağ yapısı ve bu ağ 

yapısında bulunan hiper-parametreler PSO kullanılarak optimize edilmiştir. Sunulan model ile elde 

edilen YSA ağ yapısı, çalışmada kullanılan diğer makine öğrenme yöntemlerinden daha başarılı 

sonuçlar elde etmiştir. Gelecekte, bu ağ parametreleri kullanılarak mobil bir uygulama rahatlıkla 

geliştirilebilir. 
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