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OZET

Amag: Bu galismanin amaci blylk boyutlu genomik veri setlerinin degisken secim ydntemleri kullanilarak
daha kiglk boyutlara indirgenip daha az maliyet ve zaman ile analizlerin gerceklestirilebilecegini
gOstermektir.

Gere¢ ve Yontem: Bu calismada NCBI veri tabanindan Bioconductor yardimi ile R programina aktarilan
GDS4906 numarali veri seti kullaniimigtir. Veri seti 10-katli ¢capraz dogrulama ile LASSO ve Elastik Net
regresyon yontemleri kullanilarak analiz edilmistir.

Bulgular: Veri seti LASSO regresyon yontemi ile analiz edildiginde veri setinden 5 adet gen segilmis
olup, sonrasinda farkl iterasyonlarda secilen degiskenler ve degisken sayilarinda farklilik gézlendiginden
kararlilik segimi yontemi uygulanarak 2 adet gen segilmis ve modelin R? degeri 0,85 olarak bulunmustur.
Aralikl arama yontemi kullanilarak uygulanan Elastik Net regresyon yonteminde 19 adet gen segilmis ve
R? degeri 0,92 olarak bulunmustur.

Sonuc: Elde edilen sonuclara goére LASSO ve Elastik Net regresyon yontemlerinin genomik veri
setlerinde iyi bir performans gosterdigi anlasiimistir.
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ABSTRACT

Objective: The purpose of this study is to show that large-sized genomic datasets can be reduced to smaller
sizes using variable selection methods, and that analysis can be performed with less cost and time.

Materials and methods: This study uses dataset number GDS4906, which is transferred from the NCBI
database to the R program using Bioconductor. The dataset was analyzed using LASSO and Elastic Net
regression methods with 10-fold cross-validation.

Results: When the dataset is analyzed using the LASSO regression method, 5 genes were selected from the
dataset and 2 genes were selected and the R? values of the model were found as 0.85 by applying the
determination selection method, as the variables and variable humbers selected in different iterations were
then different. In the Elastic Net regression method applied using the interval search method, 19 genes were
selected and R? were found as 0.92.

Conclusion: According to the results obtained, LASSO and Elastic Net regression methods have shown a
good performance in the genomic datasets.

Keywords: Elastic Net, Genomic Data, Multicollinearity, LASSO
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1. Giris

Regresyon analizi, degiskenler arasindaki iliskiyi modellemek ve kesfetmek amaciyla kullanilan
istatistiksel bir tekniktir. Regresyonun muhendislik, fizik ve kimya bilimleri, iktisat, yasam ve biyoloiji
bilimleri ve sosyal bilimler gibi birgok kullanim alani olmasi sebebiyle en yaygin kullanilan istatistiksel
teknik sayilabilmektedir. Regresyon yontemlerinden coklu dogrusal regresyonun saglamasi gereken
varsayimlar vardir. Bunlardan biri regresyon modelindeki degiskenlerin birbirleri arasinda iligkinin
olmamasidir. Bu varsayimin saglanmadigi durumlarda ¢oklu dogrusal baglanti sorunu meydana gelir
ve gercektekinden énemli élgude farkl kestirim ile sonuglanabilmektedir [1].

Coklu dogrusal baglanti sorunu saglik, kimya ve biyoloji verilerinde yaygindir. Coklu dogrusal baglanti
sorununa ¢6zim olarak kararli tahminler yapabilmek amaciyla yanli tahmin ediciler kullaniimaktadir.
Genomik veri setleri icinde benzer isleve sahip genler arasindaki yiksek korelasyon nedeniyle ¢oklu
dogrusal baglanti sorunu olmasindan dolayr bu calismada yanh tahmin edicilerden Tibshirani
tarafindan (1996) 6nerilmis olan LASSO, Zou ve Hastie (2005) tarafindan 6nerilmis olan Elastik Net
regresyon yontemleri kullaniimistir.

Pripp ve Stanis (2017) tarafindan yapilan bir ¢alismada, lezyon bdélgesindeki 30 inflamasyon ve
anjiyogenez biyobelirtegleri ile 93 hastanin segilmis klinik ve radyolojik 6zellikleri arasindaki iliskiyi
degerlendirmek icin LASSO regresyonu kullaniimistir [2].

Kohannim ve arkadaslari tarafindan (2012) Alzheimer Hastaligi Norogoruntileme Girisimi'nin (ADNI)
bir pargasi olarak taranan 729 denekten MRI'dan tlretilen bir temporal lob hacmi o6lgUmleri
kullanilarak, beyin gorintilemenin genom c¢apinda iliskilendirme galismalarinda (GWAS) gen etkilerini
LASSO regresyonu kullanilarak degerlendirmislerdir [3].

486



Ciftstiren ve Akkol (2018), diizenleme yontemlerini kullanarak i¢ yumurta kalitesi dzelliklerinin tahmini
ve degisken secimini Ridge, Lasso ve Elastik Net regresyon yontemlerini kullanarak yapmistir.
Calismada 117 Japon bildircini kullanilarak yumurtalarin i¢ kalite 6zellikleri yumurta sarisi agirhdi ve
yumurta aki agirhdi; dis kalite 6zellikleri yumurta genisligi, yumurta uzunlugu, yumurta agirhgi, sekil
indeksi ve kabuk agirhdi dl¢cimleri yapilmistir. Veri setindeki ¢oklu dogrusallik olmasi sebebiyle Ridge,
LASSO ve Elastik Net yontemleri uygulanmigtir. Hem yumurta sarisi agirhidi hem de yumurta aki
agirligi icin iki tahmin edici igeren LASSO regresyon yonteminin modelin tahmin dogrulugu agisindan
en iyi sonuglari verdigi bulunmustur [4].

Cho ve ark (2009), romatoid artritin GWAS'da butlin bir genom boyunca hastaliga neden olan genleri
tespit etmek igin Elastik Net coklu lgjistik regresyon modelini kullanan basit bir asamali yaklagim
onermiglerdir. Elastik Net regresyon yontemi, GWAS'da hastalida neden olan SNP'leri birlikte
tanimlamada bazi avantajlara sahip oldugunu belirtmislerdir. Bu avantajlardan ilki, otomatik degisken
secimi ve surekli daraltma ayni anda gercgeklestirilebilmekte; ikincisi, klasik ¢oklu dogrusal
regresyonlarda c¢oklu baglanti problemine neden olabilen ylksek korelasyona sahip SNP'lerden
olusan gruplari segebilmekte; Uglincusu, Elastik Net regresyonun daraltma 6zelligi sayesinde, SNP'ler
ve genotipik olmayan faktérler arasindaki tim etkilesim terimlerinin yani sira SNP ana etkilerinin de
modele dahil edilmesini saglamakta oldugunu belitmiglerdir. Ek olarak, dogrudan kromozomlar
arasinda potansiyel SNP'leri aramak yerine, bu yaklasimin GWAS'ta ¢ok sayida potansiyel SNP
modelini islemek igin ¢ok adimli bir prosedur kullanarak verimli arama sagladigini bulmus ve rapor
etmiglerdir [5].

Bu calismada, NCBI veri tabanindan alinan GDS4906 numarali KOAH isimli buytk boyutlu genomik
veri setinin R yazilimi kullanilarak LASSO ve Elastik Net regresyon yoéntemleri ile daha basit ve
basarili modeller olusturulabileceginin gosterilmesi amaglanmistir.

2. Materyal ve Metot

Calismada kullanilan veri seti NCBI (National Center for Biotechnology Information) Gene Expression
Omnibus (GEO) veri tabanindan alinmistir (6). “Egzersiz egditiminin kronik obstriktif akciger hastaligi
hastalarina etkisi: vastus lateralis kasi” baslikli veri seti GSE27536 referans serisi altinda bulunan
GDS4906 numarali, GPL570: Affymetrix Human Genome U133 Plus 2.0 Array (HG-U133 Plus_2)
mikroarrayleri ile olgilmis 54 hastanin gen ekspresyon verilerini igermektedir. Veri seti kronik
obstriktif akciger hastaligi (KOAH) olan hastalara 8 haftalik egzersiz éncesi ve sonrasi alinan kas
analizinden olusmaktadir. iskelet kasinin islev bozuklugu, kaslarin zayiflamasi, kiigiilmesi ve kaybi
sonucu glg¢ ve hareket kabiliyeti distikligia KOAH'in ayirt edilebilen sistemik etkilerindendir.

LASSO Regresyon Yontemi

Yanl tahmin yontemlerinden LASSO (Least Absolute Shrinkage and Selection Operator) regresyon
yontemi Tibshirani tarafindan 1996 yilindan énerilmistir. Ridge regresyon yontemine benzeyen LASSO
regresyon yontemi katsayilar Ustlne ceza terimi uygulanmasi ile bazi katsayilari sifira indirgeyerek
calismaktadir. LASSO regresyon yonteminin tahmin edicisi esitlik (1)’de verilmistir.

A

ﬁlasso = argﬁmin {Z?=1(yi - ﬁo - 7:1 xi]'ﬁj)z + AZf=1|,8]|} (1)

Bu esitlikte, n gbzlem sayisi, y bagimli degisken, p degisken sayisi, B, ve B = (B, -, Bp)
bilinmeyen parametreler, x; = (x;1, X, ..., X;»)” badimsiz degiskenleri ve 1 ceza terimini (ayar
parametresi) ifade etmektedir. Ceza terimi (1), daralma (shrinkage) miktarini kontrol eden parametredir
ve A'nin aldigi deger ne kadar artarsa daralma miktari ayni oranda artmaktadir [7]. Ceza terimi sifirdan
biyuk bir deger (4 > 0) olmalidir.

l, = Zi.’=1|ﬁj| ifadesi ise ceza fonksiyonu olarak adlandiriimaktadir. Ceza fonksiyonun alacagi deger

regresyon modeline girecek olan dedisken sayisini etkilemektedir ve aldigi deger blyudikge modele
giren degisken sayisi artmaktadir.

LASSO regresyon yontemi katsayilar sifira indirgeyebilmesi sayesinde modelde daha az degisken
bulunmasina imkan saglayarak yorumlanmasi kolay ve net regresyon modelleri elde edilmesini
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saglamaktadir. Bu sayede ¢ok fazla sayida gézlem ve degisken barindiran bilyik veri setlerinde (big
data) ya da degisken sayisi gdzlem sayisindan bliylik olan (p>n) verilerde fayda saglamaktadir.

Elastik Net Regresyon Yontemi

Zou ve Hastie (2005), LASSO regresyonun bazi eksikliklerine ¢ézim getirebilmek igin Ridge ve
LASSO regresyon yontemlerinin birlikte kullaniimasi ile Elastik Net regresyon ydntemini énermislerdir.
Kisaca bu eksiklige degdinilecek olunursa; degisken sayisinin gézlem sayisindan biylk oldugu
durumlarda (p>n) LASSO regresyon modele en fazla n degisken segebilmekte ve bu durum kisitlayici
olabilmektedir. Ayrica veri seti icerisinde aralarinda yuksek korelasyona sahip degisken gruplari
bulundugu durumlarda LASSO regresyon degisken grubu igerisinden yalnizca birini modele dahil eder
ve diger degiskenleri modelden disari atmaktadir.

Genomik veri setlerinde (gen ekpresyonu) benzer islevlere sahip genler arasinda ylksek korelasyon
olmasindan kaynakl grup halinde modellenmesi gerekmektedir. Bu durumda LASSO regresyonun
tahmin performansi Ridge regresyona gére daha disik oldugu séylenmektedir. Bu sebeplerden 6tlr
Elastik Net regresyon ydntemi degisken secimi ve katsayilari daraltma yaparken iligkili degisken
gruplarini da segebilmektedir [8]. Elastik Net tahmin edicisi esitlik (2)’de verilmistir.

A ) 2
Ben = argﬁmm {Z?ﬂ(yl' —Bo— 27:1 xij.Bj) +4 27:1|.8j| + 42 2?:1 .3]'2} 2
Bu esitlikte yer alan A, Zﬁ-’=1|,3,-| + 4, 25';1 B; Elastik Net tahmin edicisinin ceza terimini ifade
etmektedir. Buradan anlasildigi Uzere Ridge (I,) ve LASSO (l,) tahmin edicilerin birlikte
kullaniimasindan olugtugu anlagiimaktadir.
a= '12/(/11 A,y Y= (1, Y2 - ¥)" yanit degiskeni, X = (x,|...|x,) model matrisi, |82 = X¥_ g7 ve
1Bl; = 25.’:1|ﬁj| olsun. Béylece t kisiti altindaki g tahmin edicisi Esitlik (3)'te verilmistir.

B = arg minly — XB|?, (1 — a)|Bl, + alBl?> <t iken 3)
B

Bu esitlikteki (1 —a)|Bl; + alB|? ifade LASSO ve Ridge ceza terimlerinin konveks birlesimi olan
Elastik Net ceza terimini (ayar parametresi) ifade etmektedir. Ceza terimindeki « ifadesi (0 < a < 1),
a = 1 iken Ridge regresyon yontemine; a = 0 iken LASSO regresyon yontemine denk gelmektedir [8].

Ridge, LASSO ve Elastik Net tahmin edicilerin katsayilara etkisi

Ve
////
-,
— = B
//,/,
i
/’// _____ Ridge
7 e e LASSO

Elastik Net

Sekil 1: Ridge, LASSO ve Elastik Net tahmin edicilerin katsayilara etkisi (Zou ve Hastie (2005))

Ridge, LASSO ve Elastik Net tahmin edicilerinin katsayilara etkisi Sekil 1’de verilmektedir. 45¢’lik
noktali gri ¢izgi, referans gizgisi olarak kisittamasiz EKK tahminini gostermektedir. Grafige
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bakildiginda Elastik Net tahmin edicisinin LASSO gibi katsayilari sifira indirgeyebildigi ve Ridge tahmin
edicisine paralel bir gizgide oldugu goriimektedir. Boylelikle Elastik Net regresyonun Ridge ve LASSO
arasinda bir ayarlama yapmakta oldugu anlasiimaktadir.

Gruplama Etkisi (The Grouping Effect)

Bir veri setindeki gozlem sayisinin degisken sayisindan kiglk olmasi durumuna literatirde
gruplandiriimis degiskenler (grouped variables) denmektedir. Genomik veri setleri de bu tip bir veri
olmasindan dolayl Segal ve Conklin (2003) gruplandiriimis genleri bulmak amaciyla dizenlilestirme
kullanilmasini  6nermiglerdir [8,9]. Gruplama etkisi (grouping effect), herhangi bir regresyon
yoénteminde aralarinda yuksek korelasyon olan bagimsiz degiskenlerin olusturdugu dedisken
gruplarindaki regresyon katsayilarinin esit olmasi durumuna verilen isimdir. Elastik Net regresyon
yénteminde gruplama etkisini ortadan kaldirmak amagclanarak es katsayilara ayni katsayi atamasi

yapilir [8].
Model parametrelerinin segimi

LASSO regresyonda yalnizca A parametresi belirlenirken, Elastik Net regresyonda o parametresinin
de ayarlanmasi gerekmektedir. LASSO ve Elastik Net regresyon ydntemlerinin ayar parametresi (ceza
terimi) secimi capraz dogrulama ile yapilabilmektedir.

Egitim Test

HEEE [ -

Sekil 2: k-katli capraz dogrulama gésterim semasi

k-katli capraz dogrulama (n-folds cross validation) yonteminde veri seti ilk olarak egitim ve test olarak
ikiye ayrilmakta sonrasinda egitim seti k esit pargaya boliinmektedir. Veri setinin blyUkligtne goére k
degeri belirlenmekte ve genellikle 5 veya 10 degerini almaktadir. Dogrulama yénteminde k adet
bélinmls olan olan gruplardan sirasiyla bir grup dogrulama grubu (validation group) olarak ayri
tutularak geriye kalan k-1 adet grup ile model olusturulur ve daha sonra ayri tutulan grup ile model test
edilir. Olusturulan k-1 modelin beklenen tahmin hatalari karsilastirilarak minimum hataya sahip olan
model segcilir. Bdylece dogru tahmin sonucunu veren ayar parametreleri belirlemis olmaktadir.

Kararlilik Segimi

Cezali regresyon modelleri daha az degisken (Oznitelik) ile ylksek tahmin performansli regresyon
modelleri kurmaya yardimci olmaktadir. Fakat iterasyon veya n-folds degeri degistirildiginde her
seferinde farkli degiskenler seciliyorsa, secilen degiskenlerin kararli olmadigi durumda modele olan
given azalmaktadir. Bu sebeple Meinshausen ve Bihlmann (2010), kararlilik segimi (stability
selection) yaklagimini énermislerdir [10].

Kararlihk secimi, LASSO regresyon gibi degisken segme yontemlerinin yeniden 6rnekleme ile
birlestirilerek uygulandigi bir yontemdir. Yerine koyulmadan cekilmis alt érneklemlere karsilik gelen
degisken secim yontemi uygulanarak, her degisken icin degiskenin uygun modele dahil edildigi alt
orneklemlerin orani olarak secim olasiliklari tahmin edilebilmektedir. Tahmin edilen secim olasiliklar
yardimiyla kararli dediskenler belirlenebilmektedir. Kararlilik secimi, tahmini kararli degisken setine
yanhs sekilde degisken atayan |. Tip Hata oranlarini kontrol etmek igin teorik bir c¢erceve
saglamaktadir [10].

Her bir degiskenin dizenlilestirme yolu (regularization path) boyunca segim olasilidi, kararlilik yolu
(stability path) olarak adlandiriimaktadir. Koordinat inis algoritmasi yeniden érnekleme yontemleri ve
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dizenlilestirme yolu i¢in hesaplama verimliligi agisindan kullanilabilmektedir. Sill ve ark. koordinat inis
algoritmasini kullanilabilmek icin dncelikle alt drnekleme ile alt kimeler olusturulur, ardindan koordinat
inis algoritmasi yardimiyla her alt drneklem igin dizenlilestirme yollari hesaplanir ve ortalamasi
alinarak bir kararlilik yolu hesaplanir [11].

Analiz i¢in kullanilacak arag ve paketler

Sill ve ark. (2014), genomik veriler gibi yuksek boyutlu tahmin modelleri icin R programinin
islevselligini gelistirmeyi amaclayarak gelistirdikleri “c060” isimli R paketi kullaniimistir [11]. Ek olarak
R programinda bulunan “glmnet’, “epsgo” ve “penalizedSVM” paketleri kullanilarak analize
ayarlamalar yapilmistir [12,13]. Ayrica Bioconductor isimli agik kaynakl yazilimlar gelistiren olusum
yardimiyla genomik verilerin analizi yapilabilmektedir [14]. NCBI veri tabanindan alinan genomik veri
setini analize uygun hale getirilebilmek igin Bioconductorde bulunan “GEOquery”, “Biobase” ve
“hgu133plus2.db” isimli paketler kullaniimistir.

3. Bulgular

Bionconductor yardimiyla NCBI'dan R programina g¢ekilen genomik veri setinin, ekspresyon seti ve
fenotip bilgilerini igeren veri matrisi birlestirilerek modelde kullanilacak olan veri olusturulmustur. Veri
setinde, 30’'u hasta ve 24’lU saglikh birey olmak Uzere toplamda 54 hasta bulunmaktadir. Analize
baslamadan &nce olusturulan veri setinin %80’i egitim, %20’si test olarak ikiye ayrilmistir. Bu
calismanin amaci, gen ekspresyonunu iceren veri setleri Uzerinde olusturulan regresyon modellerine
uygun genlerin bulunmasidir. Veri setindeki hastalik durumu (disease state) regresyon modelinin
bagimh degiskeni olarak segilmistir. Hastallk durumu iki dizeyli bir degisken (health: 1, chronic
obstructive pulmonary disease: 2) olmasindan dolayi “gimnet” ve “cv.gimnet” fonksiyonlarinda “family”
argimani “binomial” olarak secilmistir. Regresyon modeline en uygun LASSO ceza parametresi
degerinin belirenmesi igin “cv.gimnet” fonksiyonu kullanilarak 10-katli ¢apraz dogrulama (10-folds
cross validation) yapilmistir. Capraz dogrulama sonucunda minimum lamda degeri A=0,193 (log
A=-0,714) olarak bulunmustur. Optimum lamda degeri ile kurulan model sonuglari ve segilmis olan
Ozelliklerin katsayi tahminleri Tablo 1’de verilmistir.

Tablo 1: KOAH veri seti icin LASSO regresyon modelinin sonuglari

Gen Ifadeleri Gen Semboli Gen Adi Katsayl Tahmini
Regresyon sabiti | - - 26,499

200009 _at GDI2 GDP dissociation inhibitor 2 -3,328

203984 s_at CASP9 Caspase 9 1,586

204491 at PDE4D Phosphodiesterase 4D -7,197
222315_at LOC100996756 t’g‘éhl"’ggggeg%eg 1,549
232810_at AlG1 Androgen induced 1 0,406

Lamda: 0,02 HKO: 3,026 HKOK:1,739 HMO: 1,416 R?%0,85
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LASSO regresyon modeline gore veri setindeki 54676 adet 6zellik igcerisinden 5’inin modele segilmis
oldugu gorilmektedir. GDI2, CASP9, PDE4D, LOC100996756 ve AIG1 gen sembollerine sahip
Ozelliklerin katsay! tahminleri sirasiyla -3,328, 1,586, -7,197, 1,549 ve 0,406 oldugu gorilmektedir.
Kurulan LASSO regresyon modelinin HKO 3,026, R? degeri ise %85 (0,85) olarak bulunmustur.

22 20 17 7 1 22 20 17 7 1

Coefficients
Coefficients
-10

-10

-20
-20
|

5 4 3 2 1 5 4 3 2 1
Log Lambda Log Lambda
0 5 13 20 19 21 0 2 4 5 12 23
8 < Bl

Coefficients

Coefficients
-10

-10

0 20 40 60 80 100 0.0 0.2 04 0.6 0.8 1.0

L1 Norm Fraction Deviance Explained

Sekil 3: KOAH veri setine uygulanan LASSO regresyonun katsayilara etkisi

LASSO regresyon modeline gore secilen 6zelliklerin regresyon katsayilarinin ceza parametresine
karsl gostermis oldugu degisim Sekil 3’te verilmistir. Grafikteki kirmizi ¢izgi, 10-katl capraz dogrulama
ile belirlenen en distk lamda degeriyle olusturulan model tarafindan secilen sifir olmayan katsayilari
temsil etmektedir. Sol Ustteki grafik bitlin katsayilari igerirken sag Ustteki ise yalnizca segilmis olan
katsayilari icermektedir. Sol alttaki grafik katsayilarin L1 normu igin katsayi yollarini gésterirken, sag
alttaki grafik ise aciklanan sifir kismi en ¢ok olabilirlik sapmasinin (the null partial log-likelihood
deviance explained) kesrine gore katsayi yollarini gostermektedir [11]. Grafiklerde bulunan dikey
cizgiler A degerini temsil etmektedir. Her grafikte bir dikey ¢izgi olmasinin sebebi minimum sapma ve
minimum sapmanin bir standart sapmasi igindeki en buyidk A degerlerinin ayni g¢ikmasindan
kaynaklanmaktadir. N'nin degeri arttikga yani log A’'nin deg@eri dustikce, modele girecek olan en fazla
etki blyUklugine sahip 6zelliklerin sayisi azalmaktadir.

KOAH veri setinde bireylerin hasta veya saglikli olmalarinin stinde etkili olan prognostik 6zellikleri
beliremek amaciyla kararllik segimi yontemi kullaniimistir. Kararlilik segiminin performansini arttirmak
amaciyla LASSO regresyon modelinin kararlilk yolunu hesaplamak igin R'da bulunan “c060”
paketindeki “stabpath” fonksiyonu ve bu fonksiyonda yer alan “weakness argument” yardimiyla her
6zellige uygulanan cezalandirmanin Gzerine ek olarak yeniden agirliklandirma ile “rastgele LASSO”
olarak da gecen “ek rastgelelestirme” yapilmaktadir [10,11]. Stabpath fonksiyonu, ilk olarak alt
kimeleri olusturur takiben “parallel” paketi yardimiyla paralel olarak kararlilik yolunu hesaplar ve
stabsel fonksiyonu ile kararli o6zellikler tahmin edili. Tim islemler sonucunda PDE4D ve
LOC100996756 genlerinin kararli oldugu anlasiimistir.
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Sekil 4: KOAH veri setine uygulanan LASSO regresyonun katsay1 ve kararlilik yollari

KOAH veri setine uygulanan LASSO regresyonun katsayi ve kararlilik yollari Sekil 4’te verilmigtir.
Kirmizi gizgiler ile vurgulanmis olan iki 6zellik PDE4D ve LOC100996756 isimli kararli gen ifadelerini
belirtmektedir. Capraz dogrulama (10-folds) ile kurulan LASSO regresyon modeli sonucunda 5 6zellik
secilmistir. Fakat kararlilik secimi ile bu degiskenlerin timdntn ¢ok kararli olmadigi ve duzenlilestirme
(regularization) miktari azaldiginda (log A azaldiginda) modele giren Ozellik sayisinin arttigi
g6zlemlenmektedir.

Veri setine Elastik Net regresyon uygulandiginda LASSO regresyondan farkli olarak a ve A parametre
degerlerinin birlikte secilmesi gerekmektedir. Bunun igin aralikli arama algoritmasi (the interval search
algorithm) kullaniimistir. KOAH veri setine 10-kath c¢apraz dogrulama ile uygulanan Elastik Net
regresyonun aralikli arama g¢iktisinin ilk 5 satiri Tablo 2.’de verilmis ve tablonun altinda optimal
modelin sonuglari belirtiimistir. Optimal modelde 0=0,99 ve A=0,07 olarak tespit edilmistir. Belilenmis
olan ayar parametrelerine gére model kuruldugunda modelin R? degeri 0,92 olarak bulunmustur.

Tablo 2: KOAH veri setine uygulanan Elastik Net regresyonun aralikli arama ciktisi

Model Alfa Lamda |Sapma Degisken Sayisi
1 0,734 0,086 0,163 40

2 0,853 0,081 0,161 25

3 0,532 0,078 0,158 77

4 0,131 0,530 0,183 234

5 0,608 0,086 0,161 57

Optimal | 0,992 0,07 0,150 19

Optimal modelin; SH:0,033 R? 0,92
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Tablo 3: KOAH veri seti icin =0,99 ve A=0,07 iken Elastik Net regresyonun katsay tahmini

Gen ifadeleri | Gen Sembolii | Gen Adi Katsay! Tahmini
(Intercept) - - 77,494
1561445 _at - - 0,714
1563318_s_at | MAGIX MAGI family member, X-linked 3,373
200009 _at GDI2 GDP dissociation inhibitor 2 -9,840
200704 at LITAF lipopolysaccharide induced 10,290
- TNF factor
200862_at DHCR24 24 dehydrocholesterol reductase -1,751
204491 _at PDE4D phosphodiesterase 4D -12,297
205757 at ENTPDS egtonucleosnde triphosphate 0,170
- diphosphohydrolase 5
208112 _x_at EHD1 EH domain containing 1 -5,784
209077_at TXN2 thioredoxin 2 0,847
217879 _at cDC27 cell division cycle 27 -0,242
adaptor protein,
218158 s_at |APPL1 phOSphOtyrosme Interacting 2,341
with PH domain and leucine
Zipper 1
220786_s_at SLC38A4 solute carrier family 38 member 4 | -0,108
222315 at LOC100996756 | uncharacterized LOC100996756 2,127
222629 at REV1 REV1, DNA directed polymerase 0,694
glycerol-3-
225420 _at GPAM phosphate acyltransferase, -0,377
mitochondrial
227340_s_at RGMB repglswe guidance molecule 0,281
- family member b
srooro | LGN | RS LOTOOn |
= /11C120rt76 P ¢ :
frame 76
231935_at ARPP21 CAMP regulated 11,073
- phosphoprotein 21
242842 at - - 0,209

Optimal model sonucunda 19 gen ifadesi segilmis ve katsayi tahminleri Tablo 3'te verilmistir. Gen
ifadelerine bakildiginda LASSO regresyon modeli yardimiyla GDI2, PDE4D ve LOC100996756
Ozelliklerinin  Elastik Net regresyon modelinde de segilmis oldugu gorilmektedir. PDE4D ve
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LOC100996756 ozelliklerinin, kararlilik segimiyle de segilmis olmasi bu 6zelliklerin tutarli ve kararli
olmasinin bir gostergesi olarak yorumlanabilmektedir.

Elastik Net regresyonun « ve logh parametrelerini ayarlamasinin bir fonksiyonu olan capraz
dogrulanmis kismi log-olabilirlik sapmasinin grafigi Sekil 5'te yer almaktadir. Grafikteki yer alan
noktalar « degerlerine karsilik gelmekte ve kismi log-olabilirlik sapmasi azaldikga a degerleri agik
griden siyaha dogru gitmektedir. Kare sembol baslangi¢ noktalarini ve daire sembol ise iterasyon
noktalarini temsil etmektedir. Her noktanin yaninda yer alan sayilar ise o noktaya denk gelen a ve log
A parametreleri ile olusturulan model sonucunda secilen gen sayisini belirtmektedir. Kirmizi gizgilerin
kesisimindeki nokta ise kayip fonksiyonun minimum standart hatadaki nihai ¢6zim noktasini yani
optimum modeli temsil eder. Bu nokta «=0,99 ve 1=0,07 oldugu noktaya denk gelerek log-olabilirlik
sapmasini minimum yapmaktadir. Bu noktadan 19 genin modele secildigi tespit edilmektedir.

Cross-validated partial log likelihood deviance
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Sekil 5: KOAH veri seti Elastik Net regresyon modelinin @ ve log A parametrelerini ayarlamasinin bir fonksiyonu
olan ¢apraz dogrulanmis kismi log-olabilirlik sapmasinin gorsellestiriimesi

4. Tartigsma ve Sonug

Bu calismada buyuk boyutlu genomik veri setlerinin LASSO ve Elastik Net regresyon ydntemleri
kullanilarak analiz edilebilecedi, gen setlerinin daha kiglk boyutlara indirgenebilecedi ve hastalik
durumunun daha az degisken ile tahmin edilebilecegi gosterilmek istenmistir. Bunun igin NCBI veri
tabanindan Bioconductor yardimiyla alinan veri seti R programinda bulunan “c060”, “gimnet”,
“penalizedSVM” ve “epsgo” paketleri ile analiz edilmistir.

Model parametrelerini ayarlamak ve optimum modele ulasabilmek amaciyla 10-kath ¢apraz dogrulama
yontemi kullaniimistir. LASSO regresyon yonteminde ek olarak kararli ve tutarli degiskenlerin
secilebilmesi icin kararlihk segimi yontemi uygulanmistir. Elastik Net regresyon yonteminde iki
parametre birden ayarlanacagindan aralikli arama algoritmasi kullanilarak « ve A parametreleri
belirlenmistir.

Elde edilen sonugclar ile Elastik Net regresyon ydnteminin katsayilari daraltma yaparken ayni zamanda

iliskili degisken gruplarini da segebilmesinden dolayi genomik veri setlerinde iyi bir performans
gosterdigi anlagiimistir.
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Yaptigimiz calisma ile benzer bir ¢alismada Kohannim ve arkadaslari, gen merkezli bir LASSO
regresyon yaklasimi kurarak beyin yapisi Uzerindeki gen etkilerini kesfetmek istemigler ve blylk
miktardaki genomik veriyi eleyerek verimli bir varyant seti olusturmayir amacglamislardir. LASSO
regresyon yonteminden faydalanarak her bir gen igindeki iligkili SNP’ler (Single-nucleotide
polymorphism) arasindan seyrek SNP alt kimelerini secerek ¢alismalarini desteklemiglerdir. Genom
capinda 6nemli 22 gen kesfetmisler ve LASSO regresyon ile bulunan SNP’lerin p degerlerine gore tek
degdiskenli GWAS ile bulunanlara gére 6nemli genler olduklari arastiricilar tarafindan ortaya konmustur
[3]. Cho ve arkadaslari, genom ¢apinda iliskilendirme (GWAS) calismalarinda birgok SNP arasindan
hastaliga neden olan genleri bulmanin ¢oklu baglanti sorunu agisindan zorlugu olmasindan dolayi,
¢oklu baglantiyi ele almaya izin veren degisken seg¢im yontemi olan Elastik Net regresyonu kullanarak
hastalia neden olan SNP’leri ayni anda tanimlayan bir prosedlr onermislerdir. Birinci adimda,
SNP’leri taramak amaciyla tek isaretli iliskilendirme analizi (the single -marker association analysis)
yapiimig ikinci adimda Elastik Net dizenlemesine dayali ¢oklu iligkilendirme analizi (the multiple-
marker association) ile taranmistir. Tarama adiminda segilen SNP’ler genellikle 6. Kromozom uzerinde
yer alirken, Elastik Net yaklasimi artan bir oranda diger kromozomlar Uzerindeki hastalik ile iligkili
oldugu disunulen SNP’leri tanimlamistir. Elastik Net regresyon ydnteminin SNP belirlemede cesitli
avantajlart oldugu belirtilmistir. Otomatik dedisken sec¢imi ve slrekli daraltma ayni anda
gercgeklestiriimesi, ¢coklu dogrusal regresyonda ¢oklu baglanti sorunu olusturabilecek yliksek derecede
iligkili SNP’den olusan gruplari secebilmesi, son olarak Elastik Net'in daraltma 6zelligi sayesinde
SNP’ler ve genotipik olmayan faktorler arasindaki etkilesim terimlerini oldugu gibi SNP ana etkilerini de
modele dahil etmeyi sagladigini belirtmislerdir [5]. Yaptigimiz ¢alisma ve yapilan ¢alismalarda LASSO
ve Elastik Net regresyon yonteminin dedisken segimi ve daraltma 6zelligi sayesinde genomik veri
setleri Uzerinde etkili olmasi konusunda benzerlik gostermisgtir.

LASSO ve Elastik Net regresyon yontemleri saglik alaninda ¢oklu baglanti sorununa ¢éziim olarak
farkl galismalarda da kullanilabilir.

Etik Beyani

Bu calismada, “Yiiksekdgretim Kurumlari Bilimsel Arastirma ve Yayin Etigi Yénergesi” kapsaminda
uyulmasi gerekli tim kurallara uyuldugunu, bahsi gecen ybdnergenin “Bilimsel Arastirma ve Yayin
Etigine Aykiri Eylemler” basligi altinda belirtilen eylemlerden hicbirinin gerceklestiriimedigini taahhdit
ederiz. Bu g¢alisma “DOGRUSAL REGRESYONDA RIDGE, LASSO VE ELASTIK NET
YONTEMLERININ SAGLIK ALANINDA UYGULANMASY’ isimli yiiksek lisans tezinden uyarlanmistir.
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