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In this comparative study, the performances of six machine learning methods and two deep learning
architectures are analyzed on a predictive maintenance dataset. The names of the methods and the
architectures are given in Figure A. Four measures which are accuracy, precision, recall and F1-Scores are
used for the performance evaluation.
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Purpose:
This study purposed to compare the performance metrics of machine learning-based methods and deep
learning architectures for a predictive maintenance application.

Theory and Methods:

Six classical machine learning methods which are Linear Regression (LR), Support Vector Machines
(SVM), Decision Tree (DT), Naive Bayes Classifier, Random Forest (RF), and K-Nearest Neighbor (KNN)
and two deep learning architectures namely Long Short-Term Memory (LSTM) and Gated Recurrent Unit
(GRU) are used for a predictive maintenance application. In the application, the problem is handled as two
classification tasks: binary and multi-class. The performances of the methods and the architectures are
presented comparatively using accuracy, precision, recall and F1-Scores measures.

Results:

In the multi-class task, the deep learning architectures, LSTM and GRU achieve 97.51% accuracy rate while
the classical machine learning method RF reaches the accuracy rate of 98.26%. Binary classification task is
done for comparing the performances obtained in this study with those of the existing studies in the literature.
For this task RF, LSTM and GRU achieve over 97% accuracy rate.

Conclusion:

Based on the experimental results, it can be seen that classical machine learning methods and deep learning
architectures have close performance results on the data set. Therefore, it is concluded that the use of classical
machine learning methods for solving the problem is more appropriate than the use of deep learning
architectures in terms of both time and cost.
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e Makine ve derin 6grenme temelli kargilagtirmali bir Sngdriicii bakim uygulamast gelistirilmistir
e  UCI Makine Ogrenmesi Ambarlarindan alinan Ongoriicii Bakim veri seti kullanilmigtir
e  Eniyi tahmin sonucu Rastgele Orman yontemi kullanilarak elde edilmistir
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Giliniimiiz teknolojisinin veri odakli endiistriyel sistemlerini potansiyel arizalar olugsmadan &nce takip etmek
zorunlu hale gelmistir. Ongoriicii bakim bu arizalari olusmadan 6nce tahmin eder ve olusacak arizadan
korunmak i¢in zorunlu eylemlerin alinmasini saglar. Bu ¢alismada, makine ve derin dgrenme temelli
karsilagtirmali bir ongériicli bakim uygulamasi gergeklestirilmistir. Klasik makine 6grenmesi yontemi olarak
Lojistik Regresyon, Naive Bayes Siiflandirici, Karar Agaci, Destek Vektér Makinesi, Rastgele Orman ve
K-En Yakin Komsuluk; derin 6grenme mimarisi olarak ise Uzun Kisa Siireli Bellek ve Gegitli Tekrarlayan
Birim kullanilmistir. Yéntemlerin basarimlar1 UCI Makine Ogrenmesi Ambarlarindan alman Ongbriicii
Bakim veri seti ilizerinde hata tipi tespiti i¢in incelenmis ve sonuglar karsilastirmali olarak dlgiitler bazinda
detayl1 bir bigimde sunulmustur. Deneysel ¢aligsmalarda hata tipi tespiti ¢oklu ve ikili siniflandirma problemi
bi¢ciminde ayr1 ayr1 ele alinmistir. Coklu siniflandirma probleminin ¢dziimiinde makine &grenmesi
yontemleri arasinda en yiiksek dogruluk degeri %98,26 ile Rastgele Orman yontemi ile elde edilirken her iki
derin 6grenme mimarisi ile elde edilen dogruluk degeri %97,51 olarak gergeklesmistir. Ikili siniflandirma
probleminin ¢dziimiinde ise veri dengelemesi yapildiktan sonra makine dgrenmesi yontemleri arasinda en
yiiksek dogruluk degeri %95,03 ile yine Rastgele Orman yontemi ile elde edilirken derin 6grenme mimarileri
arasinda en yiiksek dogruluk degeri Gecitli Tekrarlayan Birim mimarisi ile %93,03 olarak elde edilmistir.

A comparative predictive maintenance application based on machine and deep learning

HIGHLIGHTS

e A comparative predictive maintenance application based on machine and deep learning has been developed
e  Predictive Maintenance dataset from UCI Machine Learning Repositories was used
e  The best prediction result was obtained using the Random Forest method
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It has become imperative to monitor the data-driven industrial systems of today’s technology before potential
failures occur. Predictive maintenance predicts these failures before they occur and takes the necessary action
to prevent malfunctions from occurring. In this study a comparative predictive maintenance application
which is based on machine and deep learning is realized. Logistic Regression, Naive Bayes Classifier,
Decision Tree, Support Vector Machine, Random Forest, and K-Nearest Neighborhood are used as the
classical machine learning methods while Long Short-Term Memory and Gated Recurrent Unit are used as
the deep learning architectures. The performances of the methods are examined on the Predictive
Maintenance dataset from UCI Machine Learning Repository for fault type detection and the results are
presented comparatively in terms of metrics in detail. In the experimental studies, fault type detection is
handled separately in the form of multiple and binary classification problems. In the solution of the multi-
classification problem, the highest accuracy among the machine learning methods is obtained by Random
Forest method with 98.26%, while the accuracy value obtained with both deep learning architectures is
97.51%. In the solution of the binary classification problem, after the data balancing, the highest accuracy
among the machine learning methods is obtained by Random Forest method with 95.03%, while the highest
accuracy among the deep learning architectures is obtained by Gated Recurrent Unit architecture as 93.03%.
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1. Giris (Introduction)

Giinlimiizde sistemlerin ¢alisma siirekliliginin saglanmasi, ilgili
islemlerin aksamamasi ve gerekli caligmalarin tam zamaninda yerine
getirilebilmesi ~ igin  periyodik  olarak bakim  ¢aligmalar
yiiriitiilmektedir. Teknolojinin gelismesi ile Onleyici Bakim
(Preventive Maintenance, PvM), Diizeltici Bakim (Corrective
Maintenance, CM) ve Ongoriicii Bakim (Predictive Maintenance,
PdM) teknikleri gelistirilmistir [1]. Bakim maliyetleri isletme
maliyetlerinin énemli bir kismint olugturmaktadir. Spesifik sektore
bagli olarak, bakim maliyetleri liretilen mallarin maliyetinin yiizde 15
ila 60'm1 temsil etmektedir. Bakim yonetiminin etkinligine iligkin son
anketler, tiim bakim maliyetlerinin {igte birinin (her dolarin 33 senti)
gereksiz veya uygunsuz sekilde gercgeklestirilen bakimin sonucu
olarak bosa harcandigini gostermektedir [2].

Tahmine dayali bir bakim ydnetim programini anlamak i¢in dnce
endiistriyel tesislerde geleneksel yonetim teknikleri olarak kullanilan
PvM ve CM anlasilmalidir. PvM, periyodik zaman araliklar1 ile bakim
caligmalarmin yiiriitiilmesine dayanir. Bu teknikte bakim maliyeti
yiiksektir [3]. CM ise ariza gergeklestikten sonra yapilan bakim
islemidir ve periyodik bir ¢alisma plant yoktur [4,5]. PdM, bakim
isleminin zamaninda yapilabilmesi i¢in gelistirilmis veri analizi
temelli bir tekniktir [6, 7]. Bu teknik gereksiz bakim islemlerini
ortadan kaldirarak, ihtiya¢ duyulan zamanda gergeklestirilmesine
olanak saglar [8]. Boylece emegi, zamani ve genel maliyeti artiran bos
siirecler azaltilmig olur. Makinelerin Omrii iyilestirildiginden,
gereksiz faaliyetlerde fazladan enerji tiiketilmez [7]. PdAM teknigi
petrol ve gaz endiistrisi, tiretim, IT, enerji ve havacilik gibi ¢ok genis
bir yelpazede kullanilmaktadir. Bir PdM sistemi algilayicilardan
topladig1 verileri kullanarak bakim ongériisiinii gergeklestirir [9].
Oncelikle Kalan Faydali Omiir (Remaining Useful Life, RUL)
kestirimi yapilir ve sonraki asamada bakim isleminin ne zaman
yapilmast gerektiginin karar1 verilir [10, 11]. PdM’in her iki
asamasinda Makine Ogrenmesi (Machine Learning, ML) ve bir alt
kiimesi olan Derin Ogrenme (Deep Learning, DL) yontemlerinden
faydalanilmaktadir [12]. Bu ¢aligma kapsaminda, klasik ML ve DL
yontemlerinin ¢oklu ve ikili smiflandirma basarimlari Ongériicii
Bakim veri seti lizerinde karsilastirilmstir.

2. Metotlar (Methods)

Makine oOgrenimi genellikle denetimli 6grenme ve denetimsiz
ogrenme olmak iizere iki sekilde kategorize edilir (Sekil 1) [13].

Denetimli makine 6grenimi, adindan da anlagilacagi gibi, uzman
denetimi ile etiketlenmis veriler gerektirmektedir [14].

Denetimli Ogrenme ydntemleri iki temel problemin ¢dziimiinde
kullanilmaktadir [15, 16]:

e Smiflandirma (Classification): Siniflandirma problemi, &nceden
tanimlanmisg sinif listesinden bir sinif etiketinin tahmin edilmesidir.
Siniflandirma, ikili siniflandirma ve ¢oklu siniflandirma olarak iki
ayri grupta ele almmaktadir [17]. Smiflandirma ydntemlerine
Lojistik Regresyon, Smiflandirma Agaglari, Rastgele Orman,
Destek Vektor Makineleri ve Yapay Sinir Aglar ornek olarak
verilebilir [13].

® Regresyon (Regression): Regresyon problemi, veri setindeki
degiskenlerin birbirini nasil etkilediklerini ve aralarindaki iliskileri
modellemek i¢in kullanilir. Regresyon yontemlerine Dogrusal
Regresyon, Karar Agaglar1 ve Bayes Aglar1 6rnek olarak verilebilir.

Siiflandirma ve regresyon problemleri arasinda ayrim yapmanin
kolay bir yolu, ¢iktida bir tiir siralama veya siireklilik olup
olmadiginin sorgulanmasidir. Olas1 sonuglar arasinda bir siralama
veya siireklilik varsa, problem bir regresyon problemi olarak
tanimlanir [16].

Denetimsiz Ogrenme yontemlerinde etiketli olmayan veri setleri
iizerinde, veriler arasindaki iliski veya gizli kaliplar otomatik olarak
belirlenmektedir [17, 14]. Denetimsiz makine 6grenimi ydntemleri
etiketli olmayan veriler iizerinde asagida verilen temel iki problemin
¢Ozlimiinde kullanilmaktadir [15, 16, 18].

e Kiimeleme (Clustering): Kiimeleme problemi, veri setindeki
etiketsiz verilerin benzer oOgelerden olugsan alt gruplarinin
bulunmasidir. Kiimeleme isleminde, gozlemler arasinda homojen
dagilima sahip olan alt gruplarin tespit edilmesi hedeflenmektedir.
Kiimeleme yontemlerine K-Means, DBSCAN (Density-Based
Spatial Clustering of Applications with Noise) [14] ve Hiyerarsik
kiimeleme 6rnek olarak verilebilir [19].

e Boyut Indirgeme (Dimensionality Reduction): Boyut indirgeme
problemi, verinin yiiksek boyutlu 6zellik uzayindan diisiik boyutlu
bir 6zellik uzayina indirgenmesidir. Cok sayida 6zellik igeren veri
kiimelerinde makine 6grenmesi yontemleri ile gergeklestirilen
¢Oziimler uzun siireler alabilmekte ve daha karmasik modeller
gerektirebilmektedir. Bu durumlarda 6zellik boyutu sayisinin
indirgenmesi problemin ¢dziimiine katki saglamaktadir. Boyut
indirgeme yontemlerine PCA ve IsoMap 6rnek olarak verilebilir
[19,17].

Bu iki kategori diginda literatiirde Yar1 Denetimli (semi-supervised)
Ogrenme ve Pekistirmeli Ogrenme (Reinforcement Learning)
yontemleri de yer almaktadir. Yari denetimli makine 6grenmesi melez
bir yontemdir. Denetimli ve denetimsiz 6grenmenin birlesimi olarak
ifade edilebilir. Yar1 denetimli makine &grenmesi yontemleri,
yapisinda az sayida etiketli veri bulundururlar [20, 21]. Bu yontemler
hem etiketlenmis hem de etiketsiz verileri tahmin igleminde
kullanilirlar [22]. Pekistirmeli 6grenme, sayisal bir 6diil sinyalini en

Makine
Ogrenmesi

; i }
Denetimli Denetimsiz
Ogrenme Ogrenme
| !
. : Boyutsal
Smflandirma Regresyon Kiimeleme it
Indirgeme

Sekil 1. Makine 6grenmesi yontemleri (Machine learning methods) [13]
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iist diizeye ¢ikarmak icin ne yapilacagini, yani durumlarin eylemlerle
nasil eslestirilecegini &grenmektir [23]. Ozerk bir ajan, insan
operatoriin herhangi bir rehberligi olmadan deneme yanilma yoluyla
bir gorevi gergeklestirmeyi Ogrenir [22]. Yapisinda ajan ve gevre
olarak adlandirilan fonksiyonlar barindirirlar. Diger temel unsurlar;
ilke, o6dil sinyali, deger islevi ve istege bagli olarak bir ¢evre
modelidir [23]. Cevre, ajanin faaliyet gosterdigi fiziksel diinyadir. Bir
model, ortamin bir sonraki adimda ne yapacagmi tahmin eder.
Cevrenin davranigini taklit eder veya daha genel olarak ¢evrenin nasil
davranacagi hakkinda ¢ikarimlar yapilmasina izin verir. Odiil sinyali
cevreden gelen geri bildirimdir. Her zaman adiminda g¢evre,
pekistirmeli 6grenme ajanina 6diil ad1 verilen tek bir say1 gonderir.
Ajanin tek amaci, uzun vadede aldigi toplam o&diili maksimize
etmektir. Boylece 6diil sinyali, ajan i¢in iyi ve kotii olaylarin ne
oldugunu tanimlar. Deger fonksiyonu, bir ajanin belirli bir durumda
bir eylemde bulunarak alacagi gelecekteki odiil tahminidir.
Durumlarin tyiligini/kotiiliiglini degerlendirmek i¢in
kullanilmaktadir. ilke, en iyi sonuglari elde etmek igin ajanin
durumunu eylemlerle eslestirme yontemidir [23].

Derin 6grenme mimarileri, makine 6grenmesinin bir alt kiimesi olup
yapay sinir aglar iizerinde temellendirilmistir. Ozellikle denetimsiz
veya yarl denetimli 6grenme ile biiyilk miktarlarda etiketlenmemis
Orneklerden faydalanarak basarili tahminler yapabilmektedirler.
Egitim verilerinin miktar1 arttikca derin 6grenme mimarilerinin
kullanimi daha kullanigh hale gelmektedir [22].

Bu ¢aligmada, klasik makine 6grenmesi yontemlerinden Destek
Vektor Makinesi, En Yakin Komsuluk, Naive Bayes Siniflandiricisi,
Lojistik Regresyon, Karar Agaci, Rastgele Orman ve derin 6grenme
mimarilerinden ise Uzun Kisa Siireli Bellek ile Gegitli Tekrarlayan
Birim kullanilmigtir. Bu yontemler ile ongdriicii bakim veri seti
lizerinde denetimli Ogrenme yaklasimiyla hata tipinin tespiti
gerceklestirilmistir. Hata tipi tespiti ¢oklu ve ikili siniflandirma
problemi bi¢iminde ayr1 ayr incelenmis ve bagarim sonuglari geri
cagirma, F1-skor, kesinlik ve dogruluk metrikleri kullanilarak detayl
bir bigimde sunulmustur.

2.1. Klasik Makine Ogrenmesi Temelli Yontemler
(Classical Machine Learning Based Methods)

2.1.1. K-en yakin komsuluk (K-nearest neighbor, KNN)

KNN algoritmasi siiflandirma ve regresyon modelleri igin kullanilan
tekniklerden birisidir. K degeri belirlenerek veri setindeki
degiskenlere en yakin noktalar bulunur. K sec¢imi, elde edilen KNN
siniflandiric1  lizerinde biiyiik bir etkiye sahiptir [24]. Tahmin
sonuclary, Ozelliklerin nasil Olgeklendigine, benzerligin nasil
6l¢iildiigiine ve K degerinin ne kadar biiyiik olduguna baglidir. Az
giirtiltiilii, ytiksek diizeyde yapilandirilmig veriler i¢in, daha kii¢iik K
degerleri en iyi sonucu verir [25, 26]. KNN algoritmasinda verinin k
komsularina olan uzakligi hesaplanirken Manhattan, Oklid ve
Minkowski uzakliklar1 kullamlmaktadir. KNN algoritmasi asagidaki
adimlardan olusmaktadir [27].

o K komsu degerlerinin belirlenmesi

e Mesafe fonksiyonlar1 yardimiyla uzaklik degerlerinin belirlenmesi

e En yakin olan k komsu degerine sahip olan veri simnifinin
belirlenmesi

2.1.2. Destek vektor makineleri (Support vector machines, SVM)

SVM’de her bir sinifi modellemek yerine, siniflart birbirinden ayiran
iki veya ¢ok boyutlu bir ¢izgi / egri bulunur. Bu yapiya hiper diizlem
ad1 verilir. En uygun hiper diizlem, iki simf vektorleri arasinda en
biiyiik uzakliga sahip olan karar fonksiyonudur [28, 29].
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Kurulan model basarimi hiper diizlem sayesinde tahmin edilebilir.
Veriler hiper diizlemden uzaklastikca model daha bagarili bir sekilde
kurulmus demektir. ki veya ¢ok boyutlu hiper diizlemde
smiflandirma yapmak i¢in kullanilir [24, 25]. Model egitildikten sonra
tahmin asamasi ¢ok hizlidir ve yiiksek boyutlu verilerle iyi ¢aligirlar.
Cekirdek yontemleriyle entegrasyonlari, SVM’i ¢cok yonlii hale getirir
ve pek ¢ok veri tiiriine uyum saglarlar [21].

2.1.3. Naive bayes siiflandiricist (Naive bayes classifier)

Naive Bayes modelleri, yiiksek boyutlu veri kiimeleri tizerinde hizl
bir sekilde siiflandirma yapabilen algoritmalardan olusan bir gruptur.
Cok hizli olduklar1 ve ¢ok az sayida ayarlanabilir parametreye sahip
olduklar1 i¢in smiflandirma problemlerinde tercih edilirler. Naive
Bayes smiflandiricilari, Bayes smiflandirma yontemleri iizerine
kuruludur. Bunlar, istatistiksel niceliklerin kosullu olasiliklarinin
iliskisini aciklayan bir denklem olan Bayes teoremine dayanir [21,
30]. Naive Bayes algoritmasinda etiketli olan verilerin birbirinden
bagimsiz oldugu varsayimi kabul edilerek tahmin yapilmaktadir.

2.1.4. Karar agact (Decision tree, DT)

DT, parametrik olmayan ve bir dizi sorunun soruldugu sezgisel bir
yontemdir. Siniflandirma ve regresyon problemlerinin ¢dziimii i¢in
kullanilir. Bu algoritma, bir hedef degiskenin degerini tahmin eden
modeli olustururken veri Ozelliklerinden ¢ikararak 6grendigi basit
karar kurallarin1 kullanir. Agag dallarina kosul ifadeleri belirtilir ve
iyi yapilandirilmis bir agacta, her soru segeneklerin sayisini yaklasik
yart yariya azaltir, gok sayida sinif arasinda bile segenekleri ¢ok hizli
bir sekilde daraltir [21]. Giris degerinin sagladigi kosula gore
dallanma islemi gerceklestirilerek sistem ¢iktist elde edilir. Veri
gorsellestirmesi yardimiyla DT algoritmalart oldukg¢a sade ve anlagilir
bir bigimde kullaniciya cevap verebilirler. Siniflandirma agaci
olustururken gini indeksi veya entropi kullanilir, bu iki yontem diigtim
safligina siniflandirma hata oranindan daha duyarlidir [24].

2.1.5. Rastgele orman (Random forest, RF)

RF algoritmasi, pek ¢ok 6zellige ve kayda sahip verilerde tahmine
dayali modeller i¢in basarili sonuglar veren bir denetimli 6grenme
algoritmasidir. Bu algoritmada, karar agaclar rastgele secilen veri
ornekleri lizerinde olusturulur ve her agagtan tahmin alinir. Son olarak
oylama yoluyla en iyi ¢6ziim segilir. Birden fazla karar agaci yapisini
kullanarak basit bir karar agacindan daha dogru tahminler
iretmektedir. Hangi ongoriiciilerin 6nemli oldugunu otomatik olarak
belirleme ve Ongoriiciiler arasindaki karmagik iligkileri kesfetme
yetenegine sahiptir [26].

2.2. Derin Ogrenme Mimarileri
(Deep Learning (DL) Based Approaches)

Bakim caligmalarinda zamana bagli uzun vadeli veriler kullanilacagi
icin ilgili modelin buna uygun olarak se¢ilmesi gerekmektedir. Derin
Ogrenme modellerinden olan Yinelemeli Sinir Ag1 yapisinin bir dali
olan Uzun Kisa Siireli Bellek ve Gegitli Tekrarlayan Birim uzun
vadeli zaman indeksine bagli olan ¢aligmalarda basarili bir 6grenme
yapisina sahiptirler [31].

2.2.1. Uzun kisa siireli bellek (Long short-term memory, LSTM)

LSTM, verilerin sirali oldugu ¢ok c¢esitli uygulama alanlarinda
siklikla kullanilan ve basarili sonuglara sahip DL mimarilerindendir
[31]. LSTM, Yinelemeli Sinir Ag1 algoritmalariin karsilagtigi en
bliyiilk sorun olan kaybolan gradyan problemlerini, igerisinde
bulundurdugu kapilar sayesinde ¢dzme yetenegine sahiptir [32, 33].
Burada ana fikir, bellek gorevini goren hiicre durum vektorii ve
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bellege bilgi giris cikisimi saglayan kapilardan olusan bir blok
yapisidir. Yapr igerisindeki bir birim, bir giris dizisi iizerinde ¢alisir
ve bir birim i¢indeki her kapi, tetiklenip tetiklenmediklerini kontrol
etmek i¢in sigmoid etkinlestirme islevini kullanir, durum degisikligini
ve birim iginden akan bilgi eklemesini kosullu hale getirir. LSTM
yapisinda 3 adet kap1 ve 1 adet hiicre bulunmaktadir [27, 34].

e Unutma Kapisi (Forget Gate): Unutma kapisi, gelen bilgilere gore
kendi igerisindeki karar mekanizmasi sayesinde hangisinin gegip
hangisinin unutulacagina karar vermektedir. Unutma kapisi
matematiksel olarak Es. 7°deki gibi ifade edilebilir.

o Giris Kapisi (Input Gate): Giris kapist, hiicre kapisina gelen durumu
giincelleyen kapidir. Giris kapisinin matematiksel ifadesi Es. 8’de
belirtilmistir.

e Cikis Kapist (Output Gate): Cikis kapist gizli katmanlar
giincelleyen kapidir. Bir sonraki katmana bir dnceki katmana ait
bilgiyi tasir. Cikis kapisinin matematiksel ifadesi Es. 9’da
belirtilmistir.

e Hiicre Yapist (Cell State): Belirtilen kapilart icerisinde barindiran
hiicre yapis1 sayesinde LSTM algoritmalar1 kaybolan gradyan
problemlerini ¢dzmektedir. Bilginin taginmasini saglar. LSTM
hiicre yapisinin matematiksel ifadesi Es. 10°da belirtilmistir [35].

¢(t) aday durum ve h(t) gizli duruma ait matematiksel ifadeler Es.
11 ve 12°de goriilmektedir.

f(&) = oUex(t) + Wrh(t — 1) + bf) @)
i(t) = o(Uix(t) + W;h(t — 1) + b;) (8)
o(t) = a(Uyx(t) + Woh(t — 1) + b,) ©®
c@®)=fO)Oc(t—1)+i(t) OE®) (10)
¢(t) = tanh (Uyx(t) + W.h(t — 1) + b,) an
h(t) = o(t)@tanh (c(t)) (12)

Esitliklerde x(t) ozellik matrisidir. Ug, U;, U, U, ve Wr, W, W, W,
agirhik matrisleridir. by, by, b, b, yanllk vektorleridir. Bu matrisler
zamana bagl degildir, yani bir zaman adimindan digerine
degismezler. Hiicre durumu c(t), mevcut zaman adimmnin hafizasidir
ve giris kapist ve unut kapist sonuglarina gore giincellenir. Bu
durumda iki noktasal carpma vardir. Birincisi, dnceki bilgilerin diisiip
diismeyecegine karar vermek i¢in unutma vektorii ile onceki bellek
arasindadir. Digeri ise giris kapist ile yeni degerlerin eklenmesi igin
aday deger ¢(t) arasindadir. Mevcut hiicre durumunu giincellemek
icin her carpmanin sonuglart eklenir. Gizli durum, filtrelenmis ¢ikis
hiicresi durumuna dayali olarak bir sonraki diziye taginacak bilgiyi
tutar. Mevcut blogun ¢ikisinda tanh aktivasyon fonksiyonu ile hiicre
durumunun degeri -1 ile 1 arasinda degismektedir.

2.2.2. Gegitli tekrarlayan birim (Gated recurrent unit)

GRU yapilar1 da LSTM yapular gibi kaybolan gradyan problemlerini
¢oziimlemek i¢in kullanilan tekniklerden birisidir [36]. GRU
algoritmalart yap1 olarak LSTM algoritmalarma oldukca
benzemektedirler. Aralarindaki temel fark, tek bir gegitleme
biriminin, unutma faktériinii ve durum birimini giincelleme kararini
eszamanli olarak kontrol etmesidir [22]. Yapilarinda iki adet kapi
bulundurmaktadirlar [27, 37]. Bu kapilar asagida belirtilmistir;

e Sifirlama Kapisi (Reset Gate): GRU yapisinda bulunan sifirlama
kapis1 sayesinde unutulacak bilgilerin kontrolii yapilmaktadir.
Sifirlama kapisinin matematiksel ifadesi Es. 13’te belirtilmistir.

e Giincelleme Kapisi (Update Gate): Giincelleme kapisi, daha 6nceden
bulunan bilgilerin kag¢ tanesinin bir sonraki adima aktarilacagina
karar veren yapilardir. Giincelleme kapisinin matematiksel ifadesi
Es. 14°te belirtilmistir.

h(t) aday gizli durum ve h(t) gizli duruma ait matematiksel ifadeler
Es. 15 ve 16’da goriilmektedir.

r(t) = o(Upx(t) + Woh(t — 1) + b,) (13)
2(t) = a(U,x(t) + Wyh(t — 1) + by) (14)
h(t) = tanh(x Uy, + We(h(t — 1)O 1) + by) (15)
h(t) = (1 — z(t))Oh(t — 1) + z(t)Oh(t) (16)

Uy, U, ve U, mevcut girdinin agirlik matrisleridir. W,., W, ve W, gizli
birimlerin agirliklaridir. b,., b, ve by, yanhlik vektorleridir. Sigmoid
islevi, giris degerlerini 0 ile 1 arasinda doniistirmek igin hem
sifirlama hem de giincelleme kapilarinda kullanilir. Sifirlama kapist
ve gizli durum giincelleme mekanizmasi, aday duruma entegre
edilmistir. Bu, su anki yeni bilgidir. Aday gizli durumdaki tanh islevi,
degerlerin -1 ile 1 arasinda kalmasini saglamaktadir.

3. Ger¢ekleme ve Basarim Sonuglari
(Implementation and Achieved Results)

3.1. Veri Seti (Dataset)

Calisma kapsaminda University of California Irvine (UCI) Makine
Ogrenmesi Ambarlari’ndan alinan UCI Ongbriicii Bakim veri seti
kullanilmistir. Veri setinde 14 6zellikle tanimlanmig 10.000 6rnek
bulunmaktadir. Veri setinde yer alan siitunlar asagidaki gibidir [38,
39].

Uriin ID (Product ID): Uriin ID olarak belirtilen siitun igerisindeki
veriler, kalite etiketleri ve seri numaralari ile verilmektedir. Kalite
etiketleri Tip siitununu aciklarken belirtilmisgtir.

Tip (Type): Kalite degerleri veri setinde diisiik, orta ve yiiksek olarak
belirtilmistir. Kisaltma olarak bu degerler sirasiyla L, M, H olarak
etiketlenmistir. Veri setinde diisiik kalite degeri %60, orta kalite
%29,97 ve yiiksek kalite degeri %10,03 olarak verilmistir.

Hava Sicakhigi (dir Temperature): Verilerin alindig1 sistemdeki hava
sicakligimin Kelvin cinsinden degeridir. Veri setinde hava sicakligi en
diisiik 295,3 K ve en yiiksek 304,5 K degerini almaktadir.

Islem Sicakligi (Process Temperature): Verilerin alindigi sistemdeki
islem sicakliga karsilik gelmektedir. Kelvin cinsinden ifade edilmistir.
Veri setinde islem sicakligi en diigiik 305,7 K ve en yiiksek 313,8 K
degerini almaktadir.

Dénme Hizi (Rotational Speed): Sistemin devir sayisidir. Veri setinde
bu degerin ortalamasi 1538,77 rpm ve standart sapmasi ise 179,28
olarak verilmistir.

Tork (Torque): Sistemin tork degeridir. Birimi Newton metre (Nm)
olarak verilmistir. Veri setinde bu degerin ortalamas: 40 Nm ve en
yiiksek degeri ise 76.6 Nm olarak verilmistir.

Takim Asinmasi (Tool Wear): Sistemdeki malzeme aginma degeridir.
Birimi dakika olarak verilmistir. Veri setinde en diigiik 0 ve en yiiksek
253 dakika olarak verilmistir.

Makine Arizasi (Machine Failure): Makine arizasi etiketi sistemin
herhangi bir yerinde hata uyarisi geldiginde 1 degerini alan etiket
degeridir. Hangi hata tiiriiniin geldigi bu etiket igin fark etmemektedir.
Hata Tipi (Failure Type): 1lgili islemin vermis oldugu hata tiplerini
barindiran etiket degeridir. Veri setindeki toplam hata tipi sayis1 5’tir
[40]. Bu hatalar ve veri setindeki sayist Tablo 1°de verilmistir.
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Tablo 1. Hata tipleri ve sayilar1 (Failure types and numbers)

Hata Tipi Sayist
Hata Yok (No Failure, NF) 9652
Is1 Dagilimi1 Hatas1 (Heat Dissipation Failure, HDF) 115
Gii¢ Hatas1 (Power Failure, PWF) 91
Asirt Zorlama Hatas1 (Overstrain Failure, OSF) 78
Takim Asinma Hatasi (Tool Wear Failure, TWF) 46
Rastgele Hata (Random Failure, RF) 18

Hata tiplerinin dagilim grafigi Sekil 2’ de gosterilmektedir. Hata
tiplerinin dagilimina bakildiginda %33,05 orami ile HDF’nin en
yiiksek ve %S5 ile RF’nin en diigiik orana sahip oldugu goriilmektedir.
Veri setindeki hatali kayitlarin orani ile hatasiz kayitlarin orani
karsilastirildiginda dengesiz bir dagilim mevcuttur. Bu nedenle
deneyler 6ncesinde veri setinde Sentetik Azinlik Asirt Ornekleme
Yontemi (Synthetic Minority Over-Sampling Technique, SMOTE) ile
veri seti dengeleme islemi yapilmistir [41, 42].

e HDF: Bu hata iki kosulun saglanmasiyla ortaya cikar. Islem
sicakligi ve hava sicakligi arasindaki farkin 8.6 Kelvin degerinin
altinda olmasi ve donme hizinin 1380 rpm degerinden daha diisiik
olmasi durumudur.

e PWF: Bu hata sistem giiciiniin 3500W degerinden kiigiik olmasi
veya 9000W degerinden biiyilk olmasi durumunda iretilir.
Sistemin giicii tork ve donme hizina bagl olarak degismektedir.

e OSF: Bu hata sistem gereksinimlerinin asirt zorlandig1 anlarda
olugsmaktadir. Tip ve takim asinmasi degerlerine baghdir. Bu
hatanin alinabilecegi kosullar asagida belirtilmistir. Parga kalitesi
arttikca agir1 zorlanma degerleri artmaktadir.

e (Tip=L) & (Takim Asinmasi x Tork > 11.000)
e (Tip=M) & (Takim Asinmasi x Tork > 12.000)
o (Tip = H) & (Takim Asmmasi x Tork > 13.000)

e TWF: Bu hata sistemdeki malzeme asinma degerinin 200-240
dakika arasinda oldugu durumlarda almmaktadir. Veri setinde bu
aralikta olan 120 adet veri bulunmaktadir. Bu degerler, belirtilen
zaman araliginda 46 kez basarisiz, 74 kez takim degisimi
gerektirecek sekilde rastgele atanir.

e RF: Bu hata hicbir degiskene bagli olmayip rastgele gézlemlenen
hata degerleridir.

3.2. Basarum Analizi (Performance Analysis)

Bagarim incelemeleri yapilirken makine 6grenmesi modellerinde bes
katlt ¢apraz dogrulama yapilmistir [43]. Basarim metrikleri olarak
dogruluk, kesinlik, geri ¢agirma ve F1-Skor kullanilmistir. Karigiklik
matrisi tahmin edilen ve ger¢ek smiflandirmalarin  degerlerini
goOsteren bir matristir. Tablo 2’de 2x2 boyutlu bir karigiklik matrisi
goriilmektedir [44].

Tablo 2. Karigiklik matrisi (Confusion matrix)

{ Gergek / Tahmin Edilen— Pozitif Negatif
.\ TP (Gergek FP (Yanlis
Pozitif Pozitif) Pozitif)
. FN (Yanlis TN (Gercek
Negatif Negatif) Negatif)

Dogruluk, Model tarafindan bir veri seti lizerinden yapilan dogru ve
yanlis tahminlerin oramidir ve Es. 17’de goriildiigi sekilde
hesaplanmaktadir.

- _ TP+TN
Dogruluk = TP+FP+FN+TN a7
Kesinlik, Gergek Pozitifler ile tiim Pozitifler arasindaki orani ifade
etmektedir.

. TP
Kesinlik = TPIFP (18)

Geri c¢agirma, Gergek Pozitif tahminlerin dogru bir sekilde
tanimlamasinin 6lgiisiidiir.

TP

Geri Cagirma = ——
Cag TP+FN

(19)

F1-Skor, kesinlik ve geri c¢agirma degerlerinin harmonik
ortalamasidir. Siiflandiric performansinin Ol¢iimiinde
kullanilmaktadir.

2
F1—Skor =—5———— (20)

Kesinlik+Geri Cagirma

Hata Tipleri Dagilim Grafigi

Rastgele Hata
5%

Asiri Zorlama
Hatas1
23%

Takim Asinina
Hatas1
13%

= Giic Hatas1

= [s1 Dagilun Hatas1

Giic Hatas1
26%

Is1 Dagilun Hatast
33%

= Takim Asmnma Hatas1

Asin Zorlama Hatas1 = Rastgele Hata

Sekil 2. Hata tipi dagilim grafigi (Error type distribution chart)
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3.2.1. Klasik makine 6grenmesi temelli yontem
(Classical machine learning based method)

Klasik ML yontemlerinin veri seti iizerindeki basarim incelemeleri
Sekil 3’te verilen akig diyagramu takip edilerek gergeklestirilmistir.
KNN algoritmasinda kullanilan k-komsu degeri 5 olarak alinmustir.
SVM algoritmasinda ise ¢ekirdek fonksiyonu olarak ‘Radial Basis
Function’ ve ceza parametresi olarak ise 5 secilmigtir. Karar Agaci
olarak CART (Smuflandirma ve Regresyon Agaci) algoritmasi
kullanilmigtir. Karar Agaci, Lojistik Regresyon, Rastgele Orman ve
Naive Bayes Siniflandirici i¢in ¢aligma parametre degerleri olarak
kiitiiphanedeki varsayilan degerler kullanilmistir.  Y6ntemlerin
basarim sonuglari Tablo 3’te verilmistir. Yontemlerin basarim

detaylarin1 gozlemlemek igin Sekid’te goriilen karigiklik matrisleri
olusturulmustur.

UCI 6ngoriicti bakim veri seti ile ilgili literatiirde yer alan ¢aligmalar
genellikle ikili siniflandirma problemi bigiminde ele alinmistir. Bu
nedenle bu g¢aligmada kullanilan makine 6grenmesi yontemlerinin
bagarimlarin literatiir ile karsilastirmak amaciyla problem ayni
zamanda ikili siiflandirma problemi olarak ele alinmis ve sonuglar
Tablo 4’te sunulmustur. Literatiirde yer alan ikili siniflandirma
caligmalarinda veri dengeleme islemi yapilmadan basarim sonuglart
verilmigtir. Bu nedenle bu ¢alismada da ikili smiflandirma
probleminin ¢6ziimii i¢in Onerilen modellerin basarim incelemesi
yapilirken veri dengeleme kullanilmamustir.

UCI Ongoriicii Bakim Veri
Seti
Egitim Verisi ’
h 4 ¥ Hiper parametre Ayart
Etiket Kodlama l
I LSTM/GRU Modeli
Olusturma
Bos Deger Kontroli ¢ l
¢ Egitim
Gereksiz Siitiinlarin |
Cikartilmast
¢ Derin Ogrenme
Hedef Veri Dengeleme .
Test Verisi .
Veri Olcekleme Hiper parametre Ayari
LSTM/GRU Modeli
Test-Egitim Verisi Olusturma

‘ Veri On Isleme Performans Dogrulama

Sekil 3. Akis diyagrami (Flow chart)

Tablo 3. 5 Katli i¢in ¢oklu siniflandirma basarim sonuglar1 (Multiclass classification performance results)

Yontem Dogruluk Detay Metrikler HDF NF OSF PWF RF TWF
Kesinlik 55,44 96,17 97,09 96,95 97,88 65,39
LR 84,86 Geri Cagirma 62,58 87,45 94,82 97,52 93,95 69,09
F1-Skor 58,79 91,59 95,94 97,23 95,88 67,45
Kesinlik 79,41 100 100 100 95,12 100
SVM 95,81 Geri Cagirma 100 93,34 98,42 99,39 91,98 89,79
F1-Skor 88,52 96,56 99,20 99,69 93,52 94,62
Kesinlik 88,28 97,55 98,73 98,37 99,04 96,41
DT 96,43 Geri Cagirma 92,09 96,50 98,84 98,58 98,35 94,07
F1-Skor 90,14 97,02 98,81 98,47 98,69 95,23
Kesinlik 90,83 100 99,79 100 99,79 99,33
RF 98,26 Geri Cagirma 99,28 95,72 99,23 98,99 98,96 97,51
F1-Skor 94,86 97,81 99,51 99,49 99,38 98,41
Kesinlik 44,55 90,68 93,07 73,84 93,26 63,91
GNB 76,37 Geri Cagirma 66,67 86,27 75,94 86,50 82,53 59,11
F1-Skor 53,41 88,42 83,64 79,67 87,57 61,42
Kesinlik 75,70 99,95 99,79 99,89 99,85 99,80
KNN 95,90 Geri Cagirma 99,79 94,02 95,82 98,09 98,26 91,22
F1-Skor 86,09 96,39 97,77 98,98 99,05 95,32
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Sekil 4. Makine 6grenmesi yontemlerinin karigiklik matrisleri (Confusion matices of machine learning methods)
(a) LR (b) SVM (c) DT (d) RF (¢) GNB (f) KNN

3.2.2. Derin 6grenme temelli yontem (Deep learning based method)

Calisma kapsaminda degerlendirilen DL algoritmalarimin veri seti
iizerindeki basarimlarinin hesaplanmasi igin Sekil 5’te goriilen akig
takip edilmistir.

GRU ve LSTM algoritmalar i¢in model kurma agamasinda her biri
200 birim igeren Ui¢ katman kullanimistir. Kayip fonksiyonu
‘Kategorik Capraz Entropi’, optimizasyon fonksiyonu ‘Adam’,
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seyreltme orani ise 0,1 olarak belirlenmistir. Model i¢in egitim turu
sayist 100 ve kiime boyutu 50 alinarak islemler gergeklestirilmistir.

Yapilan tahmin modeli i¢in hata tiplerinin metrik degerleri Tablo 5’te
belirtilmistir. Tablo incelendiginde OSF, RF ve PWF etiketine sahip
hata tiplerinin olduk¢a basarili bir sekilde tahmin edildigi
gozlemlenmektedir. Mimarilerin basarim detaylarini gézlemlemek
icin Sekil 6’da goriilen karigiklik matrisleri olusturulmustur.
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Tablo 4. Ikili simflandirma basarim sonuglari (Binary classification performance results)

Yontem Dogruluk Detay Metrikler F NF
Kesinlik 99,69 15,07
LR 96,60 Geri Cagirma 96,87 64,71
F1-Skor 98,26 24,44
Kesinlik 99,48 20,00
SVM 96,90 Geri Cagirma 97,37 56,52
F1-Skor 98,42 29,55
Kesinlik 98,34 49,32
DT 96,85 Geri Cagirma 98,57 50,68
F1-Skor 98,14 57,81
Kesinlik 99,64 23,08
RF 97,15 Geri Cagirma 97,47 68,18
F1-Skor 98,54 34,48
Kesinlik 98,91 26,15
GNB 96,55 Geri Cagirma 97,55 4474
F1-Skor 98,23 33,01
Kesinlik 99,69 16,44
KNN 96,65 Geri Cagirma 96,92 66,67
F1-Skor 98,29 26,37
UCI Ongbriicii Bakim
Veri Seti
h 4
Etiket Kodlama
Bos Deger Kontroli
Gereksiz Stitlinlarin
Cikartilmasi
Hedef Veri Dengeleme
Veri Olcekleme
Test-Egitim Verisi
Veri On Isleme
Naive
Lojistik ?fﬂﬁk Karar Rastgele Bayes Kﬁa
Regresyon dhhs. Agaci Orman Sintflandir o
Makinesi = Komsuluk
1c151
Performans
Dogrulama

Sekil 5. Derin 6grenme akis diyagrami (Deep learning flow chart)
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Tablo 5. Derin 6grenme mimarileri bagarim sonuglari (Deep learning performance results)

Yo6ntem Dogruluk Detay Metrikler HDF NF OSF PWF RF TWF
Kesinlik 87,36 98,99 99,95 100 99,79 99,17
GRU 97,51 Geri Cagirma 99,36 94,22 99,18 98,99 98,66 95,00
F1-Skor 92,98 96,55 99,56 99,49 99,22 97,04
Kesinlik 87,31 98,67 99,95 100 99,84 99,48
LSTM 97,51 Geri Cagirma 99,54 94,83 98,67 99,04 98,51 94,83
F1-Skor 93,02 96,71 99,31 99,18 99,17 97,10

1714 102 15 20 7 94 1750

w
(=]
I
w 3 1859 0 0 9 7 1500
=
1250
LUL) 1 0 1932 0 0 0
© 1000
w 0 0
= - 750
o
™ 0 3 - 500
o
- 250
% T 9
-0
HDF NF

a 1750
I
W 1500
=z
1250
w
8 — 1000
w
z - 750
- 500
- 250
7
-0

HDF NF OSF PWF RF TWF

(b)

Sekil 6. Derin 6grenme modellerinin karigiklik matrisleri (Confusion matices of deep learning models) (a) GRU (b) LSTM

Tablo 6. Cok sinifli siniflandirma kargilagtirma tablosu (Multiclass classification comparison table)

Yontem Dogruluk (Dengelenmis Veri) Referans

LR 84,86 Bu ¢alismada
SVM 95,81 *

DT 96,43 *

RF 98,26 *

GNB 76,37 *

KNN 95,90 *

GRU 97,51 *

LSTM 97,51 *
Dengelenmis K-Star 98,75 [45]

Ayrica, literatiirde yer alan ¢aligmalar ile bu ¢alismada kullanilan ¢ok
simifli siniflandirma igin tiim yontemlerin dogruluk metrigi bazindaki
basarim karsilastirmasi Tablo 6’da verilmistir.

Coklu smiflandirma sonuglart degerlendirildiginde klasik makine
o0grenmesi yontemlerinden RF’in %98,26 ile en yiliksek basarimi
verdigi goriilmektedir. Bu basarim degeri, Dengelenmis K-Star ile
ulagilan basarim degeri olan %98,75’e olduk¢a yakindir, aralarinda
9%0,49’1uk bir fark bulunmaktadir. Derin 6grenme mimarileriyle ise
%97,51°1ik dogruluk degeri elde edilmistir.

UCI ongoriicti bakim veri seti ile ilgili literatiirde yer alan ¢aligmalar
genellikle ikili smiflandirma problemi bigiminde ele alinmistir. Bu
nedenle bu c¢aligmada kullanilan derin 6grenme modellerinin
basarimlarim literatiir ile karsilastirmak amaciyla problem aym
zamanda ikili siniflandirma problemi olarak ele alinmig ve sonuglar
Tablo 7’de sunulmustur. GRU ve LSTM algoritmalar1 i¢in model
kurma agamasinda her biri 200 birim igeren ti¢ katman kullanilmustir.
Kayip fonksiyonu ‘ikili Capraz Entropi’, optimizasyon fonksiyonu
‘Adam’, seyreltme orani ise 0,1 olarak belirlenmistir. Model igin
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egitim turu sayist 100 ve kiime boyutu 10 alinarak islemler
gergeklestirilmistir.

Tablo 7. ikili siniflandirma basarim sonuglari
(Binary classification performance results)

Yontem  Dogruluk Detay Metrikler F NF
Kesinlik 99,38 26,15

GRU 97,00 Geri Cagirma 97,56 58,62
F1-Skor 98,46 36,17
Kesinlik 99,28 30,77

LST™M 97,05 Geri Cagirma 97,71 58,82
F1-Skor 98,49 40,40

Ayrica, literatiirde yer alan yontemler ile bu ¢alismada kullanilan tiim
yontemlerin dogruluk metrigi bazindaki bagarim karsilagtirmas: Tablo
8’de verilmistir.

Acik literatiirde yer alan ¢aligmalar arasinda ikili siniflandirma igin en
yiiksek dogruluk degerinin veri dengeleme yapilmadan %98,34
oldugu goziikmektedir. Karsilastirma amaciyla ikili siniflandirma
yontemlerinin basarim sonuglari veri seti lizerinde veri dengelemesi
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Tablo 8. ikili simflandirma karsilastirma tablosu (Binary classification comparison table)

Yéntem Dog.r'uluk Dogruluk (Dengelenmis Referans
(Orijinal) Veri)

LR 96,60 80,86 Bu

calismada

SVM 96,90 93,70 *

DT 96,85 92,02 *

RF 97,15 95,03 *

GNB 96,55 82,65 *

KNN 96,65 92,59 *

GRU 97,00 93,03 *

LSTM 97,05 92,20 *

Torbalama Agaglar1 Topluluk Siniflandiricist 98,34 - [39]

LR ve RF 96,02 ve 97,22 - [40]

ikili Lojistik Regresyon 97,10 - [46]

Hibrit Denetimli ve Denetimsiz Makine Ogrenmesi 98,46 - [47]

Uzman Kurallarla Gelisen Bulanik Sinirsel

Siiflandirict (EFNC-Exp) 9730 ) [48]

Kendi Kendine Organize Y6n Tabanli Veri Boliimleme 96.80 ) 48]

(SODA)

yapilmadan da incelenmistir. Veri dengelemesi yapilmadan (orijinal
veri ile) makine 6grenmesi yontemleri arasinda en yiiksek dogruluk
degeri RF ile %97,15 olarak gergeklesmistir. Derin 6grenme
mimarileri arasinda ise en yiiksek dogruluk degeri LSTM ile %97,05
olarak elde edilmistir. Veri dengeleme sonrasinda ise makine
O6grenmesi yontemleri arasinda en yiiksek dogruluk degeri yine RF ile
%95,03 olarak saglanmistir. Derin 6grenme mimarilerinde GRU en
yiiksek dogruluk degerine %93,03 olarak ulagsmistir. Literatiirde yer
alan basarim degerleri veri dengelemesi yapilmadan orijinal veri igin
elde edilmistir. Orijinal veri i¢in ulasilan en yiiksek dogruluk degeri
%98,46 ile Hibrit Denetimli ve Denetimsiz Makine Ogrenmesi
yontemi kullanilarak elde edilmigtir. Bu ¢alismada orijinal veri igin
elde edilen en yiliksek dogruluk degerleri RF i¢in %97,15 ve LSTM
icin %97,05°dir. Bu degerler literatiirde elde edilen en yiiksek
degerlerden %1,31 ve %1.41 daha diisiiktiir.

4. Sonuclar (Conclusions)

Bu caligmada, UCI Makine Ogrenmesi Ambarlarindan alman
6ngoriicii bakim veri seti lizerinde hata tipi tespiti ¢oklu siniflandirma
problemi olarak ele alinmistir. Problemin ¢oziimiinde klasik makine
O0grenmesi yontemleri ve derin 6grenme mimarilerinin bagarimlari
karsilagtirmali  olarak  incelenmistir. ~ YOntemlerin  basarim
incelemeleri veri seti iizerinde veri dengeleme islemi yapildiktan
sonra 5 katli capraz dogrulama kullanilarak gergeklestirilmis ve
bagarim sonuglar1 geri ¢agirma, Fl-skor, kesinlik ve dogruluk
metrikleri kullanilarak sunulmugtur. Makine 6grenmesi yontemleri
arasinda en yiiksek dogruluk degeri RF ile %98,26 olarak elde
edilmigtir. Derin 6grenme mimarilerinin her ikisi i¢in dogruluk degeri
%97,51 olarak gerceklesmistir.

Ayrica, agik literatirde yer alan ve aym veri setini kullanan
caligmalarla basarim karsilagtirmas1 yapabilmek igin problem ikili
siiflandirma problemi olarak da ele alinmistir. Bu durum igin ise
makine dgrenmesi yontemleri arasinda en yiiksek dogruluk degeri
%97,15 olarak yine RF ile elde edilmistir. Derin 6grenme mimarileri
arasinda en yiiksek dogruluk degeri LSTM ile %97,05 olarak
gergeklesmistir.

Yapilan galismalar sonucunda bu veri seti lizerinde klasik makine
6grenmesi teknikleri ve derin 6grenme tekniklerinin birbirine yakin
sonuglar verdigi gozlemlenmistir. Bu nedenle, bu problemin
¢oziimiinde klasik makine O0grenmesi yontemleri ile siniflandirma

yapmanin zaman ve maliyet agisindan daha uygun oldugu
degerlendirilmistir.

Gelecek c¢aligmalar kapsaminda frekans bolgesi Ozellikleri ve
optimizasyon teknikleri kullanilarak basarimin iyilestirilmesi
hedeflenmektedir. Ayrica, bu makalede kullanilan makine 6grenmesi
yontemleri ile derin 6grenme mimarilerinin farkli ongdriicii bakim
veri setleri lzerindeki basarimlart  karsilastirmali  olarak
incelenecektir.
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