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(CAD) » TCGA projesindeki WSI gériintiilerinden elde edilen ozellikler ile mesane kanseri
derecelendirmesi yapilmistir. | Bladder cancer grading was done with the features
obtained from the WSI in the TCGA project.

» Modele ozgii hiperparametre ayari ile birlikte 3 farkli makine 6grenme yonteminin
detayli analizi yapimigtir. | A detailed analysis of 3 different machine learning
methods was made, along with the model-specific hyperparameter tuning.

»  Tasarlanan bilgisayar destekli tami araci ile kararlardaki dogrulugun artmasi
beklenmektedir. / With the designed computer aided diagnostic tool, it is expected that
the accuracy in the decisions will increase.

Sekil A: Mesane kanseri derecelendirme sistemi / Figure A: Bladder cancer grading system

Amag (Aim): Bu ¢alismanin amaci, mesane kanserini derecelendiren bilgisayar destekli bir tan
sistemi tasarlamaktir. | The aim of this study is to design a computer-aided diagnosis system that
grades bladder cancer.

Ozgiinlitk (Originality): Bu ¢alismada, Naive Bayes, k en yakin komsu ve karar agact makine
ogrenmesi yontemleri ile WSI'dan elde edilen oznitelikler kullanilarak mesane kanseri
derecelendirmesi yapimigtir. | In this study, bladder cancer grading was performed using
features obtained from WSI using Naive Bayes, k nearest neighbor and decision tree machine
learning methods.

Bulgular (Results): Karsilastirilan yontemler arasinda en yiiksek dogruluk degeri %82 ile karar
agaci yonteminde elde edilmigstir. | The highest accuracy value among the compared methods
was obtained in the decision tree method with 82%.

Sonug (Conclusion): Onerilen sistem, mesane kanseri derecelendirmesinde umut verici sonuglar
gosterdi. | The proposed system demonstrated promising results in bladder cancer grading.
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Mesane kanserinin (BC) erken tanisi, hastaligin tedavisi ve seyri igin biiyiik 6nem tagimaktadir.
Tan1 i¢in en etkili yontem, ¢esitli islemlerin uygulandigi doku &rneginin patolog tarafindan
mikroskop altinda incelenmesidir. Ancak bu yaklagim subjektiftir ve patologlarin bilgi ve
tecriibesine bagli olarak degisebilir. Objektifligi artirmak ve patologa yardimer olmak igin bu
caligma, tam slayt gorlntilerinden (WSI) otomatik mesane {irotelyal karsinom
derecelendirmesini sunar. Naive Bayes, k en yakin komsu ve karar agaci gibi 3 farkli makine
O6grenme yontemi kullanilarak performans karsilastirmasi yapilir. Deneysel sonuglar, karar agact
yonteminin %82 ile en yliksek performansi elde ettigini ve tan1 sirasinda patologa yardime1 olmak
icin kullanilabilecegini gostermektedir.

Bladder Cancer Grading from H&E Stained Samples from TCGA Data
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Early diagnosis of bladder cancer (BC) is of great importance for the treatment and course of the
disease. The most effective method for diagnosis is the examination of the tissue sample, on
which various procedures are applied, by the pathologist under a microscope. However, this
approach is subjective and may vary depending on the knowledge and experience of the
pathologists. To increase objectivity and assist the pathologist, this study presents automated
bladder urothelial carcinoma grading from whole slide images (WSI). Performance comparisons
are made using 3 different machine learning methods such as Naive Bayes, k nearest neighbor,
and decision tree. Experimental results show that the decision tree method achieves the highest
performance with 82% and can be used to assist the pathologist during diagnosis.

1. GIRIS (INTRODUCTION)

Insan viicudu trilyonlarca hiicreden olusur. Normal
kosullarda bu hiicreler viicudun normal iglevlerini
yerine getirmek i¢in bilylir, boliiniir, cogalir ve dliir.
Ancak bazen anormal bir sekilde biiylimeye ve
belirtilen orandan daha fazla bolinmeye baglarlar.
Bu, 200'den fazla alt tipi olan kansere neden olur.
Anormal hiicre biiylimesi mesaneden
kaynaklaniyorsa buna mesane kanseri (BC) denir.
Urotelyal karsinom (gegis hiicreli karsinom (TCC))
en sik goriilen BC tipidir (%95 insidans). Diger BC
tipleri, skuamoz hiicreli karsinom (prevalans %1-2),
adenokarsinom (prevalans %1) ve kiiciik hiicreli

karsinomdur (siklik %1'den az). Diger kanser
tiirlerinde oldugu gibi, gesitli faktorlere bagl olarak
BC olasihig1 artar veya azalir. Ornegin erkeklerde
BC oram1 kadinlara gore dort kat daha fazladir.
Ayrica, uzun siire sigara icmek, icmeyenlere kiyasla
BC alma olasiligini artirir [1, 2].

Patologlar, bir hastanin kanser olup olmadigim
incelemek ve derecesini belirlemek igin mesane
dokusundaki hiicrelerin 06zniteliklerini kullanir.
Doku 6rnegi milyonlarca hiicre igerir ve mikroskop
altinda manuel olarak analiz edilir. Bu nedenle, ¢ok
sayida cam slaytin mikroskop altinda incelenmesini
gerektirir ve bu da zaman alicidir. Teknolojinin
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ilerlemesi ile bilgisayar ortaminda tiim slayt
goriintiileri (WSI) farkli biiylitme seviyelerinde
yakalanabilmektedir. Bu, patologlarin mikroskop
altinda cam slaytlar incelemeye gerek kalmadan
hastaliklar1 teshis etmelerini saglar.

Son zamanlarda, gelismis bilgisayar donanimi ve
makine 6grenim tabanli yontemlerin her gegen giin
daha basarili sonuglar vermesi, aykirt deger tespiti
[3,4], tip [5], trafik [6], modelleme [7] gibi farkli
alanlara uygulanmasinin Oniinii agmigtir. Ayrica,
WSI’ya erisim kolaylig1 ve makine 6grenim tabanli
algoritmalarin  kullamshligt WSI’dan mesane
kanseri ile ilgili calismalara olan ilgiyi de
artirmistir.  Orne@in, Fuster ve arkadaslari [8],
evrisimsel sinir aglari (CNN) tabanli bir derin
6grenme yontemi kullanarak, kas invaziv olmayan
mesane kanseri (NMIBC) hastalarinin WSI'larinda
invaziv kanserli alanlarinin tespitini gergeklestirdi.
Khosravi ve arkadaslar1 [9], Tissue Microarray
Database (TMAD) ve The Cancer Genome Atlas
(TCGA) gibi kamuya acik veri tabanlarindan alinan
dijital patoloji goriintiilerinde akciger, meme ve
mesane kanserlerinin alt  tiplerini ve
biyobelirteglerini siniflandirmak igin
CNN_Smoothie adli CNN tabanli bir yontem
sundular. Akciger kanseri alt tipleri igin %92, meme
kanseri i¢in %91 ve mesane kanseri igin ortalama
%99 dogruluk elde ettiler. Yin ve arkadaslar1 [10],
Rochester Universitesi Tip Merkezi'nden elde
edilen hematoksilen eozin (H&E) boyali mesane
timori doku gorintiilerinden non-invaziv (evre Ta)
ve invaziv (evre T1) BC'yi smiflandirmak igin
olasiliksal sinir ag1 (PNN), destek vektor makinesi
(SVM), lojistik regresyon (LR), uyarlanabilir
giiclendirme (Adaboost), rastgele orman (RF) ve
cok katmanh algilayic1 (MLP) gibi 6 farkl1 makine
O0grenme algoritmasinin performansini
degerlendirdi ve %91-96 arasinda degisen
dogruluklar elde etti. Jansen ve arkadaglar1 [11],
Hollanda'daki ti¢ farkli hastaneden elde edilen H&E
boyal1 slaytlardan NMIBC saptanmasi ve
derecelendirilmesi i¢in sinir ag1 tabanli bir yaklasim
sundu. Ug farkli patologun goriisleri ile
karsilastirildiginda, 6nerilen yaklasimin dogrulugu,
diisiik dereceli kanserler icin %76 ve yiksek
dereceli kanserler i¢in %71'dir. Woerl ve
arkadaslar1 [12], Erlangen Universitesi Klinik
Hastanesi'ndeki TCGA ve Comprehensive Cancer
Center Erlangen Metropolitan Area Nuremberg
MIBC'den (CCC-EMN) elde edilen histopatolojik
slayttan kas invaziv BC'nin (MIBC) molekiiler alt
tipini tahmin etmek i¢in bir derin 6grenme modeli
onerdi. Slaytlar1 inceleyen patologlara kiyasla
onerilen model daha iyi performans gostermistir
(ROC-AUC: 0.85 ve dogruluk: 0.75). Chen ve
arkadaglar1 [13], Shanghai General Hospital ve

TCGA’dan alman  H&E boyali WSI
goriintiilerinden hem mesane kanserini teshis etmek
hem de sagkalimi tahmin etmek igin makine
Ogrenimine dayali bir yontem sundu. Deneysel
sonuclara gore, egitim, test ve dis dogrulama
kohortlarinda mesane karsinomu tahmini i¢in ROC-
AUC puanlart sirastyla %96.3, %89.2 ve %94.1'dir.
1 yillik, 3 yillik ve 5 yillik sagkalim tahmini i¢in
ROC-AUC skorlar ise sirastyla %77.7, %83.8 ve
%81.3'tlir. Lucas ve arkadaglar1 [14], 1 yillik ve 5
yillik NMIBC niiksiinii tahmin etmek i¢in hem
klinik hem de histopatolojik wverileri birlestiren
derin 6grenmeye dayali bir model kullanmistir. U-
net mimarisi kullanilarak histopatolojik slaytlarin
(normal ve koéti huylu) drotelyumu boliitlere
ayrilmistir. ImageNet veri setiyle 6nceden egitilmis
VGG16 mimarisiyle 224 x 224 goriintii pargaciklar
(patch) Oznitelikler c¢ikartilmistir. Gated recurrent
unit (GRU) smiflandirma mimarisiyle c¢ikartilan
Oznitelikler ve klinik veriler birlestirilerek
yapilmistir. Modelin 1 yil ve 5 yillik niikssiiz
hayatta kalmadaki ROC-AUC skorlar1 sirasiyla
0.62 ve 0.76'dir. Tokuyama ve arkadaslar1 [15], 2
farkli makine 6grenme algoritmasiyla (RF ve SVM)
transiiretral rezeksiyondan sonraki 2 yil iginde
NMIBC’nin niiksiinii  tahmin etti. “Ilastik”
(https://www.ilastik.org) {icretsiz yazilimi ile
¢ekirdekler bulunmus. Bulunan ¢ekirdeklerden
birbirine degenler YOLO v3 derin 6grenme modeli
kullanilarak ayrilmustir. “CellProfiler”
(https://cellprofiler.org)  yazilimi  kullanilarak
boliitleme asamasinda elde edilen ¢ekirdeklerin
yapisal ve doku (texture) 6znitelikleri ¢ikartilmistir.
Deneysel sonuglara gore destek vektor makinesi ile
%90 ve rastgele orman metodunda ise %86.7
dogruluk oranlar elde edilmistir. Bhambhvani ve
arkadaglar1 [16], mesane kanserinden 5 yillik
hastaliga 6zgii ve genel sagkalimi tahmin etmede
yapay sinir aglar1 (ANN) ve Cox orantili tehlikeler
(CPH) modelleri  yontemlerinin  basarisini
karsilastirmuslardir. Calismada yas, cinsiyet, 1rk,
tiimdr boyutu, evre, derece, lenf nodu invazyonu,
tiimoriin yayilma derecesi ve cerrahi miidahale
Ozniteliklerden olusan 160.000°den fazla hastadan
alman veriler kullanilmistir. ANN metodunun egri
altindaki alan-alict ¢caligma karakteristikleri (ROC-
AUC) performans metrigindeki basarilari hastaliga
0zgii tahminde 0.80 ve genel sagkalimi tahminde ise
0.81°dir. CPH metodu ise hastaliga 6zgii tahminde
ve genel sagkalimi tahminde ROC-AUC skorlari
sirasiyla 0.81 ve 0.70’dir. Song ve arkadaslari [17],
mesane kanserli hastalarin 10 yillik sagkalimini
tahmin etmek icin dogrusal regresyon temelli
makine 6grenmesi metodu 6nermislerdir. Metodun
egitilmesinde popiilasyon temelli bir veri seti
kullanilmis ve bu veri seti 1228 tane hastanin klinik
ve molekiiller Ozniteliklerini igermektedir. Bu
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hastalardan 417 tanesinin Olim nedeni mesane
kanserinden kaynaklanmamasi veya bilinememesi
sebebiyle cikartilmistir.  Olusturulan  modelin
tahminini en ¢ok etkilen Oznitelikler yas, kas
invazivligi, p53 yogunlugu, PTCH LOH pozitifligi
ve paket yili (sigara icme)'dir. Modelin 10 yillik
mesane kanseri hastaligt sagkalimini 6ngdrme
basaris1 ROC-AUC'de 0.77 ve F1 skoru 0.78'dir.
Zheng ve arkadaglar1 [18], BLCA’nin tanist ve
MIBC hastaliginda hayatta kalma tahmininin
yapilmasina yonelik olarak derin 6grenme temelli
BlcaMIL ve MibcMLP adli iki model gelistirmistir.
Bu iki modelin egitilmesi i¢cin TCGA’dan 412
BLCA hastasina ait 926 WSI ve dogrulanmasi igin
Wuhan Universitesi Renmin Hastanesinden 150
BLCA hastasina ait 250 WSI kullanilmistir. BLCA
tanisinda kullanilan BlcaMIL modelinin dogrulugu
0.987°dir. Ayrica, MIBC hastaliginda sagkalim
ongormede kullanilan MibcMLP modelinin C-
index degerleri sirasiyla i¢c ve dis dogrulama
setlerinde 0.631 ve 0.622 olarak elde edilmistir.
Ayni1 yazarlarin bir diger calismasinda, H&E boyali
WSI goriintiilerindeki tiimor-stroma orani (TSO)
makine Ogrenmesi metotlariyla belirlenmis ve
MIBC'de TSO'mun prognostik 6nemi aragtirtlmistir
[19]. 133 ve 261 MIBC hastas1 iki bagimsiz kohort
tizerinde yapilan deneylerin tek degiskenli ve gok
degiskenli Cox regresyon analizleri sonuglarina
gore TSO'nun MIBC hastaliginin prognozunda ve
karar verilmesinde istatistiksel olarak anlamh
oldugu sonucunu ¢ikarmislardir.

Yukarida belirtilen literatiir caligmalar1 gbz oniine
alindiginda, mesane kanseri olan hastalarda kanser
alt tipi, biyobelirtecler ve sagkalim oranlar1 tahmin
edilmektedir. Mevcut arastirmalardan farkli olarak,
bu caligma, tam slayt goriintiillerinden yeni bir
otomatik mesane iirotelyal karsinom
derecelendirmesi sunar. Mesane kanserinin erken
teshisi, hastaligin tedavisi ve seyri i¢in biiylik 6nem
tagimaktadir. Mesane kanseri teshisi i¢in en etkili
yontem, bazi On islemlerin uygulandigi doku
Orneginin patolog tarafindan mikroskop altinda
analiz edilmesidir. Ancak bu yaklagim subjektiftir
ve patologdan patologa degisebilecegi gibi
patologlarm bilgi ve tecriibesine bagl olarak da
degisebilmektedir.  Onerilen  yaklasim  hem
patologlara yardimci olmayir hem de objektifligi
artirmay1 saglamaktadir. Bu amag¢ dogrultusunda,
mesane kanserinin derecelendirilmesi kapsaminda
literatiirde  siklikla  kullanilan  Oznitelikler
aragtirtlmistir. Hiicrelerdeki yapisal ve istatistiki
Ozniteliklerin mesane kanserinin
derecelendirilmesinde oldukca belirleyici oldugu
gbzlemlenmistir.  Onerilen calisma kapsaminda,
TCGA projesindeki BLCA veri setindeki hastalara
ait WSI’dan elde edilen alan, uzunluk, standart

sapma, varyans ve lglincii moment Oznitelikleri
kullanilmistir. Bu 6znitelikler kullanilarak {i¢ farkl
makine 6grenim tabanli yontemlerin (Naive Bayes,
karar agact ve KNN) mesane kanserinin
derecelendirilmesindeki  etkisi incelenmistir.
Ayrica, karar agact ve kNN metotlarinda detayl
hiperparametre analizi de yapilmistir. Deneysel
sonuclara gore kullanilan Ozniteliklerle en iyi
sonuclar karar agaci metoduyla elde edilmistir.

Calismanin  geri kalan1 su sekilde organize
edilmistir. Boliim 2, veri seti hakkinda bilgi verilir.
3. boliimde, uygulanan makine 6grenimi yontemleri
aciklanmigtir. 4. boliimde, deneysel sonuglar
degerlendirilmektedir. Son bdliimde ise ¢aligmanin
ciktilar1 ve gelecekte gelistirilmeye acgik yonleri
verilmistir.

2. VERI SETI (DATA SET)

The The Cancer Genome Atlas (TCGA) projesi
kapsaminda kanser aragtirmalarinda kullanilmak
iizere veriler toplanmis ve erisim i¢in kamuya acgik
hale getirilmistir (https://portal.gdc.cancer.gov). Bu
nedenle etik kurul raporu gerektirmemektedir.
TCGA projesi kapsaminda toplan veriler 33 kanser
tiirlinii temsil eden 10.000'den fazla tiimdrden elde
edilen molekiiler ve klinik bilgileri icerir. Bu
calisma kapsaminda kanser tiiriinii/derecesini
belirlemek i¢cin mesane {iirotelyal karsinomuna ait
tim slayt tarama goriintiilerinden elde edilen
oznitelikler kullanilmistir [20]. Oznitelikler alan,
uzunluk, standart sapma, varyans ve ii¢linii moment
olmak {izere 5 tanedir.

3. YONTEMER (METODS)

Bu boélimde, calisma kapsaminda kullanilan ii¢
farkli makine 6grenim tabanl algoritma tanitilir.

3.1 Naive Bayes (Naive Bayes)

Naive Bayes siniflandirici, verileri siniflandirmak
icin kullanilan olasilik tabanli bir makine 6grenme
modelidir [21]. Adindan da anlagilacagi {izere Naive
Bayes siniflandiricinin prensibi Bayes teoremine
dayanmaktadir. Naive olarak adlandirilmasinin
nedeni, Naive Bayes bir siniflandirici, sinifin belirli
bir Ozniteligin varligimin bagka herhangi bir
Ozniteligin ~ varligi  ile  ilgisi  olmadigim
varsaymasidir.  Yani  verideki  Ozniteliklerin
birbirinden bagimsiz oldugunu kabul eder. Ayrica,
Naive Bayes siniflandiricida her &znitelige ayn
agirlik (6nem) verilir. Diger bir ifadeyle, Naive
Bayes simiflandiricisi, bir smiftaki belirli bir
Ozniteligin varliginin baska herhangi bir 6zniteligin
varligiyla ilgili olmadigim varsayar ve
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P(B|A)P(A)

P(A|B)= o (8)

1)

e P(A|B) : B olay1 verildigine A olayinin
kosullu olasilig

e P(BJA) : A olay1 verildigine B olaymin
kosullu olasilig1

e P(A): A olaymin ger¢eklesme olasiligi

e P(B): B olaymin gerceklesme olasiligi

ile ifade edilir.

Naive Bayes siniflandirici algoritmasinda, her bir
veri i¢in her bir durumun olasilig1t hesaplanir ve
olasilik degeri en yiiksek olana gore siniflandirma
yapilir.

3.2 Karar Agaci (Decision Tree)

Karar agaci, simiflandirma problemlerini ¢dzmek
icin kullanilan denetimli bir makine 6grenim
algoritmasidir [22]. Karar agaci algoritmasi, kok
digimii, dallar1 ve karar diiglimlerini igeren bir
agac  seklinde  modellenir. Aga¢  yapisi
olusturulurken Oznitelikler arasindaki belirsizlik
hesaplamalar1 yapilir. Entropi veya Gini indeksi,
agacin kok diiglimiinden (dallar vasitasiyla) karar
diigiimlerine dogru akan bilgi kazaniminin
hesaplanmasinda kullanilan kriterlerdir. Bilgi
kazanimi ile veri setini en iyi iki esit pargaya bolen
Oznitelikler belirlenir. Ayni prosediirler dallar i¢in
de gecerlidir ve hepsi karar diigiimlerinde bir
sonuca varmaktadir. Karar agaci algoritmasi, model
egitildikten sonra test verisi i¢in oldukga hizli cevap
verir ve veri lizerinde herhangi bir 6l¢eklendirme
gerektirmez.

3.3 k En Yakin Komsu (k Neartest Neighbor)

k en yakin komsu (kNN) algoritmast hem
siniflandirma hem de regresyon problemlerinde
kullanilan algoritmalardan biridir [23, 24].
Simiflandirma problemlerinde basit bir yapiya sahip
olmasi ve 6grenme asamasi gerektirmemesi, eksik
veriler tlizerinde de c¢alisabilmesi gibi Onemli
avantajlar1 nedeniyle oldukga tercih edilir. kNN
algoritmasi kullanicidan K hiperparametresini alir ve
egitim kiimesindeki sorgu noktasina en yakin Kk veri
noktasint  bulur. En  yakin  Orneklerin
belirlenmesinde ise mesafe metrikleri
kullanilmaktadir. k hiperparametresi ile birlikte
mesafe metrigi kNN algoritmasinin performansi
belirlemede oldukg¢a kritik Oneme sahiptir.
Optimum Kk degerinin belirlenmesi hala bir
zorluktur. Kiiciik k degerleri i¢in, model egitim
verilerine fazla uyum saglayabilir ve dogrulama

verilerinde yiiksek hatalara neden olabilir. Yiiksek k
degerleri icin, model muhtemelen egitim veya
dogrulama verilerinden herhangi birine
uymayabilir. Calismamizda belirlenen aralikta k
degerleri analiz edilerek optimum k parametresi
hesaplanmustir.

Literatiirde genellikle Oklid mesafesi tercih
edilmesine ragmen, farkli uygulama alanlarinda
ihtiyaca bagl olarak farkli benzerlik Olgiitleri de
onerilmistir. S6z konusu benzerlik Olgiitlerinin
formiilleri asagida ayr1 ayrt detayli olarak
verilmistir.  Formiillerde, x ve y birbirleri ile
arasindaki benzerligin hesaplanacagi drnekleri, i ve
j, o Orneklerin Ozniteliklerinin indekslerini, d ise
veri setindeki 6znitelik sayisini belirtmektedir.

3.3.1 Minkowski Metrigi (Minkowski Metric)

Minkowski mesafe metrigi Manhattan, Oklid gibi
farkli mesafe metriklerinin tiiretildigi genel bir
metrik formiiliidiir. Denklemdeki p sayist 1’den
daha biiylik veya esit oldugu durumlarda metrik
kosullarinin tamaminmi1 saglarken, p degeri 1’den
kiigiik oldugunda Tti¢gen esitsizligi kosulunu
saglamamaktadir. Minkowski

1

dMinkowski = (Z|Xi - yi |pjp (2)

i-1
denklemi ile ifade edilmektedir.
3.3.2 Manhattan Metrigi (Manhattan Metric)

L1-norm, sehir blogu veya taksi mesafesi olarak da
adlandirilan  Manhattan mesafesi, Minkowski
mesafesinde  p’nin 1’e esit oldugu durumdur.
Oznitelikler arasindaki mutlak farklarin toplamini
hesaplamaktadir. Manhattan metrigi

d
dManhattan = Z |Xi - y|| (3)
i=1

ile tammmlanmaktadir.

3.3.3 Oklid Metrigi (Euclidean Metric)

L2-norm olarak da bilinen Oklid mesafe metrigi,
Minkowski mesafesinde p’nin 2 ye esit oldugu 6zel
bir durumudur. Bu metrikte, iki 6rnegin arasindaki

diiz cizgi mesafesi Oklid uzayinda
hesaplanmaktadir. Oklid mesafesi iki 6rnegin
karsilik gelen Oznitelikleri arasindaki farkin

karelerinin toplaminin karekokiiniin alinmasiyla
hesaplanmaktadir. Oklid metrigi
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(4)

denklemi ile ifade edilmektedir.

3.3.4 Kare Oklid Mesafesi (Squared Euclidean
Distance)

Kare Oklid mesafesi, metrik olma kosullarindan
iicgen esitsizligini saglamadigindan bir metrik
degildir. Karekok Oklid mesafesi basitge Oklid
mesafesinin karekokiiniin alinmamig versiyonudur.
Karekok islemi yapilmadigi icin kiimeleme Oklid
metriginden daha hizli yapilmaktadir. Karekok
Oklid mesafesi

d

=X (x-y) (5)

i=1

d

Karekok _ Oklid

ile tanimlanmaktadir.
3.3.5 Chebyshev Metrigi (Chebyshev Metric)

Chebyshev metrigi literatiirde satrang tahtasi
mesafesi, maksimum metrik veya Loo metrigi gibi
farkli isimlerle de anilir. Bu mesafe metrigi, iki
ornegin karsilik gelen Oznitelikleri arasindaki
farklarin mutlak degerini bulur ve ardindan bu
farklarm en biiyligline esittir. Chebyshev metrigi
matematiksel olarak

1
d 2z
dChebyshev = !)ILTJO (Z|Xi - yi|pjp = miax|xi - y||
i=1

(6)
ile ifade edilmektedir.

3.3.6 Bray-Curtis Benzerlik Olgiitii (Bray-Curtis
Similarity Measurement)

Bu benzerlik 6l¢iitiinde, iki 6rneklemdeki karsilik
gelen ozelliklerin farkliliklarin mutlak degerlerinin
toplamimna boliinmesiyle uzaklik hesaplanir. Bu
benzerlik Olciitiinde 6rneklerdeki tiim Gznitelikler
pozitif oldugunda, benzerlik 6lgiisii 0 ile 1 arasinda
degisir. Aym durumda Bray-Curtis benzerlik
Olciitiiniin  degeri, Ornekler arasindaki benzerlik
arttikga 0’a, benzerlik azaldikga 1’e yaklagmaktadir.
Bray-Curtis benzerlik 6lgiitii de metrik kosullarin
icgen esitsizligi kosununu saglamadigi i¢in bir
metrik degildir. Bray-Curtis benzerlik 6l¢iitii

d R

Bray—Curtis

()
ile hesaplanmaktadir.
3.3.7 Canberra Metrigi (Canberra Metric)

Canberra mesafesi, Manhattan mesafesinin agirlikl
versiyonudur ve iki 6rnegin 6znitelikleri arasindaki
kesirli farklarin toplamimi hesaplar. Ozniteliklerin
kesir farki 0 ve 1 arasinda degerler almasina ragmen
Canberra mesafesinin deger aralig1 0 ve 1 araliginda
degildir. Bu 6zelligi nedeniyle gereksiz (spam) mail
algilama basta olmak tizere aykir1 degerlerin tespit

edilmesinde kullanilmaktadir. Canberra mesafe
metrigi

%~ v
Canberra Z| (8)

X[+
esitligi ile tanimlanmaktadir.

3.3.8 Kosiniis Benzerlik Ol¢iitii (Cosinus Similarity
Measurement)

Kosiniis benzerligi, iki 6rnek (vektorler) arasindaki

mesafeden ziyade acinin kosiniisiinii
kullanmaktadir. Bu benzerlik oOl¢iitiinde sifir ve bir
arasinda sonuglar alimmaktadir. Sonug¢ sifira

yaklastik¢a benzerlik artmakta, bire yaklastikca ise
benzerlik azalmaktadir. Sifir degeri elde edildiginde
maksimum benzerlik, bir degerinde ise minimum
benzerlik olusmaktadir. Bu nedenle, kosiniis
benzerlik Olgiitii 6rnekler arasindaki benzerligin
derecesini hesaplamaktadir. Uggen esitsizligi
kosulunu saglamadig1 igin kare Oklid mesafesinde
oldugu gibi bir metrik degildir. Kosiniis benzerlik
olgtitii

XY, ]
D osiniis =1-| i— (9)
=i

denklemi ile ifade edilmektedir.

3.3.9 Korelasyon Metrigi (Correlation Metric)

Korelasyon  mesafesi, Pearson  korelasyon
katsayisindan tiiretilen bir mesafe Olctitiidiir.
Korelasyon katsayisi, iki Ornegin arasindaki
dogrusal bagimliligin derecesinin belirlenmesinde
kullanilir. Bu katsayr -1 ile +1 arasinda degisen
degerler almaktadir. Katsayr sifira yaklastikca
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ornekler arasinda dogrusal iligki azalmamaktadir.
Katsay1r +1°e yaklastiginda pozitif dogrusal iligki
olmakta, -1’e yaklastikga ise negatif dogrusal
olmaktadir. Iliskinin diizeyini ise +1’¢ olan
yakinligt  belirlemektedir. Katsayr 0’a  esit
oldugunda iliski yok, +1 oldugunda ise miikemmel

iligki seklinde yorumlanmaktadir. Korelasyon
mesafesi
d — fr—
Z(Xi _X)(y| - Y)
DKoreIasyon = 1 d = d
—\2 —\2
S5 3 -9)

burada, (10)

denklemi ile tanimlanmaktadir.

4. DENEYSEL ANALiZ
ANALYSIS)

(EXPERIMENTAL

Calismanin bu béliimiinde makine 6grenim tabanl
algoritmalarin TCGA projesi kapsaminda toplanan
mesane iirotelyal karsinomuna ait tiim slayt tarama
goriintiileri tizerindeki performanslarini
degerlendirmek i¢in kullanilan metrikler ve analiz
sonuglar1 verilir.

4.1 Performans Metrikleri (Performance Metrics)

Makine O6grenmesi metotlariin  basarilarini
Olcebilmek ve birbirleriyle karsilagtirmasini
yapabilmek i¢in farkli performans metrikleri
kullanilmaktadir. Bu metotlardan siniflandirma
problemleri icin tasarlanan metotlarinin
karsilagtirlmasinda ~ kullanllan  en  yaygin
performans metrikleri dogruluk, kesinlik, duyarlilik
ve Fl-skoru’dur. Bu metrikler karmasiklik
matrisinden tiretilmistir ve bu matris Tablo 1°de
verilmistir. Karmagiklik matrisi, bir siniflandirma
metodunun sonuglarinin  veri setindeki gercek
sonuglarla kargilagtirilarak 6zet halinde gosterimine
olanak saglamaktadir.

Tablo 1. Siniflandirma metotlar i¢in karmagiklik
matrisi (Complexity matrix for classification methods)

Gergek Sinif
Pozitif Negatif
- Dogru Yanlis
< | 2| Pozitif Pozitif
= N
@A | & (DP) (YP)
o
;Lé - Yanlis Dogru
i ‘g Negatif Negatif
: 5 2 (YN) (DN)

Dogruluk, metot tarafindan dogru olarak yapilan
tahminlerin veri setindeki tiim 6rneklerin sayisina
boliinmesiyle elde edilir. Dogruluk

DP + DN

Dogruluk =
DP +YP + DN +YN

(11)

esitligi ile ifade edilmektedir.

Duyarlilik, gercekte pozitif olan drneklerin oransal
olarak makine Ogrenmesi tarafindan ne kadar
dogrulukla tahmin edildiginin bir gdstergesidir.
Duyarlilik

DP

Duyarlilik = ——
DP +YN

(12)

esitligi ile gosterilmektedir.

Kesinlik, metodun dogru olarak tahmin ettigi
orneklerin gergekte dogru olan 6rneklerin sayisina
oranlanmasi ile bulunmaktadir. Kesinlik

DP

Kesinlik = ——
DP +YP

(13)

ile hesaplanmaktadir.

Fl-skoru, duyarliik ve kesinlik performans
metriklerinin  harmonik  ortalamas1  alinarak
bulunmaktadir. Duyarlilik ve kesinligin tek metrikle
analizine olanak saglamaktadir. F1-skoru

2x Duyarlilik x Kesinlik
Duyarli/ik + Kesinlik

F1-skoru =

(14)

bigiminde tanimlanmaktadir.

Makine 6grenim tabanli algoritmalarin analizinde
veri seti egitim ve test setleri olarak ikiye
ayrilmaktadir. Egitim seti ile model olugturulurken
test verisi ile olusturulan bu modelin basarisi
performans metrikleri araciligiyla belirlenir. Burada
egitim ve test verileri kullanici tarafindan belirlenen

554



Degirmenci, Cankaya, Giimiiskaya Ocal, Karal | GU J Sci, Part C, 11(2):549-560 (2023)

oranlar dahilinde rastgele olarak ayrilmaktadir.
Rastgele ayrim sebebiyle makine 6grenim tabanli
algoritmalar1 veri setine asir1 uyum veya eksik
uyum gosterebilmektedir. Bir diger ifadeyle, egitim
ve test setlerinin ayrimma bagli olarak
algoritmalarin performansi oldukga farkli sonuglar
gosterebilmekte ve yaniltici bilgiler
iiretebilmektedir. Daha giirbiiz sonuclar elde
edebilmek igin makine Ogrenim  tabanh
algoritmalarda K-katli ¢apraz dogrulama yontemi
kullanilmaktadir. Bu yontemde veri seti rastgele
olarak K tane esit alt kiimeye boliiniir ve bunlardan
bir tanesi test i¢in ayrilir kalan K - 1 tane alt kiime
ile uygulanan makine O0grenim tabanlt model
egitilir. Egitilen model ayrilan alt kiime ile test
edilir. Bu islem her alt kiime i¢in K defa tekrarlanir
ve elde edilen performans sonuglarmin ortalamasi
almarak uygulanan algoritmanin performansi
hesaplanir. K-katli capraz dogrulama yonteminde
veri setindeki biitlin 6rnekler hem egitim hem de
testte kullanilacagi icin metodun performansi
hakkinda daha giirbiiz sonuglar elde edilir.

4.2 Deneysel Sonuglar (Experimental Results)

Veri setindeki hastalar yiiksek derece ve diislik
derece mesane karsinomlarina ait WSI’dan
olugmaktadir. Bu c¢aligmada ¢ farkli makine
Ogrenmesi algoritmasiyla mesane karsinomunun
derecesinin tahmini yapilmistir. Makine 6grenmesi
algoritmalarinin performansi hiperparametrelerine
bagl olarak degismektedir ve bu
hiperparametrelerin kullanilan veri setine gore
optimize edilmesi gerekmektedir. Hiperparametre
alan algoritmalarin analizini kolaylagtirmak i¢in her
bir algoritmanin  belirlenen  hiperparametre
araligindaki dogruluklar1 kullanilan performans
metrikleri ile gorsellestirilmistir.

0.83 5
0.82 4

0.81 +

o
@
I

Dogruluk
o o
~ ~
@ ©
1 L

0.77 +

0.76 ~

0.75

0.74 -

Max depth

Gergeklestirilen ¢alismadaki tiim  programlar
Python 3.8.8 kullanilarak yazilmistir. Makine
O0grenmesi  modellerinin  uygulanmasi  ve
performans sonuglarinin hesaplanmasinda Sklearn
(1.1.1) ile Numpy (1.22.3) modiilleri kullanilmistir.

Objektif ve giivenilir sonuglar elde edebilmek adina
algoritmalarin performansi belirlenirken K-kath
capraz dogrulama yontemi kullanilmis ve K sayis1 5
secilerek 10 defa tekrarlanmistir. Elde edilen

sonuglarin  ortalamalar1  performans  olarak
verilmistir.
Naive Bayes smiflandiricis1 kullanict  tanimli

hiperparametre almadig1 i¢in analiz yapilmamustir.

Karar agaci algoritmasi kapsaminda maksimum
aga¢ derinligi (max_depth) ve minimum ornek
sayist (min_samples_split) hiperparametrelerinin
belirlenen araliktaki optimal degerleri
aragtirilmistir. Optimal max_depth
hiperparametresinin degeri 1 ile 20 araliginda 1’er
artirtlarak aranirken, min_samples_split
hiperparametresinin optimal degeri ise 2 ilel7
araliginda 1’er artirlarak aranmistir. Yapilan
analize iligkin elde edilen dogruluk oranlar1 Sekil
1’de  gosterilmistir.  Sekil 1 dikkatlice
incelendiginde min_samples_split
hiperparametresinin veri setinde gozle goriillir bir
etkiye sahip olmadigi, ancak max_depth
hiperparametresinin diigiik degerlerinde (1 - 2)
algoritmanin en yiiksek dogruluk oranlarini elde
ettigi, hatta daha biiyiilk degerlerde performansta
gozle gorilir kayiplar yasandigi goriilmiistiir.
Gergeklestirilen bu analiz sonucunda karar agaci
algoritmasinin kullanici tanimli hiperparametreleri
max_depth ve min_samples_split sirasiyla, en
yliksek dogruluk oranin elde edildigi, 2 ve 15 olarak
secilmigtir.

min samples split

Sekil 1. Karar agact metodunun dogruluk degeri sonuglari (Accuracy results of the decision tree method)
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a) —— Dogruluk === Fl-skoru —-= Kesinlik = Duyarlilik b) —— Dogruluk === Fl-skoru —-:= Kesinlik == Duyarlilik
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C) —— Dogruluk === Fl-skoru —= Kesinlik Duyarlilik d) —— Dogruluk === Fl-skoru —-= Kesinlik == Duyarlilik
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e) — Dogruluk ——- Fl-skoru —-- Kesinlik - Duyarlilik f) — Dogruluk ——- Fl-skoru —-= Kesinlik ------ Duyarlilik
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]
@

15 15
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g) —— Dogruluk === Fl-skoru —-= Kesinlik = Duyarlilik h) —— Dogruluk === Fl-skoru —-:= Kesinlik == Duyarlilik
10 10

skor
=
a

Skor

5
k Degeri

i) —— Dogruluk === Fl-skoru —:= Kesinlik - Duyarlilik
10

15
k Degeri

Sekil 2. Farkli mesafe metrikleri icin kNN yonteminde artan k parametresinin dogruluk, duyarlik, kesinlik
ve F1- skorlarina etkisi (a) Bray-Curtis, (b) Canberra, (c) Chebyshev, (d) Kare Oklid, (e) Korelasyon, (f)

Kosiniis, (g) Manhattan, (h) Minkowski, (i) Oklid (The effect of increasing k parameter on accuracy, precision,
precision and F1- scores in KNN method for different distance metrics (a) Bray-Curtis, (b) Canberra, (c) Chebyshev, (d) Square
Euclidean, (e) Correlation, (f) Cosine, (g) Manhattan, (h) Minkowski, (i) Euclidean)
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Tablo 2. kNN yonteminde artan K hiperparametresinin farkli mesafe olgtitlerinin dogruluk performans

metrigi lizerindeki etkisi (The effect of increasing k hyperparameter on the accuracy performance metric of different
distance measures in the KNN method)

k | Bray- | Canberra | Chebyshev | Kare | Korelasyon | Kosiniis | Manhattan | Minkowski Oklid
Curtis Oklid
1 |0.5967 | 0.7007 0.5833 | 0.5913 0.5887 0.5920 0.5913 0.5920 0.5880
2 [0.6533 | 0.7733 0.6467 | 0.6540 0.6940 0.7027 0.6580 0.6747 0.6727
3 10.6333 | 0.7787 0.6007 | 0.6233 0.7080 0.6880 0.6487 0.6080 0.6147
4 106733 | 0.7647 0.6660 | 0.6740 0.6993 0.6680 0.6680 0.6847 0.6753
5 | 0.6200 | 0.7547 0.6493 | 0.6420 0.6880 0.6807 0.6180 0.6400 0.6420
6 | 0.6533 | 0.7647 0.6780 | 0.6747 0.7027 0.6887 0.6667 0.6647 0.6673
7 |0.6460 | 0.7700 0.6567 | 0.6387 0.6893 0.6820 0.6513 0.6667 0.6533
8 | 0.6673 | 0.7573 0.6553 | 0.6633 0.7080 0.7040 0.6573 0.6520 0.6627
9 |0.6393 | 0.7800 0.6427 | 0.6380 0.7047 0.6840 0.6540 0.6360 0.6400
10 | 0.6580 | 0.7560 0.6540 | 0.6513 0.7087 0.7007 0.6607 0.6633 0.6453
11| 0.6413 | 0.7620 0.6293 | 0.6320 0.7113 0.6953 0.6360 0.6327 0.6327
12 | 0.6640 | 0.7440 0.6487 | 0.6540 0.7253 0.7200 0.6713 0.6613 0.6500
13| 0.6540 | 0.7440 0.6347 | 0.6280 0.6907 0.6967 0.6487 0.6380 0.6253
14 | 0.6693 | 0.7053 0.6560 | 0.6533 0.7040 0.7073 0.6767 0.6560 0.6533
15| 0.6607 | 0.7127 0.6340 | 0.6520 0.7007 0.7000 0.6653 0.6447 0.6460
16 | 0.6827 | 0.7080 0.6487 | 0.6693 0.7133 0.7100 0.6827 0.6773 0.6727
17 | 0.6720 | 0.7000 0.6673 | 0.6640 0.7013 0.7007 0.6847 0.6607 0.6780
18 | 0.6900 | 0.6987 0.6827 | 0.6927 0.6987 0.7147 0.6887 0.6767 0.6867
19| 0.6713 | 0.6893 0.6707 | 0.6793 0.6873 0.6967 0.6900 0.6767 0.6660
20 | 0.6773 | 0.6880 0.6907 | 0.7093 0.7027 0.6867 0.6913 0.6847 0.6967
21| 0.6667 | 0.6967 0.6820 | 0.6913 0.7013 0.6927 0.6887 0.6713 0.6860
22| 0.6880 | 0.6967 0.6873 | 0.6913 0.6973 0.6833 0.6933 0.6813 0.6880
23| 0.6453 | 0.6913 0.6753 | 0.6793 0.7000 0.6980 0.6860 0.6720 0.6827
24 1 0.6827 | 0.6980 0.6807 | 0.6847 0.6907 0.6860 0.6813 0.6833 0.6693
25| 0.6647 | 0.6980 0.6753 | 0.6673 0.6880 0.6860 0.6760 0.6720 0.6667
26 | 0.6793 | 0.6953 0.6847 | 0.6827 0.6807 0.6767 0.6747 0.6840 0.6873
27 | 0.6593 | 0.7020 0.6773 | 0.6707 0.6807 0.6840 0.6840 0.6747 0.6687
28 | 0.6853 | 0.7033 0.6780 | 0.6827 0.6753 0.6753 0.6947 0.6787 0.6787
29 | 0.6680 | 0.7100 0.6807 | 0.6740 0.6767 0.6580 0.6853 0.6833 0.6840
30| 0.6793 | 0.7040 0.6927 | 0.6807 0.6753 0.6813 0.6920 0.6847 0.6940

Yontem boliimiinde de belirtildigi {lizere kNN
algoritmasinin performansi en yakin k komsu sayist
ve mesafe metrigine dogrudan baghdir. Bundan
dolay1 kNN ile en iyi performansi elde edebilmek
icin degisen k degerleri ile farkli mesafe metrikleri
eszamanli olarak analiz edilmistir. k degeri 1’den
baslayip 30’a kadar 1’er artirilarak Bray-Curtis,
Canberra, Chebyshev, Manhattan, korelasyon,
kosiniis, Oklid, Minkowski ve kare Oklid mesafe
Ol¢iitleri i¢in elde edilen analiz sonuglar1 Sekil 2°de
ve Tablo 2’de gosterilmistir. Sekil 2’den de
goriilecegi iizere, her bir mesafe metrigi icin k
degerinin ardigik olarak artirilmasi birbirinden
farkli dogruluk sonuglar1 iiretmektedir. Ornegin,

Sekil 2(a)’dan Bray-Curtis mesafe metriginde k =
18 i¢in en yiiksek dogruluk (0.6900) elde edilirken
Sekil 2 (e)’den korelasyon mesafe metriginde k =12
icin en yiiksek dogruluk (0.7253) elde edilmektedir.
Benzer sekilde Sekil 2 (c)’den Chebyshev mesafe
metriginde k = 30 i¢in en yiiksek dogruluk (0.6927)
elde edilirken Sekil 2 (f)’den kosiniis mesafe
metriginde k = 12 i¢in en yiiksek dogruluk (0.7200)
elde edilmektedir. Benzer sekilde Tablo 2°de her k
degerinde en yiiksek performans degerlerinin elde
edildigi mesafe metrigi sonuglar1 koyu ile
belirtilmistir. Tablo 2’den de goriilecegi iizere
Canberra mesafe metrigi k’nin 14, 16-23 degerleri
haricindeki tiim degerlerinde en yiiksek sonuglari
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vermistir. Belirtilen k degerlerinde ise ya ikinci en
iyi performansi elde etmis ya da en iyi performansa
olduk¢a yakin degerler iiretmistir. Sonug olarak,
Sekil 2 ve Tablo 2’den de goriilecegi lizere kNN
algoritmasinin performansi K sayisina oldukc¢a
baghdir. Ancak, algoritmanin daha hizli ¢alismast
ve daha az bellek tiiketmesi agisindan en yiiksek
performansa olduk¢a yakin sonuglar iireten en
kicik k  degerinin  secilmesi  Onemlidir.
Gergeklestirilen bu kapsamli analiz sonucunda, en
yiiksek dogruluk oraninin (0.7800) elde edildigi k =
9 ve Canberra mesafe metriginin mesane kanserinin
derecelendirmesinde uygun oldugu
degerlendirilmistir.

Mesane  karsinomunun  derecelendirilmesinde
kullanilan makine 6grenim tabanli yontemlere ait
sonuclar ve bu sonuglarin hangi parametrelerle elde
edildigi Tablo 3’te verilmistir. Her bir performans
metrigi i¢cin en iyi sonucu iireten algoritma daha
koyu gosterilmistir. En iyi sonuglar kesinlik metrigi
hari¢ karar agaci algoritmasiyla elde edilmistir.

Tablo 3. Karsilastirilan makine 6grenmesi metotlariyla elde edilen en iyi performans sonuglari
(Best performance results obtained with the benchmarked machine learning methods)

Yontem Dogruluk Duyarhhik Kesinlik F1-skoru
Naive Bayes 0.6580 0.6653 0.8132 0.7223
KNN
Canberra, k = 9 0.7800 0.9153 0.8023 0,8510
Karar agaci
max_depth = 2 0.8220 0.9752 0.8082 0.88224
min_samples_split = 15

Tablo 3’ten de goriilecegi lizere, karar agaci
algoritmasinin dogrulugu (0.8220) Naive Bayes
algoritmasindan (0.6580) ve kNN algoritmasindan
(0.7800) sirastyla %25 ve %S5 daha yiiksektir.
Benzer sekilde karar agaci algoritmasi, duyarlilik ve
F1-skoru degerleri agisindan da en yiiksek sonuglari
iretmistir. Ancak karar agaci algoritmasinin
kesinlik  degeri  (0.8082)  Naive  Bayes
algoritmasinin  kesinlik  (0.8132) degerinden
yaklagik %1 daha diisiik hesaplanmistir. Sonug
olarak, karar agaci1 algoritmasmin TCGA
verilerinden mesane kanserinin
derecelendirilmesinde patologa yardimci olmak igin
kullanilabilecegini gdstermektedir.

5. SONUCLAR (CONCLUSIONS)

Bu ¢alisgmada, hematoksilen eozin ile boyanmig
idrar kesesi doku Orneklerinin tam slayt tarayici
goriintillerinden mesane  irotelyal karsinom
derecelendirmesini belirlemek igin i¢ farkli makine
Ogrenim tabanli algoritma (Naive Bayes, kNN ve
karar agaci) uygulanmig ve mesane kanseri
derecelendirmesindeki performanslar1 kapsamli bir
sekilde analiz edilmistir. En yiiksek performansi
elde etmek i¢in her bir algoritmanin
hiperparametreleri belirli bir aralikta 1zgara aramasi
yapilarak optimal degeri belirlenmistir. Ayrica, elde
edilen sonuglarin daha giivenilir ve saglam olmasi
icin K-katli ¢apraz dogrulama (K = 5, iterasyon =

10 ile) uygulanmistir. Deneysel sonuglara gore en
yiiksek performans %82 dogruluk ile karar agaci
algoritmasindan elde edilmistir. Bu sonug, karar
agaci algoritmasiin mesane kanserinin derecesini
belirlemede patologa yardimct olmak i¢in
kullanilabilecegini gostermektedir. Gelecek
calismalari  kapsaminda  mesane  {irotelyal
karsinomuna ait tiim slayt tarama goriintiilerinden
farkl Oznitelikler cikartilarak mevcut
algoritmalarin performanst daha da artirilabilir.
Ayrica diger makine 6grenim tabanli algoritmalar
ile birlikte farkli kanser tiirlerinin derecelendirmesi
gergeklestirilebilir.
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