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Biiyiik veri akislarindan anlamli bilgilerin ¢ikarilmas: ve
Ogrenilmesi, toplumlarin yagam kalitesinin artirilmasinin,
bilim ve mihendislik alaninda yeni teknolojilerin
gelistirilmesinin 6niinii agmaktadir. Ote yandan, Sensér
teknolojisindeki son atilimlar, hesaplama giiciiniin ve
bilgisayar belleginin artan kullanilabilirligi, verilerin
sadece reel-degerli olmadigini artik Dbiyik 6lgekli
kompleks-degerli veri kiimeleriyle de basa ¢ikilmasi
gerektigini ortaya koymustur. Bu amag¢ dogrultusunda, bu
calismada, son zamanlarda Onerilen ¢evrimigi sansiirleme
(online  censoring, OC) tabanli kompleks-degerli
Ozyinelemeli en kii¢iik kareler (OC based complex-valued
recursive least squares, OC-CRLS) ve OC tabanli artirilmis
CRLS (OC based augmented CRLS, OC-ACRLS)
algoritmalarmin bagarimlart ilk defa biiyikk 6lcekli
regresyon problemleri iizerinde detayli olarak test edilmis
ve literatiirde yer alan klasik versiyonlar1 ile
karsilagtirtlmistir. Benzetim ¢alismalari, OC-CRLS ve OC-
ACRLS algoritmalarinin, OC mekanizmasinin getirmis
oldugu avantajlardan dolay1 kompleks diizlemde
tanimlanmis olan biiylik-6l¢ekli regresyon problemlerinde
egitim siresini ciddi anlamda kisalttigin1 ve test basarimint
negatif yonde etkilemedigini gostermistir. Bu da OC-CRLS
ve OC-ACRLS algoritmalarinin, kompleks diizlemde
tanimlanabilen biiyiik veri akis1 uygulamalarinda etkin ve
giiclii algoritmalar oldugunu kanitlamistir.

Anahtar kelimeler: Biiyiik veri, Regresyon, Cevrimigi
sansiirleme, Kompleks-degerli veri, Ozyinelemeli en kiigiik
kareler.

1 Giris

Verilerin bilgiye doniistigii, akillica kullanildiginda ve
islendiginde ise insanliga, bilim ve miihendislik diinyasina
onemli katkilar saglayacag bir dijital veri tufan1 ¢aginda
yasamaktayiz. Giliniimiizde bilimsel araglar, tibbi cihazlar,
uydular, teleskoplar, sensorler, e-ticaret platformlari,
gbzetim kameralari, cep telefonlari, internet ortami gibi
bircok farkli kaynaktan {iretilen esi goriilmemis boyutlarda
biiyiikk veri akiglari ile karst karsiya kalmaktayiz. Aslinda
biiyiik veri ve bilylik veri akislari; yiiksek boyut, karmasiklik
ve kullanilabilirlik orani nedeniyle mevcut analitik
yontemlere meydan okuyan veri tiirlerini temsil etmektedir

Abstract

Extracting and learning meaningful information from big
data streams paves the way for improving the quality of life
of societies and the development of new technologies in the
field of science and engineering. On the other hand, recent
advances in sensor technology, increased availability of
computing power and computer memory reveal that data is
not just real-valued, but large-scale complex-valued
datasets must also be dealt with. For this purpose, for the
first time in this study, the performances of the recently
proposed online censoring (OC) based complex-valued
recursive least squares (OC-CRLS) and OC based
augmented CRLS (OC-ACRLS) algorithms are tested on
large-scale regression problems and compared with those
of their classical versions in the literature in detail.
Simulation studies show that the OC-CRLS and OC-
ACRLS algorithms significantly shorten the training time
in large-scale regression problems defined in the complex
domain without affecting testing performance in a negative
way, due to the advantages of their OC mechanism. This
proves that OC-CRLS and OC-ACRLS algorithms are
effective and powerful algorithms in big data streaming
applications that can be defined in the complex domain.

Keywords: Big data, Regression, Online censoring,
Complex-valued data, Recursive least squares

[1]. Bu tiir verilerden anlamli bilgilerin tiiretilmesi ve
O0grenilmesi, toplumlarin yagam kalitesinin artirilmasinin,
bilim ve mihendislik alaminda yeni teknolojilerin
gelistirilmesinin Oniinli agmaktadir. Bu kapsamda, sayisal,
matematiksel ve istatistiksel tekniklerin/yontemlerin teorik
alt yapilarla birlestirilerek yeni yontemlerin gelistirilmesi
giinlimiizde kaginilmaz hale gelmistir. Biiyiik veri biiyiik
nimetlerle karsimiza ¢ikmaktadir fakat biiylik zorluklara
sahiptir [2-11]. Biiyiik verilerin dogas1 geregi yiiksek hacim
ve boyutu; geleneksel grup (batch) ¢ikarim yontemlerinin
kosturulmasim1 imkénsiz kilmaktadir [2-4]. Ciinkii grup
metotlar, en iyi sonucu iiretebilmesi i¢in ya verinin tamamina
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ya da ¢ok sayida veriye ihtiya¢ duyarlar. Bu yilizden de bu tiir
metotlar, ciddi depolama maliyeti gerektirir. Bilgi
kaynaklarmin cogu; siirekli olarak akan, farkli cesitlerde,
miktar1 ve istatistikleri zaman iginde ve elementler arasinda
hizla degisen biiyiik veri iiretmektedir [2]. Dolayisiyla,
biiyiik veri analitiginin; gercek-zamanli kisitlamalar altinda
gecmis verileri tekrardan kullanmadan daha az veri
kiimelerinin zaman i¢inde sirali olarak kullanildig: ¢cevrimigi
olarak gergeklestirilmesi gerekmektedir [10,11]. Boylece,
cevrimi¢i yontemlerle ¢ok hizli bir sekilde {iretilen orta
kaliteli bir ¢ikt1, grup yontemlerle olduk¢a yavasca tiretilen
yiiksek kaliteli bir ¢iktidan daha yararh olabilmektedir [5-8].
Bu nedenle, giinlimiizde biiyiik verinin ¢evrimigi islenmesi
onemli hale gelmistir. Ote yandan, biiyiik veri akislari
yiiksek derecede artik veri (redundancy) igerir; yani, yararlt
bilgileri, orijinal boyutluluklarina kiyasla ¢ok daha diisiik
oranda olabilmektedir [11]. Biiyilik veri akislari, analiz igin
gerekli olan zaman ve kaynak ihtiyaci dikkate alindiginda
aslinda kotii kosullandirilmis veri tipidir. Ayrica verinin
cesitli kaynaklardan ve popiilasyonlardan gelmis olmasi,
biiyiik verinin genellikle kirli (dirty) olarak tanimlanmasina
yol agar [9]. Yani biiyiik veri akiglari; dogal olarak glriiltiilii
(bozuk) ol¢timler/iletisim hatalar1 igerir [2, 8, 9]. Diger bir
zorluk ise biiyiik veri akiglarinda elzem olan gorevlerin; yani,
kestirim, tahmin ve regresyon gorevlerinin yerine
getirilmesidir [2, 8]. Eger biiyiik veri akiglari; se¢ilmis bir
veri alt kiimesiyle kisitlanabilirse, bahsi ge¢en problemler
adaptif sinyal isleme (Adaptive signal prcessing, ASP) ile
¢Oziime kavusturulabilir.

Biiyiik verilerde, veri alt kiimesiyle calisabilmenin en
kolay yolu; veri gruplarinin yiiksek derecede artiklik
(redundancy) Ozelliginden akillica faydalanmaktir [11].
Ornegin; ¢evrimici olarak &nem arz eden veriyi 6nemsiz
veriden ayirarak, biiyiik veri akislarinda veri isleme maliyeti
ve veri boyutu ciddi bir sekilde azaltilabilir [11]. Bu
kapsamda, sansiirleme (censoring) islemi son zamanlarda
birgok farkli alanda dogal olarak popiiler hale gelmistir.
Sansiirlenmis verilere dayanan grup kestirim (batch
estimator) yontemleri; ekonometri, biyometri, hayatta kalma
analizi [12], doymus 6l¢iim [13], spektrum algilama [14]
dahil olmak tizere birgok miihendislik [15] gorevinde
kullanilmistir. Son zamanlarda ise sansiirleme teknigi;
kaynak kisith kablosuz sensor aglarimi [16, 17] kullanarak
dagitilmis parametre tahmini ve dinamik siirecler i¢in veri
se¢iminde kullanilmis ve bu sayede sistem bagarimi ile
sistem maliyeti arasinda bir denge saglanmistir. Bu
calismalar, sansiirlenmis Ol¢iimlerle elde edilen tahmin
dogrulugunun, sansiirsiiz  verilere dayali olanlarla
karsilagtirtlabilir - oldugunu dogrulamistir. Bu  yiizden,
sansiirleme islemi; biiylik veri uygulamalarinda kesinlikle
arzu edilen bir 6zellik olan veri isleme maliyetini diigiirme
potansiyeli sunmaktadir. Bu kapsamda, [11]’de yer alan
calismada, biiyiik 6lgekli dogrusal regresyonlarda biiyiik veri
akisinin boyutunu azaltmak ve veri isleme maliyetini
diigiirmek i¢in ¢evrimigi sansiirleme (Online censoring, OC)
stratejisi ilk defa kullanilmistir. Bu ¢alismada onerilen OC
stratejisi altinda yatan temel fikir; daha az bilgilendirici
gozlemleri atmak i¢in c¢evrimici aralik sansiirlemesine
dayanmaktadir. Son zamanlarda, biiyilk veri alaninda

popiiler hale gelen OC stratejisi [11,18]°de genellikle
zamanla degisen parametrelerle dinamik = siireglerin
izlenmesine iliskin bityiik veri sorunlarimin, [19]’da enerji
kaynaklarmin smirli oldugu senaryolarda adaptif aglar
iizerinden dagitilmis tahmin i¢in enerji biitgesini diislirmenin
ve [20]’de merkezi olmayan bir algilama sisteminde
azaltilmig iletisim orani elde etmenin iistesinden basariyla
gelmistir. Bu calismalara ek olarak, OC stratejisi son
zamanlarda merkezilestirilmis biiyiik-6l¢ekli aglarda [21],
dagitilmig kablosuz aglarda [22], yapay sinir aglart egitimi
icin bilgilendirici egitim verisi ¢ikarmada [23], yapay sinir
agin egitiminde [24], grafik sinyallerinin kestiriminde [25]
ve dogrusal olmayan aglar iizerinde adaptif filtreleme
islemlerinde [26], giyilebilir isitme cihazlarinda akustik geri
besleme yolunun kestiriminde [27], patolojik el tremoriiniin
kestiriminde [28] kullanilmasiyla daha da popiiler hale
gelmistir. Her ne kadar [11]’de tasarlanan OC stratejisi;
biiyiik veri akiglar1 icin biiylik-6l¢ekli dogrusal regresyon
yontemleri bagligi altinda anilsa da, aslinda literatiirde klasik
ASP algoritmalar1 olarak bilinen en kii¢iik ortalama kare
(Least mean square, LMS) ve 6zyinelemeli en kiiciik kareler
(Recursive least squares, RLS) algoritmalarinin yapisina
yerlestirilmistir (yani OC tabanli LMS ve OC-tabanli RLS
algoritmalar1 6nerilmistir). Ayrica, OC tabanl algoritmalar,
literatiirde veri segici algoritmalar olarak da bilinmektedir
[29]. [2, 9, 11])°de OC stratejisi tasarlanirken, skaler akis
gozlemleri klasik kestirim problemindeki gibi tanimlandigt
icin OC tabanli LMS ve RLS algoritmalar1 dogal olarak
Olciim/iletisim hatalarin1 elemine etme 6zelligine sahiptir.
Bu da bu algoritmalarin biiyiik veri akislarinda mevcut olan
giiriiltli probleminin {istesinden geldigini gostermektedir.
Fakat Onerilen bu algoritmalar, veriler aykiri deger
icermedigi stirece mantiklidir; aksi durumda, bilgilendirici
verilerin ayirt edilmesinde hatali ¢aligmaktir. Bu kapsamda
yine ayni g¢aligmada [11], aykir1 degere karsi giirbiizlik
saglayan modifiye edilmis OC stratejisi tasarlanmig ve
giirbliz OC tabanlit LMS ve RLS algoritmalar1 6nerilmistir.
Bu sayede, biiyiik veri akiglarinda olas1 aykir1 degerlere karst
ek olarak Onlem alinmustir. Son zamanlarda, hem
bilgilendirici olmayan hem de aykirnt degerlerin
sansiirlendigi farkli sansiirleme tabanli (veri segici) adaptif
sinyal igleme algoritmalar1 [29]’da yer alan c¢aligmada
sunulmustur. Bu algoritmalar, veri secici LMS, veri se¢ici
RLS, veri sec¢ici afin projeksiyon ve basitlestirilmis veri
secici afin projeksiyon [29] algoritmalar1 olup, aslinda
temelinin [11]’deki ¢alismaya dayandirildigi goriilmektedir.
Bu tiir OC tabanli algoritmalar biiyiik veri akisinin boyutunu
azalttig1 icin biiyiik veri uygulamalarina 6zgii veri isleme ve
depolama maliyetini dnemli dl¢iide azaltmuistir.

Sensér teknolojisindeki son atilimlar, hesaplama
giiciiniin ve bilgisayar belleginin artan kullanilabilirligi,
verilerin sadece reel-degerli olmadigm: artik biiyiik dlgekli
kompleks-degerli veri kiimeleriyle de basa ¢ikilmasi
gerektigini ortaya koymustur [30]. Bu tiir kompleks-degerli
ger¢ek diinya verileri, fiziksel olarak Onemli anlamlar
tasiyan zengin bir yapiya sahiptir. Ciinkii bu tiir veriler,
genlik ve faz bilgisini dogrudan igerir ve “reel ve imajiner”
veya “faz ve genlik” olarak ifade edilebilirler. Kompleks-
degerli wveriler; ikinci-dereceden dairesel (second-order
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circular) ve ikinci-dereceden dairesel olmayan (second-order
noncircular) olmak tizere iki smifa ayrilir [31-38].
Literatiirde, dairesel kompleks-degerli verileri islemek igin
geleneksel kompleks-degerli ASP (Complex-valued ASP,
CASP) algoritmalar1 gelistirilmistir [31-38]. Bu kapsamda,
[39]’da yer alan ¢alismada, kompleks-degerli LMS
(Complex-valued LMS, CLMS) algoritmasi Onerilmistir.
Aslinda bu Onerilen algoritma, geleneksel LMS
algoritmasimin reel diizlemden komplekse bir uzantisidir.
Daha sonra ise, CLMS’nin farkli bir versiyonu olan en kiigiik
faz-LMS (Least mean phase-least mean square, LMP-LMS)
algoritmasi, faz ve genlik verilerinin ayni anda anlik olarak
islenmesi i¢in [40]’da yer alan ¢alismada Onerilmis olup,
ozellikle faz bilgisinin 6nemli oldugu birgok haberlesme
uygulamasinda kullanilmigtir. Ayrica, diger bir CASP
algoritmasi, hizli yakinsama kabiliyetine sahip olan ve
yaygin olarak kullanilan kompleks-degerli RLS (Complex-
valued RLS, CRLS) algoritmasidir [41]. Bu bahsedilen
CASP algoritmalari, ikinci-dereceden istatistiksel bilgi
tabanli algoritmalardir; yani, istatistiksel bilgi olarak sadece

kovaryans matrisi C_, = E{xx"} bilgisini kullamrlar. Bu

yiizden de bu tiir algoritmalar sadece dairesel veriler icin
optimal ¢éziimler sunarlar [31, 34, 42, 43], burada X, H ve
E{-} ifadeleri sirasiyla sifir ortalamali kompleks-degerli

rastgele vektori, eslenik transpozu ve beklenen degeri temsil
etmektedir.

Son zamanlarda, artirilmus istatistikler CASP alanin daha
da gelismesini ve bu alanda yeni algoritmalarin tiiretilmesini
saglamustir. Cilinkd artirilmus istatistikler; kovaryans matrisi

C, = E{xx"} min veriye ait ikinci-dereceden istatistiksel

ozellikleri tanimlamada artik yeterli olmadigini, 6zellikle
dairesel olmayan verilerde ek olarak s6zde-kovaryans
P, = E{xx"} matrisinin de gerek oldugunu gostermistir. Bu
gereksinimleri yerine getirebilmek i¢in artirilmig kompleks-
degerli u=[x",x"1" vektorii tanimlanarak X e ait ikinci-
hem kovaryans ve sozde kovaryans matrisleri, artirilmig
kovaryans  matrisi  C,, = E{uu"} nun
yerlestirilmigtir. Bu sayede hem dairesel hem de dairesel
olmayan kompleks-degerli verilerin  ikinci-dereceden
istatistiksel Ozelliklerin tamami tek bir matris igerisinde
degerlendirilmistir [31-38]. Literatirde  artirtlmus
istatistiklerin; biyomedikal, haberlesme, CASP, gii¢
sistemleri gibi birgok farkli alanda siklikla kullanildig1 ve
bagarimi ciddi anlamda artirdig1 gozlemlenmistir [31-38, 42-
53]. Artirilmus istatistigin ortaya ¢ikmasiyla, literatiirde yer
alan CASP algoritmalari; son zamanlarda kavramsal olarak
kesin lineer (strictly linear, SL) ve genis lineer (widely
lineer, WL) model tabanli algoritmalar olarak ikiye
ayrilmistir. Ornegin; daha 6nce bahsettigimiz CLMS, CRLS
gibi kompleks diizlemde calisan geleneksel algoritmalar, SL
model tabanli algoritmalar olarak adlandirilmaktadir.
Literatiirde, WL tabanli algoritmalar ise ayrica artirilmis
kompleks-degerli algoritmalar olarak da bilinmektedir.
Artirllmis  istatistikler; WL model yapisin1  kullanan
artirilmis  kompleks-degerli en kiiciik ortalama kare
(Augmented CLMS, ACLMS) [54] ve artirilmig kompleks-
degerli 6zyinelemeli en kiigiik kareler (Augmented CRLS,

igerisine

ACRLS) [55] algoritmalarinin tasarimina yol agmustir. Bu
algoritmalar sayesinde hem dairesel hem de dairesel
olmayan kompleks-degerli veriler kolaylikla islenebilmistir.
Hatta ACLMS ve ACRLS algoritmalari, dairesel olmayan
veriler icin CLMS ve CRLS algoritmalarindan daha iistiin bir
basarim sergilerken, dairesel veriler icin CLMS ve CRLS ile
aym kararhi-durum hata cevabma daha yavas yakinsama
sergilemektedir [55, 56]. Bu yavas yakinsamasinin temel
nedeni ise, bu algoritmalarin WL yapilarindan kaynakl iki
kat hesap yiikiine sahip olmalaridir [55-57]. Ote yandan,
CRLS ve ACRLS algoritmalari, matris tersi alma islemi [41,
55, 58] nedeniyle daha fazla hesaplama maliyeti pahasina
daha hizli yakinsama ve daha iyi kararli durum hatasi
sunmaktadir. Genel olarak, CLMS, ACLMS, CRLS ve
ACRLS algoritmalari; karmasik-degerli verileri islemek icin
cok etkili algoritmalar olsa da hem daha Once bahsedilen
problemlerden hem de biiyiik veri islemenin ve biiyiik sistem
derecelerinin (filtre derecelerinin) getirmis oldugu yiiksek
hesaplama maliyetlerinden muzdariptirler. Bu algoritmalarin
biiyiik veri akislarinda etkin bir sekilde kullanimini saglamak
icin OC stratejisi dikkate alinarak yeniden tasarlanmasi
gerekmektedir. Bu kapsamda, Mengii¢ ve arkadaslari
[59]’daki ¢aligmalarinda; CLMS, ACLMS, CRLS ve
ACRLS algoritmalarinin OC versiyonlarini tliretmis ve
biiyiik-6lgekli kestirim ve tahmin problemleri {izerinde
basarimlarini analiz etmistir. Onerilen bu OC tabanli
algoritmalar [59], agirlik vektorlerini sadece bilgilendirici
veriler ile  giincellediginden  kendilerinin  klasik
versiyonlarina kiyasla basarimi olumsuz yonde etkilemeden
veri isleme maliyetini; yani, hesap yiikiinii ciddi anlamda
diigiirmiislerdir.

Bu calismada, son zamanlarda 6nerilen OC-CRLS ve
OC-ACRLS algoritmalarinin bagarimlart ilk defa regresyon
problemleri lizerinde detayli olarak test edilmis ve literatiirde
yer alan ve klasik versiyonlari olan CRLS ve ACRLS
algoritmalar1 ile karsilastirilmistir. Benzetim ¢alismalari;
OC-CRLS ve OC-ACRLS algoritmalarinin, OC
mekanizmasinin  getirmis oldugu avantajlardan dolay1
kompleks diizlemde tanimlanmis olan biyilik-6lgekli
regresyon problemlerinde egitim siiresini ciddi anlamda
kisalttigin1 ve ayn1 zamanda test bagarimini negatif yonde
etkilemedigini gostermistir. Sonu¢ olarak, bu c¢aligma ile
OC-CRLS ve OC-ACRLS algoritmalarinin, kompleks
diizlemde tanimlanabilen biiyiik veri akis1 uygulamalarinda
etkin ve gligli algoritmalar oldugu kanitlamustir.

2 Materyal ve metot

2.1 Kesin lineer ve genis lineer modeller

CASP  perspektifinden, oncelikle SL model ile
tanimlanan bir adaptif sistemin ¢ikis1 asagidaki gibi
tanimlanir:

Y = XI h, 1)

burada X, =[Xes Xy g Xy _pap] € CV ve
h, =[h.h ;- h 1€ CY* sirasiyla adaptif sistemin
girig vektoriinii ve standart agirlik vektoriini temsil eder.
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Ayrica N ifadesi ise sistemin derecesini (6rnegin, ¢ikis
sinyali bir sonlu diirtii cevaph filtre (FIR) tarafindan
iiretiliyorsa, N ayni1 zamanda filtre derecesidir) temsil eder.
Denklem (1)’de yer alan SL model tanimi, kompleks-degerli
dairesel verilerin iglenmesine olanak saglar [31, 32].

Eger sistem WL model kullanilarak tanimlanacak olursa,
sistemin ¢ikis1 Yy, ‘nin asagidaki gibi ifade edilmesi gerekir:

Yo = X-II;hk +X|:|gk 2

burada h, =[h.h .. h . ]eCM ve
0, =[0:,0, 11 Uy, ] € CV* sirasiyla standart ve eslenik

agirhik vektorlerini temsil eder. Denklem (2) artirilmig
istatistik dikkate alinarak tanimlandigindan tiim ikinci-
dereceden istatistiksel 6zellikleri yapisinda baridirir ve hem
dairesel hem de dairesel olmayan kompleks-degerli verilerin
islenmesine olanak saglar [31, 32].

Bu iki model tanimmin ardindan hata sinyali,

e =d, -y, = (e; + jel ) € C kullanlarak hesaplanir, burada

j=+-1, e ve e; sirastyla €, ’ya ait reel ve imajiner
kisimlari, d, ise ve beklenen (hedef) sinyali temsil eder.

2.2 Kompleks diizlemde ¢evrimici sansiirleme

SL ve WL modeller dikkate alindiginda, herhangi bir
zaman indeksi k icin beklenen skaler akis sinyali d, € C
asagidaki gibi modellenebilir:

d, =uw, +v,, k=12,...,K (3)

burada w,, u, ve v, sirasiyla gercek agirlik vektoriinii, giris

vektoriinii ve giris vektdriiyle ilintisiz O'V2 varyansl dairesel

simetrik sifir ortalamali beyaz kompleks Gauss Ol¢iim
glirliltisiini temsil etmektedir. Ayrica belirtmek gerekir ki;

Denklem (3)'te SL model i¢in w,=h eC" ve

u, =x, eC" oldugu, WL model i¢in

w, = [hg,gz ]T eC™ ve u, = [XZ,XL4 JT e C*™ oldugu
varsayllmaktadir. Burada h, gercek standart agirlik vektord,
g, gercek eslenik agirhik vektori ve
X =[Xre-s Xenar ] € CV ise giris vektoriidiir.

Sansiirleme stratejisindeki ana amag minimum kaynak
gereksinimlerini kullanarak ¢evrimici olarak w,’1 yani

gercek agirlik vektoriinii bulmaktir. Bu amag dogrultusunda,
ilk olarak FIR filtre yapisinin ¢ikisinin asagidaki gibi
tanimlanmasi gerekir:

Y = UgW, 4)
burada w, ifadesi adaptif FIR filtrenin agirlik vektoriidiir.

Hata sinyali ise asagidaki gibi ifade edilebilir:
e =d, -y =d, _UIWk 5)

Boylece OC stratejisi herhangi bir CASP algoritmasi igin
asagidaki gibi kullanilabilir:

&

o,

~](dy,0), eger

(z.,¢)=

>T

(6)

(c,1), aksi durum

burada ¢, ve 7z, >0 swrasiyla ikili sansiirleme degiskenini

ve k anindaki sansiirleme esik seviyesini temsil etmektedir.

Denklem (6)’dan gozlemlendigi tizere, eger C, =1
olursa, ilgilenilen akis verileri 6nce daha az bilgilendirici
veri olarak etiketlenir ve ardindan baska bir islemde
kullanilmadan sansiirlenir. Eger ¢, =0 olur ise, ilgilenilen
akis verileri 6nce en bilgilendirici veri olarak etiketlenir ve
ardindan giincelleme islemine dahil edilir. Denklem (6)’da
verilen OC stratejisi sayesinde her bir 6l¢iim anlik olarak
“bilgilendirici (informative)” veya “bilgilendirici olmayan
(noniformative)” O6lgiim/veriSi olarak siniflandirilabilir.
Sansiirleme esik seviyesi 7 ’nun se¢imi, sansilirleme oranini
dogrudan etkilediginden, bu esik seviyesine; CASP
algoritmalarinin arzu edilen sansiirleme oran1 P, ’yi elde
etmesi i¢in bir deger atanmasi gerekir. Bu kapsamda =
asagidaki denklem yardimiyla atanabilir [59]:

- '”[1—1%) )

burada P, =(K-p)/K’dir ve K toplam veri sayisin

temsil ederken, p bilgilendirici (sansiirlenmemis) veri
sayisini temsil eder.

2.3 OC-ACRLS algoritmast
Klasik CRLS ve ACRLS algoritmalari, bilindigi {izere
K
deterministik maliyet fonksiyonu olan J, :Zﬂk’”|en|2
n=0

fonksiyonu minimize edilerek tiiretilmektedirler. Aksine,
OC-ACRLS algoritmasin tiiretmek i¢in ise oncelikle bu

deterministik maliyet fonksiyonunda yer alan |en|2

ifadesinin, Denklem (6)’da sunulan OC stratejisi dikkate
alinarak asagidaki gibi tanimlanmasi gerekir [59]:

(®)

n

fo {|en|2 -7’c?, egerle,| = 7o,

0, eger|en| 210,

burada e,=d, -y, =d —h x —g X/, en son filtre
agirlik katsayilari kiimesi kullanilarak hesaplanan zaman
indeksi n ’deki hata sinyalidir.

Ardindan ise Denklem (8) kullamlarak kesilmis

runcated) maliyet fonksiyonu J,”, yeniden su sekilde
truncated) maliyet fonk J d kild
yazilir:

352



NOHU Miih. Bilim. Derg. / NOHU J. Eng. Sci. 2023; 12(2), 349-359
E. C. Mengii¢

k
3O =27, 9)
n=0

burada Se(0,1] ifadesi istel agirliklandirma (unutma)

faktoriinii temsil etmektedir.
ACRLS [55] algoritmasinin tiiretilmesine benzer bir yol

izlenerek maliyet fonksiyonu J° ifadesi h, , ve g, ,’ye

gore minimize edilir ise OC-ACRLS algoritmasinin agirlik

vektorii giincelleme kurallart agagidaki gibi elde edilmis olur
[59]:

h,=h,_, +ek,
9= gk—l+e;k;
Egerle,|>70,.4C, ::%(Ck_l—ksz)

1

Dy = _(Dk—l —k, ) (10)
B
hk = hk—l
Aksi durum, 9 =0
C, =C,
D, =Dy,

. H 0o
burada z, =C, x, +D, ,x, ve e =d, —h._X, -0, X,

z
K, ‘ }, C, ve D, sirastyla onsel kestirim

~ B+2Re {z{' X,
hatasi, kazang vektorii ve klasik kovaryans R, ve sozde-

kovaryans P,, matrislerinin terslerinin 6rnek kestirimleridir.

Aciklama 1: Girig sinyalinin istatistiksel 6zelliklerinden
bagimsiz olan klasik ACRLS algoritmasi [55] dairesel ve
dairesel olmayan kompleks-degerleri verilerin islenmesinde
iistlin basarim ortaya koymasina ragmen, WL modelinden
kaynaklanan klasik R, ve sbdzde-kovaryans P

matrislerinin  tersinin  Ornek  kestirimleri nedeniyle
yonetilemez bir hesaplama yiikiine sahiptir. Denklem
(10)’dan gozlemlendigi gibi; OC-ACRLS algoritmasi [59]
klasik ACRLS’den farkli olarak, yapisindaki OC stratejisi
sayesinde h,, g,, C, ve D, ’y1 yalnizca |e | > 7o, kosulu

altinda gelen bilgilendirici veriler i¢in giinceller. Bu énemli
ozelligi sayesinde, OC-ACRLS algoritmasi veri isleme
maliyetini; yakinsama ve kararli durum basarimlarini
koruyarak, klasik ACRLS algoritmasina gére 6nemli 6l¢iide
azaltir. Tablo 1’de OC-ACRLS algoritmasinin sézde koduna
ayrica yer verilmistir.

2.1  OC-CRLS algoritmasi

Denklem (9)°da yer alan maliyet fonksiyonu J{” *nun,
hata sinyali e, =d, -y, =d —h{ X ile tanimlanmasi ve
arindan h,_, e gdre minimize edilmesi sonucunda ise OC-

CRLS [59] algoritmasina ait giincelleme asagidaki gibi elde
edilir.

h,=h, ,+ek,

Eger|e,| 2 70, 1
i C, :=E(ck_1—ksz)

(11)
h,=h
Aksi durum, { Kk
C,=C,
burada 2, =CX & =d, —hl.x, ve
z
k, =——& >
© B+ Re{zx, |

Aciklama 2: OC-CRLS algoritmasimin hesaplama
karmasikligi, OC-ACRLS algoritmasinin yaklagik yarist
kadardir. CRLS’nin aksine OC-CRLS algoritmasi [59], veri
isleme maliyetinde Onemli tasarruf saglar. Ayrica, Tablo
2’de OC-CRLS algoritmasinin sdzde koduna yer verilmistir.

Tablo 1. OC-ACRLS algoritmasinin s6zde kodu

Parametreler: 0< g <1ve N
Baslangi¢ Kosullari: hy =g, =0+j0, C,=45"1,

D, =0, 62,0, P, =X=P ve r = [In[
' K 1P

ce
K

Veri: {Xk’dk}kzl.
Dongii:k = 1 2K
Yo = hlt'—lxk _g:llxz
e =d -y =d, _hl:'—lxk —QLXI
6% = pS2  +(1-p)lef
z,=C,_ X +D_X
z
k= ,B+2Rek{z['xk}
h,=h_, +ek,
9= s TeK,
Egerle | >70,,1C, = %(Ck1 -k, z}! )

1

D, = E(Dk_l -k, z, )
h,=h,,
Aksi durum, 9 : G
C,=C,
D,=D,,
Bitis

Tablo 2. OC-CRLS algoritmasinin s6zde kodu
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Parametreler: 0< <1 ve N
Baslangig Kosullart: h, =0+ jO, C, =571,

K-
62,=0, P, = P ve r= [in[ 2
: K -P

ce

K

Veri: o .
Déngii: k=12..,K
Ve =X,
e =d -y, =d, _hrflxk
62 = pét  +1-p)e
z, =C X,

Zy
) /3+Re{z['xk}

h,:=h, , +ek,

kk
Eger|e | > 70,, 1
e C, :=E(Ck_l—kkz[')

hk = hk—l

Aksi durum, {
C, =C,,

Bitis

3 Benzetim ¢alismalar: ve tartisma

Bu béliimde, OC-CRLS ve OC-ACRLS algoritmalarinin
o6grenme basarimi kompleks-degerli gercek diinya regresyon
problemleri iizerinde test edilmistir. Bu kapsamda, iki adet
gercek veri seti kullamlmis. ilk veri kiimesi, FIFA 19
Complete Player veri kiimesidir [60]. Tkinci veri kiimesi ise
biiyiik-6l¢ekli bir veri kiimesi olan Block Feedback veri
kiimesidir [61]. Veri kiimelerine ait bilgilere asagida yer
verilmistir.

FIFA 19 veri kiimesinde, futbol oyuncularinin tiim
istatistikleri ve oyun 6zellikleri yer almaktadir. Toplamda 73
adet Onceden iglenmis Oznitelige sahip, 14743 adet giris-
cikis orneginden olusmaktadir. Oncelikli olarak giris
verileri, 1 ile -1 arasinda olacak sekilde normalizasyon
islemine tabi tutulmustur ve daha sonra asagidaki gibi
kompleks-degerli forma doniigtiiriilmiistiir:

. . . T
X, = [1"‘ JL X0+ Do X+ PXegroos Xeza ]O] (12)

burada kompleks-degerli her bir giris verisi, ardigik reel-
degerli ciftler ile eslestirilmis ve ¢ift olmayan son giris verisi
ise jO degeri ile eslestirilmistir. Denklem (12)’de 1+ j1
degeri esik degeri (bias) temsil etmektedir. Ayrica belirtmek
gerekir ki; verilerin kompleks diizlemde ifade edilmesi, reel
diizleme kiyasla boyutu yart yariya azalmistir. Bu da
kompleks-diizlemin; artirilmig istatistik igermeyen OC-
CRLS algoritmas: igin 6nemli bir avantaji olarak ortaya
¢ikmaktadir.

Block feedback veri kiimesi ise herhangi bir gonderinin
ka¢ yorum alacagimi tahmin etmek icin kullanilan biiyiik-
Olgekli bir veri kiimesidir. Toplam 272 6znitelikten (NAN
Oznitelikleri harig) olusmakta olup, her bir 6zniteligin toplam
ornek sayis1 52397°dir. Bir onceki veri kiimesinde oldugu
gibi, benzetimlerde giris verileri, 1 ile -1 arasinda olacak
sekilde normalizasyon islemine tabi tutulmustur ve daha
sonra  asagidaki gibi  kompleks-degerli forma
doniistiirilmistiir:

. . . T
X, = [1"' e L T o JXk,272] . (13)

Benzetim calismalarinda, algoritmalarin  regresyon
basarimlar1 dlgiiliirken ilgili veri kiimelerinin %701 egitim
asamasinda, %30’u ise test asamasinda kullanilmustir.
Egitim asamasindaki devir sayist (epoch) 3000’e
ayarlanmistir. Ayrica algoritmalarin egitim ve test
basarimlari; ortalama kare hata (Mean square error, MSE),
regresyon katsayist  ve c¢alisma siireleri agisindan
incelenmistir. Ayrica, her iki veri kiimesi i¢gin OC-CRLS ve
OC-ACLRS algoritmalarinin sansiirleme orani P, = %50

olarak ayarlanmistir ve algoritmalara ait parametreler su
sekildedir.

FIFA 19 veri kiimesi:

e CRLS, ACRLS, OC-CRLS ve OC-ACRLS igin

2=0.9995, p=055, C,=10°1, D,=0 ve
GAVZYO =0 olarak secilmistir.

Block feedback veri kiimesi:
e CRLS, ACRLS, OC-CRLS ve OC-ACRLS igin

1=0.9995, p=065, C,=10’1, D,=0 ve
6%, =0 olarak secilmistir.

FIFA 19 veri kiimesi i¢in Sekil 1, 2, 3 ve 4’te sirasiyla
algoritmalarm  egitim MSE (dB) egrileri, egitim
regresyonlari, test MSE (dB) egrileri ve test regresyonlart
verilmistir. Block feedback veri kiimesi i¢in ise Sekil 5, 6, 7
ve 8’de sirasiyla algoritmalarin egitim MSE (dB) egrileri,
egitim regresyonlari, test MSE (dB) egrileri ve test
regresyonlar1 verilmistir. Bu sonuglara ek olarak ise Tablo 3
ve 4’te sirasiyla FIFA 19 ve Block feedback veri kiimleri i¢in
algoritmalarin kestirilmis sansiirleme orani, test MSE
degerleri ve caligma siireleri sunulmustur. Elde edilen bu
sonuclara gore algoritmalarin basarimlari  hakkinda
asagidaki yorumlar yapilmistir.

Sekil 1°de FIFA 19 veri kiimesi i¢in algoritmalarin egitim
MSE (dB) egrileri incelendiginde; onerilen OC-CRLS ve
OC-ACRLS algoritmalar1 egitim verilerinin sadece %
50’sini kullanarak, kendilerinin klasik eslenikleri olan CRLS
ve ACRLS algoritmalarina yakin bagarimlar sergilemistir.
Burada, OC-CRLS ve OC-ACRLS algoritmalar yapilarinda
bulunan OC stratejisi sayesinde sadece bilgilendirici veriler
ile egitim siirecini gergeklestirmistir. Ayn1 zamanda, OC-
ACRLS ve ACRLS algoritmalar1 artirilmig istatistikleri
kullanan algoritmalar oldugundan dolayr OC-CRLS ve
CRLS algoritmalarindan daha iistiin MSE (dB) basarimlari
elde etmistir. Bu sonuglar1 daha da agiga kavusturmak igin
Sekil 2°de aym veri kiimesi igin algoritmalarin egitim
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regresyon degerleri incelenmistir. Incelenen bu sonuglar,
biitin algoritmalarm, 0.89 degerine yakin korelasyon
degerleri iirettigini gostermistir. Ozellikle, OC-ACRLS
algoritmasimin diger algoritmalardan bir miktar daha iyi
korelasyon degeri iirettigi gozlemlenmistir. Sekil 3’te ise
egitim silireci tamamlanan algoritmalarin test MSE (dB)
basarimlar1 incelenmistir. Sekil 3’ten goriildiigi tizere, OC-
CRLS’nin test basarimu CRLS’den, OC-ACRLS’ninki ise
ACRLS’den daha iyidir. Burada asil vurgulanmasi gereken
durum sudur: Srnegin; Onerilen OC-ACRLS algoritmasi
egitim asamasinda sadece bilgilendirici verileri kullanarak
ve bu sayede egitim siiresini azaltarak, egitim verilerinin %
100’ind kullanan ACRLS algoritmasi ile neredeyse ayni
egitim MSE (dB) bagarimi elde etmistir. Ayrica, Sekil 4’te
test regresyon sonuclart incelendiginde ise onerilen OC-
CRLS ve OC-ACRLS algoritmalar1 en iyi korelasyon
degerlerini elde etmistir.

Sekil 5°te block feedback veri kiimesi i¢in algoritmalarin
egitim MSE (dB) egrileri incelendiginde; artirilmis istatistik
tabanli kompleks-degerli algoritmalarin tamami kendilerinin
klasik versiyonlarindan daha {istiin egitim MSE (dB)
basarimlart gostermistir. Sekil 5’ten gézlemlendigi iizere en
iyi MSE (dB) basarimlarini hizli yakinsama orani ve diisiik
MSE (dB) degerleri ile OC-ACRLS ve ACRLS algoritmalari
gostermistir. Sekil 5’te verilen bu egitim MSE (dB)
sonuglarini, ayn1 zamanda Sekil 6’da verilen regresyon
sonuglart da desteklemektedir. Buradan goriilecegi iizere,
onerilen OC-ACRLS algoritmasinin korelasyon degeri 1’e
oldukea yakindir. Sekil 7°de ise egitim siirecinden gecirilen
bu algoritmalarin test MSE (dB) basarimlari incelenmistir ve
Sekil 6°daki sonuglara paralel sonuglar elde edilmistir. Yine
gozlemlendigi tizere Onerilen OC-ACRLS algoritmast
egitim asamasinda sadece bilgilendirici verileri kullanarak
ve bu sayede egitim siiresini ciddi anlamda azaltarak, egitim
verilerinin % 100’tinii kullanan ACRLS algoritmasindan
oldukea iistiin test MSE (dB) basarimu elde etmistir. Ayrica,
Sekil 8’de test regresyon sonuclart incelendiginde ise
onerilen OC-ACRLS algoritmasi 1’e¢ olduk¢a yakin
korelasyon degeri elde etmistir.

Tablo 3’ten gozlemlenecegi lizere FIFA 19 veri kiimesi
icin OC-CRLS ve OC-ACRLS algoritmalart i¢in kestirilmis

sansiirleme P, degerleri, kullanici tarafindan belirlenen

gergek sansiirleme P, degerlerine oldukga yakindir. Ayrica

burada en iyi test MSE degerini OC-ACRLS algoritmasi elde
etmistir. Ayn1 zamanda, bu algoritmanin egitim asamasi
405.6 saniye siirerken kendisinin klasik versiyonu olan
ACRLS’in egitim agamas1 768 saniye siirmiigtiir. Ayrica, OC
mekanizmasinin OC-ACRLS algoritmasinin egitim siiresini
yaklasik %50 oraninda azalttigin1 burada belirtmekte fayda
vardir. Bu sonuglar, OC-ACRLS algoritmasinin yiiksek test
MSE basarimindan ve diisiik egitim siiresinden dolayi
biiyiik-6l¢ekli veri kiimelerinin regresyonunda kolaylikla
kullanilabilecegini gostermistir.

Block feedback veri kiimesi, FIFA veri kiimesine gore
daha biyiik boyutlu oldugundan, Tablo 4’te, 6nerilen OC-
ACRLS algoritmasin hem egitim siiresi hem de test MSE
degeri agisindan diger algoritmalara gore daha tercih
edilebilir oldugu goriilmektedir. Ornegin, OC-ACRLS

algoritmas1 ¢ok diisiik test MSE degerini yaklasik 6860
saniyelik bir egitimin ardindan saglarken kendisinin klasik
versiyonu olan ACRLS algoritmast daha yiiksek MSE
degerini yaklasik 15633 saniyede saglamigtir. Sonug olarak;
hem OC-CRLS hem de OC-ACRLS ciddi anlamda daha kisa
egitim siireleri saglayarak, tatmin edici test MSE bagarimlari
elde etmistir.

-26.2 T
262 CRLS
——ACRLS
2631 g ——OC-CRLS ||
S 264
o ——OC-ACRLS
2641 2266
£
o 5 -26.8
L a6sf 2
27
g 0 20 40 60 80 100
2 -26.6 Devir Sayisi
E
5267 |
m
-26.8 |
=269
27 | | | | |
0 500 1000 1500 2000 2500 3000
Devir Sayisi

Sekil 1. FIFA 19 veri kiimesi i¢in algoritmalarin egitim MSE
(dB) egrileri

CRLS: R=0.8844

ACRLS: R=0.89226

O Data
Fit
Y=T

Output ~= 0.73*Target + -0.26

Output ~= 0.75*Target + -0.24

Target Target

OC-CRLS: R=0.88506 4 OC-ACRLS: R=0.89341

O Data
Fit [¢]
v=T

Output ~= 0.77*Target + -0.22
Output ~= 0.79*Target + -0.2

Target ) Target
Sekil 2. FIFA 19 veri kiimesi i¢in algoritmalarin egitim
regresyonlari

Tablo 3. FIFA 19 veri kiimesi i¢in kestirilmis sansiirleme

oranlari, test mse degerleri ve ¢alisma siireleri, P, = %50

Algoritmalar IsCe Test MSE Calisma Siiresi (Saniye)
CRLS - 9.5934e-04 3795
OC-CRLS %56.82  9.4500e-04 210.9
ACRLS - 9.0549¢-04 768.9
OC-ACRLS % 58.05  8.9748e-04 405.6
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Sekil 5. Block feedback veri kiimesi igin algoritmalarin . Taroet o T,arget
egitim MSE (dB) egrileri Sekil 8. Blok feedback veri kiimesi i¢in algoritmalarin test
regresyonlari.
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Tablo 4. Block feedback veri kiimesi igin kestirilmis
sansiirleme oranlari, test MSE degerleri ve galigma siireleri,
P, = %50

Algoritmalar |3Ce Test MSE Caligma Siiresi (Saniye)
CRLS - 1.8170e-04 7885.8
OC-CRLS %4581  1.6707e-04 4901.7
ACRLS - 1.0459e-27 15633
OC-ACRLS % 64.15  4.3695e-27 6860.1

4  Sonuglar

Bu ¢alismada, son zamanlarda onerilen OC-CRLS ve
OC-ACRLS algoritmalarinin bagarimlar1 ilk defa regresyon
problemleri lizerinde detayli olarak test edilmis ve literatiirde
yer alan klasikleri (CRLS ve ACRLYS) ile karsilastirilmustir.
Benzetim  ¢alismalari, OC-CRLS ve OC-ACRLS
algoritmalarimin, OC mekanizmasinin getirmis oldugu
avantajlardan dolay1 kompleks diizlemde tanimlanmis olan
biiyiik-6l¢ekli regresyon problemlerinde egitim siiresini
yaklagik % 50 oranda kisalttigini ve test basarimini negatif
yonde etkilemedigini gostermistir. Bu da OC-CRLS ve OC-
ACRLS algoritmalarinin, kompleks diizlemde
tanimlanabilen biiyiik veri akisi uygulamalarinda etkin ve
giiclii algoritmalar oldugunu kanitlamistir.

Tesekkiir

Bu caligma kismen Tiirkiye Bilimsel ve Teknolojik
Aragtirma Kurumu (TUBITAK) tarafindan desteklenmistir
(Proje Numarasi: 121E324).
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