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Bilgisayarlari ve makineleri ¢alistirmak lzere belirli
fonksiyonlarin isletilebilmesi igin kullanilan komutlar biitiini
yazilim olarak adlandiriimaktadir. Gliniimiizde bir¢ok alanda
yapilan faaliyetler ve kullanilan uygulamalar, icerisinde farkli
algoritmalarla  tasarlanmis  yazilmlar  barindirir.  Bu
yazilimlarin kusursuz ve ihtiyaglari karsilayacak sekilde olmasi
biiyiik 6nem teskil etmektedir. Yazilimin kalitesi, yazilimin
icerisinde hata barindirmamasi hem yazilimi gelistiren
kisilerin hem de yazilimi kullanan son kullanicilarin 6nem
verdigi konulardir. Yazilm hata tahmini dodasi geregi
dengesiz sinif problemiigerir. Bu calismada, 6ncelikle dengesiz
sinif problemi ¢éziilmeye calisiimistir. Bu dogrultuda, farkli alt
o6rnekleme ve (st 6rnekleme yéntemleri, literatiirde
arastirmacilarin kullanimina agik NASA’nin PROMISE veri
deposundan alinan CM1, KC1, KC2, JM1 ve PC1 veri
kiimelerinin lzerinde uygulanmistir. Yazihm hata tahmini
asamasinda  ise  farkli  siniflandirma  algoritmalari
karsilastirilarak her bir veri kiimesi igcin en uygun algoritma
belirlenmistir. Deney sonuglarinda on farkli 6rnekleme
yéntemi ile veri kiimelerindeki dengesiz sinif problemi
giderilmis; on ¢ farkh siniflandirma algoritmasi ile
siniflandirma islemi yapilmistir. 0,92 oraninda AUC élgiitii ile
en iyi siniflandirma sonucu PC1 veri kiimesinde elde edilmistir.
Bu ¢alisma ile yazillm hata tahmininde 6rnekleme yéntemleri
ve uygun siniflandiricilar ile hata tahmininin basariminin
daha iyi olabilecedi gdsterilmistir. Elde edilen sonuglar,
literatiirde yapilan ¢calismalar ile karsilastirilarak 6nerilen
yéntemin Ustiinligi ve etkinligi kanitlanmistir.
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Abstract
The set of commands used to operate certain functions to
operate computers and machines is called software.
Today, activities and applications used in many fields
contain software designed with different algorithms. It is
of great importance that these softwares are perfect and in
away thatmeets the needs. The quality of the software and
the absenceof errors in the software are issues that both
the developers of the software and the end users of the
software attach importance to. Software defect prediction
inherently involvesan imbalanced class problem. In this
study, first of all, the imbalanced class problem was tried
to be solved. In this direction, different undersampling and
oversampling methodswere applied on the CM1, KC1, KC2,
JM1 and PC1 datasets taken from NASA's PROMISE data
repository, which is open toresearchers in the literature. In
the software defect prediction phase, different
classification algorithms were compared and the most
suitable algorithm was determined for each data set.In the
experimental results, the imbalanced class problem in the
datasets was resolved with ten different sampling
methods; classification was done with thirteen different
classification algorithms. With an AUC of 0.92, the best
classification result was obtained in the PC1 dataset. With
thisstudy, it has been shown that the performance of
defectprediction can be better with sampling methods and
appropriate classifiers in software defect prediction. The
results obtained were compared with the studies in the
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literature and the superiority and effectiveness of the
proposed method were proven.

Keywords: Software defect prediction, Class imblance
problem, Oversampling methods, Undersampling
methods, Classification

1. Giris

Bilgisayar ve bilisim teknolojileri giinlik yasamda birgok
alanda kullanilan ve kullanimi da her gegen gilin yayginlasan
teknolojilerdir. Bu teknolojilerin isletilebilmesi ve igerisinde
yer alan belirli fonksiyonlarinin ¢alisabilmesi icin kullanilan
komutlar butini yaziim olarak adlandirimaktadir. Her
yazihm farkl ihtiyaglari karsilamasi igin farkli algoritmalar ile
tasarlanir. Bu yazilimlarin kusursuz ve ihtiyaclari karsilayacak
sekilde olmasi biyik 6nem teskil eder. Yazihm Kkalitesi,
yazilimin icerisinde hata barindirmamasi hem yazilimi
gelistiren kisilerin hem de yazilimi kullanan son kullanicinin
o6nem verdigi konulardir.

Yazihm kalite standartlari olarak adlandirilan 1SO 25010,
yazilim kalitesini belirlemede temel 6gedir. Bir yazilim kalitesi
standart icerisinde belli basliklara bolliinerek
degerlendirilmistir [1]. Tasinabilirlik, bakim yapilabilirlik,
glvenirlik, gtivenlik, basarim, uyumluluk, islevsel uygunluk ve
kullanilabilirlik gibi sekiz kalite 6zelligini icerisinde barindirir.
Bu 6zellikler kapsaminda bir yaziimin hatasiz ve dogru calisir
durumda olmasi kalitesini gostermektedir.

Yazilimlar, icerisinde bazi mantiksal kusurlar barindirabilir. Bu
kusurlar yazilimin kalitesini ve son kullanicinin yazilimi tercih
etme dulzeyini dusurebilir. Bir yazilimin kalitesi, yazilim son
kullaniclya ulasmadan 6nce yapilan yazilim testleri ile dlgulur.
Bu testler ile yazihmin ana fonksiyonlarinin cahsabilirligi,
yaziimda meydana gelebilecek hata durumlari tespit edilir.
Gergeklestirilen yazihm sinamalari ile yazilmda ortaya
cikabilecek hatali durumlarin erken asamada 6niine gegilmesi
blyiik dGnem tasimaktadir.

Yazilim hatalarini otomatik olarak tespit edebilmek amaciyla
makine 06grenmesi yontemleri 6nem teskil etmektedir.
Makine 06grenmesi yontemleri bircok alanda kullanilan,
literatir ¢alismalarinda da olduk¢a tercih edilen
yontemlerdir. Makine 6grenmesi yontemleri insan araciligl
olmadan otomatik olarak buyldk oranda veri analizini
saglamaktadir [2]. Yazilim test asamasinda makine 6grenmesi
yontemleri de birgok literatiir ¢alismasinda incelenmis
oldukg¢a popiler bir konudur. Literatir g¢alismalar
incelendiginde farkli makine 6grenmesi yontemleri ile yazihm
hata tahmininde basarilar elde edilmistir.

Bu ¢alismada, yazilim hatalarinin tespit edilmesi problemi
Uzerinde makine 0Ogrenmesi yodntemleri ile calisilmistir.
NASA’nin PROMISE veri deposunda bulunan CM1, KC1, KC2,
JM1 VE PC1 veri kimelerinde yer alan yazilim hatali ve hatasiz
yazilim kayitlar ¢alismanin veri kaynagini olusturmustur. Bu
veri kimelerinde hatali ve hatasiz kayitlarin esit dagilmamasi
sinif dengesizligi problemini meydana getirmistir. Dengesiz
sinif problemini ¢ozmek igin alt ve Ust 6rnekleme yontemleri
uygulanmistir. Bu dogrultuda Sentetik Azinlik Orneklem
Arttirma Yéntemi (SMOTE — Synthetic Minority Oversampling
Technique), Rastgele (st 6rnekleme, Borderline SMOTE,

SVM- SMOTE, ADASYN, SMOTE + Tomek, SMOTE-NC,
Rastgele alt 6rnekleme ydntemi, Kiime Merkezli Ornekleme
(Cluster Centroid), SMOTE+ENN yontemleri kullanilmistir.
Siniflandirma asamasinda ise K-En Yakin Komsu Algoritmasi,
Destek Vektor Makineleri, Karar Agaci Algoritmasi, Rastgele
Orman Algoritmasi, Adaboost, Gradyan Artirma Algoritmasi,
Ekstra Gradyan Artirma algoritmasi, Hafif Gradyan Artirma
algoritmasi, Catboost algoritmasi, Naive Bayes Algoritmasi,
Lineer Diskriminant Analizi, Kuadratik Diskriminant Analizi,
Ekstra Agaclar algoritmalari ile deneyler gergeklestirilmistir.
Dogruluk ve AUC/AUROC basarim olcltleri kullanilarak
algoritmalar degerlendirilmistir. Deneylerde, her bir veri
kiimesi icin en iyi basarim goOsteren algoritmalar tespit
edilmistir.

2. Yayin incelemesi

Yazilimda yer alan hatalari tahmin etmek hem yazilimin
kalitesinin artirilmasi hem de son kullaniclya ulasmadan 6nce
dogru ve istenilen sekilde sunmak agisindan 6nemlidir.
Yazihm hata tahmininde siniflandirma, derin 6grenme ve
makine 6grenmesi gibi yontemler kullanihr. Makine
ogrenmesi algoritmalari kullanilarak siniflandirma islemi
yapan bircok ¢alisma literatlrde yer almaktadir.

Aydilek [3] SMOTE algoritmasi ile NASA PROMISE veri
deposunda yer alan veri kiimelerindeki sinif dengesizliginin
iyilestirilmesi Uzerinde ¢alsmistir [1]. Bu calismada c¢esitli
karar agaci tabanl algoritmalar kullanarak iyilestirilmis bilgi
kazanci sonuglari elde etmistir. Yazillm hata tahmininde
kullanilan metrikler ile bilgi kazanci yoniinden daha yliksek
sayisal degerli sonuglari elde edilmistir. Bu ¢alisma ile, kural
tabanli siniflayici ve karar agaclarinin basarimlarinin yazihm
hata tahmininde 6n plana ciktigi ve bazi eksikliklerin de
mevcut oldugu gorilmustir. Bu eksikliklerin ve problemlerin
giderilmesi icin bu ¢alisma yapilarak yiiksek basarida sonuglar
literatiire katki saglamistir.

Cetiner [4] yaziim hata tahmin sistemleri hakkinda on farkh
makine 6grenmesi algoritmasini kullanarak bu algoritmalarin
karsilastirmali analizini yapmistir. Bu analiz icin NASA’nin
PROMISE veri kimesinden CM1, KC1, KC2, JM1 ve PC1 veri
kiimelerinden yararlanmistir. Yapilan ¢calismada veri setleri 6n
isleme sonrasinda normalizasyon isleminden gegirilmis daha
sonra ¢apraz dogrulama yontemi ile makine 6grenmesi
algoritmalari egitilmistir. Calismada dogruluk basarim 6lglini
kullanilarak sonuglar kiyaslanmistir. Yapilan capraz dogrulama
yaklasimi ile rastgele orman 6grenme modelinin
birlestirilmesinde elde edilen sonug, bu sekilde 6nerilen diger
modellere gore daha iyi bir dogruluga ulasmistir.

Sun ve ark. [5] tarafindan yazilim hata tahmini veri kimesinde
yer alan sinif dengesizligi problemi 6rnekleme, maliyete
duyarh 6rnekleme, torbalama ve arttirma gibi yontemler ile
modellenmistir. Makine 6grenmesi algoritmalari ile yazilim
hata tahmini yapmistir. Deneylerde NASA veri kimesi
Gzerinde 4 farkli siniflandirma algoritmasi karsilastiriimistir.

Onerilen yéntemin rastgele st 6rnekleme, rastgele alt
ornekleme, SMOTE, maliyete duyarli 6grenme gibi
yontemlerden ¢ok daha 6nemli 6lglide iyi basarim gosterdigi
sonucu elde edilmistir.
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Eivazpour ve ark. [6] yazilim hata tahmininde veri kiimesinin
dengesiz dagiliminin makine 06grenimi algoritmalari igin
zorlayici bir etkeni oldugunu belirterek, veri dengesizligi
problemi istlinde durmustur. Bu ¢alismada, veri kimesindeki
azinlik sinifindan érnekleme teknikleri ile artirilmig bir egitim
kiimesi elde edilmistir. Dengesiz veri kiimesinin 6rneklenmesi
icin Rastgele Ornekleme, Sentetik Azinlik Orneklem Arttirma
Yontemi (SMOTE), Borderline-SMOTE ve ADASYN gibi
ornekleme teknikleri kullanilmistir. Daha sonra o6nerilen
yontemde hangi modelin kullanilan tekniklerden hangisi ile
daha iyi basarim elde ettigi analiz edilmistir. Elde edilen
sonuglarda o6nerilen yontemin, literatlirdeki o6rnekleme
yontemlerine gore daha iyi basarim gosterdigi gorilmustar.

Malhotra ve ark. [7] NASA PROMISE veri kiimesi Gzerindeki
sinif dengesizligi problemi icin SMOTE, SVM-SMOTE ve
ADASYN yontemlerini kullanmis, daha sonra elde edilen
sonugclarda Lineer Diskriminant Analizi yéntemi ile verilerini
iyilestirmistir. Bu veri kiimesi (zerinde ise Naive Bayes ve
Destek Vektor Makineleri (SVM) siniflandirma algoritmalari
ile yazilim hatalari tahmin edilmistir. Yapilan ¢calismada elde
edilen sonuglar ile, SVM-SMOTE ybénteminin Lineer
Diskriminant Analizi ile iyilestirilmesi mekanizmasinin yapilan
tahmin kalitesini iyilestirmede 6nemli bir katkisi oldugu
sonucuna varilmistir.

Choirunnisa ve ark. [8] yapmis olduklari calismada NASA veri
kiimesi kullanilmis ve bu veri kimesinde 6n isleme olarak veri
dengeleme ydntemini kullanmislardir. On isleme yapilmis veri
kiimesinde sinif dengesizligi problemi icin SMOTE, Borderline
SMOTE, Safe-SMOTE ve A-SUWO (adaptive semi-
unsupervised oversampling) yontemleri uygulanmistir. Veri
kiimesindeki sinif dengesizligi problemi iyilestirildikten sonra
K-En Yakin Komsu Algoritmasi, SVM, Rastgele Orman ve J48
siniflandirma algoritmalarn ile yazihm hata tahmininde
bulunulmustur. En gelismis veri dengeleme teknigi olarak
nitelendirdikleri A-SUWO yontemi ile yazilim hata tahmininde
yeni bir yaklasim onermisler ve bu yaklasimi denetimli
siniflandirma algoritmalari ile birlestirmislerdir.

Elahi ve ark. [9] c¢alismalarinda veri kiimesindeki sinif
dengesizligi problemi igin rastgele Ust 6rnekleme ve komsu
temizlik kurali yontemlerini 6nermiglerdir. Bu yéntemler ile
veri kiimesinin sinif dengesizligi problemi ¢ozlldikten sonra
K- En Yakin Komsu Algoritmasi, Naive Bayes, Karar Agaci,
Lineer Regresyon, Ortalama Mutlak Hata (MAE) algoritmalari
ile siniflandirma islemi yapilmistir. Calismada elde edilen
basarim sonuglarinin sinif ortisme yonteminin kullanildigi
veya kullanilmadigl ve yeniden 6rnekleme ydnteminin de
kullanilmadigi ¢alismalara kiyasla c¢ok daha iyi basarim
gosterdigi agiklanmustir.

Goyal [10] yazihm hata tahmininde sinif dengesizligi
problemini alt érnekleme yontemi ile gidermistir. Yapilan
calismada egitim kimesinde sinif dengesizligi problemini
gidermek icin gesitli alt 6rnekleme yontemlerini kullanmustir.
Egitim veri kimesinde wuygulanan bu ydntemler ile
siniflandirma modeli egitildikten sonra test veri kiimesi
kullanilarak siniflandirma modelinin basarimi elde edilmistir.
Siniflandirma asamasinda Yapay Sinir Aglari (ANN), Destek
Vektor Makineleri (SVM), Karar Agaci (DT), KNN, Naive Bayes

(NB) algoritmalari  kullanilmistir.  Bu ¢alismada sinif
dengesizligi problemini etkili bir sekilde ele alarak yeni bir alt
ornekleme ybntemi oOnerilmis ve literatiire katkida
bulunulmustur. Bu yontem 3 alt 6rnekleme teknigi ile
kombinasyon yapilarak énerilmistir. Bu yontemler rastgele alt
ornekleme, tomek-link 6rnekleme ve iskalama alt 6rnekleme
yontemleridir.

Jacob ve ark. [11] NASA Promise veri kimesindeki sinif
dengesizligi problemi icin oncelikli olarak veri kiimesine 2
farkh on isleme uygulamistir. Bu on islem ydntemleri
“Wrapper-Based Feature Selection” ve “Heuristic-Based
Feature Selection” yontemleridir. Sinif dengesizligi problemi,
bu yontemler ile ¢ozildiikten sonra; Naive Bayes, Lineer
Regresyon, Cok Katmanli Perceptron, Destek Vektor
Makineleri, K-En Yakin Komsu Algoritmasi, Torbalama,
AdaBoost, Rastgele Orman (RF), Karar Agaci algoritmalari ile
siniflandirma islemi yapilmistir. Bu ¢alisma ile oylama tabanh
topluluk modellerinin daha kiigik kiumeleri daha fazla
etkiledikleri ve daha iyi basarim gosterdikleri ¢ikarimi
yapilmistir.

Cetiner ve ark. [12] NASA Promise veri kiimesi igerisinde yer
alan CM1, KC1, KC2, JM1 ve PC1 veri setleriile 10 farkh makine
O0grenmesi algoritmasindan yararlanarak vyazilim hata
tahmininde makine 6grenmesini algoritmalarini kiyaslamistir.
Bu calismada SVM, KNN, NB, RF, Ekstra Agaclar, Adaboost,
Gradyan Arttirma, Torbalama ve Multi Layer Perceptron
algoritmalarini  karsilastirmiglardir.  Yapilan karsilastirma
sonucunda algoritmalarin yazilm hata tahmininde kullanilan
veri setlerinden PC1 veri kiimesi i¢in daha ortalama dogruluk
oranlarinin elde edildigini gstermistir.

Pelayo ve ark. [13] yapmis olduklari galismada dengesiz veri
kiimelerinde makine 6grenmesi lizerinde durarak yazihm hata

tahmini konusunu incelemistir. Bu ¢alismada SMOTE
yontemine odaklanilarak veri kiimesinin iyilestirilmesi
konusunda c¢ahsilmistir. Bu ¢alismada, vyazilim hata

tahmininde ¢ok az ilgi géren, dengesiz verileri 6grenmek igin
kullanilan katmanlasma (stratification) incelenmis; SMOTE
yonteminin hata egilimli moddllerin iyilestirilmesinde roll
arastiriimistir.

Aleem ve ark. [14] makine 6grenmesi tekniklerinin yazilim
hata tahmininde vyararh oldugunun Gstinde durarak
kullanima agik veri setlerinde karsilastirmali  analiz
yapmislardir. Makine 6grenmesi yontemlerinin yazilim hata
tahmininde iyi basarim gosterdigini agiklamislardir. Noro-
bulanik (neuro-fuzzy) teknikleri ve yaziim aracilarinin test
senaryolarini etkinligini artirmada 6nemini ortaya koyarak
dogru sonuglar elde etmede birden fazla teknigin
birlestirilebilecegi bu  calismada  o6nerilmistir.  Hata
tespitlerinde destek vektér makineleri, MLP ve torbalama
tekniklerinin de veri kiimelerinde iyi basarim gosterdigi ortaya
konmustur.

Wang ve ark. [15] sinif dengesizligi problemini ele alarak
yazillm hata tahminine fayda saglayip saglamayacagini
tartismiglardir. Yeniden ornekleme, topluluk algoritmalari

olmak tzere farkh simif dengesizligi yontemlerini
arastirmiglardir.  Bu c¢alismada farkh sinif dengesizligi
yontemlerinin  arastirilarak incelenmesi yazihm hata
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tahmininde literatiire katki saglamistir.

ibrahim ve ark. [16] arama algoritmalari ve rastgele orman
algoritmasini kullanarak yazilim hata tahmininde yiksek
basarim elde edebilmek igin bir yaklasim ©nermislerdir.
Onerilen bu yaklasimin basarimi, yayin taramasinda
bahsedilmis olan diger yaklasimlar ile degerlendirilmis ve
onerilen yaklasimin literatlre gore ¢ok daha iyi sonuglar elde
ettigi gérilmastar.

Akmel ve ark. [17] yapmis olduklar ¢alismada, yazilim hata
tahmininde yayinlardaki calismalari inceleyerek
actklamislardir. Hazirladiklar 6zet tabloda, yil bazh yapilan
cahsmalari kullanilan yontemleri, teknikleri yaklasimlari analiz
etmislerdir. Bu tabloda yapilan ¢alismalar siniflandirarak
ayirmiglardir. Siniflandirma tabanli yaklasimlar, kiimeleme
tabanli yaklasimlar ve topluluk 6grenmesi tabanli yaklasimlar
olmak lzere analizi yapmislardir. Bu ¢calismanin yazilim hata
tahmini calismalarinda, kaynaklarin tahsisine rehberlik
edecek yapida olmasi literatiire katki saglamistir.

Naidu ve ark. [18] yapmis olduklari ¢alismada, yazilim
kusurlarini gruplandirmak icin karar agaci tabanli bir sistem
Onermigstir. Bu sistem igerisinde ID3 ve C4.5 algoritmalarini
kullanarak  siniflandirma  islemi  yapmistir. ~ Yapilan
siniflandirma islemi sonrasinda model madenciligi teknigi
kullanarak siniflandirilan ~ kusur modelleri  6lgmustdr.
Calismada zaman ve maliyeti azaltmak icin toplam kusur
sayisina odaklanilmis ve bes farkli parametre ile siniflandirma
yapilmistir. Model madenciligi teknigi ile yazilim kusurlari
siniflandiriimistir.

Yazilm hata tahmininde &rnekleme ve siniflandirma
algoritmalari ile NASA PROMISE veri kiimesini kullanan son 4
yilda yapilan ¢alismalar Cizelge-1 igerisinde 6zetlenmistir. Bu
cizelgede 6rnekleme yontemleri, siniflandirma algoritmalari

ve basarim metrikleri detaylandiriimistir.
3. Materyal ve Yontem

Bu bolimde ¢alisma kapsaminda kullanilan veri kiimesine ve
model asamalarina deginilip akis modeli ayrintili bigcimde
sunulacaktir. Gergeklestirilen bu calismada genel anlamda
veri 6n isleme, 6rnekleme, siniflandirma ve basarim analizi
asamalari bulunmaktadir. Calismada kullanilan veri kiimesi
oncelikli olarak belirli 6n isleme adimlarindan gegirilmistir. Bu
onisleme adimlarindan sonra veri kimesi (zerinde
cahsilabilecek duruma gelmistir. Daha sonra veri kiimesi
egitim ve test verisi olarak ikiye ayrilmistir. Burada veri
kiimesinde bulunan sinif dengesizligi problemi nedeniyle
egitim veri kiimesinde 6rnekleme yontemleri kullaniimistir.
Kullanilan 6érnekleme yéntemleri sinif dengesizligi problemini
gidermis; veri setlerinden elde edilecek sonuglarin daha
dogru olmasini saglamistir. Secilen farkh alt ve tist 6rnekleme
yontemleri ile sinif dengesizligi problemi ¢oéziilen egitim
kiimesine ve ana veri kiimesinden alinan test veri kiimesine
12 farkh makine 6grenmesi siniflandirma algoritmasi ile
siniflandirma islemi yapilmis, sinif dengesizligi probleminde
en ¢ok kullanilan bagarim olglnleri ile basarim analizi
yapilmistir. Her veri kimesindeki hatali yazihm kayitlari da goz
online alinarak elde edilen degerler analiz edilerek
kiyaslamasi yapiimistir.  Veri kimelerinin hangi 6rnekleme
yontemi ve hangi siniflandirma algoritmasi ile daha iyi
basarim gosterdigi tespit edilmis sonuglari degerlendirilmistir.
Onerilen yéntemin model akisi Sekil-1 icerisinde ayrintili
bigimde 6zetlenmistir.

Cizelge -1: Ozet Yayin Analizi

Referans |Yil S'I"f Dengesizligi icinKullanilan \Veri Kiimesi Basarim Olgiinleri Kullanilan Algoritmalar
lYontem
3] 2018 [SMOTE algoritmas NASA PROMISE |- O\6UtU, Tutturma, Bulma, |0, ) ¢ gy
G-Ortalama, Ozgulluk
NB, Karar Agaci, KNN, SVM, Gradyan
(4] 2020 NASA PROMISE |Dogruluk, Bulma, Tutturma [Artirma, Artirma, RF, Ekstra Agag,
MLP
1-1, Orig, Rastgele alt 6rnekleme, . .
5] 2012 [Rastgele iist 6rnekleme, SMOTE, |NASA PROMISE |AUC Rastgele Orman, C4.5, Ripper, Naive
Bayes
Cost,Torbalama, Artirma
Rastgele list 6rnekleme, SMOTE, .
6] 2019 Borderline-SMOTE, ADASYN NASA PROMISE |AUC Karar Agaci, Rastgele Orman
(7] 2021 [SMOTE, SVM-SMOTE,ADASYN  [NASASDP F-Olcitd, AUC g:j:k VekD Makineleri, Naive
SMOTE, Borderline-SMOTE, .
(8] 2018 SafeSMOTE, A-SUWO NASA PROMISE |Dogruluk, TPR, FPR KNN, SVM, Rastgele Orman, J48
9] 2021 [Rastgele iist drnekleme, NCL NASA PROMISE |AUC KNN, Naive Bayes, Karar Agaci,
Lineer Regresyon, MAE
e L . Yapay Sinir Aglari (ANN), SVM, Karar
[10] 2022 Cesitli alt 6rneklemeteknikleri NASA PROMISE  |Dogruluk, AUC IAgaci, KNN, Naive Bayes
Naive Bayes, Lineer Regresyon,
“Wrapper-Based Approach “ Dogruluk, Kesinlik, MLP, SVM, KNN, Torbalama,
[11] 2021 “Heuristic Based Approach “ NASA PROMISE Duyarlilik, F-Olgiitii, AUC IAdaBoost, Rastgele Orman, Karar
IAgaci

Bilgisayar Bilimleri ve Muhendisligi Dergisi (2023 Cilt: 16 - Say1:2) - 150




Cizelge—2: Veri Kimesi Parametreleri

Parametre Aciklama/Formiil
loc Toplam Satir Sayisi
v(g) Cevrimsel Karmasikhgi
ev(g) Esas Karmasikhg
iv(g) Tasarimsal Karmasikhg
N Toplam Operatér ve islenen
Sayisi
Vv Hacim
L Program Uzunlugu
D Zorluk
| Kabiliyet
E Efor
B Hata Sayisi
T Zaman
I0Code Kod Satiri Sayisi
|I0Comment Yorum Satiri Sayisi
I0Blank Bos Satir Sayisi
I0CodeAndComment Yorumlu Kod Satir Sayisi
uniq_Op Tekil Operator
uniq_Opnd Tekil islenen
total_Op Toplam Operatér Sayisi
total_Opnd Toplam islenen Sayisi
branchCount Akis Grafigindeki Dal Sayisi
Hata (Sinif) Evet / Hayir

Sekil 1: Model akis semasi

3.1 Veri Kiimesi

Yazilm hata tahmininde modelleme yapabilmek icin NASA
PROMISE veri deposunda yer alan 5 veri kiimesi kullaniimistir.
Bu calismada, NASA PROMISE veri deposunda yer alan 5 veri
kiimesinden yararlanilmistir [19]. Veri deposu igerisinden
CM1, JM1, KC1, KC2, PC1 veri kiimeleri segilmistir. Bu veri
kiimelerine ait 22 parametrenin aciklamasi Cizelge-2
icerisinde detaylandirilmigtir. Segilen bu veri kumeleri
icerisinde, hatali ve hatasiz olarak etiketlenmis kayitlari
barindirir. Hatal kayitlar ilgili kissimda degisiklik yapilmasi
gerektigini ifade eder. Kullanilan veri kiimelerinden CM1, JM1
ve PC1 veri kiimesi C yazilim dili ile; KC1 ve KC2 ise C++ yazilim
dili ile gelistirilmistir.

Calismada kullanilan veri kiimeleri igerisinde toplam kayit
sayisi en fazla olan veri kiimesi JM1 iken, toplam kayit sayisi
en az olan veri kiimesi CM1’dir. Veri kiimelerindeki hatal
kayit sayilariincelendiginde ise en fazla hatali kayit iceren veri
kiimesi JM1, en az hatah kayit iceren veri kiimesi ise PC1’dir.
Veri kiimelerine ait kayit sayilari ve hata oranlari detayli
olarak Cizelge-3 icerinde agiklanmustir.

Cizelge—3: Veri Kiimesi Hata Oranlari

\Veri Toplam Kayit bsiz Kayit tali Kayit Hata Orani
Kiimesi Sayisi Sayisi Sayisi
CM1 498 449 49 %9,83
M1 10885 8779 2106 %19,35
KC1 2109 1783 326 %15,45
KC2 522 415 105 %20,50
PC1 1109 119 11 %8,46

3.2 Veri On isleme

Bu calismada onerilen yontem yazilim icerisinde yer alan
hatalarin tespitini hedeflemektedir. PROMISE acik kaynakh
veri deposundan alinan veriler, 6rnekleme yontemleri ve
makine 6grenmesi algoritmalari ile analiz edilmis ve basarim
degerleri elde edilmistir. Yapilan galismada 6ncelikli olarak
NASA PROMISE veri deposundan toplanan veriler analiz
edilerek makine Ogrenmesi yontemlerine uygun olacak
sekilde diizenlenmigstir. Daha sonra ikinci adim olarak veri
kimelerine standart normalizasyon islemi uygulanmistir.
Normalize edilmis verilerde yer alan sinif dengesizligi
problemi incelenerek veri setlerine 6rnekleme yontemleri
uygulanmistir. Burada veri kiimesi egitim ve test verileri
olarak 2’'ye ayrilarak sadece egitim kimesinde Ornekleme
yontemleri uygulanmistir.  On islemden gecirilen ve
egitim/test olarak ayrilan veriler c¢alismada kullanilan
ornekleme yontemleri ve siniflandirma algoritmalarina hazir
hale getirilmistir.

3.3 Ornekleme Yéntemleri

Bir veri kiimesinde sinif etiketlerindeki gruplardan birinde
bulunan gozlem sayisinin diger grupta bulunan goézlem
sayisindan fazla ya da az olmasi durumunda ortaya cikan
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problem sinif dengesizligi problemidir. Veri kiimesi icerisinde
yer alan az sayidaki veri grubu azinlk sinifi diger grup ise
cogunluk sinifi olarak adlandirilir. Sinif dengesizligi problemini
¢Ozebilmek icin 3 farkh vyaklasim izlenebilir [20]. Bu
yaklasimlardan ilki verilerden yapay veriler Ureterek siniflar
arasi dengesizligin ¢ozllmesidir. Diger bir yaklagim ise
¢ogunluk sinifinda yer alan verilerden azinhk sinifina yakin
olacak sekilde ornekler secerek daha az oOrnekleme
yapilmasidir. Siniflandirma islemi esnasinda, siniflarin esit
dagilmadigi dengesiz sinif problemlerinde Ornekleme
yontemleri kullanilmaktadir. Bir diger yaklasim ise azinlk
sinifindan yeni azinlik siniflari olusturarak ¢ogunluk sinifina
denk gelecek sekilde verilerin artirilmasidir. Bu gcalismada sinif
dengesizligi problemini gidermek icin az 6érnekleme ve asiri
ornekleme yontemleri kullaniimistir.

3.3.1 Ust Ornekleme Yontemleri

Sentetik Azinhk Orneklem Arttirma Yéntemi (SMOTE -
Synthetic Minority Oversampling Technique), en basaril
ornekleme yontemlerinden birisi olarak bilinmektedir ve 2022
yilinda gelistirilmistir [21]. Bu yontem, veri kimesindeki
azinlik elemanlarindan yeni o6rnekler olusturarak eleman
sayisini dengeli bir hale getirmeyi temel alir. Bu yéntem ile
cogunluk sinifinin eleman sayisinda bir degisim yasanmaz
[22]. SMOTE yonteminde, her azinlk sinifinin bir érnegi alinir
ve bu érnege ait k komsusunun herhangi birine ya da timine
bakilarak sentetik érnekler olusturulmaktadir [23]. Sentetik
ornekler Gretmek icin interpolasyon teknigi kullanilir. Bu
sentetik drnekler, siniflandiricinin daha kigik ve daha spesifik
bolumler yerine daha biyik ve daha az spesifik karar bolgeleri
olusturmasini saglamaktadir [24].

Rastgele st oOrnekleme yontemi, sinif dengesizligi
probleminde kullanilan en eski ve en basit yontemdir [25].
Sinif dengesizligi iceren veri kimesinde azinliktaki siniftan
rastgele farkli orneklerin secilip tekrar azinhk sinifina
eklenmesi ve bu mantikla veri kiimesinin dengelenmesi akigini
izleyen asir 6rnekleme yontemlerinden biridir. Kiigtk bir veri
kiimesinde uygulanmasi asiri 6grenme gibi durumlara yol
acabilen rastgele 6rnekleme yontemi, yaygin olarak kullanilan
ornekleme yontemlerinden birisidir.

Borderline SMOTE yontemi, SMOTE yénteminden esinlenerek
olusturulmus bir diger st ornekleme yontemlerinden
birisidir. Borderline SMOTE ydnteminde, azinlikta olan veri
sinifinin sinir degerlerinde yer alan érnekler SMOTE yontemi
ile arttinlmaktadir. SMOTE yontemi ile bu yontem arasindaki
temel fark ise, SMOTE ydnteminde azinlik sinifinda yer alan
tim oOrnekler arttirlirken Borderline SMOTE ydnteminde
sinirlarda yer alan degerlerin arttiriimasidir [26].

SVM-SMOTE yéntemi, Borderline SMOTE yonteminde oldugu
gibi sinir gizgileri yakininda yer alan azinlik sinifinin 6rneklerini
arttirmaya odaklanan bir yontemdir. Ancak bu ydntemde
SVM yoéntemi ile sinir gizgilerinin yakininda yeni azinhk sinifi
ornekleri arttirilir.

SMOTE yonteminin bir varyasyonu olarak bilinen ADASYN
yonteminde veri yogunlugunun daha az oldugu alanlarda
daha ¢ok ornekler olusturulur. Bu yéntemde sadece sinif
dengesizligi problemi ¢6ziilmeyip ayni zamanda 6grenilmesi

zor olan birimlere odaklanmak icin karar sinirini uyarlamali
olarak degistirir. Bu yontem ile veri dagihmlarindaki 6grenme
iki  sekilde gelistiriimektedir.  Bunlardan ilki  sinif
dengesizliginin getirdigi sapmanin azaltilmasi digeri ise
siniflandirma karar sinirinin zor érneklere uyarlanabilir sekilde
kaydiriimasidir [27].

Tomek baglantilari, Tomek tarafindan gelistirilmis yogun en
yakin komsu 6rnekleme tekniginin degistirilmis bir bicimidir.
SMOTE + Tomek yontemi ise SMOTE ve Tomek baglantilarinin
kombinasyonu olarak bilinmektedir. SMOTE yonteminin
azinhk smifini icin sentetik Gretmesi ve Tomek baglantilari
olarak tanimlanan verilerin ¢ogunluk sinifindan kaldiriimasi
islemlerini birlestiren bir yontemdir. SMOTE+Tomek, bir diger
tanimla, 6érnek uzayda dagitilmis siniflarin her biri igin 6rtlisen
veri noktalarini temizlemeyi amacglayan melez bir 6rnekleme
teknigidir. SMOTE yontemi ile yilksek hizda oOrnekleme
yapilmis sinif kiimeleri, birbirlerinin alanini isgal etmis
olabilirler. Bu durum ile SMOTE tarafindan yapilan asiri
orneklenmis azinlik sinift 6rneklerine Tomek baglantilar
uygulanir. Bu isleyisle ile yontem veri kiimelerine uygulanir.

SMOTE yonteminin tirlerinden biri olan SMOTE-NC hem
nominal hem de sirekli 6zelliklere sahip veri kiimeleri igin
tasarlanmis, verilerdeki sinif dengesizligi problemine ¢6ziim
olan asiri 6rnekleme yontemlerinden biridir. Veri kiimesinde
onemli sayida nominal 0Ozellik oldugunda ve kategorik
ozellikle ile hedef sinif arasinda bir iliski oldugunda bu
yontemin daha iyi tahmin sagladigi gorilmektedir [28].

3.3.2 Alt Ornekleme Yoéntemleri

Alt 6rnekleme, sinif dengesizligi olan bir veri kiimesinde
azinhk sinifindaki verileri tutarak, ¢ogunluk sinifinin boyutu
kiigultip esit olmayan ¢ogunluk ve azinhk siniflarini
dengelemeye odaklanan bir tekniktir. Potansiyel olarak
verilerde yer alan 6nemli bilgilerin kaybi gibi dezavantajlar
olmasina ragmen bircok veri bilimcisi tarafindan kullanilan
tekniklerden birisidir. Rastgele alt 6rnekleme yontemi, sinif
dengesizligi olan bir veri kiimesinde ¢ogunluk sinifinda yer
alan verilerden rastgele veriler kaldirarak sinif dengesizligini
¢Ozen ornekleme yaklasimlarindan birisidir. Bu yéntemde veri
kiimesinin sayisi azaltilacagindan, siniflandirma siiresi de
azalmig olur. Bu yontemin en blylk dezavantaji ise
siniflandirmada 6nemli degere sahip olabilecek verilerin
rastgele kaldirilma olasiliginin olmasidir.

Kime Merkezli Ornekleme, kiimeleme vyontemleri ile
merkezlere dayali yeni bir kime olusturarak alt 6rnekleme
yapan bir tekniktir. Bu teknik en yakin komsu algoritmasinin
kiime merkezine gobre yeni bir kiime olusturmaktadir.
Cogunluk sinifindaki 6rneklerden olusan bir kiimeyi en yakin
komsu algoritmasinin kiime merkeziyle degistirerek gogunluk
sinifinin altinda ornekler olusturan bir yontemdir. Azinhk
sinifindaki degerler bu ydntemde korunurken c¢ogunluk
sinifindaki veriler en yakin komsu algoritmasi ile yeniden
sentezlenir.

3.3.3 Alt ve Ust Ornekleme Yéntemleri

SMOTE+ENN yéntemi, 2004 yilinda 6nerilen, SMOTE ve en
yakin komsu kuralini birlestiren bir érnekleme yontemidir.
SMOTE asiri bir 6rnekleme yontemidir ve temelinde azinhk
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sinifindan yeni ornekler olusturarak sinif dengesizligi
problemini ¢ozmeye calisir. Burada sinif dengesizligi problemi
¢Ozilse de yeni 6rneklerin yaninda girilti ve sinir érnekleri
de olusabilir. Daha iyi 6rnekler olusturabilmek igin ENN, sinif
etiketi en yakin i¢ komsusundan en az ikisinin sinifindan farkl
olan herhangi bir 6rnegi kaldirabilen bir veri temizleme
yontemi kullanir. Bazi ¢ogunluk sinifindaki 6rnekler, azinhk
sinifinin alanini isgal edebilecegi icin SMOTE+ENN sentetik
orneklerin ortaya cikardigi fazla uydurma olasiligini azaltir.

3.4 Siniflandirma Algoritmalari

Yazilim hata tahmininde yapilan calismalarda farkli teknikler
kullanilmistir. Bu teknikler dikey hata siniflandirmasi, makine
o6grenmesi teknikleri, derin 6grenme teknikleri, yapay sinir
aglari teknikleri olarak siralanabilir. Calismalarda farkli bircok
makine Ogrenmesi algoritmasi kullanilmis ve basarim
sonuglari elde edilmistir.

Yazilm hata tahmininde makine 6grenmesi algoritmalari ile
siniflandirma birgok ¢alismanin konusu olmustur. Makine
o0grenmesi yontemlerinin  kullaniimasinin  nedeni, kolay
anlasilir ve iyi basarimi yiksek hizda elde edebilecek bircok
algoritmayi icermesindendir. Bu calismada da kullanilan veri
kiimesindeki sinif  dengesizligi problemi  6rnekleme
yontemleri ¢6zilmus, 6rnekleme islemi sonrasinda ise veri
kiimesine 13 adet asagida yer alan siniflandirma algoritmasi
uygulanmistir.

K-En Yakin Komsu Algoritmasi, sik kullanilan makine
O0grenmesi algoritmalarindan en yakin komsu algoritmasi,
birbirine yakin durumda olan degerlerin benzer olacagi
mantigina dayanir [29]. Ogrenme tabanli algoritmalardan biri
olan bu algoritmada, yeni karsilasilan X bir deger, egitim
kiimesindeki ornekler ile arasindaki benzerlige gore
siniflandirilir [30]. Siniflandirma islemi esnasinda bir degerin
diger bir degere olan uzakligi hesaplanir. Bir degerin diger bir
degere uzakhginin k adedi kadar komsusu dikkate alinir. Bu en
yakin komsular igerisinden en ¢ok benzerlik gosterdigi sinifa
atamasi yapilir ve algoritma bu sekilde siniflandirma islemini
yapar [31].

Destek vektor makineleri, iki farkli sinifi bir dogru, bir diizlem
Gzerinde birbirinden ayirmaya odaklanan siniflandirma
problemlerinde oldukg¢a yaygin kullanilan algoritmalardan
birisidir. iki sinifi birbirinden ayirirken sinirda yer alan degerler
ile bu islemi gergeklestirir. Ayrilma marjinin net oldugu
zamanlarda ¢ok iyi basarim gosteren algoritmalardan birisidir.
Bu yontem, iki farkli gruba gore etiketlenmis bir egitim verisi
icin gelistirilen algoritmasi ile yeni bir deger verildiginde bu
degerin hangi gruba ait olmasi gerektigini belirleyen bir model
olusturmaktadir ve bu grup ayrimini yaparken hiper diizlem
lizerinde ¢alismaktadir. [32].

Karar agaci algoritmasi, siniflandirma islemini bir agag yapisi
olusturarak vyapan bir algoritmadir. Olusturulan agag
yapisinda yapraklar sinif etiketlerini temsil ederken, kokten
yapraklara giden yollar ise 6zniteliklere gore dallanmalari
temsil etmektedir [33]. Karar agaci algoritmasi bdl ve yonet
yaklagimdan yaralanarak siniflandirma gergeklestiren bir
yontemdir. Karar ve bitis diiglimlerinden olusan bir agacta,
her bir karar digimi dallari etiketleyen ayrik bir fonksiyonu

gerceklestirmektedir. Verilen degerin bu fonksiyonlarin ile
siniflandirma islemi yapilmaktadir [34].

Rastgele orman algoritmasi, Karar agaclarinin birlesmesine
dayanan, 6grenme silirecinde her bir agacin siniflandirma
islemini rastgele secimler yaparak yapan bir algoritmadir [35].
Rastgele orman algoritmasi, daha dogru ve daha kararli
tahminler elde edebilmek i¢in daha fazla karar agacini
birlestirir. Denetimli 6grenme yontemlerinden biri olan bu
algoritmada kullanilan agac¢ sayisi ile dogruluk arasinda
dogrusal bir iliski vardir yani agac sayisi arttik¢a algoritmanin
dogruluk orani artmaktadir [36].

Topluluk 6grenme algoritmalarindan birisi olan Adaboost,
“Boosting” yani verilerden ¢ikan zayif sonuglar birlestirerek
glcll bir islem elde etmeyi saglayan bir algoritmadir [37].
Siniflandirma problemi igin birden fazla 6grenici ile egitim
gerceklestirerek islem yapmaktadir. Baglangigta tum verilere
esit agirhk verip daha sonra olusturulan siniflandiricilar
arasindan en zayif siniflandiriciyi secer [38].

Gradyan Artirma algoritmasi temel, glicli bir tahminci elde
edebilmek icin zayif tahminleri kademeleri olarak gigli
tahmincilere doniistirmeye odaklanir. Karar agaci, kok
noktasindan baslayarak asagiya dogru dallanmalar yapar ve
yapraklar olusturur. Algoritmada ilk olarak olusturulan karar
agaci ile bir tahmin elde edilir. Elde edilen tahmin ile hedef
arasindaki fark hesaplanir. Her yeni yinelemede, hesaplanan
fark ile yeni bir agac olusturulur.

Ekstra gradyan artirma algoritmasi (XGBoost), gradyan
arttirma ve karar agaci algoritmasina dayanan makine
o6grenmesi algoritmalarindan birisidir. Yiksek tahmin gici
olan bir algoritma olarak bilinen bu algoritma diger
algoritmalardan genel basarimi iyilestiren, fazla 6grenmeyi
azaltan bir dizenleme icermektedir [39]. Bu yéntem karar
agaci tabanli bir yontem oldugu icin, karar agaci olustururken
maksimum derinlik degerini kullanmaktadir. Olusturulan agag
sayisl asagida yonde asiri bir ilerleme go6sterir ise budama
gerceklestirilerek asiri 6grenmenin 6niline gegilmektedir.

Hafif gradyan artirma makineleri algoritmasi (LightGBM),
XGBoost algoritmasinin egitim slresinin basarimini arttirmak
icin gelistirilen basarimi ylksek bir algoritma tirtdur. Yiksek
dogruluk, dusik kaynak kullanimi hizli ve verimli olusu
nedeniyle sik tercih edilen algoritmalardan birisidir. Bu
yontemde yaprak odakli agag¢ olusturma sistemi oldugu igin
hata orani azalir ve daha hizli 6grenme islemi gergeklesir [40].
Bu yontemi diger gradyan artirma algoritmalarindan ayiran
yani ise, karar agaclarinin egitilmesi asamasinda kullandigi
blylme stratejisidir [41].

Catboost algoritmasi, gradyan artirma karar agacina dayali
siniflandirma  algoritmalarindan birisidir. Yiksek hizda
o0grenme yetenegi olan bu algoritma kategorik ve sayisal
verilerde daha hizl c¢alsabilmektedir [42]. Veri hazirlg
asamasini kisaltmasi, bos veriler ile basa ¢ikabilmesi 6nemli
ozelliklerindendir. Simetrik agac yapisi kurarak ¢cok derin agag
yapisi olmadan 6grenme islemini gerceklestirir.

Naive Bayes siniflandirma algoritmasi sartli olasilik kurallarina
gore diizenlenmis, hesaplama ve kullanim kolayligi ile makine
O6grenmesi algoritmalari arasinda en sik kullanilan bir
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algoritmadir [43]. Bu algoritma Bayes teoremine gore
siniflandirma islemini hesaplamaktadir. Bir sinifa ait 6znitelik
degerinin etkisinin, diger 6znitelik degerlerinden bagimsiz
oldugu varsayilir ve bu durum sinif kosul bagimsizligi olarak
adlandinlir [44]. Naive Bayes yontemi ulasiimasi istenen
hedef etiket ile problemde uygulanan giris parametreleri
arasindaki iligkiyi tahmin etmeye uyum saglayan siniflandirma
yontemidir [45].

Lineer diskriminant analizi, denetimli siniflandirma
yontemlerinde sik kullanilan bir boyut indirme teknigi olan bir
yontem olup iki sinifi birbirinden ayirirken farkliliklar
modeller. Daha yiiksek boyutlu uzaydaki o6zellikleri daha
diistik boyutlu bir uzaya yansitmak igin kullanilir. Bu algoritma
siniflar arasindaki varyansi en aza indirerek, siniflar arasindaki
mesafeyi en Ust dizeye cikarip iz disim hiper dazlemini
bulmayr hedeflemektedir [46]. Popiler siniflandirma
algoritmalarindan biri olan Kuadratik Discriminant Analizi,
farkh siniflarin bilinen bir olasilik fonksiyonuna ait oldugunu
varsayan bir siniflandiricidir [47]. Bu algoritmada siniflarin
ortalama ve kovaryans matrisleri bulunur ve yeni érnek en
yiuksek olasiliga sahip olan sinifa etiketlenir.

Rastgele orman algoritmasi ile ayni yapida olan Ekstra Agaglar
algoritmasi, veri setlerindeki kopyalari kullanarak modelleri
egitmektedir. Rastgele orman algoritmasinin farkh bir
mimarisini olusturmaktadir. Rastgele aga¢ algoritmasindan
farki olusturulan digumlerin dallara ayrilmasi asamasinda
karar alma olgiti yerine rastgele dallanma yolunun
secilmesidir.

3.5 Bagsarim Olgiinleri

Bu calismada makine 6grenmesi algoritmalan ile yapilan
siniflandirmalarin  basarimlarini  6lgmek igcin  dogruluk
(dogruluk) ve  AUC/AUROC  olgitleri  kullanilmistir.
Siniflandirma algoritmalarinin basarim testinde karmasiklik
matrisi kullanilir. Bir karmasiklik matrisi dogru pozitif (DP),
yanlis pozitif (YP), dogru negatif (DN) ve yanlis negatif (YN) adi
verilen dort degerden olusmaktadir. DP ve DN degerleri
karmasiklik matrisinde gercekten tahmin edilmis hatali ve
hatasiz kayitlari temsil eder. YP ve YN degerleri ise yanlis
tahmin edilen hatali ve hatasiz kayitlarin temsili gergeklestirir.
Makine ©grenmesi basarim metriklerinden biri olan
karmagiklik matrisi sinif etiketlerinin gorsellestirilmesi igin bir
arag gorevindedir.

Bu calismada kullanilan veri kiimesinde sinif dengesizligi
problemi bulunmaktadir. Bu tiir veri setlerinde siniflandirma
yapilirken en iyi basarimi verecek 6lg¢linlerin segimi 6nem
teskil etmektedir. Bu kapsamda sinif dengesizligi probleminde
basarim karsilastirmasi igin genellikle dogruluk degeri
kullanilmaktadir. Bir diger yandan dogruluk basarim
degerlendiriimesinde tek olgit olmamahdir [48]. Sinif
dengesizligi probleminde AUC/AUROC metrigi ise siniflari
ayirt edebilmede basarisi gostermekte ve dogruluk metrigi
yaninda kullanan metriklerden birisidir.

4. Deney Sonuglan

Bu calismada, yazilm hata tahmininde sinif dengesizligi
problemini ¢6zebilmek ve yazilim hata tahminini saglamak
icin mevcut algoritmalar ile bir model &nerilmistir. Uzerinde

calisan bu model Kaggle platformunda yer alan veri
setlerinden yararlanilarak, Python programlama dili ile analiz
edilmistir. TUm analizler Intel Core i7 islemcili, 16 GB RAM ve
500 GB disk kapasitesine sahip bilgisayarda
gerceklestirilmistir. ilk asamada, ¢alismada kullanilan NASA
veri deposundan alinan CM1, KC1, KC2, JM1, PCl veri
kiimeleri igin bir 6n islem uygulanmistir. Veri 6n islem
asamasinda, standart normalizasyon yontemi ile veriler
normalize edilmistir. Veri kiimeleri dnislemden gegcirildikten
sonra igerisinde yer alan hatali ve hatasiz kayitlar arasinda bir
sinif dengesizligi problemi oldugu gorilmustir. Literatirdeki
calismalar incelenerek yazihm hata tahmininde bu veri
kiimesindeki sinif dengesizligi probleminin ¢éziminde
sadece egitim kiimesine ornekleme uygulanarak yontemin
daha dogru sonuglara ulastigl sonucuna varilmistir. Bu
dogrultuda veri kiimesi egitim ve test veri kiimesi olarak
ayrilp sadece egitim veri kimesine sinif dengesizligi
probleminde kullanilan érnekleme yéntemleri uygulanmistir.
Daha sonra egitim veri kiimesine ¢esitli makine 6grenmesi
algoritmalari ile siniflandirma islemi uygulanmistir. En son
asama olarak test asamasinda sinama veri kiimesine
uygulanan algoritmalar ile basarim karsilagtirmasi yapilmistir.
Kullanilan  siniflandirma  algoritmalari  ve  6rnekleme
yontemleri ile elde edilen basarim analizi degerleri asagidaki
sekiller icerisinde detayli olarak gosterilmistir.

PC1 veri kiimesinde SMOTE &rnekleme yontemi ile en iyi
AUROC degeri Extra Gradyan Arttirma siniflandirma
algoritmasinda %89,94, en iyi dogruluk degeri ise Extra Tree
algoritmasinda 94.59% elde edilmistir. PC1 veri kiimesinde
Rastgele Ornekleme ydntemiile en iyi AUROC degeri Catboost
algoritmasinda %89,68, en iyi dogruluk degeri ise yine
Catboost algoritmasinda %94,14 olarak elde edilmistir. PC1
veri kiimesinde SMOTENN yontemi ile en iyi AUROC degeri
Catboost algoritmasinda %91,83, en iyi dogruluk degeri Ekstra
Agaclar algoritmasinda %94,59 olarak elde edilmistir. PC1 veri
kiimesinde Rastgele Ornekleme ydntemi ile en iyi AUROC
degeri Ekstra Agaglar algoritmasinda %90,2, en iyi dogruluk
degeri Gradyan Arttirma algoritmasinda %73,87 olarak elde
edilmistir. PC1 veri kiimesi Kime Merkezli Ornekleme
yontemiile en iyi AUROC degeri Ekstra Agaclar algoritmasinda
%87,73, en iyi dogruluk degeri KNN algoritmasi ile %80,63
olarak elde edilmistir. PC1 veri kimesinde ADASYN yOntemi
ile en iyi AUROC degeri Catboost algoritmasinda %89,42, en
iyi dogruluk degeri Ekstra Agaclar algoritmasinda %94,14
olarak elde edilmistir. PC1 veri kiimesinde Borderline SMOTE
yontemi ile en iyi AUROC degeri Catboost algoritmasinda
%89,94, en iyi dogruluk degeri Ekstra Agaglar algoritmasinda
%95,04 olarak elde edilmistir. PC1 veri kiimesinde SVM-
SMOTE vyoéntemi ile en iyi AUROC degeri Catboost
algoritmasinda %91,99, en iyi dogruluk degeri Ekstra Agaglar
algoritmasinda %94,59 olarak elde edilmistir. PC1 veri
kiimesinde SMOTE-Tomek yéntemi ile en iyi AUROC degeri
XGB algoritmasinda %90,06, en iyi dogruluk degeri Ekstra
Agaclar algoritmasinda %94,59 olarak elde edilmistir. PC1 veri
kiimesinde SMOTENC yontemi ile en iyi AUROC degeri XGB
algoritmasinda %88,55, en iyi dogruluk degeri Ekstra Agaglar
algoritmasinda %93,69 olarak elde edilmistir. Elde edilen
sonuglar Sekil-3'te 6zetlenmistir.
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JM1 veri kimesinde SMOTE 6rnekleme yontemi ile en iyi
AUROC degeri Extra Tree siniflandirma algoritmasinda
%74,98, en iyi dogruluk degeri ise Extra Tree algoritmasinda
%80,30 elde edilmistir. JM1 veri kimesinde Random
Oversampling yontemi ile en iyi AUROC degeri LGBM
algoritmasinda %73,84, en iyi dogruluk degeri Extra Tree
algoritmasinda %80,84 olarak elde edilmistir. JM1 veri
kiimesinde SMOTENN yontemi ile en iyi AUROC degeri
Catboost algoritmasinda %74,68, en iyi dogruluk degeri Extra
Tree algoritmasinda %81,35 olarak elde edilmistir. M1 veri
kiimesinde Random Undersampling yontemi ile en iyi AUROC
degeri Extra Tree algoritmasinda %72,69, en iyi dogruluk
degeri Gaussian Naive Bayes algoritmasinda %68,53 olarak
elde edilmistir. JIM1 veri kiimesi Cluster Centroid yontemi ile
en iyi AUROC degeri Quadratic Discriminant Analysis
algoritmasinda %60,37, en iyi dogruluk degeri Gaussian Naive
Bayes algoritmasi ile %61,64 olarak elde edilmistir. JIM1 veri
kiimesinde ADASYN yontemi ile en iyi AUROC degeri Extra
Tree algoritmasinda %74,69, en iyi dogruluk degeri Catboost
algoritmasinda %79,74 olarak elde edilmistir. JM1 veri
kiimesinde Borderline SMOTE yontemi ile en iyi AUROC
degeri Extra Tree algoritmasinda %74,66, en iyi dogruluk
degeri XGB algoritmasinda %79,65 olarak elde edilmistir. IM1
veri kimesinde SVM-SMOTE yontemi ile en iyi AUROC degeri
Random Forest algoritmasinda %75,21, en iyi dogruluk degeri
Catboost algoritmasinda %80,25 olarak elde edilmistir. M1
veri kimesinde SMOTE-Tomek yontemi ile en iyi AUROC
degeri Extra Tree algoritmasinda %74,93, en iyi dogruluk
degeri LGBM algoritmasinda %80,43 olarak elde edilmistir.
JM1 veri kiimesinde SMOTENC yontemi ile en iyi AUROC
degeri Random Forest algoritmasinda %75,24, en iyi dogruluk
degeri Catboost algoritmasinda %80,75 olarak elde edilmistir.
Elde edilen sonuglar Sekil-4’te 6zetlenmistir.

KC1 veri kimesinde SMOTE 6rnekleme yontemi ile en iyi
AUROC degeri Random Forest siniflandirma algoritmasinda
%83,48, en iyi dogruluk degeri ise Catboost algoritmasinda
%85,31 elde edilmistir. KC1 veri kimesinde Random
Oversampling yontemi ile en iyi AUROC degeri Random Forest
algoritmasinda %82,67, en iyi dogruluk degeri yine Random
Forest algoritmasinda %85,07 olarak elde edilmistir. KC1 veri
kiimesinde SMOTENN yontemi ile en iyi AUROC degeri
Random Forest algoritmasinda %84,12, en iyi dogruluk degeri
Adaboost algoritmasinda %86,49 olarak elde edilmistir. KC1
veri kiimesinde Random Undersampling yontemi ile en iyi
AUROC degeri Catboost algoritmasinda %82,34, en iyi
dogruluk degeri KNN algoritmasinda %72,98 olarak elde
edilmistir. KC1 veri kiimesi Cluster Centroid yontemi ile en iyi
AUROC degeri Quadratic Discriminant Analysis
algoritmasinda %74,39, en iyi dogruluk degeri Linear
Discriminant Analysis algoritmasi ile %73,69 olarak elde
edilmistir. KC1 veri kiimesinde ADASYN yontemi ile en iyi
AUROC degeri Catboost algoritmasinda %81,78, en iyi
dogruluk degeri Catboost algoritmasinda %79,74 olarak elde
edilmistir. KC1 veri kimesinde Borderline SMOTE yontemi ile
en iyi AUROC degeri Random Forest algoritmasinda %82,86,
en iyi dogruluk degeri Catboost algoritmasinda %86,73 olarak
elde edilmistir. KC1 veri kiimesinde SVM-SMOTE yontemi ile
en iyi AUROC degeri Random Forest algoritmasinda %83,39,
en iyi dogruluk degeri LGBM algoritmasinda %85,78 olarak

elde edilmistir. KC1 veri kiimesinde SMOTE-Tomek ydntemi
ile en iyi AUROC degeri Random Forest algoritmasinda
%83,42, en iyi dogruluk degeri LGBM algoritmasinda %85,07
olarak elde edilmistir. KC1 veri kimesinde SMOTENC yontemi
ile en iyi AUROC degeri Random Forest algoritmasinda
%83,52, en iyi dogruluk degeri LGBM algoritmasinda %85,54
olarak elde edilmistir. Elde edilen sonuglar Sekil-5'te
Ozetlenmistir.

KC2 veri kiimesinde SMOTE 6rnekleme yontemi ile en iyi
AUROC degeri Quadratic Discriminant Analysis siniflandirma
algoritmasinda %81,54, en iyi dogruluk degeri ise Adaboost
algoritmasinda %80,95 elde edilmistir. KC2 veri kiimesinde
Random Oversampling yontemi ile en iyi AUROC degeri
Random Forest algoritmasinda %80,55, en iyi dogruluk degeri
yine Random Forest algoritmasinda %80,95 olarak elde
edilmistir. KC2 veri kiimesinde SMOTENN y&ntemi ile en iyi
AUROC degeri Gradient Boosting algoritmasinda %79,68, en
iyi dogruluk degeri Catboost algoritmasinda %80,95 olarak
elde edilmistir. KC2 veri kimesinde Random Undersampling
yontemi ile en iyi AUROC degeri XGB algoritmasinda %82,14,
en iyi dogruluk degeri Random Forest algoritmasinda 77.14%
olarak elde edilmigtir. KC2 veri kiimesi Cluster Centroid
yontemi ile en iyi AUROC degeri Quadratic Discriminant
Analysis algoritmasinda %80,61, en iyi dogruluk degeri yine
Quadratic Discriminant Analysis algoritmasi ile %80,95 olarak
elde edilmistir. KC2 veri kimesinde ADASYN yontemi ile en iyi
AUROC degeri Quadratic Discriminant Analysis
algoritmasinda %81,43, en iyi dogruluk degeri Gradient
Boosting algoritmasinda %82,85 olarak elde edilmistir. KC2
veri kiimesinde Borderline SMOTE yontemi ile en iyi AUROC
degeri Catboost algoritmasinda %72,89, en iyi dogruluk
degeri LGBM algoritmasinda %89,00 olarak elde edilmistir.
KC2 veri kiimesinde SVM-SMOTE yontemi ile en iyi AUROC
degeri Gradient Boosting algoritmasinda %80,83, en iyi
dogruluk degeri XGB algoritmasinda %81,90 olarak elde
edilmistir. KC2 veri kimesinde SMOTE-Tomek yéntemi ile en
iyi AUROC degeri XGB algoritmasinda %83,04, en iyi dogruluk
degeri yine XGB algoritmasinda %82,86 olarak elde edilmistir.
KC2 veri kiimesinde SMOTENC yo6ntemi ile en iyi AUROC
degeri Quadratic Discriminant Analysis algoritmasinda
%81,70, en iyi dogruluk degeri XGB algoritmasinda %81,90
olarak elde edilmistir. Elde edilen sonuglar Sekil-6’da
Ozetlenmistir.

CM1 veri kiimesinde SMOTE oOrnekleme yontemi ile en iyi
AUROC degeri Extra Tree siniflandirma algoritmasinda
%74,56, en iyi dogruluk degeri ise Random Forest
algoritmasinda %89,00 elde edilmistir. CM1 veri kiimesinde
Random Oversampling yontemi ile en iyi AUROC degeri Extra
Tree algoritmasinda %72,67, en iyi dogruluk degeri yine Extra
Tree algoritmasinda algoritmasinda %90,00 olarak elde
edilmistir. CM1 veri kiimesinde SMOTENN y6ntemi ile en iyi
AUROC degeri Gradient Boosting algoritmasinda %72,67, en
iyi dogruluk degeri LGBM algoritmasinda %91,00 olarak elde
edilmistir. CM1 veri kimesinde Random Undersampling
yontemi ile en iyi AUROC degeri Catboost algoritmasinda
%74,44, en iyi dogruluk degeri Gradient Boosting
algoritmasinda %71,00 olarak elde edilmistir. CM1 veri
kiimesi Cluster Centroid yontemi ile en iyi AUROC degeri
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Random Forest algoritmasinda %72,83, en iyi dogruluk degeri
KNN algoritmasi ile %73,00 olarak elde edilmistir. CM1 veri
kiimesinde ADASYN yontemi ile en iyi AUROC degeri Rastgele
Orman algoritmasinda %77,11, en iyi dogruluk degeri LGBM
algoritmasinda %88,00 olarak elde edilmistir. CM1 veri
kiimesinde Borderline SMOTE yontemi ile en iyi AUROC
degeri Extra Tree algoritmasinda %74,39, en iyi dogruluk
degeri Random Forest algoritmasinda 88.00% olarak elde
edilmistir.

CM1 veri kimesinde SVM-SMOTE yontemi ile en iyi AUROC
degeri LGBM algoritmasinda %75,44, en iyi dogruluk degeri
Catboost algoritmasinda %88,00 olarak elde edilmistir. CM1
veri kiimesinde SMOTE-Tomek yontemi ile en iyi AUROC
degeri Random Forest algoritmasinda %83,41, en iyi dogruluk
degeri XGB algoritmasinda %85,07 olarak elde edilmistir. CM1
veri kimesinde SMOTENC yontemi ile en iyi AUROC degeri
XGB algoritmasinda %74,11, en iyi dogruluk degeri LGBM
algoritmasinda %86,00 olarak elde edilmistir. Elde edilen
sonuglar Sekil-7’de 6zetlenmistir.

Calisma kapsaminda incelenen literatir ¢calismalarinda egitim
ve test veri setlerini ayri degerlendiren calismalarda elde
edilen sonuglar su sekilde agiklanmistir. Sun ve ark. tarafindan
yapilan ¢alismada, Random Forest ve Naive Bayes
algoritmalari ile SMOTE 6rnekleme yontemi kullaniimustir.
Egitim kiimesinde SMOTE yoéntemi ile 6rnekleme islemi
yapilmistir. Elde edilen sonuglar, bizim c¢alismamiz ile
kiyaslandiginda en iyi 0,85 AUROC degeri PC1 veri kiimesinde
SMOTE yontemi ve Random Forest algoritmasinin
kombinasyonu ile elde edilmistir. Bizim ¢alismamizda ise; PC1

veri kimesinde SMOTE vyontemi ile XGB algoritmasi
kullanilarak yaklasik 0,90 degerinde AUROC degeri elde
edilmistir. Bu basarim degeri ile literatlr ¢alismasinda yer
alan basarim degerinden daha iyi bir sonug elde edilmistir.
Eivazpour ve ark. tarafindan yapilan calismada, Decision Tree
ve Random Forest algoritmalari kullaniimis, sadece egitim veri
kiimesinde SMOTE ornekleme yontemi kullanilmistir. Bu
¢alismada KC2 veri kiimesinde SMOTE yontemi ve Karar Agaci
algoritmasi ile 0,74 AUROC degeri en iyi basarim degeri
olmusgtur. KC2 veri kiimesinde, bizim ¢alismamizda Quadratic
Discriminant Analysis algoritmasi ve SMOTE y&nteminin
birlesmesi ile 0,82 AUROC ile daha iyi bir basarim degeri elde
edilmistir. Malhotra ve ark. tarafindan yapilan ¢alismada
ADASYN oOrnekleme vyontemi ile SVM, Naive Bayes
algoritmalari birlestirilip siniflandirma islemi yapilmistir. Bu
calismada KC1 veri kiimesinde SVM algoritmasi ve ADASYN
ornekleme yontemi ile 0.70 AUROC degeri en iyi basarim
degeri olmustur. Bizim galismamizda ise KC1 veri kiimesinde
ADASYN yontemi ve Catboost algoritmasi birlestirilerek en iyi
0,82 AUROC bagarim degeri elde edilmistir. Bu g¢alismada
SMOTE 6rnekleme ydntemine de yer verilmistir. SMOTE
ornekleme yonteminde KC1 veri kiimesinde SVM algoritmasi
ile 0,83 AUROC degeri elde edilen en iyi basarim degeri
olmustur. Bizim c¢alismamizda ise, KC1 veri kimesinde
Random Forest algoritmasi ve SMOTE 6rnekleme yontemi ile
ayni oranda yani 0,83 AUROC degeri elde edilmistir.

Tuim deneylerde veri kimesine bagl olarak hangi 6rnekleme
yonteminde hangi algoritma ile en iyi sonuglarin elde edildigi
Cizelge-5 igerisinde ayrintilanmistir.

Sekil 3: PC1 veri kimesinde elde edilen AUROC basarim sonuglari grafigi
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Sekil 4: JM1 veri kimesinde elde edilen AUROC basarim sonuglari grafigi

Sekil 5: KC1 veri kimesinde elde edilen AUROC basarim sonuglari grafigi
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Sekil 7: CM1 veri kimesinde elde edilen AUROC bagarim sonuglari grafigi

Sekil 6: KC2 veri kimesinde elde edilen AUROC basarim sonuglari grafigi

Sekil 7: CM1 veri kiimesinde elde edilen AUROC basarim sonuglari grafigi
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Cizelge-5: Veri Kiimelerinde Ornekleme Yontemleri ve Siniflandirma Algoritmalarina gére en iyi Basarim Sonuglan

En iyi Dogruluk Degerinde En iyi AUROC Degerinde
Veri Kiimesi | Dogruluk Ornekleme Yontemi ve AUROC Ornekleme Yontemi ve
Siniflandirma Algoritmasi Siniflandirma Algoritmasi
PC1 0,95 Borderline-SMOTE ve Ekstra 0,92 SVM-SMOTE ve
Agaglar Algroitmasi Catboost Algoritmasi
M1 0,81 SMOTE-ENN ve Catboost 0,75 SVM-SMOTE ve Random Forest
Algoritmasi Algoritmasi
KC1 0,87 Borderline-SMOTE ve 0,84 SMOTE-ENN ve
CAtboost Algoritmasi Random Forest Algoritmasi
KC2 0,89 Borderline-SMOTE ve Light 0,83 SMOTE-Tomek ve XGBoost
GBM Algoritmasi Algoritmasi
cMm1 0,91 SMOTE-ENN ve Light GBM 0,83 SMOTE-Tomek ve Random
Algoritmasi Forest Algoritmasi

5. Sonuglar ve Gelecek Calismalar

Bircok alanda aktif olarak kullanilan yazilimlarin kusursuz ve
istenilen sekilde olmasi giinimizde olduk¢a 6nem teskil eden
bir konudur. Yazilimin kalitesinde basta gelen en mihim konu
yazilimin igerisinde hata bulundurmamasidir. Yazilim hata
tahmininin makine 6grenmesi algoritmalari ile tespit edildigi
birgok 6rnek yéntem bu ¢alismada incelenmistir. Yazihm hata
tahmininde kullanilan veri kiimelerinde sinif dengesizligi
problemi yer almaktadir. Bu problemin ¢6zUimi icin
ornekleme yontemleri denenmistir. Sinif  dengesizligi
problemi c¢o6zllen veri kimelerinde bircok siniflandirma
algoritmasi ile siniflandirma islemi yapilmis; daha sonra
ornekleme yontemlerine bagh olarak siniflandirma basarim
sonuglari karsilagtirilmigtir. Deney sonuglarinda PC1 veri
kiimesinde 0,92 AUC en iyi elde edilen basarim degeri
olmustur.

Bu calisma biyldk yazilim projelerinin en ¢ok hata alan
kisimlarinda referans alarak hatalarin tespit edilmesinde
kullanilabilir. Glincel yazilim projelerinde en ¢ok hata alinan
modillerin en ¢ok hata alan bolimlerinde etiketler
olusturularak bu c¢alismada oldugu gibi hatalar tespit
edilebilir. Her bir yazilim projelerinde belirlenen metrikler ve
en ¢ok hata alinan modiiller referans alinarak bu calisma ile
ayni mantikta yazim hata tahmini sistemleri olusturulabilir.

Bu calisma ile gelecekte yapilacak yaziim hata tahmininin
makine 6grenmesi ve drnekleme yontemleri yaklasimlari ile
¢O6zimleri icin motivasyon olusturabilir.

Farkh veri setlerinde yapilacak calismalarda, bu ¢alismada
kullanilan 6rnekleme ydntemleri ve algoritmalar bu alandaki
arastirmacilar igin farkh perspektifler sunacaktir.
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