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Öz: İnşaat Mühendisliği alanında yapı malzemelerinin özellikle betonun karışım tasarımını anlamak ve bazı özelliklerini 

tahmin edebilmek için makine öğrenmesi metotları sıkça kullanılmaya başlanmıştır. Bu bağlamda oldukça faydalı olan makine 

öğrenmesi metotları sayısız denilebilecek çeşitliliktedir. Bu çalışmada makine öğrenmesi metotlarından Gauss Süreç 

Regresyonu (GSR) ve Destek Vektör Makineleri (DVM), Kendiliğinden Yerleşen Beton (KYB)’nin basınç dayanımını tahmin 

etmek için tercih edilmiştir. Çalışmanın amacı, farklı makine öğrenmesi metotlarının beton performansını tahmin etmekteki 

başarılarının ispat edilmesi ve böylece bu metotların özellikle beton karışım tasarımı alanında kullanımının arttırılmasıdır. Bu 

amaçla, KYB bileşimini ve özelliklerini içeren deneysel veri seti ile GSR ve DVM modelleri geliştirilmiştir. Geliştirilen 

modellerin performansları hem birbirleri ile hem de bu alanda başarısını literatürdeki birçok çalışma ile ispat etmiş olan başka 

bir makine öğrenmesi metodu, Yapay Sinir Ağı ile karşılaştırılmıştır. Sonuçta, deneysel veri ile eğitilen ve doğrulanan GSR ve 

DVM modellerinin KYB’nin basınç dayanım performansını tahmin etmekte başarılı oldukları ortaya çıkmıştır. Çalışma 

sonuçlarına göre GSR bu problemdeki en başarılı metot olmuştur. GSR için deneysel veri ile modelin çıkışı arasındaki 

korelasyon katsayıları eğitim aşamasında 0.9888 ve test aşamasında 0.8648 olarak hesaplanmıştır. 

 

Anahtar kelimeler: Destek Vektör Makineleri, Gauss Süreç Regresyonu, Yapay Sinir Ağları, Kendiliğinden Yerleşen Beton, 

Makine Öğrenmesi. 

 

Evaluation of Self-Compacting Concrete Behavior by Using Gaussian Process Regression and Support 

Vector Machines via Experimental Data Validation 

 
Abstract: In the field of Civil Engineering, machine learning methods have been used frequently in order to understand the 

mixture design and to predict some properties of building materials, especially concrete. Machine learning methods, which are 

very useful in this context, can be said to be innumerable. In this study, Gaussian Process Regression (GPR) and Support Vector 

Machines (SVM), which are two types of machine learning methods, were preferred to estimate the compressive strength of 

Self Compacting Concrete (SCC). The aim of the study is to prove the success of different machine learning methods in 

predicting concrete performance and thus to redound the usage of the methods, especially for concrete mix design. For this 

purpose, GPR and SVM models were developed with the experimental data set containing the SCC mix composition and 

properties. The performances of the developed models were compared both with each other and with another machine learning 

method, Artificial Neural Network, which has proven its success with numerous studies in the literature. As a result, it was 

revealed that the GPR and SVM models, trained and validated with an experimental dataset, were successful in predicting the 

compressive strength of SCC. In addition, GSR has been the most successful method in this problem. The correlation 

coefficients between the experimental data and the output of the GSR model were calculated as 0.9888 in the training state and 

0.8648 in the testing state. 

 

Key words: Support Vector Machines, Gaussian Process Regression, Artificial Neural Network, Self-Compacting Concrete, 

Machine Learning. 

 
1. Giriş 

 

Makine öğrenmesi yöntemleri, genellikle insan deneyiminin ve zekasının problem çözme yeteneğinin 

taklitleri olarak bilinirler. Bu yöntemler karmaşık sorunları, hızlı ve doğru çözme yeteneğine sahiptir. Karmaşık 

verilerin analizi ve tahmin yürütme gibi çeşitli uygulamalarda yaygın olarak kullanılırlar. Gerçek hayattan gelen 

veri setlerinin kullanılması yoluyla, makine öğrenmesi yöntemleri doğruluklarını ve performanslarını sürekli 

olarak geliştirebilir [1]. Veri setleri ile ilgili olan mühendislik problemleri için genellikle regresyon analizi 

kullanılarak, iki veya daha çok değişken arasındaki ilişki bulunabilir ve bu ilişki kullanarak sonuç üzerine 

tahminler yürütülebilir. Makine öğrenmesi yöntemleri ise mühendislik problemleri için regresyon analizine 

alternatif bir yöntem olarak karşımıza çıkmaktadır [2]. Matematiksel modeller ile çözülemeyecek boyutta 

karmaşık veri setlerinin değerlendirilmesinde makine öğrenmesi yöntemleri daha kullanışlıdır. Literatürde eğri 

uydurma veya diğer yöntemlerle çözüm için bir denklem elde edilmesi, sonucun sınırlı bir çözüm uzayında 

kalmasına neden olmaktadır. Ancak sınırlı verilerle, makine öğrenmesi yöntemleri sayesinde daha geniş bir alanda 
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yüksek doğrulukta sonuçlar elde etmek mümkündür [3], [4]. Ayrıca makine öğrenmesi yöntemleri kullanılarak 

herhangi bir hesaplama yapmadan giriş değerleri verilerek sonuçlara çok hızlı bir şekilde ulaşılabilmektedir. 

Böylece karmaşık matematiksel modelleri çözmeye çalışmak yerine zaman, işçilik, maliyet gibi birçok 

parametreden kazanç elde etmek için de makine öğrenmesi yöntemleri tercih edilebilir [1], [5], [6]. 

İnşaat mühendisliği alanında ise makine öğrenmesi yöntemlerinin sıkça kullanıldığı problemlerden biri de 

beton karışım tasarımıdır. Geleneksel beton karışım tasarımı hesabında yaklaşık matematiksel hesaplamalara ek 

olarak, hedef işlenebilirlik ve dayanım özelliklerine sahip betonun üretilebilmesi için bir takım deneysel ispatlara 

da ihtiyaç vardır. Karışım tasarımı hesabı sonuçlarına göre üretilen betonun gerekli işlenebilirlik ve dayanım 

özelliklerine uygun olmaması halinde ise hesabın yenilenmesinden yeni beton karışımının üretilip testlere tabi 

tutulmasına kadar bütün süreç baştan başlatılır. İstenilen özelliklere sahip beton elde edilene kadar tasarım süreci 

devam eder [7]. Bu durum, üretim süresini uzattığı gibi, üretilen deneme-yanılma karışımları ile maliyet ve işçilik 

kaybına da yol açmaktadır. Burada, hedef özelliklerin belirlenmesi ve deneme-yanılma karışımlarının sonuçlarına 

göre bileşenlerin nasıl değişeceği kararları mühendis veya teknisyene aittir. Mühendis veya teknisyenin bilgi ve 

tecrübesi doğrultusunda sürecin seyri olumlu şekilde değişebilir [1], [5], [6].  

Makine öğrenmesi yöntemlerinin devreye girmesi ile hakkında kesin bir matematiksel hesap bulunmayan 

beton karışım tasarımı kullanıcı için destekleyici olabilir. Hatta makine öğrenmesi ile oluşturulan modele 

geleneksel beton karışım tasarımında ele alınmayan girdiler bile eklenebilir. Bu şekilde ihtiyaç duyulan 

parametreler, makine öğrenmesi tarafından önceden tahmin edilerek beton üretim süreci daha verimli hale 

getirilebilir. Makine öğrenmesi sayesinde üretim aşamasında deneme-yanılma karışımlarının sayısı azaltılabilirse, 

tasarım süreci kısalır, işçilik ve maliyet düşer [5]. 

Bu bağlamda, literatürde en çok karşılaşılan makine öğrenmesi yöntemi Yapay Sinir Ağları (YSA)’dır. 

Birçok farklı beton türünde, beton bileşenlerinden işlenebilirlik testlerinin sonuçlarını ya da basınç dayanımını 

tahmin eden YSA modelleri bu alanda oldukça başarılıdır [8]–[16]. Ek olarak, hedef dayanım ve/veya işlenebilirlik 

özelliklerinin girişlere dahil edildiği ve beton bileşiminin tahmin edildiği başarılı YSA modelleri de literatürde 

mevcuttur [5], [6], [17].  

Bu çalışmada, iki farklı makine öğrenmesi yöntemi kullanılmıştır: Gauss Süreç Regresyonu (GSR) ve Destek 

Vektör Makineleri (DVM). GSR ve DVM modellerinin başarıları hem birbirleri ile hem de aynı problem üstünde 

çalıştırılan YSA modeli ile karşılaştırılmıştır. GSR ve DVM, literatürde YSA kadar sık karşılaşılan makine 

öğrenmesi yöntemlerinden olmasalar da, beton özelliklerinin tahmini konusunda bazı çalışmalarda 

kullanılmışlardır. Örneğin beton bileşimi, beton kür koşulları ve beton yoğunluğundan beton basınç dayanımını 

tahmin edebilen başarılı DVM modeli geliştirilebilmiştir [18]. Ayrıca Ling vd. (2019) [19] çalışmalarında DVM 

ve YSA modellerini beton basınç dayanımını tahmin etmek için kullanmışlar ve DVM modelinin daha başarılı 

tahmin sonuçları üretebildiğini söylemişlerdir. Fan vd. (2020) [20] ise iki farklı çeşit DVM kullanarak 

oluşturdukları modeller ile beton bileşimini tahmin etmeyi başarmışlardır. Altay vd. (2020) [1] bir ön karışım 

tasarımı oluşturmak amacıyla, çelik lif donatılı kendiliğinden yerleşen betonun iki faklı işlenebilirlik özelliğini 

tahmin etmek için bir DVM modeli geliştirmişlerdir. Bunlara ek olarak beton bileşiminde ihtiyaç duyulacak bio-

katkı miktarının [21], epoksi cam tozunun [22] ve betonda karbonatlaşma derinliğinin [23] tahmin edilmesi 

problemlerinde de DVM başarılı bir şekilde kullanılmıştır.  

GSR ile ilgili çalışmalar ise literatürde oldukça sınırlıdır. Başaran vd. (2021) [24] çalışmalarında birkaç 

parametreyi göz önünde bulundurarak betona gömülü FRP çubukların bağ kuvvetlerini tahmin eden altı farklı 

model oluşturmuşlardır. Bu modeller içinde DVM ve YSA’nın yanında GSR modeli de mevcuttur. Çalışma 

sonuçlarına göre, beton ile FRP çubukların arasında oluşan bağ kuvvetini tahmin etmekte altı model içerisinde en 

başarılı olanların GSR ve YSA modelleri oluğu ortaya koyulmuştur [24]. Liu vd. (2022) [25] ise geri 

dönüştürülmüş agrega ile üretilmiş betonun sülfata dayanıklılığının tahmin edilmesi için geliştirdikleri sekiz farklı 

model içerisinde GSR’nin, YSA’dan sonra en başarılı model olduğunu söylemişlerdir.  

Bu çalışmada ise GSR ve DVM, özel bir beton türü olan Kendiliğinden Yerleşen Beton (KYB)’nin basınç 

dayanımını tahmin etmek için kullanılmışlardır. Geleneksel betondan daha karmaşık bir karışım tasarımı sürecine 

sahip olan KYB şöyle tanımlanabilir: vibrasyona ihtiyaç duymaksızın, yoğun donatılı, derin veya dar kesitlere 

kendiliğinden yerleşebilen ve bu sırada ayrışmadan veya su kusmadan stabilitesini koruyabilen, taze özellikleri 

geliştirilmiş özel bir beton türüdür [26], [27]. KYB’nin basınç dayanımının tahmin edilebilmesi için kapsamlı bir 

veri seti elde edilmiştir. Bu veri seti, 269 farklı KYB bileşim oranını (çimento, su, iri ve ince agrega miktarları, en 

büyük agrega tane boyutu, kimyasal katkı ve toz malzeme miktarları) ile taze betonun çökme-yayılma deneyi 

sonucu ve beton basınç dayanımı değerini içermektedir. Çalışmanın amacı, KYB için beton bileşiminden ve hedef 

işlenebilirlik özelliğinden yararlanarak basınç dayanımını tahmin eden modeller geliştirilmesidir. Ek olarak 

literatürde KYB’nin basınç dayanımını tahmin etmekte sıkça kullanılan YSA modellerinin yanı sıra GSR ve DVM 

gibi modellerin de başarılarını ortaya çıkarmak amaçlanmıştır. Çalışma kapsamında KYB’nin ön karışım tasarımı 
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için basınç dayanımının tahmin edilmesi probleminde başarılı GSR ve DVM modelleri geliştirilebilmiştir. Bu 

modellerin performansları, aynı veri seti ile eğitilmiş YSA modeli ile karşılaştırılmıştır. Sonuçta, GSR ve DVM 

modellerinin, YSA’dan daha başarılı tahmin sonuçları üretebildiği gösterilmiş ve böylece bu yöntemlerin beton 

karışım tasarımında kullanımının yaygınlaştırılması hedeflenmiştir.  

 

2. Veri Seti ve Çalışmada Kullanılan Yöntemler 

 

Bu çalışmada, makine öğrenmesi yöntemleri kullanılarak KYB’nin basınç dayanımını tahmin eden modeller 

oluşturmak için literatürde yer almış [28]–[40] referans numaralı deneysel çalışmalardan elde edilen kapsamlı bir 

deneysel veri seti kullanılmıştır. Toplamda 269 farklı KYB karışımı içeren veri setinin istatistik özellikleri Tablo 

1’de verilmiştir.  

Şekil 1’de ise çalışmada kullanılan makine öğrenmesi modellerinin giriş ve çıkışları şematik olarak 

gösterilmiştir. Kendiliğinden yerleşen beton bileşimini oluşturan çimento, su, iri ve ince agrega miktarları, en 

büyük agrega tane boyutu (Dmax), kimyasal katkı ve toz malzeme miktarları ile taze KYB’nin çökme-yayılma 

değeri modellerin girişlerini oluşturmaktadır. Bu girişlere karşılık, GSR, DVM ve YSA modellerinin üreteceği 

çıkış ise KYB’nin 28 günlük basınç dayanımı (fc)’dir.  

 
Tablo 1. Veri setinin istatistiksel özellikleri 

 

Girişler Çıkış 

Çimento 

(kg/m3) 

Su 

(kg/m3) 

İri 

Agrega 

(kg/m3) 

İnce 

Agrega 

(kg/m3) 

Dmax 

(mm) 

Kimyasal 

Katkı 

(kg/m3) 

Toz 

Malzeme 

(kg/m3) 

Çökme 

Yayılma 

(mm) 

fc 
(MPa) 

Maksimum 670.00 508.40 953.00 1095.16 19.00 24.44 465.00 825.00 86.80 

Minimum 180.00 140.00 523.71 640.00 9.50 0.46 0.00 500.00 16.30 

Ortalama 392.82 191.76 759.57 819.40 15.11 8.89 164.04 666.89 51.55 

Standart Sapma 83.04 54.68 108.99 107.85 1.84 5.06 90.21 59.87 14.76 

 

 
 

Şekil 1. KYB performansını tahmin etmek için tasarlanan modeller. 

 

Girişler belirlenirken KYB’nin basınç dayanımını en çok etkileyen iki parametre göz önünde 

bulundurulmuştur: KYB bileşimi ve KYB’nin işlenebilirliği. Bileşimi oluşturan çimento dozajı, su miktarı, varsa 

toz malzeme miktarı, iri agrega ve ince agrega miktarları, kimyasal katkı miktarının KYB’nin hem işlenebilirlik 

hem de mekanik dayanım performanslarını doğrudan etkilediği bilinmektedir [31], [41], [42]. Ayrıca bileşime 

giren su ve kimyasal katkı miktarının yanı sıra Dmax da işlenebilirlik ve basınç dayanımı üzerinde oldukça etkilidir 

[9], [42], [43]. KYB'de en sık kullanılan işlenebilirlik testinin, çökme yayılma testi olduğu bilinmektedir [6]. Bu 

nedenle, model girişlerine, KYB'nin işlenebilirlik özelliğini temsil etmek için bu testin sonuçları da dahil 

edilmiştir. Böylece, seçilen tüm bu girişler ile talep edilen işlenebilirliğe sahip KYB’nin basınç dayanımı için bir 

tahmin modeli geliştirmek mümkün olabilecektir. 

GSR, DVM ve YSA modellerinin problemi öğrenme ve sonuç üretebilme performanslarının 

karşılaştırılabilmesi için ilk olarak 269 veri, eğitim verisi ve test verisi olarak iki ayrı grupta toplanmıştır. 

Literatürde verilerin bu şekilde ayrılması ile YSA modelleri sıkça geliştirilirken, GSR ve DVM modellerinin 
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geliştirilmesi sürecinde bu şekilde bir ayrıma pek rastlanılmamaktadır. Bu çalışmada geliştirilen modellerin 

tamamının test verisine üretebildikleri sonuçlar da bir performans ölçütü olarak değerlendirilmiştir. Bu amaçla, 

toplam veri seti, %80’i eğitim aşamasında ve %20’si ise test aşamasında kullanılmak üzere rastgele iki gruba 

ayrılmıştır. 215 veri içeren eğitim veri seti, üç makine öğrenmesi yönteminde de öncelikle modellerin problemi 

öğrenmesi için kullanılmıştır. Ardından kalan 54 adet veriden oluşan test veri seti ile modeller test edilmişlerdir.  

Çalışmada geliştirilen tahmin modelleri için kullanılan makine öğrenmesi metotları aşağıda açıklanmıştır. 

 

2.1. Destek vektör makineleri (DVM) 

 

İlk olarak Cortes ve Vapnik [44] tarafından geliştirilen DVM, temelde istatistiksel bir öğrenme teorisi ve 

yapısal risk minimizasyonu yöntemidir. DVM, esasen giriş değerlerini (vektörlerini) sınıflara ayırarak bu sınıflar 

arasındaki sınırı öğrenmeyi amaçlar. Bu sınır, problemin giriş sayısına bağlı olarak doğrusal bir eğri, iki boyutlu 

bir düzlem ya da çok boyutlu bir hiperdüzlem olabilir. Bu çalışmadaki gibi çoklu değişkenlere sahip doğrusal 

olmayan problemlerin çözümü için, doğrusal olmayan DVM, n boyutlu hiperdüzlemi girişleri sınıflara ayıran 

optimum karar yüzeyi olarak tanımlar ve girişleri bu hiperdüzleme olan uzaklıklarına göre sınıflandırır [1], [44]–

[46].  

Örneğin, ikinci derece bir polinoma karşılık gelen bir karar yüzeyi elde etmek için, Denklemler 1-3’deki gibi 

𝑁 = 𝑛(𝑛 + 3) 2⁄  koordinata sahip bir özellik uzayı (Z) oluşturulursa [44]: 

 

𝑍1 = 𝑥1, … , 𝑍𝑛 = 𝑥𝑛 ; n koordinatlı, (1) 

   

𝑍𝑛+1 = 𝑥1
2, … , 𝑍2𝑛 = 𝑥𝑛

2 ; n koordinatlı, (2) 

   

𝑍2𝑛+1 = 𝑥1. 𝑥2, … , 𝑍𝑁 = 𝑥𝑛 . 𝑥𝑛−1 ; n(n − 1) 2⁄  koordinatlı, (3) 

 

burada 𝑥 = (𝑥1, … , 𝑥𝑛) girişleri olup, Z özellik uzayında bir hiperdüzlem oluşturulur [44]. DVM’nin amacı 

optimum ayırıcı hiperdüzlemi elde etmektir [47]. Burada DVM modelinin çekirdek (Kernel) fonksiyonu önemlidir. 

Bu çalışmada en iyi sonucu veren DVM modelinin çekirdek fonksiyonu Gauss fonksiyonudur.  

 

2.2. Gauss süreç regresyonu (GSR) 

 

GSR, genellikle doğrusal olmayan çok değişkenli regresyon ve sınıflandırma problemlerin çözümü için 

kullanılan başarılı ve esnek bir makine öğrenme yöntemidir. GSR’nin en önemli avantajı, sonuçları üzerinde 

belirsizlik ölçümleri yapılabilmesi ve böylece parametrik olmayan küçük veri setlerinde bile başarılı tahminler 

üretebilmesidir [46], [48].  

Sonuçları oluşturan temel işlevin, tamamen bir ortalama işlev, m(x) ve bir kovaryans işlevi, k(x,x') tarafından 

belirtilen stokastik bir süreç olan bir Gauss Süreci olduğu varsayımına dayanır. Gauss Sürecinin ortalama işlevi, 

girdi değişkenlerini çıktı değişkenlerine eşleyen herhangi bir işlev olabilirken kovaryans işlevi, işlevin 

düzgünlüğünü ve benzerliğini kodlar [49], [50].  

Bir dizi giriş-çıkış çifti (x1,y1), (x2,y2), ..., (xn,yn) verildiğinde, verinin olasılığı şu şekildedir: 

 

𝑝(𝑦|𝑋, 𝜃) = 𝑁(𝑦|0, 𝐾 + 𝜎2𝑛) (4) 

 

burada X girdi değişkenlerinin matrisidir, Ɵ hiperparametrelerin bir vektörüdür, K, k(xi,xj) öğelerini içeren 

kovaryans matrisidir, σ2 gürültü varyansıdır [50], [51]. 

GSR'nin amacı ise aşağıda verilen f(x) fonksiyonunu bulmaktır ki; bu fonksiyon y’nin x üzerindeki 

dağılımıdır [51]: 

 

𝑝(𝑓|𝑋, 𝑦, 𝜃) = 𝑁(𝑓|𝑚(𝑥), 𝐾) (5) 

 

burada m(x), ortalama işlev ve K, kovaryans işlevidir. Modelin hiperparametreleri, verilerin marjinal olasılığını 

maksimize ederek tahmin edilebilir [51]. 

Farklı ortalama ve kovaryans fonksiyonlarını seçerek, farklı türde veri setleri modellenebilir. GPR'deki en 

önemli adımlardan biri kovaryans fonksiyonunun seçimidir. Bu çalışmada geliştirilen GSR modeli için yaygın 

olarak kullanılan kovaryans fonksiyonlarından biri olan üstel (expotential) kernel fonksiyonu [51] kullanılmıştır. 
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GPR'nin ana dezavantajı ise özellikle büyük veri kümeleri için hesaplama açısından yavaş ve maliyetli bir 

yöntem olabilmesidir. Bununla birlikte, hesaplamayı hızlandırmak için kullanılabilecek birkaç yaklaşım yöntemi 

mevcuttur [48]. 

 

2.3. Yapay sinir ağları (YSA) 

 

YSA, insan beyninin öğrenme yeteneğini simüle eden bir makine öğrenmesi yöntemi olarak 

tanımlanmaktadır. YSA, tıpkı bir insan beyni gibi öğrenme, hatırlama, çözme ve akıl yürütme yetenekleriyle 

sorunlara yanıtlar üretir, böylece bilinen örneklerin girdi ve çıktılarının ilişkisini modelleyerek problemlerin 

tahmininde başarılı bir şekilde uygulanır [5], [52]. 

Bir problemi öğrenmek için, yapay nöronlar YSA'nın katmanlarında bir araya gelirler. Giriş ve çıkış 

katmanlarındaki nöronlar problemin giriş ve çıkış sayıları ile aynı iken, bu iki katman arasındaki gizli katman 

sayısı ve her bir gizli katmandaki yapay nöron sayısı YSA mimarisini belirler. Ağın çıktısı ile hedef veri arasındaki 

hatayı en aza indirmek için farklı YSA mimarileri ile birkaç deneme yapmak gerekir [5], [53], [54]. Bu çalışmada, 

gizli katmandaki gizli hücrelerin sayısı Kaba Arama (Brute Force) yöntemi ile sabitlenmiştir. Kaba Arama, teorik 

sınırlar içinde tüm olası mimariler arasından en az hatayı üreten en başarılı YSA mimarisinin seçilmesi olarak 

bilinir [54], [55]. 

YSA, özellikle betonun basınç dayanımını tahmin etmekte literatürde çokça kullanılan bir yöntemdir ve 

başarısı birçok çalışma ile ortaya koyulmuştur [5], [6], [9]–[16]. Bu çalışmada ise bir YSA modeline yer 

verilmesindeki amaç, GSR ve DVM modellerinin performanslarının çalışma alanında başarısını kanıtlamış bir 

başka modelle karşılaştırılmasıdır.  

 

3. Bulgular ve Tartışma 

 

Bu çalışmada, KYB bileşimi ve hedeflenen işlenebilirlikten yola çıkılarak KYB’nin basınç dayanımını 

tahmin edebilen makine öğrenmesi modelleri geliştirmek ve bu modellerin performanslarını birbirleri ile 

karşılaştırmak amaçlanmıştır. Bu amaçla geliştirilen GSR, DVM ve YSA modellerinin girişleri, KYB’de yer alan 

çimento dozajı, su miktarı, iri ve ince agrega miktarları ile Dmax değeri, kimyasal katkı miktarı, toz malzeme miktarı 

ve çökme yayılma testi sonucundan oluşmaktadır. Modellerin bu girişlere karşılık KYB’nin basınç dayanımı (fc)’yi 

tahmin etmesi sağlanmıştır. Toplamda 269 adet deneysel veri den oluşan veri seti, modelleri eğitmek ve 

doğrulamak için kullanılmıştır. GSR ve DVM modelleri öncelikle 269 verinin, 215’i ile eğitilmiştir. Daha sonra 

geliştirilen modeller eğitim aşamasına dahil edilmemiş 54 adet veri ile test edilmişlerdir. Çalışmada geliştirilen 

makine öğrenmesi modellerinin tamamı MATLAB programı kullanılarak tasarlanmıştır.  

Eğitim ve test aşamalarında modellerin ürettiği çıkışların doğruluğunu ölçmek amacıyla tahmin edilen beton 

basınç dayanımı değerleri ile deneysel olarak elde edilmiş beton basınç değerleri arasında bir doğrusal ilişki 

kurulmuştur. Bu doğrusal ilişkilerin korelasyon katsayıları (R) Denklem (6) kullanılarak hesaplanmıştır. 

 

R =
∑ ∑ (𝑓𝑐,𝑖𝑗

𝑡𝑎ℎ𝑚𝑖𝑛 − 𝑓𝑐
𝑡𝑎ℎ𝑚𝑖𝑛) ∙ (𝑓𝑐,𝑖𝑗

𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙
− 𝑓𝑐

𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙
)𝑗𝑖

√(∑ ∑ (𝑓𝑐,𝑖𝑗
𝑡𝑎ℎ𝑚𝑖𝑛 − 𝑓𝑐

𝑡𝑎ℎ𝑚𝑖𝑛)
2

𝑗𝑖 ) ∙ (∑ ∑ (𝑓𝑐,𝑖𝑗
𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙

− 𝑓𝑐
𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙

)
2

𝑗𝑖 )

 
(6) 

 

Denklem (6)’da 𝑓𝑐,𝑖𝑗
𝑡𝑎ℎ𝑚𝑖𝑛 , tahmin edilen i. beton basınç dayanımı değeri; 𝑓𝑐,𝑖𝑗

𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙
, deneysel i. beton basınç 

dayanımı değeri; 𝑓𝑐
𝑡𝑎ℎ𝑚𝑖𝑛, tahmin edilen beton basınç dayanımı değerlerinin ortalaması; 𝑓𝑐

𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙
, deneysel beton 

basınç dayanımı değerlerinin ortalamasıdır. 

Şekil 2a ve 2b’de deneysel fc değerlerine karşılık, geliştirilen DVM modelinin tahmin ettiği fc değerleri grafik 

olarak verilmiştir. Deneysel veri ile modelin tahmin ettiği değerler arasında doğrusal bir ilişki mevcuttur. Buna 

göre bu doğrusal ilişkilerin korelasyon katsayıları (R), DVM modelinin eğitim aşamasında 0.9265 ve test 

aşamasında ise 0.8180 olarak hesaplanmıştır (Şekil 2a-2b).  
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(a) 

 
(b) 

 

Şekil 2. DVM çıkışlarının deneysel veri ile karşılaştırılması, a) eğitim verisi ve b) test verisi. 

 

Geliştirilen GSR modelinin, deneysel fc’ye karşılık tahmin ettiği fc değerleri ise eğitim ve test aşamaları için 

sırasıyla Şekil 3a ve 3b’de görülmektedir. GSR modelinin eğitim aşamasında deneysel veri ile modelin çıkışı 

arasındaki korelasyon katsayısı 0.9888 ve test aşamasında 0.8648’dir. Korelasyon katsayısı değerleri 

karşılaştırıldığında hem eğitim hem de test aşamalarında GSR modelinin DVM modelinden daha başarılı olduğu 

görülmektedir. Ayrıca iki model de test veri setini %80’in üzerinde bir doğrulukla tahmin edebilmişlerdir.  

 

 
(a) 

 
(b) 

 

Şekil 3. GSR çıkışlarının deneysel veri ile karşılaştırılması, a) eğitim verisi ve b) test verisi. 

 

Literatürde beton bileşiminden basınç dayanımının tahmin edilmesi probleminde üstün başarı sergileyen ve 

en çok bilinen makine öğrenmesi yöntemi YSA’dır [5], [6], [9]–[16]. Bu sebeple, bu çalışma kapsamında 

geliştirilen GSR ve DVM modellerinin başarısı, aynı veri seti ile eğitilmiş ve test edilmiş YSA modeli ile de 

karşılaştırılmıştır. Çalışmada tasarlanan YSA, deneme yanılma yoluyla oluşturularak kullanılan deneysel veri 

setine en başarılı çıkışları üretebilen YSA modelidir.  Şekil 4a ve 4b’de görülen sonuçları üretmiş olan 8 girişli 

YSA modelinin, bir gizli katmanında 10 adet gizli yapay sinir hücresi ve 1 adet çıkışı bulunmaktadır. Gizli 

katmandaki hücrelerin aktivasyon fonksiyonu, tanjant sigmoid aktivasyon fonksiyonudur. Şekil 4a’da 215 adet 

eğitim verisi ile geliştirilen YSA modelinin, deneysel fc değerlerine karşılık tahmin edilen fc değerleri ile 

karşılaştırılması görülmektedir. Burada eğitim aşamasındaki korelasyon katsayısı, 0.9849 olarak hesaplanmıştır. 

Şekil 4b’de ise YSA modelinin deneysel test verisine ürettiği çıkış fc değerleri ile deneysel fc değerleri arasındaki 
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doğrusal ilişki verilmiştir. Test verisi için korelasyon katsayısı, 0.7005 olarak hesaplamıştır. Bu korelasyon 

değerleri karşılaştırıldığında hem eğitim hem de test aşamalarında GSR ve DVM modellerinin çalışmada 

kullanılan veri setine YSA’dan daha başarılı sonuçlar üretebildikleri görülmektedir.  

 

 
(a) 

 
(b) 

 

Şekil 4. YSA çıkışlarının deneysel veri ile karşılaştırılması, a) eğitim verisi ve b) test verisi. 

 

Makine öğrenmesi metotları kullanılarak geliştirilen modellerin, çıktıları tahmin etmekteki başarısını ölçmek 

için korelasyon katsayılarının yanı sıra deneysel veri ile model çıkışı arasında hesaplanan hata oranları da 

kullanılmaktadır. Hata oranı, her bir veri için ayrı ayrı basit fark değerleri olarak hesaplanabileceği gibi, bütün veri 

setinin hatasını tek bir rakamsal değer ile ifade edebilecek şekilde hesaplanabilir. Bu çalışmada eğitim ve test veri 

setlerinde oluşan, deneysel fc ile modellerin tahmin ettiği fc değerleri arasında oluşan hata miktarları iki farklı 

şekilde hesaplanmıştır. Bu hata değerlerinden biri Kök Ortalama Kare Hata (Root Mean Squared Error - RMSE) 

miktarı, Denklem (7) ve diğeri Ortalama Mutlak Hata (Mean Absolute Error - MAE) miktarı, Denklem (8) 

kullanılarak hesaplanmıştır. 

 

RMSE = √
∑ (𝑓𝑐,𝑖

𝑡𝑎ℎ𝑚𝑖𝑛 − 𝑓𝑐,𝑖
𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙

)2𝑁
𝑖=1

𝑁
 (7) 

  

MAE =
∑ |𝑓𝑐,𝑖

𝑡𝑎ℎ𝑚𝑖𝑛 − 𝑓𝑐,𝑖
𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙

|𝑁
𝑖=1

𝑁
 (8) 

 

Denklem (7) ve (8)’de N, veri sayısı; 𝑓𝑐,𝑖
𝑡𝑎ℎ𝑚𝑖𝑛 , tahmin edilen i. beton basınç dayanımı değeri; 𝑓𝑐,𝑖

𝑑𝑒𝑛𝑒𝑦𝑠𝑒𝑙
, 

deneysel i. beton basınç dayanımı değeridir.  

Tablo 2’de geliştirilen DVM, GSR ve YSA modellerinin tahmin ettiği sonuçların doğruluk ve hata değerleri 

verilmiştir. Gerek korelasyon katsayıları (R) gerekse RMSE ve MAE hata oranları karşılaştırıldığında DVM ve 

GSR metotlarının YSA’dan daha başarılı olduğu görülmektedir. Ayrıca üç makine öğrenmesi metodu arasında en 

başarılı olanı GSR’dir. GSR modelinin hem eğitim hem de test veri setleri için en yüksek korelasyon katsayısı 

değerlerine ve en düşük hata oranlarına sahip olan model olduğu ortaya koyulmuştur (Tablo 2). 

 
Tablo 2. Makine öğrenmesi yöntemleri kullanılarak elde edilen tahmin modellerinin performans ölçümleri 

 
GSR DVM YSA 

Eğitim Test Eğitim Test Eğitim Test 

Korelasyon Katsayısı (R) 0.9888 0.8648 0.9265 0.8180 0.9849 0.7005 

Kök Ortalama Kare Hata (RMSE) 2.2768 7.5684 5.5411 8.6937 2.5364 11.3507 

Ortalama Mutlak Hata (MAE) 1.6468 5.4645 3.7392 6.5747 1.6934 7.0424 
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4. Sonuçlar  

 

KYB’nin basınç dayanımını tahmin eden makine öğrenmesi modelinin geliştirilmesini amaçlayan bu 

çalışmada aşağıda sıralanan sonuçlara ulaşılmıştır: 

 Çalışmada kullanılan üç farklı makine öğrenmesi metodu GSR, DVM ve YSA’dır. Bu metotlar 

kullanılarak KYB bileşiminden ve taze KYB’nin çökme yayılma değerinden, KYB’nin basınç 

dayanımını tahmin edebilen modeller geliştirilmiştir.  

 Modellerin üçü de problemi eğitim aşamasında %90’ın üzerinde bir doğrulukla öğrenebilmişleridir. 

Özellikle test aşmasında GSR ve DVM modelleri, daha başarılı sonuçlar üreterek %80’in üzerinde 

doğruluk oranı yakalamışlardır. 

 Literatürde birçok farklı özel beton türünün basınç dayanımının tahmin edilmesinde kullanılan YSA 

metodu, bu çalışmada kullanılan veri setini öğrenmede GSR ve DVM modelleri kadar başarılı 

olamamıştır. 

 Bu çalışmada gerek korelasyon katsayıları ile gerekse hata oranları ile ölçülen uygunluk 

hesaplamalarına değerlere göre, en başarılı makine öğrenmesi modeli ise GSR olmuştur. 

 Gelecek çalışmalar için GSR ve DVM metotlarının farklı beton türlerine ait veri setleri ile 

çalıştırılarak, beton karışım tasarımı alanındaki kullanımının ve başarısının arttırılabileceği 

söylenebilir. 
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