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Oz

Paroksismal Atriyal Fibrilasyon (PAF),en yaygin ritim bozuklugu tiirlerinden olan Atriyal Fibrilasyon'un baglangi¢ agamasidir. Dogrudan
hayat: tehdit etmiyor olmasina ragmen, 6limcul rahatsizliklar: tetiklemekte ve inme riskini artirmaktadir. Bu nedenle, PAF’1n miimkiin
oldugunca erken teghisi 6nemlidir. Bu amagla gelistirilmis birgok rutin test ve 6riintii tanima tabanli ¢caligma mevcuttur. Bu ¢alismada,
PAF hastalarinin kalp hizi degiskenligi (KHD) analizi ile otomatik teshisinde kalp hizi normalizasyonu ile 6znitelik normalizasyonu
yontemlerinin birlikte etkisi incelenmistir. Oncelikle, 30 dakikalik EKG kayitlarini igeren acik erigimli Atrial Fibrillation Prediction
veritabani kullanilarak KHD verileri elde edilmistir. Daha sonra, zaman alani, frekans alani, dalgacik déntsimi ve dogrusal olmayan
oznitelikler hem KHD verileri hem de kalp hizi normalize edilmis KHD (NKHD) verileri kullanilarak hesaplanmistir. Bu ¢ikarilan
oznitelikler MinMax ve z-skor yontemleri kullanilarak normalize edilmistir. Béylece KHD ve NKHD ile elde edilen 6znitelikler ile
bunlarin normalize halleri olan bu alt1 6znitelik kombinasyonu, k yakin komgu (kNN) ve ¢ok katmanli algilayict (MLP) siniflandirict
giriglerine uygulanmigtir. Bu siniflandiricilarla birlikte genetik algoritma kullanilarak 6znitelik secimi yapilmigtir. KHD verilerinin
kullanilmas: halinde, kNN algoritmas: kullanilarak MinMax normalizasyonu ile %81,00 siuflandirict bagarimina ve MLP algoritmast
kullanilarak z-skor normalizasyonu ile %91,92 bagarima ulagilmistir. Kalp hizi normalizasyonu uygulandiktan sonra, NKHD verilerinin
kullanilmas: halinde, kNN algoritmas: kullanilarak z-skor normalizasyonu ile %86,00 siniflandirici bagarimina ve MLP algoritmast
kullanilarak z-skor normalizasyonu ile %95,96 basarima ulagilmistir. Bu sonuglar 6nceki benzer ¢aligmalardan daha bagarili sonuglardir.
Kalp hizi normalizasyonu, z-skor 6znitelik normalizasyonu ve MLP siniflandirici kombinasyonu literatiirdeki otomatik PAF teghisi
caligmalarinin basarimlarini ge¢mistir. Bu ¢alismanin sonucunda, PAF teshisinde kalp hizi normalizasyonu yonteminin potansiyel
kullanimi ispatlanmigtur.

Anahtar Kelimeler: Paroksismal atriyal fibrilasyon, Kalp hizi degiskenligi, Normalizasyon, Genetik algoritma, Oriintii tanima

Abstract

Paroxysmal Atrial Fibrillation (PAF) is the initial stage of the Atrial Fibrillation that is one of the most common arrhythmia types.
Although it does not threaten the life directly, it triggers the fatal disorders and it increases the risk of stroke. Therefore, it is essential to
diagnose PAF as earlier as possible. For this purpose, there are many routine tests and pattern recognition based studies. In this study,
we investigated the heart rate normalization method with its combination to feature normalization methods in the automatic diagnosis
of PAF patients. First, Atrial Fibrillation Prediction Database, consisting of 30-minute ECG recordings and having open-access, was
used to determine heart rate variability (HRV') data. Next, time-domain, frequency-domain, wavelet transform, and nonlinear features
were extracted from both HRV and heart rate normalized HRV (HRN) data. These extracted features were normalized by MinMax
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and z-score methods. Hence, these six feature combinations of features directly and normalized versions from both HRV and HRN
data were applied to the inputs of k-nearest neighbors (kNN) and multi-layer perceptron (MLP) classifier algorithms. Throughout
the classifiers, features were selected using genetic algorithms. This study resulted in 81.00% accuracy with MinMax normalization
using kNN algorithm and 91.92% accuracy with z-score normalization using MLP algorithm in HRV data. After applying the heart
rate normalization, this study achieved 86.00% accuracy with z-score normalization using kNN algorithm and 95.96% accuracy with
z-score normalization using MLP algorithm in HRN data. These results are higher than the other previous studies. The combination
of heart rate normalization, Z-Score feature normalization, and multi-layer perceptron classifier outperforms the other studies related
to automatic diagnosis of PAF in the literature. As a result of this study, we proved a new potential use of the heart rate normalization

method in the diagnosis of PAF.

Keywords: Paroxysmal atrial fibrillation, Heart rate variability, Normalization, Genetic algorithm, Pattern recognition

1. Girig

Kalp, viicudun hayatta kalmas: i¢in gerekli olan kanin pom-
palandig1 organdir (Pappano ve Wier 2019). Sag ve sol ya-
risinda, karincik ve kulakgik olarak adlandirilan toplam dért
kistmdan olugur. Viicutta kirlenen kani akcigerlere iletmek,
akcigerde oksijen doygunluguna ulagmig kani ise tekrar vii-
cuda pompalama islevini Gstlenmektedir. Bu iglemleri kendi
urettigi elektriksel uyartilarla gergeklestirmektedir (Webster
2010).

Kalp rahatsizliklari, 6liime sebep olan hastaliklar arasinda
basta gelmektedir. Avrupa kitasindaki tim 6limlerin yakla-
stk 945’1 kalp rahatsizliklar: temellidir (Wilkins vd. 2017).
Atriyal fibrilasyon (AF) ise yasam1 dogrudan tehdit etmeyen
en yaygin kalp ritmi bozuklugudur. Ancak bazi diger 6nemli
rahatsizliklar: tetiklemektedir. Ornegin inme riskini 5 kat
artirmaktadir (Ryder ve Benjamin 1999). Ayrica AF temelli
inmeler daha fazla kalic1 hasara ve 6lime sebebiyet vermek-
tedir (Steger vd. 2004). Sigara tiiketimi, yiiksek tansiyon, di-
yabet ve ileri yagin AF gelisiminde etkisi olmaktadir. Ustelik
koroner kalp hastaligi (CHD) ve kalp kapak hastalig1 gibi
hastaliklarla esliginde de AF gozlenebilmektedir (Benjamin
vd. 1994).

Hayat: tehdit eden pek ¢ok hastalik genellikle klinik olarak
kolay tespit edilemeyen bir evrede baglar. Hastaliklar tedavi
edilemez noktaya evrilmeden 6nce erken teshiste bulunarak
tedaviye baglamak, hastalia bagh rahatsizlik ve 6lim riskle-
rini azaltmaktadir (Parsa vd. 2018). Benzer sekilde AF has-
talarinda da yagsam kalitesi ve 6lim riskinin azaltilmast igin
erken teshis 6nemlidir (Moran vd. 2016). Yakin tarihli bir
caligmada, binlerce hasta tizerinde yapilan taramalar sonu-
cunda, klinik olarak tespit edilememis erken teshis AF va-
kalarinda baglanilan erken tedavi sayesinde, 1,5 yillik siirecte
inme riskinin %4’ten %1%, olim oraninin ise %7'den %4%e
indigi gozlenmistir (Pothineni ve Deo 2020). Paroksismal
Atriyal Fibrilasyon (Paroxysmal Atrial Fibrillation - PAF),
AF vakalarinin %25 ila %62’sini igerir (Ebrahimzadeh vd.
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2018). PAF, AF rahatsizliginin ilk evresi oldugundan tespi-
ti bu sebeple olduk¢a 6nemlidir. PAF vakalar: klinik olarak
tespit edilebilir evreye geldiklerinde aniden rahatsizlik gelis-
tirmekte ve bu rahatsizlik bir haftaya kadar devam edebil-

mektedir (Narin vd. 2018).

Tim kalp rahatsizliklarinda oldugu gibi PAF vakalarinin
tespitinde de elektrokardiyografi (EKG) basta olmak tizere
cesitli fonksiyonel testler kullanilmaktadir (Soudani ve Al-
musallam 2018, Salinet vd. 2013). EKG ¢ogu klinikte bu-
lunan hastalik teshisinde kullanilan bir kayit tiradir. Son
zamanlarda EKG isaretlerindeki kalp atimini gosteren QRS
kompleksi ad1 verilen tepe noktalar: arasindaki degisim ola-
rak ortaya ¢ikan kalp hizi degiskenligi (KHD) analizi yaygin
kullanima ulasmistir (Electrophysiology T. F. 1996). KHD
analizi AF tespiti diginda, diyabetik otonom néropati tani-
s1, enfeksiyon prognozu, ani kardiyak 6limi, damar sertligi,
miyokard iskemisi, Parkinson hastalarinda otonomik dis-
fonksiyon, Konjestif kalp yetmezligi tespiti gibi klinik ¢alig-
malarda da yaygin olarak kullanilan bir veri analizi tiradir
(Chessa vd. 2002, Ahmad vd. 2009, Sessa vd. 2018, Verde
ve De Pietro 2019, Goldenberg vd. 2019, Ke vd. 2017, 1§-
ler vd. 2019). KHD analizinde, ortalama, standart sapma ve
benzeri zaman alani istatistiksel hesaplamalar1 kullanilmak-
tadir (Asl vd. 2008, Tsipouras ve Fotiadis 2004, Gunduz ve
Talu 2023). Zaman alanindaki istatistiksel verilerin degisi-
mi Uzerine seyrek vektorlerle ¢aligmalar da yapilmaktadir
(Maghawry vd. 2021). Ayrica frekans bolgesi ozellikleri i¢in
FFT (Fast Fourier Transform), LS (Lomb-Scargle) ve diger
periodogramlar kullanilmaktadir (Rouhani ve Soleymani
2009). Bu 6l¢timlerde, belirli bir frekans bolgesindeki KHD
sinyalinin gl¢ spektral yogunlugu (PSD) o6znitelik olarak
kullanilmaktadir (Lip 2001). Calismalarda, O - 0,4 Hz ara-
Lig1 genellikle ULF, VLE, LF ve HF geklinde 4 bélgeye ay-
rilmaktadir. Ayrica KHD verisi Gauss dagilimli ve dogrusal
olmayan bir isaret oldugundan bispektral analizle de basarili
sonuglar elde edilmektedir (Mohebbi ve Ghassemian 2012).

Bu yontemlere ek olarak, zaman-frekans bolgesi analizi i¢in
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dalgacik dénigtimii ve dalgacik entropisi de kullanilmakta-
dir (Lee ve Yu 2012, Duverney vd. 2002). KHD verisine
gore ¢izilen kalp atig hizi araliklarinin dagilim grafigi olan
Poincare grafigi gibi dogrusal olmayan yontemler de litera-
tirde kullanilmaktadir (Park vd. 2009, Sepulveda-Suescun
vd. 2017, Parsi vd. 2021, Xiong vd. 2022).

Physionet.org internet sitesindeki “The Computer in Car-
diology Challenge 2001” kapsaminda kullanilan “Atrial
Fibrillation Prediction Database (AFPDB)” veri seti PAF
tespiti bagarimini 6l¢mede siklikla kullanilmaktadir (Moody
vd. 2001). Literatirde AFPDB veri seti ile PAF tespitinde
KHD analizi kullanilarak yapilan ¢aligmalarda, veri uzun-
lugu 5 dakikadan 30 dakikaya kadar farkli uzunluklarda ve
farkli siniflandiricilarla pek ¢ok ¢aligma yapilmigtir. Narin
vd. (2016) tarafindan yapilan %50 ortiisme ile 5dk uzunluk-
taki pencerelerle ve k en yakin komsuluk (k Nearest Neigh-
bor - kNN) siniflandiricist ile yapilan ¢aligmada PAF atag:
oncesi tespitte %88 bagarim saglanmistir. Boon vd. (2018)
tarafindan yapilan 5dk uzunluktaki verilerde ise Destek
Vektor Makinesi (DVM, Support Vector Machine - SVM)
stniflandirici ve Genetik Algoritma (Genetic Algorithm -
GA) 6znitelik segici ile %87 bagarim saglanmistir. Hickey
ve Heneghan (2002), Bayes yaklagimli Dogrusal Ayirma
Analizi ile %75, Boon vd. (2016, 2019) Genetik Algoritma
ile 6znitelik secimi kullanilarak DVM siniflandirict igin si-
rasiyla %80 ve %86,8 basarim elde etmiglerdir. Chesnokov
(2008)’un yapmis oldugu yapay sinir ag1 siniflandirmada
982,05, Giindiiz ve Talu (2023)’nun yapmis oldugu P dal-
gast analizi ve derin 6grenme siniflandiric ile %87,65, Hu-
ang vd. (2022)'nin EKG sinyalinin SPAR analizi ile %89,
Costin vd. (2013)’nin yapmis oldugu ¢aligmada ise karar
destek sistemi ile %89,4 basarim elde edilmigtir. 30 daki-
kalik veri uzunlugunda yapilan ¢alismalarda ise Ozcan ve
Kuntalp (2017), kNN siniflandirict ile %92,2 bagarim elde
etmigtir. Bunlara ilave olarak Wang vd. (2021), EKG seg-
mentasyonu Uzerine destek vektor makinesi siniflandirmada
%92,5 bagarim elde etmislerdir.

KHD c¢aligmalarindaki ¢esitliligin artmasi sonucunda olus-
turulan bir ¢aligma grubu tarafindan KHD ¢aligmalarina bir
standart getirilmeye caligtlmistir. Genel kullanim i¢in kisa
streli (5 dakika) ve uzun siireli (24 saat) KHD verileri {ize-
rinden ¢alisilmas: tavsiye edilmistir (Electrophysiology T.F.
1996). Bununla birlikte, yukaridaki ¢aligmalarda da goriile-
cegi tzere PAF teshisi ¢aligmalarinda farkli veri uzunluk-
lar1 kullanilmaktadir. Seker vd. (2000) tarafindan yapilan
bir ¢alismada Poincare grafigi disindaki dogrusal olmayan
yontemlerle elde edilen 6zniteliklerin gegerliligi test edilmis
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ve 10000 ornekten az olan KHD verilerinden elde edilen
ol¢timlerin saglikli sonug¢ vermedigi ortaya konulmustur. Bu
nedenle, bu calisgmada 30 dakikalik KHD verileri kullanil-

migtir.

Dahasi, 2004 yilinda yapilan bir ¢aligmada, Hallstorm vd.
(2004) tarafindan kalp hizinin ortalamasinin ozellikle za-
man alant KHD 6l¢timleri tizerindeki etkisini azaltmak i¢in
kalp hizin1 dakikada 75 vuru gibi sabit bir degere getirilme-
sini 6nermiglerdir. Bu islem neticesinde elde edilen KHD
verisine kalp hizi normalize edilmis KHD (NKHD) verisi
denilmektedir. 2009 yilinda Isler ve Kuntalp (2009) tarafin-
dan NKHD analizini konjestif kalp yetmezligi teshisi igin
siniflandirict bagarimini artirdigy gosterilmistir. Bu nedenle,
bu ¢aligmada kalp hizi normalizasyonu ve siniflandiric ba-
sariminda etkili oldugu ispat edilmis olan 6znitelik norma-
lizasyonu yontemleri birlikte aragtirilmigtur.

Bu ¢aligmada, AFPDB veri setindeki 30 dakikalik uzun-
luga sahip veriler tzerinden elde edilen, hem KHD hem
de NKHD verilerinden elde edilen 6zniteliklerin tg¢ farkls
yontemle normalizasyonu sonrasinda k yakin komsuluk ve
cok katmanli ag yapili yapay sinir ag: ile siniflandirilmasi
ve siniflandiricr bagarimlarinin kiyaslanmasi hedeflenmistir.
Caligmada elde edilen KHD ve NKHD verileri tizerinden
saglikli ve PAF hastalarinin ayrimi i¢in siniflandirma yapal-
migtir.

2. Gereg ve Yontem
2.1. Tasarim

Bu ¢alismada Kalp Hizi Degiskenligi verilerinin 6nislemler-
den gegirilmesi ve normalize edilmesi, 6zniteliklerin ¢ikaril-
mast, ozniteliklerin normalize edilmesi, 6znitelik se¢imi ve
son olarak da k en yakin komguluk yontemi ve yapay sinir
ag1 temelli siniflandirict ile saglikli ve hasta ayriminin yapil-
mast Uzerine ¢aligitlmustir. Sekil 1'de ise kullanilan algoritma
kabaca gosterilmistir.

2.2. Verinin Elde Edilmesi

Caligmada Physionet.org internet sitesindeki “The Compu-
ter in Cardiology Challenge 2001” kapsaminda kullanilan
“Atrial Fibrillation Prediction Database (AFPDB)” veri seti
kullanilmistir (Moody vd. 2001). Bu veri seti 128 Hz 6rnek-
leme frekansinda 16 bit ¢6zliniirlige sahip iki kanal EKG
verilerinden olugmusgtur. Veri seti, her biri 30 dakikalik ol-
mak tzere, n ile baglayan 49 adet saglikl kisilerden alinmig
EKG verisi, p ile baglayip tek say1 ile biten 25 adet kisa stire
oncesi veya sonrasinda atak gecirmemis PAF hastalarindan

alinmig EKG verisi ve p ile baglayip ¢ift say1 ile biten 25 adet
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[KHD Normalize EY] |
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PR S,

Siniflandirici

Rapor Uret

Optimum Cozam
Bulundu mu?

Verileri Sakla

Sekil 1. Calismanin aki semast.

atak gecirmek tzere olan PAF hastalarindan alinmig EKG
verilerinden olugsmaktadir. Bu veri setinden KHD verileri
elde etmek i¢in EKG sinyalindeki en yiksek genlige sahip
olan QRS dalgasinin R tepe noktalarinin tespiti yapilmigtir
(Sekil 2). Tespit edilen tepe noktalar: arasinda gegen siire,
RR=R-R , KHD verisini olusturmaktadr.

2.3. Oniglem
Ektopik vurular kalpteki SA digiimi kaynakli olmayan vu-

rulardir. Siireklilik arz etmeyen bu vurular saglikh bireylerde
de olugabildigi i¢in 6niglem olarak KHD verisinden ¢ika-
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rilmustir. Bir vurunun ektopik vuru olup olmadigina karar
verirken KHD degerinin ilk kosul olarak ortalama KHD
degerinin %20 altina inmesi gerekmektedir. Ortalama KHD
degerinin %20 altina inen stpheli atimdan bir sonraki atim
ortalama KHD degerinin %10 iginde kalirsa stipheli atim,
kulakgik (atrial) kaynakl ektopik vuru olarak degerlendirilir.
Eger takip eden atim siiresi ortalama KHD degerinden %30
fazlaysa stipheli atim, karincik (ventricular) kaynakli ekto-
pik vuru olmaktadir (Langley vd. 2001). Sekil 3’te ektopik
vurularin tespit edilip kaldirilmasi sonucu KHD verisi g6-
rilmektedir.
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Sekil 3. Tespit edilen ektopik vurularin kaldirilmast.
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2.4. Ozniteliklerin Cikarilmas:

Sayisal verilerle ¢aligilirken tim veri seti Uizerinden sistemi
tasarlayip isletmek biiyik 6lctide performans kaybina se-
bep olabilecegi gibi sistemin uygun ¢6zimi bulmasini da
imkénsiz hale getirebilmektedir. Bu sebeple veri tizerinden
cikista degisime sebep olan anahtar bilgilerin secilmesi fay-
dali olmaktadir. Bu ¢alismada KHD ve NKHD (Normalize
edilmis KHD) veri setlerinden zaman bolgesi istatistikleri,
frekans bolgesi gii¢ dagilimlar: ve buna benzer, veri hakkin-
da genel bilgiler i¢eren 6znitelikler ¢ikarilmgtir.

2.4.1. Zaman alan olgiimleri

Zaman alan1 6l¢iimlerinde amag KHD verisinin zaman bol-
gesindeki degisimlerinin istatistiksel 6zelliklerini yeterince
tanimlayabilmektir. Denklem (1) - (16) arasinda KHD ana-
lizinde siklikla kullanilan zaman bélgesi 6l¢timleri gosteril-
mistir. Burada RR veya NN, R tepe noktalar: arasi gegen
stire veya atimlar arasi gecen stire anlaminda olup ayni bilgi-
yi isaret etmektedir. HR ise dakikadaki kalp vurum sayisidur.
Bu ¢aligmada Cizelge 1'de belirtilen KHD verileri ve kalp

atim sayist verilerinden 6znitelikler tanimlanmgtur.

MNN = RR = %Z RR, (1)
< -

SDNN = \/W,zl (RRI - RR) (2)

RMSSD = \/ =1 Z (RR.+i — RR)’ 3)

SDSD = \/ =1 Z ( RR... — RR:|—RR)’ (4)

NN50 = 3 {| RRici — RR;| > 50ms} 5)

pNN50 = 2020 4100 )
N—1

NN20 =D {| RRsi — 7)
i=1

pNN20 = 207294100 (8)

MEDNN = NNy, NN siral: 9)

RANGENN = max NN — min NN (10)
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_ RMSSD
SDNN
MHR = HR

MAXHR = max HR;

MINHR = min HR;

SDHR = \/ NZ(HR HR)

2.4.2. Frekans alani olciimleri

(11)

(12)

(13)

(14)

(15)

(16)

Zaman alanindaki 8l¢timlerin KHD verisini tek bagina tem-

Cizelge 1: Zaman alaninda ¢ikarilan éznitelikler.

Oznitelik Agiklama

MNN (ms) Ortalama KHD degeri

SDNN (ms) KHD verisinin standart sapmasi

RMSSD (ms) | KHD degisiminin RMS degeri

SDSD (ms) KHD degisiminin standart sapmast

NN50 (adet) KHD degisimi 50 ms den fazla
olanlarin sayisi

PNN50 (%) KHD degisimi 50 ms den fazla
olanlarin orani

NN20 (adet) KHD degisimi 20 ms den fazla
olanlarin sayist

PNN20 (%) KHD degisimi 20 ms den fazla
olanlarin orani

MEDNN (ms) | KHD ortanca degeri

RANGENN .. -

(ms) KHD degisim aralig:

CVSD (ms?) KHD degisiminin varyasyonu

CVNN (ms*) | KHD verisinin varyasyonu

MHR (bpm) | Kalp atis hiz1 ortalamas:

?;II;Ari()HR En buytik kalp atig hiz1

MINHR (bpm)| En kii¢tik kalp atis hizi

SDHR (bpm) | Kalp atig hizinin standart sapmasi
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sil etmesi mimbkiin degildir. Hangi degisimlerin ne siklikla
oldugunu frekans alani 6l¢timleri sayesinde tanimlayabiliriz.
Literatirde KHD ile yapilan ¢aligmalarda frekans bolgest,
kisa siireli (5-10dk) veri uzunluklarinda 3 kisma, uzun siire-
li (>20dk) veri uzunluklarinda ise 4 kisma ayrilmigtir. Ultra
cok distik frekans (ULF) 0 - 0.003Hz araliginda, ¢ok dii-

stk frekans (VLF) 0.003 - 0.04Hz araliginda, disiik frekans
(LF) 0.04-0.15Hz araliginda ve son olarak ytiksek frekans
(HF) ise 0.15-0.4 Hz araliginda tanimlanmistir. Bu bolge
glgcleri ile birlikte tim bandin glici ve dugiik frekans bol-
gesinin yiiksek frekans bolgesi glictine orant KHD frekans
ol¢timlerinde siklikla kullanilmaktadir (Brennan vd. 2001).

Welch KHD - p02

0.0010
B ULF:0.006x1077
B VLF:0.383x1077
= [F:186.168x1077
0.0008 1 mm HF:236.693x1077
TOT:423.250x1077
L/H: 0.787
0.0006
0.0004 4
0.0002 -
0.0000 -
FFT KHD - p02
0.0010
mm ULF:1.072x1077
mm VLF:5.963x1077
0.0008 4 e [F:241.706x1077
’ B HF:374.548x1077
TOT:623.289x1077
L/H: 0.645
0.0006 1
0.0004 4
0.0002 -
0.0000
LS KHD - p02
0.0010
B ULF:2569.582x1077
mm VLF:4375.867x10°7
M (F:156.117x1077
0.0008 B HF:141.978x1077
TOT:7243.545x1077
L/H: 1.100
0.0006
0.0004
0.0002
0.0000 i s i isi i
) 45 o o ol 50 055 050 055 0.40 Sekil 4. Ornek bir EKG verisine ait

periyodogramlar.
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S6z konusu 4 frekans bandinin barindirdigy giiglerle ilgi-
li buyiklikleri 6znitelik se¢mek adina farkli frekans do-
nistimleri/gosterimleri kullanilabilir. Bu ¢aligmada FFT,
Welch ve Lomb-Scargle dontsimleri, KHD isaretinin
frekans alani buyikliiklerini temsil etmesi adina kullanil-
mistir. Ayrica zaman/frekans alani doniigtimi olan dalgacik
(Wavelet) dontsimi ile frekans bolgesi gii¢ dagilimlar: he-
saplanarak benzer 6znitelikler dalgacik donisimu icin de
hesaplanmigtir. Ayrica dalgacik dénisiminde her bandin
entropisi de hesaplanarak 6znitelik olarak se¢ilmistir. Sekil
4te dontstumlerle ilgili 6rnek periyodogramlar gorilmekte-
dir. Frekans bantlarinin gii¢ gésterimini temsil etmesi adina
gug bilgileri ve entropi bilgisi 4 farkli dénisim metodu ile
Cizelge 2'deki biyiikliikler cinsinden ¢ikaridlmistir.

2.4.3. Poincare ¢izimi

Kalp atisindaki duzensizlikler gibi biytklikler KHD veri-
sinde dogrusal olmayan bilesenler olusturacag: i¢in, Poinca-
re ¢iziminin bu diizensizlikleri temsil edebilecegi dugtnil-
miustir. Sekil 5’te KHD verisi i¢in 6rnek bir Poincare ¢izimi
goriilmektedir. Sekildeki noktalar o anki kalp atim araligs ile
bir 6nceki kalp atim araliginin iligkisini géstermektedir. Bu-
rada SD1 ve SD2, noktalar aras1 mesafenin standart sapma-
larindan elde edilmektedir. SD1 ve SD2 oranlari ve temsil

ettikleri elipsin alani sempatik ve parasempatik aktivitelerle
iligkilendirilmistir (Brennan vd. 2001).

Cizelge 2. Frekans alaninda ¢ikarilan éznitelikler.

Oznitelik Agiklama

P_ULF (ms¥/Hz) Eilzakr)f')lgesmdekl (0-0.003Hz) gii¢
VLF bélgesindeki (0.003-0.04Hz)
glic miktari

LF bolgesindeki (0.04-0.15Hz) gtig

miktar:

HF bolgesindeki (0.15-0.4Hz) gii¢

miktar:

Tiim frekans bandindaki (0-0.4Hz)
glic miktar

LF bolgesindeki giic miktarinin HF

P_VLF (ms*/Hz)

P_LF (ms*Hz)

P_HF (ms*Hz)

P_TOT (ms*Hz)

2.5. Oznitelik Normalizasyonu
Cikarilan 6zniteliklerin buytklikleri farkls 6l¢eklerde oldu-

gu icin siniflandiricr performansina etkileri de farkh olabil-
mektedir. Bu sebeple siniflandirici performansina etkisini de
gormek adina normalize edilmemis 6zniteliklerin yan: sira
Min-Max normalizasyona ve z-skor normalizasyonuna so-
kulmus 6zniteliklerle de ayrica ¢aligilmigtir.

Min-Max normalizasyonunda 6znitelik gruplarinin her biri
0-1 arahigina indirgenmistir. Z-skoru normalizasyonu ise
oznitelik gruplarinin ortalamasimi 0, standart sapmasini 1
yapacak sekilde donustirilmesi islemidir. Kullanilan iglem-
lerin formili agagidaki gibidir. Burada p ortalama degeri ve
o standart sapmay1 gostermektedir (Duda vd. 2001).

_ X—Min(X)
X —
XZ*S‘(‘,OTE = o /l (18)
2.6. Oznitelik Secimi

Oriintii tanimada tiim veri ile galigmak yerine veriyi temsil
edebilecek 6znitelikleri ¢ikararak ¢aligmanin amacina ben-
zer sekilde, tim 6zniteliklerle ¢caligmak da hem performans
hem de bagarim yoninden olumsuz sonuglar dogurabil-
mektedir. Ayrica ¢ikarilan 6zniteliklerin sonuca olumlu bir
katkis1 da olmayabilmektedir. Bu sebeple ¢ogu c¢alismada
yapildig: gibi bu ¢aligmada da 6znitelikler arasindan se¢im
islemi yapilmustir. Oznitelik secimi icin siklikla tercih edilen
Genetik Algoritma kullanilmigtur.

Poincaré Plot:

0.60
0781 * *

SD1:0.038

0.76

SD2:0.052

e
b
B

RR_n+1 (s)
=)
b
N

SD2 to SD1:1.375

P_L¥/P_HF bolgesindeki giic miktarina orani o Area:0.006
E_ULF (bit) ULF bélgest i¢in entropi o
E_VLF (bit) VLF bélgesi igin entropi
E_LF (bit) LF bolgesi i¢in entropi e
E_HF (bit) HF bélgesi i¢in entropi Sekil 5. Ornek bir Poincare ¢izimi.
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Genetik algoritma, dogadaki glcli bireylerin hayatta kal-
mast, giclii bireylerden gii¢li nesillerin olugmast, mutasyon
ile bireylerin ozelliklerinin degismesi ve belirli bir oranda
gligsiiz bireylere de sans taninmas: 6zelliklerini barindiran
bir eniyileme yontemidir. Rastlantisal 6zelliklerinin olmast
da diger yontemlerden ayrilmasini saglamistir. Genetik al-
goritmada 6zniteliklerin kullanilip kullanilmayacag: bilgisi
ikili say1 sistemi ile temsil edilmektedir. Uygunluk fonksiyo-
nu araciliiyla test edilen olasi 6znitelik gruplari ile perfor-
mans 6l¢tlir ve basarili olan bireyler kendi aralarinda ¢ap-
razlanarak yeni nesiller ve bireyler olugur. Mutasyonlar ile de
bagarim iyilestirmelerinde yerel minimumlardan kurtulmak

hedeflenmektedir (Duda vd. 2001).

Oznitelik secimi icin genetik algoritma kullanildiginda her
birey (yani burada oznitelik) algoritma tarafindan belirlen-
mektedir. Simiflandiricr girisine uygulanmak icin se¢ilmis
olan 6znitelige karsilik gelen ikili say1 basamag “1” ve si-
miflandiricr girisine uygulanmayacak olan 6znitelige kargilik
gelen basamag: ise “0” ile belirlenir. Bu sekilde baslangicta
rasgele secilen n adet olast ¢éziimden olusan bir popiilas-
yon Uretilmis olur. Bu poptilasyondaki her bireyin icerdigi ve
olast ¢6ziim olarak belirlenmis olan 6znitelikler, kullanilan
stniflandirict algoritmasinin girisine uygulanir. Elde edilen
stniflandirici bagarimlari o bireylerin uygunluk degerini
belirler. Genetik algoritma bu uygunluk degerlerine gore
en iyi bireylerin korunmasi, ¢aprazlama yolu ile en yiksek
stniflandirici bagarimlarina sahip bireylerin daha ¢ok sansi
olacak sekilde yeni bireylerin olusturulmasi, mutasyon yolu
ile rasgele kiictik degisiklikler yapilmas: saglanir. Popiilas-
yondaki ortalama siniflandirici bagsariminin iyilestirme artist
durana kadar algoritma defalarca ¢aligtirilir. Sonug olarak
verilen siniflandirici algoritmast igin segilen 6znitelikler ve
kargilik gelen siniflandirict performanslar: rapor edilir.

2.7. Siniflandirma

Basitten karmagiga, denetimliden denetimsize, egitim aga-
masina sahip olandan olmayana literatiirde kullanilan pek
cok siniflandirici bulunmaktadir (Bulut vd. 2022; Narin vd.
2019; Surucu vd. 2021). Bu ¢aligmanin amact KHD veri-
sinin normalizasyon iglemine sokulmasinin bagarimi artirip
artirmadiini gérmek oldugu i¢in dncelikle basit ama etkili
bir stniflandirict olan kNN (k yakin komgu) siniflandirict ve
evrensel siniflandirici olarak adlandirilan MLP (¢ok kat-
manl algilayicr) simiflandiricist ile caligilmigtir.

2.7.1. K Yakin Komsu

K yakin komgu (kNN) siniflandirici, bir 6rnegin ait oldugu
stnufi veri kiimesindeki en yakin k adet 6rnegin ait oldugu
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siniflarin ¢ogunluguna bakilarak tespit eden siniflandiric
algoritmasidir. Ayrintih bilgi i¢in, bu alanda yazilmg kitap-
lara bakilabilir (Duda vd. 2001).

2.7.2. Cok Katmanh Algilayict

Yapay sinir ag1 modelleri, her biri hesaplama modili olan
sinir hicrelerinin ¢esitli yapilardaki baglantilarindan olu-
sur (Duda vd. 2001). Bunlardan en yaygin olani, evrensel
stniflandirict olarak da tamimlanan ¢ok katmanli algilayic
yapisidir. Bu yapida girdi katmanina uygulanan verilerin ait
olduklar: siniflar, ara katman ve ¢ikt: katmanindaki dogrusal
olmayan hesaplama birimleri aracilifiyla hesaplanmasi so-
nucu elde edilmeye ¢aligilir. Ayrintili bilgi i¢in, bu alanda
yazilmis kitaplara bakilabilir (Duda vd. 2001).

2.8. Performans Olgiimii

Siniflandiric performansinin 6lgiilmesinde literatirde sik-
likla kullanilan Dogruluk (Accuracy), Kesinlik (Precision),
Duyarlilik (Recall veya Sensitivity) ve F1-Skor (F1 Score)
kullanilmistir (Duda vd. 2001):

TP+ TN

- TP
Kesinlik = le()o (20)
Duyarlilik = - 75100 (21)
Kesinlik = Duyarliik
F1 - Skor=2« x 100 (22)
Kesinlik + Duyarlilik

Bu formiillerde PAF hastaligina sahip olan ve algoritma
tarafindan PAF hastas: olarak tanimlanan hasta sayis1 TP,
saglikli olan ve algoritma tarafindan saglikli olarak tanim-
lanan birey sayist TN, PAF hastaligina sahip oldugu halde
algoritma tarafindan saglikli olarak tanimlanan hasta sayisi
FN ve saglikli oldugu halde algoritma tarafindan hasta ola-

rak tanimlanan birey sayisi ise FP ile gosterilmistir.

3. Sonuglar

KHD verileri insandan insana, hatta ayn kisi i¢in farkl za-
manlarda bile farklilik gosterdigi icin PAF ataklarinin veya
rahatsizliginin tespitinde KHD Normalizasyonunun baga-
rimu artirabilecegi distinilmistir. KHD Normalizasyonu-
nun bagarimda bir artisa katk: saglayip saglamadigini tespit
etmek icin AFPDB veri tabanindaki EKG kayitlar: tizerin-
den KHD ve NKHD verileri elde edilerek siniflandirma
performanslari kiyaslanmugtir. Islemleri gergeklestirebilmek
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Cizelge 3. Kullanilan Python kiitiphaneleri.

Kiitiiphane Ad1 Versiyon ~ Agiklama

Flask 1.1.1 Python web server uygulamas:

Flask_SQLAlchemy 2.4.1 Flask SQLAlchemy iligkisel veritabani eklentisi

h5py 2.10.0 Matlab dosyalarini import edebilmek i¢in HDFS5 binary dosya eklentisi
matplotlib 3.1.2 Python'da grafik, animasyon ve interaktif gorsel eklentisi

numpy 1.18.1 Python bilimsel hesaplamalar kitiphanesi

plotly 4.5.0 Pythonda grafik, animasyon ve interaktif gorsel eklentisi

PyGAD 2.9.0 Python Genetik Algoritma uygulamasi

PyWavelets 1.1.1 Python Wavelet dontsimi kitiphanesi

scipy 1.4.1 Python miihendislik, bilim ve matematik kiitiphanesi

adina Python dili tercih edilmistir. S6z konusu siniflandir-
ma iglemlerinde Python 3.8 siirtimii tizerinde Cizelge 3'deki
katiphaneler kullanilmugtir.

Genetik Algoritma ile 6znitelik se¢imi yapilirken popiilas-
yon buyikligi 40, maksimum nesil sayis1 40, maksimum
iyilestirme olmayan nesil sayis1 10 secilmistir. Genetik Al-
goritma ile 6znitelik secimi neticesinde zaman alani 6zni-
teliklerinden MNN, SDNN, SDSD, PNN20, MAXHR
ve MINHR, FFT algoritmas: tabanli frekans alani 6z-
niteliklerinden FFT_ULF, FFT_HF ve FFT_TOTAL,
Welch periyodogram tabanli frekans alani 6zniteliklerin-
den WELCH_ULF ve WELCH_TOTAL, Lomb-Scargle
periyodogram tabanli frekans alani 6zniteliklerinin higbiri,
Dalgacik enerjisi tabanl frekans alani 6zniteliklerinden
WT_ULF ve WT_LF, Dalgacik entropisi tabanli frekans
alani 6zniteliklerinden higbiri ile Poincare grafigi tabanl
dogrusal olmayan 6zniteliklerden PC-SD2, PC_SD25SD1
ve PC_AREA o6zniteliklerinin siniflandirict bagarimlarinda
etkili olduklar: tespit edilmistir.

En yakin komsuluk simiflandirmada k degeri 1 ile 23 ara-
sindaki tek sayilar se¢ilmistir. Cok katmanli ag modelinde
ise ara katmanda 30 n6ron kullanilmistir. Yazilan uygulama,
oncelikle AFPDB veri tabani dosyalarini okuyup MySQL
veri tabanina yiklemesini saglamaktadir. Yiiklenen ham ve-
rilerden KHD ve NKHD verileri olusturulup her veri seti
icin Oznitelikler ¢ikartilmig, 6znitelikler ve 6zniteliklerin
MinMax ile z-skor normalize edilmis halleri veri tabanina
saklanmigtir. Sonrasinda genetik algoritma aracilifiyla ve
kNN siniflandirma ile k=1,3,5,...,23 degerleri i¢in optimum
oznitelik secimleri bulunmus ve KHD ile NKHD veri set-
lerinin her biri i¢in normalize edilmis ve edilmemis 6 farkli
veri setinin performans: test edilmigtir. Caligma hem kNN
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stniflandiricist hem de ¢ok katmanli ag modeli yapay sinir
ag1 icin tekrarlanmis ve elde edilen siniflandirici performans
ol¢timleri tablo halinde sunulmugtur (Cizelge 4).

Buna gore, kNN algoritmas: girislerine KHD 6znitelikleri
uygulanmas: halinde MinMax 6znitelik normalizasyonu ile
%81,0 ve NKHD 6znitelikleri uygulanmasi halinde Z-Skor
oznitelik normalizasyonu ile %86,0 siniflandirici dogrulu-
guna ulagilmaktadir. Benzer sekilde, ¢ok katmanl algilayict
algoritmas: giriglerine KHD 6znitelikleri uygulanmas: ha-
linde Z-Skor 6znitelik normalizasyonu ile %91,9 ve NKHD
oznitelikleri uygulanmasi halinde Z-Skor 6znitelik norma-
lizasyonu ile %95,9 siniflandirici dogruluguna ulagilmakta-
dir. Bu durumda, hem kalp hizi normalizasyonu kullanilma-
st hem de bu yolla elde edilen 6zniteliklere normalizasyon
uygulanmasi halinde PAF teghisinde daha bagarili sonuglara
ulasilabildigi anlagilmaktadir.

Bu ¢alismada elde edilen sonuglar literattirdeki 30 dakikalik
veri uzunluguna sahip diger ¢alismalarda elde edilen sinif-
landirict dogruluklar ile kargilagtirilmistir (Cizelge 5). Buna
gore, NKHD ve KHD él¢timlerinin Z-Skor yéntemiyle
normalize edildigi 6zniteliklerin secildigi ¢ok katmanli ag
modeli kullanildiginda literatiirdeki benzer ¢aligmalardan
daha yiiksek bir siniflandirict dogruluguna ulasildig: goril-
mektedir.

4. Tartisma

Calismada Physionet.org internet sitesindeki “The Compu-
ter in Cardiology Challenge 2001” kapsaminda kullanilan
“Atrial Fibrillation Prediction Database (AFPDB)” veri seti
kullanilmigtir. Veri setinde bulunan EKG verilerinden KHD
verileri elde edilmig, bu verilerden ve bu verilerin normali-
ze edilmesinden 6znitelikler ¢ikartilmigtir. Olugan éznitelik
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Cizelge 4. PAF hastas: tespitinde kalp hizi ve 6znitelik normalizasyonlarinin etkisi ve karigiklik matrisleri.

Dogruluk Kesinlik Duyarliik F1-Skor

Siniflandirici  Veri Tiirit Normalizasyon TP FN FP TN (%) (%) ) (%)
Yok 41| 9 | 16 | 34 | 7500 82,00 71,93 76,64

KHD Min-Max | 42 | 8 | 11 | 39 | 81,00 84,00 79,25 81,55

k Yakin Z-Skor 39 [ 11 | 9 | 41 | 80,00 78,00 81,25 79,59
Komguluk Yok 41 | 9 | 11 | 39 80,00 82,00 78,85 80,39
NKHD | Min-Max 43 8 | 42 | 8500 86,00 84,31 85,15

Z-Skor 44 8 | 42 | 86,00 88,00 84,62 86,27

Yok 31 | 19 | 4 | 46 | 76,77 62,00 88,57 72,94

KHD Min-Max 44 | 6 | 7 | 43| 86,87 88,00 86,27 87,13

Cok Katmanh Z-Skor 45 | 5 | 3 | 47 | 91,92 90,00 93,75 91,84
Algilayica Yok 39 | 11 | 13 | 37 | 7576 78,00 75,00 76,47
NKHD | Min-Max 37 | 13 | 3 | 47 | 83,84 74,00 92,50 82,22

Z-Skor 48 | 2 | 2 | 48 | 9596 96,00 96,00 96,00

Cizelge 5. PAF hastalarinin tespitine yonelik 30 dakikalik verilerle ¢alisan literatiir taramast sonuglart ve bu ¢aligmanin sonuglariyla

kargilagtirilmas.
Caligma Oznitelikler Siniflandirica Dogruluk (%)
Hickey ve Heneghan (2002) Atriyal ekt;ii;ﬁr;osgaz:ﬁ%i KHD glic Dogrusal ayirma analizi 75,00
Boon vd. (2016) KHD ve Poincare ¢izimi Destek vektor makinesi 80,00
Chesnokov (2008) KHD spektral ve entropi analizi Cok katmanli algilayict 82,05
Boon vd. (2019) KHD o6znitelikleri Destek vektor makinesi 86,80
Giindiiz ve Talu (2023) P dalgas: analizi Derin 6grenme 87,65
Huang vd. (2022) EKG sinyali analizi SPAR analizi 89,00
Costin vd. (2013) KHD ‘:lezﬁlour ;zl)og;i:niﬁiiill{:ﬁ (QRS Karar destek sistemi 89,40
Ozcan ve Kuntalp (2017) KHD o6znitelikleri k yakin komguluk 92,20
Wang vd. (2021) EKG segmentasyon Destek vektor makinesi 92,50
Bu ¢aligma KHD 6znitelikleri k yakin komguluk 81,00
Bu ¢aligma NKHD 6znitelikleri k yakin komguluk 86,00
Bu ¢aligma KHD oznitelikleri Cok katmanl algilayici 91,92
Bu ¢aligma NKHD o6znitelikleri Cok katmanl algilayici 95,96

veri gruplarinin da normalize edilmis ve edilmemis halleri
ile toplam alt: farkli 6znitelik veri seti olusturulmusgtur. Olu-
san Oznitelikler izerinden Genetik Algoritma ile 6znitelik
secimi yapilarak hem kNN hem de ¢ok katmanli algilayici
stniflandirict algoritmalar: ile siniflandirma iglemi yapilmag-
tir. Yapilan siniflandirma iglemi sonrast KHD verisinin nor-
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malize edilmesinin belirli sartlar altinda bagarimi artirdig
goriilmiistiir. Oznitelik normalizasyonu ise hem KHD, hem
de NKHD i¢in bagarimi artirmistir.

NKHD verilerinin kullanilmasinin, literatiirdeki diger sinif-
landirict ve 6znitelik secimi kullanan ¢aligma metotlarinda
da basarimi artiracag distinilmektedir.
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