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OZET: Giiniimiizdeki bankalar kendi kampanya ve firsatlar1 miisterilerine bildirmek i¢in bircok yol kullanir ve
bunlardan biri de telefon goriismeleridir. Ancak her misteri i¢in her kampanya ve firsat cazip ve avantajli
olmayabilir. Bu tiir bilgilendirme aramalarindan dolayi belirli bir siire sonra rahatsiz olan miisteriler artik
bankalarin aramalarina karsi duyarsizlagsmaktadir ve ilgilerini ¢ekebilecek kampanyalara bile gereken ilgiyi
gostermemektedir. Bu problemin ¢dziimii ise her kampanya i¢in miisterilerin verileri kullanilarak bir potansiyel
miigteri grubu olusturulmasidir. Bu sayede hem ilgili miisterilere ulagilacak hem de banka i¢in daha kisa zamanda
bir basar1 saglanmis olacaktir. Daha 6nceki ¢alismalarda bu problem i¢in yapay zeka teknolojisi kullanilmigtir
ancak kullanilan algoritmalarin performansi daha dnce yapilan higbir calismada optimize edilmemistir. Ozellikle,
bu modellerin en iyi performansta ¢alismasini saglayabilecek hiperparametrelerin bulunmasi i¢in Grid Search,
Random Search ve Bayesian Search gibi model optimizasyon yontemleri kullanilmamistir. Bu ¢aligmada ise bu
modellerin kiyaslamasi yapilmis ve en iyi iki model olan XGBoost ve Random Forest modellerine yukarida
belirtilen model optimizasyon yontemleri uygulanmigtir. Kullanilan veri kiimesi bir bankanin verilerinden
alinmistir ve modellerin egitiminde kullanilmadan 6nce temizlenip diizenlenmistir. Ayn1 zamanda homojen bir
veri kiimesi olmadigi i¢gin de SMOTE-Tomek yontemi kullanilarak homojen héle getirilmistir. Bu veri seti
tizerindeki en yiiksek sonug ise %95,1 dogruluk, %94,8 kesinlik, %95,3 duyarlilik, %95,1 f1 skoru ve %99,2 AUC
degeri ile XGBoost modeli olmustur. Ardindan %94,6, %92,3 kesinlik, %97,2 duyarlilik, %94,7 f1 skoru ve %99,1
AUC degeri dogruluk ile Random Forest modeli olmustur. Daha sonrasinda da optimizasyon yodntemleri
uygulanmis ve sadece Random Forest modelinde %0,4’lik bir dogruluk artis1 gdzlemlenmistir.

Anahtar Kelimeler — Makine 6grenmesi, banka mevduat hesabi, siniflandirma, hiper parametre optimizasyonu

Classification of Potential Customers in Banks Using Machine Learning
Techniques

ABSTRACT: Today's banks use many ways to notify their customers about their campaigns and opportunities,
and one of them is phone calls. However, not every campaign and opportunity may be attractive and advantageous
for every customer. Customers, who are disturbed by such information calls after a certain period of time, become
insensitive to the calls of banks and do not show the necessary attention even to campaigns that may interest them.
The solution to this problem is to create a potential customer group for each campaign using customer data. In this
way, both relevant customers will be reached and success will be achieved in a shorter time for the bank. Artificial
intelligence technology has been used for this problem in previous studies, but the performance of the used
algorithms has not been optimized in any previous study. Particularly, model optimization methods such as Grid
Search, Random Search, and Bayesian Search were not used to find hyperparameters that could make these models
run at the best performance. In this study, these models were compared and the above-mentioned model
optimization methods were applied to the two best models, XGBoost and Random Forest. The dataset used was
taken from a bank's data and was cleaned and organized before being used in training models. At the same time,
since there is no homogeneous data set, it has been homogenized using the SMOTE-Tomek method. The highest
result on this data set was the XGBoost model with 95.1% accuracy, 94.8% precision, 95.3% recall, 95.1% f1
score and 99.2% AUC value. Then, Random Forest model became 94.6%, 92.3% precision, 97.2% recall, 94.7%
f1 score and 99.1% AUC value accuracy. Afterwards, optimization methods were applied and an accuracy increase
of 0.4% was observed only in the Random Forest model.

Keywords — Machine learning, bank deposit account, classification, hyperparameter optimization
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1. Giris

Son birkag yilda bankalar vadeli mevduat {iriinlerini yeni {iriinlerini paylasmakta ve onlara cazip
sekilde pazarlama konusunda giicliik ¢ekmektedir. Bunun en biiyiik sebeplerinden birisi
bankalarin {riinleriyle gercekten ilgilenecek ve potansiyel miisteri olacak hedef kitlesini
belirleyememesidir (Alexandra et al., 2021.; Ruangthong & Jaiyen, 2015). Ayrica birgok faktoriin
bir miisterinin vadeli mevduat hesabi agmasinda etkili olmaktadir (Raiter, 2021). Bununla
birlikte daha dncesinde stirekli olarak iiriin tanitimi i¢in aranan ve ilgisini ¢cekmeyen tiriinlere
maruz kalan misteri, banka tarafindan gelen aramalar1 reddetmekte ya da arandig icin sikayet
etmektedir (Elsalamony, 2014). Bu yiizden bankalar daha sonrasinda olusturacaklari yeni
vadeli mevduat triinlerini potansiyel miisterilerine ulastirmakta zorluk ¢ekmektedirler (Das,
2015). Bankalar, bu tarz karlarin1 ve sirket geleceklerini etkileyecek problemlere profesyonel
¢oziimler bulmak, miisteri davraniglari ile satin alma tercihleri hakkinda bir istatistik elde etmek
ve bunlar sayesinde bir satig stratejisi olusturarak karlarini artirmak icin ¢ok biiyiik miisteri
verileri olusturmus ve yararlanmaya baslamislardir. Bu stratejik is girisimi i¢in ise yapay zeka
ve biiyiik veri teknolojileri kullanilmaktadir (Moro et al., 2011).

Yapay zeka, normalde insanlarin yapmasini gerektiren gorevleri gergeklestirmek i¢in bilgisayar
sistemlerini kullanmay1 ifade eder ve genellikle birbirinin yerine kullanilsa da makine
ogreniminden daha genis bir kavram olarak kabul edilebilir. Glinlimiizde sayilar gittik¢e artan
bir¢ok kurulus, trend olan bu teknolojiyi pazardaki diger rakip kuruluslara tistiinliik saglamak
i¢in kullanmaktadir (Hou et al., n.d.). Misterilerin bir vadeli mevduat hesabi a¢ip agmayacagini
tahmin etmek i¢in kullanilan ¢esitli makine 6grenimi tabanli tahmin teknikleri vardir (Moro et
al., 2014). Birgok arastirmaci, makine 6grenimini, verileri akilli bir sekilde islemek ve gegmis
veri bilgilerinden problemlerin ¢6ziimii igin ise yarayacak gizli ayrintilarin anlagilabilmesi igin
en efektif aragtirma metodolojilerinden biri olarak gériilmektedir (Elsalamony, 2014).

Bu makalede, miisterilerin banka vadeli mevduat hesabi acip agmayacagini tahmin etmeye
yonelik tahmin modelleri gelistirmek i¢in makine 6grenimi teknikleri kullanilmistir. Bunun igin
bu zamana kadar en gelismis ve en iyi sonuglari veren teknikleri deneyip sonuglari birbirleriyle
kiyaslanmistir. Bunun sonucunda ise bu problem iizerinde en iyi sonucu veren teknik tespit
edilmistir. Kullanilacak olan veri seti 45211 veriden olugsmus ve 16 degiskene baghdir.

2. Literatiir Taramasi

Daha iy1 bir ¢6ziim elde etmeye c¢alistigimiz problemle alakali literatiirde bir¢cok c¢alisma
bulunmaktadir. Bu c¢alismalarin literatiire katkilar1 sayesinde giin gectikce daha iyi sonuglar
veren ¢aligmalar ortaya koyulmustur. Bu béliimde, bizim galismamizdaki gibi potansiyel
miisterilerin siiflandirilmasi problemi hakkinda en giincel ¢oziimlerin kullanildig1 caligmalara
yer verilmistir. Alexandra ve arkadaslar1 (Alexandra et al., 2021.) bir Portekiz pazarlama
kampanyasindan toplanan gergek verileri kullanmistir. Bu veri seti lizerinde Decision Tree
(DT), Naive Bayes (NB) ve Random Forest (RF) gibi siniflandirma modelleri kullanmislardir.
Bunlara ek olarak K-means, K-medoids, and DBSCAN gibi kiimeleme teknikleri de
uygulanmistir. Sonuglarda ise siniflandirma modelleri iginde %91,13 dogruluk degeri ile (RF)
modeli en iyi sonucu verirken kiimeleme teknikleri arasinda en iyi sonucu veren %96,03
dogruluk degeriyle K-medoids teknigi olmustur. Gupta ve arkadaslar1 (Gupta, Raghav, et al.,
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2021.) calismalarinda, bir Portekiz bankasimnin vadeli mevduat hesabina yatirim yapacak
miisterilerin verilerini ele almistir. Veri seti lizerinde Gaussian Naive Bayes (GNB), RF, Light
Gradient Boosting (GBM) ve Extreme Gradient Boosting (EGB) modelleri kullanilmistir.
Calismanin sonucunda ise GNB, RF ve GBM modelleri yaklasik %91 gibi bir dogruluk orani
ile en 1iyi sonuglar1 veren modeller olmustur. Ancak GBM modeli diger iyi sonug¢ veren
modellerden islem siiresi olarak daha avantajli oldugu gorilmistir. Borugadda ve
arkadaslarinin (Borugadda et al., 2021.) ¢alismasi1 uzun vadeli mevduat hesabi agabilecek olan
potansiyel miisterileri tespit etmeye yonelik bir caligmadir. Bu tespit ve analizi yapabilmek i¢in
bir Portekiz bankacilik kurumunun dogrudan pazarlama kampanyalarina (telefon gériismeleri)
iliskin veri seti kullanilmistir. Calismada, RF, Support Vector Machine (SVM), GNB, DT ve
Logistic Regression (LR) gibi ¢esitli makine 6grenimi algoritmalari kullanilmistir. Calismanin
sonunda ise LR modelinin %92,48°lik bir dogruluk orani ile en iyi sonucu vermistir. Tekouabou
ve arkadaslar1 (Stéphane et al., 2019) bir Portekiz perakende bankasinin 2008'den 2013'e kadar
miisterilerinin baz1 Ozellikleri hakkinda olusturulan bir veri setini ele almistir. Her 6zellik
tiriini ayr1 ayr1 onceden isleyen ve tahmin performansini optimize etmek i¢in bunlari
normallestiren yeni bir modelleme yaklasimini tanitmaktadir. Onerilen yaklagimi
degerlendirebilmek i¢in en iyi bilinen 5 yaygin model ile karsilastirilmistir. Kullanilan modeller
ise NB, LR, DT, Artificial Neural Network (ANN) ve SVM modelleridir. Calisma sonucunda
elde edilen sonuclar, 6n isleme yaklagimlarinin, bu algoritmalarin performansini, Onceki
yazarlar tarafindan ayni veri tabani iizerinde yapilan dnceki ¢aligmalarda elde edilen sonuglara
kiyasla onemli oOlgiide iyilestirdigini gostermektedir. Ayrica daha da ilginci On isleme
yaklagimlarmin DT haricindeki diger modellerde performansin artisina sebep olurken DT
modelinde performans diisiikliigiine sebep olmasidir. Ancak yine de en iyi sonucu veren
normallestirme islemi yapilmadan kullanilan DT modelidir. Hung ve arkadaslarimin (Hung et
al., 2019) yaptiklar1 caligmada banka pazarlama problemine yonelik ¢alismiglardir. Bunun igin
problemin ¢6ziimiine uygun bir veri seti bulmuslardir ve bu veri seti iizerinde RF, DT ve
Gradient Boosting (GB) kullanilmis ve sonuglarda en yiiksek dogruluk orani veren model
normalize edilmis bir sekilde olan RF modeli olmustur (%86). Hou ve arkadaslar1 (Hou et al.,
n.d.) yaptiklari ¢aligmada, bir banka miisterisinin vadeli mevduat hesabi agip agmayacagini
tahmin eden en iyi modeli olusturmak istemislerdir. Bunun i¢in NB, DT, RF, SVM ve Neural
Network (NN) algoritmalarini kullanmislardir. Ancak ¢alisma sonucunda tiim bu modellerin
iyi bir performans verdikleri ve aralarinda en iyi olan tek bir model olmadigi sonucuna
varmislardir. Ghosh ve arkadagslarinin (Ghosh et al., 2018) ¢alismasinda, Multilayer Perception
Neural Network (MLPNN), DT ve SVM kullanilmaktadir. Amag, MLPNN, DT ve SVM
tekniklerinin ger¢ek diinya banka mevduati aboneligi verileri {izerindeki performansini
incelemektir. Calisma sonucundaki deneysel sonuglar, DT modelinin MLPNN ve SVM
modellerine kiyasla bu problem i¢in daha etkili bir ¢oziim ortaya koydugu goriilmiistiir.
Frempong ve arkadaslar1 (Asare-Frempong et al., 2017) ¢alismasinda iki amag belirlemislerdir.
Bunlardan birincisi vadeli mevduat hesabi agmasi potansiyel miisterileri tahmin etmek iken
ikincisi ise hangi temel Ozelliklere sahip miisteri profilinin daha yiiksek ihtimalle vadeli
mevduat hesabr agtigin1 ortaya koyan bir kiimeleme islemidir. ilk amag i¢in MLPNN, DT
(C4.5), LR ve RF gibi makine 6grenmesi algoritmalar1 denenmis ve ¢alismanin sonucunda en
iyi modelin %86,80’lik bir oran ile RF modeli oldugu belirlenmistir. Tkinci amag i¢in ise K-
means kiimeleme islemi veri seti lizerine uygulanmis ve kiimeleme analizi sonucunda en olasi
miisterilerin, evli ve minimum egitim seviyesi ortadgretim olan yodnetici pozisyonlarindaki
kisiler oldugunu gostermistir. Koumétio ve arkadaslarinin (Koumétio et al., 2018.) yaptigi
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calismada, bankanin uzun vadeli mevduatlarinin satist icin telefonla pazarlama hedef
cagrilarmin tahminini optimize etmek icin yeni bir siniflandirma teknigi sunmaktadir. Ayrica,
bu yeni olusturulan smiflandirma teknigi diger iyi bilinen smiflandirma teknikleri ile
karsilastirilmistir (NB, DT), ANN ve SVM. Deneysel ¢alismalar sonucunda ise ortaya konulan
yeni teknik diger iyi bilinen teknikler ile yaklasik olarak ayni dogruluk oranini yakalamustir.
Ghatasheh ve arkadaglarinin (Ghatasheh et al., 2020.) yaptig1 ¢alismada, dengesiz verilerin
etkisini hafifletmek ve hangi miisterilerin vadeli mevduat hesab1 agip agmayacagini 6ngormesi
icin ¢cok katmanli bir algilayic1 (MLP) siniflandirici ile derin 6grenme kullanilarak gelismis bir
sinir ag1 uygulanmistir. Aralarinda en yiiksek dogrulugun, %89,98'in RF tarafindan sunuldugu
birka¢ geleneksel makine 6grenimi siiflandiricist karsilastirilmistir. Jin ve arkadaslar1 (Shao
et al., n.d.) yaptiklar1 ¢alismada, banka tarafindan telefon ile ¢esitli teklifleri pazarlamanin
basar1 oranini1 nasil daha fazla yiikseltilebilecegini incelenmistir. Calismada, veri seti DT
modeline gore islenmis ve daha sonra islenmis veriler DT modeli ile siniflandirilmastir.
Calismada ayrica Vector Machine ve NN modelleri de denenmis ancak en iyi sonucu DT modeli
vermistir. Abu-Srhan ve arkadaglari (Abu-Srhan et al., 2019) yaptiklar1 ¢aligmada, biyiik
Ol¢iide dengesiz verilerin yiiksek hizda orneklenmesinin etkisini tartismistir ve birlestirici
hiyerarsik kiimelemenin (Agglomerative Hierarchical Clustering) yiiksek 6rneklemeden daha
iyi oldugu sonucuna varmislardir. Ayrica NB'nin bdyle bir veri kiimesi i¢in en iyi siniflandirici
oldugu sonucuna varmiglardir. SMOTE ig¢in farkli ylizde degerleri karsilastirildiginda, en iyi
sonuglar ytizde 400 olarak kabul edilmis ve bunun i¢in en iyi dogruluk RF modelinden alinan
%88,8’1ik dogruluk oraniydi. Gupta ve arkadaslar1 (Gupta, of Artificial Intelligence Techniques
in, et al.,, n.d.) yaptiklart ¢aligmada Portekiz Bankacilik Kurumundan aldiklart veri seti
iizerinden potansiyel miisterilere ulasmak igin bir model olusturmayr amaglamislardir. Bu
problem i¢in ise NN ve RF tekniklerini karsilastirmiglardir. Her iki teknigin de belirli
parametreleri degistirilerek farkli sonuclar elde edilmis ve deney sonuglarinda, bu problem igin
RF modelinin daha iyi sonuglar verdigi goériilmistir. [lham ve arkadaslarmin (Fetah et al.,
2019.) yapmus olduklari galismada, bir banka misterilerinin gesitli bilgilerinin oldugu veri seti
izerinde ¢esitli siniflandirma algoritma uygulamalar1 denenmis ve karsilagtirilmistir. Herhangi
bir 6n igleme iglemi yapilmayan veri setine uygulanan DT, NB, RF, K Nearest Neighbour (K-
NN), SVM, NN, ve LR smiflandirma algoritmalarindan en iyi sonucu veren SVM olmustur.
Rahman ve arkadaslar1 (Rahman et al., 2020.) yapay zekanin bir alt dali olan makine 6grenmesi
tekniklerini kullanarak bir bankadaki miisteri kaybini tahmin etmek icin bir yontem
onermislerdir. Caligma, miisteri davranisini analiz ederek miisteri kaybi1 olasiliginin
arastirtlmasini saglamistir. Kullanilan KNN, SVM, DT ve RF siiflandirict algoritmalarindan
bu sorun i¢in en iyi sonucu veren RF modeli olmustur. Asagidaki Tablo 1°de de bu boliimde
benzer veri kiimesine sahip c¢alismalarin makine O6grenme teknikleri kullanilarak aldiklari
sonuglarin tablo halinde karsilastirilmasi yapilmaistir.

Yaptigimiz literatiir taramasina gore bu problemle alakali olarak bir¢ok siniflandirma,
kiimeleme ve yapay sinir agi modelleri kullanilmistir. Ancak SMOTE-Tomek y6ntemi
uygulanarak iyi bilinen makine Ogrenmesi metotlar1 uygulanmamistir. Ayni zamanda
uygulanan modellerin daha efektif sonuclar vermesi i¢in hiperparametre degerleri ile alakali bir
calisma bulunmamaktadir.

Bu ¢alismada diger ¢alismalardan farkli olarak literatiire asagidaki katkilar1 vermistir;
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e RF, DT, NB, XGBoost ve Bagging makine 6grenimi modelleri uygulanmis ve

karsilastirilmistir.

e Heterojen olan veri kiimesini homojen hale getirmek i¢cin SMOTE-Tomek ydntemi

kullanilmastir.

e En iyi iki modelin performansini etkileyen hiperparametrelerin probleme ve modele
gore en iyi degerleri bulunmustur
e Son olarak en iyi iki modele Grid Search, Random Search ve Bayesian Search model

optimizasyon yontemleri uygulanmistir ve sonuglar karsilagtirilmastir.

Tablo 1. Literatiirdeki ¢alismalarin performans karsilastirma tablosu
Table 1. Performance comparison table of studies in the literatiire

(Abu-Srhan et al., 2019)

Cahisma Kullanilan H.P. Tuning Sonuclar
Metot

Alexandra ve arkadaslar RF - 0091,13
(Alexandra et al., 2021)
Gupta ve arkadaglar1 (Gupta, | GNB, RF - ~%91
Raghav, et al., 2019) ve GBM
Borugadda ve arkadaslan LR - %92,48
(Borugadda et al., 2021)
Tekouabou ve arkadaslari DT - %100
(Stéphane et al., 2019)
Hung ve arkadaslar1 (Hung et RF - %86
al., 2019)
Hou ve arkadaslar1 (Hou et al., RF - %91,89
2022.)
Ghosh ve arkadaslar1 (Ghosh DT - %92,48
et al., 2018)
Frempong ve arkadaslan RF - %86,80
(Asare-Frempong et al., 2017)
Ghatasheh ve arkadaslar RF - 0089,98
(Ghatasheh et al., 2020)
Abu-Srhan ve arkadaslar RF - %88,8

3. Metaryal ve Metot

Gilinlimiizde bir¢ok banka firmasi dogrudan miisterilerini telefonla arayarak ulasir ve onlara
cesitli kampanyalarini tanitir. Bu yol, firmalarin misterileri bilgilendirmek, onlar1 kazanmak
ve vadeli mevduat hesabi agtirtabilmek i¢in kullanilan etkin bir yoldur. Bu sayede miisteri sahip
olabilecegi firsatlardan haberdar olur ve ekonomik anlamda daha profesyonel ve kazangl bir
hizmet almak isteyebilir. Ancak aranacak her miisteri profilindeki kisi i¢in ayn1 kampanya ve
firsatlar ilgi ¢ekici olmayabiliyor. Bu yiizden hedef miisteri profilini belirleyebilmek g¢ok
onemlidir. Bizim de kullandigimiz makine 6grenmesi teknikleri bu amaca hizmet etmek icin

kullanilmustir.
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3.1. Materyal

Yapilan ¢alismada c¢ok fazla veri setinin bulundugu Kaggle platformundaki “Bank Marketing
Campaign” veri seti kullanilmis (Bank Marketing Campaign | Kaggle, n.d.) ve model egitimi bu
veri seti i¢indeki misteri bilgileri ile yapilmistir. Bu veri kiimesinde 45211 veri bulunmakla
birlikte bu verilerin 16 farkli parametresi ve iki siniflt bir ¢iktis1 bulunmaktadir. Veri setinin
%80’1 model egitimi, %20’si test i¢in kullanilmistir. Sekil 1°de kullanilan veri setinden 6rnek
olarak birkag veri gosterilmektedir.

age job marital education default balance housing loan contact day month duration campaign pdays previous poutcome y
0 58 management marmied tertiary no 2143 yes no unknown 5  may 261 1 -1 0 unknown no
1 44 technician single secondary no 29 yes no unknown 5  may 151 1 -1 0 unknown no
2 33 entrepreneur married secondary no 2 yes yes unknown 5  may 76 1 - 0 unknown no
3 47 blue-collar married  unknown no 1506 yes no unknown 5  may 92 1 -1 0 unknown no
4 3 unknown  single  unknown no 1 no no unknown 5  may 198 1 -1 0 unknown no

Sekil 1. Veri seti 0rnegi.
Figure 1. Examples from the dataset.

3.2. Metot
3.2.1. Veri Artirma Yontemleri

Giliniimiizdeki her veri seti homojen olarak olusturulamamis ve bunun sonucunda da dengesiz
veri setleri ortaya ¢ikmistir (Sundarkumar et al., 2015; X. Wu & Liu, 2022). Ancak bu durum o veri
setlerinin kullanilamayacagi anlamina gelmemektedir. Bu problem igin veri artirma ya da veri
azaltma metotlar1 bulunmaktadir. Ancak bunlarin arasinda en etkili olanlarindan biri “SMOTE-
Tomek” metodudur.

SMOTE-Tomek Veri Artirma Metodu

Veri artirmanin da veri azaltmanin da amaci veri setini dengelemektir. Ancak veri azaltilarak
veri seti dengelenirse model egitiminde ¢ok bilylik dneme sahip verilerin de kullanilmama
ihtimali de vardir. Ayn1 zamanda ¢ok fazla veri artirmanin yapilmasi da ¢ok fazla tekrarlanan
veri olacagindan modelin 6grenme degil de asir1 sekilde ezberlemesine neden olur. SMOTE-
Tomek veri dengeleme yontemi ise her iki tekniginde pozitif yonlerini alan hibrit bir modeldir.
SMOTE-Tomek teknigi, imbalanced learn kiitiiphanesi kullanilarak uygulanabilen ve SMOTE
veri artirma metodu ile Tomek veri azaltma metodu hibritleyen bir tekniktir. Bu teknigin
caligma sekli, 6rnegin dengesiz bir D veri kiimesinde birgok yeni veri olusturabilmek igin
SMOTE metodu ile D’ artirilmis kiimesi olusturulur. Daha sonrasinda, TomekLink metodu ile
D’ veri kiimesindeki veri giftleri kaldirilir (Wang et al., 2019.
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3.2.2. Siiflandirma Algoritmalar:

Makine 6grenmesi ¢ok fazla problem ig¢in kullanilmaya baglayinca bir¢ok algoritma ortaya
¢ikmis ve siirekli gelismistir. Bunun sonucunda ise birgok gelismis algoritma modelleri ortaya
¢ikmistir. Bunlardan bazilari DT, RF, NB, XGBoost, Bagging ve Boosting modelleridir.
modelleridir.

Karar Agact (Decision Tree - DT)

DT, Sekil 2°de de goriildiigii gibi her farkli ihtimalin olabilecegi durumda sayisal degeri olan
bir ozelligin spesifik bir esik degerine gore nasil bir yol izleyecegini bir dizi karar
mekanizmalarini efektif ve uyumlu bir sekilde birlestiren ardisik bir modeldir. Caligma
prensibinden kaynakli olarak gruplama amaciyla kullanilir. Bir agacin genelden 6zele dogru
ilerleyen bolgelerinde oldugu gibi diigltimler ve dallardan olusur. Her diigiim, siniflandirilacak
bir kategorideki 6zellikleri temsil eder ve her alt kiime, diiglim tarafindan alinabilecek bir degeri
tamimlar (Charbuty et al., 2021). Yiiksek hassasiyeti sebebiyle bir¢ok uygulama alani
mevcuttur.

Rastgele Orman (Random Forest — RF)

RF, denetimli 6grenme teknigine ait popiiler bir makine 6grenimi algoritmasidir. Makine
ogreniminde hem siiflandirma hem de regresyon problemleri i¢in kullanilabilir. Komplike bir
problemi sonuca kavusturmak ve modelin performansini yiikseltmek icin birden fazla
siiflandiriciyt birlestirme siireci olan topluluk 6grenmesi kavramina dayanir. Rastgele orman
siiflandiricisi, egitim setinin rastgele segilen bir alt kiimesinden Sekil 3’te de goriildiigii gibi
birden fazla karar agaci (DT) olusturur ve daha sonra farkli karar agaglarindan gelen oylari
toplayarak oylamanin sonucuna gore finalde bir karar verir.

'
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Yaprak Diigimi Yaprak Dugumi

Sekil 2. DT sematigi (Charbuty et al., 2021).
Figure 2. DT schematic.
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Sekil 3. RF semas1 (Chen et al., n.d.).
Figure 3. RF schematic.

Naive Bayes (NB)

Bayes teoremi siniflandirma amaciyla kullanilir ve siniflandirmanin tahmin edici tarafindan
bagimsiz bir sekilde islem yaptig1 varsayilir. Yani bir siniftaki belirli bir 6zelligin NB
siiflandiricisinin diger tiim 6zelliklerden bagimsiz oldugunu varsayarak islem yapar. NB
modeli, ¢ok biiylik veri kiimeleri olusturabilme ve veri seti hakkinda daha iyi bir analiz
yapilabilmesi i¢in kullanilir. Ayn1 zamanda ¢ok basit ve 6zel bir modeldir. Basit bir ¢alisma
prensibi olmasindan dolay1 komplike problemlerde bile yiiksek performans gostermektedir
(Jackins et al., 2021). Bayes teoremi matematiksel olarak asagidaki denklemle ifade edilir:

, (E) P %)@

y P(y) M

Burada a ve y birer olaydir ve y # 0’dir. Kisacasi burada y olayinin dogru olmasi durumunda a
olayinin olma olasilig1 bulunmaya c¢alisiimaktadir.

XGBoost

XGBoost, topluluk agacglarima dayali bir denetimli 6grenme algoritmasidir. Bir kayip
fonksiyonu (d) ve bir diizenleme teriminden (f) olusan bir maliyet amag¢ fonksiyonunu
optimize etmeyi amaglar:

n K
2O) = D AL+ ) B @)
i=1 k=1

Burada, ¥, tahmin degeri, n egitim setindeki 6rnek sayisi, K olusturulacak agag sayisi ve fj
topluluk agaglarindan bir agactir. Diizenlilik terimi su sekilde tanimlanir:
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T T
1
B(fy) = yT + 2 aZ |cj| + AZCf‘ 3)
]= ]=

Burada y minimum boéliinme kaybi azaltimi, A agirlik {izerinde bir diizenleme terimi ve ¢ her
bir yaprakla iligkili agirliktir. T ise yaprak sayisidir (Cherif et al., n.d.).

Torbalama (Bagging)

Boosting’in temel ¢alisma prensibi, her veri 6rnegine ayni baslangi¢ katsayisini1 vermek ve daha
sonra ki yinelemelerde modelin o 6rnegi dogru tahmin edip etmemesine bakilarak devamli bir
sekilde katsayilar1 ayarlamaktir. Gelecekteki yinelemelerde yanlis tahmin edilen egitim
orneklerinin 6nemini artirarak onceki yinelemelerin hatalarindan 6grenir. Ancak Bagging’de
ise temel 6grenicilerini birbirinden bagimsiz olarak egitir ve modelin tahminlerinde ¢esitliligi
tesvik etmek igin veri dontisiimlerini kullanirlar (Gonzalez et al., 2020). Bagging, tahmin
modellerinin kararliligin1 ve dogrulugunu artirmak i¢in kullanilan bir topluluk 6grenme
teknigidir. Asagidaki adimlar igerir:

e Ornekleme: Orijinal veri kiimesinden rastgele drnekleme yapilarak birden fazla egitim
veri kiimesi olusturulur.

e Model Egitimi: Her bir veri 6rnegi, genellikle zayif siniflandirict veya temel model
olarak adlandirilan bireysel bir modeli egitmek i¢in kullanilir.

e Model Bagimsizligi: Bireysel modeller, bagimsizliklarini saglamak i¢in farkl
rastgelelestirme teknikleri kullanilarak bagimsiz olarak egitilir.

e Paralel Egitim: Bireysel modeller birbirlerine bagli olmadiklar1 i¢in paralel olarak
egitilirler.

e Tahmin Birlestirme: Bireysel modellerin tahminleri, ¢ogunluk oylamasi veya ortalama
alma gibi toplama yontemleri kullanilarak birlestirilir.

e Nihai Tahmin: Toplanan tahminler, torbalama topluluk modelinin nihai ¢iktisin
olusturur.

3.2.3. Model Optimizasyonu i¢in Hiperparametreleri Fine-Tuning Etme Yéntemleri

Bir makine 6grenimi modeli, faydali bilgileri ortaya ¢ikarmak ve tahminler olusturabilmek igin
kullanilir. Ayni zamanda verilerden O6grenilmesi gereken bir dizi parametreye sahip olan
matematiksel bir model olarak tanimlanir. Makine 6grenimi modellerinde iki farkli tiirde
parametre bulunmaktadir. Ik parametre cesidi model parametreleridir. Bu parametreler,
olusturulan model tarafindan egitim sirasinda kullanilacak verilerden tahmin edilen
parametrelerdir. Ikinci parametre ¢esidi ise model hiperparametreleridir. Model
hiperparametreleri, modelin normal egitim siirecinde dogrudan 6grenilen parametreler
degillerdir ve tahmin edilemezler. Model, egitime baslamadan once belirlenir, sabitlenir ve
sonrasinda da model egitimine baslanilir. Bu parametreler model parametrelerini tahmin etmek
icin kullanilirlar ve model performansinda hayati 6neme sahiptirler (Bakir et al., 2023; BAKIR et
al., 2023; Bakir & Bakir, 2023; Bakir & Elmabruk, 2023; Bayirbag & Bakir, 2023; Demircioglu et al.,
2023; Demircioglu & Bakir, 2023; Dogan & BAKIR, 2023; DURAN et al., 2023; SUNGUR & BAKIR,
2023). Bu yiizden hiperparametreleri ayarlamak icin birden fazla Python kiitiiphanesi ve yontem
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bulunmaktadir. Bunlardan bazilart Grid Search, Random Search ve Bayesian
hiperparametreleri ayarlama algoritmalaridir.

Izgara Arama (Grid Search)

Grid Search, en temel hiperparametre ayarlama yontemidir. Egitilecek modelin
hiperparametrelerinden, istenilen parameterlere ve degerlere gore olusabilecek tim
kombinasyonlar denenerek modelin en iyi performans verecegi hiperparametreleri bulunur. En
biiyiik dezavantaji birgok kombinasyon olusacagi icin modelde en iyi performans gosteren
hiperparametreleri bulmak uzun zaman alabilir.

Rastgele Arama (Random Search)

Random Search, Grid Search’e benzerdir ancak aralarindaki fark Random Search’te biitiin
kombinasyonlarin denenmesi yerine adindan da anlasilacagi gibi rastgele secilen bir alt
kiimedeki kombinasyonlar denenerek bu sonuglarin arasindaki en iyi sonucu veren
hiperparametreler bulunur. Rastgele secilen alt kiime ne kadar kiigiikse islem o kadar hizli ancak
daha az dogru olur. Alt kiime ne kadar biiylik olursa islem o kadar yavas ancak daha dogru olur.

Bayes Aramasi (Bayesian Search)

Bayesian optimizasyon algoritmast Grid Search ve Random Search algoritmalarinin aksine,
hiperparametrelerden Bayesian teoremi yaklasimina gore olasiliksal bir model olusturur. Bu
model yapilan ge¢cmis degerlendirme sonuglarini takip eder. Bu ylizden bir sonra ki parametre
setini rastgele se¢mek yerine, o zamana kadar en yiiksek sonucu veren nokta neresi ise 0
noktaya yakin noktalarda deneme yapar. Yani ge¢misteki yapilan degerlendirmelere gore bir
daha ki potansiyel maksimum performans verecek noktay1 bulmaya calisir. Bu da hem siire hem
de dogruluk agisindan ¢ok efektif bir metottur (J. Wu et al.,2019).

4. Deneysel Calismalar

Bu boliimde deneysel calismalar yapilirken uygulanan teknik ve metotlarin nasil kullanildigt
ayrintili bir sekilde agiklanmis ve kullanildiktan sonra ¢ikan sonuglar gosterilmistir. Sekil 4’te
de deneysel ¢aligmalar boyunca yapilan islemler temel basliklar halinde gosterilmistir.
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Sekil 4. Calismada Yapilanlar1 Ozetleyen Akis Diyagrami.
Figure 4. Flow Chart Summarizing the conducted study.

4.1 Veri Temizleme ve Diizenleme

Calismada oncelikle modellerin diizgiin ve daha iyi bir sekilde c¢alisabilmesi i¢in veri seti
diizenlenmistir. Ilk olarak veri setindeki eksik ya da bos verilerin var olup olmadigina
bakilmistir ancak herhangi bir eksik ya da bos bir veri bulunmamistir. Sonrasinda tekrarlanan
verilerin olup olmadig1 kontrol edilmis ancak tekrar edilen veri de bulunamamistir. Bu kontrol
de gerceklestirildikten sonra veri setindeki 6zelliklerin “object” veri tipinde olanlar1 tespit
edilmis ve bunlar “int” veri tipine doniistiiriilmiistiir. Bununla birlikte veri setindeki biitiin
degerler normalize edilmistir.

4.2 Veri Artirma

Baslangigtaki veri seti 45211 veriden olusmaktadir ve bu verilerin iki sinifli bir sonug ¢iktisi
bulunmaktadir. Ancak veri setine bakildiginda bu ¢iktilarin sayis1 dengesizdir. Sekil 6’nin sol
tarafta gortildiigii gibi bir sinif 39922 tane veriden olusurken diger simif ise 5289 tane veriden
olusmaktadir.

Veri setinin dengesiz olmas1 kullanilacak modellerin saglikli ve dogru bir sekilde
egitilememesine sebep olmaktadir. Bu ylizden veri setinin belirli yontemlerle dengelenmesi
gerekir. Bu calismada “SMOTE-Tomek” metotu kullanilarak veri dengeleme islemi
gergceklesmistir. Bunun sonucunda ise veri setimiz 78934 tane veriden olusan bir veri seti haline
gelmistir. Sekil 5°in sag tarafinda goriildiigl gibi yarisi birinci sinifi, diger yarisi ise ikinci sinifi
olusturacak sekilde dagilmis ve veri seti dengeli bir hale getirilmistir. Grafiklerin x ekseni
verilerin hangi sinifa ait oldugunu gosterirken y ekseni ise belirli siniflardaki veri sayisini
gostermektedir.
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Sekil 5. Veri dengeleme isleminde 6nceki ve sonraki veri seti dagilima.
Figure 5. Distribution of the data set before and after the data balancing process.

4.3. Model Egitiminde Kullamlan Algoritmalar ve Karsilastirmalari
4.3.1. Degerlendirme metrikleri

Makine 6grenmesi teknikleri kullanilarak bir model olusturuldugunda bunu bazi metriklere
gore degerlendirmek, ¢alismanin 6nemli bir pargasidir. Bu metriklerin bazilari 6nerdigimiz
modellerin performansini incelerken ¢alismamizda kullanilmistir ve asagida da ne anlama
geldigi agiklanmistir.

Siniflandirma Dogrulugu (Accuracy — Acc)

Genellikle bir modelin performansini degerlendirmek i¢in siniflandirma dogrulugu kullanilir
ancak model hakkinda detayl bilgi edinmek istenilirse diger metriklerin sonuglarina da
bakilmasi gereklidir. Bir modelin siniflandirma dogrulugunun bulunabilmesi i¢in, o modelin
dogru tahmin sayisinin toplam tahmin sayisina boliinmesi yeterlidir.

Dogru Tahmin Sayist
Acc

- Toplam Tahmin Sayist

Karmasiklik Matrisi (Confusion Matrix)

Karmagiklik matrisi, ¢ikti olarak modelin performans: ile aldkali net bir bilgi sahibi
olunabilecek verileri iginde bulunduran bir matristir.

Tablo 2. Karmasiklik matrisi.
Table 2. Confusion Matrix.
Tahmin Tahmin Edilen

Edilen Pozitif Negatif
Gercek Dogru Yanlis Negatif
Pozitif Pozitif (DP)  (YN)
Gergek Yanlis Dogru Negatif

Negatif Pozitif (YP) (DN)

Tablo 2’de de goriildiigii gibi 4 tane dnemli terim bulunmaktadir:

e Dogru Pozitif (DP): Veri setinin pozitif sinifinda olan bir verinin egitilen model
tarafindan da pozitif olarak tahmin edildigi durumdur.
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e Yanhs Pozitif (YP): Veri setinin negatif sinifinda olan bir verinin egitilen model
tarafindan da pozitif olarak tahmin edildigi durumdur.

e Dogru Negatif (DN): Veri setinin negatif sinifinda olan bir verinin egitilen model
tarafindan da negatif olarak tahmin edildigi durumdur.

e Yanhs Negatif (YN): Veri setinin negatif sinifinda olan bir verinin egitilen model
tarafindan da pozitif olarak tahmin edildigi durumdur.

Bu tanimlardan yola ¢ikarak karmagiklik matrisinin kdsegeni iizerindeki sayilar ne kadar
biiyiikse model o kadar basarilidir ¢ikariminin yapilmasi dogru olur.

Esri Altindaki Alan (Area Under Curve — AUC)

AUC bir modelin degerlendirilmesinde en c¢ok kullanilan metriklerden birtanesidir.
Genellikle ikili siniflandirma yapilan modellerin degerlendirilmesinde kullanilir. AUC,
modelin siniflar1 ne kadar basarili ayirt edebildigini anlatir. x ekseni gergek pozitif orani
(hassasiyet), y ekseni ise yanlis pozitif oranini temsil eder. ROC egrisinin altindaki alan ne
kadar biiylirse, modelin siniflar arasindaki ayirt etme performansi da o kadar artmaktadar.

. DP
Hassasiyet = YN T DP
. Yp
Yanlis Pozitif Oranm = DN TP

Kesinlik (Precision)

Kesinlik, model tarafindan dogru pozitif sayisinin toplam tahmin edilen pozitif sayisina
boliimii ile bulunur.

DP

Kesinlik = ————
eSS = hp +vp

Duyarlilik (Recall)

Duyarlilik, sadece dogru pozitiflerin tim dogrulara béliimiiyle bulunur.

DP

D = —
uyarlilik DP + DN

F1 Puani (F1-Score)

F1 puani, kesinlik ve hatirlama arasindaki dengeyi bulmaya calisir. Bu yiizden de
hesaplanirken ikisi arasindaki harmonik ortalama alinir. Ayrica F1 puani 0 ile 1 araligindadir
ve ne kadar biiyiikse model o kadar basarilidir.

kesinlik * duyarlilik

F1P =2
uant i kesinlik + duyarlilik

4.3.2 Arastirma Bulgular:
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Veri seti, temizleme, diizenleme ve dengeleme evrelerinden gectikten sonra artik model
egitimi i¢in hazir hale getirilmis ve ¢esitli algoritmalarla islenmistir. Problemin ¢6zlimii i¢in
en iyi dogruluk oranini ve ¢oziimii verecek olan modeli bulmak i¢in DT, RF, NB, XGBoost
ve Bagging algoritmalar1 kullanilmistir. Yapilan deneyler sonucunda farkli dogruluk oranlari
ve degerler ortaya ¢ikmistir. Tablo 1°de de goriildiigii gibi ¢ikan sonuglarda bu problem igin

en iyi sonug¢ veren modeller RF ile XGBoost modelleri olmustur.

En iyi sonug veren modelleri daha iyi analiz etmek gerekmektedir. Bunun i¢in modellerin
karmagiklik matrisine ve ROC grafigine bakmak gerekir. Asagida en iyi sonuglar1 veren iki
modelin karmasiklik matrisi ve ROC grafigi verilmistir.

Tablo 3. Model Karsilastirma metriklerinin degerleri.

Table 3. The performance of testing models.

DT %90,5 %89,8
RF %94,6 %092,3
NB %75,9 %78,2
XGBoost %095,1 %94,8
Bagging %92,7 %92,1

Sekil 6 ve Sekil 7°ye baktigimizda 0 numarali sinif banka teklifini kabul etmeyen miisterilerin
bulundugu smiftken 1 numarali sinif ise banka teklifini kabul eden miisterilerin bulundugu
siniftir. XGBoost modelinin 1 numarali siifi, Random Forest modelinin ise 0 numarali sinifi
daha basarili bir sekilde siniflandirdigr goriilmektedir. Ancak toplam dogru smiflandirmaya

bakildiginda XGBoost modeli biraz daha yiiksektir.
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Sekil 6. Random Forest modelinin a) karmasiklik matrisi b) ROC grafigi.
Figure 6. Random Forest model ’s a) complexity matrix b) ROC curve.
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Sekil 7. XGBoost modelinin a) karmagiklik matrisi b) ROC grafigi.
Figure 7. (a) Confusion matrix b) ROC curve of XGBoost model.

4.4 Hiperparametreleri Ayarlama

(Calismada biitlin algoritmalarin hiperparametreleri default olarak egitime sokulmustur. Ancak
bu parametreler degistirilerek egitimden alinacak sonuglar negatif ya da pozitif yonde
etkilemektedir. Bu yiizden ¢alismada farkli hiperparametre ayarlama metotlari en iyi sonug elde
eden iki model tizerinde denenmis ve farkli sonuglar alinmistir. Kullanilan metotlar, Grid
Search, Random Search ve Bayesian Optimization teknikleri kullanilmistir. Bu tekniklerle
ayarlama yapilan parametreler, bu parametrelere verilen degerler ve en iyi sonucu veren
parametreler Tablo 4’de gosterilmektedir. Tablo 4’de gosterilen degerler sonucuna gore RF ve
XGBoost algoritmalar: tekrar egitip test edilmistir. Hyperparametre ayarlama islemden sonra
alman dogruluk oranlar1 Tablo 5’te gdsterilmektedir.

Tablo 4. Hiperparametre ayarlamasi yapildiginda en iyi alinan sonuglar.
Table 4. Best results after conducting hyperparameter tuning.

Model Kullanilan Optimizasyon Ayarlama Yapilan En Iyi Sonucu Veren Degerler
Teknikleri Parametreler ve Kullanilan
Degerler
RF Random Search min_samples_leaf: 1,2, 3, 4,5 | n_estimators: 100,
min_samples_split: 3,
min_samples_split: 2, 3,4, 5 min_samples leaf: 1
Grid Search n_estimators: 140,
n_estimators: 80, 100, | min_samples_split: 2,
120,140,160 min_samples_leaf: 1
Bayesian n_estimators: 200,
min_samples_split: 2,
min_samples leaf: 1
XGBoost Random Search max_depth: 3,4, 5,7 subsample: 0.8
scale_pos_weight: 5
booster: gbtree, gblinear reg_lambda: 10
reg_alpha: 0.5
reg_alpha: 0, 0.5, 1 max_depth: 5

learning_rate: 0.1
base_score: 0.2, 0.5, 1 gamma: 0
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colsample_bytree: 0.5
learning_rate: 0.1, 0.01, 0.05 booster: gbtree
base score: 0.2

Grid Search gamma: 0, 0.25, 1 subsample: 0.8
scale_pos_weight: 1
reg_lambda: 0, 1, 10 reg_lambda: 0
reg_alpha: 0
scale_pos_weight: 1, 3, 5 max_depth: 7
learning_rate: 0.1
subsample: 0.8 gamma: 0
colsample_bytree: 0.5
colsample_bytree: 0.5 booster: gbtree

base score: 0.2

Bayesian subsample: 0.8
scale_pos_weight: 1
reg_lambda: 0
reg_alpha: 0
max_depth: 7
learning_rate: 0.1
gamma: 0
colsample_bytree: 0.5
booster: gbtree

base score: 0.5

Tablo 5. Hiperparametre ayarlama teknikleri kullanildiginda modelden alinan dogruluk degerleri.
Table 5. Accuracy values taken from the model aftere using hyperparameter tuning techniques.

RF Test Score %94,6 %94,7 %95
XGBoost Test Score %88,6 %93,4 %94
5. Tartisma

Bu boliimde deneysel calismalardan elde edilen sonuglara iliskin tablo {izerinde tartigmasi
yapilmistir. Tabloda da goriildiigii gibi bu veri seti ve problem {izerinde yapilan ¢alismalarda
daha Once hiperparametre optimizasyonu yapilarak performansta iyilestirme c¢aligsmasi
yapilmamistir. Ayrica SMOTE-Tomek yontemi ile dengesiz olan veriyi dengeli hale getirilerek
model egitimi yapilmamistir. Bu ¢aligmada ise bu yontemler kullanilarak literatiirdeki diger
calismalardan daha iyi bir performans gosterilmistir. Sadece Tekouabou ve arkadaslart
(Stéphane et al., 2019) bu ¢alismadaki sonuglardan daha iyi sonuglar almislardir. Ancak onlarda
her bir ozellik tiirlinii ayr1 ayr1 6n isleme tabi tuttuklar1 yeni bir modelleme yaklagimi
olusturduklart i¢in silire¢ ¢ok uzamaktadir. Ayrica sunu belirtmekte fayda vardir ki,
gergeklestirilen ¢aligmalarda hiperparametre optimizasyonu her model igin pozitif yonde etki
saglayamamistir. Ornegin yapilan hiperparametre optimizasyonu islemi RF i¢in pozitif bir etki
olustururken XGBoost modeli i¢in negatif bir etki olusturmustur. Bu yiizden bu ¢aligmadaki
performans optimizasyon yontemleri gelecekte daha ayrintili deneyler yapilarak modeller
tizerindeki etkisi incelenirse daha performanslt sonuglarin ortaya ¢ikacagini gostermektedir.
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Tablo 6. Onerilen modellerin literatiirlerle kiyaslanmasi.
Table 6. Comparison of the proposed models with the literature.
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Calisma Kullanilan H.P. Tuning Sonuclar
Metot

Alexandra ve arkadaslari RF - 0091,13
(Alexandra et al.,2021)
Gupta ve arkadaslar1 (Gupta, | GNB, RF - ~0091
Raghav, et al.,2021) ve GBM
Borugadda ve arkadaslan LR - %92,48
(Borugadda et al., n.d.)
Tekouabou ve arkadaslar DT - %100
(Stéphane et al., 2019)
Hung ve arkadaglar1 (Hung et RF - %86
al., 2019)
Hou ve arkadaslar1 (Hou et al., RF - %091,89
2022)
Ghosh ve arkadaslar1 (Ghosh DT - %92,48
et al., 2018)
Frempong ve arkadaslar RF - 9086,80
(Asare-Frempong et al., 2017)
Ghatasheh ve arkadaslar RF - 0089,98
(Ghatasheh et al., 2020)
Abu-Srhan ve arkadaslari RF - %88,8
(Abu-Srhan, et al., 2019)
Onerilen Model-RF RF - 9094,6
Onerilen Model-XGBoost XGBoost - %95,1
Onerilen Model-RF RF Bayesian %95
Onerilen Model-XGBoost XGBoost Bayesian %94

6. Sonuc¢

Calismada, ilk 6nce problem tanimi1 yapilmis daha sonrasinda bu problemin ¢oziimiine yonelik
makine 6grenme tekniklerinin faydali olacagi diisiiniilmiistiir. Bunun i¢in 6ncelikle ¢oziime
uygun bir veri seti bulunmus ve model egitimi i¢in {lizerinde ¢esitli islemler uygulanmistir.
Sonrasinda probleme en uygun algoritmanin hangisi olacagin1 6grenmek i¢in en iyi bilinen
algoritmalar iglenmis veri ile test edilmistir. Ortaya ¢ikan sonuglarda en iyi sonucu veren
modeller %95,1 ile XGBoost modeli ve %94,6 ile RF modeli olmustur. Son olarak daha iyi bir
dogruluk orani alabilmek icin hiperparametre ayarlamasi yapilmistir. Ancak bu islem XGBoost
algoritmasinda negatif bir etkiye sebep olmus, Random Forest algoritmasinda ise ¢ok diisiik bir
iyilestirmeye sebep olmustur.

Gelecek ¢aligmalarda modellerin hiperparametreleri daha ayrintili sekilde taranip daha fazla
test yapilabilir. Bunun sonucunda ise modelin dogruluk oraninin yiikselecegi ve probleme daha
iyi ¢0ziim getirilecegi diisiiniilmektedir. Bu yiizden derin 6grenme teknikleri de kullanilacaktir.
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