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Xception Derin Ogrenme Modeli ve Gabor Filtreleri ile CDOOE-DVM Algoritmasi Kullamilarak Mikro ifadelerin Taninmasi

Mehmet Zahit UZUNY", Erdal BASARANZ, Yiiksel CELIK3

One Cikanlar: OZET:
¢ Calismada hem

geleneksel hem de
veriye dayali
yontemler
kullanilmistir

» Modelde farneback ve
TV-L1 optik akig
teknikleri

Mikro ifade (MI), insanlarin riskli bir ortamda bir olaya kars: istemsiz ve kontrolsiiz duygusal tepkilerini
gizlemeye calstiklarinda ortaya ¢ikan sizintidir. Duyguyu yasayan kisi risk altinda bunu bastirmaya
calistig1 icin yiize yansimasi diisiik yogunlukta, belirli bir bolgede ve ¢ok kisa siirede gerceklesir. Ifade
istemsizce ortaya ¢iktig1 igin sahte degil tamamen dogal olmaktadir. Bu dogal ifadelerin dogru tespiti
sayesinde adli, klinik, egitim gibi birgok alanda etkili bir sekilde kullanilmasi saglanabilir. Bu ¢alismada
MI tanima hedefi icin olusturulan model yapisinda sirastyla 6nisleme, &znitelik ¢ikarma, 6znitelik segme
ve smiflandirma gorevleri kullanilmistir. Onerilen model yapisinda literatiirde en ¢ok kullanilan, kamuya
acik M1 veri setlerinden CASME-II kullanilmistir. On isleme asamasinda Optik Akis algoritmalarinda
karsilagtirilmistir .. . [ S
A kullanilmak {izere her bir video klipin goriintii dizisinden baslangi¢ (onset) ve tepe (apex) kareleri segilir.
« Casme-II veri seti o . . . et
. Bu iki kare kullamlarak Farneback, TV-L1 Dual ve TV-L1 e ait yatay ve dikey optik akig goriintiileri elde
iizerinde 0.9184 o . e et L L . :
edilmis, ardindan bu optik akis gériintiileri evrisimsel sinir agi (ESA) modeli olan Xception ve geleneksel
model olan Gabor modelleri kullanmilarak goriintiilere ait 6znitelikler elde edilmistir. Elde edilen bu
Ozniteliklere ait ayirt edici olanlart filtrelemek i¢in ¢apraz dogrulama ile dzyinelemeli 6zellik eleme
(CDOOE) 6znitelik segim algoritmas: kullanilmistir. Son olarak dogrusal destek vektor siniflandiricis

dogruluk elde
edilmistir

Anahtar Kelimeler:

< Mikro ifade (DyS), filtrelenmis MI 6zniteliklerini pozitif, negatif ve siirpriz olmak iizere {i¢ smifa ayrrmistir. Onerilen
. Optik akis MI model yapisindan elde edilen sonuglar 0.9248 dogruluk orani basarist gostermistir.

« Xception

+  Gabor

+ CDOOE

« DVM

Recognition of Microexpressions Using Xception Deep Learning Model and Gabor Filters with RFECV-SVM Algorithm

Highlights: ABSTRACT:

’ Szﬁitt)gzggl%rzlhzgg Micro Expression (ME) is the leakage that occurs when people try to mask their involuntary and

: uncontrolled emotional response to an event in a risky environment. Because the person experiencing the
were used in the study. . . . o . . . . fy .

emotion at risk tries to suppress it, its reflection on the face occurs in a low intensity, a specific region, and

» Farneback and TV-L1 > . h - A
a very short time. Since the expression emerges involuntarily, it is not fake but completely natural. Thanks
to the correct detection of these natural expressions, it can be used effectively in many fields such as
forensics, clinical, and education. This study used preprocessing, feature extraction, feature selection, and
classification tasks in the framework created for the ME recognition target. CASME-II, one of the
literature's most widely used publicly available ME datasets, was used in the proposed framework. In the
preprocessing stage, onset and apex Frames are taken from the image sequence of each video clip to be
used in optical flow algorithms. These two frames obtained horizontal and vertical optical flow images of
Farneback, TV-L1 Dual, and TV-L1. Then the features of these optical flow images were obtained using
the convolutional neural network (CNN) model Xception and the traditional Gabor model. Recursive
feature elimination with a cross-validation (RFECV) feature selection algorithm was used to filter the
distinctive ones of these features. Finally, the SVC Linear classifier divided the filtered ME features into

optical flow techniques
are compared in the
model.

« Anaccuracy of 0.9184
was obtained on the
Casme-1| dataset.

Keywords:
* Micro-expression
» optical flow

: nggtrlon three classes: positive, negative, and surprise. The results obtained from the proposed ME framework
. RFECV showed an accuracy rate of 0.9248.
« SVM
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GIRIS

Duygular beyindeki ilgili sinir sistemini uyararak, yiizdeki duygusal gosterimleri gegici ve irade
disinda otomatik olarak harekete gecirmektedir (Warren ve ark.,2009; Hurley ve ark.,2014). MI, kisilerin
gizlemeye calistigt bir duyguyu istemsizce kisa siireli olarak sizdirdigi yiiz hareketi olarak
tanmimlanmaktadir. Insanlar yetistigi ortamlardan dolay1, toplumsal, kiiltiirel ya da bireysel etkenlerden
dolay1 duygularini gizleme egiliminde olabilmektedirler. Bu mimikler istenmeyen durumlarda meydana
geldiginden, benzer sartlarin olusmasinin giic olmasindan dolay: taklit edilmesi ve lretilmesi zor
olmaktadir. Ayrica istemsiz meydana geldiginden kontrol edilemez ve ger¢ek duygular
yansitmaktadirlar. Ulastirma giivenligi, klinik, politik alanlarinda kullanildiginda avantaj saglayacak
olan MI” yi diger yiiz ifadelerinden ayiran temel 6zelliklerden biri de imiklerin siireleri gosterilmistir.
MI siirelerinde bir fikir birligi olmasa da bugiine kadar 6ne siiriilen siireler icerisinde maksimum,
saniyenin yarisindan daha az siirdiigii belirtilmistir (Yan ve ark., 2013). Baz1 kaynaklarda ise saniyenin
1/25-1/5'in araliginda gergeklestigi literatiiede arasinda elestirilmeden kabul edildigi belirtilmistir('Yan
ve ark., 2013; Fan ve ark., 2022) Arastirmalarda fark edilen bir diger husus ise M yiiziin hem alt hem
de iist kisminda ayni anda goriilmedikleridir (Porter ve ark., 2012). Yani Mi diger yiiz ifadeleri gibi tam
olarak degil yiiziin kismi bolgelerinde pargali bir sekilde olusmaktadir. Mi’lerin yiizdeki olusumlari
literatiirde belirtildigi gibi kisa siireli ve kismi oldugundan dolay1 insan goziiyle tespit edilmeleri zordur.
Yetenekli ve egitilmis uzmanlar tarafindan bile tespit edilme oranlart %45 ila %59 araliginda
degistiginden, bu da istenen hedefin oldukga altindadir (Hurley ve ark., 2014). Buna yash yetiskinlerin
geng yetiskinlere gore aldatici yiiz ifadelerini ¢ok daha zor tespit ettigi, yasa bagl farkliliklarin da 6nem
kazandig1 (Stanley ve Webster, 2019), diisiiniiliirse M tanima oldukca emek ve ¢aba isteyen bir gorev
haline gelmistir.

Video klip goriintiilerinde MI’ lerin meydana gelme aralig1 ii¢ ortak kare ile tanimlanmaktadir.
Mikro ifadenin basladigi an olarak belirtilen baslangi¢ karesi, ifadenin yiizde belirmesinin zirve yaptigi
ve en yogun goriildiigii tepe karesi ve ifadenin son buldugu kare olarak belirtilen bitis karesidir. Tiim Mi
video Kkare dizileri, ifadelerin siireglerinin ¢ok kisa olmasindan dolayi, bu ii¢ kare ile temsil
edilebilmektedir (Ben ve ark., 2021; Gan ve ark., 2022; Zhou ve ark., 2022). Bu ¢alismada da video
klibe ait tiim kare dizileri yerine, belirtilen bu ti¢ 6nemli kare kullanilarak 6nisleme ve 6znitelik ¢ikarma
stirecleri gerceklestirilmistir.

Kamuya agik dogal mikro ifade veri seti olarak en yaygin kullanilan veri setleri CASME I,
SAMM ve SMIC veri setleridir (Uzun ve ark., 2022). Modellerine STSNET adi verdikleri ¢alismalarinda
ornekleri ii¢ etikete ayirdiklart CASME-II veri seti ile 0.8382 agirliksiz F1, 0.8686 agiliksiz ortalama
duyarlilik degerleri elde etmislerdir (Liong ve ark., 2019). Off-ApexNet isimli bir diger ¢aligmada ise
ornekleri ii¢ etikete ayirdiklart SAMM, CASME-II ve SMIC veri setleri kendi iglerinde
degerlendirildiginde en yiiksek performanst CASME-II veri seti 0.8828 dogruluk, 0.8697 F1 dl¢iimiiyle
elde etmistir. Ug veri seti birlestirilerek elde ettikleri bilesik ii¢ etiketli veri setinde ise 0.746 dogruluk,
0.7104 F1 ol¢timii elde etmislerdir (Gan ve ark., 2019).

Literatiirde MI ile ilgili yapilan uygulamalarda kullanilan modellerin ortak islemleri sirasiyla
onisleme, dznitelik ¢ikarma, smiflandirma olarak ii¢ boliimden olusmaktadir. MI pagali olarak meydana
geldiginden, yiiziin alt ya da tist kisminin kii¢lik bir boliimiinde meydana gelmektedir. Bundan dolay1
bas hareketleri, aydinlatma ve golgelendirmelerden kaynakli tanima dogrulugunu etkileyecek negatif
faktdrler bulunmaktadir (Liong ve ark., 2019). Onisleme asamasinda ilk olarak piksel degisiminden
kiiciik hareket ve degisimleri yakalayabilen optik akis teknigi MI calismalarinda dznitelik ¢ikarma
asamasindan oOnce uygulanmaktadir. Yiiz ifadelerinin taninmasinda optik akis yontemleri
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karsilastirildiginda en iyi sonuglar1 yogunluk tabanli tekniklerden, Farneback ve TV-L1 elde etmistir
(Zhao ve Xu, 2020).

Oznitelik ¢ikarma asamasinda geleneksel ve veriye dayali makine oOgrenimi ydntemleri
kullanilmaktadir. Geleneksel yontemlerden en ¢ok kullanilan yerel ikili desen (Local Binary Pattern-
LBP) ve {i¢ ortogonal diizlemde yerel ikili desen (Local Binary Pattern on Three Orthogonal Plane-LBP-
TOP) (Sun ve ark., 2020; Adegun ve Vadapalli 2020) ve tiirevleri, yonlendirilmis gradyan histogrami
(Histogram of Oriented Gradient -HOG) (Ahadit ve Jatoth, 2022), Gabor (Lin ve ark., 2018) MI
goriintiilerine uygulanmigtir. Yerel ikili desen, 2B goriintiilerde piksellerin yerel komsulugundan
goriintiinlin doku 6zelligini ¢ikarirken, ii¢ ortogonal diizlemde yerel ikili desen video goriintiilerinin
yerel komsuluklarini uzamsal ve zamansal olarak hesaplamaktadir. Yonlendirilmis gradyan histogrami
ise gorintiilerin piksellere gradyanlarin biiyiikliik ve yon bilgisini iki boyutlu bir vektor seklinde
tanimlamaktadir. Bunu goriintiiyii kiigiik pencerelere boliip, sobel filtresi kullanarak yapmaktadir.

Makine 6grenmesinde, veriye dayali modeller kullanilarak yapilan 6znitelik ¢ikarma isleminde
derin 6grenme yontemleri uygulanmistir. Bu modeller yapilarinda evrisimsel ve havuzlama katmanlari
icermektedir. Evrisimsel katmani1 6znitelik haritalar1 ¢ikarirken, havuzlama katmani veri boyutlarmi
azaltmaktadir. Goriintiiler i¢in kullanilan 2B ESA modelleri 6nemli bilgileri igeren uzamsal 6znitelik
haritalarini ¢ikarip siniflandirmaktadir (Zhou ve ark., 2022; Tang ve ark., 2022). Video goriintiileri i¢in
kullanilan 3B ESA modelleri ise hem uzamsal boyutta hem de zamansal boyutta 6nemli bilgileri i¢eren
Oznitelik haritalarini ¢ikarip siniflandirmaktadir (Zhou ve ark., 2022; Cai ve ark., 2022). Bu modeller
ayrica binlerce 6rnege sahip veri tabanlari ile egitilip bu 6grenme durumunu hi¢ karsilasmadigi bagka
ogrenme ortamlaria aktarabilmektedirler. Ogrenmeyi aktarma yontemi, MI gibi 6rnek sayis1 az olan
veri setlerinde uygulandiginda da verimli sonuglar elde edilmistir (Zhou ve ark 2019; Xia ve ark., 2020).

Smiflandirma asamasinda, makine O6grenmesinde kullanimi ¢ok popiiler olan Destek Vektor
Makinesi (DVM) ve farkli ¢ekirdekleri 6znitelik haritalarinin siniflandirilmasinda kullanilmistir (Uzun
ve ark., 2022). Ayrica derin 6grenme modellerinin mimarisinde bulunan siniflandirma katmanlar1 da
Oznitelik haritalarii siniflandirmada kullanilmastir (Zhou ve ark., 2019; Xia ve ark., 2020). Baska bir
calismada Ug ortogonal diizlemin yerel ikili deseninden elde ettikleri ve ESA’dan elde ettikleri Mi
ozelliklerini birlestirerek softmax ve DVM siniflandiricilarinda egitmislerdir. Calismalarinda DVM’nin
dogrusal, polinom, radyal ve sigmoid gibi dort farkli ¢ekirdeginin kullanilmistir. DVM, CASME 11,
SMIC-NIR, CAS(ME)2 veri setleri icin softmax smiflandirma algoritmasindan %4 ila %7 oraninda
stlin oldugunu gozlemlemislerdir (Takalkar ve ark., 2020). Peng vd. CASME ve CASME I veri
setlerini kullandiklar1 ¢alismalarinda veri setlerindeki video kliplerinin farkli kare hizlarma adapte
olabilen biri 64fps digeri 128 fps iki akisli Cift Zamansal Olgekli Konvoliisyonel Sinir Ag1 (DTSCNN)
adi1 verdikleri 3B ESA modeli kullanmaktadir. Modelin yapisinda asir1 uydurmadan kaginmak igin s1§
bir ag yapisi tasarlanirken, simiflandirma kisminda dogrusal bir DVM’den yararlanmislardir(Peng ve
ark., 2017).

Onerilen ¢alismanin deneylerinde, kamuya agik en yaygin kullanilan CASME-11 spontane MI veri
seti kullanmilmistir. Ayrica Onerilen ¢alismada, geleneksel yontemler ve veriye dayali yontemler
kullanilarak performans 6l¢iimleri karsilagtirilmistir. Veriye dayali olarak derin 6grenme modellerinden
Xception ESA modeli, geleneksel yontem olarak gabor filtre bankalar1 uygulamalarda kullanilmustir.
Veri setindeki diisiik 6rneklemeden dolay1 veriye dayali Xception modelinde veri arttirma ve 6grenmeyi
aktarma teknikleri uygulanmistir. Gabor ve Xception modellerinden elde edilen 6znitelik haritalar1 daha
sonra makine 6grenmesinin fenomen siniflandiricist olan dogrusal destek vektor siniflandiricist (DVS)
ile siniflandirma islemleri gerceklestirilmistir.
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MATERYAL VE METOT

Onerilen modelin yapisi Onisleme, oznitelik ¢ikarma, oOznitelik se¢imi ve siniflandirma
asamalarindan olusmaktadir. Modelin yapist Sekil 1’de verilmistir.

- @ Negatif
Dogrusal SVM - @ Pozitif
Siniflandirma - Siirpriz

2 Capraz Dogrulama ile
R ‘ Xeception & Gabor - Ozyindemei Ozdllik
AHAEREE . Eleme (RFECV)

Ozellik Secme

On Isleme

Ozellik Cikarma

TepeKaresi

Sekil 1. Mi smiflandirma i¢in énerilen mimari yap1

Modelin 6nisleme asamasinda baslangi¢ kare ve tepe kare goriintiilerinden optik akis yontemi
uygulanarak hareket 6znitelikleri ¢ikarilmistir. Goriintiiler, optik akis yonteminin Farneback ve TV-L1
teknikleri uygulandiktan sonra dondiirme veri arttirma ydntemi uygulanarak veri setindeki ornekler
arttirilmistir. Arttirilmis veri setine veriye dayali model olan Xception ve geleneksel model olan Gabor
uygulanarak 6znitelik haritalar1 ¢ikartilmis ve iki model kendi aralarinda karsilastirilmistir. Xception
modelinde tam bagli katmanlardan hemen onceki katmandan 100352 6znitelik haritasi, Gabor yontemi
ile 50176 6znitelik haritas1 elde edilmistir. Ardindan kullanilan modelin, Mi tanimada en az 6znitelik
haritas1 ile maksimum performansi vermesini saglayacak olan CDOOE 6znitelik segim algoritmasi
kullanilmistir. Bu iki modelde de siniflandirict olarak dogrusal DVM algoritmasi uygulanmistir.
Onerilen ¢alismada kullanilan metotlarin detayli aciklamalar1 asagidaki boliimlerde verilmistir.

Veri Seti

Gilinimiizde halka agik veri seti olarak olusturulan CAME-II (Yan ve ark., 2014) veri setinde 26
katilimcidan elde edilen 247 adet Mi bulunmaktadir. MI &rnekleri spontan ve dinamiktir. Video kayitlar,
uygun aydinlatma kosullar1 altinda 200 fps kare hizina ve yaklasik 280x340 yiiz ¢oziintirliigline sahiptir.
Ifadeleri etiketlemede (Facial Action Coding Sytem) FACS kullanilmistir. Dogal MI iiretmenin
zorluklar1 ve laboratuvar kosullari, farkli kategorilerde esit olmayan 6rnek dagilimina sebep olmustur.

Yedi kategoriye ayrilmis Casme-I1 veri seti negatif, pozitif ve siirpriz olmak tizere {ig etikete sahip
veri seti olusturulmustur. Bu doéniistiirmede igrenme, korku, baski ve tiziintii kategorileri negatif sinif
altinda gruplandirilirken, mutluluk kategorisi pozitif sinif altinda, siirpriz kategorisi isim degistirmeden
ayni isimli smifta bulunmaktadir. Digerleri kategorisine ait drnekler bu ¢aligmada kullanilmamustir.
Boylece negatif sinifinda 94 adet 6rneklemeye, pozitif sinifinda 32 adet drneklemeye ve siirpriz sinifinda
28 adet drneklemeye sahip veri seti kullanilmistir. Cizelge 1°de 6nerilen ¢alismada kullanilan CASME-
IT veri setine ait 6zellikler gosterilmektedir.

Cizelge 1. Onerilen modelde kullanilan spontane MI veri taban1t CASME II” nin 6zellikleri

Katlime1  Ornek Negatif Pozitif ~ Siirpriz Kare hiz Coziiniirlik . Yz Etnik
(fps) coziiniirliigii
24 154 94 32 28 200 640*480 280*340 1

CASME-II veri setinde ornekler hem video klipi bigiminde hem de goriintii kareleri bigiminde
sunulmaktadir. Ayrica bu goriintii kareleri kullanicilar i¢in hem 6nigleme agamasindan gegirilmis hem
de baslangig, tepe ve bitis Karelerinin indeksleri verilmistir. Onisleme asamasinda yiiz bolgesi ASM
teknigi kullanilarak 68 nokta ile belirlenmis, LWM teknigi ile hizalanip kirpilmustir.
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On Isleme

Iki kare arasindaki piksel basina degisiminden hareket ve farkliliklar1 vektorel olarak tahmin eden
bir el yapimi yéntemidir (Liu ve ark., 2020). MI calismalarinda sik¢a kullanilan Farneback (Farnebick,
2003) ve TV-L1 yogunluk tabanli optik akis teknikleridir. Farneback teknigi, hesaplama agisindan daha
hizli, piramidal ayrigtirma kullanma, yiiz hareketlerinin analizinde daha az hata iiretme gibi avantajlari
bulunurken, TV-L1 ise goriintiilerin siireksizligini tahmin etme ve kenar 6zelliklerini koruma, L1
normunu kullanma gibi avantajlarindan dolay1 tercih edilmistir (Benjamin ve ark., 2019; Liu ve ark.,
2021).

Onerilen galismada baslangic ve tepe kareleri kullanilarak, bu iki kare arasindaki degisikliklerden
hareketi tahmin etmek i¢in Farneback ve TV-L1 optik akis teknikleri uygulanmis ve karsilagtirilmistir.
Elde edilen optik akig goriintiilerin bulunduklari kategoriler, veri setinden dolay1 esit degildir. DVM
siniflandirma, 6rneklemi fazla olan sinifin lehine 6l¢iim sonuglart verdiginden dolay1 (Li ve ark., 2020;
Bozkurt 2023), optik akis goriintiilerde veri arttirma teknigi uygulanarak, dengeli siniflarin olusturulmasi
hedeflenmektedir. Veri setinde 94 negatif, 32 pozitif ve 28 siirpriz 6rnekleme sayisi, veri arttirma teknigi
sonrast her biri 94 Orneklemeye sahip {ic sinif haline getirilmistir. Keras kiitliphanesinin
ImageDataGenarator sinifi, pozitif ve siirpriz siniflara uygulanarak 90°, 180°, 270° déndiirme islemi
sonunda siniflar esitlenmistir. Veri kaybina ve giiriiltiiye sebep olmamak i¢in diger teknikler tercih
edilmemistir.

Gabor Filtresi

Gabor filtreleri, goriintii islemede ve bilgisayar goriisiinde kullanilan kenar algilama, doku analizi,
Oznitelik vektorii ¢ikarma gibi gorevleri yapabilen dogrusal bir hesaplama yontemidir. Gabor
filtrelerinin ¢alisma prensibi, memelilerin gorsel sisteminde bulunan korteks hiicrelerinin fizyolojik
calismasina dayanmaktadir (Rose, 2006; Takalkar ve ark., 2018).

Gabor filtreleri bir goriintiideki kenar ve doku yapisindaki degisim noktalarini algilamakta, ilgili
filtreler bu uzamsal konumlarda ayirt edici 6zellige sahiptir. Gabor filtreleri nesne, yiiz ve yiiz ifadesi
tanima i¢in kullanilmaktadir (Lee ve Chen, 2009; Ou ve ark.,2010). Ayrica yiize ait dznitelik haritalar
¢ikarilirken yiiziin tamaminda ya da bir kisminda (Gao ve ark., 2017) kullanilabilir. Yiiz hareketlerini
siniflandirmada iyi performans veren gabor, aydinlatma ve dondiirmelere karsi dayanikli farkli frekans
ve yonlere sahip filtre bankalar1 kullanan piksel tabanli popiiler bir yontemdir (Lee ve Chen, 20009;
Takalkar ve ark., 2018). Belirli bir bant frekansin gegisine izin veren bir gabor filtresi bir siniis dalgasi
ve bir Gauss zarf fonksiyonunun birlesiminden olugsmaktadir. Denklem 1-3 arasinda Gabor filtresine ait
esitlik verilmektedir. (Jirik ve ark., 2011).

2 2 12
Gabor(x,y) = exp (— ;a,%) exp (— ;%) cos (211% + ), 1)
x" = (x —my) cosy — (y —my)siny, )
y' = (x — my) cosy — (y —m,)siny, 3)

Burada  parametresi bir faz kaymasini, y parametresi yonii, 0¢ ve g parametreleri alici alan,

m, Ve m,, gorintii koordinatlarinda gabor fonksiyonunun merkezini belirtir.

Xception

Google tarafindan 2017 tarihinde sunulan Extreme Inception (Chollet, 2017) anlamina gelen bu
ag, Inception modiilii yerine modifiye edilmis derinlemesine ayrisabilir evrisim katmanlarini temel alan
bir evrisim mimari modelidir. Modelin temel fikri uzamsal ve derinliksel olarak &znitelik haritalarimi

2343



Mehmet Zahit UZUN ve ark. 13(4), 2339-2352, 2023
Xception Derin Ogrenme Modeli ve Gabor Filtreleri ile CDOOE-DVM Algoritmasi Kullamlarak Mikro
ifadelerin Taninmasi

ayristirmak ve ek olarak artik (residual) baglantilarla 6znitelik haritalarini giliglendirmektir. Burada
ayrilabilir evrisim aglarinda 6nce derinlemesine evrisim yapilip daha sonra noktasal evrisim yapilirken,
Xception modelinin kullandig1 degistirilmis derinlemesine ayrilabilir evrisim aginda ise tersi
kullanilmaktadir.

Capraz Dogrulama ile Ozyinelemeli Ozellik Eleme (CDOOE)

Onerilen calismada dzyinelemeli 6zellik eleme (OOE) algoritmasinin bir giincellenmis versiyonu
olan capraz dogrulama ile ozyinelemeli 6zellik eleme Oznitelik se¢im algoritmasi kullanilmistir.
CDOOE, oznitelik haritalarmin siiflandirmadaki  6nemlerine gore otomatik ¢apraz dogrulama
kullanarak siralamaktadir. Ardindan algoritma siralanmis  Oznitelik haritalar1 igerisinde MI
simiflandirmasinda en alakasiz Oznitelikleri birer birer kaldirmaktadir. Bu algoritma adindan da
anlagilacagi lizere 6znitelik haritalarinin siralarken 6zyinelemeli bir prosediir kullanip siniflandirmada
en yiliksek puant verecek minimum sayidaki Oznitelik leri belirleyip se¢mektedir. Bdylece
siniflandirmanin performansini artmasina yardimei olmaktadir (Wang ve ark., 2019; Mustagim ve ark.,
2021).

Destek Vektor Makinesi (DVM)

DVM basta ikili siniflandirmada kullanilmak tizere Cortes ve Vapnik (Cortes ve Vapnik, 1995)
tarafindan 1995 yilinda tasarlanmistir. Zamanla uygulamalarda gelistirilerek ikiden fazla siniflandirma
kabiliyeti elde etmistir. DVM, smiflandirma problemlerinde veri setini en iyi ayiwran fonksiyonu
O0grenme, regresyon problemlerinde fonksiyon kestirimi yapabilen bir denetimli 6grenme algoritmasidir
(UKil, 2007). Goriintii ve konusma isleme, zaman serisi tahmini, veri madenciligi, gii¢ sistemleri gibi
uygulama alanlarda kullanilmaktadr.

DVM c¢ekirdek hilesi ile verileri daha yiiksek boyutlu bir uzaya tasiyarak dogrusal olmayan
smiflandirma becerisi kazanmaktadir. Boylelikle ilk olarak literatiire dogrusal siniflandirici olarak giren
DVM algoritmasi zamanla dogrusal olmayan smiflandirma goérevlerinde de kullanilmaktadir. Ayrica
destek vektor regresyonu (DVR), regresyon analizlerinde kullanilabilen DVM versiyonu olarak
sunulmustur (Ukil, 2007).

DVM algoritmasinin kolay uygulanabilirligi, n boyut 6zellik uzayina sahip problemler i¢in uygun
yontemlerden biri olmasindan dolay1 6nerilen model i¢in kullanilmistir (Karcioglu ve Aydin, 2019).

Performans Ol¢iimleri

Veri setinde bulunan smiflara ait 6rnekleme sayilarinin bazi siniflarda dominant oldugu
durumlarda modelin performansinin 6l¢iimiinde sadece dogruluk degerine bagvurmak degerlendirmede
Onyargiya sebep olacaktir. Modelin veri seti iizerindeki performansini daha etkili degerlendirebilmek
icin bagka olglimlere de bagvurulmaktadir (Basaran ve ark., 2020; Tonkal ve ark., 2021). Dogruluk
degeri sadece yapilan tahminlerin kag¢inin dogru oldugunu verdiginden dolayr karmagsiklik matrisi
modelin performansini analiz etmede dogruluk degerinden farkli degerli bilgilerde sunmaktadir. Tahmin
olumlu oldugu durumlarda, degerlendirilen sonu¢ dogru oldugunda Dogru Pozitif (DP), yanls
oldugunda Yanlis Pozitif (YP) degerleri, tahmin olumsuz oldugu durumlarda, degerlendirilen sonug
dogru oldugunda Dogru Negatif (DN), yanlis oldugunda Yanlis Negatif (YN) degerleri karmagsiklik
matrisinden elde edilecek olan parametrelerdir.

Dogruluk ol¢limii haricinde duyarlilik pozitif smifin tahmin performansimi verirken, 6zgiillikk
negatif sinifin tahmin oranini veren bir 6l¢iimdiir. Kesinlik, 6rneklerin kag tanesinin gergekte pozitif
oldugunu veren bir 6l¢iimdiir. Kesinlik ve duyarlilik arasinda denge saglayan F1 6l¢iimi, bu iki degerin
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harmonik ortalamasini veren Olglimdiir. Denklem 4-8 arasinda performans 6l¢iimlerine ait esitlikler
verilmektedir. (Basaran ve Celik, 2020).

DP+DN

Dogruluk = m (4)
DP
Duyarlilik = TN ©)
- . DN
Ozgullik = TPiDN (6)
Kesinlik = —= ()
DP+YP
F1 = 2xKesinlik*Duyarlilik (8)

Kesinlik+Duyarlilik

Bunun yan sira kullanilan yontemler bes kat capraz dogrulama yontemi ile degerlendirilmistir.
Capraz dogrulama yonteminde veri setindeki ornekler her biri esit bes gruba ayrilmaktadir. Dort grupta
bulunan 6rnekler egitim setini, kalan bir gruptaki drnekler de test setini olusturmaktadir. Her gruptaki
ornekler bir kez test setini olusturduktan sonra ¢apraz dogrulama islemi sona ermektedir.

BULGULAR VE TARTISMA

Kamuya agik CASME-IlI MI veri seti 6n isleme asamasi1 gerceklestirildikten sonra geleneksel
yontemlerden gabor modeli ve veriye dayali yontemlerden derin 6grenme modeli olan Xception ile
Oznitelik ¢ikarma, 6znitelik segcme ve dogrusal DVM simiflandirma algoritmalar1 kullanilarak deneysel
test sonuclar1 elde edilmistir. Derin 6grenme kullanilarak yapilan deneysel Glgiimlerin hepsinde
Xception modeline ait parametreler Cizelge 2’de verilmistir.

Cizelge 2. Deneysel dlgiimlerde kullanilan Xception modeline ait parametreler

Weights Include_top Input_shape Batch_size Ozniteliklerin elde
(agirhiklar)  (tam bagh katman kullanimi) (giris bicimi) (parti boyutu) edildigi katman
ImageNet False 224*224*3 12 block14 sepconv2_act

Gabor uygulamalarinda, 64 farkli filtre kullanilmistir. Gabor ¢ekirdek boyutu (5,5) degeri, sigma
bir ve ii¢ degerleri, theta ve lamda 0°, 45°, 90°, 135° a¢1 degerleri ve gamma 0.05 ve 0.25 degerleri, faz
kaymasi (psi) sifir degeri yapilan uygulamalarda kullanilmistir.

Hem Xception derin 6grenme modelinde hem de Gabor filtreleme modelinde kullanilan
siniflandirma algoritmasi olan SVC’de ‘kernel’ parametre degeri ‘linear’, ‘C’ parametre degeri ‘1.0
olarak ayarlanirken, ¢apraz dogrulama olarak kullanilan RepeatedKfold algoritmasinda ise ‘n_splits’
degeri ‘5’, ‘n_repeats’ degeri ‘5’, ‘random state’ degeri ‘42’ olarak belirlenmistir.

CASME-II veri setinde Onislem asamasinda farkli 6znitelik ler elde etmek icin, her bir video
klipinde bulunan baslangi¢ ve tepe kareleri kullanilarak Farneback, TV-L1, TV-L1 yatay ve TV-L1
dikey optik akis goriintiileri olusturulmustur. Bunun yani sira 6nisleme asamasindan gegmemis dogal
gortintiilerin de tepe kareleri deneylerde kullanilmustir.

Ik deneysel ¢alismada, secilen veri setinde 94 negatif, 32 pozitif, 28 siirpriz 6rneklemesinden
olusan veri setinin, dogal goriintiilerinin tepe kareleri ve iki farkli optik akis gortintiileri Xception ve
Gabor modellerine girdi olarak verilmistir. Buna goére 2 boyutlu goriintii verileri Xception’dan 100352
adet 6znitelik ve Gabor’dan 50176 adet 6znitelik ¢ikarilarak siniflandirilmistir. Bu iki modelden alinan
Oznitelik haritalarinin dogrusal DVM simiflandirma performanslarinin sonuglari Cizelge 3 de verilmistir.
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Cizelge 3. Modellerin arttirllmamis CASME-II veri tabanina uygulanmasi ve dogrusal DVM ile
simiflandirma sonuglari

Model gf&ﬂ: Dogruluk  Duyarlhk  Ozgiillik  Kesinlik F1

Xception Normal 0.6766 0.5818 0.7909 0.6138 0.5944
Gabor Goriintil 0.6922 0.6016 0.8008 0.6166 0.6075
Xception Farneback 0.6325 0.4878 0.7439 0.5869 05112
Gabor 0.6013 0.5056 0.7528 0.5188 0.5112
Xception TVLL Dual 0.6597 0.5543 0.7772 0.6319 0.5795
Gabor — 0.5870 0.4922 0.7461 0.5101 0.4992
Xception TVLL 4 0.6442 0.5363 0.7682 0.5576 0.5447
Gabor - 0.7870 0.7403 0.8701 0.7318 0.7354
Xception TVLL v 0.7805 0.7246 0.8623 0.7670 0.7430
Gabor - 0.8260 0.7919 0.8960 0.8003 0.7952

Cizelge 3° deki CASME-II veri setinde TV-L1 dikey goriintiilerinden elde edilen 6zniteliklerin
siiflandirma 6l¢iimleri iki model i¢inde en yiiksek performansi gostermistir. Buna gére Gabor modeli,
dogruluk 0.8260, duyarlilik degeri 0.7919 6zgiillik degeri 0.8960, kesinlik degeri 0.8003 ve f1 degeri
0,7952 ile en basaril1 performansi gostermistir.

Ikinci deneysel ¢alismada veri tabani, veri arttirma teknigi ile her smif en biiyiik 6rneklemeye
sahip negatif sinifa esitlenerek, her sinif 94 adet 6rneklemeye sahip olmustur. Boylece veri seti dengeli
hale getirilip, siiflandiricinin daha iyi siniflandirmasi beklenmektedir (Liu ve ark., 2019). Arttirilmis
veri tabaninin, dogal bi¢imi ve farkli optik akis 6znitelikleri Xception ve Gabor modellerine girdi olarak
verilmistir. ESA ve Gabor modellerinden alinan &zniteliklerin  dogrusal DVM siniflandirma
performanslarinin sonuglari Cizelge 4’ de verilmistir.

Cizelge 4. Modellerin dengeli arttirilmis CASME-II veri setine uygulanmasi ve dogrusal DVM ile
siniflandirma sonuglari

Model (c)lzlil;triﬂg Dogruluk Duyarhihk Ozgiilliik Kesinlik F1

Xception Normal 0.7504 0.7504 0.8752 0.7501 0.7492
Gabor Goriintii 0.7447 0.7447 0.8723 0.7430 0.7428
Xception Farneback 0.6723 0.6723 0.8362 0.6722 0.6722
Gabor 0.6191 0.6191 0.8096 0.6167 0.6173
Xception TVL1 Dual 0.6979 0.6979 0.8489 0.6983 0.6980
Gabor - 0.5837 0.5837 0.7918 0.5879 0.5822
Xception TVLI u 0.6709 0.6709 0.8355 0.6679 0.6667
Gabor - 0.7099 0.7099 0.8550 0.7092 0.7061
Xception TVLL v 0.7702 0.7702 0.8851 0.7707 0.7700
Gabor - 0.8291 0.8291 0.9145 0.8293 0.8287

Cizelge 4’ deki arttinlmis dengeli veri setinde TV-L1 dikey goriintiilerinden elde edilen
Ozniteliklerin siniflandirma 6lgtimleri iki model iginde en yiiksek performansi gostermistir. Buna gore
Gabor modeli, dogruluk degeri 0.8291, duyarlilik degeri 0.8291 6zgiilliik degeri 0.9145, kesinlik degeri
0.8293 ve fldegeri 0.8287 ile en basarili performansi gostermistir. Veri arttirma teknigi ve dengeli
orneklemenin sonrasinda bir Onceki deneysel calismada elde edilen en basarili performanslar
karsilastirildiginda duyarlilik ve F1 o6lgiimlerinde %3 den daha fazla bir performans artigina, bazi
modellerde ise %16’den fazla F1 artis1, %18°den fazla duyarlilik artis1 6l¢iilerek modelin performansina
olumlu etkisi oldugu gézlemlenmistir.

Ucgiincii deneysel calismada, 6znitelik secim ydntemi kullanilarak Mi tamimada en verimli
oznitelikler filtrelenerek, modelin performans: arttirilmas:  hedeflenmistir. Oznitelik  segimi
algoritmalarindan olan CDOOE algoritmas: kullamilip, algoritmada ‘estimator’ parametresi DVM
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siiflandiricisi, ‘step’ parametresi ‘1000’ ‘scoring’ parametre degeri ‘accuracy’, ‘verbose’ parametresi
ise ‘1’ olarak belirlenmistir. Elde edilen bu Oznitelikler dogrusal DVM smiflandirict ile
siiflandirilmistir. Cizelge 5’de arttirilmis dengeli CAME-II veri setinde TV-L1 dikey optik akis
goriintiileri ile birlikte kullanilan Xception modelinin, geleneksel ESA modellerinin ve Gabor modelinin
performanslari karsilastirmali olarak sunulmaktadir.

Cizelge 5. Filtrelenmis TVL1_dikey 6znitelik haritalarinin Xception ve Gabor modelleri ve Dogrusal

DVM ile smiflandirma sonuglari
Oznitelik

Model Secimi Dogruluk Duyarhhk Ozgiilliik Kesinlik F1

Xception 0.9248 0.9248 0.9624 0.9251 0.9249
Gabor o 0.9170 0.9170 0.9585 0.9173 0.9168
VGG-16 CDOOE 0.8709 0.8709 0.9355 0.8704 0.8705
ResNet-50 0.9092 0.9092 0.9546 0.9093 0.9091
MobilNet 0.8936 0.8936 0.9468 0.8944 0.8936

Incelenen modeller arasinda en performansh dlgiimleri veren Xception modelinden elde edilen en
iyi performans 6lgiimleri dogruluk 0.9184, duyarhlik 0.9184, 6zgiilliik 0.9592, kesinlik 0.9190 ve F1
0.9185 olarak ol¢iilmiistiir. Baglangigta yapilan deneysel ¢alismada (Cizelge 3) en basarili performansi
veren Gabor modeli ile son deneysel ¢alismada elde edilen en performanshi dl¢iimler (Cizelge 5)
karsilagtirilmasi Cizelge 6’da verilmistir.

Cizelge 6. En performansli ilk ve son deneysel ¢calismanin karsilastirilmasi

Oznitelik < A— o
Model Cikarma Dogruluk Duyarhhik Ozgiillilkk Kesinlik F1
Xception TVLL v 0.9248 0.9248 0.9624 0.9251 0.9249

Gabor 0.8260 0.7919 0.8960 0.8003 0.7952

Cizelge 3’ deki en basarili 6l¢iim ile karsilastirildiginda modelin son olgtimlerinde %9.88
dogruluk, %13.29 duyarhilik, %6.64 6zgiilliik, %12.48 kesinlik, %12.97 F1 oraninda bir performans
artis1 gozlemlenmektir.

Mi tanima gérevi kullamldiginda giivenlikten ticarete, sagliktan egitime birgok alanda fayda
saglayabilir. Yapilan ilk deneysel calismada CASME-II veri seti lizerinde kullanilan modellerin
Ol¢iimlerinde F1 ve duyarlilik sonuglari ile dogruluk sonuglari arasinda biiylik farklar oldugu
goriilmektedir. Bunun sebebi negatif sinifa ait verilerin diger iki sinifa ait verilerin toplamindan daha
biiylik olmast ve siniflar arasinda veri dengesizligidir. Baskin 6rneklemeli siniflarin bulundugu veri
setlerinde performans degerlendirilmesinde dogruluk dl¢iisiiniin tek basina kullanilmasi 6nyargiya sebep
olabilmektedir. Dolayisiyla F1 ve duyarlilik 6lglimleri, dengesiz orneklemeli siniflar1 bulunan veri
setlerinin siniflandirilmasinda tiim siniflarm esit derecede iyi tahmin edilip edilmedigi hakkinda dengeli
bir yargi sunmaktadir (Yap ve ark., 2018; See ve ark., 2019). Her ne kadar dogruluk oranlar1 kismen iyi
gibi goriinse de F1 ve duyarlilik degerleri baz1 6l¢iimlerde %50’nin altinda bulunmaktadir. Diger
Ol¢iimlerinde basarisini artirip daha tutarh 6lgiimler elde etmek icin veri arttirma teknigi kullanilarak
veri tabani ¢ogaltilip dengelenmistir. Veri arttirma sonrasi artan bagari oranlar incelendiginde; farneback
goriintiileri kullanilarak yapilan Xception modeli deneyinde %16 y1 gecen F1 ve %181 gecen duyarlilik
Olgtimleri goriilmektedir. Buradan veri arttirma tekniginin kullanilmasi ve dengeli 6rneklemeye sahip
simiflandirmanin MI tanima performansini arttirdigs (Uzun ve ark., 2022), Xception ve Gabor modelinde
olumlu etkiler yaptig1 sonucuna ulasilmaktadir.

Oznitelik secim algoritmas1 kullamildiginda ise MI tanimada verimliligi daha fazla olan
ozniteliklerin filtrelenerek secilmesiyle yapilan siniflandirmalarda, 6l¢iim sonuglariin performansinda

onemli artislar gdzlemlenmistir. CDOOE &znitelik se¢im algoritmasi kullanilarak yapilan dlgiimlerde
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baslangigtaki en iyi dl¢limlerle kiyaslandiginda %9.24 dogruluk, %12.65 duyarlilik ve %12.33 F1
oraninda performansa katki sagladig1 gdézlemlenmistir. Oznitelik se¢imi yapilarak elde edilen verilerin,
MI tanima performansini arttirmada olumlu etkisi oldugu deneyler sonucu gdzlemlenmistir.

Xception teknolojisinin avantajlarindan biriside Inception modelinde tasarlandigr gibi
derinlemesine ayristirilabilir evrisim ve noktasal evrisim kullanarak parametre sayisini biiylik oranda
azaltip hesaplama yiikiinii azaltmaktadir. Xception modelinde ise kendisinden Onceki versiyonu olan
Inception dan farki, Once noktasal evrisim ardindan derinlemesine ayrigtirilabilir evrigim
uygulamaktadir. Boylece Inception modelinden hem daha az parametre kullanmakta hem de dogruluk
ve hata orani performansinda daha basarili olmaktadir (Chollet, 2017).

Calisma (Allaert ve ark., 2022) ‘de farkli optik akis yontemleri karsilastirildiginda farkli blok
boyutlarinda en saglam iki yontem olarak Farneback ve TV-L1 sonucuna varilmistir. Bundan dolay1
calismamizda bu iki ydéntem haricinde TV-L1 yatay ve dikey goriintiileri de MI tanima gorevinde
kullanilmustir. Optik akis tekniginin kullanilmasinin bagka bir avantaji da video kare dizisinin tamaminin
kullanilmasina yerine, hareketin basladigi ve zirve yaptigi kareler kullanilarak hesaplama yiikii
azaltilmaktadir. En basarili sonuglarin TV-L1 dikey bilesenlere sahip goriintiilerden elde edildigi
gozlemlenmistir. Onerilen model yapisinin dezavantajlarindan birisi ise CDOOE algoritmasiin
Ozyinelemeli yapisindan dolay1 6znitelik haritalar1 arttik¢a filtreleme stiresi de dogru orantili olarak
artmaktadir. Farkli 6znitelik se¢im algoritmalar1 kullanilarak model maliyetinde ve basarisinda daha
verimli sonuglar elde edilebilir. Mi tanima gérevinde elde edilen diger son teknoloji modeller ile
onerdigimiz modelin karsilastirilmasi Cizelge 6’de sunulmustur. Buna gore modelimizin rekabetgi ve
sonuglarin tatmin edici oldugu goriilmektedir.

Cizelge 7. Onerilen ¢alismanin en son modellerle karsilastiriimasi

Metot Dogruluk F1 Veri Tabam
OFF-ApexNet SMIC+CASME-II
(Gan ve ark., 2019) 0.746 0.710 +SAMM
STSTNet+GA SMIC+CASME-II
(Liu ve ark., 2021) 0.859 0.837 +SAMM
Deep3DCANN

(Thuseethan ve ark., 2022) 0.86 0.84 CASME Il
ESA+PSO+DVM SMIC+CASME-II
(Uzun ve ark., 2022) 0.8784 0.8765 +SAMM
DFN 0.9028 0.8923 CASME 1

(Sun ve ark., 2022)
Onerilen model 0.9248 0.9249 CASME II

Bu makale yazildigi sirada MI konusuna ait literatiir incelendiginde , Mi’ye ait farkli optik akis
goriintiilerin ve bu goriintiilere ait bilesenlerin incelendigi sinirli sayida ¢alisma oldugu gozlemlenmistir.
Mi optik akis goriintiilerinin farkli bilesenleri de MI tanmimaya yonelik daha zengin 6zellikler
icerebilecegi literatiire katki olarak diisiiniilebilir.

Bu makelede bulunan smirlamalar MI smif etiketleri ve labaratuvar ortamindan elde edilmis MI
ornekleridir. Modelin 6grendigi sinif etiketleri deneylerde kullanilan mevcut etiketlerdir. Farkli bir MI
duygusu iceren bir sif etiketi i¢in ¢ézliim iiretemeyecegidir. Bir diger husus ise veri seti drnekleri
labaratuvar ortaminda katilimcilardan yiiz ifadelerini bastirmalar1 ve kontrol etmeleri istendiginden,
gercek hayattaki MI 6rnekleri kosullanma olmadan dogal olacag: igin 6grenilen drneklerden farkls
olabilecegi goz oniine alinmalidir.

2348



Mehmet Zahit UZUN ve ark. 13(4), 2339-2352, 2023
Xception Derin Ogrenme Modeli ve Gabor Filtreleri ile CDOOE-DVM Algoritmasi Kullamlarak Mikro
ifadelerin Taninmasi

SONUC

MI tanima gérevi icin dnerilen bu calismada sirastyla dnisleme, 6znitelik ¢ikarma, dznitelik segimi
ve smiflandirma islemleri gerceklestirilen bir model yapist sunulmustur. Goriintiilerden yiiz bolgesi
cikarildiktan sonra Onisleme asamasinda optik akis yontemleri 6znitelik ¢ikarma asamasinda geleneksel
ve derin 0grenme yontemleri, 6znitelik se¢cim asamasinda ¢apraz dogrulama ile 6zyinelemeli 6znitelik
eleme algoritmalar1 kullanilmistir. Siniflandirma asamasinda DVM siniflandirma algoritmasi
kullanilarak sonuglar diger ¢alismalar ile karsilastirilmistir. Calismamizin 6zgiinliiklerinden biri Mi
tanima gorevinde ¢apraz dogrulama ile 6zyinelemeli 6znitelik eleme algoritmasinin geleneksel ve derin
ogrenme yontemleri ile birlikte deneysel ¢alismalarda kullanilip karsilastirilmasidir. Bu calismada MI
veri seti goriintiilerinin yapay olarak arttirilarak smiflarin dengelenmesi sonucunda performans
Ol¢iimlerinin basarisinin arttirilabilecegi kanitlanmistir. Veri arttirma yontemine bagli olarak modelin
performansinda F1 ve duyarlilik 6l¢iim degerlerinde %3’ten fazla bir artis goriilmiistiir. Veri seti
farkliliklarina gore %16’den fazla F1 artisi, %18’den fazla duyarlilik 6l¢iim artist gozlemlenmistir.
Sonug olarak dnerilen modelimiz ile baslangigta elde edilen deneysel test sonuglarina gore en basarili
Olgtimler referans alindiginda %9.88 dogruluk, %13.29 duyarlilik, %6.64 6zgiilliik, %12.48 kesinlik,
%12.97 F1 oraninda model performansini arttirilmistir. Modelimiz, CASME-II veri seti tizerinde 0.9248
dogruluk, 0.9249 F1 ve 0.9248 duyarlilik degerleri elde ederek en yiiksek siniflandirma dogrulugu
saglamistir. Ek olarak 6zgiilliik 6l¢iim degeri 0.9624 ye, kesinlik 6l¢iim degeri 0.9251°¢ ulagmustir.

Cikar Catismasi
Makale yazarlar1 aralarinda herhangi bir ¢ikar catismasi olmadigini beyan ederler.

Yazar Katkisi
Yazarlar makaleye numaralandirma sirasinda gore katki saglamis olduklarini beyan eder.
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