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Ozet: Artan niifus yogunlugunun ve kiiresel 1sinmadan kaynaklanan iklim degisikliklerinin tarimsal iiretimin miktar1 ve kalitesi
iizerinde onemli etkileri bulunmaktadir. Bu nedenle diinya, gida kithg: gibi ciddi problemlerle karsi karsiyadir. Dolayisiyla tarim,
tilkelerin ekonomik ve sosyal kalkinma programlarinda bulunan hayati bir faaliyettir. Sert kabuklu meyveler kategorisinde diinyada
bademden sonra iiretimi en fazla yapilan iiriin findiktir. Uretimi Tiirkiye, Italya, ispanya, ABD gibi iilkelerde yogunlasmis olan findigin
diinyadaki talebinin yaklasik %70'ini Tiirkiye karsilamaktadir. Bu nedenle, findik iiretiminde verime etki eden parametrelerin tespit
edilmesi ve bu parametrelere bagh olarak verimin tahmin edilmesi ¢ok biiyiik 6nem arz etmektedir. Bu ¢alismada, Sakarya, Diizce,
Samsun, Giresun, Trabzon illerindeki ve bu illerin findik iiretimi yapilan ilgelerindeki, findik tretimine etki eden parametreler
incelenerek bir sonraki adimda elde edilecek verim tahmini yapilmistir. Tahmin islemi i¢in gereken dzniteliklerin eldesi i¢in ham veri
setine bazi 6n isleme adimlar1 uygulanmis, temel bilesenler analizi (Principal Component Analysis, PCA) ile o6znitelik sayisi
azaltilmustir. On islemeden gecen bu veriler girdi olarak, XGBoost algoritmasi, Yalin Uzun-Kisa Siireli Bellek (Long Short-Term Memory,
LSTM) modeli, Yigilmis LSTM modeli, Konvoliisyonel Sinir Ag1 (Convolutional Neural Network, CNN) modeli ve CNN-LSTM hibrit
modeline verilerek tahmin islemi gerc¢eklestirilmistir. Son olarak bu yontemlerin her biri i¢in Ortalama Hatalarin Karekokii (Root Mean
Square Error, RMSE) ile tahmin hatasi elde edilmis ve yontem kiyaslamalari i¢gin kullanilmistir. Bu sonuglara gore, en diisiik RMSE=1,32
degeriyle en iyi performans CNN-LSTM hibrit modeli ile elde edilmistir.

Anahtar kelimeler: Findik verim tahmini, CNN, LSTM, XGBoost algoritmasi, Temel bilesenler analizi

Learning Based Yield Forecasting for Hazelnut Production

Abstract: Increasing population density and climate changes resulting from global warming have significant effects on the amount and
quality of agricultural production. Therefore, the world is facing severe problems, such as food shortages. Therefore, agriculture is a
vital activity in countries' economic and social development programs. In the category of hard-shelled fruits, hazelnut is the most
produced product in the world after almonds. Turkey meets approximately 70% of the world's demand for hazelnut, which is
concentrated in countries such as Turkey, Italy, Spain, and the USA. For this reason, it is essential to determine the parameters affecting
the yield in hazelnut production and to estimate the yield depending on these parameters. In this study, the parameters affecting the
hazelnut production in the provinces of Sakarya, Diizce, Samsun, Giresun, Trabzon and the districts of these provinces where hazelnut
production is made were examined, and the yield estimation to be obtained in the next step was made. In order to get the features
required for the forecasting process, some pre-processing steps were applied to the raw data set, and the number of features was
reduced by Principal Components Analysis (PCA). These pre-processed data were given as input to the XGBoost algorithm, Lean (Long
Short-Term Memory, LSTM) model, Stacked LSTM model, (Convolutional Neural Network, CNN) model and CNN-LSTM hybrid model,
and estimation was carried out. Finally, (Root Mean Square Error, RMSE) estimation error was obtained for each method and used for
comparison. According to these results, the best performance with the lowest RMSE=1.32 value was obtained with the CNN-LSTM
hybrid model.
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1. Giris
Bilisim teknolojileri ve haberlesme gibi alanlardaki
ilerlemeler, cevremizdeki verilerin toplanip, saklanmasi
ve sonrasinda da bu verilerin islenebilmesi konularinda
oniimiize degerli bir firsat sunmaktadir. Son zamanlarda
yapay Ogrenme
glinlimiiz problemlerine yaklasimimizi

tekniklerinde yasanan gelismeler,
degistirmeye
baslamigtir. Ayrica, gelismekte olan bulut teknolojileri

kompleks problemlere karsi her gecen giin daha basit ve

erisilebilir ¢oziimler sunmaktadir. Bu cercevede farkl
rekolte tahmin uygulamalarinda da yapay O6grenme
yontemleri bir siiredir kullanilmaktadir (Cioffi ve ark.,
2020).

Tahmin, temel olarak var olan bilgiler lizerinden ¢ikarim
yapma islemidir. Bu tahmin, bir nicel kavram i¢in
yapiliyorsa genellikle kestirim adini alir. Kestirimde,
bagimsiz degiskenlerin yani gozlenmis veya Olgiilmis
degerlerin olusturdugu veri kiimesine dayanarak belirli
bir bagimli degisken kestirilmeye ¢alisilir. Bu dogrultuda,
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tarim drilinlerinin rekolte tahmini i¢in kullanilan
yontemlerin sinirlamalar1 da, tahmin yodntemlerinde
kullanilan, 6lgiilebilen ve gozlenebilen bagimsiz
degiskenlerin ortaya koyacagl sinirlar c¢ergevesinde
sekillenmektedir (Liu ve ark., 2001; Kent, 2020) .

Tarim lriinlerinin rekoltelerinin tahmini, tilkelerin dogru
ve etkili tarim politikalar1 belirlemelerinde 6nemli rol
oynar. Boylece, ireticilerin elindeki kisith kaynaklarin
dogru kullanilmasi saglanarak kazang optimize edilmis
olur (Marko ve ark., 2016; Liliane ve Charles, 2020).
Bunun yani sira, tedarik zincirinin saglikli bir sekilde insa
edilebilmesi, ilgilenilen {riintin ihracat ve ithalatinin
belirlenip planlanmasi da bu tahminlerden yararlanilarak
yapilmaktadir. Sert kabuklu meyveler kategorisinde
bademden sonra iiretimi en yogun yapilan triin findiktir.
Findik kiiltiir cesitlerinin yetistiriciligi Tirkiye, italya,
ispanya ve ABD gibi iilkelerde yogunlasmistir. Ulkemiz
600 bin tonu gecen lretim miktariyla diinya findik
talebinin %70’ini karsilamaktadir. Tiirkiye'nin pazardaki
bu payr dogru rekolte tahminlemelerinin 6nemini
artirmaktadir (Romero ve ark, 2013; Ustin ve
Karaosmanoglu, 2017).

Findik bitkisi, Corylus cinsinin Betulaceae familyasi
icindeki ¢ok yillik bitkilerden birisidir. Findigin ¢ikis
noktalar1 Orta Asya, Kafkasya ve Anadolu’dur.
Anadolu’da findik iiretiminin yapildig1 bolge ise Orta ve
Dogu Karadeniz bélgeleridir. Diinyanin en kaliteli findik
cesitleri Anadolu’da iretilmektedir (Koksal, 2002).
Findik, iiman ve nemli bolgelerde oldukca iyi bir gelisim
gostermekte ve bol iiriin vermektedir. Karadeniz bélgesi,
bu sayede diinyanin en uygun findik yetistirme
bolgelerinden biridir. 13 °C ile 16 °C ortalama sicaklik
araligy, findik icin en uygun yetisme sicaklik araligidir.
Findik i¢in hava sicakligt -8 °C - 10 °C sicaklik
degerlerinin altina inmemeli ve 36 °C - 37 °C 'nin de
listiine ¢ikmamalidir. Ayrica, yillik yagis toplaminin 700
mm’'nin altinda olmamasi ve yagisin yil boyunca dengeli
bir sekilde dagilim gostermesi gerekmektedir. Haziran ve
aylarindaki bagill nemin %601in altina
diismemesi gereklidir (Tuncer ve ark., 2020). Findigin
olusumuna etki eden en dnemli faktérlerden biri de
riizgardir. Riizgar, findigin déllenmesini saglar. Bitkilerde
optimum riizgar hizi 3-5 m/sn’ dir. Riizgarin hizinin daha
fazla olmasi bitki gelisimine olumsuz yoénde etki
edebilmektedir (Asar ve ark., 2007). Findik olusumuna
etki eden bir bagka faktor, topragin pH degeridir. Findik,
6-6,5 pH degerlerinde ¢ok iyi derecede gelisim
gostermektedir (Ali, 2010). Bir diger 6nemli faktor ise
ylksekliktir. Findik yetistirmek icin en ideal olan
yiikseklik 700-800
ylikseklikleridir. 1500 metre civarlari findik yetistiriciligi
icin elverissiz yiiksekliklerdir (Zaman, 2004).

(Simsek ve ark. 2014) ¢alismasindaki Tiirkiye Fenoloji

Temmuz

deniz  seviyesinden metre

Atlasinda fenolojik dénemlerin ayristirilmasinin kiiltiir
bitkisi yetistiriciliginde biiyilk 6neme sahip oldugu
belirtilmis ve bu fenolojik donemler ¢iceklenme, meyve
olusumu ve olgunlasma-hasat doénemi olarak ii¢ ana

baslik altinda ele ainmistir. il bazinda minér farkhliklar
bulunmasina ragmen, findik bitkisi i¢in subat-mart-nisan
aylar1 ciceklenme, mayis-haziran aylar1 meyve olusumu,
temmuz-agustos aylari ise olgunlagsma ve hasat dénemi
seklinde ifade edilir. Yapilan arastirmalarda, mevsimsel
ortalama degerlerin ve ozellikle fenolojik donem
baslangi¢larinin rekolte {izerine o6nemli etkilerinin
oldugu gorilmistiir. Findik verimliligi, 6zellikle kis ve
ilkbahar donemlerinde diisiik sicakliklardan o©Onemli
olciide etkilenmektedir. Yani, fenolojik dénemler ile
sicaklik  iligkisinin  dogrudan etkiledigi

soylenebilir. Boylece, bagil nem, yagis ve ortalama

verimi

sicaklik gibi faktérler findigin kis ve ilkbahar gelisme
donemlerini c¢esitli yollarla etkileyerek findik veriminin
gozlemlenebilmesine olanak vermektedir (Beyhan ve
Odabas, 1996). Ornegin, irdem (2021) calismasinin
arastirma alaninda findik verimi ile aylik ortalama
sicakliklarin korelasyon ve regresyon degerleri Tablo
1’de verilmistir. Yillilk ortalama sicaklik ile verim
arasinda Diizce ve Giresun illerinde negatif bir iligki
bulunmaktadir. Diger ii¢ ilde ise ¢ok zayif bir pozitif iligki
gorilmektedir. Verim tahmininin, goriintii isleme tabanh
yapildig1 calismalar da mevcuttur ( Zhao ve ark., 2019;
Yadav ve ark., 2021).

Hasattan 6nce mahsul veriminin dogru ve zamaninda
Ancak
arastirmacilar i¢in verimi dogru bir sekilde tahmin
etmek, farkli nitelikteki bir¢ok faktérden dolayr her
zaman zor olmustur. Makine o&grenmesi alanindaki

tahmin edilmesi son derece o©nemlidir.

gelismeler, bu alanda umut verici bir gelecek vaad
etmektedir (Bali ve Singla, 2022). Bu nedenle, son
yillarda makine 6grenmesi temelli tahmin ¢alismalar1 6ne
cikmaktadir (Cedric ve ark., 2022; Fei ve ark, 2022;
Paudel ve ark, 2022; Desloires ve ark., 2023). Kim ve Lee
(2016) calismalarinda, dort makine 6grenme teknigi,
yani, destek vektor makinesi (SVM (Support Vector
Machine), RF (Random Forest), ERT (Extremely
Randomized Trees) and DL (Deep Learning)) kullanarak
ve uzaktan inceleyerek
Eyaletindeki
etmiglerdir. Sonuglar incelendiginde, o6zellikle derin
O6grenmenin verimi tahmin etme araci olarak diger
yontemlere gore daha sonuglar {rettigi
gorilmistir (Kim ve Lee, 2016). Villanueva ve Salenga
(2018) tarafindan yapilan c¢alismada, CNN yo6ntemi

algilama verilerini Iowa

misir mahsuliiniin  verimini tahmin

kararh

kullanilarak ac1 kavun veya aci kabak mahsuliiniin meyve
verme yetenedi incelenmisgtir. Iyi ve kéti olarak
siniflandirilan yaprak goriintiilerinin egitimi; Keras,
Tensor Flow ve Python araciligiyla yapilmistir. Sonug
olarak, tahmin icin modele sunulan fazla sayida goriint,
bir makinenin iyi ve kotl bir Ampalaya bitkisi arasindaki
farki 6grenmesini saglayabilmektedir (Villanueva ve
Salenga, 2018). Fei vd. (2022), insansiz hava araci (IHA)
kaynakli ¢oklu sensor verilerinin birlestirilmesi igin
(Machine
yontemlerinin kullanilmasinin, mahsul veriminin tahmin

makine 0grenmesi Learning, ML)

dogrulugunu artirabilecegini savunmuslardir.
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Tablo 1. Arastirma alaninda findik verimi ile ayhk ortalama sicakliklarin korelasyon ve regresyon degerleri (irdem,

2021)
fller Istatistik Eyliil Ekim Kasim AralikOcak Subat Mart Nisan Mayis Haz. Tem. Agus. Yillik
Unsurlar
Korelasyon -0,16 -0,28 -0,22 0,11 -0,26 -0,02 0,20 0,25 -0,130,04 0,31 0,13 0,09
Sakarya Anlamlhlik 0,41 0,16 0,27 0,58 0,19 094 032 0,21 051084 012 052 0,64
R2 0,03 0,08 0,05 0,01 0,07 0,00 0,04 006 002000 0,09 0,02 0,00
Korelasyon -0,46* -0,18 -0,36 0,08 0,05 -0,16 -0,04 0,22 -0,060,08 0,06 0,23 -0,10
Diizce  Anlamlihlk 0,02 0,36 0,07 0,67 0,79 043 085 028 076069 0,78 0,25 0,63
R2 0,21 0,03 0,13 0,00 0,00 0,03 0,00 0,05 0,00000 0,00 005 0,01
Korelasyon -0,01 -0,11 -0,16 0,14 -0,21 -0,08 0,18 0,36 -0,160,07 0,20 0,40* 0,02
Samsun Anlamhlik 0,95 0,59 042 048 0,29 0,71 038 006 043073 032 0,04 092
R2 0,00 0,01 0,03 0,02 0,04 0,00 003 013 0,03000 0,04 0,16 0,00
Korelasyon 0,05 0,07 -0,27 0,08 -0,18 -0,15 0,15 0,21 -0,14-0,18 0,16 0,11 -0,02
Ordu Anlamhihk 0,83 0,77 0,21 0,72 0,40 050 049 033 052042 046 0,60 0,92
R2 0,00 0,00 0,07 0,00 0,03 0,02 0,02 005 002003 003001 0,00
Korelasyon -0,24 -0,26 -0,35-0,01 -0,36 -0,34 -0,01 0,06 -0,28-0,30 0,06 -0,13 -0,32
Giresun Anlamhhik 0,22 0,18 0,07 096 0,07 0,08 096 075 0150,12 0,75 0,52 0,10
R2 0,06 0,07 0,13 0,00 0,13 0,12 0,00 0,00 0,080,09 0,00 0,02 0,10
Korelasyon 0,03 -0,27 -0,05 0,02 -0,13 0,10 0,38* 0,31 -0,07-0,09 0,18 0,12 0,16
Trabzon Anlamllik -0,16 -0,28 -0,22 0,11 -0,26 -0,02 0,20 0,25 -0,130,04 0,31 0,13 0,09
R2 0,00 0,08 0,00 0,00 0,02 0,01 014 0,09 000001 0,03 001 0,03

Bunun i¢in Kiibist, SVM, derin sinir ag1 (Deep Neural
Network, DNN), ridge regresyon (RR) ve rastgele orman
(Random Forest, RF) gibi bes ML algoritmasi, ¢oklu
sensor veri birlestirme ve bugdayda tahil verimi
tahmininde topluluk 06grenmesi icin kullanilmistir.
Sonuglar, diisik [HA tabanhi ¢oklu
verilerinin, veri fiizyonu ve yiiksek dogrulukta bir
topluluk 6grenme c¢ergevesi kullanilarak erken tahil
verimi tahmini icin kullanilabilecegini kanitlamistir (Fei
ve ark., 2022).

Yapilan c¢alismalar incelendiginde, c¢ogunlukla findik
irini disindaki triinlerin verilerinden yararlanildig:
goriilmektedir. Findik verisi 6zelinde yapilan érnek bir
calisma An ve ark. tarafindan 2020 yilinda yapilmistir.
Calismalarinda RCP8.5 (The
Concentration Pathway) kapsaminda, bdlgesel iklim
modeli RegCM4.4'ten 10 km yatay ¢oziniirlikli 1zgaral
iklim verilerine dayanarak, 2021-2050 doénemi igin
verim degisimini arastirmak amaciyla ¢oklu regresyon

irtifal sensor

Representative

analizi yapmislardir. Toplam 88 farkli lokasyon ve ii¢
fenolojik biliylime asamasi incelenmistir. Nemli-iliman
Karadeniz ve yari-nemli Marmara bolgelerinde findik
veriminin fenolojik, alt bélge ve mikro iklim kosullarina
bagh olarak onemli farkhiliklar gosterdigi
gozlemlenmistir (An ve ark. 2020). Fakat bu ¢alismada
DL temelli yaklasimlar kullanilmamstir.

Bu calismada ise, Sakarya, Diizce, Samsun, Giresun,
Trabzon illerindeki ve bu illerin findik iiretimi yapilan
ilcelerindeki, findik iiretimine etki eden parametreler
incelenerek bir sonraki adimda elde edilecek verim
tahmini ML ve DL modelleri iizerinde yapilmistir. Bu
¢alismanin geri kalani ise su sekilde organize edilmistir:

Bolim 2'de, bu c¢alismada kullanilan materyal
yontemlere deginilmistir. B6liim 3'te tasarlanan modeller
ile elde edilen tahmin sonuglarindan bulgular verilmistir.
Dordiincii boliimde ise, elde edilen sonuglar tartisiimis ve
yapilabilecek calismalar

ve

gelecekte muhtemel

Ozetlenmisgtir.

2. Materyal ve Yontem

2.1. Veri Seti

Bu ¢alismada kullanilan veri seti yapisi, Tiirkiye'deki
findik Gretimine en ¢ok katkida bulunan Sakarya, Diizce,
Samsun, Giresun, Trabzon gibi illerdeki ve bu illerin
yapilan ilgelerindeki yillik
verilerinden olusturulmustur. Bu veriler, Tirkiye
[statistik Kurumu (TUIK) goérevlileri tarafindan ilgili

findik iretimi rekolte

eden faktorlerin
gozlemlenmesi TUIK/Biruni
platformunda erisilebilir verilerdir. Model egitiminde
kullanilacak toplam 34 degisken
belirlenmistir. 5 ile ve ayr1 ayr ilgelerine ait iklimsel
veriler ise bolgesel olarak Amerikan Ulusal Havacilik ve
Uzay Dairesi (National Space
Administration, NASA) Power platformu aracilifiyla elde
edilmistir. iklimsel verilerin elde edilmesine ait érnek

yerlerde findik verimliligine etki
ile olusturulmus,

veri setinde

Aeronautics and

goriintii Sekil 1’de gosterilmistir.
NASA Power
klimatoloji verileri arasindan secilen 7 temel parametre

platformu {izerinden sunulan agro-

sunlardir:

1. Yagis (mm)

2. Diinya yiizeyinden 2 metre ylikseklikte giinliik
ortalama sicaklik (°C).
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3. Diinya yiizeyinden 2 metre yikseklikte giinliik
ortalama riizgar hizi (m/s).

4. Diinya yilizeyinden 2 metre ylikseklikte giinliik
ortalama bagil nem (%).

5. Diinya yiizeyinden 2 metre yiikseklikte giinliik
ortalama ¢ig/isba noktasi (°C).

6. Diinya yiizeyinde yatay bir yiizeye gelen toplam
glines 1siniminin  glinlik
(M]/m?/giin)

7. Diinya yiizey sicakliginin giinliik ortalamasi (°C).

ortalama  miktari.

Giinliik olarak toplanmis bu verilerin yillik araliklarla
ifade edilebilmesi amaciyla, ilgili yila ait butiin verilerin
mevsimsel ortalamalar1 alinmistir. Yagis degiskenine ait
mevsimsel ortalama degerleri degisken olarak veri
setinde yer almistir.

TUIK iizerinden elde edilen verilerde, meyve veren
yastaki aga¢ sayisi verisi ve meyve vermeyen yastaki agac
sayisi verisi bulunmaktadir. Bu c¢alisma cergevesinde,
sadece meyve veren yastaki aga¢ sayisi bir degisken
olarak kullanilmis ve verim hesaplanirken kg/agac yerine
kg/dekar birimi dikkate alimmistir. TUIK platformunda
kirilim se¢imine ait goriinti Sekil 2 ile verilmistir.

model kullanilmasi o6ngorildiigiinden veri setine bir
degisken olarak zaman damgasi da eklenmistir.
2.2.Veri On isleme
TUIK veri taban iizerinden elde edilen en eski tarihli veri
2004 yilina aittir. Veri 6nisleme asamasinda, veri setine
temel olarak biitiin ilgelere ait kaydedilen verilerde
tutarhlifn gozetmek adina, 2004-2020 yillar1 arasinda
eksik veri bulunan ilgeler dahil edilmemistir. Sakarya’nin
Adapazar ilgesine ait eksik veri 6rnegi bu duruma érnek
olarak Sekil 3 ile verilmistir. Burada 2004-2007
arasindaki verilerin islenmedigi goriilmektedir.
TUIK/Biruni  platformu elde
parametreler asagida siralanmistir:

1. Meyve veren yastaki agac sayisi

2. Toplu Meyveliklerin Alani (Dekar)

3. Uretim Miktar1 (Kg)

4. Verim (Kg/Dekar)
Burada iiretim miktar1 sadece verim hesaplamasinda
kullanilmis olup modelin girdisi olarak kullanilmamistir.
ilk veri 6n isleme asamasina ilk olarak verimin kg/dekar

lizerinden edilen

seklinde hesaplanmasiyla baslanmistir. Tespit edilen
aykir1 gozlem degerleri o ilceye ait ortalama degerlerle

Veri setinin genel yapisi, TUIK ve NASA Power tekrar diizenlenmistir ve baska bir 06n isleme
platformlarindan saglanan verilerle {icretsiz bir sekilde yapilmamistir.
olusturulmustur. Ayrica calismada LSTM tabanli bir
‘g POWER Data Access Viewer Prediction Of Worldwide Energy Resources u\,
7 ~=Yenimahalle
Piraziz.
™ pOWER Regional Data Access - X =)
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[Toplu Meyveliklerin Alan [Tiv1.25.19.00.01) Maviyemis []KaMeyve Veren Agag
[“Meyve veren vasta Agag Sayis [Tio1.25.19.00.05) Bagirtien [w]adet sayisi
D‘de','ve Vermeyen Yagta AQag Sayis I:‘[U1.25 19.00.06] Dut _cn
[verim [lo1.25.31.00.00] Badem [v]pekar
[ JOretim Miktar: [fio1.25.32.00.00] Kestane
[+]01.25.33.00.00] Findik
|_|[U1.25 34.00.00] Sam Fish (Antep Fishdi) <
Sekil 2. TUIK platformu kirihm segilimi.
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2008 503320
2009 303320
2010 303320
2011 303320
2012 298000
2013 177500
2014 177500
2015 177550
2016 190000
2017 213750
2018 236250
2019 238600
Sakarya(Adapazan)-2065 2020 260000

7583 1856000 36587.5149 2447580113
7583 1213000 3999.0769 159.9630753
7580 910000 30001319 120.0527704
7580 607000 2001.1869 80.07915567
7450 745000 2500.0000 100
3550 516000 2907.0423 1453521127
3550 710000 4000.0000 200
3580 568000 3199.0988 160
4500 632000 3326.3158 140.4444444
4750 737000 34479532 156.1578947
5250 336000 1422 2222 64
5300 452000 1894.3839 85.28301887
6220 513000 1832.1429 8247588424

Sekil 3. Veri setine dahil edilmeyen ilge bazinda eksik veri 6rnegi.

2.3. Sentetik Veri Uretimi

Rekoltenin yillik olarak elde edilmesi nispeten kisith bir
veri seti olusturulmasina neden olmaktadir. Bu sorunun
¢6zumu  i¢in
basvurulmustur. Kisaca bu yontem, lineer polinomlar
yardimiyla bilinen veri noktalarindan yeni verilerin
iretilebilmesine olanak saglayan bir yontemdir (Box ve

lineer interpolasyon  ydntemine

ark., 2015). Lineer interpolasyon yontemi ile yeni veriler
olusturulmus ve bu sayede derin dgrenme modeli i¢in
yeterli seviyede 6rnek sayisina ulasilmistir. Daha sonra
bu islemin dogru bir sekilde  gergeklesip
gerceklesmedigini kontrol etmek amaciyla tanimsiz
degerler ve aranmistir.  Islem
sonucunda elde edilen final verisinin verim parametresi
dagilimi Sekil 4’te verilmistir.

yinelenen satirlar

2.4. Temel Bilesenler Analizi

Temel bilesenler analizi (Principal Component Analysis,
PCA), veri seti
maliyetini
varyansin
degiskenlerin
performansini

boyutunu sikistirarak hesaplama
diisiiren, bagimli degisken kiimesindeki
biiytk cogunlugunu aciklayabilecek
secilmesini  saglayan  ve
iyilestirerek daha

model
iyi tahminleme
sonuclarinin elde edilmesine yardimci olan bir yontem
olarak kullanilmaktadir. Temel bilesenlerdeki birim
degisimin varyans lizerindeki agiklayiciik dagilimi Sekil
5'te gorilmektedir. Bu analiz sonucunda en yiiksek
aciklayicihiga sahip bes degisken belirlenmis ve model
girdisinde bu bes temel bilesen etkili olmustur.
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Sekil 4. Verim parametresinin histogram grafigi.
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Sekil 5. Temel bilesenler analizi ac¢iklanan varyans grafigi.
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3. Bulgular ve Tartisma

Veri setinde bulunan 34 degisken, PCA ile 5 temel
bilesene indirilmis ve 0znitelik olarak kullanilmistir.
Zaman serisi olarak ge¢mis tarih uzunlugu 24 olarak
secilmistir. Elde edilen veri setinin %601 egitim, %20’si
validasyon ve geriye kalan %20’si de test asamasinda
kullanilmak tizere ayrilmistir.

3.1. Model Tasarimi

Bu c¢alisma dogrultusunda, birisi denek model olmak
lizere toplamda 5 yapay 6grenme modeli gelistirilmis ve
belirlenen metrikler iizerinden bu modellere ait
kiyaslamalar yapilmistir. Naive modelleme, XGBoost
yapisl ile gergeklestirilmis ve bu modelin denek model
olarak temel kiyaslamada kullanilmasi éngoriilmiistiir.
Bunun yam sira, gelistirilen modeller CNN veya LSTM
yapisini kullanmaktadir. Ayrica, bu iki agin hibrit sekilde
tasarimiyla elde edilen model de egitilmistir. Temel
kiyaslamada ise belirlenen metrik, tahminleyicinin
tahmin ettigi degerler ile ger¢ek degerleri arasindaki
uzakligin bulunmasinda siklikla kullanilan, hatanin
biiyikligini 6lcen kuadratik bir metrik olan kok
ortalama kare hata (Root Mean Square Error, RMSE)'dir.
Temelde tahmin hatalarinin (kalintilarin)
sapmasina isaret etmektedir. Bunun disinda basarim
artirimini saglamak ve hesaplama maliyetini azaltmak
adina Egitimi Erken Durdurma (Early Stopping) ydntemi
kullanilmistir. Buna ek olarak Dropout islemi de bu
dogrultuda kullanilan bir diger yontemdir.

3.2. Deneysel Sonuglar

3.2.1. XGBoost yapisi

Bu yontem, 2015 yilinda Chen ve arkadaslari tarafindan
yapilan arastirmadaki (Chen ve ark., 2015) gradient
boosting algoritmasinin optimize edilmis bir versiyonu
olarak ifade edilebilir. Cok hizli olmasi ve yiksek
dogruluklu tahminlemelere olanak saglamasi nedeniyle

standart

¢ogu tahminleme probleminde ilk basvurulan
yontemlerden birisi olarak kabul edilebilmektedir. Bu
dogrultuda model, maksimum derinlik 180 olacak sekilde
egitilmistir. Bir adim sonraki verim tahminine ait RMSE
degeri 8,882 kg/dekar olarak elde edilmistir. Bu RMSE
degeri, tahminlemede kullanilan modeller arasinda
iiretilen en ytiksek deger olarak karsimiza ¢ikmaktadir.
3.2.2. Yalin LSTM modeli

LSTM aglar1 1997'de Hochreiter ve Schmidhuber
tarafindan ortaya atilan bir tekrarlayan sinir ag1
(Recurrent Neural Network, RNN) olarak tasarlanmistir
(Hochreiter ve Schmidhuber, 1997). LSTM’ler, uzun
vadeli bagimhilik sorununa engel olmak amaciyla
gelistirilmistir. Geleneksel RNN sinir aglarinin egitilmesi
yasanan sorunlar LSTM’de
LSTM, hafiza gecisli

sliresince tamamen

mekanizmasinin

giderilmistir.

LSTM

kernel {6x400)
recurrent_kernel {100x400)
bias (400)

InputLayer

7x24x6

TanH

Sekil 6. Yalin LSTM yapist.

varligindan dolayr uzun vadeli bagimhiliklar1 6grenebilir
olmasiyla zaman serisi ya da sirali problemlerde yaygin
bir bigimde kullanilmaktadir (Ahmadi ve ark., 2019).

Bu calismada kullanilan LSTM modeli incelendiginde,
oncelikle giris 6zniteliklerinin LSTM katmanina verildigi
soylenebilir. Daha sonra bu verilere diizlestirme katmani
uygulanarak elde edilen veriler tam baglantili katmana
verilmistir. Asir1 6grenmeden kag¢inmak i¢in Dropout
katmani eklenmistir. Son olarak verim tahminini ifade
ifade eden tek skaler deger icin tek norona sahip ¢ikis
katmani eklenmistir. Model ayrintilar1 Sekil 6’daki blok
diyagram ile gosterilmistir. Ayrica egitim sirasinda elde
edilen hata ve kayip degerlerindeki degisime ait grafik
Sekil 7’de verilmistir. Bu grafikte, validasyon verisindeki
hatanin genel anlamda egitim verisine ait hatadan daha
disiik seyrettigi gorilmektedir. Modelde herhangi bir
asir1 6grenme goriilmemekle birlikte, Sekil 7’den egitim
verisi lzerindeki kayip diisiisiiniin validasyon verisi
uzerindeki kayip diisiisiiyle paralel oldugu
gorilmektedir. Elde edilen RMSE skoru 4,384 kg/dekar
olarak hesaplanmistir.

3.2.3. Yi1gilmis LSTM modeli

Yi1g1lmis LSTM modelinde model, yalin LSTM’den farkh
olarak LSTM modiillerinin pespese kullanilmasiyla
olusturulmustur. Model yapisi Sekil 8, hata ve kayip
grafikleri Sekil 9'da verilmistir. Grafikler incelendiginde,
Y181lmis LSTM modeli i¢in de herhangi bir asir1 6grenme
durumunun s6z konusu olmadigl goriilebilmektedir.
Modelin dgrenmesi i¢in veri seti biiytkligiiniin yeterli
oldugu gozlemlenmistir. RMSE degeri ise 2,11 kg/dekar
olarak sonug¢lanmistir. RMSE degerine bakildiginda,
LSTM’de modiil sayisinin artirilmasi ile hata degerinin bir
onceki modele gore yar1 yariya diistiigl sdylenebilir.
3.2.4. CNN modeli

CNN modelinde, LSTM modelinde kullanilan ge¢mis 24
zaman verisi girdi olarak kullanilmistir. Model ayrintilari
Sekil 10 ile gosterilmistir. Giris verileri tek boyutlu
konvoliisyon katmanina verilmistir. Daha sonra LSTM
modellerinde de bulunan sirasiyla diizlestirme, tam
baglantili katman ve ¢ikis katmani ile model hazir hale
getirilmistir. Egitim sirasinda erken durdurma islemi
yapildigindan tiim epochlar gergeklestirilmeden egitim
tamamlanmistir. Egitime ait RMSE ve kayip grafikleri
Sekil 11 ile verilmistir. CNN modeline ait parametre
degisimleri incelendiginde, zaman zaman dogrulama hata
skoru egitim skorunun iizerinde dalgalanmalar gosterse
bile, bu durumdan asir1 6grenme meydana geldigi sonucu
cikarilamayacaktir. CNN modeli egitiminden sonra test
verisi lizerinde elde edilen RMSE degeri 1,657 kg/dekar
seviyesine gerilemistir.

Dense

kernel (2400x200)
bias (200}

RelU

Dense

kernel (200x1)
bias (1)

Dropout
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EQitim ve Dogrulama icin RMSE

RMSE

Epoch

Sekil 7. Yalin LSTM modeli egitim grafikleri (a) RMSE, (b) Kay1p.

LSTM

kernel (6x1000)
recurrent_kernel (250x1000)
bias {1000}

TanH

InputLayer
7x24x6

Sekil 8. Yigilmis LSTM model yapasi.

Egitim ve Dogrulama icin RMSE
010

0.06

RMSE

0.02

Epoch

Sekil 9. Yigilmis LSTM modeli egitim grafikleri (a) RMSE, (b) Kay1p.

InputLayer

7x24x6

Sekil 10. CNN model yapisi.
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Egitim ve Dogrulama igin RMSE

—— RMSE Egjitim
RMSE Dogrulama

RMSE

Sekil 11. CNN modeli egitim grafikleri (a) RMSE, (b) Kay1p.

3.2.5. CNN-LSTM hibrit model

Calismada kullanilan son model, CNN modelindeki
konvoliisyon katmani ve LSTM katmaninin sirasiyla
kullanilarak hibrit edilmesiyle olusturulan CNN-LSTM
modelidir. Bu modelde, giris verileri konvoliisyon
katmanina verilmistir ve bu katmani LSTM katman takip
etmistir. Bu noktadan sonraki katmanlar CNN modeli ile
benzerlik gostermektedir. Katmanlara ait parametre
degerleri deneysel olarak secilmistir. Model ayrintilari
Sekil 12’deki blok diyagram ile verilmistir. Ayrica, RMSE
degerinin degisim grafigi ve model egitimi sirasindaki

LSTM

RelU

TanH

Sekil 12. CNN-LSTM modeli yapisi.

Egitim ve Dogrulama igin RMSE
— RMSE Egitim
RMSE Dogrulama

RMSE

M

20

40 60

Epoch

Sekil 13. CNN - LSTM modeli egitim grafikleri (a) RMSE, (b)

ConviD
k | {100x400
kernel {26100} ernel (100:400)
InputLayer . recurrent_kernel {100x400)
bias (100} .
bias {400)

Eqitim ve Dogrulama icin Kayip

—— Egitim Kayip

0.0200 Dogrulama Kayip

0.0175

0.0150

00125

Kayip

0.0100

0.0075

0.0050

0.0025

0.0000

20 30

Epoch

50 &0

kayip degeri grafigi sirasiyla Sekil 13 (a) ve Sekil Sekil 13
(b) ile verilmistir. Grafikler incelendiginde, dogrulama
hatasinin ¢ogu zaman egitim hatasi ile paralellik
gosterdigi goriilmiistiir. CNN-LSTM modeli ile RMSE
degeri, diger modellerle kiyaslandiginda en diisiik
seviyeye gerilemistir. Modelin test verisi iizerindeki
RMSE degeri 1,321 kg/dekardir.

Son olarak tim modeller hata
karsilastirmalar1 Tablo 2 ile gdsterilmistir. Sonuglar
incelendiginde en az hata degerine CNN-LSTM Hibrit

modeli ile ulasildig1 gériilmektedir.

ve degerleri
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Tablo 2. Kullanilan biitiin modellerin RMSE performansi

Model Ad RMSE degeri (kg/dekar)
XGBoost yapisi 8,882

Yalin LSTM model 4,384

Yigilmis LSTM model 2,11

CNN model 1,657
CNN-LSTM hibrit model 1,321

4. Sonug¢

Mahsiil verim tahmin ¢alismalarinin énemi giin gectikge
artmaktadir. Bu durum, ilgili alanda ¢alisan Kkisilerin
karar verme siirecini etkileyebilmektedir. Boylece, verim
artimi icin gerekli 6n hazirliklarin saglikhh bir sekilde
yapilmasi saglanabilmektedir. Literatiir incelendiginde,
son zamanlarda veri tahmini amaciyla ML y6ntemlerine
bir egilimin oldugu goriilmektedir. Fakat findik irini
ozelinde yapilmis DL tabanli ¢alismaya rastlanmamistir.
Bu calismada ise, findik verim tahmini i¢in ML modeli, DL
tabanli yaklasimlar ve bunlara ait hibrit modeller
onerilmistir. Modele giris olarak findik tiretimi yapilan 5
il ve ilgelerinden elde edilen 6znitelikler kullanilmistir.
Bu oznitelikler, TUIK ve NASA Power platformu
tarafindan elde edilen sicaklik, bagil nem, yagis, riizgar
hizi, meyve veren yastaki aga¢ sayisi, alan vb. gibi 34
farkli veriden olusmaktadir. Model egitimi i¢in 6ncelikle
PCA analizi uygulanarak 34 o6znitelik 5 0Oznitelige
indirgenmistir. XGBoost yapisi, Yalin LSTM modeli,
Yigilmis LSTM modeli, CNN modeli ve CNN-LSTM hibrit
modeli olmak tizere 5 farkli model kullanilmistir. Bu
modeller egitildikten sonra test verisi lizerinde yapilan
tahminler incelenmistir. Model performans karsilagtirma
test Ulzerindeki RMSE degerleri
yapilmistir.  Karsilastirma sonuglar1 incelendiginde,
sirasiyla en iyi ve en kotii RMSE degerlerinin CNN-LSTM
hibrit modeli ve XGBoost modeli ile elde edildigi
gorilmektedir.

islemi, lizerinden

Katki Oran1 Beyani
Yazar(lar)in katki yilizdesi asagida verilmistir. Tim
yazarlar makaleyi incelemis ve onaylamistur.

D.Y. GY. S.D.
K 30 30 40
T 25 50 25
Y 100
VTI 20 40 40
VAY 40 40 20
KT 60 20 20
YZ 60 20 20
KI 40 30 30
GR 100
PY 50 50
FA

K= kavram, T= tasarim, Y= yonetim, VTI= veri toplama ve/veya
isleme, VAY= veri analizi ve/veya yorumlama, KT= kaynak
tarama, YZ= Yazim, KI= kritik inceleme, GR= gonderim ve
revizyon, PY= proje yonetimi, FA= fon alimi.

Catisma Beyam
Yazarlar bu ¢alismada higbir ¢ikar iligkisi olmadigini
beyan etmektedirler.
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