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DURAGAN ZAMAN SERİLERİNİN YAPAY 
SİNİR AGLARI İLE TAHMİNİNDE GİRDİ 
NÖRONU VE GİZLİ NÖRON SA YISININ 

BELİRLENMESİ 

Coşkun HAMZAÇEBI' Fevzi KUT A Y" 

ÖZET 

Bu çalışmada, yapay s /ll ır ağları/iili durağa" zamaıı serileri ile 
geleceği lalımiflde petjomıOlIS/ll1 etki/eye" girdi "öroııu sayw ve 
gizli nöroıı sayıs ı parametrelerini" eıı iyi değeri"in belirleilmesi 
amacı ile bir deney tasrl/m yapılmıştır. Aynca, Box-Je"ki"s modelleri 
ile yapay sinir ağı tekniğinin geleeegi rahmiııdeki başarıSı 

karşılaştırılmış ve Iıangi yöntemin daha iyi SOl/Uç verdiği 
araştınimıştır. 

Aııahtar Kelimeler: Box-Jellkiııs modelleri, girdi "öroıııı sayısı , gizli 
ııöro" sayısı Yapay sil/ir ağı. , 

ı. GiRiş 

Zaman seri leri ile tahmin için yaygın olarak kullanıl an bazı yöntemler vardı r. 

Doğrusal zaman seri leri için başanh sonuçlar veren Box-Jenki ns modelleri bu 
yöntemlerin en önemli lerindendir. Ancak gerçek zaman serileri nadi ren tamamen 
doğrusa l veya tamamen doğrusal olmayan özellik gösterirler. Gerçek hayata i l i şkin 

seriler çoğu kez, hem doğrusa l hem de doğrusa l o l mayan yapı yı birl ikte taş ırl ar (Zhang, 
2003). Bu sebeple böyle bir i l işkiy i modellernede farklı teknikIere ih iıyaç vardır. Son 
25 yıldır Bili near Model, Threshold Autoregress ive (TAR) Model, Autoregressive 
Condilional Heteroscedastic (ARCH) Model gibi bir çok doğrusal olmayan zaman serisi 
modeli geliştirilm i ştir. Bu modeller doğrusa l olmayan i li şkiyi ortaya ç ı karmada 

do~rusal modellere göre daha başan lı iseler de, uygulaması zor, probleme özgil ve 
genelleştirmeden uzak modellerdir (Ghiassi vd., 2004). Öneri len bu modeller, veriler 
arasındaki ilişkinin net olduğu ve bu i lişkiye ait bilginin bi l indiği durumda geçerlidir 
(Zhang vd., 1998). Aynca bu modellerden herhangi biri , veri kümesinde saklı biltOn 
dogrusa l olmayan yapıyı ortaya çıkarmada başanlı degildir (Zhang vd., 200 i) . 
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1980']j yıll arın sonlarından itibaren zaman seri leri tahmin inde kullanı lmakta 

olan tekniklerden biı; de Yapay Sinir Ağları (YSA) tekn i ğidir. YSA, girdi ve çıktı 

değişkenleri arasındaki herhangi bi r ön bilgiye ve varsayıma ihtiyaç duymadan gerekli 
modellerneyi sağl ayabilmektedir. Bu sebeple YSA, tahmin aracı olarak diğer 
yöntemlere göre daha genel ve esnektir (Zhang vd., 1998). 

YSA' nın geleceği tahmin için kullanılmas ı yeni deği ldir. lı k uygulama 1964 
yılında olmuştur. Hu (1964) tezinde Widrow'un uyarlanabilir doğrusal ağını (adaptive 
linear network) hava durumu tahmin i için kullanmı ştır. Ancak çok katmanh ağları 

eğitecek algoritmanın ol mayışından dolayı bu çalışma oldukça s ı nırlı kalmıştır (Zhang 
vd., 1998). 1986 yılında geri yayılım algoritmasının tanıtıl masından sonra (Rumcihan 
vd., 1986), YSA 'nın tahminde kullanılmasında bir çok geli şme olmuştur. Lapedes ve 
Farber (1987) bir benzetim çalışması sonucunda YSA'nın doğrusalo lmayan zaman 
serilerinin modellenmesinde ve tahmininde kullanılabileceğini ifade etmişt ir. lhee vd. 
(1992), Box-lenkins modellerin in belirlenmesinde YSA kull anımın ı araştırmıştır. 

Hwarng ve Ang (2001), ARMA(p,q) zaman seri leri iç in basit bir ağ yapısı önermiş ve 
girdi nöronu sayı sının tespitine yönelik bir deney tasarımı yapmıştır. Sexton vd. (2004), 
en iyi sonucu verecek en az parametreli ağ yapısının belirlenmesine yöne lik bir 
optimizasyon a l goritması önermişti r. 

YSA'nın zaman seri leri ile geleceği tahminde kullanımı Uzerine yapıl an 

araştırmalar ve çalışmal ar oldukça çoktur. Marquez vd. (1992) ve Hi ıı vd. (1994), 
YSA'yl, zaman serilerinin tahmininde kullanılan istatistiksel metotlarla ve regresyon 
tabanlı tahmin metodu ile karşılaştı rarak literatürü gözden geç i rmiş lerdir. Zhang vd. 
( 1998), daha kapsamlı bir çalı şma ile sinir ağları ile modeııemenin önemine 
odak l anmışl ardır. 

Bu çalışmada, doğıusal olmayan zaman serilerinin tahminde YSA' n ın 
performansında etkili olduğu dUşUnülen, girdi nöronu sayısı ve gizli nöron sayı sının 

belirlenmesi için bir deney tasrımı yapılmı ştır. Çalışma şu şekilde plan l anmıştır: 2. 
bölUmde YSA ve YSA ile tahminde önemli parametreler açıklanmı şt ı r, 3.bölUmde 
uygulama çalışması ve 4. bölUmde sonuç ve öneriler yer almaktadı r. 

2. YAPAYSİNİR AGLARI 

İnsan beyninin çalışma prensibini taklit eden yapay sinir ağları (YSA), örnek 
sınıflandırma, örUntü tanıma ve tahminde önemli bir araçtır. YSA, deneme-yanı Ima 
yo lu ile öğrenebilmekte ve daha sonra da genelleşt i rme yapabilmektedir. 

Tipik bir YSA, nöronlardan oluşan katman larm bileşim i dir. En yaygın kullanılan 
YSA tipi, çok katmaniı algıl ayıcıdır. Çok katmanh a l g ı layıcı (ÇKA), dışarıdan verileri 
alan girdi katmanından, ağın çıktılarını dı şarıya veren çıktı katmanından ve bu ikisi 
arasında genellikle bir ve bazen de daha fazla gizli katmandan meydana gelmektedir. 
Girdi katmanındaki nöronların girdisi ağın dışından alınırken, gizl i kalman yada çıktı 
katmanındaki bir nöronun net girdi si; kendisine gelen bütUn girdilerin (Xi, i:;:I,2, ... ,n) 

ilgi li ağı rlıklarla (Wi, i;:::; I ,2, .. ,n) çarpımının toplamından (L; w;'x1 ) oluşmaktadır, çıktısı 

ise net gi rdin in aklivasyon fonksiyonunda iş leme tabi tutulması yla oluşur. 
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Bir ÇKA'nın kendisinden istenen görevi yerine getirebilmesi için probleme 
ilişkin verilerle ağın eğitilmesi gerekir. Eğitme işlemi öğrenme algoıitmaları sayesinde 
gerçekJ eştirilir. Girdi ve bu girdi lere karş ılı k gelen ç ıktı l ardan meydana gelen eği t im 

kümesi{x(k\ t(k»), k=1,2, ... p, şeklinde ifade edilirse, öğrenme algoritması yardımı ile 
verilen eğitim seti için en uygun çözümü üretecek ağırlıklar bulunur. S ı klıkl a kullanılan 
öğrenme algoritrnası geri yayılım algoritmasıdır. Geri yayılım algoritmasında 

ağırlıkların düzen lenmesi iş lemi, basitçe gradyan inişe dayanmaktadır (Kartalopoulos, 
1996). Gradyan inişe göre ağırlıkl arı düzenleyen geri yayılım algoritmasının yavaş 

ilerlemesi ve yerel minimumlara takılması sebebi ile Newton metodu ve Levenberg
Marquardt algoritmaları gibi ikinci derece metotlarlarla ağırlıkları düzenlemek üzere 
algoritmanın farklı modifkasyonları önerilmiştir. Bu metotlar daha hızlı çal ı şmaktadırlar 
ve genel minimumu bulmada daha başarıııdırlar (Zhang vd., 1998). 

Bir YSA'da öğrenme algoritmasının seçiminin yanısıra mevcut veri lerin 
düzenlenmesi de dikkatlice yapılmalıdı r. Zaman serileri tahmini için kurulan ÇKA'da, 
veri seti genellikle üç kısma ayrılır. Verilerin yakl aşık %80-60'01 içeren birinci kısım 
eğitim kümesi olarak adlandınhr ve ağın eğitimi için kullanılacak veri leri kapsar. İJ<.jnci 
kı sım doğrulama kümesidir ve verilerin %1O-20'ni kapsar. Doğrulama kümesi, en 
uygun ağ yapı sının belirlenmesinde yard ımcı olur. Doğrul arna kümesi sayesinde, 
ezberleme gi bi bir hata ile karşılaşmaktan kuı1u l unur. Son kı sım test kümesidir. Test 
kümesinin amacı, ağın sonuçları nın genelleştirilmesini sağlamaktır. Test kümesi, 
verilerin yaklaşık olarak %1O-20' ni kapsar. 

Zaman seri leri tahmini için . geliştirilecek ÇKA'nın tasarımında, girdi nöronu 
sayıs ı , gizli katman ve gizli nöron sayısı, çı ktı nöronu sayı s ı gibi deği şkenlerin 

belirlenmesi oldukça önemlidir. Ancak bu parametrelerin seçimi ilgileni len probleme 
göre değişecektir. En iyi ağ yapısının belirlenmesinde sezgisel yakl aşımlar yada deney 
tasarımı yardımcı olabi lir (Zhang vd., 1998). 

Tahmin için kurulan ÇKA'da en önemli parametrelerden biri belki de en 
önemlisi girdi nöronu sayısıdır. Bir zaman serisi tahmin probleminde uygun girdi 
nöronu sayısını belirlemek kolay değildi r. Tang ve Fishwick(1993), tek değişkenli bir 
zaman serisi için, girdi nöronu sayı sının basitçe Box-Jenkins AR(p) modelinin 
derecesine eşit ol duğunu ileri sürmektedir. Bu yaklaşım, bir başl angıç noktası olarak iyi 
olabilir ancak hiçbir zaman en iyi girdi nöronu sayısını belirlemez. Çünkü Box-Jenkins 
modelleri doğrusal ilişkinin bel irlenmesinde etki lidirier, doğrusalolmayan ilişkiyi 

ortaya ortaya çıkaımada başanlı olamayabilirler. 

Bir diğer önemli parametre de, gizli katman ve gizl i nöron sayısıdır. Gizli 
katman ve gizli nöronlar, YSA'nın başarısında büyük bir öneme sahiptir. Veri 
içerisindeki bel irleyici özellikleri ortaya çıkartan ve girdi ile çıktı arasındaki doğrusal 
olmayan ilişkinin kurulmasına yardımcı olan, gizli katman ve bu katmanlardaki 
nöronlardır. Yapılan çalışmalar, tek gizli katmanın, doğnısal olmayan fonksiyon 
yaklaşıml annda, istenilen herhangi bir doğruluk derecesinde başarılı neticeler verdiğini 
göstermiştir (Cybenko, 1989; Homik, 1989). Bir YSA'da birden faz la gizli katman 
olabilir, ancak bir çok araştırnıacı geleceği tahmin için kurdukları ağda tek gizli katman 
kullanmayı tercih etmişlerdir (Kaastra ve Boyd, 1996). Zhang vd.(l998)'ne göre, bir 
çok tahmin problemi için tek gizli katman yeterlidir. Ancak, bazı özel problemlerde, iki 
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gizli katmaniı ağ yapısının tek gizli katmanı! ağ yapısından daha iyi sonuç vermesi 
muhtemeldir. Kaastra ve Boyd (1996), bUlUn ÇKA'Iann öncelikle bir gizli katman ya da 
en fazla iki gizli katman kuru larak çalıştırı lmasını önermektedir. 

Bir a~da gizli nöron sayısının belirlenmesi kritik bir kamrdır. Genelde az sayıda 
gizli nöron ile çalışma tercih edi lir. ÇUnkü genelleştirme yetenekleri daha yUksektir. 
Çok sayıda gizli nöron , ağın genelleştirmeden daha çok ezberleme yeteneği 

kazanmasına sebep olur. Ancak çok az sayıda gizli nöron da ağın öğrenmesi için yeterli 
de~ildir. Bu sebeple araştırmacılar giz li nören sayısını belirlemede deneysel bir 
çalışmaya başvurabi lirler. Ancak sistematik bir yöntem olarak, kUçük bir başlangıç 
değeri ile başlanması ve ağ performansı i y il eşene kadar gizli nöron sayı sının art ı rılması 
öneıilmekted ir (Kaasıra ve Boyd. 1996). 

Gizli nöron sayısını belirlemede deneme-yanı Ima metodu sıklıkla kullanılır. 

Ancak yine de bazı deneysel çalışmalar gizli nöron sayı sını sınırlayıcı öneri ler 
sunmaktadır. Tek gizli katmanh ağlarda gizli nöron sayısına ili şkin bazı öneri ler 
şunlardır: 

a) 0,75 * 11 

b) " 
c) 211 

d) 211 + 1 

e) ~ 

(Baily ve Thompson, 1990) 

(Tang ve Fishwick, 1993) 
(Wong, 1991) 
(Lippmann, 1987) 

(Masıers, 1993) 

Yukarıdaki ifadelerde "n" girdi nöronu ve "m" çıktı nöronu sayı sını 

göstermektedir. Bu yaklaşımlardan hiçbirisinin bütün problemlerde iyi sonuç verdiğini 
söylemek doğru olmaz. 

ÇKA' hmn performansında etkili olabilecek bir başka etken de çıktı nöronu 
sayı sıd ır. Çı ktı nöronu sayısı çalı şılan probleme direk bağlıdır. Bir zaman serisi tahmini 
probleminde, çıktı nöronu sayısı, tahmin döneminin uzunluğuna göre belirlenir. Eğer 
tek dönemlik tahminde bulunulacak ise çıktı nörenu sayı s ı I ' e eşittir. Çok dönemli 
tahminde ise, kullanılan yak l aşıma göre çıktı nöronu sayısı değişir. Eğer iteratif tahmi n 
yön temi benimsenmişse, çıktı nöronu sayısı I ' c eşitti r. Direk tahmin yaklaşımı 

benimsenmişse. ç ıktı nöronu sayısı tahmin dönemi uzunluğuna cşit alınabilir. heratif 
yöntem, sadece bir dönem tahminde bulunmak Uzere kullanılabilir. Bulunan tahmin 
degeri girdi olarak ku ll anılır ve bir sonraki dönem tahmin edilir. iteratif tahmin 
yak l aşımı, Box-Jenkins modellerinin benimsed i ği yaklaşımdır . 

3. UYGULAMA 

Zaman serileri ilc gel eceği tahminde Box-Jcnkins modelleri ve YSA 'nı n 
performansını karşı laştırmak ve iyi bir tahmİn içi n YSA girdi nöronu sayı s ı vc gizli 
nöron sayı sını belirlemck amacı ile bilgisayar ortamında AR(p) sürecine uyan 100 
gözlem değerine sahip 20 farldı seri üretilmiştir. Üreti len seri değerleri için, 

[I J 

30 



Dura~an Zaman Serilerinin Yapay Sinir Aglan he Tahnıininde Gird i Nöronu Ve Gl7JI Nöron 
Sayısının Belirlenmesi 

eşi ıli ~i kull anılmı şıır. Seri lerin üretiminde başlangı ç de~erleri ve j.J. keyfi o larak 

seçilirken i/J parametre leri [-1 1] aralığında tekdUze dağılımdan rastgele üreti lmi ştir. 

a, haıa terimi, N(O,u1
) normal dağılmı ş bir tesadUfi deği şkendir. ll, hata terimi 

varyansı deği şik büyüklOklerde seçilerek gUrültü faktörunün tahminin doğruluğu 

üzerindeki etkisi araştınlm ışt ı r. 

Üretilen serilerin Box-Jenkins yön temi ile tahmini için MINITAB ve YSA 
teknik leri ile ı ahmi ni için de MATLAB NeUl'al Network ToolBox programlan 
kıı ll anı ımı ştı r. 

3.1. Ag Yapısı 

Zaman serileri tahmini için kuru lacak YSA'nın yapı s ı , ağın performansında 

oldukça etki lidir. Bu sebeple etkin bir performans için farklı ağ yapılannın 

araştınlmasında fayda vardır. 

Bu ça lı şmada, girdi nöronu sayıs ı , 2,3, ve 4 olacak şekilde farklı ağ yapılan 

denenmiştir . Gizli nöron sayı s ı için ise, girdi nöronu sayı sının bir eksi ği nden 2 faz l asına 
kadar değerl er ku ll anılmı ştır. Örneğin girdi nöronu 3 ise, gizli nöron 2,3,4 ve 5 alınarak 
farklı ağ yapılan elde edilmiştir. Şekil 2, kullanılan ağ yapısını göstermektedir. 

Şekil 2'de gösterilen ağın ürettiği çıktının matematiksel ifadesi Eş. 2'de 
verilmi ştir. 

Girdi ka.tmam Gi:d.i katman Çıkhhtnwu 

" i·' 

V,. 

Yı 

Şekil 2. Zaman serileri ile geleceği tahmini için kurulan YSA 
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(2) 

Eş,2'de, F" t dönemi ıçin ağın ürett i ği seri değerini , {r: -ı , i=I,2""k} k 

dönem geçmiş gözlem değeri ni, {wij' i= I,2, .. ,k; j= I,2, .. ,m} girdi katman 

nöronlarından gizli katman nöronlarına olan bağlan tı l a rı n ağı rlı klaı'ın ı , Bo ve eOi . girdi 

değeri i olan eşik (bias) terimlerinin bağlanu larına ait ağırlık ları , {v j , j= I,2, ... ,m} 

giz li katman nöronlarından çıktı katmanı nöronuna olan bağlantı ların ağı rl ı klarını, f 
kullanılan aktivasyon fonksiyonu nu ifade etmektedir. 

3.2. Performans Ölçütü 

Kurulan YSA'nın iyı bir tahmi n edic i olup olmadı ğ ı nın tespiti için test 
kümesindek i verilerin tahmin değerlerin i n doğru l uğunu n ölçül mesi gereklidi r. Bu ölçme 
işlemi için bi r çok ölçüt kullanılabi l ir. Bu çalışmada ortalama mutlak yüzde hata 
performans ölçüıü hesap l an mışt ı r: 

ı N I(Y - F) 
Orta lama Mutlak Yüzde Hata (OMYH) = - L ' ':4< 100 

N i~ i Y, 
(3) 

Eşit l ik 3'te Yı. serinin t dönemi ndeki gerçek değeri ni , F[, serini n t dönemindeki 
tahmin değerini ve N de serideki göz lem sayısı ili göstermektedir. 

3.3. Bulunan Sonuçlar 

YSA ile tahminde bulunabilmek iç in eldeki seriler eği t i m, doğrulama ve test 
o lmak üzere üç k ı s ı ma ayrıl mışt ı r. ilgilenilen serinin, %80'ni eği tim kümesi, % IO'nu 
doğrulama kümesi ve %lO'nu test kümesidir. Box-Jenkins tekni ğ i ile model 
kurulurken serini n %90' nu model kurma ve %lO' nu test amaç lı ku llanı lm ı ş t ı r. Her iki 
teknik le test kümesi için bulunan sonuç lar karşılaştı rılmı ş ve hangi tekniği n daha az 
tahmin hatas ı verdiği araşunlmıştır. YSA ile tahminde bulunurken en iy i sonucu veren 
ağ yapısının beli rlenmesi amacı ile bir deney tasarımı yapılmıştır. 

3.3.1. Girdi ve gizli "öron optimizasyonu 

Girdi nöronu ve gizli nöron l arın performans ö lçütü üzerindeki etkis in i öğren mek 

için deney tasarı mı yap ıl mış ve Şeki i I ve 2'de gösterilen sonuçlara u laşılm ı ştır. 

Şekil 2 ve Şeki l 3' te s ı rasıy l a, girdi ve gizl i nöron sayı larının ve bi rbirleri ile 
etk ileş im leri n i n performans ö lçütü üzerindeki etkisi gösterilmiştir. Grafikler 
i ncelen diği nde girdi nöronu sayısının ve giz li nöron sayısı nı n 3. düzeyde ol duğu 

durumda en düşük OMYH değeri nin elde edi l diği görülmektedir. Buradan hareket le, 
girdi nöronu sayı s ı artt ı kça tahmin doğruluğunun arttı ğı söylenebi lir. Ayrı ca giz li nöron 
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sayı sın ın en iyi değerinin girdi nöronu sayı sının bir faz l asına eşi t o lduğu her iki şeki lde 
de görülmektedi r. 

3.3.2. Dox-jenkins ve YSA karş ılaştırması 

Box.-Jenkins ve YSA teknikleri nden hangisinin daha az tahmin hatası verdiği ni 

söyleyebi lmek için Paired t test istatist i ğinden faydal anılmıştır. 20 seri için bulunan 
OMYH değerlerine ail Paired i is ı a t ist i ğ i ve Box-Jenkis - YSA fark ı için güven aralı ğı 
Tablo I 'de veril mişt ir. Tablo i 'deki sonuç lar, YSA ile bulunan ıah min h at asının Box.
Jenkins tekni ği ile bul unan tahmin hatasına göre daha az ol duğunu göste rmektedir. 

Tablo ı. Pai red T i stat İ st i ği sonucu ve ~üven ara lı ~ ı 

Box.-Jenkins - YSA 
%95 Güven aralığ ı (0.088; 0.852) 

T test i T-del!.cn - 2.43 P-dcğcn = 0.016 

Ana Etki Graflgi 
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Şeki l 2. Gi rdi ve giz li na ran sayı sı l anna göre ana etki grafiği 
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Şekıl 3. Gı rd ı ve gız lı noron sayısının etkıleşımı 
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Coşkun HAMZAÇEBI- Fevzi KUTA Y 

4. SONUÇ 

Bu ça lı şmada YSA ile AR(p) sUrecine uyan zaman serileri tahmininde gi rdi 
nöronu ve gizli nöron sayıl arının tespitine yönelik birdeney ıasrımı yapıl mıştır. Yapıl an 

anal iz sonucunda, g irdi nöronu say ı s ı arttıkça tahmin perrorman sının iyileşti ı1, i 
görülmüştür. Gizli nöron sayı s ı ise, girdi nöronu sayı sının i fazlas ın a eşit olduğu 
durumda e n iyi perrormans e lde edi lmektedir. Box-Jenkins modelleri ile YSA Leknğinin 

hangisinin daha az tahmin hatas ı verdiği de araştm l an bir başka konudur. Her bir seriye 
ait test kOmesi için her iki teknikle bulunan OMYH değerl eri Paired 1 test i s tali sti ğine 

tabi tutulmuş ve YSA tekniğinin %95 güven katsayı sında daha az tahmin hatas ı verdiği 

görU l mUşlUr. 
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DETERMINING INPUT AND HIDDEN 
NEURONS NUMBERS IN ARTIFICIAL 

NEURAL NETWORKS FOR FORECASTING 
STATIONARY TIME SERIES 

ABSTRACT 

Iıı Ihis sıudy. mı experimeııtal desigıı has becıı col/dııc/ed for 
deıermiııiııg ıhe opıimum valııes of il/pllt mıd !ıiddeıı ııelirolis ııımıbers ıvhiclı 
are thefaeıors affeeıilis tlıe per/ormal/ce of cırtijicialııeııralııcııvork.t J/sed ıo 
Jorceası ,fıatiOluıry ıime series. Fıırtherıııore. resıılts oj Box-Jel/ki//,Ç models 
a/ld arıijiciafl/cıımlııeıworks are eompared a"d it is also il/vesıigated ıvlıic/ı 
ıııethod gives the belfer resI/Iı. 

Key Words: Arıifieial /lcııraL networks, Iıl1mber of iııpııı ncııro/u, ",ımbel' of 
hiddeti "elirolis, Box-Jel/kilis modefs. 
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