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Yaygin bir karaciger rahatsizlig1 olan hepatit, diinya ¢apmnda énemli halk saglig1 sorunlarindan biridir.
Klinik verilerin dogru yorumlanmasi, hepatit tanisinin yapilabilmesi igin ele alinmasi gereken en 6nemli
sorunlardan birisidir. Bu ¢aligmada, 6liimciil hepatit hastaligmnin tanisi i¢in 6znitelik segimi yontemi
uygulanarak, bulanik modelleme ile ¢esitli makine 6grenmesi yontemlerinin hastalik tespitindeki basarist
karsilastinlmistir. Calismada UCI makine 6grenimi deposundan edinilen hepatit veri seti kullanilmigtir.
Kullanilan veri seti ilk olarak veri 6n islemeden gegirilmis, siniflandirma basarisinin artirilmasi igin
oznitelik secimi ile veri setindeki 6zellik sayist azaltilmistir. Ozellik sayis1 azaltilan veri seti kullanilarak
bulanik model ve makine O6grenmesi modelleri denenmistir. Elde edilen sonuglar ¢esitli metrikler
kullanilarak degerlendirilmistir. Yapilan ¢calismalar sonucunda Bulanik Mantik yontemi ile dogruluk %94
olurken, Gradient Boosting algoritmasi ile dogruluk, kesinlik, duyarlilik ve f-skor metrigi agisindan
sirastyla %98.36, %98.68, %98.95 ve %98.91 olarak hesaplanmistir. Elde edilen sonuglar, hepatit
hastalignin teshisinde makine 6grenmesi yontemlerinden Gradient Boosting yonteminin diger makine
6grenme yontemlerine ve bulanik yaklagima gore daha basarili oldugu goriilmiistiir.
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* Sorumlu Yazar

Hepatitis, a common liver disorder, is one of the major public health problems worldwide. Accurate
interpretation of clinical data is one of the most important problems to be addressed in order to diagnose
hepatitis. In this study, the success of fuzzy modeling and various machine learning methods in disease
detection is compared by applying feature selection method for the diagnosis of fatal hepatitis. The
hepatitis dataset obtained from the UCI machine learning repository was used in the study. The dataset
was first subjected to data preprocessing and the number of features in the dataset was reduced by feature
selection to increase the classification success. Fuzzy model and machine learning models were tested
using the reduced number of features. The results obtained were evaluated using various metrics. As a
result of the studies, the accuracy with the Fuzzy Logic method was 94%, while the accuracy with the
Gradient Boosting algorithm was calculated as 98.36%. The results show that Gradient Boosting algorithm
is more successful than other machine learning methods and fuzzy approach in the diagnosis of hepatitis
disease.
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Giris

Hastalik teshisi, tip ve saglik alaninda bir hastaligin
tedavisinde atilmasi gereken ilk ve en Onemli adimdir.
Hastaligin yanlis teshisi, genellikle komplikasyona yol
acmakta ve nihayetinde de olimle sonuglanabilen, yanlis
tedavilere yol acabilmektedir [1]. Hastalik tedavisinde,
hastaligi baslica belirtileri ve semptomlarmin diizgiin bir
sekilde analiz edilerek elde edilen teshis ¢ergevesinde dogru
tedavinin uygulanmasi kritik 6neme sahiptir. Tedavinin
dogru zamanda ve dogru sekilde uygulanmasi ise oldukga zor
olmakla birlikte hastalik ve hastanin ge¢misi hakkinda gok
fazla bilgi gerektirmektedir. Bu sebeple hastaligin teshisinin
dogru bir sekilde yapilmasi ve hastalik niteliginin tespiti
hayati 6nem arz etmektedir.

Karaciger rahatsizliklarinn  dogru  zamanda  tespit
edilemedigi  durumlarda, hastalik, 6lime  neden
olabilmektedir. Karaciger rahatsizliklarinin baslica nedenleri;
bagimlilik yapan uyusturucu vb. maddelerin kullanima,
stirekli alkol ve sigara kullanimi, giinliik esyalarm ortak
kullanim1 ve sterilizasyon olmadan veya dogru koruma
onlemleri alimmadan yapilan kan naklidir [2]. Karaciger
rahatsizliklarinin analizi i¢in bir¢ok yontem ve yaklagim
kullanilmigtir. Bunlardan bazilar1 fiziki muayene, karaciger
testleri, ultrason, karaciger biyopsisi ve kan testleridir.

Diinya genelinde, son evredeki karaciger rahatsizliklar
onemli 6liim sebeplerindendir [3]. Diinya Saghk Orgiitii’niin
verilerine gore 2017 yilinda hepatit nedeni ile 1,4 milyon
6liim gergeklesmis ve 325 milyon insan enfekte olmustur [4].

Gilinlimiizde yapay zekd, birgok farkli alandaki tibbi
problemlerin ¢oziimiinde etkin olarak kullanilmakta ve bu
problemlerin  ¢oziilebilmesi  i¢in  akilli  sistemler
gelistirilmektedir [5]. Bulanik ¢ikarim sistemi (Fuzzy
Inference System, FIS) ve makine O0grenmesi yontemleri,
problemleri analiz etmek ve ¢ikarim yapmak i¢in kullanilan
yapay zeka yontemleridir. Bu ydntemler otonom robotlar,
cesitli endiistri alanlari, bilgisayar bilimleri, tibbi sistemler,
hava tahmin sistemleri ve tarim gibi hayatin bir¢ok alaninda
kullanilmaktadir.

Literatiirde, hastaliklarmm  tespiti i¢in yapay zeka
yontemlerinin  kullanildigi birgok c¢aligma bulunmaktadir.
Dogrusal Diskriminant Analizi (Linear Discriminant

Analysis, LDA) ve Uyarlamali Ag Tabanli Bulanik Cikarim
Sistemi (Adaptive Network based on Fuzzy Inference
System, ANFIS) kullanarak gelistirilen modellerle hepatit
teshisinde %94.16 oraninda basar1 saglanmistir [6]. Yapay
Bagisiklik Tanima Sistemi (Artificial Immune Recognition
System, AIRS) ve Bulanik Kaynak Tahsis Mekanizmasini
(Fuzzy Resource Allocation System) kullanarak hepatit
teshisi yapabilen bir sistemde 10-fold ¢apraz dogrulama
(cross validation) uygulayarak %92.59 oraninda dogruluk
elde edilmistir [7]. Dogrusal Olmayan Yinelemeli Kismi En
Kiiciik Kareler (Non-Linear Iterative Partial Least Squares)
ve Kendini Diizenleyen Harita (Self Organizing Map)
kullanarak gelistirilen hepatit teshisinde ROC metrigi
bakimindan %93.06 basar1 saglanmistir [8]. Cok Katmanli
Mamdani Bulanik Cikarim Sistemi (Multilayer Mamdani
Fuzzy Inference System) kullanilmis hepatit B teshisi sistemi
%92.2 oraninda basari saglamistir [9]. ANFIS kullanan bir
hepatit teshis sistemi %95.24 oraninda basar1 saglamistir
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[10]. Levenberg-Marquardt algoritmasi ile Yapay Sinir Ag1
(Artificial Neural Network) kullanan bir hepatit teshis
sistemi, 10-fold capraz dogrulama uygulayarak %91.87
oraninda basar1 saglamistir [11]. Baska bir kalp rahatsizlig1
teshis sisteminde Relief algoritmasi, Rough Set yontemi ile
C4.5 smiflandirma algoritmasi kullanilmig ve Jackknife
capraz dogrulama yontemi uygulanarak %92.59 oraninda
basar1 saglanmistir [12]. Genetik Algoritma ve ANFIS
kullanarak hepatit teshis sistemi %97.44 oraninda bagari
saglamigtir [13]. Destek Vektor Makinesi (Support Vector
Machine, SVM) ve Benzetilmis Tavlama (Simulated
Annealing) yontemleri ile gelistirilen hepatit teshis
sisteminde 10-fold ¢apraz dogrulama ile %96.25 oraninda
basart saglanmistir [14]. Temel Bilesen Analizi (Principle
Component Analysis, PCA) ve En Kiiciik Kareler Destek
Vektdr Makinesi (Least Squares Support Vector Machine,
LSSVM) kullanan hepatit teshisinde %95 oraninda basar1
saglanmistir [15]. Bagka bir hepatit teshis sisteminde Fisher
Dogrusal Analiz (Local Fisher Discriminant Analysis) ve
SVM kullanilmis ve %96.77 oraninda basart saglanmistir
[16]. Rough Set ve Asir1 Ogrenme Makinesi (Extreme
Machine Learning, ELM) kullanan bir hastalik teshis
sisteminde %93.75 oraninda basar1 elde edilmistir [17]. ELM
ve Tek Katmanli Ileri Beslemeli Sinir Ag1 (Single Layer Feed
Forward Neural Network) kullanilan sistemde %94.44
oraninda basari saglanmistir [18].

Bu ¢alismada 6znitelik se¢imi yontemi (feature selection) ile
bulanik ¢ikarim sistemi ve makine dgrenmesi kullanilarak
hepatit hastalig1 tespiti i¢in model gelistirilmeye ¢alisilmig ve
bulanik ¢ikarim sistemi ile makine dgrenmesi modellerinin
basarist karsilastirlmistir. Ik asamada, dznitelik secimi ile
veri kiimesindeki &zellik sayisi azaltilmaya calisiimigtir.
Bunun i¢in her bir 6zniteligin ¢ikt1 degiskeni ile sahip oldugu
korelasyon degeri kullanilarak hastalikla iligkili en 6nemli
ozellikler secilmeye calisilmis ve bu sayede smiflandirma
dogrulugunun artirilmasi hedeflenmistir. Ikinci asamada ise
hepatit hastaliginin teshisi igin segilen 6zellikler kullanilarak
bulanik ¢ikarim sistemi ve makine 6grenmesi modelleri ile
sonug iretilmistir. Bu yaklagim, literatiirde yapilmig 6nceki
calismalara oranla daha az hesaplama siiresi gerektirmesi,
azaltilmis smiflandirma karmagsikligi ve daha yiiksek
dogrulukta siniflandirma bagaris1 sunmasi gibi sebeplerle bu
calismada uygulanmustir.

Calismanin kapsami Bulanik Mantik ve Makine Ogrenmesi
algoritmalarinin kullanilarak hepatit hastaligimnin tespiti i¢in
kiyaslanmasidir. Giris boliimiinde, bu alanda yapilan benzer
caligmalara, Materyal ve Metot boliimiinde kullanilan
modellerin basarim oOlgiitlerinin hesaplanmasina ve bulanik
mantik ve makine dgrenmesi algoritmalarina ve c¢alisma
prensiplerine deginilmistir. Deneysel Sonuglar ve Tartisma
boliimiinde yapilan calismalar ve elde edilen sonuglar
tartisilmistir.  Son Boliimde, elde edilen sonuglarin
degerlendirilmesi yapilmistir.

Materyal ve Metot

Bu calismada hepatit hastaliginin teshisinde kullanilacak
modeller olusturulmadan 6nce veri Onigleme ve Oznitelik
secimi islemleri uygulanmistir. Oznitelik se¢imi ile, veri
setindeki gereksiz Ozellikler ¢ikarilarak, c¢iktt degerini
belirleyici 6zelliklerin modelde yer almasi, ¢ikti degeri
iizerinde etkisi az olan 6zelliklerin modelde kullanilmamasi
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saglanmistir. Calismada agik erisimli UCI Makine Ogrenmesi
Deposundan alinan Hepatit hastalik [19] wveri seti
kullanilmigtir. Veri setinde 6znitelik se¢imi ile kullanilacak
ozellikler belirlenmeden dnce on isleme yapilarak eksik ve
gereksiz veriler silinmistir.

Kullanilan Veri Seti

Calismada acik erisimli UCI Makine Ogrenmesi Deposundan
alman Hepatit hastalik veri seti kullanilmistir. Veri setinde
yer alan 6zellikler Tablo 1’de gosterilmistir.

Tablo 1. Calismada kullanilan veri seti.

Ozellik Ozelli Ozellik Deger

No Ozellik Ad1 Araligi

1 Hasta ID 1-615

2 Yas 19-77

3 Cinsiyet E-K

4 ALB (Albiimin) 14.9-82.2

5 ALP (Alkalen 11.3-416.6

fosfataz)

6 ALT (Alanin 0.9-3253

Aminotransferaz)

7 AST (Aspartat Aminotransferaz) 10.6 — 324

8 BIL (Bilirubin) 0.8 254

9 CHE (Kolinesteraz) 1.42-16.41

10 CHOL (Kolesterol) 1.43-9.67

11 CREA (Kreatinin) 8.0-1079.1

12 GGT (Gama 4.5-650.9

Glutamil Transferaz)

13 PROT (Kan Proteini) 44.8-90.0
0=Kan Bagiscisi,
0s=Siipheli Kan

Bagiscisi,
14 Kategori 1=Hepatit Hastast,
2=Fibrozis
Hastast,
3=Siroz Hastas1
Veri On isleme

Veri 6n isleme agamasinda oncelikle veri setindeki eksik
veri igeren veriler silindi. Ardindan daha az hesaplama siiresi
ve daha az karmagiklik igin veri seti lizerinde F-test
uygulanarak gereksiz 6zellikler veri setinden ¢ikarildi. Ayrica
SMOTE [20] yontemi kullanilarak eksik sayidaki sinif tiirleri
(1=Hepatit Hastas1i, 2=Fibrozis Hastasi, 3=Siroz Hastas1)
cogaltildi. Ayrica kategorik degerler igeren kategori
ozelliginde 0=Kan Bagiscist ve 0s=Siipheli Kan Bagiscist
kategorileri kendi aralarinda Hasta Degil olarak ve 1=Hepatit,
2=Fibrozis ve 3=Siroz kategorileri de kendi aralarinda Hasta
olarak birlestirildi. Son olarak da birlestirilen kategorilere
Label Encoder islemi uygulanarak veri 6n isleme islemi
bitirildi. Veri 0n islemenin ardindan veri setindeki dzellikler
Tablo 2’de gosterilmistir.

Tablo 2. Veri 6n isleme sonrasi veri seti.

Ozellik No Ozellik Adt Ozellik Degerleri
1 ALB 149-822
2 AST 10.6 — 324
3 BIL 0.8-254
4 GGT 4.5-650.9
5 Hastalik 0 (Hasta Degil),
Durumu 1 (Hasta)

Bulamik Mantik

Mantik biliminin temel yapi tasi olan dnermeler, dogruluk
degerine sahip hiikiim bildiren ifadelerdir. Antik Yunan
doneminden baslayarak giinimiize kadar gelen klasik
mantikta 6nermeler yanlis ve dogru olmak iizere dogruluk
degerini {0,1} kiimesinden alir. Klasik mantigin belirsizlik
kavramina yer vermeyen yaklagimi sonucu, bazi problemlerin
¢Oziimiinde ortaya c¢ikan ¢oziimsiizliiklerle birlikte 20. yy
baslarindan itibaren, felsefi olarak elestirilmeye; dogada ve
bilimde var olan belirsizlikten bahsedilmeye baslandig:
goriilmektedir [21], [22]. Klasik mantigin karsisinda yer alan
bulanik mantik teorisi, 1965 yilinda Zadeh tarafindan ortaya
atilmustir [23]. Bulanik mantik teorisi, iki degerli 6nermeler
yerine belirsizlik kavrammin géz Oniine alindigi, degerini
[0,1] araligindan alan dogruluk derecesine sahip dnermeleri
temel almaktadir. Boylece Zadeh, klasik iki degerli mantigin
dayandigi  keskinlik  yaklagimi  yerine, insanlarin
diistinmesinde ve akil yiiriitmesinde kullandig1 belirsizligi
one cikarmigtir. Bulanik mantik teorisi temel anlamda
bulanik kiime teorisine dayanir. Bulanik kiimeler, keskin
sinirlara sahip kiime kavrami yerine sinirlar1 belirsiz olan ve
elemanlarin iiyeliklerinin kiimeye aidiyeti keskin olmayan
kiime anlayismna dayanmaktadir. Klasik mantikta akil
yiiriitme yolu ile ¢ikarim yapilir, bunun i¢in mantik biliminin
farkli yaklagimlar1 kullanilir. Bulanik akil yiiriitme (yaklagik
akil ytiriitme) de bulanik kiime ve bulanik mantik teorilerini
temel alir. Giinliikk hayatimizda kullandigimiz akil yiiriitme,
klasik mantikta yer alan akil yiiriitme yaklasimlarina
benzemekle birlikte belirsizlik tasiyan kavramlar iizerinden
yapildigindan, bulamk akil  yiiriitme  yaklagimin
andirmaktadir. Bulanik modellemede kullanilan ¢ikarim
mekanizmalari, tanimlanmig olan bulanik kiime ve bulanik
kurallar1 kullanarak bulanik akil yiirlitmenin uygulanmasini
ve karsilagilan yeni degerler icin tahmin yapilmasini saglar.
Bulanik modellemede kullanilan ¢ temel c¢ikarim
mekanizmast  Mamdani, Sugeno ve  Tsukamoto
yaklagimlaridir. Bu ydntemler sayesinde giiniimiiz dijital
sistemlerinde, bulanik kiime ve bulanik mantik teorilerinden
faydalanilarak bulanik akil yiirlitme isleminin yapilmasi
saglanmis ve insan benzeri akil yiiritmenin bir yansimasi
olan bulanik modellemenin yolu agilmisgtir.

Makine Ogrenmesi

Yapay zekanin bir alt dali olan makine 6grenmesi, karmasik
veriden bir Oriintli tespit edilmesi ve akilct kararlar
verebilmek icin istatistikten ve bilgisayarlarin islem
giiclinden faydalanmaktadir.

Bu calismada smiflandirma algoritmalarindan Random
Forest, Decision Tree, XGBoost, Gradient Boosting, MLP,
Support Vector Machine (SVM) ve k-Nearest Neighbors
algoritmalar1 kullanilmigtir.

k Nearest Neighbors : Bu algoritma siniflandirilmak istenen
verinin daha Onceki verilerden k tanesine olan yakinligini
kullanarak siniflandirma yapmaktadir. Komsuluk mesafesini
dlemek icin Oklid uzakh@ kullanilmaktadir. Uzakliklar:
hesaplanan k tane 6rnegin ait olduklar simiflarin ¢ogunluguna
gbre yeni veri bir sinifa atanir.

Decision Tree : Bu yontemde egitim asamasinda veri
setinden faydalanilarak bir aga¢ yapisi olusturulur.
Karsilasilan yeni veri i¢in agacin kdkiinden baslanilarak her
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diigimde yapilan karsilastirma ile agacin yapraklarmdaki
sinif etiketlerine giden kollar ile siniflandirma islemi
yapilmaktadir.

Random Forest : Siniflandirma iglemi sirasinda birden fazla
karar agact lreterek siniflandirma oranint yiikseltmeye
amaclayan bir algoritmadir. Rastlantisal olarak secilen karar
agaclari bir araya gelerek karar ormanini olusturur.

Gradient Boosting : Random Forest algoritmasina benzeyen
bu algoritma karar agaglarin1 kullanmaktadir. Aralarindaki
temel fark, son tahminin tim agaclarin dogrusal bir toplami
olmasi ve her agacin amacinin 6nceki agacin hatasini en aza
indirgemeye ¢aligmasidir.

Support Vector Machine : Support Vector Machine, iki
smiftan olusan ve dogrusal olmayan sekilde ayrilabilen veri
kiimesi i¢in, veri kiimesindeki smiflari sonsuz sayida bdlen
¢izginin (karar sinir1) oldugu temel prensibi ile ¢alisan bir
algoritmadir. Iki sinifin en iyi sekilde ayiran ¢izginin segimi,
egitim numunelerinin  bir alt kiimesi kullanilarak
gerceklestirilir.

Multi Layer Perceptron : Multi Layer Perceptron, insan
beyninin bilgiyi isleme siirecini taklit eden bir algoritmadir.
MLP, giris katmani, gizli katman ve ¢ikis katmanindan
olusmaktadir. Giris katmani, digsaridan kendisine gelen
bilgileri islenmek {iizere gizli katmana iletir. Gizli
katmanlarda islenen bilgiler, ¢ikis katmaninda tahmin sonucu
tiretilerek sistemden ¢ikmaktadir.

XGBoost : Gradient Boosting temelli bir algoritmadir.
XGBoost, Gradient Boosting farkli olarak asir1 6grenmeyi
onlemek i¢in daha diizenli bir model bigimlendirmesi
kullanmaktadir.

Modellerin Gelistirilmesi

Bu calismada hepatit hastalik veri seti kullanilarak Bulanik
Mantik ve Makine Ogrenmesi yontemleri ile modeller
olusturulmus ve elde edilen modellerin basarimlari
degerlendirilmistir. Modellerin bagarimini arttirmak i¢in veri
setinde, F-test kullanilarak 6znitelik se¢imi, SMOTE yontemi
kullanilarak eksik sinif verilerinin eklenmesi ve kategorik
verilerin sayisallagtirilmasi gibi veri Oniglemleri yapilmigtir.
F-test sonucu veri setindeki ALB, AST, BIL, GGT ve
Hastalik durumu 6znitelikleri segilmistir.

Calismada bulanik modelin gelistirilmesi agsamasinda Python
programlama dilinde gelistirilmis olan pyFUME [24]
kiitiiphanesi kullanilmistir. pyFUME Kkiitiiphanesi, bulanik
modelleme konusunda oldukga faydali bir kiitiiphane olmasi
sebebiyle caligmada tercih edilmistir. Bulanik modeldeki
tiyelik fonksiyonlart ve kurallar, pyFUME Kkiitiiphanesi
kullanilarak olusturulmustur.

Modelde, her bir 6zellik i¢in 3 bulanik kiime tanimlanmis —
Diisiik, Normal, Yiiksek—; diisiik ve yiiksek bulanik kiimeler
icin iicgen iiyelik fonksiyonlar, Normal bulanik kiimeler i¢in
ise yamuk {iiyelik fonksiyonlar olusturulmustur. Her bir
Ozellik icin olusturulan iyelik fonksiyonlar1 Tablo 3’de
gosterilmistir.

Tablo 3. Veri 6n isleme sonrasi veri seti.

Ozellik Destek Araligi, Bulanik Kiime Adi, Tipi
0 — 65, Diisiik, iggen
ALB 30 — 100, Normal, yamuk

75 — 150, Yiksek, tiggen

0 — 175, Disiik, liggen
AST 130 — 360, Normal, yamuk
300 — 400, Yiiksek, liggen

0 — 70, Diisiik, tiggen
BIL 30 — 200, Normal, yamuk
150 — 300, Yiiksek, tiggen

0 — 100, Disiik, tiggen
GGT 35— 600, Normal, yamuk
500 — 700, Yiiksek, tiggen

Her bir 6zellik icin olusturulan iiyelik fonksiyonlar1 Sekil
2’de gosterilmistir.

Uyelik fonksiyonlarinin olugturulmasinin ardindan bulanik
modeldeki kurallar olusturulmustur. Kurallar uzman goriisii
ile olusturulmus ve 14 kural bulanik modele eklenmistir.

Bulanik modelde ¢ikarim mekanizmasi olarak Mamdani
¢ikarim yontemi kullanilmigtir.  Modelde durulagtirma
yontemi olarak agirlik merkezi yontemi kullanilmigtir.
Agirlik merkezi yonteminde, tetiklenen kurallardan gelen
iiyelik degerlerinin, bulanik ¢ikis kiimeleri tizerinde kestigi
alanlar toplanir. Daha sonra bu alanlarin geometrik agirlik
merkezi hesaplanir. Ortaya ¢ikan deger ise durulagsmis ¢ikis
degeri olmaktadir.

1

2. If (ALB is yuksek) and (AST iz dusuk) and (BIL is dusuk) and (GGT is normal) then (HASTA is 1) (1)
3. If (ALB is dusuk) and (AST is normaly and (BIL iz dusuk) and (GGT iz dusuk) then (HASTA iz 1) (1)
4. If (ALB iz dusuk) and (AST is dusuk) and (BIL is normal} and (GGT is dusuk) then (HASTA iz 1) (1)
5. If (ALB is dusuk) and (AST is dusuk) and (BIL is dusuk) and (GGT is dusuk) then (HASTA is 1) (1)
5. If (ALB iz dusuk) and (AST is dusuk) and (BIL is dusuk) and (GGT iz normal) then (HASTA iz 1) (1)
7. If (ALB iz dusuk) and (A5T iz normal} and (BIL iz dusuk) and (GGT iz normal) then (HASTA is 0 (1)
8. If (ALB iz normal) and (AST iz dusuk) and (BIL iz dusuk} and (GGT is dusuk) then (HASTA iz 0) (1)
9. If (ALB ie normal} and (AST is dusuk) and (BIL is normal} and (GGT ie normal} then (HASTA is 0} (1)
10. If (ALB iz normal) and (AST is dusuk) and (BIL is dusuk) and (GGT iz normal) then (HASTA s 0) (1)
11, If (ALB is normal} and (AST is normal} and (BIL is dusuk) and (GGT is dusuk) then (HASTAIs 1) (1)
12.If (ALB is dusuk) and (AST is yuksek) and (BIL iz normal) and (GGT iz normal) then (HASTA is 1) (1)
13. If (ALB iz normal) and (AST iz normal) and (BIL is dusuk) and (GGT is normal) then (HASTA s 1) (1)
14, If (ALB iz normal) and (AST is normal} and (BIL iz normal} and (GGT is normal) then (HASTA is 13 (1)

Sekil 1. Bulanik modeldeki kurallar.

10
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00
o 20 40 680 80 100 120 140
10
05 | == Disiik
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00
o 50 100 150 200 250 300 350 400
10
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00
o 50 100 150 200 250 300
10
o5 — Disitk
s Normal
— YUksEK
00
o 100 200 300 400 500 800 0o
Hastalik Durumu
10
= Hasta
05 = Hasta Degil
00

Sekil 2. Bulanik model iiyelik fonksiyonlari.

Caligmada makine oOgrenmesi modellerinin gelistirilmesi
Python 3.10 ortaminda yapilmistir. Calismada makine
o0grenmesi modelleri, en basarili sonucu veren parametrelerin
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bulunmasi amacityla GridSearch yontemi ile gelistirilmistir.
Ayrica her bir model i¢in 10-¢apraz dogrulama
uygulanmistir.

Deneysel Sonuclar ve Tartisma

Egitim verisi ile modeller egitildikten sonra test verisi ile
modellerin  basarimlar1  test edilmistir.  Modellerin
basarimlarinin karsilastirilmasi icin ¢esitli degerlendirme
kriterleri kullanilmaktadir. Bu calismada degerlendirme
kriteri olarak dogruluk, kesinlik, duyarlilik ve F-Skor
kullanilmig; bu  Olgilitler  hesaplanirken  karmasiklik
matrisinden faydalanilmistir. Karmagiklik matrisi Tablo 4’de
gosterilmistir.

Tablo 4. Karmagiklik Matrisi.

Gergek Degerler
Pozitif (1) Negatif (0)
Tahmin Porzitif (1) TP FP
Degerleri Negatif (0) FN TN

TP : True Positive (Dogru Pozitif): Gergek sinift pozitif olan
bir 6rnek dogru siniflandirildi

FP : False Positive (Yanlis Pozitif) : Ger¢ek smifi negatif
olan bir 6rnek yanlis siniflandirildi

FN : False Negative (Yanlis Negatif) : Gergek sinifi pozitif
olan bir 6rnek yanlis siniflandirildi

TN : True Negative (Dogru Negatif) : Gergek sinifi negatif
olan bir 6rnek dogru smiflandirild

Dogruluk, dogru smiflandirilan 6rnek sayismin  tiim
orneklerin sayisina oranidir. Bir modelin basarisint 6lgmek
i¢in sik kullanilir, ancak tek basina yeterli degildir.

TP + TN

(1)
TP + FP + FN + TN

Dogruluk =

Kesinlik, pozitif olan ve dogru tahmin edilen drnek sayisinin
pozitif olarak tahmin edilen 6rnek sayisina oranidir.

TP

Kesinlik = m

(2)

Duyarlilik, pozitif olan ve dogru olarak tahmin edilen 6rnek
sayisinin pozitif 6rnek sayisina oranidir.

TP

_— 3
TP + FN (3)

Duyarlilik =
F-Skor, esit dagilmayan veri kiimelerinde hatali bir model
secimi yapmamak i¢in dogruluk metriginin yani sira tercih

edilen bir metriktir ve kesinlik ve duyarlilik degerlerinin
harmonik ortalamasi alinarak hesaplanmaktadir.

2 x Duyarlilik x Kesinlik
F — Skor = —
Duyarlilik + Kesinlik

3

Bulanik modelin {iyelik fonksiyonlarinin ve kurallarin
olusturulmasinin ardindan modelin basaris1 Glgiilmiistiir.
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Yapilan OSlgiimlerin neticesinde bulanik model ile %94
dogruluk degeri elde edilmistir.

Makine 6grenmesi modellerinden elde edilen sonuglar Tablo
5’de gosterilmistir. Yapilan Olglimler neticesinde hepatit
hastalik tespitinde en basarili sonug, %98.36 dogrulukla
Gradient Boosting algoritmasi ile alinmustir.

Bulantkk mantik  yontemi ve makine Ogrenmesi
algoritmalarindan elde edilen sonuclara bakildiginda makine
O0grenmesinin bulanik mantia gore daha basarili oldugu
gozlenmektedir. Kullanilan makine 6grenmesi modelleri
karsilagtirildiginda en basarili sonucun, makine 6grenmesi
algoritmalarindan Gradient Boosting algoritmas ile alindigi
goriilmektedir.  Gradient Boosting algoritmasma  ait
karmagiklik matrisi Sekil 3’de ve ROC egrisi grafigi Sekil
4’de gosterilmistir.

Hasta Degil

Hasta

Hasta Degil

Hasta

Sekil 3. Gradient Boosting algoritmasina ait karmagiklik
matrisi.

ROC Curves for GradientBoostingClassifier
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Sekil 4. Gradient Boosting algoritmasina ait ROC-AUC
grafigi.
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Tablo 5. Simiflandirma algoritmalarinin basari oranlari.

Algoritma
ve Dogruluk

Hiperparametreleri

Kesinlik

Capraz
Duyarlilik F-Skor Dogrulama (10) ROC-AUC

Gradient Boosting
0.9836

(loss="log_loss',learning_rate=0.1,
n_estimators=200,criterion="friedman_mse"')

Random Forest
0.9703

(n_estimators=200, criterion="gini'")

XGBoost
(learning_rate=0.001, n_estimators=100, 0.9702
objective="binary:logistic")

SVM

(C=1.0, kernel="rbf", degree=3,
gamma="scale')

0.9682

Decision Tree
0.9639

(criterion='gini', splitter="best")

MLP

(hidden_layer_sizes=(200,),
activation='sigmoid’, solver="adam’,
batch_size="auto', learning_rate='constant',
learning_rate_init=0.001, max_iter=200)

0.9626

kNN

(n_neighbors=3, weights='distance’,
algorithm="auto', leaf size=30,
metric="euclidean')

0.9588

Bulanik Model (Mamdani) 0.9400

0.9868

0.9795

0.9773

0.9752

0.9838

0.9727

0.9706

0.9689

0.9895 0.9891 0.9824 0.9699

0.9885 0.9840 0.9698 0.9432

0.9885 0.9829 0.9669 0.8660

0.9908 0.9829 0.9618 0.8516

0.9771 0.9804 0.9583 0.8885

0.9794 0.9760 0.9555 0.9450

0.9839 0.9727 0.9576 0.8702

0.9759 0.9723 0.9387 0.8342

Sonuclar

Bu ¢aligmada, hepatit hastaliginin kan degerlerini kullanarak
dogru tespit edilmesi i¢in bulanik model ve makine
O6grenmesi modellerinin gelistirilmesi ve g¢ikan sonuglarin
karsilastirilmasi amaclanmistir. Calismada kullanilan ve kan
degerleri bilgilerinden olugan veri seti, UCI Makine
Ogrenmesi deposundan edinilmistir. Veri seti ilk olarak on
islemeden gecirilmis ve hatali/eksik veriler silinmistir.
Ardindan bulanik model i¢in {iyelik fonksiyonlar1 ile bulanik
kurallar olusturulmus ve makine Ogrenmesi modelleri
gelistirilmigtir. Son olarak hem bulanik modelin hem de
makine 6grenmesi modellerinin basari test edilmis ve en iyi
sonug %98.36 dogruluk orani Gradient Boosting algoritmasi
ile elde edilmistir. Ayrica Gradient Boosting algoritmasiyla
kesinlik, duyarlilik, f-skor ve roc-auc metriklerinden sirasiyla
98.68, 98.95, 98.91, 96.99 skorlar1 elde edilmistir. Gradient
Boosting algoritmasi ile bulanik mantik yonteminden elde
edilen sonuglara  bakildiginda  Gradient  Boosting
algoritmasinin daha basarili sonug verdigi goriilmektedir. Bu
sonu¢ makine &grenmesi modellerinin bulanik modellere
gore hastalik tespiti problemlerinde daha basari sonuglar
verdigini gostermektedir. Ayrica bu g¢alismada kullanilan
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yontemlerle elde edilen basart oranmin literatiirdeki diger
caligmalara oranla daha yiiksek oldugu goriilmektedir. Bu
calisma ile literatiirdeki diger c¢alismalarin detayli
kiyaslanmasi Tablo 6’da gosterilmistir.

Bu c¢alismada makine Ogrenmesi modelleri ile bulanik
modellerin hepatit hastaliginin tespitinde kiyaslanmasi
yapilmistir. Yapilan kiyaslama sonucunda makine 6grenmesi
modellerinin bulanik modellere gore hepatit hastaliginin
tespitinde kullanilmasinin daha dogru sonuglar verecegi
kanatine varilmistir. Makine 6grenmesi modellerinin kendi
icerisinde kiyaslanmasi sonucunda ise en basart makine
o0grenmesi modelinin Gradient Boosting algoritmasi ile
olusturulan model oldugu gézlemlenmistir.

Gelecek caligmalarda sistemin basarist sinir aglari, bulanik
mantik temelli sinir aglar1 ve derin 6grenme yontemleri
kullanilarak artirilabilir. Ayrica sistem diger hastaliklarin
teshisinde kullanilmak tizere genisletilebilir.
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Tablo 6. Veri 6n isleme sonrasi veri seti.

Calisma Basari
- Kullanilan Y6ntem Olgiim %ii?lrll
Yil Metrigi
[6] - 5
2009 ANFIS, LDA Dogruluk 94.16
[7]- AIRS, FRAS, Capraz 3
2006 Dogrulama (10) Dogruluk—92.59
[8]-
2019 NIPALS, SOM ROC 93.06
[9]- -
2019 MMFIS Dogruluk 92.20
10] - -
o ANFIS Dogruluk ~ 95.24
[11]- YSA, Levenberg-Marquardt, -
2011 Capraz Dogrulama (10) Dogruluk o1.87
[12]- Relief, Rough Set, C4.5, -
2017 Jackknife Capraz Dogrulama Dogruluk 92.59
[2167’ 1]3_ Genetik Algoritma, ANFIS Dogruluk 97.44
[14] - SVM, Benzetilmis Tavlama, -
2012 Capraz Dogrulama (10) Dogruluk 96.25
[21051]1' LSSVM, PCA Dogruluk  95.00
[21061] 1‘ SVM, LFDA Dogruluk 96.77
[21071]3_ ELM, Rough Set Dogruluk 93.75
[18] - Tek Katmanl {leri Beslemeli -
2016 Sinir Ag1, ELM Dogruluk 9444
Bu Bu!_amk Mantik, Makine
calisma Ogrenmesi, Capraz Dogruluk 98.36

Dogrulama (10)

Etik kurul onay ve ¢cikar ¢atismasi beyam
Hazirlanan makalede etik kurul izni alinmasina gerek yoktur.

Hazirlanan makalede herhangi bir kisi/kurum ile ¢ikar
catismasi bulunmamaktadir.

Yazar Katkilari

Yazar 1 ve Yazar 2
-Calisma konsepti ve tasarim
-Veri toplama, verilerin analizi ve yorumlanmasi

-Taslagin olusturulmasi
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