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Giinlimiizde veri artig1 inanilmaz boyutlara ulagsmistir. Gelisen teknolojiyle bircok farkli sektérde
daha kolay veri elde edilebilmektedir. Bu noktada veri madenciligi bu veri yiginlarindan anlaml
bilgiye doniisiim siirecini hizlandirmigtir. Veri madenciligi, ilk basta veri tabanlarindan bilgi ¢ikarimi
olarak ortaya ciksa da giiniimiizde gelistirilen yeni yontemler ve teknolojilerin destegi ile tahmin
glicinden daha fazla yararlanilmaktadir. Calismada veri madenciligi siniflandirma yontemlerinden
destek vektor makineleri, web kullanim madenciligi verisi olan web giinlilk dosyalar1 {izerine
uygulanmugtir. Kullanilan veri seti bir e-ticaret sitesinin 812 giine ait web giinliik dosyalaridir. Web
giinliik dosyalar yapilandirilmamis veri icermektedir ve bu tip verinin analizi yapilandirilmis veriye
gore daha zordur. Bu nedenle analiz dncesinde verinin temizlenmesi gerekmis ve bu siire¢ ¢aligmada
uzun bir slire almigtir. Caligmada satin alma davraniginin egilimini belirlemek hedeflenmistir. Destek
vektor makineleriyle siniflandirma yapilmis sonuglar lojistik regresyonla elde edilen sonuclarla
karsilastirilmigtir. Destek vektor makineleri ile bir e-ticaret sitesi uygulamasinda daha dogru
siniflandirma yapilabildigi goriilmiistiir.

ABSTRACT

Today, size of data has reached amazing amounts. Recent advances in technology collecting data in
many different sectors is getting easier. At this point, data mining has accelerated the process of
transforming data to information. In the beginning, data mining has been known as information
extraction from databases, but recently it is more useful for prediction by the help of hew methods
and technologies developed. In this study web usage mining will be performed with classification
methods of data mining using web log files. The data used is an e-commerce web site’s log files of
812 days. Web log files contain unstructured data and it is very difficult to analyze it in conventional
ways. Before analyzing the data, it has to be cleaned and this process takes long time. The aim of this
study is finding the way of purchase behavior. First, analysis is made by support vector machines,
then results are compared with the results obtained by logistic regression. For implementation to an
e-commerce web site, it can be stated that support vector machines can classify more accurately.
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1. Giris

Internetin artik yasamin vazgegilmez bir unsuru olmast,
e-ticaretin hizli gelisimi ve basarisi, pazarlama
yoneticilerinin karar almalarini kolaylastirict modelleri
kullanmalarmi gerektirmektedir. Son donemde internet
ve e-ticaret lizerine yapilan modelleme c¢aligmalari;
geleneksel perakendecilik, fiyatlama, promosyonlar,
miisteri hizmetleri, satin alma davranmigi ve miisteri
sadakati iizerine yogunlagmistir. Elektronik ticaret yapan
sitketler ~web  sitelerine  potansiyel miisterileri
(ziyaretgileri) gekmek, satin alma davranigini anlamak ve
miisterilerinin siirekliligini saglamay1 amaglamaktadirlar
(Bucklin, 2008).

Sirket karliligi i¢in satiglar ve miisteri potansiyelinin
tanimlanmasi kritik dneme sahiptir. Bu alan dogrudan,
etkilesimli, hedef kitle ve veri taban1 pazarlama olarak
bilinmekte ve pazarlama alaninda arastirmacit ve
uygulamacilar i¢in biiylik 6nem arz etmektedir (McCarty
ve Hastak, 2007). Buradaki amag, satin alim gibi
miisterinin gelecek davraniginin tahmini i¢in miigterinin
islem ve davramissal verisinin analiz edilmesidir
(Hughes, 2005).

Sirket veri tabanlarinin etkin kullanimi ve veri analiz
yontemlerindeki gelismelerle miisteri veri analizi de
onemli bir hale gelmistir. Pazarlama c¢aligmalarinda
analiz yontemi olarak karar agaclari, yapay sinir aglari,
lojistik regresyon analizi gibi makine Ogrenmesi
yontemlerini  iceren  miisteri  tepki = modelleri
kullanilmaktadir (Bose ve Chen, 2009).

Miisteri tepki modellerinde “simif dengesizligi” gercek
uygulamalarda da ortaya ¢ikan &nemli bir sorundur.
Ancak literattirde bu problemin yeterince ilgi gormedigi
goriilmektedir. Ornegin, satin alim olmasi durumu igin
“1”, satin alim olmamasi durumu ic¢in “0” degerinin
atandig1r iki kategorili smiflandirma modelinin veri
setinde “1”lerin yani satin alimlarin “0”lara oranla
oldukca az oldugu gbzlenmektedir. Sigorta dolandiricilik
tespiti, petrol sizintisi tahmini, erken donem dogum
tahmini, sistem basarisizlik tahmini, afet tahmini gibi
drnekler bu tir verilere érnek verilebilmektedir (Ling ve
Li, 1998), (Weiss, 2004). Bu veri setlerinde veri analizi
yontemleri ¢ogunluk durumlarina gore tarafli davranma
egilimi gosterebilmekte ve azmnlik durumlari da
cogunluga gore smiflandirilabilmektedir. Bu problem
miisteri tepki tahmini (McCarty ve Hastak, 2007) ve
miisteri kayip tahminlerinde (Burez ve Van den Poel,
2009) siklikla goriilmektedir. McCarty ve Hastak (2007)
%3’ten, Ling ve Li (1998) ise %1,5’tan daha az tepki
oranina sahip veri setleriyle ¢alismislardir. Dengesizlikle
uygun bir sekilde basa ¢ikilamazsa model, gergek tepki
oraninin zayif bir tahminini sunmaktadir. Daha ac¢ik bir
ifadeyle, modelin tahmin dogrulugu artmakta ancak ilgi
sinifi (satin alma, sahtekarlik, ikna, vb.) hakkinda yanlig
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bilgi vermektedir. Bu dogruluk oraninin da, yaniltici
oldugu sonucu ortaya ¢ikmaktadir.

E-ticaret sitelerinde ziyaretciler her zaman satin alim
karari ile web sitesini ziyaret etmemekte; liriin kiyaslama,
fiyat 6grenme gibi amagclarla da sitelere erismektedir. Bu
durum satin alim sayisinin ziyaret sayisindan oldukca
kiiciik olmasina, baska bir ifadeyle miisteri tepki oraninin
disik kalmasmma yol agmaktadir. Bu c¢alismada
kullanilan e-ticaret web sitesi verisi i¢in bu oran yizde
birden daha kiigiiktiir. Literatiirde, miisteri tepki
modelleri ¢ercevesinde ¢ok sayida uygulama olsa da e-
ticaret alaninda web giinliik verileriyle yapilmis
calismaya  rastlanmamigtir. ~ Makine  §grenmesi
yontemleri ise miisteri tepki modellerinde oldukga seyrek
kullanilmakta, ancak bu g¢alisma kapsaminda bir
calismaya rastlanilmamistir. Bu ¢alismada, makine
ogrenmesi yontemlerinden Destek Vektor Makineleri
(DVM)’nin web kullanim madenciligi kapsaminda
miisteri tepki modeli olarak kullanilabilirligi test
edilmistir. Tepki modellerinde sik¢a kullanilan ¢ok
degiskenli gilicli bir istatistik yontem olan lojistik
regresyon ile de sonuglar karsilastirilmustir.

DVM’de dengesiz veri durumunda karar sinirin1 azinlik
sinifina kaydirir. Cogu veri noktasi, ¢cogunluk sinifinda
siiflanir. Bu da modelin zayif olmasina neden
olabilmektedir.

Sinif dengesizligiyle basa ¢ikabilmek igin kullanilan
baslica yontemler smiflandirict degisimi (classifier
change) ve yeniden ornekleme  (resampling)
yontemleridir (Weiss, 2004). Siniflandirict degisim
modelinde tarafli tahminden kagmmak i¢in amag
fonksiyonu iizerinde farkli agirliga sahip tahminleyiciler
olusturulur (He ve Garcia, 2009). Yeniden 6rnekleme
yonteminde ise, veriyi dengelemek i¢in veri arttirtlir
(oversampling) ya da azaltilir (undersampling) (He ve
Garcia, 2009), (Japkowicz, 2001).

Veri setini azaltan Ornekleme (6rnek kigiltme)
yonteminde veriyi dengelemek i¢in ¢ogunluk sinif verisi,
tesadiifi olarak azinlik sinifina esit ya da katlar1 olarak
alinmaktadir. Yontem, veri setinde smif dengesini
kolaylikla saglayabilmektedir (Kim, Chae ve Olson,
2013).

Veri setini arttiran  6rnekleme (6rnek  biiyiitme)
yonteminde ise azinlik sinifindan kopyalar Uretilerek veri
dengelenmek istenmekte, ancak bu da asir1 uyuma
(overfitting) neden olabilmektedir (Chawla v.d., 2002),
(Drummond ve Holte, 2003).

Japkowicz (2000), drnek buyitme ve 6rnek kiigiltme
yontemlerini degisik veri setleri icin degerlendirmis ve
iki yontemin de etkili oldugu sonucuna varmistir. Ornek
kigultme yontemi, Ornek blyitme ydntemine gore
uygulanmasi daha kolay ve biiyiik veri setleri i¢in daha
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uygun kabul edilmektedir (Drummond ve Holte, 2003),
(Khoshgoftaar, Van Hulse ve Napolitano, 2011). Chawla
v.d. (2002), Synthetic Minority Oversampling Technique
(SMOTE) adiyla bir yontem gelistirmislerdir. Bu
yontem, hayalet donilisimii ile yeni Ozellikler
olusturmaktadir. Her pozitif 6rnek i¢in onun en yakimn
pozitif komsusu tanimlanmakta ve yeni pozitif drnekler
olusturularak, komsular1 arasinda tesadiifi olarak yer
almaktadir. Burada problem, &grenmis sinirin pozitif
ozelliklere oldukga yakin olmasidir (Provost ve Fawcett,
2001).

Ngai, Xiu ve Chau (2009) g¢alismalarinda yapay sinir
aglari, karar agaclari ve regresyon analizinin miisteri
iliskileri yonetiminde genis olarak kullanmildigim
gostermigtir. Bu yontemler miisteri segmentasyonu
olusturma ya da tepki modelinde de kullanilmaktadir
(Bose ve Chen, 2009). Ote yandan Miisteri iliskileri
Yonetimi (MIY) ve miisteri tepki modeli igin DVM
kullanimi1 ¢ok seyrektir (Viaene v.d., 2001).

Calismada Web giinliik verileri iizerine Destek Vektor
Makineleri (DVM) ve Lojistik Regresyon uygulanmustir.
Oncelikle Web Kullanim Madenciligi hakkinda bilgi
verilmis, ardindan  Destek  Vektor  Makineleri
aciklanmistir. Son olarak da siniflandirma yontemi DVM
ve karsilastirma yontemi olarak kullanilan Lojistik
regresyon ile farklt modeller denenerek satin alim
siniflandirma sonuglar1 degerlendirilmistir.

2. Web Kullanim Madenciligi

WWW’nun hizla gelismesiyle internet, faydal bilgilerin
bulunabilecegi bir kaynak olmustur. Bu kaynak ayni
zamanda bir veri kaynagidir. Kullanicilar, internette
sayfalarda gezinirken, {irlin/hizmet satin alirken, sosyal
medyada paylasimda bulunurken izler birakmaktadirlar.
Bu izler web sunucularinda depolanmakta ve karsimiza
yapilandirilmamus veri olarak ¢ikmaktadir. Web iizerinde
iiretilen ve depolanan bu veri web madenciligi ile analiz
edilebilmektedir. Web madenciligi, web verisine veri
madenciligi yontemlerinin uygulanmasidir. Daha agik bir
ifadeyle web verisinden kullanici Griintiileri kesfetmede
veri madenciligi yoOntemlerinin uygulanmasi olarak
tanimlanabilmektedir (Srivastava v.d., 2000). Web
madenciligi terimi ilk kez Etzioni (1996) tarafindan
kullanilmistir. Web kullanim madenciligi ise ilk kez
Cooley v.d. (1997) tarafindan, web sunucularindan
kullanicit erigim Oriintiilerinin otomatik kesfi olarak
tanimlanmistir.

Web madenciliginin en ¢ok kullanilan siniflama
yontemleri, Kosala ve Blockeel (2000) tarafindan
Onerilmis olan web’in hangi alanina madencilik
yapilacagma iligkin, ¢ ana kategoriye ayrilan
siniflamadir. Bu ii¢ kategori; web igerik madenciligi, web
yapt madenciligi ve web kullanim madenciligidir.
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Web icerik madenciligi web igerikleri ve belgelerinden
kullanisgl bilginin kesfi olarak tanimlanmaktadir (Kosala
ve Blockeel, 2000). Ornegin, web icerik madenciligiyle
web sayfalart konularina gére otomatik olarak kiimelenip
siniflandirilabilmektedir.  Uriin ~ tanmimlari,  forum
paylasimlar gibi verilerin ¢ikarimiyla miisteri goriisleri
irdelenip  tiiketici  hassasiyeti  kesfedilebilmektedir
(Jiawei, Kamber, ve Pei, 2011), (Liu, 2007). Web yap1
madenciligi baglantilardan (hyperlinks), web yapisini
temsil eden kullamighh  bilginin  kesfi  olarak
tanimlanmaktadir (Ornegin, ortak ilgileri olan kullanic
topluluklarmin kesfi) (Xu v.d., 2011). Web kullanim
madenciliginde hedef, bir web sitesiyle iligkili kullanici
profillerini ve davranigsal Oriintiileri analiz etmek ve
modellemektir (Liu, 2007). Internetin gelismesi mevcut
bilginin yayilmasma oOnciilik etmis ve bu bilginin
kisisellestirilmesi ihtiyag haline gelmistir (Batista ve
Silva, 2001).

Web kullanim madenciliginin veri kaynagini olusturan
web gunliklerinin analizleri, web site yoneticilerinin
yeterli bant genisligi ve sunucu kapasitesi saglamada bir
yol olarak sunulmasiyla baslamistir. Bu analiz alani,
gegen siirede biiyiik gelismeler yakalamigtir. E-girketler,
web giinliik dosyalarini ziyaret¢i profilleri ve satin alim
faaliyetleri hakkinda bilgi edinmek amagli kullanmaya
baglamiglardir (Agosti ve Di Nunzio, 2007). Gegmis web
giinliiklerinden ortaya ¢ikartilmig Oriintiiler ve mevcut
gezinti Orintiilerinin analiziyle kullanici davranisim
tahmin etmek miimkiindiir. Kullanicilarin davranigini
kesfetme, kisisellestirme, sistem gelistirme ve kullanici
ilgilerine gore sistem tasarimi, bir web sitesi
modifikasyon sirecidir (Chitraa ve Davamani, 2010).

Web kullanim madenciligi ig¢in Srivastava v.d.
(2000)’nin onerdigi siire¢ dort asamadan olugsmaktadir.
Girdi (input) asamasi, 6n isleme agamasi (preprocessing
stage), Oriintii kesfi asamasi (pattern discovery stage),
oriintii analizi asamas1 (pattern analysis stage).

1. Girdi: Girdi agamasinda erisim gilinliikleri (access
logs), referans gunltkleri (referrer logs), vekil gtinlukleri
(agent logs) olmak Uzere ii¢ tip ham web giinliik dosyas1
kullanilmaktadir.

2. On Isleme: Ham web giinliikleri veri madenciligine
olanak saglayic1 bir bigcimde degildir. Bundan dolay1 6n
isleme agsamasi en 6nemli asamalardan biridir. En yaygin
kullanilan veri 6n igsleme gorevleri (1) veri temizleme ve
filtreleme, (2) robottan arindirma (de-spidering), (3)
kullanic1 tanimlama, (4) oturum tamimlama, (5) yol
tamamlamadir.

3. Oriintii Kesfi: On isleme tamamlandiginda web verisi
istatistiksel uygulamalar ve veri madenciligi yontemleri
icin hazir hale gelmektedir. Bu yontemler (1) standart
istatistiksel analiz, (2) kiimeleme algoritmalari, (3)
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birliktelik kurallari, (4) smiflandirma algoritmalari, (5)
ardigik oriintiilerdir.

4. Oriintii Analizi: Oriintii kesif asamasinda meydana
¢ikarilan oriintiilerin hepsi kullanisl olmayabilir. Amaca
uygun olarak secilmelidir.

Veri madenciligi uygulamalarinda 6nemli bir adim, veri
madenciligi ve istatistiksel algoritmalarin
uygulanabilecegi  uygun  hedef  veri  setinin
olusturulmasidir. Bu, tiklama akis1 verisinin kendine has
ozelliginden ve farkli kaynaklardan toplanmis veriyle
iligkili oldugundan web kullanim madenciliginde
oldukca oOnemlidir. Bu siirece veri hazirlama
denilmektedir. Veri hazirlama siireci web kullanim
madenciliginde en fazla zaman harcayan ve yogun
hesaplama gerektiren agamadir. Siireg, veriden kullanigh
oOrtintiilerin basarili sekilde ¢ikarimi igin kritik dneme
sahiptir (Liu, 2007). Bir e-ticaret sitesinin veri analizinde
6n igleme yontemlerinin dogru uygulanmasi, kullanici ve
site metriklerini ortaya cikarict 6neme sahiptir (Kohavi
v.d., 2004).

On isleme; veri kaynaklarindan toplanan, &riintii kesfi
icin gerekli veriyi diizenleme siirecidir. Ug¢ degerler,
hatalar ve web taramadan kaynakli meydana gelebilen
tamamlanmamig veri tespit edilmektedir. Sunucu
giinliiklerinde kaydedilen veri, kullanicilarin  web
sitesine erigimlerini yansitmaktadir. Vekil (agent) ve IP
adresleri, kullanicilar1 ve oturumlarini1 tanimlamaktadir.
Bununla birlikte bazi sayfa goriintiilemeleri kullanicinin
tarayicisinda ya da vekil sunucusunda onbelleklenmis
olabileceginden, sunucu giinliikleriyle toplanan verinin
timiiyle gilivenilir olamayacagi gozden kagmamalidir.
Bir web sunucu giinliigiinde bir vekil sunucusundan tim
istekler ayn1 tanimlayiciya sahiptir. Web sunucu, ¢erezler
(bireysel istemci tarayicilarinin site ziyaretgilerini
otomatik izlemesi i¢in web sunucu tarafindan iiretilmis
isaretgiler) gibi  diger kullanigh  bilgileri de
saklayabilmektedir (Batista ve Silva, 2001).

Her kullanici tanimlandiktan sonra her kullanici igin
tiklama akist oturumlara boliinmelidir. Kullanicinin ne
zaman web sitesini terk ettigi bilinemediginden, kullanici
oturumlar1 olusturulurken bir kesme noktasi olarak
genellikle zaman agim1 kullanilmaktadir (Joshi, Joshi ve
Yesha, 2003).

Sonraki agsama ise Oriintii kesif asamasidir. Bu asamada
kullanilan yontemler ve algoritmalar istatistik, makine
Ogrenmesi ve veri tabami gibi farkli alanlarda
gelistirilmigtir. Web kullaniom madenciliginin bu
asamasinda kullanilan {i¢ yontem vardir. Bunlar;
birliktelik (hangi sayfalara birlikte erisildi), kiimeleme
(kullanicy, islem ve sayfa gruplarinin bulunmasti) ve sirali
analizdir (web sayfalarina hangi sirada erisildi) (Batista
ve Silva, 2001).

65

Oriintii analizi web kullanim madenciliginin son
asamasidir. Bu asamada Onceki asamada bulunan ilgisiz
orinti.  ve kurallar elenmektedir. Gorsellestirme
teknikleri kesfedilmis oriintiileri analiz etmede oldukga
kullanighdir (Brusilovsky, Kobsa ve Nejdl, 2007).

3. Destek Vektor Makineleri

Temelleri ilk olarak Vladimir Vapnik ve Alexey
Chervonenkis tarafindan, hesaplanabilir 6grenme
teorisinin Onemli parcasini olusturan ve Ogrenmenin
temel teorisi olarak bilinen Vapnik-Chervonenkis Teorisi
kapsaminda, 1960’11 yillarda atilan destek vektor
makineleri (DVM); 1992 yilinda Vladimir Vapnik,
Berhard Boser ve Isabelle Guyon tarafindan sunulmustur
(Boser, Guyon ve Vapnik, 1992). Diger siniflandirma
yontemleri ile karsilastirildiginda, egitim stiresi oldukga
uzun olmasma ragmen, yiiksek giivenirligi, ezbere
O0grenmeye olan dayaniklilign ve dogrusal olmayan
siniflandirmadaki bagari diizeyleri ile DVM tercih edilen
bir yontem olmustur. DVM karar dogrusuna bagimli
olarak belirlenen destek noktalar1 (support vectors)
arasindaki genigligi (margin) maksimize etmeyi
amaclayan danigmanli bir 6grenme algoritmasidir
(Akpinar, 2014: 268).

Ogrenen makinenin genelleme kabiliyeti, ogrenen
makineyle gerceklenmis fonksiyonlar setinin
kapasitesine baglidir. Genelleme hatas1 tiim veri kiimesi
i¢in gergek risk ile egitim 6rnek kiitleleri igin ampirik risk
arasindaki fark olup ornek kiitle sayisi arttik¢a ve agin
kapasitesi azaldik¢a azalmaktadir (Akaho, 1993: 493).
Bu zayif genelleme durumu asir1  uyumdan
kaynaklanmaktadir. Istatistikte asir1 uyum ok fazla
parametreye sahip istatistiksel modeli uygun hale
getirmektedir. Garip ve yanlis bir model eldeki veri
biyiikliigliyle karsilastirildiginda yeterli karmasikliga
sahipse milkkemmel uyum gosterebilir. Buna agirt uyum
(overfitting) sorunu adi verilmektedir ve su sekilde
tanimlanmaktadir: Bir h hipotezi egitim verisine, eger
egitim verisi lizerinde h’nin h*’den daha kii¢iik hataya
sahip oldugu bir baska h™' hipotezi varsa, asir1 uyum
saglar. Ancak h™, test verisi iizerinde h’den daha kiiciik
hataya sahiptir. Bu problem tiim &grenme algoritmalari
icin geneldir (Wang ve Zhang, 2003).

Asirt uyum kavrami makine dgrenmesinde onemlidir.
Egitim siiresince durumlara ¢ikarimsal ikileme
dayanarak makinenin diger ornekler i¢in dogru ¢iktiy1
ongorebilecek bir duruma ulastigi varsayilmaktadir.
Ancak makine hedef ¢iktiyla iligkisi bulunmayan, egitim
verisinin nadir rassal Ozellikleri iizerine egitimi
diizenleyebilmektedir. Bu asir1 uyum siirecinde egitim
verisi  (zerindeki performans artarken test verisi
tizerindeki performans kétiilesmektedir (Sekil 1).
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Sekil 1: Modelin Genellemesi (Tolun, 2008: 61)

3.1. Dogrusal Siniflandirma (Marjlar ve Uzakliklar)

Destek vektor makinelerinin ardinda yatan diisiince,
verileri optimal olarak iki smifa ayiran bir simiflandiric
olusturulmas: problemidir (Clarke, Fokoué¢ ve Zhang,
2009). Iyi bir ayiric1 diizlem diisiincesi, veriden ¢ok
uzakta genis bir marj (maksimal marj) siniflandirici
kavraminda sekillenmektedir. Marj, iki veri bulutunu
ayiran bos serit genisligini ifade etmektedir. Sekil 2°de
iki sinifin mikemmel bir sekilde ayrildigi bir 6rnek
verilmistir. Bu veri seti icin bile gozlemleri ayirabilen
sonsuz sayida hiperdiizlem bulunmaktadir. Ancak
istenen, gelecekteki gozlemleri de dogru smiflandiracak
bir sinirin se¢ilmesidir.

Sekil 2: ideal durum. iki veri bulutundaki noktalar
arasindaki minimum (dik) uzakhk marjdir.

Marj, hiperdizlem ve gozlemler arasindaki minimum
(dik) uzaklik olarak tanimlanmaktadir. Amag, en kiiciik
(minimal) uzaklik kriterini saglayan diizlemler
arasindaki marjin  maksimizasyonudur (minimum
uzakliklarin maksimumunun bulunmasi problemi).

Sekil 3’teki kesikli cizgiler en yakin iki hiperduzlemi
gostermektedir. Veri noktalar en kiigiik (dik) uzaklig:
gerceklemektedir. Marj, distaki iki  hiperdiizlem
arasindaki uzakliktir. Diiz ¢izgi optimum ayirici
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hiperdiizlemi (genis marj siniflandirici) gostermektedir
(Clarke, Fokoué ve Zhang, 2009).

Merkezi marjin konumunu bigimlemek igin dort islem
bulunmaktadir:

1) a noktas1 ve ayirict hiperdiizlem arasindaki uzakligi
hesaplamak

2) wverilen gozlemler setinin minimum uzakligini
saglamak

3) iki paralel hiperdiizlem arasindaki uzaklig:
hesaplamak
4) aymict  hiperdiizlemden esit uzakliktaki iki

hiperdiizlemi saglamak

Bu adimlar geometrik olarak sezgisel goriinse de bazi
tanimlamalar gerektirmektedir.

w = (Wl,Wz, ...,wp)T € RP bir vektor katsayist ve
b € R bir sabit olsun. h: RP - R olmak Uzere;

h(x) = wlx+b

dogrusal fonksiyonu yazilir.

Sekil 3: z noktast1 w yoniinde cizgiyle gosterilen
hiperdiizlemden t birim uzakhktadir.

Verilen bir ¢ € R sabiti igin,
H.(w,b) = {x:h(x) = c}

bir (p — 1) boyutlu hiperdiizlemdir. Eger ¢ = 0 ise,
H._o(w,b), H(w, b)’dir.

Bir vektor hiperdiizleme paralel ise hiperdiizlemin yénli
vektord, hiperdizlemin tim mimkin yonli vektorlerine
dik ise hiperdiizleme normal vektordiir. Agik¢a w
vektdrl  herhangi ¢ igcin H.(w,b) ’dir. Aslinda



Celik S. / 1UJSB 46, 1, (2017) 62-75 © 2017

vx;, x;eH . (w,b) icin wix;+b=c=w'x;+b ve
buradan w” (x; — x;) = 0 dir.

DVM siniflandirict formiilasyonu, RP’de bir nokta ile bir
hiperdiizlem arasindaki dikey uzakligin ifadesini
gerektirmektedir.

Teorem: H.(w, b) hiperdiizlemi ve zeRP olmak Uzere
bir nokta arasindaki dikey uzunluk d(z, H.(w,b))
olmak (zere;

wlz+b —c|
llwll

Teorem: H.(w, b) ve H_(w, b) iki paralel hiperduzlemi
arasindaki dikey uzaklik;

d(z,H.(w,b)) =

lc —c'|

A(He(w, b), Hor(w,5)) = =0

3.1. Dogrusal Olmayan Siniflandirma

Dogrusal olmayan smiflandirma destek  vektor
makineleriyle yumusak marj (aylak degisken) ve kernel
hilesi (kernel trick) yontemi olmak iizere iki sekilde ele
alinabilmektedir. Maksimal marj smiflandiriciyla ilgili
temel sorun her zaman miikemmel sekilde tutarli yani
egitim hatas1 olmayan bir hipotez iretmesidir. Marj
kavramma bagimlilik, giiriiltiiniin her zaman var
olabilecegi gercek verilerde kirilgan bir tahminleyene
neden olabilmektedir. Yumusak marjlar hatayr minimize
ederek dogrusal olarak ayrilamayan smiflari ¢dzmeye
yardimer olmaktadirlar. Kernel hilesi yontemi ise
dogrusal olmayan DVM’ler i¢in kullanilmaktadir ve girdi
vektorlerini 6zellik uzayina haritalamaktadir.

3.1.1.  Yumusak Marj DVM:

Giiriltiiniin var oldugu veya smiflarin st {iste bindigi
durumlarla  basa  ¢ikabilmek  i¢in  marjlarm
yerlestirilmesinde; marj igerisindeki tim veriler, ister
aywrict dogrunun yanlis tarafinda ister dogru tarafinda
olsun ihmal edilerek, hatayla isbirligi yapmak
miimkiindiir. Dogrusal ayrilabilir olmayan durumda
optimal hiperduzlem geometrik marji maksimize eden ve
hata fonksiyonunu minimize eden bir hiperdiizlem olarak
tanimlanmaktadir. Kisitlarin  kontrollii olarak ihlal
edilmesine izin veren marj aylak degiskenlerinin &;
eklenmesi yoluyla y;((x;*y) +b) =1, i=12,...¢
kisitlar yi((xi ) + b) >1-¢& , &=0 olarak
degismektedir. Bu durumda hem marj
maksimizasyonunu hem de hata minimizasyonunu
birlikte ifade eden optimizasyon problemi (1) (Vapnik,
1998: 411) su sekilde ifade edilmektedir:
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Min ¢, &) = %(IIJ )+ C(Tto1 &)
Oyle ki,

1)

vi( =) +b) = 1-¢,
£20i=12...¢

Eger & > 1 ise x; veri noktasi hiperdiizlem tarafindan
yanlis smiflandirilmigtir. Ceza faktorii olarak bilinen C,
egitim hatasini minimize etmek ile marji maksimize
etmek arasindaki esigi kontrol etmektedir ve kullanici
tarafindan belirlenmektedir.

Lagranj teknigi ile ¢dziilen optimizasyon problemi (1)
dual formda da ifade edilebilmektedir. Dual form
problemin i¢ ¢arpimlar cinsinden ifade edilmesine firsat
tanidigi i¢in orijinal formiilasyonu tercih edilmektedir.

£

Z J’iJ’j“i“j(xi * xj)

i,j=1

¢
Maks W(a) = a; —

i=1

N| =

Oyle ki,

¢
Z ay; =0

i=1

a; > 0 olan tiim egitim 6rnekleri daha 6nce oldugu gibi
destek vektorleri olarak adlandirilmaktadir. Destek
vektorleri artik ya da marj tizerinde [0 < a; < C’ya sahip
(vif ;) = 1)] (smurlandirilmamus destek vektorleri) ya
da marj alanmin igerisinde uzanmaktadirlar [a; = C’ya
sahip y; f (x;) < 1)] (siurlandirilmig destek vektorleri).

3.1.2. Kernel Hilesi

DVM’ler dogrusal olmayan ogrenenlere kolaylikla
doniistiiriilebilmektedir. Bu siiregte orijinal verilerden
siniflandirma  6zelliklerini ¢ikarmak i¢in dogrusal
olmayan bir haritalama kullanilmaktadir (PSyhonen,
2004). Haritalama fonksiyonunda ana fikir, verinin daha
iist boyutlarda bir uzaya doniistiirilmesidir (Akpinar,
2014: 277). Bir kernel (gekirdek) fonksiyonu genellikle
veriyi 0zellik uzayma ¢(x) fonksiyonu ile haritalayarak
onun boyutsalligini arttirmaktadir. DVM daha sonra
6zellik uzaymda maksimal marj dogrusal siniflandirma
kuralint 6grenmektedir. Siniflandirma kurali 6zellik
uzaymda dogrusal olsa da, orijinal girdi uzaymnda
dogrusal degildir.

Sekil 4’te sol taraf (xq,x,) ’de dogrusal ayrilabilir
olmayan egitim kiimeleri gosterilmektedir. Sag tarafta ise
ayn1 problem, (x2,x,) diizlemi iizerine yansitilarak
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dogrusal olmayan bir doniigiim sonrasini gostermektedir.
Bu yeni uzayda egitim 6rnekleri dogrusal ayrilabilirdir.

v % X5
+ 1 -
. 1 i - S
+ +
+ o T+ —
" L =
- - L] - x?

Sekil 4: Dogrusal olmayan haritalama (Joachims,
2002).

Dogrusal olmayan haritalama ¢ ; destek vektorleri ile
Ozellik wuzaymdaki Oriintii vektorii arasindaki i¢
carpimlart  hesaplamak i¢in kernel fonksiyonlarm
kullanmaktadir:

K(x;, %) = (0(x)"0(x;))

Literatirde en sik kullanilan kernel tipleri ve
parametreleri Tablo 1’de (bkz. Ekler) gosterilmistir.

4. Analiz

E-ticaret sitelerinde ziyaretciler her zaman satin alim
karar1 ile web sitesini ziyaret etmemekte; iiriin kiyaslama,
fiyat 6grenme gibi amagclarla da sitelere erismektedir. Bu
durum satin alim sayisinin ziyaret sayisindan oldukca
kiigiik olmasina, bagka bir ifadeyle miisteri tepki oraninin
diisiik kalmasina yol agmaktadir. Miisteri tepki oraninin
diisiik oldugu dolandiricilik tespiti, iptalden vazgegirme,
promosyon calismalar1 v.b. alanlar Miisteri tepki
modellerini ortaya g¢ikartmustir. E-ticaret alaninda ise
miisteri tepki oran1 diger alanlara gore ¢ok daha diisiiktiir.
Bu ¢alismada kullanilan e-ticaret web sitesi verisi icin bu
oran yiizde birden daha kiigiiktiir. Literatiirde, miisteri
tepki modelleri ger¢evesinde ¢ok sayida uygulama olsa
da e-ticaret alaninda web giinliik verileriyle yapilmis
calismaya  rastlanmamigtir. ~ Makine  §grenmesi
yontemleri ise miisteri tepki modellerinde oldukg¢a seyrek
kullanilmakta, ancak bu g¢alisma kapsaminda bir
calismaya rastlanilmamistir. Bu ¢alismada, makine
O0grenmesi yontemlerinden DVM’nin web kullanim
madenciligi kapsaminda misteri tepki modeli olarak
kullanilabilirligi test edilmistir. Tepki modellerinde sikca
kullanilan ¢ok degiskenli giiclii bir istatistik yontem olan
lojistik regresyon ile de sonuglar karsilastirilmistir.
Calismada Srivastava v.d.’nin (2000) o6nerdigi web
madenciligi analiz siireci takip edilmistir.

4.1. Verinin On Analizi

Web kullanim madenciliginde web sunucu giinliikleri
kullanilmaktadir. Web sunucu giinliikleri ASCII
biciminde metin  dosyasit  olarak  sunucularda
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saklanmakta, iceriginde siteye girig yapan ziyaretgilerin
IP adreslerini de barindirmaktadir. IP gizliligini esas alan
sirketler web sunucu giinliiklerini paylasmamay: tercih
etmektedir. Uygulamada kullanilan e-ticaret sunucu
giinliik dosyalari, Istanbul’da faaliyet gdsteren bir e-
ticaret sitesine aittir. E-ticaret sitesinin fiziksel satis
mekant bulunmamakta, sadece tek bir iiriin (farkli
seceneklerinin oldugu) satis1 gergeklestirilmektedir. E-
ticaret sitesinin istegi Uzerine calismada ismi sakli
tutulmusg, analiz ekranlarinda ziyaretgi IP bilgileri
gizlenmistir.

Uygulamada s6z konusu e-ticaret sitesinin 13 Mayis
2011 ile 1 Agustos 2013 aras1 donemi iceren 812 giine ait
sunucu giinlik dosyalart kullanilmigtir. Verinin 6zet
istatistiklerin  ¢ikarilmasi i¢in  “Nihuo Web Log
Analyzer” programi kullanilmistir.  Program Ucretli
olmakla birlikte 30 glinlik deneme siiresi igerisinde 6zet
istatistikler ¢ikarilmustir.

Tablo 2’de wverilen genel istatistiklere bakildiginda
toplam istek sayisinin 23.538.873 oldugu goriilmektedir.
Bu say1 web giinliik dosyalarindaki toplam satir sayisidir.
Her satir, ziyaretciler tarafindan sunucuya yapilmis bir
istege karsilik gelmektedir. Bu istekler metin, resim ya da
video olabilmektedir. Ayrica ziyaretcilerden gelen
isteklerden farkli olarak yazilimlar araciligiyla yapilan
istekler de bulunmaktadir. Oriimcek (robot, bot, spider,
crawler vb. istekler uygulamada ortak isimle ériimcek
olarak adlandirilmistir ancak aralarinda farkliliklar
bulunmaktadir) adin1 verdigimiz bu ziyaretler, basta
Google olmak tizere diger arama motorlarinin ya da web
iizerinden veri toplamak isteyen kisilerin olusturdugu
yazilimlar aracilifiyla yapilmig insan kaynakli olmayan
isteklerdir.

Ceplenmis istekler, istemci Tiizerinde kaydedilmis
isteklerdir. Bir tarayici daha once istenmis dosyanin
kopyasini yedeklemis ise sunucuya giincel olam degil
yedegi gonderir. Kaybedilen istekler ise hatayla
sonuglanan isteklerdir.

Sayfa goriintiilleme, web sitesinin tek bir web sayfasina
erisimini ifade etmektedir. Istek sayis1 web sunucuda
bulunan bir dosyaya resim, metin, v.b. olan erisime
karsilik gelirken, sayfa goriintiileme sayis1 belli bir
zamanda erisilen sayfa sayisidir. Ornegin bir web sayfasi
5 resim igeriyorsa o sayfaya olan ziyaret 6 istek olarak
gilinlik dosyasinda kayda alinacaktir. Bir istek web
sayfasina, 5 istek ise resimlere olacaktir. Bir ziyaretci 10
sayfa dolasmis ve her sayfa 10 resim igeriyorsa web
sunucu 110 istek kaydedecektir. Sayfa goriintiileme
sayist ise 10 olacaktir. Ziyaret sayilari, sayfa
goriintiilemenin IP adreslerine gore gruplanmis hali (tekil
kullanicilarin ziyaretleri) olarak ifade edilebilir.
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Tablo 2’de toplam istek sayisinin 605.239’u Oriimcek
denilen makine iiretimidir. Oriimcekleri, insanlarin degil
cogunlukla arama motorlarmin  web sayfalarma
indeksleme amagli tesadiifi yaptiklar1 ziyaretler olarak
tamimlamak mumkindir. Sayfa goruntilemelerine
bakildiginda 2 milyonun iizerinde sayfa goriintiilendigi
gorilmektedir.  Ginde ortalama 2.724  sayfa
goriintiilenmistir. Ziyaret basina ise ortalama 4,87 sayfa
goriintiilenmistir.

Ziyaret istatistiklerine bakildiginda toplamda 453.304
ziyaret gerceklesmis olmasia karsin, bunlardan sadece
253.505 adetinin bireylere ait oldugu goziikkmektedir. Bir
ziyaretginin ortalama 6 dakika 11 saniye sz konusu e-
ticaret sitesinde zaman gegirdigi goriilmektedir.

4.2. Veri Temizleme ve Kullanici Tanmimlama

Veri temizleme asamasinda biitiin web giinliik dosyalari
phpmyadmin araciligtyla veri tabani olusturularak bir
araya toplanmistir. SQL (Structured Query Language —
Yapilandirilmis Sorgulama Dili) ile veri temizleme ve
diizenleme islemleri gerceklestirilmistir. Veri tabanindan
elde edilen diizenlenmis veri .csv uzantili olarak
aktarilarak analizde kullanilabilecek hale getirilmistir.

Nihuo Web Log Analyzer programindan veri temizleme
asamasinda da yararlanilmig, analizde istenmeyen
verilerin elenmesi ve yazilimlarin yapmis oldugu sahte
ziyaretler (robot) belirlenmistir.

Calismada yararlanilan verinin ait oldugu e-ticaret sitesi,
glinlik  dosyalarint  Windows  IIS  bi¢iminde
saklamaktadir. Bu giinliik dosyalarin ilk haline ait bir
kesit (1 istege ait) asagida gosterilmistir. [P numaralari
kisisel giivenlik nedeniyle saklanmistir (IP numaralar
XX.XX.XXX.XXX ile gosterilmistir).

2011-05-28 00:17:28 W3SVC1 Xxx.Xx.xxx.xxx GET
/DXR.axd  r=2_15-0kUJ2 80 -  XX.XX.XXX.XXX
Mozilla/4.0+(compatible;+MSIE+8.0;+Windows+NT+5
1:+Trident/4.0;+GTB6.5;+ NET+CLR+1.1.4322:+.NE
T+CLR+2.0.50727;+InfoPath.2;+OfficeLiveConnector.
1.3;+OfficeLivePatch.1.3;+.NET+CLR+3.0.04506.30;+.
NET+CLR+3.0.4506.2152;+ NET+CLR+3.5.30729)
20000

Oncelikle bu metin dosyalar1 “mysql” yardimiyla
siitunlarina ayrilarak veri tabanna aktarilmustir. Ilk
etapta 9 siituna ayrilmigtir. Bu siitunlar Windows IIS
bi¢imli giinlilk dosyasinin alanlarini temsil etmektedir.
Her siitun bir nitelige karsilik gelmektedir. Bu 6zellikler
id, tarih (date), zaman (time), phptime, sunucu bilgisi
(server), yontem (method), dosya adi (filename),
parametre ve istemci IP (clientip)’sidir.

Ardindan analiz igin gerekli olmayan resim, video,
animasyon gibi dosyalar ayiklanmigtir. Filtrelenen

69

uzantilar .swf, .jpeg, .gif gibi medya dosyalaridir. Bu
dosyalarin tespiti i¢in de yine Nihou web analyzer
programindan yararlanilmistir.

Eleme islemleri neticesinde 23.535.873 satir 1.872.097
satira indirilmistir. Veri temizleme islemi sonlandiktan
sonra web kullanim madenciliginde 6nemli olan kullanici
oturum tanimlama siirecine gegilmistir. Kullanici
tanimlama veri tabanina aktarim ile IP adreslerine gore
bir siitunda tanimlanarak gergeklestirilmistir.

Oturum tamimlama, kullanici hareketleri sirasinda
toplanmis IP adreslerinin tiim sayfa goriintiilenme
kayitlarin1  gruplamasindan  olugmaktadir.  Oturum

tanimlama igleminin yapilmasinin nedenini su sekilde
aciklamak miimkiindiir. Bir kullanic1 24 saat i¢inde bir
web sitesini iki kez ziyaret etmis olsun. Ziyaretler 6 saat
aralik ile yapilmis ise bu 24 saatlik periyot i¢in kullanici
tanimlama yontemleri erken uygulanirsa, iki ziyaret
beraber siralanacak ve bu kullaniciyla tanimlanacaktir.
Ancak bu iki ziyaret arasinda fark olmasi gerekir.
Calismada ziyaret¢i hareketsiz kalma siiresi (ikinci
oturum baglatma siiresi) 60 dakika olarak belirlenmistir.
Oturumlar tanimlanirken kullanicinin siteye girig yaptigi
giin, kac sayfa gezdigi, sitede ne kadar siire harcadig,
satin alma yapip yapmadig: bilgileri hesaplanmistir. Bu
islem icin yine SQL’den ve ilave olarak PHP dilinden
faydalanilmigtir. Oturum tanimlama ile 1.872.097 olan
satir sayist 91.095 oturuma dontigsmiistiir.

Satiga doniisen ziyaretler de oturum tanimlama ile
belirlenmigtir.  91.095 oturumdan 366°s1 satis ile
sonu¢lanmustir. Siteye giris yapilan saatler 4 kategori
olarak 4 saat dilimine doniistiiriilmiistiir. Bu dort kategori
Sabah (06:00-11:59 aras1), Ogle (12:00-17:59 aras),
Aksam (18:00-23:59 aras1) ve Gece (00:00-05:59 arasi)
olarak tamimlanmustir.

4.3. Veri Analizi

Destek vektor makineleri ve lojistik regresyon analizi
icin RapidMiner Studio 6 kullanilmigtir. RapidMiner,
Java diliyle yazilmig, GNU altinda agik kaynak kodlu bir
veri madenciligi yazilim paketi olup, Excel, Access,
Oracle, MySQL, SPSS gibi farkli veri kaynaklarna
erisim saglayan veri yiikleme, doniistiirme, modelleme
ve gorsellestirmede giiglii bir aragtir. Veri temizlemeden
sonraki adimlarda siniflandirma yontemleri RapidMiner
aracilifiyla gerceklestirilmistir.

Analizler Istanbul Universitesi Bilimsel Arastirmalar
Proje Birimi (BAP) projesi ile tedarik edilen 16 GB
RAM’e sahip Intel Xeon CPU 3.50 GHz islemcili
workstation ile yapilmistir. Analizde siniflandirma
yontemi olarak destek vektor makineleri kullaniimistir.
Veri temizleme ve oturum tanimlama islemleri sonucu
veriden elde edilen nitelikler Tablo 3’de verilmistir.
Bunlar; Kkullanmicinin  sitede gezdigi sayfa sayisi,
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ziyaretcinin sitede harcadigi toplam siire, oturumuna
bagl olarak sitede kaldigi saat dilimi [Sabah (06:00-
11:59 aras1), Ogle (12:00-17:59 aras1), Aksam (18:00-
23:59 aras1), Gece (00:00-05:59 aras1)], ziyaretc¢inin
hangi ay siteye giris yaptig1 (Ocak, Subat, Mart, Nisan,
Mayis, Haziran, Temmuz, Agustos, Eyliil, Ekim, Kasim,
Aralik), siteye giris yapilan giin (Pazartesi, Sall,
Carsamba, Persembe, Cuma, Cumartesi, Pazar), hangi
tilkeden istek yaptig1 (Tiirkiye ve diger tilkeler olarak iki
kategoride tanimlanmigtir) ve son olarak da ziyaret¢inin
iirlin satin alip almadigma (satin alim i¢in Evet, satin
almama i¢in Hayir) ait niteliklerdir. Satin alma niteligi
kategorik olarak tanimlanmasina kargm ayni zamanda
niceldir. Web sitesi 6zellikli {iriin sattig1 i¢in her satin
alma bir triine denk gelmektedir.

Klasik destek vektor makineleri siniflandirma modeli su
sekildedir:

1

min 1 .

w,b,ffw w+CZEi
i=1

yiwTp(x) +b)=1-¢
=0

x; egitim vektorleri, @ kernel fonksiyonu tarafindan daha
yiikksek boyutlu bir uzaya haritalanmaktadir. Kernel
fonksiyonu, K(x;,x;) = (@(x;)"9(x;)) olup, analizde
sigmoid fonksiyonu kullanilmistir:

K(xl-,xj) = tanh(yxiij +¢)

DVM siniflandirici ise,

l
sign(z a;v;K(x,x;) + b)
7

olarak tanimlanmaktadir.

91.095 oturuma karsilik 366 satis gerceklesmistir. Tepki
oranl %1’in altinda oldukca diisiik bir yiizdeye sahiptir.
Bu durum veri dengesizligi problemini ortaya
¢ikarmaktadir. Veri dengesizligini gidermek amaciyla
yeniden ornekleme yonteminden yararlanilmigtir.
Yeniden ornekleme yontemlerinden 6rnek kigcultme
kullanilarak ¢ogunluk sinifindan (satin almama durumu),
azmlik smifinin (satin alma durumu) 1, 2, 3 ve 4 katina
denk gelecek sekilde tesadiifi olarak alt 6rnek veri setleri
olusturulmustur. Bu sekilde olusturulan dort modelde
siiflandirici performanslart karsilastirilmistir. Bu dort
modele ilave olarak bu kez azinlik sinifindan 6rnekler
azaltilarak, azinlik sinifin 1, 2, 3 ve 4 katina esit olacak
sekilde c¢ogunluk simifindan Ornekler ¢ekilerek de
analizler tekrarlanmigtir. Toplamda 20 model ile
analizler gerceklestirilmistir.
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Destek vektor makineleri ve lojistik regresyon igin model
olusturulurken ilk dnce veri seti satin alma (pozitif sinif,
366 oturum) ve satin almanin gerceklesmedigi (negatif
siif, 90.729 oturum) durumlara gore ikiye ayrilmustir.
Negatif siniftan pozitif sinifin 1, 2, 3 ve 4 katina denk
gelecek sekilde tesadiifi olarak 6rnek secilmistir. Negatif
smiftan ornek segilirken frekans araligi, tarihlere gore
siralandirilmis, yillara gére 3 gruba ayrilmstir. Ug yillik
veriye sahip olmamizin yani sira ii¢ tam y1l olmadigindan
(verinin ait oldugu dénem Mayis 2011 ile Agustos 2013
arasidir) yillarin sahip olduklar1 haftalara goére bir
gruplamaya gidilmistir. Ayni sekilde satin alimin
gergeklestigi  pozitif smif da i gruba ayrilarak
ornekleme oranlari hesaplanmistir. Tablo 4’te negatif
sinifa ve Tablo 5’te pozitif sinifa ait olusturulan gruplar
ve her model icin ¢ekilen tesadiifi Ornek sayisi
verilmistir.

Tablo 4’te 1. Grup 6rnekler 2011 yilina ait 30.074 oturum
arasindan, 2. Grup 6rnekler 2012 yilina ait 42.251 oturum
arasindan ve 3. Grup &rnekler 2013 yilina ait 18.404
oturum arasindan ilgili oranlara gore ¢ekilmistir. Aym
sekilde pozitif 6rnekler de Tablo 5’te gosterildigi lizere
satin alimlarin gergeklestirildigi oturumlar goéz Oniine
alinarak olugturulmustur. 1. Grup 6rnekler 2011 yilina ait
103 oturumu, 2. Grup 2012 yilina ait 188 oturumu ve son
olarak 3. Grup da 2013 yilindaki 75 oturumu
tanimlamaktadir.

Olusturulan her gruptan tablolardaki oranlarda tesadufi
ornekler ¢ekilerek analiz agamasina gecilmistir.

Veri setlerinden nitelik secimi ve normalizasyon
islemleri gerceklestirildikten sonra verinin %80°1 egitim,
%20’si test seti olarak ayrilmistir.

Dogrusal, polinominal, radyal tabanli ve sigmoid kernel
tipleri denenmis, en iyi sonucu sigmoid kernel vermistir.
Parametre degerleri C (hata teriminin ceza parametresi
(C>0)) ve gamma (y) i¢in optimum degerler
RapidMiner’da bulunan evrimsel parametre
optimizasyon teknigi kullanilarak belirlenmigtir. Asiri
uyumdan kacinmak, tesadiifiligi artirmak amaciyla
capraz degerleme yontemi kullanilmigtir. Egitim seti 10
esit alt sete boliinmiis ve setlerden 9 adedi egitim, 1 adeti
test seti olarak kullanilmistir. Boylelikle 10 farkli egitim
ve test seti igin parametre optimizasyon teknigi
uygulanmistir. Elde edilen parametreler modelin
parametreleri olarak DVM egitiminde kullanilmistir.
Nihai olarak da modeller test verisine uygulanarak
siniflandirici performanslari elde edilmistir. Cogunluk ve
azinlk smifin farkl oranlara gore olusturulan modeller
icin hem DVM hem de lojistik regresyon analiziyle elde
edilen siniflandirma sonuglari karsilastirilmastir.

Destek vektor makineleri ve lojistik regresyon ile cevap
oran1 1, 2, 3 ve 4 kat olacak sekilde modeller
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olugturulmustur. Tablo 6’da destek vektor makineleri
(DVM) ve lojistik regresyon analizi (LR)’nin dogruluk,
kesinlik, duyarlilik ve belirlilik, kappa, F-skor degerleri
verilmigtir.

Pozitif siiflarin dogru siniflandirma yiizdesi, tepki oran
yuzde 50 olan modellerde en yiiksek seviyeye ulasmustir.
Negatif ornek sayisi arttikga pozitif sinif tahminleri
diismektedir. Ornek azaltmayla yapilan analizler (Model
la, 2a, 3a, 4a) sonrasinda pozitif siniftan da OSrnek
azaltilarak tekrarlanmistir. Boylelikle tepki oranlarmna
gore degisimler gozlenmistir. Tablo 6’da Gzet olarak
verildigi iizere hem lojistik regresyon hem de destek
vektdr makineleri i¢in en iyi pozitif sinif tahmini negatif
ornek ile pozitif 6rnegin esdeger oldugu modellerde
saglanmig, negatif Ornek sayisi artikca (tepki oram
azaldikga) pozitif sinif tahmin giicii azalmustir.

Duzenlenen verilerden, DVM ve LR ile kurulan
modellerin hem egitimi hem testi i¢in rassal olarak 6rnek
veri setleri ¢ekilmistir ve bu iglem her iki yontem i¢in de
5’er kez yinelenerek farkli rassal veri setleri iizerinde
denemeler yapilmistir. Analizler yapildiktan sonra ise 6
adet farkli performans Olglim kriterine gore model
degerlendirmeleri elde edilmis ve rassal veri setleri i¢in
bulunan her bir performans 6lglimiiniin ortalama degeri
hesaplanmigtir.

Sonuglara bakildiginda (Tablo 6) farkli performans
Olctimleri icin DVM ve LR modellerinin Gstinltklerinin
de farklilik gosterdigi goriilmektedir. Ornegin %50 tepki
orani i¢in sonuglara bakildiginda dogruluk, F skoru ve
duyarlilik ol¢timlerine gére DVM; kappa, belirlilik ve
kesinlik  olgimlerine gore ise LR  dstinluk
gostermektedir. % 33 tepki oraninda tiim performans
Ol¢iimlerinde LR iistiinliik saglarken, %25 oraninda
belirlilik haricinde diger tiim performans 6lgiimlerinden
DVM istiinlik saglamistir. Son olarak %20 tepki
oraninda ise kappa ve belirlilik Sl¢iimlerinde DVM,;
dogruluk, F skoru, duyarlilik ve kesinlik 6l¢iimlerinde ise
LR {istiinliik saglamistir.

Dort farkli tepki oranina gore (%50, %33, %25, %20) her
bir performans o6lcumi icin elde edilen ortalama
degerlerin de ortalamasi alindiginda ise, hem DVM hem
de LR i¢in en iyi sonucun yiizde 50 tepki orani ile
olusturulan model oldugu ve DVM ile LR performans
6l¢timlerinin (0,818) birbirine esit oldugu goriilmektedir.
Bir bagka ifadeyle, s6z konusu ikili siniflandirma gorevi
icin her iki smifa ait 6rnek sayilarmin esit oldugu
durumda hem DVM hem de LR ile kurulan modellerde
en iyi siniflandirma sonuglarina ulasilmistir.

Yukarida 6zetlenen sonuglar 15181nda, %50 tepki orani ile
kurulan modelin analiz igin tercih edilmesi gerektigi
aciktir. Buna goére DVM ile %50 tepki orani i¢in kurulan
modelde tiim rassal veri setleri i¢in vektdr agirliklari
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CEINNT3

incelendiginde “Tirkiye”, “sabah”, “haziran” ve “ocak”
niteliklerinin pozitif siniflarin  (satin  alim olmasi)
belirlenmesinde; “Diger”, “kasim” ve “sayfa sayis1”
niteliklerinin ise negatif siniflarin (satin alim olmamasi)
belirlenmesinde etkili oldugu goriilmektedir.

LR igin de en iyi model olan % 50 tepki orani i¢in rassal
veri setlerinden en iyi sonucu veren le modelidir ve
pozitif smiflar1 F=%90 ve negatif smiflart %100
kesinlikle dogru tahmin etmistir. Modelde kalan 0,05
anlamlilik seviyesindeki nitelikler ile agiklayicilik degeri
0,677 olan LR modeli; “=0.71 + 0,29 * Tirkiye - 0,33 *
Sabah - 0,4 * Temmuz + 0,24 * Persembe + 2,98 * Sayfa
Sayis1” seklinde ifade edilebilmektedir.

5. Sonug

Bu caligmada web kullanim madenciligi ile sirketlerin
sunucularinda tutulan web giinliik verileri kullanilmistir.
Bu veriler metin dosyalar1 halindedir ve gereksiz, yararl
olmayan bircok veriye sahiptir. Bu gereksiz veriler Kirli
veri olarak adlandirilmaktadir.

Gunltk verilerinden ziyaretginin Glke bilgisi (IP
adresinden ¢ikarilmistir), site icerisinde dolasilan sayfa
sayisi, sitede harcanan siire, sitenin ziyaret edildigi giin,
ay ve saat dilimi ve site ziyaretinde satin alim yapilip
yapilmadigina iligkin nitelikleri icermektedir.

Ziyaretciler e-ticaret sitelerine her zaman kesin satin
alma istegiyle gelmemektedirler. Potansiyel miisteriler
iriin kiyaslama, fiyat 6grenme gibi nedenlerle de web
sitesini ziyaret edebilmektedir. Bu nedenle web sitesi
ziyaretlerinde sayfa / {irlin goriintiileme sayilariyla, {irtin
satiglar1 arasinda biiyiik farklar bulunmaktadir. Bu durum
MIY odakli alanlarda, ger¢ek uygulamalarda kullanilan
veri setlerinde sikca goziikmektedir. Tepki oram
diisiikliigii olarak da adlandirilan bu dengesiz veri
durumu, smiflandirma  yontemlerinde  dogruluk
oranlarinin gergek¢i olmayacak sekilde artmasina neden
olmaktadir.

Calismada kullanilan e-ticaret sitesine ait web ginluk
verilerinde satig cevap orani yiizde birden daha azdir. Bu
oran literatiirde karsilagilan oranlardan da distktir.
Co6ziim olarak satin alimlarin (pozitif sinif) bir, iki, li¢ ve
dort kati oranlarinda negatif siiftan tesadiifi 6rnekleme
yontemiyle negatif smif olusturularak veri dengesizligi
giderilmeye ¢alisilmistir. Genelleme yapmak i¢in pozitif
ornekten azaltmalar yapilarak model sayisi arttirilmustir.

Destek vektor makineleri ile elde edilen smiflandirma
sonuglar1, pazarlama ve MIY alaninda siklikla kullanilan
lojistik regresyon analizi sonuglari ile karsilagtirilmustir.

Dulzenlenen verilerden, DVM ve LR ile kurulan
modellerin hem egitimi hem testi i¢in rassal olarak 6rnek
veri setleri ¢ekilmistir ve bu islem her iki yontem i¢in de
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5’er kez yinelenerek farkli rassal veri setleri Uzerinde
denemeler yapilmistir. Analizler yapildiktan sonra ise 6
adet farkli performans Ol¢lim kriterine gore model
degerlendirmeleri elde edilmis ve rassal veri setleri i¢in
bulunan her bir performans 6l¢limiiniin ortalama degeri
hesaplanmuistir.

Sonuglara bakildiginda (Tablo 6) farkli performans
6lcimleri icin DVM ve LR modellerinin Gstinliklerinin
de farklilik gosterdigi goriilmektedir. Dort farkli tepki
oranina gore (%50, %33, %25, %20) her bir performans
6l¢iimi icin elde edilen ortalama degerlerin de ortalamasi
alindiginda ise, hem DVM hem de LR i¢in en iyi sonucun
yiizde 50 tepki orani ile olusturulan model oldugu ve
DVM ile LR performans dlgtimlerinin (0,818) birbirine
esit oldugu goriilmektedir. Bir baska ifadeyle, s6z konusu
ikili siiflandirma goérevi igin her iki sinifa ait ornek
sayilarmin esit oldugu durumda hem DVM hem de LR
ile kurulan modellerde en iyi siniflandirma sonuglarina
ulagilmstir.

DVM igin gesitli kernel tipleri denenmis ve test verisi
lizerinde denemelerde en iyi siniflama sonuglarina
sigmoid kernel ile ulasilmistir. LR’de de lojistik
fonksiyon (sigmoid fonksiyon) kullanilmaktadir. Genel
olarak tiim modellerde sonuglarin yakin ¢ikmasinin
(6zellikle tepki oraninin yiizde 50 oldugu modelde aym
olmast) nedeni olarak sigmoid fonksiyonun kullanilmis
olmas1 g6z 6niinde bulundurulmasi gereken bir nedendir.

Yukarida 6zetlenen sonuglar 1s181nda, %50 tepki orani ile
kurulan modelin analiz i¢in tercih edilmesi gerektigi
aciktir. Buna gére DVM ile %50 tepki orani igin kurulan
modelde tum rassal veri setleri igin vektor agirliklart
incelendiginde “Tiirkiye”, “sabah”, “haziran” ve “ocak”
niteliklerinin pozitif siniflarin  (satin alim olmasi)
belirlenmesinde; “Diger”, “kasim” ve “sayfa sayis1”
niteliklerinin ise negatif siniflarin (satin alim olmamast)
belirlenmesinde etkili oldugu goriilmektedir.

Veri 6n analizlerinde, satin alma davraniginda ziyaret
edilen sayfa sayisinin ve ziyaret siiresinin baskin ¢iktig
goriilmiistiir. Modellerin ¢gogunda sayfa sayisi, siiresi ve
iilke = Tiirkiye, satin alim tahminini etkileyen nitelikler
olarak one ¢ikmaktadir. DVM sonuglar1 veri 6n analizi
sonucunda yapilan cikarimlarla paralellik
gostermektedir.

Calismada web giinliikk verilerinden elde edilen
niteliklere gore satin alma davramisi elde edilmeye
calistlmistir. Bir ziyaret¢iyi satin almaya tegvik eden dis
etkenler de bulunmaktadir. Kullanicilarin demografik
bilgileri, meslekleri, aylik gelirleri gibi nitelikleri bu dis
etkenlerden bazilaridir ve uygulamada yer almamaktadir.
Bu durum analizin O6nemli kisitlarindan  biridir.
Calismada veri kaynagi olarak sadece web giinlik
verileri  kullanilabilmistir. Kullanict  1P’leri  gizli
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oldugundan web giinliik verisi elde etme asamasinda da
zorluklar yasanmustir. Sirket ismi saklanarak ve IP
numaralar1  gizlenerek analizler gergeklestirilmistir.
Destek vektor makinelerinin daha etkin kullanimi igin e-
ticaret sitelerinin ilave miisteri bilgilerini saklamalar
onerilmektedir.

Caligmanin diger bir kisit1 galismaya konu olan e-ticaret
sitesinin sadece tek bir {iriiniin (6zellikli {irin) degisik
varyasyonlarint satmasidir. Bu nedenle sayfalar arasi
iliski kurulamamustir. Bir ziyaret¢i bir oturumda en fazla
bir iirlin satin almaktadir ve {icret ya da iiriin sayist da
ulagilamayan niteliklerdir. Satin alma durumunun nadir
oldugu (%1’in altinda) veri seti uygulamalarinda veri seti
kiciltilerek alt wveri setleri Uzerinde analizler
gerceklestirilmig, demografik verilerin  ve iriin
cesitliliginin oldugu veri setleri {izerinde yapilmasi
sonraki ¢aligmalara birakilmistir.
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EKLER

Tablo 1: Kernel tipleri ve parametreleri

Kernel Tipi Esitlik Parametre
Dogrusal x7 x; -
i i P
Polinominal (}'(xiij + C)) Y.C,p
i 2
Gaussian (RBF) exp (_”xi _ xl_” /02) o
Sigmoid (MLP) tanh(yx]x; + c) Y.
Tablo 2: istek Sayisi, Ziyaret, Sayfa Istatistikleri
istek Sayilan
Toplam Istek Sayist 23.535.873
Normal Istek Sayisi 22.930.634
Oriimcek Istek Sayisi . 605.239
Giin Bagina Diigen Ortalama Istek Sayisi 29.020
Ziyaret Bagina Diigen Ortalama Istek Sayist 51,92
Ceplenmis Istekler 1.261.170
Kaybedilen Istekler 310.900
Sayfa Goriintiilemeleri
Toplam Sayfa Gorlintulemesi 2.209.288
Giin Bagina Diigen Ortalama Sayfa Goriintiilemesi 2.724
Ziyaret Bagina Diisen Ortalama Sayfa Goriintiilemesi 4,87
Tekil Sayfa Gorlntilemesi 1.428.643
Ziyaretler
Toplam Ziyaret Sayis1 453.304
Normal Ziyaretler 253.505
Orumcek Ziyaretler 199.799
Giin Basina Diigen Ortalama Ziyaret 558
Toplam Ziyaretgi Kalig Siiresi (dakika) 46.799:57:02
Ortalama Ziyaretci Kalis Siiresi (dakika) 06:11

Tablo 3: Analizde kullamilan nitelikler

Nitelikler Ozellikleri
Sayfa Sayis1 (sayfasayisi) Nicel
Stire (sure) Nicel
Saat Dilimi (saatdilimi) 4 kategori:

Sabah(06:00-11:59)
Ogle (12:00-17:59)
Aksam(18:00-23:59)
Gece (00:00-05:59)

Ay (ay) 12 kategori
Gin (gun) 7 kategori
Ulke (ulke) 2 kategori:
Turkiye
Diger
Satin Alma Durumu (satinalim) Kategorik
Satin alma i¢in EVET

Satin almama i¢in HAYIR
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Tablo 4: Negatif Smifa Ait Ornek Oranlari

Gruplar (Oranlar)

Model Negatif Ornek Sayist 1(1-30.074) 2 (30.075-72.325) 3(72.326-90.729)
Model 1a 366 0,0035 0,0039 0,0052
Model 2a 732 0,0070 0,0078 0,0100
Model 3a 1098 0,0140 0,0120 0,0150
Model 4a 1464 0,0140 0,0160 0,0200
Model 4b 1200 0,0120 0,0130 0,0170
Model 3b 900 0,0086 0,0096 0,0130
Model 4c 800 0,0076 0,0086 0,0110
Model 2b-3c 600 0,0058 0,0064 0,0080
Model 2c-4d 400 0,0038 0,0043 0,0050
Model 1b-3d 300 0,0029 0,0032 0,0040
Model 1c-2d-4e 200 0,0019 0,0021 0,0030
Model 3e 150 0,0014 0,0016 0,0020
Model 1d-2e 100 0,0010 0,0010 0,0010
Model le 50 0,0005 0,0005 0,0007

Tablo 5: Pozitif Simfa Ait Ornek Oranlar

Gruplar
Model Pozitif Ornek Sayisi 1 (1-103) 2 (104-291) 3 (292-366)
Model 1a-2a-3a-4a 366 1 1 1
Model 1b-2b-3b-4b 300 0,83 0,72 1
Model 1c-2c-3c-4c 200 0,56 0,48 0,7
Model 1d-2d-3d-4d 100 0,28 0,24 0,35
Model 1e-2e-3e-4e 50 0,14 0,12 0,17

Tablo 6: DVM ve LR Modellerinin Karsilastirlmal Performansi

Dogruluk Kappa F Duyarlilik Belirlilik Kesinlik Ort. Performans

Tepki Oran1  Model DVM LR DVM LR DVM LR DVM LR DVM LR DVM LR DVM LR

la 0,869 0,857 0,763 0,712 0,867 0,849 0,849 0,808 0,889 0,905 0,886 0,894
1b 0,862 0,783 0,672 0,664 0,868 0,780 0,875 0,754 0,848 0,814 0,862 0,807
50% 1c 0,845 0,747 0,683 0,701 0,854 0,756 0,864 0,750 0,825 0,744 0,844 0,762
1d 0,833 0,878 0,701 0,699 0,844 0,894 0,864 0,955 0,800 0,790 0,826 0,840
le 0,810 0,905 0578 0,773 0,818 0,900 0,818 0,818 0,800 1,000 0,818 1,000

Ortalama 0,844 0,834 0,679 0,710 0,850 0,836 0,854 0,817 0,832 0,851 0,847 0,861 0,818 0,818

2a 0,858 0,834 0,712 0,722 0,774 0,777 0,726 0,740 0,924 0,895 0,828 0,818
2b 0,850 0,839 0,631 0,652 0,757 0,756 0,700 0,738 0,925 0,891 0,824 0,776
33% 2c 0,831 0,853 0,670 0,610 0,759 0,780 0,750 0,744 0,875 0911 0,767 0,821
2d 0,823 0,885 0,668 0,756 0,718 0,829 0,636 0,773 0,925 0,949 0,824 0,895
2e 0,839 0,900 0,576 0,763 0,783 0,842 0,818 0,727 0,850 1,000 0,750 1,000

Ortalama 0,840 0,862 0,651 0,701 0,758 0,797 0,726 0,744 0,900 0,929 0,799 0,862 0,779 0,816

3a 0,897 0,909 0,667 0,648 0,779 0,777 0,726 0,740 0,954 0,955 0,841 0,818
3b 0,852 0,846 0,663 0,650 0,715 0,661 0,733 0,590 0,893 0,933 0,698 0,750
25% 3c 0,849 0,840 0,646 0,645 0,699 0,667 0,659 0,605 0917 0,924 0,744 0,743
3d 0,889 0,889 0,656 0,599 0,769 0,757 0,682 0,636 0,966 0,983 0,882 0,933
3e 0902 0,878 0,672 0674 0800 0,762 0,727 0,727 0,967 0,933 0,889 0,800

Ortalama 0,878 0,872 0661 0,643 0,752 0,725 0,705 0,660 0,939 0,946 0,811 0,809 0,791 0,776

4a 0,913 0,903 0,634 0,608 0,775 0,646 0,753 0,575 0,952 0,963 0,797 0,737
4b 0,873 0,893 0,643 0599 0,655 0,709 0,600 0,639 0,941 0,958 0,720 0,796
20% 4c 0,891 0,925 0,608 0,564 0,718 0,800 0,636 0,750 0,962 0,969 0,824 0,857
4d 0,843 0,863 0,682 0,664 0579 0,696 0,500 0,727 0,938 0,900 0,688 0,667
4e 0,902 0,922 0611 0694 0,737 0800 0,636 0,727 0975 0975 0875 0,889

Ortalama 0,884 0,901 0,636 0,626 0,693 0,730 0,625 0,684 0,954 0,953 0,781 0,789 0,762 0,781

75
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