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Ozet— Giiniimiizde bilisim teknolojileri hemen hemen her alanda kullanilmaktadir. Enerji sektérii de bu alanlardan
birisidir. Niifusun giin gegtikce artmasiyla birlikte bina sayist ve binalarin enerji talebi de artmustir. Enerji talebini
hafifletmenin bir yolu enerji tasarrufu 6zelliklerine sahip verimli binalar tasarlamaktir. Bu ¢alismada sekiz giris degeri
(nispi yogunluk, ylizey alani, duvar alani, ¢ati alani, toplam yiikseklik, yonlendirme, cam alani ve cam alan1 dagilimi)
ve iki ¢ikis degeri (1sitma yiikii (HL), sogutma yiikii (CL)) olan bir veri setinin, makine 6grenmesi algoritmalari
kullanarak analizi yapilmigtir. Amag, konutlarin 1sitma ve sogutma yiikiinii tahmin edebilen bir model olusturmaktir. Bu
parametrelerin dogru bir sekilde tahmin edilmesi, enerji tiiketiminin daha iyi kontrol edilmesini kolaylastirmakta ve
ayrica, enerji piyasasinda 6nemli bir sorun olarak goriilen enerji ihtiyacina daha iyi uyan enerji tedarik¢isinin se¢iminde
yardimct olmaktadir. Bu kapsamda, veri seti analiz edilirken makine Ogrenmesi algoritmalarindan regresyon
algoritmalar1 (Destek Vektor Makinesi (SVM) Regresyonu, Dogrusal Regresyon, Rasgele Orman Regresyonu ve En
Yakin Komsu Regresyonu) Kullanilmustir. iki ¢ikis degeri igin sonuglar deneysel olarak her algoritma icin ayri ayri
hesaplanmis ve elde edilen sonuglar karsilagtirilmistir. Cikan sonuglara gore analiz yaptigimiz veri seti i¢in, tahmin
basarimi agisindan en yakin sonucu bulan algoritma Rastgele Orman Regresyon algoritmasi olmustur.

Anahtar Kelimeler— Enerji performansi, Regresyon, SVM regresyon, Lineer regresyon, Rastgele orman regresyon

Modeling heating and cooling loads by regression-based
machine learning techniques for energy-efficient building
design

Abstract— Today, information technology is used almost in every field. The energy sector is one of these areas. As the
population grew day by day, the number of buildings and the energy demands of the buildings increased. One way to
decrease energy demand is to design efficient buildings with energy-saving features. In this study, an analysis of a data
set which has eight input values (relative compactness, surface area, wall area, roof area, overall height, orientation,
glazing area and glazing area distribution) and two output values (heating load (HL), cooling load (CL)), has been
carried out using machine learning algorithms. The aim is to create a model that predicts the heating and cooling load of
the houses. Accurate estimation of these parameters facilitates controlling of energy consumption and also helps in
selecting an energy supplier that better suits the energy requirement, which is considered a significant problem in the
energy market. In this context, when analyzing the data set, regression algorithms (Support Vector Machine (SVM)
Regression, Linear Regression, Random Forest Regression and Nearest Neighbor Regression) are used among machine
learning algorithms. For the two output values, the results have been calculated experimentally for each algorithm and
the results have been compared. For the data set we analyzed according to the results, the algorithm that found the
closest result in terms of prediction success is Random Forest regression algorithm.

Keywords— Energy Performance, Regression, SVM Regression, Linear Regression, Random Forest Regression
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1. GIRIS (INTRODUCTION)

Diinyamizda son yiizyilda artan enerji ihtiyacina karsin
iklim ve eko sistem degisikligi insanliga biiyiik bir tehdit
olusturmaktadir. Bu nedenle iilkeler ciddi politikalar ve
¢dziim yollarr arayigina girmeye baglamislardir. Ornegin;
Ingiltere, 2050 yilina kadar karbon emisyonlarinda yiizde
80 oraninda bir azalma saglamay1 taahhiit etmektedir. Bu
zorluklar1 gidermek icin, enerji tiiketiminin azaltilmasi ve
strdiiriilebilir, dtsik karbonlu yasam bi¢imlerinin
hizlandirmasi gerekir [1].

Bunun yaninda kiiresellesen diinya ve rekabet sartlarinin
artmastyla birlikte enerji, ekonomide o6nemli bir rol
oynamaktadir. Talep agisindan baktigimizda enerji,
tiiketicilerin faydalarini arttirmak i¢in satin aldiklari bir
tirlin niteligi tasimaktadir. Arz agisindan bakildiginda ise
enerji, sermaye ve emek gibi 6nem arzeden bir iiretim
faktorii olma 6zelligindedir. Ayrica enerji, birgok tiiketim
ve uretim faaliyetlerinde gerekli bir parametre oldugu
igin, tlkelerdeki sosyal refahin olusturulmasinda ve
ekonomik gelismeler acisinda kritik ve belirleyici bir
konuma sahiptir [2].

Kaynaklarin hizla tikkendigi diinyamizda, harcanan enerji
miktarinin hizla artmasi ve buna bagl olarak ekosistem
dengesinin bozulmasi sonucu, enerji kullanimi {izerinde
yeni yaklagimlarin ve ¢aligmalarin olugmasina neden
olmustur [3]. Enerji iiretiminin tiikkenebilir ve disa bagimli
kaynaklardan elde edildigi gelismekte olan iilkelerde arz-
talep arasindaki olusan farklardan dolay1 enerjinin
maliyetinin giderek arttig1 ve iilkeleri daha bagimli hale
getirdigi gorilmektedir. Bu nedenle tilkeleri bagimli kilan
enerjinin tiiketiminde en iyi yontemleri Kkullanarak
tasarruf edilmesi ¢ok onemli bir zorunluluktur [4].
Enerji’nin  etkin  bir  sekilde kullammi,  enerji
maliyetlerinin ekonomi tizerindeki yiikiiniin
hafifletilmesi, israfin onlenmesi ve ¢evrenin korunmasi
icin enerji kaynaklarinin ve enerjinin kullaniminda
verimliligin artirtlmasi amaci ile o6zellikle gelismis ve
gelismekte olan {ilkeler ¢esitli Onlemler almaya
baslamislardir. Ornegin Tiirkiye’de bu bahsedilen amaglar
icin 02 Mayis 2007 tarihinde 5627 sayili “Enerji
Verimliligi Kanunu” ¢ikarmustir [5].

Enerji atiklar1 ve ¢evre iizerindeki kalic1 olumsuz etkileri
iizerine gittikge artan kaygilar nedeniyle binalarin enerji
performansi (EPB) konusuna iligskin 6nemli bir arastirma
grubu  bulunmaktadir [6] [7]. Dahasi, Avrupa
iilkelerindeki  binalar, 2002/91/EC  sayilt  Avrupa
Yonergesini takiben, enerji verimliligi agisindan yasal
asgari sartlara uymakla yiikiimliidiirler [7]. 1994 yilindan
2004 yilina kadar Avrupa ve Kuzey Amerika'da bina
enerji tiiketimi sirasiyla yilda %1.5 ve %1.9 oraninda
artmistir. Bina enerji tiiketiminin son 20 yilda % 10'dan
fazla arttig1 Cin'de enerji piyasasinda daha da biiyiik bir
artts meydana geldigi gorilmektedir [7]. Yapilan
arastirma raporlart incelendiginde son yillarda enerji
tiketimi artmistir [8]. Bu nedenle enerji tasarrufu
ozelliklerine sahip verimli bina tasarimi ve bu
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uygulamalar1 destekleyen yardimer araclar binalarin enerji
kullanimin1  hafifletmede yardimci olabilir. Literatiir
incelendiginde ozellikle bu alanda yapilmig benzer
calismalara ulasmak miimkiindiir. Son yillarda 6zellikle
stokastik problemleri ¢dziimlemek i¢in kullanilan zeki ve
makine Ogrenme yontemleri ile gergeklestirilen
calismalarin ¢ok iyi sonuglar verdigi bilinmektedir.
Benzer sekilde konutlarin enerji performansinin makine
O0grenmesi algoritmalari  kullanilarak  gerceklestirilen
caligmalara ilginin arttig1 goriilmektedir [9] [10]. Ornegin,
Castelli vd. tarafindan yapilan ¢alismada konutlarin enerji
performansi genetik algoritmalar kullanilarak tahmin
edilmistir [9]. Elde edilen sonuclara goére en dogru
tahminin ~ HYBRID-LIN algoritmast  ile  oldugu
goriilmiistiir. Wei vd. kentsel bina enerji analizi igin,
kullanilan 6 makine &grenmesi algoritmasindan (Tam
dogrusal, Lasso, Mars, SVM, bagging Mars ve boosting)
en iyi sonucu parametrik olmayan modellerin (Mars,
SVM, bagging Mars ve boosting) verdigi gorilmiistiir
[11]. Tian tarafindan yapilan ¢aligmada bina enerji analizi
oransal marjinal varyans ayrisma (PMVD), LMG ve
Rastgele Orman algoritmalar1 kullanilarak incelenmistir
[12]. Bing Dong vd. [13] tropikal bolgede bina enerji
tiketimini tahmin etmek icin SVM algoritmasin
kullanmistir. De Wilde vd. bir ofisin iklim degisikligi
altindaki enerji performansini 6ngérmek icin MARS-meta
modelini kulland1 [14]. Tian vd. kampiis binasinin termal
performansini degerlendirmek igin ACOSSO ydntemini
uyguladilar [15]. Eisenhower vd. bir binanmn enerji
performansini  degerlendirmek  igin  destek  vektor
makinesine dayali hassasiyet analizi yapti [16].

Fazel Khayatian ve arkadaslar1 Italya’min Lombardy
bolgesinin enerji performanst sertifikasi agik kaynakli veri
tabanindan [17] elde ettikleri kayitli binalarin enerji
sertifikalarindaki biiyiikliikleri yapay sinir aglari metodu
ile isleyerek 1s1 talebi gostergelerinin tahmin edilmesi
tizerine gergeklestirdikleri ¢aligmada, giris parametrelerin
yaklasik % 95'inin + 3 giiven araligina diistiigiinii ortaya
koymuslardir [10].

Deqing Zhai ve arkadaslari ortam sicakligi ve hizi gibi
kapali ¢evre parametrelerine gore 1sitma, havalandirma ve
iklimlendirme (HVAC) sistemi gibi binalardaki yiiksek
enerji talebi bilesenlerini degerlendiren bir c¢alisma
gerceklestirmislerdir. Caligmada termal laboratuvardaki
deney sonuglarindan egitilecek sekilde segilen veriler
Asinn  Ogrenme Makinesi yontemi ile islenmistir.
Calismada, verilen fiziksel ¢evresel parametreler, HVAC
sistemlerinin Hava Kontrol Unitesindeki asir1 6grenme
algoritmast modelinden enerji sarfiyatt seviyesini
ongorebilmektedir [18].

Literatiir incelemesi yapildiginda ¢aligmalarin kullandigi
bircok kapsamli veri tabanlarina ulagsmak miimkiindiir.
Omegin Eva Blomqvist ve Patrik Thollander isimli
aragtirmacilar daha Once var olmayan mevcut enerji
verimliligi Onlemlerinin, bir entegre veri tabani ile
asilmas1 yolunda gerceklestirmis olduklar1 ¢aligmada,
Isve¢ Enerji Ajansi’ndan ve ABD’de Enerji Enstitiisiiniin
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Endiistriyel Degerlendirme Merkezlerinden elde ettikleri
enerji verimliligi verilerini entegre eden yeni bir veri
tabani olugturmuslardir [19].

Yapilan calismada sekiz giris ve iki ¢ikis degerinden
olusan bir veri seti tizerinde, konutlarin 1sitma ve sogutma
ylkiinii tahmin edebilen bir model olusturulmustur.
Analiz asamasinda Orange veri madenciligi programi
kullanilmis olup, makine Ogrenmesi algoritmalarindan
Regresyon algoritmalar1 kullanilmistir.

2. MATERYAL VE YONTEM (MATERIALS AND
METHODS)

2.1. Veri Seti (Data Set)

Yapilan ¢alismada Athanasios Tsanas ve Angeliki Xifara
isimli arastirmacilarin sunduklar1 Tablo 1°deki veri seti
kullanilmistir. Veri seti 768 6rnek ve bir gercek degerli
cevabi tahmin etmeyi amaglayan 8  Ozellikten
olugmaktadir. Her bir 6rnek ayr1 bir bina i¢indir [20, 21].
Veri kiimesi, binalarin farkli bina parametrelerine sahip
olan enerji verimliligi &lgiimlerini igerir. Olgiilen iki
enerji verim parametresi vardir: isitma yiki(HL) ve
sogutma yiikii(CL).

HL, sicakligin bir kabul edilebilir aralikta muhafaza
edilmesi i¢in bir bosluga eklenmesi gereken 1s1 enerjisinin
miktar1; CL, sicakligr kabul edilebilir bir aralikta tutmak
icin bir bosluktan (sogutma) alinmasi gereken 1s1
enerjisinin miktar1 olarak tanimlanmaktadir [22]. Termal
yiikler olarak da bilinen HL ve CL, binanin yapisini ve
izolasyonunu (taban, duvar, tavan ve tavan dahil) ve
binanin cam ve gokylizii igiklarint (boyut, performans,
golgeleme ve golgelendirme temelinde) dikkate alir. HL
ve CL dnemli parametrelerdir ve ekonomik anlamda ciddi
bir etkisi oldugu diisinilmektedir [23]. Ciinkii bu
tahminlerde yapilan hatalar enerji israfi anlamina
gelmektedir ve HL ve CL'yi dogru bir sekilde tahmin

etmek ciddi miktarda tasarruf saglayabilir, fakat
gerceklestirilmesi zor bir is olarak goriilmektedir. Cogu
HVAC tasarimi, HVAC profesyonelinin  kisisel

tavsiyesine dayanmaktadir ve bu nedenle de &6znel bir
islem yapilmaktadir. Bu durumda da hatalara agik olma
ihtimali  bulunmakta ve herhangi bir standart
olusturulamamaktadir. Boyle bir perspektifte, HL ve
CL'yi dogru bir sekilde Ongérmek i¢in gilivenilir
hesaplama araglar1 ¢ok talep gormektedir.

Tablo 1. Veri kiimesi [20, 21]

Ozellikler Aciklama Olasi1 Degerlerin Sayisi
X1 Nispi yogunluk 12
X2 Yiizey Alan1 12
X3 Duvar Alani 7
X4 Cat1 Alani 4
X5 Toplam Yiikseklik 2
X6 Yonlendirme 4
X7 Cam Alani 4
X8 Cam Alan1 Dagilimi 6
Y1 Isitma Yiikii 586
Y2 Sogutma Yiikii 636
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2.2. SVM Regresyon (SVM Regression)

SVM regresyon algoritmasi, c¢ekirdek islevlerine
dayandig1 i¢in parametrik olmayan bir tekniktir. SVM
regresyonunda amag elde edilecek f(x) fonksiyonu ile
gercek y; cikti degerlerinin en fazla E miktar1 kadar
sapma ile tahmin edilmesi ve bulunan bu fonksiyona
paralel olan ve egitim girdilerini kapsayan iki diizlem
arasindaki mesafenin minimum yapilmasidir. Hatalar1
gormezden gelen ve gercek degerin belli bir mesafesinde
bulunan kayip fonksiyonunu tanimlamaya dayanir. Bu tiir
bir isleve siklikla - epsilon yogunluk kaybi islevi denir.
Sekil 1, epsilon yogun bantli tek boyutlu dogrusal
regresyon fonksiyonunun bir Ornegini gostermektedir.
Degiskenler, egitim noktalarinda hatalarin maliyetini
Olgmektedir. Bunlar, grubun igindeki tiim noktalarda
sifirdir [24].

y Azaltma
N

1

Il + CZ(EI +&)
i=1

Kisitlamalar
yi—wx;—b<e+§
wx;+b—y, e+
{IIEI. > 0

X

Sekil 1. SVM Regresyon [24]

SVM regresyonu, yiiksek boyutlu 6zellik uzayinda hassas
olmayan kayip kullanarak dogrusal gerileme gergeklestirir
ve aymt zamanda model karmasikligimi en aza
indirgeyerek azaltmaya calisir. Bu, hassas olmayan bolge
disindaki egitim Orneklerinin sapmasint 6lgmek igin
(negatif olmayan) bosluk  degiskenleri  getirerek
tanimlanabilir. Cekirdek fonksiyonlari, verileri dogrusal
ayirmay1 gergeklestirmek i¢in daha yiiksek bir boyutsal
Ozellik alanina doniistiiriir. Sekil 2°de dogrusal olmayan
SVM &rnegi verilmistir. Ornekte mevecut uzay cekirdek
fonksiyonlar1 sayesinde daha yiiksek boyutlu bir uzaya
tasinmaktadir. Bu sekilde dogrusal olmayan problemlerin
¢ozlimii saglanmaktadir.

X 9(x)
Sekil 2. Cekirdek fonksiyonlari ile daha biiyiik bir uzaya
gecme [24]
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2.3. Lineer Regresyon (Linear Regression)

Lineer regresyon bir veya birden fazla (bagimsiz)
degisken ile bagka bir (bagimli)) degisken arasindaki
baglantiyt modellemek i¢in kullanilan bir yontemdir.
Lineer regresyonun amaci verilmis olan x’leri ve y’leri
kullanarak w degerlerini  bulmaktir. w  degerleri
bulunduktan sonra arttk y degeri bilinmeyen ama x
degerleri verilmis olan bir veri ile y degeri
hesaplanabilmektedir [25]. Bu nedenle lineer regresyon
asagidaki sekilde formiilii edilebilir:

Her zaman x, = 1 olmak kosuluyla;

FG) ) wixi = wa &)
2.4. Rastgele Orman Regresyon (Random Forest Regression)

Rastgele orman regresyon algoritmasinda daha fazla
sayida agag tiiretildiginde daha yiiksek model performansi
elde edilmesi beklenmekle birlikte aga¢ sayisindaki artigin
veri setinin tiirii ve biliylikligi ile baglantili olarak her
zaman daha yiiksek performans elde etmeyi garanti
etmedigi sOylenebilir [26]. Bu nedenle farkli sayilarda
agac tiiretilerek model performanslarinin karsilastirilmast
tavsiye edilmektedir. Modelin dezavantajlar1 arasinda tek
bir karar agacinda oldugu gibi ortaya ¢ikan sonucun agag
yapist ile gorsel olarak sunumunun miimkiin olmamasi ve
modelin karmasiklig1 nedeniyle ¢ok sayida karar agacinin
degerlendirilmesine ait islem adimlarinin goriilmesine

imkdn vermemesi bulunmaktadir [27]. Sekil 3’de
Rastgele Orman  Algoritmasinin  iglem  adimlart
sunulmaktadir.
d)ﬁmekleriﬂ sl e
veri kimesi L
—

. Ormellerin ohisturulmass

Ormeklerin Seqimi

(Bootstrap)

Oftenme veri =
e Vi v
= — _T
A Py /{0\\‘\' ‘ R
Simflandirma d . R > .
ologtursimast ‘ $hdbdbdn | |dbebebdh| |dbodbdn | QGedem]
\
Aynt Sneflann
Stuflarm oylmmasy ve Savst
en gol telrarianan N
stmfin segilmest

Sekil 3. Rastgele orman algoritmasinin akis semasi
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2.5. KNN Regresyon (kNN Regression )

KNN algoritmas1 teorik ve basit simiflandirma
yontemlerinden biridir. kNN smiflandirict f(X) = k;/k
seklinde tanimlanmig olup burada k;(€¢;), X’in k
komsulugunda c¢; smifinda yer alan orneklerin sayisini
ifade etmektedir. Bu algoritmada smiflandirilacak olan
yeni Ornege egitim setinden en yakin mesafedeki k tane
ornege bakilir. Bu k drnek ¢ogunluk olarak hangi sinifa
dahil edilmis ise yeni 6rnek de o simifa dahil edilmektedir
[28]. Ornekler arasindaki mesafe degerleri hesaplanirken
genellikle Oklid 6lgiitii kullanilir. Bu &lgiitle iki nokta
arasindaki mesafe asagidaki gibi hesaplanir.

Zk:(xi —¥i)?

KNN regresyonunun basit bir uygulamasi, en yakin
k komsusunun sayisal hedefinin ortalamasini
hesaplamaktir. KNN regresyonu, KNN simiflamasi ile ayni
mesafe olgiitlerini kullanir.

)

2.6. Deneysel Uygulama (Experimental Application)

Onerilen  sistemin  blok  diyagrami  Sekil 4°de
sunulmaktadir. Ik asamada smiflandirma islemlerinin
daha verimli yapilmast igin verilere 0-1 arasinda
normalizasyon islemi uygulanmistir. Normalizasyon
yontemi olarak asagidaki denklem 3’de verilen Min-Max
yontemi kullanilmustir.

X' = Xi = Xmin (3)
Xmax — Xmin

Bu esitlikte x’, normalize edilmis veriyi; x;, girdi degerini;

Xmin, girdi seti i¢erisinde yer alan en kiigiik say1y1; X,,qx,

girdi seti igerisinde yer alan en biylk sayiyr ifade

etmektedir. Normalizasyon agamasindan sonra Deneysel

Tasarim asamasina gecilmistir.
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Veri Onisleme ) i
Ven Seh
I
Denevsel Tasanm {10-
kere ¢apraz doFmilama)
m— =
Deneysel
Sonuclar

L=

— LR, "

| . El CV L
= &= & - o
o = P

& L]

a = 5WVM Reagresyon Linesr Regresyon
=
o
i =
=

Rastgsle Orman
Ragresyaon

Sekil 4. Onerilen sistemin blok diyagrami

Deneysel Tasarim asamasinda Egitim-Test verilerinin
secimi agsamasina gecilmistir. Bu agamada 10 kere ¢apraz
dogrulama yontemi kullanilmistir. Sonraki asamada
regresyon islemleri gergeklestirilmistir. Bu asamada 4
farkll regresyon algoritmasi ile deneyler
gergeklestirilmigtir. Bu algoritmalar, SVM Regresyon,
Lineer Regresyon, Rastgele Orman (RF) Regresyon ve
KNN Regresyon algoritmalaridir.

Son agamada ise dnerilen modelin etkinligi test etmek i¢in
istatistiki degerlendirme Slgiitlerinden yararlanilmistir. Bu
asamada ortalama karesel hata (MSE), kok ortalama kare
hatas1 (RMSE) ve ortalama mutlak hata (MAE) gibi ¢ok
sayida degerlendirme yontemi kullanilmistir.

3. DENEYSEL
RESULTS)

SONUCLAR  (EXPERIMENTAL

Onerilen ydntemin uygulanmast ile elde edilen sonuglar
Tablo 2 ve Tablo3’de sunulmustur. Tablo 2’de 1sitma
yikii tahmini i¢in elde edilen sonuglar paylasilmistir.
Buna gore en iyi sonuglar RF Regresyon algoritmasi ile
elde edilmistir. Diger algoritmalar da iyi sonug¢ vermekle
beraber en kotii sonug SVM Regresyon algoritmast ile
elde edilmistir. RF algoritmasina en yakin basari orani
kNN Regresyon algoritmasi ile elde edilmistir. Tablo 3’de
sogutma yikii tahmini icin elde edilen sonuglar
paylasilmistir. Buna gdre en iyi sonuglar yine RF
Regresyon algoritmasi ile elde edilmistir. Diger
algoritmalar da iyi sonug vermekle beraber en kotii sonug
SVM Regresyon algoritmasi ile elde edilmistir. RF
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algoritmasina en yakin basar1 oram1 kNN Regresyon
algoritmasi ile elde edilmistir.

Tablo 2. Isitma yiikii tahmini i¢in elde edilen sonuglar

Method MSE RMSE MAE
SVM Regresyon 9.301 3.050 2.439
Lineer Regresyon 8.666 2.944  2.074
RF Regresyon 0482 0.694 0422
kNN Regresyon 4665 2.160 1.512

Tablo 3. Sogutma yiikii tahmini i¢in elde edilen sonuglar

Method MSE RMSE MAE
SVM Regresyon 15736 3.967 3.186
Lineer Regresyon 10.263 3.204  2.240
RF Regresyon 3.202 1.789 1.339
kNN Regresyon 5189  2.278 1.313

Sekil 5 ve Sekil 6’da tahmin edilen ¢ikis degerleri ile
gercek ¢ikis degerleri grafiksel olarak sunulmaktadir.
Sekil 7 ve Sekil 8’de ise tahmin edilen ¢ikis degerleri ile
gercek cikis degerleri arasindaki regresyon grafikleri
sunulmaktadir. Grafiklerde goriildiigii gibi hem 1sitma
yikii hem de sogutma yiikii icin RF Regresyon
algoritmasi1 ile hedef degerlerin iyi derecede tahmin
edildigi goriilmektedir.

Isitma Yiikii (Gergek Degerler)
RF Regresyon

Degerler
n
o

N
o

o

0 100 200 300 400 500 600 700 800
Ornek

Sekil 5. Isitma yiikii i¢in gercek ¢ikis degerleri ile RF
Regresyondan elde edilen degerlerin karsilastirilmasi
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Sekil 6. Sogutma yiikii icin gergek ¢ikis degerleri ile RF
Regresyondan elde edilen degerlerin karsilastirilmasi
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Sekil 7. Isitma yiikii i¢in elde edilen Regresyon grafikleri

4, SONUCLAR VE TARTISMA (RESULTS AND
DISCUSSION)

Bu ¢alismada enerji tasarruflu bina tasarimi i¢in 1sitma ve
sogutma yiiklerini regresyon tabanli makine &grenmesi
algoritmalar1 ile bir modelleme caligsmasi
gerceklestirilmistir. Onerilen  yontemde  makine
O0grenmesinin 6nemli agamalarindan olan veri 6n isleme,
veri dagilimi1 belirleme, regresyon ve performans
degerlendirme adimlari bulunmaktadir. Binalarin farkl
bina parametrelerine sahip olan enerji verimliligi
Olglimlerini iceren veri kiimesi lzerinde yapilan
calismada, iki enerji verim parametresinin tahmini
gergeklestirilmigtir. Isitma yiikkii ve sogutma yiikiiniin
tahmin edildigi calismada en iyi sonuglar1 Rastgele
Orman algoritmas1 vermistir. Ilerleyen caligmalarda
1sitma ve sogutma yiklerini en ¢ok etkileyen giris
parametrelerinin ~ tespiti  i¢in  Oznitelik  se¢me
algoritmalarindan yararlanilacaktir. Ayrica daha kapsamli
bir veri seti tizerinde de deneylerin tekrarlanmasi ve elde
edilen sonuglarin bu ¢aligmada elde edilen sonuglarla da
karsilastirilmasi hedeflenmektedir.

KAYNAKLAR (REFERENCES)

[1] Summary of analysis using the National Energy Efficiency Data-
Framework (NEED),
https://www.gov.uk/government/uploads/system/uploads/attachmen
t_data/file/437093/National_Energy_Efficiency_Data-
Framework__NEED__Main_Report.pdf, 20.04.2017.

[2] G. Ozyurt, K. Karabalik, “Enerji verimliligi, binalarm enerji
performansi ve Tiirkiye’deki durum”, TMMOB Insaat Miihendisleri
Odast Tiirkiye Miihendislik Haberleri, 457(54), 32-34, 2009.

[3] E. Gégmen, S. Ozdemir, “Farkh Tip Aydmlatma Aygitlarmin
Harmonik Etkilerinin Karsilastirilmas1”, V. Enerji Verimliligi ve
Kalitesi Sempozyumu, Kocaeli, 261-265, 2013.

[4] C. Perdahgi, U. Hanli, “Verimli Aydinlatma Yontemleri”, 3E
Elektrotech Dergisi, 323-327, 2010.

BiLiSiM TEKNOLOJILERI DERGISI, CILT: 10, SAYI: 4, EKIM 2017

Lineer Regresyon: R=0.95331

SVM Regresyon: R=0.91762

Cikis

10 20 30 40
Hedef

kNN Regresyon: R=0.965
gy

10 20 30 40
Hedef

Sekil 8. Sogutma yiikii i¢in elde edilen Regresyon
grafikleri

Hedef

[5] M. Beerepoot, M. Sunikka, “The contribution of the EC energy
certificate in improving sustainability of the housing stock”,
Environment and Planning B: Planning and Design, 32(1), 21-31,
2005.

[6] Z. Yu, F. Haghighat, B. C.M. Fung, H. Yoshino, “A decision tree
method for building energy demand modeling”, Energy and
Buildings, 42(10), 1637-1646, 2010.

[7] W.G. Cai, Y. Wu, Y. Zhong, H. Ren, “China building energy
consumption: situation, challenges and corresponding measures”,
Energy Policy, 37(6), 2054-2059, 2009.

[8] National Academy of Sciences; National Academy of Engineering;
National Research Council, Real Prospects for Energy Efficiency
in the United States, Washington: The National Academies Press,
2010.

[9] M. Castelli, L. Trujillo, L. Vanneschi, A. Popovic, “Prediction of
energy performance of residential buildings: A genetic
programming approach”, Energy and Buildings, 102, 67-74, 2015.

[10] F. Khayatian, L. Sarto ve G. Dall'O', “Application of neural
networks for evaluating energy performance certificates of
residential buildings”, Energy and Buildings, 125, 45-54, 2016.

[11] L. Wei, E.A. Silva, R. Choudhary, Q. Meng, S. Yang,
“Comparative study on machine learning for urban building energy
analysis”, Procedia Engineering, 121, 285-292, 2015.

[12] W. Tian, “A review of sensitivity analysis methods in building
energy analysis”, Renewable and Sustainable Energy Reviews, 20,
411-419, 2013.

[13] B. Dong, C. Cao, S. E. Lee., “Applying support vector machines to
predict building energy consumption in tropical region”, Energy
and Buildings, 37(5), 545-553, 2005.

[14] P. Wilde, W. Tian, “Predicting the performance of an office under
climate change: A study of metrics, sensitivity and zonal resolution”
Energy and Buildings, 42(10), 1674-1684, 2010.

[15] W. Tian, P. Wilde, “Uncertainty and sensitivity analysis of building
performance using probabilistic climate projections: A UK case
study”, Automation in construction, 20(8), 1096-1109, 2011.

[16] B. Eisenhower, Z. O'Neill, V.A. Fonoberov, 1. Mezi¢, “Uncertainty
and sensitivity decomposition of building energy models™, Journal
of Building Performance Simulation, 5(3), 171-184, 2012.

[17] Open Data Lombardia, https://www.dati.lombardia.it/, 24.04.2017.



BiLiSiM TEKNOLOJILERI DERGISI, CILT: 10, SAYI: 4, EKiM 2017

[18] D. Zhai, Y. C. Soh, W. Cai, “Operating Points as Communication
Bridge between Energy Evaluation with Air Temperature and
Velocity based on Extreme Learning Machine (ELM) Models”,
IEEE 11th Conference on Industrial Electronics and Applications,
Hefei, CHINA, 712-716, 2016.

[19] E. Blomgqvist, P. Thollander, “An integrated dataset of energy
efficiency measures published as linked open data”, Energy
Efficiency, 8(6), 1125-1147, 2015.

[20] A. Tsanas, A. Xifara, “Accurate quantitative estimation of energy
performance of residential buildings using statistical machine
learning tools”, Energy and Buildings, 49, 560-567, 2012.

[21] A Xifara, “Energy efficiency Data Set”,
https://archive.ics.uci.edu/ml/datasets/Energy+efficiency,
19.04.2017.

[22] Y. Arima, R. Ooka, H. Kikumoto, “Proposal of typical and design
weather year for building energy simulation”, Energy and
Buildings, 139, 517-524, 2017.

[23] J. Lei, K. Kumarasamy, K. T. Zingre, J. Yang, M. P. Wan, E.-H.
Yang, “Cool colored coating and phase change materials as

449

complementary cooling strategies for building cooling load
reduction in tropics”, Applied Energy, 190, 57-63, 2017.

[24] Support  Vector  Machine -  Regression  (SVR),
http://www.saedsayad.com/support_vector_machine_reg.htm.
19.04.2017.

[25] N. Demir, “Lineer Regresyon’a Giris”,
http://www.necatidemir.com.tr/2015/09/lineer-regresyona-giris-
bolum-1/, 19.04.2017.

[26] L. Breiman, “Random Forests”,
https://www.stat.berkeley.edu/~breiman/randomforest2001.pdf.
19.04.2017

[27] M. Akman, Y. Geng, H. Ankarali, “Random Forests Methods and
an Application in Health Science”, Turkiye Klinikleri Journal of
Biostatistics, 3(1), 36-48, 2011.

[28] H. Sokin, H. Kalkan, B. Cetisli, “Classification of physical
activities using accelerometer signals”, 20th Signal Processing and
Communications Applications Conference, Mugla, Turkey, 2012.



