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Ozet

Banka kredisi tahmini, finansal risklerin 6ngdriilmesi ve kredi bagvurularinin etkin bir sekilde degerlendirilmesi
bakimindan biiyiik bir 6neme sahiptir. Bu amagla yapilan arastirmada, ¢esitli makine 6grenmesi algoritmalari
banka kredisi tahmini problemine yonelik performanslarini degerlendirmek amaciyla incelenmistir. Bu deneylerde
genellikle, algoritmalarn tahmin dogrulugu, kesinligi, hata oranlar1 gibi performans metrikleri iizerinden
ol¢tilmistiir. Farkli algoritmalarin, veri setlerinin biiytikligii, veri 6zellikleri ve siniflandirma performans: gibi
faktorler agisindan karsilastirilmistir. Bu karsilagtirmalarin temel amaci, belirli bir veri seti veya problem
baglaminda hangi algoritmanin daha iyi performans sergiledigini anlamaktir. Bu ¢aligmalar, banka kredisi tahmini
gibi finansal uygulamalarda daha etkili ve dogru kararlar alinmasina katkida bulunmus ve uzman kisilere karar
almada yardimer olur. Algoritmalarin avantajlart ve dezavantajlari, genellestirilebilirlikleri ve hesaplama
karmagikliklar: gibi faktorler de bu deneylerde dikkate alinmistir. Sonug olarak, bu karsilastirmali deneyler,
finansal alanlarda makine O0grenmesi algoritmalarinin performanslarini degerlendirmek igin 6nemli bir rol
oynamistir. Bu ¢alismanin sonuglari, Topluluk Ogrenmesi altinda bulunan algoritmalarin digerlerine kiyasla banka
kredisi tahmini gibi kritik finansal konularda daha basarili oldugunu ortaya koymustur.
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Performance analysis of machine learning algorithms for predicting bank loan:
Superiority of ensemble learning algorithms

Abstract

Bank loan prediction is of great importance in predicting financial risks and effectively evaluating loan
applications. In the research conducted for this purpose, various machine learning algorithms were examined to
evaluate their performance on the bank loan prediction problem. In these experiments, the algorithms were
generally measured through performance metrics such as prediction accuracy, precision, and error rates. Different
algorithms were compared in terms of factors such as size of datasets, data characteristics and classification
performance. The main purpose of these comparisons is to understand which algorithm performs better in the
context of a particular data set or problem. These studies have contributed to making more effective and accurate
decisions in financial applications such as bank loan prediction and help experts in decision-making. Factors such
as advantages and disadvantages of the algorithms, their generalizability and computational complexity were also
taken into account in these experiments. Consequently, these comparative experiments have played an important
role in evaluating the performance of machine learning algorithms in financial fields. The results of this study
revealed that the algorithms under Ensemble Learning are more successful in critical financial issues such as bank
loan prediction compared to others.
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Banka kredisi tahmini i¢in makine 6grenmesi algoritmalarimin performans analizi: Topluluk
ogrenmesi algoritmalarvmn tistiinliigii

1. Giris

Finansal kuruluslarin mali agidan basarisiz olmasinda kredilendirme onemli bir rol
oynamaktadir. Bu sebeple finansal kuruluslar, kredi talebinde bulunanlarin aldiklar1 borglari zamaninda
odeyip 6deyemeyecegini dngdrmeye calismaktadir. Ozellikle 2020 yilinda yasanan pandemiden
kaynaklanan ekonomik durgunlugun oniine gegmek amaciyla hiikiimetlerin ve merkez bankalarinin,
yasamlar1 ve ge¢im kaynaklarini korumaya yardimci olmak i¢in 6zel sektdriin daha fazla borglanmasini
desteklemesi nedeniyle kiiresel borg yaklasik 226 trilyon USD’ye yiikselmistir. Ancak bu durumun
ozellikle finansman kosullarinin sikilagmaya basladiginda kirilganliklar arttirabilecegi yoniinde tahmin
edilmektedir. Kirillganligin en 6nemli etkisi, kredi veren finans kuruluslariin verdigi krediyi zamaninda
tahsil edememesi veya kredinin 6denmemesi seklinde sonuglanabilir. Diger bir ifadeyle batik kredilerin
olusmasi ya da 6demelerin aksamasi finans kuruluslariin en biiyiik gelir kaynagi olan faiz gelirlerinin
etkilenmesi anlami gelmektedir. Iste bu noktada olasi kredi geri déniislerinde yasanabilecek
problemlerin 6niine gegmek amaciyla kredilendirmelerde, bir igletmenin finansal kuruluslara 6zellikle
bankalara kars1, ylikiimliiliiklerini yerine getirip getirmeme giiclinii degerlendirmek i¢in nicel ve nitel
teknikler gelistirilmistir. Finansal kuruluslar, kredi portfoylerinin biiyiimesiyle kredilendirme
uygulamalarinin dogrulugunu artirmak igin ¢esitli alternatifleri aktif olarak arastirarak bu siireci
yonetmeye c¢aligmaktadir [1]. Kuruluslar bu siireci yonetmek icin cesitli istatistik temelli araglar
kullanilabilmekte veya uzman goriisiine dayali degerlendirmelere basvurulabilmektedir [2]. Ancak
insan kararlarina bagh kalindiginda cesitli hatalara agik olunmasina sebebiyet vermekte ve bu durum
maliyetleri daha da arttirmaktadir [3]. Gilinlimiizde veri madenciligine dayali istatistik, makine
Ogrenmesi, yapay zeka, orlintli tanima gibi ¢esitli disiplinlerle desteklenen farkli tiirde tahmine dayali
analitik teknikler gelistirilmistir. Ozellikle makine &grenmesi alanindaki yeni teknikler, veriler
arasindaki dogrusal olmayan kaliplar1 ve zamansal bagimhiliklar1 taniyarak biiylik veri kiimesinden
verimli bir sekilde bilgi yakalama yetenekleri sayesinde diinya capinda bir iine kavugsmustur [4].
Finansal kuruluglar, makine 6grenmesinin yardimiyla miisteriden miisteriye degisen, finansal ve
finansal olmayan bilgi ve belgelere dayanan farkli yapilardaki verileri kredi degerlendirme siirecinde
kullanarak 6nemli risk degerlendirmeleri yapilabilir hale gelmistir [5]. Bununla birlikte kredilerin
tahsisine yonelik tahmin i¢in hangi siniflandirma tekniginin kullanilacagi konusu ¢ok zor ve ugrastirici
bir sorun olabilmektedir. Siniflandirmalarda en Onemli faktor basarili bir siniflandirici model
olusturabilmektir. Ancak model basarisim1 etkileyen birgok neden bulunmaktadir. Kullanilan test
yoOntemlerinin yani sira veri setine ait 6zellikler de basariy1 etkileyen unsurlardandir [6]. Bu ¢alismada,
finansal ve finansal olmayan miisteri bilgilerinin bulundugu bir veri setiyle kredi kullandirilip
kullandirilmayacagina makine 6grenmesiyle ¢oziim iretilmeye g¢alisilmistir. Makine &grenmesine
dayali kredi degerlendirme ydntemlerinin yanlis siniflandirmasima bagh olarak maliyeti olusturan
faktorlerin etkisi de arastirilmalidir. Makine dgrenmesindeki siniflandirma hatalarinin en biiyiik etkeni
veri setlerinin yapisidir. Veri setlerinde, baz1 degiskenler arasinda iliski olabilecegi gibi birbirleriyle
alakasiz ve gereksiz degiskenler de olabilir [7]. Ayrica farkli nedenlerden kaynakli olarak veri setlerinde
uygun olmayan (eksik, hatali, tutarsiz, kirli) degerler bulunabilmektedir. Tespit edilen degiskenlerin
veya degisken degerlerinin model frekanslarin1 karistiracagindan ve modelin tahmin giiciinii
azaltacagindan diizeltilmesi, degistirilmesi ya da silinmesi gerekmektedir [8]. Bu islemler, veri setindeki
gecerliligini kaybetmis verileri manipiile etmeden segilen smiflandirict algoritmalar icin gereken
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degerlere doniistiirmeye yonelik yapilmalidir [9]. Calismada, siniflandirmalar arasindaki kii¢iik bir
farkin bile 6nemli tasarruflara doniisebilecegi bilinciyle kredinin kullandirilip kullandirilmayacagina
farkli tekniklerin metrik sonuglar karsilagtirilarak basarili oldugu tespit edilen tekniklerle karar
verilmeye calisilmistir. Calismada, kredi veren kuruluglara yardim edebilmek amaciyla makine
O0grenmesi yontemleri kullanilarak tahminler yapilmigtir. Ayrica bu ¢alismanin 6zgiin tarafi ve literatiire
katkilart sunlardir:

I) Finansal kuruluslara gelen kredi taleplerine yonelik yeni teknikler kullanilarak tahminleme igin
kullanabilecegi basarili bir model 6nerisi gelistirildi,

1) Finansal kuruluslarin kredi taleplerine yonelik finansal ve finansal olmayan bilgilerin bir arada
kullanilmasi,

IIT) Finansal kuruluslarda yanlis kredi tahsisinden kaynakli olusabilecek zaman kaybini ve finansal
maliyet zararlarini azaltmaya yardimei olur,

IV) Karar alma siireglerinde kullanilan algoritmalarin avantajlarini ve dezavantajlarini ortaya koyarak
daha etkili kararlar alinmasina katkida bulunur,

V) Finansal alanlarda makine 6grenmesi algoritmalarmin etkin bir sekilde kullanilmasina ve daha
giivenilir ve agiklanabilir finansal kararlarin alinmasina katkida bulunur.

2. Literatiir taramasi

Bu alanda finans kuruluglariin en biiylik problemi olan kredi riskinin degerlendirilmesine
yonelik farkli nitelige sahip bir¢ok calisma yapilmigtir. Kredilerin sorunlu hale gelmeden dnce tahmin
etmeye caligmak finansal kuruluslar agisindan oldukg¢a 6nemlidir [39]. Cogu ulusal ve uluslararasi finans
kurulusu temerriide diisen kredilerden kaynakli biiyiik kayiplar yasamaktadir [15]. Deneyim eksikligi
ve borglunun kredi ge¢cmisi hakkinda eksik veya belirsiz bilgiler, kredi veren kuruluslarin risklerini
artirabilmektedir [10]. Nedeni ne olursa olsun kredilendirmeye yonelik basarisizligi tahmin etmeye
caligmak, zaman kaybini ve kaynaklarin yanlis tahsisini azaltmaya yardimci olmaktadir [11]. Gegmiste
finansal kuruluslarinin kredi tahsisinden kaynakli basarisizligimi onlemeye yonelik bir¢ok calisma
yapilmistir. Beaver’in 1966°da tek degiskenli analizi [37], Altman’in 1968’deki ¢oklu diskriminant
analizi [38] ve Meyer-Pifer’in 1970 yilindaki ¢oklu regresyon analizi ¢alismalar1 bu alanda yapilan ilk
caligmalar olarak gosterilebilir.

Serengil vd. yaptiklar1 ¢aligmada kredi riskini tahmin ederek, isletmelere ve bireylere kredi
saglayan finansal kuruluslara yardim etmeyi amaglamislardir. Ozel bir bankaya ait veri setinin siif
agirhiklan kullanilarak yapilan ¢aligmada lojistik regresyon (LR), rastgele orman (RF), destek vektor
makineleri (SVM), gradyan arttirma tabanli (XGBoost ve LightGBM) ve uzun kisa siireli bellek
(LSTM) algoritmalarinin performanslarin1 6zgiillik, kesinlik, duyarlilik, fl-skor ve dengesizlik
dogrulugu gibi metriklerle 6lgmiislerdir. LightGBM algoritmasi, 6zgiilliik %90, kesinlik %87, duyarlilik
%77, f1-skor %60 ve dengesizlik dogrulugunu %82 elde ederek en basarili algoritma olmustur [3].

Altan ve Demirci calismalarinda kredi iriinlerini kullanan miisterilerinin ayirt edilmesi
bankalarin karliliklarimi ve pazardaki rekabet giiciinii arttirabilecegini savunmustur. Bu amagla borsaya
kotasyon olmus isletmelerin nakit akig tablolarindan faydalanilarak modeli gelistirilmeyi
hedeflemislerdir. Calismada XGBoost, Gradient Boosting ve Yapay Sinir Aglar1 yontemleri kullanilmig
ve karsilastirilmistir. Sonug olarak XGBoost yontemi %80 dogruluk ile en basarili model olmustur [5].
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Moscato vd. ¢alismalarinda bir kredinin geri 6denip 6denmeyecegini tahmin etmek igin en iyi
performansa sahip kredi riski puanlama modelini tespit etmeyi amaglamislardir. Caligmada Lojistik
Regresyon, Rastgele Orman ve Yapay Sinir Aglart kullanilmig ve tahminleri karsilagtirilmistir.
Sonuclara gore en iyi AUC %71 degerini saglayan yeniden drnekleme metodolojisiyle kullanilan
Rastgele Orman yontemi olmustur [10].

Li ve Chen ¢aligmalarinda kredi riskini tahmin etmek i¢in Rastgele Orman, Adaboost, XGBoost,
LightGBM toplu 6grenme algoritmalar1 ile Yapay Sinir Aglar1, Lojistik Regresyon, Karar Agaci, Destek
Vektor Makinesi ve Naive Bayes bireysel 6grenme algoritmalarini karsilagtirmistir. Adaboost disindaki
toplu 6grenme algoritmalarimin Dogruluk, AUC, Kolmogorov—Smirnov istatistigi ve Brier Skoru
metriklerinde en yiiksek performansi gosterdigini belirtmiglerdir [12].

Sonmez bir ¢alismasinda bankalarin ve diger finansal kuruluslarin miisterileri igin bir kredi
skorunun belirlenmesine yardimei olmay1 amaglamigtir. Kredi talebinde bulunan bireysel miisterilerin
talebine cevap verilmesi adina Yapay Sinir Aglar ve Karar Agaci algoritmasini temel alan modeller
arasinda karsilastirma yapilmistir. Yapay Sinir Aglari, Karar Agaci algoritmasina gore kredi skorlamada
daha iyi siniflandirma basarisi gdstermistir [13].

Bahnsen vd. caligmalarinda bir kredi skoru modeli segildikten sonra kredinin igleme bagh
finansal maliyetleri azaltmak amaciyla model gelistirmeyi hedeflemislerdir. Bu amagla gelistirdikleri
maliyete duyarli Lojistik Regresyon modeli ile Rastgele Orman ve Karar Agaci modelleri veri setinin
%50’si ile egitilmig, %25°1 ile test edilmis ve %25°i ile dogrulanmistir. Elde edilen sonuglar
karsilagtinldiginda gelistirdikleri maliyete duyarli Lojistik Regresyon modeli ile daha fazla tasarruf
edildigini agiklamiglardir [14].

Son yillarda, istatistiksel tekniklerin gelismesiyle finans kuruluslarinin kredi kalitesini
degerlendirmek i¢in literatiirde goriildiigli lizere ¢cok sayida model ve yaklasim Onerilmistir. Birgok
calismada kredi degerlendirmelerinde model girdisi olarak ana finansal gostergeler kullanilmustir.
Bununla birlikte, bu modeller girdi olarak sadece finansal oranlar1 kullanmasi, dogrusal olmayan
kaliplar1 yakalamada yetersiz kalmaya baglamistir [4].

3. Yontem ve materyal

Makine 6grenmesi yontemleri mithendislik, saglik, telekomiinikasyon vb. alanlarda oldugu gibi
finans alaninda da kullanimi her gegen giin artmaktadir. Literatiir aragtirmasinda gosterildigi tizere Karar
Agaci, Destek Vektor Makinesi, Yapay Sinir Aglari, Rastgele Orman, Lojistik Regresyon ve Naive
Bayes aglan siniflandirma tekniklerinin alanda siklikla kullanildig1 ve yeni gelistirilen yontemlerden
olan XGBoost, LightGBM ve Catboost gibi gradyan tabanli torbalayici yontemlerin de kullanilamaya
baglanildigi goriilmiistiir. Bu Caligmada daha 6nce literatiirde ¢cok denenmemis son teknolojiler
XGBoost, LightGBM ve Catboost kullanilmis ve diger siniflandirma algoritmalart ile kiyaslanmistir.

Simiflandirma algoritmalari, veri setindeki farkli simif etiketleri iizerinden ayrilan farkh
oranlardaki kisimlar iizerinde egitimi gergeklestirilmekte ve sonrasinda veri setinin kalan kismi
iizerinden test edilmektedir. Algoritmanin sinif etiketleri ile hedef degiskenin smif etiketleriyle
karsilastirilarak performans 6l¢iimii igin parametreler olusturulmaktadir [9]. Moscato bir caligmalarinda
ifade ettigi lizere biiyiik hacimli verilere dayanan veri setleri dengesiz olabilmektedir. Ayrica tim
degiskenlerin kullanilmasi bir yandan kapsami artirirken diger yandan modelin basarisin
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azaltabilmektedir. Tahmin yapilmadan Once veri setlerinin analiz edilmesi gerekmektedir, yoksa bu
durum yaniltict sonuglara neden olabilmektedir. Bu nedenle veri 6n isleme, siirecin ilk adimi olarak
gerceklestirilmelidir. Daha sonra siniflandiricinin olugturdugu modelin basaris1 parametreler yardimiyla
cesitli metriklerle o6l¢iilerek degerlendirilmelidir [16].

Calismada, kredi kullanmis miisterilere ait bilgilerin bulundugu veri seti analiz edilerek,
degiskenler iizerinde Once temizlik daha sonra gerekli doniistirme islemleri yapilmistir. Gerekli
hazirliklar yapildiktan sonra olusturulan veri setinin %80’1 egitim, %20’si test i¢in kullanilmigtir (5 kat
capraz dogrulama). Modellerin dogruluk, kesinlik, geri ¢agirma, fl-skor, ortalama mutlak hata ve
ortalama karekok hatasi metrikleriyle performansi o6l¢iilmiistiir. Modelin akis diyagrami Sekil 1°de
verilmistir.

) N

5 Kat Smiflandirma Sonug
Capraz Yontemleri ve

Dogrulama Analiz

Sekil 1. Modelin akis diyagrami
3.1. Veri seti

Calismada kullanilan veri seti, makine 6grenmesi caligmalarina katki saglayabilmek adina
kamuya a1k veri bilimi toplulugu olan Kaggle isimli internet sitesinden saglanmistir. Kullanilan veri
seti, bir bankanin kredi kullanan miisterilerine ait finansal ve finansal olmayan bilgilerini igerir. Veri
seti 100.000 adet satir, 18 adet degisken ve 1 adet kredi durumunu gdsteren (Loan Status) siniflandirict
siitundan olusmaktadir. Veri setinde yapilan smiflandirmaya gore 77.361 miisteri kredi borcunu
O0demisken, 22.639 miisteri temerriide diistliglinii gostermektedir [17]. Veri setleri farkli nedenlerden
kaynakli olarak eski, eksik veya uygun olmayan degerleri igerebilmektedir. Amaclar dogrultusunda
modellerin basarili olabilmesi i¢in verileri temizleme ve doniistiirme 6n islemine tabi tutulmasin
gerektirmektedir [18]. Veri hazirlama agamasi, ham veriden yola ¢ikarak kullanilmasi elverisli olan veri
setine ulagincaya kadar gereken islemleri kapsamaktadir [19]. Veri setinin 6zellikleri, veri yapilar1 ve
aciklamalari ile Tablo 1.’de verilmistir.

Calismada kullanilan veri setinin ham hali olmasi sebebiyle uygulamada kullanilmadan
once On analizi yapilmistir. Yapilan analiz sonucunda degiskenlerin bazilarinda hatali, anlamsiz
ve eksik olan veri hiicreleri bulundugu anlasilmistir. Veri setleri icinde eksik deger iceren
alanlar varsa global bir deger verilerek, medyan degeri verilerek veya kategorilere gore
ortalama deger verilerek eksik veriler tamamlanabilir ya da bu alanlarin yok sayilarak silinebilir
[20]. Calismada kullanilan veri setindeki bos hiicreleri az olan “maksimum agik kredi tutar1”,
“vergi alacag1” ve “iflas” degiskenlerinin ortalama degerleri alinarak bos veri hiicreleri
tamamlanmigtir. Ayrica anlamsiz deger tasiyan “kredilendirme numarasi”, “miisteri numaras1”
ve veri hiicrelerinin %50’sinin bos oldugu anlasilan “son temerriitten sonra gegen siire”
stitunlart ile veri hiicrelerinde farkli sayilarda boslugu olan 206 satir silinmistir. Sonrasinda veri
seti, algoritmalar i¢in gereken uygun veri tipine doniistiirme islemleri yapilmistir. Bu islemler
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sonucunda veri seti 99.794 adet satir, 15 adet degisken giris olarak modele verilir ve 1 adet
siniflandirici siitun (Kredi Durumu) olarak kullanilmak {izere hazir hale getirilmistir.

Tablo 1. Veri seti Oznitelikleri

Degisken adi Degisken aciklamasi Degiskenin veri tipi
Loan ID Kredilendirme Numarasi Niimerik
Customer ID Miisteri Numarast Niimerik
Loan Status Kredi Durumu (Hedef degisken) Kategorik
Current Loan Amount Mevcut Kredi Tutari Niimerik
Term Kredilendirme Donemi Kategorik
Credit Score Kredi Skoru Niimerik
Annual Income Yillik Gelir Niimerik
Years in current job Caligma Siiresi Kategorik
Home Ownership Ev Sahipligi Kategorik
Purpose Kredi Kullanim Amac1 Kategorik
Monthly Debt Aylik Borg Tutar1 Niimerik
Years of Credit History Kredi Gegmisi Niimerik
Months since last delinquent Son Temerriitten Sonra Gegen Siire | Niimerik
Number of Open Accounts Acik Hesap Sayist Niimerik
Number of Credit Problems Kredi Problemlerinin Sayis1 Niimerik
Current Credit Balance Mevcut Kredi Bakiyesi Niimerik
Maximum Open Credit Maksimum Agik Kredi Tutari Niimerik
Bankruptcies Basarisizlik / Iflas Kategorik
Tax Liens Vergi Alacaklar1 / Hacizleri Kategorik

3.2. Smiflandirma yontemleri
3.2.1. Karar Agaglari (Decision Tree - DT)

Karar agaglari, tahmine dayali modelleme ve karar verme i¢in kullanilan temel bir makine
Ogrenme algoritmasidir. Karar agaclari, her diigiimiin veri kiimesindeki belirli bir 6zellige dayali bir
karar noktasini temsil ettigi, diiglimlerden ve dallardan olusan hiyerarsik yapilardir. Kok diigiim tiim
veri kiimesiyle baglar ve bir dizi yinelemeli bolme yoluyla algoritma, verileri alt kiimelere bolmek i¢in
en bilgilendirici 6zellikleri belirler. Bu bdliinmeler, siniflandirma gorevleri i¢in Gini Safsizligi, Entropi,
bilgi kazanci ve Regresyon gorevleriyle ortalama karesel hata gibi kriterlere gore belirlenir. Siireg, nihai
tahminleri veya kararlar1 saglayan yaprak diigiimleri olusturan bir durdurma kriteri karsilanincaya kadar
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devam eder. Karar agaclari, yapilart kolay gorsellestirmeye ve karar verme siirecinin anlagilmasina
olanak tanidigindan yorumlanabilirlik agisindan miitkemmeldir [21].

3.2.2. Destek Vektor Makinesi (Support Vector Machine - SVM)

Destek Vektor Makineleri, makine 6greniminde hem siniflandirma hem de regresyon gorevleri
icin kullanilan giiclii denetimli 6grenme algoritmalaridir. Destek Vektor Makinesi, hiperdiizlem ile
farkli siiflarin en yakin veri noktalar1 arasindaki mesafe olan marj1 maksimuma ¢ikararak smiflar1 en
iyi sekilde ayiran veya bir regresyon gorevinin sonucunu tahmin eden en uygun hiperdiizlemi bulmay1
amaclar. Algoritma, giris verilerini, smiflar1 etkili bir sekilde ayirmak igin bir hiperdiizlemin
olusturulabilecegi daha yiiksek boyutlu bir alana doniistiirerek galigir. Hiperdiizlemin se¢imi, marji
maksimuma ¢ikaranin se¢ilmesine dayanir, bu da simniflandirma veya regresyon hatasini en aza indirir.
Destek Vektor Makinesi doniisiimii agik¢a hesaplamadan girdi verilerini bu yiiksek boyutlu alana ortiilii
olarak eslemek icin bir cekirdek fonksiyonu kullanir, bdylece daha yiiksek boyutlarda verimli
hesaplamaya olanak tanir [22].

3.2.3. Gauss Naif Bayes (Gaussian Naive Bayes - GNB)

Gauss Naif Bayes, Bayes teoremi prensiplerine gore ¢alisan ve veri kiimesindeki 6zelliklerin
birbirinden bagimsiz oldugunu varsayan olasiliksal bir simiflandirma algoritmasidir. Ozellikle Gauss
dagilimini takip eden siirekli verilerle ugrasirken, siniflandirma gorevleri i¢in 6zellikle yararlidir. "Naif"
yon, 6zellik bagimsizligi varsayimini ifade eder; bu her 6zelligin sonuca bagimsiz ve esit bir katki
sagladigi anlamima gelir. Gauss Naif Bayes algoritmasi, verilerde mevcut Ozellikler géz Oniine
alindiginda sinifin olasiliginin belirlenmesini igeren Bayes teoremini kullanarak belirli bir 6rnegin belirli
bir sinifa ait olma olasiligini hesaplar. Bunu, 6zelliklerin normal bir dagilim izledigini varsayarak, Gauss
dagilimimi kullanarak her smif i¢in her bir 6zelligin olasilik yogunluklarini hesaplayarak yapar [23].

3.2.4. K-En Yakin Komgular (K-Nearest Neighbors - KNN)

K-En Yakin Komgular, hem siiflandirma hem de regresyon gorevleri i¢in kullanilan parametrik
olmayan ve &rnek tabanli bir denetimli 6grenme algoritmasidir. Ozellik uzayinda benzer veri
noktalarinin birbirine yakin oldugu varsayilarak benzerlik ilkesine gore ¢aligir. K-En Yakin Komsular
acik bir egitim asamasi yer almaz; bunun yerine algoritma tiim egitim veri kiimesini ezberler. K-En
Yakin Komgular, yeni goriinmeyen bir veri noktastyla sunuldugunda, 6zellik uzayindaki en yakin K
adet komsusunu, genellikle Oklid mesafesi olan secilmis bir mesafe dlgiisiine gore tanimlar. Bu
komsular, yeni veri noktasi ile egitim setindeki diger tiim noktalar arasindaki mesafe ol¢tilerek belirlenir.
Algoritma daha sonra yeni veri noktasini, siniflandirma gérevleri i¢in en yakin K adet komsusu arasinda
cogunluk oyu ile siiflandirir ve bu komsular arasinda en yaygin olan sinif etiketini atar [24].

3.2.5. Yapay Sinir Aglar: (Artificial Neural Network - ANN)

Yapay Sinir A1, biyolojik ndronlarin iletisim seklini taklit ederek karmasik sorunlar1 ¢ézmek
icin tasarlanmis, insan beyninin sinir yapisindan ilham alan hesaplamal1 bir modeldir. Giris gizli ve ¢ikis
katmanlar1 halinde diizenlenmis birbirine bagh diigiimlerden olugsan Yapay Sinir Ag1, bilgiyi bir dizi
matematiksel iglem araciligiyla isler. Her diiglim veya yapay noron, giris sinyallerini alir, bu girislere
agirhiklar uygular, bunlar1 toplar ve ardindan sonucu bir c¢iktt {iretmek ic¢in bir aktivasyon
fonksiyonundan gegirir. Egitim sirasinda ag, tahmin edilen ve gercek ciktilar arasindaki farki en aza
indirmek i¢in geri yayilim gibi yinelemeli 6grenme algoritmalar yoluyla agirliklarini ayarlar ve yeni,
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goriinmeyen veriler ilizerinde genelleme yapma ve dogru tahminler veya siniflandirmalar yapma
yetenegini gelistirir. Yapay Sinir Aginmn uyarlanabilirligi, 6lg¢eklenebilirligi ve dogrusal olmayan
iligkileri modelleme yetenegi, bunlar1 goriintii ve konugma tanima, dogal dil igleme, finansal tahmin ve
saglik hizmetleri teshisleri dahil olmak tizere ¢esitli alanlarda uygulanabilir [25].

3.2.6. Rastgele Ormanlar (Random Forest - RF)

Rastgele Orman, egitim sirasinda ¢ok sayida karar agaci olusturarak ve smiflarin modunu
(smiflandirma) veya bireysel agaclarin ortalama tahminini (regresyon) c¢ikararak caligan, makine
ogreniminde bir topluluk 6grenme teknigidir. Ormandaki her karar agaci, egitim verilerinin rastgele bir
alt kiimesi kullanilarak olusturulur ve agacin her diigiimiinde, cesitli agac¢ kiimelerine yol agacak sekilde,
bolme i¢in rastgele bir 6zellik alt kiimesi dikkate alinir. Tahminlerde bulunurken, her agagtan yeni
veriler gecer ve nihai tahmin, genellikle siniflandirma i¢in bir oylama mekanizmasi veya regresyon i¢in
ortalama alma araciliiyla, tiim agaglardan elde edilen sonuglarin toplanmasiyla belirlenir. Rastgele
Ormanlar, birden fazla zayif 6greniciyi (karar agaglari) birlestirerek, giiriiltiiye karsi dayaniklilik
gdsteren ve gdriinmeyen verilere iyi bir sekilde genelleme yapma egiliminde olan saglam, daha dogru
bir model olusturmak igin asirt uyumu azaltir. Yiiksek boyutlu verileri isleme, énemli 6zellikleri
belirleme ve saglam tahminler saglama yetenegi onu finans uygulamalarinda popiiler bir se¢im haline
getirdi [26].

3.2.7. Lojistik Regresyon (Logistic Regression - LR)

Lojistik Regresyon, belirli bir sinifa ait bir gézlemin olasiligimi tahmin etmeyi amaglayan, ikili
siniflandirma  goérevleri icin kullamlan istatistiksel bir yontemdir. Oncelikle regresyondan ziyade
smiflandirma i¢in kullanilir. Bu algoritma, belirli bir olaym meydana gelme olasiligini tahmin ederek
bagimsiz degiskenler ile kategorik bagimli degisken arasindaki iligkiyi modeller. Giris 6zelliklerini O ile
1 arasindaki bir olasilik degerine eslemek icin lojistik islevi (sigmoid islevi) kullanarak c¢alisir. Lojistik
regresyon modeli, giris 6zelliklerinin dogrusal bir kombinasyonunu hesaplar ve bu daha sonra asagidaki
denklemi kullanarak bir olasiliga doniistiiriiliir. Egitim sirasinda model, tipik olarak gradyan inisi gibi
optimizasyon tekniklerini kullanarak, girdi verilerini, gercek sonuglar1 gézlemleme olasiligini en {ist
diizeye ¢ikararak parametreleri ayarlar. Model egitildikten sonra, bir smifa veya digerine ait olma
olasiligini belirleyerek yeni verileri smiflandirabilir ve genellikle nihai smiflandirmaya karar vermek
icin bir esik degeri uygular [27].

3.2.8. Stokastik Gradyan Azalma (Stochastic Gradient Descent - SGD)

Stokastik Gradyan Azalmasi, makine 6grenmesi ve matematiksel optimizasyonda kullanilan
temel bir optimizasyon algoritmasidir. Fonksiyonun degerini minimuma indiren yonde yinelemeli
olarak hareket ederek bir fonksiyonun minimumunu bulmay1 amaglayan yinelemeli bir yontemdir. Ttiim
veri kiimesinin egimini hesaplayan geleneksel Gradient Descent'ten farkli olarak Stokastik Gradyan
Azalmasi, her yinelemede daha kiiglik bir alt kiime veya veri kiimesinden tek bir rastgele gozlem
iizerinde ¢alisir, bu da onu dzellikle biiyiik veri kiimeleri i¢in hesaplama agisindan verimli hale getirir.
Bu rastgelelik, optimizasyon siirecine giiriiltii katar ancak daha hizli yakinsamaya izin verir ve Stokastik
Gradyan Azalmay1 digbiikey olmayan ve yiiksek boyutlu optimizasyon sorunlari i¢in olduk¢a uygun
hale getirir. Stokastik Gradyan Azalmasi, parametre uzayinda atilan adimlarin boyutunu belirleyen
Ogrenme oranimi ayarlayarak, verilen amag¢ fonksiyonunu en aza indiren optimal parametre grubuna
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kademeli olarak yaklasmayi amaclamaktadir. Stokastik dogasina ragmen, hiper parametrelerin ve
Ogrenme oranlarimin uygun sekilde ayarlanmasiyla Stokastik Gradyan Azalmasi genellikle tatmin edici
bir ¢ozlime yakinsar ve bu da onu makine §greniminde tercih sebebi olur [28].

3.2.9. Ikinci Dereceden Diskriminant Analizi (Quadratic Discriminant Analysis - QDA)

Ikinci Dereceden Diskriminant Analizi, belirli bir gézlemin bir veri kiimesi igindeki belirli bir
smifa ait olma olasiligim1 modellemek ve tahmin etmek i¢in kullanilan istatistiksel bir simiflandirma
teknigidir. Dogrusal Diskriminant Analizinin (LDA) bir ¢esididir ancak her siifin kendi kovaryans
matrisine sahip oldugunu varsayarak smiflar arasindaki karar sinirinin modellenmesinde daha fazla
esneklige izin vermesi agisindan farklilik gosterir. Ikinci Dereceden Diskriminant Analizi, her sinifa ait
verilerin normal sekilde dagildigimi varsayar ve bu varsayimi, her smif i¢in ortalama ve kovaryans
matrisi de dahil olmak iizere simif yogunluklarmin parametrelerini tahmin etmek i¢in kullanir. Tim
smiflarin ayn1 kovaryans matrisini paylastigini varsayan Dogrusal Diskriminant Analizinden farkli
olarak Ikinci Dereceden Diskriminant Analizi, bu kisitlamay1 gevseterek dzellikler ve simiflar arasindaki
daha karmasik iliskileri yakalamasina olanak tanir. Ikinci Dereceden Diskriminant Analizi, bu tahmin
edilen parametrelerden yararlanarak, Bayes teoremini kullanarak her sinifa ait bir gzlemin sonsal
olasiligini hesaplar ve gézlemi en yiiksek olasiliga sahip sinifa atar [29].

3.2.10. AdaBoost (Adaptive Boosting)

AdaBoost, genellikle karar aga¢larinin performansini iyilestirmek ve saglam bir tahmine dayali
model olusturmak i¢in tasarlanmig, topluluk 6grenme yontemidir. AdaBoost'un arkasindaki temel
konsept, bir dizi zayif 6grenicinin aym veri seti iizerinde sirayla egitilmesini ve sonraki her 6grenicinin
oncekilerin yanls siniflandirdig1 6rneklere daha fazla odaklanmasini igerir. Egitim sirasinda AdaBoost,
yanlig sniflandirilan 6rneklere daha ytiksek agirliklar atar ve esas olarak siniflandirilmasi zor 6rnekleri
vurgular. Model yinelendikge, sonraki zayif 6grenenler bu zorlu 6rneklere dncelik verecek sekilde
ayarlaniyor ve bu da genel tahmin dogrulugunu toplu olarak iyilestiriyor. Her zayif 6grenici, bireysel
onemlerinin verileri siniflandirmadaki performanslarina gore belirlendigi, agirlikli bir kombinasyon
araciligiyla nihai tahmine katkida bulunur. Bu yinelemeli siire¢ aracilifiyla AdaBoost, birden fazla zayif
Ogrenicinin giiclii yonlerinden etkili bir sekilde yararlanarak gii¢lii bir siniflandirici olusturur [30].

3.2.11. Gradyan Artirma (Gradient Boosting - GB)

Gradyan Artirma, 6zellikle regresyon ve siiflandirma problemlerinde tahmine dayali modeller
olusturmak i¢in kullanilan gii¢lii bir makine 6grenme teknigidir. Giiglii bir tahmin modeli olusturmak
icin birden fazla zayif 6greniciyi (karar agaglari) sirayla birlestirerek ¢alisir. Geleneksel gii¢lendirme
algoritmalarindan farkl olarak Gradyan Artirma, yinelemeli bir siire¢ yoluyla 6nceden tanimlanmis bir
kayip fonksiyonunu en aza indirerek modeli optimize etmeye odaklanir. Baslangigta algoritma,
tahminlerde bulunmak i¢in genellikle bir karar agaci olan basit bir model olusturur. Daha sonra bu
tahminler ile gercek degerler arasindaki artiklar1 veya hatalar1 analiz eder. Sonraki modeller, 6nceki
yinelemelerdeki yanlis smiflandirilmis veya kotii tahmin edilen 6mekleri vurgulayarak bu artiklar
tahmin etmek i¢in egitilir. Her yeni zay1f 6greniciye, su ana kadar olusturulan birlestirilmis model setinin
yaptig1 hatalar1 azaltmakla gorev verilir. Gradyan Artirma, birden fazla zayif 6grenicinin tahminlerini
eklemeli bir sekilde bir araya getirerek, veriler i¢indeki karmasik kaliplar1 etkili bir sekilde yakalayan
saglam bir tahmin modeli olusturur [31].

3.2.12. XGBoost (Extreme Gradient Boosting)
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XGBoost, 6zellikle regresyon ve siniflandirma problemlerinde olaganiistii performansiyla giiclii
ve yaygin olarak kullanilan bir makine 6grenmesi algoritmasidir. XGBoost, genellikle karar agaclarimin
tahminlerini birlestiren bir topluluk yontemi olarak ¢aligir. Sirali olarak ¢ok sayida agag olusturur ve her
agac bir 6ncekinin yaptigi hatalan diizeltir. XGBoost, mevcut toplulugun eksikliklerini tamamlayan yeni
agaclar ekleyerek belirli bir amag¢ fonksiyonunu en aza indirir. Gradyanlan hesaplayarak ve modeli
yinelemeli olarak giincelleyerek kayip fonksiyonunu optimize etmeyi igeren bir gradyan artirma
gergevesi kullanir. XGBoost, asirt uyumu kontrol etmek i¢in diizenlilestirme teknikleri, eksik verilerin
karmagik bir sekilde islenmesi ve paralel isleme yeteneklerini giiclendirerek onu biiyiik 6lgekli veri
kiimeleri i¢in oldukc¢a verimli hale getiren 6l¢eklenebilir ve verimli bir algoritma tasarimi sunar [32].

3.2.13. LightGBM (Light Gradient Boosting Machine)

LightGBM, Microsoft tarafindan gelistirilen, biiyiik veri kiimelerini yonetme ve gradyan artirma
karar agac1 modelleri i¢cin hizhi ve etkili egitim ger¢eklestirme konusunda {istiin olan bir makine
ogrenmesi cercevesidir. LightGBM, Gradyan Tabanli Tek Tarafli Ornekleme (GOSS) ve Ozel Ozellik
Paketleme (EFB) ile birlestirilmis benzersiz bir teknik kullanir. GOSS, 6rnekleri gradyanlarina gore
ornekleyerek, daha biiyiik gradyanlara sahip 6rnekleri vurgulayarak ve daha kiigiik gradyanlara sahip
olanlarn atarak egitim silirecini gelistirmeye odaklanir. Bu yaklasim, dogruluktan &diin vermeden
hesaplama maliyetini 6nemli 6l¢iide azaltir. EFB, ayricalikli 6zellikleri birlestirmek, bellek kullanimini
azaltmak ve egitim siirecinin verimliligini artirmak i¢in kullanilir. LightGBM, geleneksel seviye bazli
yaklasim yerine yaprak bazli agag¢ bliylime stratejisini takip ederek agacin daha derinlik odakli bir
sekilde biiyiimesine olanak tanir ve bu da genellikle daha yiiksek dogruluk saglar. Ayrica stirekli
ozellikler i¢in en uygun boliinme noktalarma yaklagsmak amaciyla histogram tabanli algoritmalar
uygulayarak egitim siirecini daha da hizlandirir [33].

3.2.14. CatBoost (Categorical Boosting)

CatBoost, oncelikle siniflandirma ve regresyon problemleri i¢in kullanilan, denetimli 6grenme
gorevleri i¢in tasarlanmis bir makine 6grenmesi algoritmasidir. Yandex tarafindan gelistirilen CatBoost,
kategorik oOzellikleri kapsamli 6n isleme gerek kalmadan verimli ve saglam bir sekilde isleme
yetenegiyle one cikar. Kategorik degiskenlerin yarattig1 zorluklar ele alan yenilik¢i bir uygulamayla
karar agaclarinda gradyan artirmay1 kullanir. CatBoost simetrik bir agag¢ yapisi kullanir ve sirali artirma
olarak bilinen gradyan hesaplamasi i¢in yeni bir algoritma kullanir. Asir1 uyumu azaltan ve genellemeyi
gelistiren, kategorik verileri iglemek i¢in rastgele permiitasyonlarin kullanilmasi gibi teknikleri igerir.
CatBoost, agaglardaki eksik verilerle basa ¢gikmak i¢in 6zel bir yontem kullanarak eksik veri kiimelerinin
etkili bir sekilde islenmesini saglar. Optimizasyon mekanizmalari, asirt uyumu dnlemek icin geligmis
diizenleme tekniklerini igerir ve bu da onu yiiksek tahmin dogrulugunu korurken karmasik veri
kiimelerini isleme konusunda Ozellikle usta kilar. Genel olarak CatBoost'un temel giiclii yonleri,
kategorik degiskenleri etkili bir sekilde yonetme, eksik verileri ele alma ve giiglii tahmin performansi
sunma yeteneginde yatmaktadir [34].

3.3. Degerlendirme metrikleri

Makine 6grenmesi yontemlerinde herhangi bir smiflandiricinin kalitesi, karisiklik
matrisi i¢in gerekli olan dogru pozitif tahminlerin sayist “TP’, yanlis pozitif tahminlerin sayisi
‘FP’, dogru negatif tahminlerin sayis1 ‘TN’ ve yanlis negatif tahminlerin sayis1 ‘FN’ elde
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edilerek ¢esitli metriklerle oOlgiiliir. Bu o6lgiitler, siniflandiricinin ne kadar iyi performans
gosterdigine dair net bilgi vermektedir [16]. Calismada kullanilan yontemlerin siniflandirma
performans: dogruluk (accuracy), kesinlik (precision), geri ¢agirma (recall), fl1-skoru (f1-
score), ortalama mutlak hata (MAE), ortalama karekok hata (RMSE) metrikleri ile 6l¢iilmiistiir
[35].

3.3.1. Karisiklik Matrisi (Confusion Matrix)

Karigiklik matrisi, ikili siniflandirmanin yorumlanmasinda kullanilan ve performans
Ol¢iimlerinin gii¢lii yanlar1 ve sinirlamalar1 nispeten kolay anlasilir kilmaktadir [36]. Karisiklik
matrisi, siniflandirma modelinin tahminlerinin dogrulugunu 6zetleyen bir (n x n) tablodur. n
smif sayisin temsil etmek i¢in kullanilmaktadir. Bir ikili siniflandirma probleminde n = 2’dir.
Diger bir ifadeyle, gercek smif etiketleri ile modelin tahmin ettigi sinif etiketleri arasindaki
korelasyonu 6lgmeye yarayan bir tablodur [16].

Tablo 2. Karisiklik matrisi

Tahmin Edilen Pozitif Tahmin Edilen Negatif
Gergek Pozitif TP FN
Gergek Negatif FP TN

3.3.2. Dogruluk

Hata orani dl¢limiiniin tamamlayicist olan dogruluk 6l¢iitli, dogal olarak test setindeki
dogru smniflandirilmis 6rneklerin, toplam 6rnek sayisina bdliinmesiyle hesaplanmaktadir [36].
Dogruluk formiil 1°’de gdsterilmistir:
TP+TN

Dogruluk = ——+ % _
TP+TN+FP+FN

(1)
3.3.3. Kesinlik
Kesinlik olgiitii, siiflandirma sonucunda pozitif olarak tahmin edilenlerin ne 6l¢iide

dogru olarak tahmin edildigini vermektedir [36]. Kesinlik formiil 2’de gosterilmistir:

TP
TP+FP

Kesinlik =
)
3.3.4. Geri Cagirma

Geri ¢agirma olc¢itd, siniflandiricinin gercekte pozitif sinifa ait olan verileri dogru olarak tahmin
etme oranini vermektedir [36]. Geri ¢cagirma formdil 3’de gosterilmistir:
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(3)

Geri Cagirma =
Cag TP+FN

3.3.5. F1-Skoru

Fl-skoru, kesinlik ve duyarlilik degerlerinin harmonik ortalamas: alinarak
hesaplanmaktadir. Dengeli F1-Skoru, smiflandiricinin duyarlhilik ve kesinligi esit olarak
agirliklandirmasi ile olusturulmaktadir [36]. F1-Skoru formiil 4’de gosterilmistir:

2 (Kesinlik * Duyarlilik)
Kesinlik + Duyarlilik

F1-Skoru =
“4)
3.3.6. Ortalama Mutlak Hata (Mean Absolute Error - MAE)

Ortalama Mutlak Hata, tahmine dayali bir modelin tahminlerinin veya tahminlerinin
dogrulugunu degerlendirmek i¢in kullanilan istatistiksel bir dl¢limdiir. Bir veri kiimesindeki
tahmin edilen degerler ile gercek degerler arasindaki hatalarin ortalama biiyiikliigiinii 6lger.
Matematiksel olarak MAE, her tahmin edilen deger ile ona karsilik gelen gergek deger
arasindaki mutlak farklar alinarak, bu farklar toplanarak ve ardindan bunlarin tiim veri kiimesi
genelinde ortalamasi alinarak hesaplanir. Orijinal verilerle ayni birimlerdeki hatalarin ortalama
biiyiikligiinii temsil ettiginden MAE'nin yorumlanmasini kolaylastirir. Diisiik MAE degerleri,
tahmin edilen ve gercek degerler arasindaki daha kiigiik ortalama hatalar1 yansitan, daha iyi
model performansini gosterir [35]. MAE formiil 5’de gosterilmistir:

1
MAE ~ i1 lx; — x|

(5)
3.3.7. Ortalama Karekok Hata (Root Mean Square Error - RMSE)

Ortalama Karekok Hata, bir veri kiimesi i¢indeki tahmin edilen degerler ile bunlara
karsilik gelen gercek degerler arasindaki farklar1 degerlendirerek tahmine dayali bir modelin
tahminlerinin dogrulugunu degerlendirmek i¢in kullanilan istatistiksel bir 6l¢iidiir. RMSE,
oncelikle tahmin edilen ve gergek degerler arasindaki farklarin karelerinin hesaplanmasi, bu
farklarin karelerinin toplanmasi, bu toplamin ortalamasinin alinmasi ve son olarak bu
ortalamanin karekokiinlin elde edilmesi yoluyla hesaplanir. RMSE'de hatalarin karesinin
alinmasinin iki temel etkisi vardir; tiim hatalarin pozitif olmasini saglar ve daha biiyiik hatalar
kiigiik olanlardan daha 6nemli 6l¢iide cezalandirir, boylece tahmin edilen ve gercek degerler
arasindaki daha biiyiik sapmalara kars1 duyarli hale gelir. Daha diisiik RMSE degerleri daha iyi
model performansini gosterir; bu da tahmin edilen ve ger¢ek degerler arasindaki ortalama kare
farklarinin daha kii¢iik oldugunu gosterir [35]. RMSE formiil 6’da gosterilmistir:

1 “
RMSE = \/; i (Vi — 9i)?
(6)
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4. Bulgular

4.1. Veri analizi

Calismada, makine 6grenmesi yontemi kullanilarak olusturulan modellerden 6nce verilere 6n
analiz yapilmistir. Analizde 6ne ¢ikan temel bulgularda “Basarisizlik/iflas” ile “Problemli Kredilerin
Sayis1” arasinda, “Vergi Alacagi/Haczi” ile “Problemli Kredilerin Sayis1” arasinda dogru orantili cok
yiiksek iliskiye rastlanilmigtir. Ayrica “Aylik Borg” ile “Yillik Kazang”, “Ac¢ik Hesap Sayis1”, “Mevcut
Kredi Bakiyesi” arasinda yiiksek, “Yillik Kazang” ile “Mevcut Kredi Bakiyesi” arasinda dogru orantili
iliskiye rastlanilmistir. Diger yandan, “Kredi Durumu” ile “Kredi Skoru” arasinda ters orantili iligki
gorlilmistiir. Degiskenler arasindaki korelasyon iligkisine dair daha detayh bilgi igin Resim 3'te

gosterilen verilere bakilabilir.
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Sekil 2. Ozniteliklerin iliski dereceleri
4.2. Modellerin metrik degerleri

Calismanin bu asamasinda tekniklerin olusturdugu modellerin performansinin dlgiilmesinde
dogruluk, kesinlik, geri cagirma, f1-skoru metrikleri ile hata degerlerinin 6l¢iilmesinde ortalama mutlak
hata ve ortalama karekok hata metrikleri kullanilmistir. Modeller olusturulurken birka¢ kez deneme
yapilmis, en basarili metriklerin elde edilmesinde veri setinin %801 egitim ve %20’si test seti (5 kat
capraz dogrulama) ayrimi ile elde edildigi goriilmiistiir. Modellerin olusturdugu dogruluk metrigi baz
alinarak yapilan genel degerlendirmede 12 model basarili performans gosterirken GNB ile QDA 1iyi bir
performans gosterememistir. CatBoost dogruluk seviyesinin diger yontemlerden daha bagarili olmustur
ama caligma siiresi olarak diger yontemlere gore daha yavastir. Calismanin en bagarili performansa sahip
modelleri sirasiyla CatBoost, XGBoost ve LightGBM yontemleri hem dogruluk hem de hata kriterlerine
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gore daha basarilidir. Modellerin c¢aligma siireleri Google Colab’da gelistirilen uygulama ile
Olciilmiistiir. GNB ve QDA calisma siiresi agisindan bagarili olmus ama dogruluk agisindan basarili
olamayinca, siirenin en kisa olmasi bir anlam ifade etmiyor.

Tablo 3. Modellere ait metrik degerleri

5 o Geri Ortalama Ortala'l'na Calisma
Modeller | Dogruluk | Kesinlik Cagarma F1-Skor Mutlak Karekok Siiresi
Hata Hatas:

DT 0.75169 0.8348 0.8458 0.8403 0.2483 0.4983 33.77
SVM 0.77238 0.7723 1.0 0.8715 0.2276 0.4770 184.90
GNB 0.34625 0.9941 0.1545 0.2674 0.6537 0.8085 2.09
KNN 0.71987 0.7872 0.8733 0.8280 0.2801 0.5292 19.13
ANN 0.77238 0.7723 1.0 0.8715 0.2276 0.4770 160.71
XGBoost | 0.81847 0.8159 0.9878 0.8936 0.1815 0.4260 394.72
LightGBM | 0.81802 0.8107 0.9970 0.8943 0.1819 0.4265 32.10
CatBoost | 0.81958 0.8147 0.9920 0.8946 0.1804 0.4247 819.92
SGD 0.79227 0.7917 0.9919 0.8806 0.2077 0.4557 6.72
AdaBoost | 0.81672 0.8091 0.9981 0.8937 0.1832 0.4281 118.69
RF 0.81702 0.8084 1.0 0.8940 0.1829 0.4277 90.66
LR 0.81301 0.8080 0.9939 0.8914 0.1869 0.4324 21.43
GB 0.81737 0.8096 0.9982 0.8941 0.1826 0.4273 192.17
QDA 0.35728 0.9671 0.1737 0.2946 0.6427 0.8016 2.18

ROC egrisi, siniflandirma modellerinin performansini gorsel olarak degerlendirmek icin faydali
bir aragtir. Ancak, tek basina AUC veya egri sekli lizerinden yorum yapmak yerine, genis bir
perspektiften degerlendirme yapmak daha énemlidir. ROC egrisi, sol {ist kdseden gecen bir ¢izgiyi
temsil eden rastgele siniflandiricidan ne kadar uzak olursa, modelin performansinin o kadar iyi oldugunu
gosterir. ROC egrilerine baktigimizda CatBoost diger modellerden daha basarilidir. ilaveten XGBoost,
LightGBM, AdaBoost ve Gradient Boosting’de model performansi olduke¢a basarilidir.
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Sekil 5. ROC egrileri LightGBM - CatBoost - SGD
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Sekil 6. ROC egrileri AdaBoost - RF - LR
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ROC egrisinin altinda kalan alan (AUC - Area Under the Curve), siniflandirma modelinin
performansini 6lgen bir metriktir. AUC degeri, 0 ile 1 arasinda bir deger alir. AUCnin degeri 1'e ne
kadar yakinsa, modelin performansi o kadar iyidir. Modellerin AUC degerlerine baktigimizda en yiiksek
performans 0,78 degeri ile CatBoost modelinde Sekil 5. gosterilmistir. AUC degerlerine gére CatBoost
modelini 0,77 degeri ile XGBoost, LightGBM modelleri takip etmistir. ROC egrisi gercek pozitif orani
ve yanlig pozitif orani grafigini ¢izer. Bu ¢alismada kredi verilmesi gerekenler ve kredi verilmemesi
gerekenleri yliksek oranda dogru tahmin etmistir. AUC performans degerlerine gore CatBoost
algoritmasi diger algoritmalara gore daha basarili oldugu Tablo 3. de gosterilmistir.

Tablo 4. Modellere ait AUC degerleri
Modeller | AUC

DT 0.64
SVM 0.54
GNB 0.66
KNN 0.58
ANN 0.50

XGBoost | 0.77
LightGBM | 0.77
CatBoost | 0.78

SGD 0.55
AdaBoost | 0.76
RF 0.74
LR 0.69
GB 0.76
QDA 0.71

5. Tartisma
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Bu ¢alismada, veri 6n igsleme agsamasinda 206 adet kayit silinmistir. Bu oran veri kaybi oraninda
olduk¢a azdir. Bu durum smiflandirma algoritmalarinin basar1 ve performansii artirmigtir. Veri
setindeki siiflarin dagilimi dengesizse, yani bir simif digerlerine gore ¢ok daha fazla temsil ediliyorsa,
dogruluk orani yaniltici olabilir. Bu ¢alismadaki veri seti ¢ok dengesiz veya asir1 dengesiz degildir. Bir
digeri bu dengesizligi ortadan kaldirmak icin ¢apraz dogrulama ol¢limleri yapilmistir. Bu c¢alismada
azinlik smiflar1 ihmal edilmemistir. Capraz dogrulama olarak 5 kat uygulanmistir. 10 kat capraz
dogrulamada islem siireci uzadigi icin tercih edilmedi. Is1 haritasma gére “Basarisizhik/iflas” ile
“Problemli Kredilerin Sayis1” arasinda iliski sayesinde gelecekteki ¢aligmalara bile 1s1k tutabilir.
Ozniteliklerin azaltilmas1 veya indirgenmesi noktasinda deneyler yapilmamustir, zaten dznitelik sayist
oldukga azdir. Degerlendirme metriklerine gore, hata degerlerine gore ve ROC egrilerine gore CatBoost
algoritmas1 olduk¢a basarili olmustur. Son teknoloji algoritmalarindan olan; CatBoost, XGBoost ve
LightGBM bu ¢alismadaki performanslar diger algoritmalara oldukga fark atmistir.

6. Sonug

Bu caligmada, banka kredisi tahmini alaninda ¢esitli makine &grenmesi algoritmalarinin
performanslar1 degerlendirilmis ve bu algoritmalarin finansal risk 6ngdriisii ve kredi degerlendirmesi
gibi kritik uygulamalardaki etkinligi incelenmistir. Yapilan deneylerde algoritmalarin tahmin
dogrulugu, kesinligi ve hata oranlar1 gibi performans metriklerine gore CatBoost, XGBoost ve
LightGBM algoritmalar1 digerlerine gore daha basarili oldugu gézlemlenmistir. Algoritmalarin basari
oraninin artmastyla beraber ¢aligma siireleri diger algoritmalara gére uzun siirmiistiir. Buradaki 6ncelikli
kriter dogruluk ve hata kriterleridir. Bu ¢alisma ile finansal kurum kredisi veya banka kredisi tahmini
gibi finansal uygulamalarda daha etkili kararlar alinmasia yardimci olmus ve uzmanlara rehberlik
saglar. Sonuclar, bu karsilasgtirmali deneylerin finansal alanda makine 6grenmesi algoritmalarinin
performanslarini anlamak ve degerlendirmek igin énemli bir ara¢ oldugunu ortaya koymustur. Ozellikle,
Topluluk Ogrenmesi altinda bulunan algoritmalarin banka kredisi tahmini gibi kritik finansal konularda
daha yiiksek basari elde ettigi gozlemlenmistir. Gelecek ¢aligsmalarda kisiye 6zel kredi 6nerisi problemi
arastirilarak, son teknoloji transformer (dontistiiriiciiler) ile ilgili deneyler yapilmasi planlaniyor.

Arastirma ve yayn etigi beyani: Bu ¢alismada bilimsel arastirma ve yayn etigine uygun davranilmis
ve yazarlar tarafindan kabul edilmistir.

Etik kurul onay1: Bu caligmada etik kurul onayima gerek yoktur.

Yazarlarin katkisi: Bu ¢caligmaya yazarlar esit oranda katki saglamistir.

Cikar ¢atismasi beyani: Herhangi bir kurum ya da kisiler ile ¢ikar ¢atismasi bulunmamaktadir.
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