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Bu c¢alismada gdgiis kanserinin tespiti i¢in Wisconsin veri setinde 6znitelik se¢imi yontemleri ile
Oznitelik sayis1 bese indirilerek “iyi huylu” ve “koti huylu” olarak simiflandirilmistir. Farkli
Oznitelik secimi ve makine 6grenmesi yontemleri denenerek en yiiksek basariyr gosteren ikili
secilmigtir. Teshis siirecinde karar destegi saglamak adina bir karar destek sistemi olusturulmustur.
/ In this study, for the detection of breast cancer, the number of features in the Wisconsin data set
was reduced to five using feature selection methods and classified as "benign" and "malignant". By
trying different feature selection and machine learning methods, the pair with the highest success
was selected. A decision support system was created to provide decision support in the diagnosis
process of breast cancer.
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Sekil A: Calismaya ait genel akis / Figure A: General flow of the study

Onemli noktalar (Highlights)

»  Farkl éznitelik secimi ve makine 6grenmesi yontemleri denenerek en uygun ikili secildi.
| Different feature selection and machine learning methods were tried and the most
suitable pair was selected.

»  Calismada gogiis kanserinin teshisi siireci i¢in karar destek sistemi tasarlandi. / In the
study, a decision support system was designed for the breast cancer diagnosis process.

»  Daha az oznitelik kullanilarak daha az kaynak ile yiiksek basari elde edildi. / High success
was achieved with fewer resources by using fewer attributes.

Amag (Aim): Calismada bellek, gpu giicii gibi parametrelerde daha az kaynak kullanilarak, gogiis
kanserinin ikili simiflandirilmast ve bir karar destek sistemi iizerinden teshis siirecine destek
saglanmas1 amaglanmaktadir. / The aim of the study is to dual-classify breast cancer and provide
support to the diagnosis process through a decision support system, by using fewer resources in
parameters such as memory and gpu power.

Ozgiinlitk (Originality): Calismada farkl Gznitelik secimi ve makine ogrenmesi yontemlerine ait
olasi tiim kombinasyonlar i¢in egitimler yapimigtir. Hangi ozniteliklerin teshis i¢in daha etkili
oldugu ortaya konulmustur. Daha az oznitelik ile uygun oznitelik se¢imi ve makine 6grenmesi
yontemleri kullanilarak da yiiksek basari elde edilebilecegi goriilmiistiir. Ayrica ¢alisma
kapsaminda karar destek sistemi olusturularak bu alanda farklilk saglanmistir. / In the study,
training was conducted for all possible combinations of different feature selection and machine
learning methods. It has been revealed which features are more effective for diagnosis. It has been
observed that high success can be achieved by using appropriate feature selection and machine
learning methods with fewer features. In addition, a decision support system was created within the
scope of the study and a difference was made in this field.

Bulgular (Results): %598,83 dogruluk, %99 kesinlik ve %99 duyarhlik degerleri, Variance inflation

factors (VIF) oznitelik se¢imi ve Random Forest algoritmasi kullanilarak elde edilmigtir. | It was
obtained using Variance inflation factors (VIF) feature selection and Random Forest algorithm
with 98.83% accuracy, 99% precision and 99% sensitivity values.

Sonug (Conclusion): Bu ¢alisma ile kanserin erken teshisinde karar vericilere yardimci olacak bir
sistem sunulmaktadur. | This study presents a system that will assist decision makers in the early
diagnosis of cancer.
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Kanserin tam nedeni bilinmemekle birlikte, yasam tarzi, cevresel faktorler, beslenme ve genetik
gibi birgok faktoriin kanser gelisimine katkida bulunabilecegi bilinmektedir. Kanser tiirleri
arasinda ozellikle gogiis kanseri, diinya genelinde kadinlar arasinda goriilme sikligi yiiksek olan
bir hastaliktir. Go6giis kanserinin teshisinde fiziksel muayene ve mamografi goriintiilerinin
incelenmesi gibi yontemler kullanilmaktadir. Gelisen teknolojiyle birlikte makine dgrenmesi
uygulamalarimin tip alaninda kullanimi giderek artmaktadir. Bu sayede gogiis kanserinin daha
erken asamada ve hizli sekilde teshisi konusunda doktorlara yardimer olabilecek umut verici
caligmalar giderek artmaktadir. Bu ¢alismada, gogiis kanserinin erken teshisinde kullanmak i¢in
4 farkli 6znitelik secimi ve 5 farkli makine 6grenme yonteminin performanslari karsilagtirilmigtir.
Caligmanin ilk asamasinda, Principal Component Analysis (PCA), Recursive feature elimination,
Variance inflation factors (VIF) ve Univariate feature selection yontemleri ile veri kiimesinde
hedef Oznitelige en ¢ok etki eden Oznitelikler segilerek veri kiimesindeki Oznitelik sayisi
azaltilmustir. Ikinci asamada, K Nearest Neighbors (KNN), Naive Bayes, Decision Tree, Support
Vector Machine (SVM) ve Random Forest makine 6grenme algoritmalar1 orijinal ve 6znitelik
secimi yapilmis veri kiimelerine dayali olarak egitilmis ve test edilmistir. Test sonuglarina gore
%098,83 dogruluk, %99 kesinlik ve %99 duyarlilik degerleri ile Variance inflation factors (VIF)
Oznitelik se¢imi ve Random Forest algoritmasit kullanilarak elde edilmistir. Daha az &znitelik
kullanimi sayesinde egitim ve test asamalarinda benzer basar1 degerleri, kaynak kullanimi ile
saglanmigtir. Calismada egitilip test edilen makine 6grenme modeli Flask framework kullanilarak
bir web ara yiiziine sahip uygulama haline getirilmistir.

Early Detection and Diagnosis of Breast Cancer Based on Machine Learning
Supported by Feature Selection
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Although the exact cause of cancer is unknown, it is known that many factors such as lifestyle,
environmental factors, nutrition and genetics can contribute to the development of cancer. Among
the types of cancer, especially breast cancer is a disease with a high incidence among women
worldwide. Methods such as physical examination and examination of mammography images are
used to diagnose breast cancer. With developing technology, the use of machine learning
applications in the medical field is increasing. In this way, promising studies that can help doctors
diagnose breast cancer at an earlier and faster stage are increasing. In this study, the performances
of 4 different feature selection and 5 different machine learning methods were compared for use
in the early diagnosis of breast cancer. In the first stage of the study, the number of features in
the dataset was reduced by selecting the features that most affect the target feature in the dataset
using Principal Component Analysis (PCA), Recursive feature elimination, Variance inflation
factors (VIF) and Univariate feature selection methods. In the second stage, K Nearest Neighbors
(KNN), Naive Bayes, Decision Tree, Support Vector Machine (SVM) and Random Forest
machine learning algorithms were trained and tested based on original and feature selected
datasets. According to the test results, 98.83% accuracy, 99% precision and 99% sensitivity
values were obtained using Variance inflation factors (VIF) feature selection and Random Forest
algorithm. Thanks to the use of fewer features, similar success values were achieved in the
training and testing phases with the use of resources. The machine learning model trained and
tested in the study was turned into an application with a web interface using the Flask framework.
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1. GIRIS (INTRODUCTION)

Kanser, yasam tarzi, beslenme aligkanliklari,
genetik etmenler ve gevresel faktorlere bagl olarak
gelisebilen ve diinya genelinde goriilen saglik
sorunlart arasinda biiyilk Oneme sahip bir
hastaliktir. Her yil milyonlarca insan kanser
nedeniyle yasamini yitirmektedir. Kanserin etkileri
sadece bireylerle sinirli kalmamakta, ayn1 zamanda
ekonomi ve saglik sistemi iizerinde de biiylik bir
yiik olusturmaktadir. Kanser tiirlerinin kadinlar ve
erkekler arasindaki goriilme ihtimali ve siklig1
degiskenlik gdsterebilmektedir. GOgiis kanseri
ozellikle kadinlarda, diinya genelinde en yaygin
gorlilen kanser tiiriidiir. Goglis kanseri, meme
dokusunda anormal hiicrelerin kontrolsiiz sekilde
cogalip tiimdr olusturmasi ve ¢evre dokulara
yayilmasi ile ortaya ¢ikmaktadir. Bununla birlikte
bir tiimdér her durumda kanser anlamma da
gelmemektedir. Timorler iyi huylu egilim de
gosterebilmektedirler. Iyi huylu tiimérler viicudun
diger bolgelerine yayilmadiklar1 igin kanser
olmayan tiimdrler olarak kabul edilirler. Kotii huylu
timorler ise kanser olarak adlandirlirlar ve
cogalarak viicudun diger bolgelerine yayilabilirler.
Kot huylu kanser vakalari hastalar i¢in Sliimle
sonuc¢lanan durumlar olusturabilmektedirler. Diinya
Saglhk Orgiitii’niin verilerine gore 2020 yilinda
yaklagik 2,3 milyon yeni gogiis kanseri vakasi
gorlilmiis olup, bu vakalarin 685.000°1 oOliimle
sonuglanmistir [1]. Bu veriler, gogiis kanserini 2020
yilinda en 6liimciil besinci kanser tiirii yapmaktadir.

Goglis  kanserinde erken teshis ve tedavi
gergeklesmezse kanser hiicreleri lenfatik sistem
araciligiyla viicudun diger bolgelerine

yayilabilmektedir. Bu durum da tedavi siirecini
hasta ve saglik sistemi acisindan daha zorlu hale
getirmektedir. Bu ylizden gogiis kanserinin erken
teshisi hastalarin tedavi basarisini  artirmasi
agisindan son derece Onemlidir. Erken teshis
durumunda, gogilis kanseri vakalarinda hayatta
kalma oranlar1 %97’lere kadar ¢ikabilmektedir [2].

Goglis  kanserinin teshis silirecinde mamografi,
ultrason, manyetik rezonans goriintiileme, ince igne
aspirasyonu (fine needle aspirate) ve cerrahi biyopsi
gibi yontemlerden faydalanilir [3]. Dogru bir teshis
i¢in bu yontemlerin duyarlilik sonuglar1 su sekilde
degismektedir: mamografi %68-%79, ince igne
aspirasyonu %65 - %98 ve cerrahi biyopsi yaklasik
%100 [4]. Kesin teshis i¢in cerrahi biyopsi etkili bir
yontem olmasina ragmen, hastalar iizerinde
olumsuz psikolojik davranmiglara neden olan
maliyetli bir prosediir olarak bilinmektedir. Gogiis
kanserinin teshisinde kullanilan bir diger etkili
yontem de, timorden hiicre ornekleri alma ve
mikroskop altinda hiicresel gézlem yapma teknigi

olan ince igne aspirasyon biyopsisidir. Ince igne
aspirasyonunun birgok avantaji ve potansiyel
kullanimi vardir, bu da onu gdgiis kanserinin tanisi
icin popiiler bir secenek haline getirmektedir. Ince
igne aspirasyonu, meme lezyonlarindan doku ve
siv1 ornekleri almak i¢in kiigiik (21 ile 25 kalibrelik)
bir igne kullamilarak yapilan bir biyopsi tiiriidiir.
Doktorlar tiimér veya tiimdrlerin derinligini,
sayisint ve yerini belirlemek igin ince igne
aspirasyonundan once bir ultrason isteyebilirler.
Kanser hiicrelerinin  Ozelliklerinin  bilinmesi,
kanserin teshisi i¢in biiyiik nem tasir. Bir hastadaki
kanserli hiicrelerin belirlenmesi olduk¢a dzneldir ve
hekim uzmanhgma baghdir. Bu durum gogiis
kanseri hiicrelerinin tespiti ve siniflandirilmasi igin
dogru araglara yonelmeyi gerektirmektedir. ince
igne aspirasyonu yardimiyla gogiis kanseri teshis
stirecinin dogrulugunu, tutarliligini ve verimliligini
artirmak i¢in, hiicre gorintilerinden hiicre

¢ekirdeklerinin sekil bilgisi ile teshis yapilmaya
calisilir [5]. Gilinlimiizde bu islemi bir Oriintii
siniflandirma problemi olarak ele alan makine
ogrenme teknikleri kullamlmaktadir. Iyi huylu ve
kot huylu lezyonlara ait ornekler Sekil 1°de
gorlilmektedir.

Sekil 1. Iyi huylu ve kotii huylu lezyon 6rnekleri
(Examples of benign and malign lesions)

Teknolojik gelismeler sayesinde makine 6grenme
yontemleri, gogiis kanserinin erken teshisinde
biiyliik bir potansiyel tasimaktadir ve makine
Ogrenmesi teshis siirecini daha hassas, etkili ve hizli
hale getirebilir. GOgiis kanseri teshisinde hiicre
¢ekirdegi oOlglimleri, kanser hiicrelerinin igsel
ozelliklerini anlamada Kritik bir rol oynar. Kanser
hiicreleri genellikle biiyiik, anormal sekilli ve hizli
boliinen ¢ekirdeklere sahip olabilir. Bu hiicre
cekirdek ozellikleri, makine O0grenmesi
algoritmalan1  tarafindan degerlendirilebilir ve
kanserli hiicreleri tespit etmek i¢in kullanilabilir. Bu
sayede, kanserli hiicreler daha hizli ve hassas
sekilde belirlenebilir.

Makine Ogrenmesi genel olarak verilerin
toplanmasi, makine 6grenme modelinin egitimi ve
test asamalarini igeren bir siirectir. Makine

O0grenmesi yontemleriyle hastalik teshisinde egitim
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ve test siireclerinde veri kiimeleri 6énemli bir yer
tutmaktadir. Vakalara ait verilerin yer aldig1 bu veri
kiimelerinde bir¢ok 6znitelik yer alabilmektedir. Bu
Oznitelikler hedef (teshis) ile degisen oranlarda
korelasyon gostermektedirler. Oznitelik se¢im
yontemleri ile hedef ile korelasyonu yiiksek
Oznitelikler segilerek veri kiimesinin boyutu
azaltilabilmektedir. Oznitelik secimi, siniflama
calismalarinda  alakasiz Oznitelikleri  veri
kiimesinden kaldirarak dogruluk degerini artirir [6].
Veri kiimelerinin ham halleriyle egitime alinmasi
egitim siiresini ve modelin cevap siiresini
artirmaktadir. Bu calismada “Breast Cancer
Wisconsin (Diagnostic) Data Set” adli veri kiimesi
iizerinde Oznitelik se¢imi teknikleri uygulanmistir.
Daha sonra farkli makine 6grenme teknikleriyle
siniflandirma  yapilmistir. Deneysel ¢alismalar
sonucunda en yiiksek basariyr gosteren Oznitelik
secimi ve makine &grenme yoOntemi segilmistir.
Ayrica bu yontem ikilisinin uygulama olarak
kullanilabilmesi i¢in bir web ara yiiziine sahip bir
karar destek sistemi gelistirilmistir. Olusturulan
karar destek sistemi ile veri yonetimi kapsaminda
veriler csv uzantili bir dosyada saklanarak karar
vericilere sunulan sonuglar i¢in islenmektedir [7].

1.1. Literatiir Taramasi (Literature Review)

Gilinlimiizde hemen her alanda oldugu gibi saglik
alaninda da veri yonetimi karar siiregleri agisindan
onemlidir. Verilerin islenmesi ve siniflandirilmasi
veri yoOnetiminin 6nemli asamalarindandir. Veri
yonetimiyle ilgili yapilan bir ¢aligmada saglikta veri
kalitesi ve veri madenciligi uygulamalari
arastirilmistir [8]. Ultrason goriintiilerini
(OASBUD veri seti) kullanarak yapilan bir
calismada MobileNetV2 modeli ile %71 basari
orani elde edilmistir [9]. Dogan vd. sunduklari
calismada gogis kanserinin makine Ogrenme
teknikleriyle teshisi konusu yer almistir. Klinik
sayisal bulgularin yer aldigi bir veri kiimesi
kullanilmigtir. Bu c¢alismada farkli yontemler
denenmis olup K en yakin komsu algoritmasinin en
yiiksek basariy1 gosterdigi belirtilmistir K en yakin
komsu algoritmasi ile yapilan simiflandirmada
999,42 dogruluk orani elde edilmistir [ 10]. Bozkurt
Keser ve Keskin, tarafindan sunulan caligmada
gogliis kanseri  smiflandirilmistir.  Caligmada
Wisconsin Universitesine ait goriintiilerin yarigap,
doku ve gevre gibi farkli 6znitelikleri bulunduran
bir veri kiimesi kullanilmistir. Onerilen siniflama
yontemi ile %98,77 dogruluk orani gézlemlenmistir
[11].

Erdem ve Aydm, histopatolojik goriintiilerin
siniflandirilmast ilgili bir ¢alisma sunmuslardir.
Calismada iki farkli model olan Inception-V3 ve
VGGI16 birlikte kullanilarak hibrit bir yaklasim
ortaya konmustur. Veri kiimesi olarak gogis
kanserine ait histopatolojik goriintiileri iceren
BreakHis adli toplam 9109 goriintii igeren bir veri
kiimesi tercih edilmistir. Calisma sonucunda
Onerilen yaklasim ile %98,3 dogruluk oram elde
edilmigtir. Veri kiimesi lizerinde veri artirma ve
yeniden boyutlandirma iglemleri gergeklestirilmistir
[12].

ResNet esnek yapisindan dolayr birgok farkli tiire
sahip olan ve goriintii siniflandirma g¢aligmalarinda
siklikla tercih edilen bir modeldir. Bu ¢alismalardan
biri Talo tarafindan sunulmustur. Caligmada bir
ResNet tiirevi olan 50 katmana sahip ResNet-50
modeli egitim asamalarinda tercih edilmistir.
Calismada BreakHis veri seti kullanilmistir. Bu veri
ile ResNet-50 modeli kullanilarak 40X biiyiitme
oranina sahip veriler ile %98,83 dogruluk orani elde
edilmigtir [13].

Goruntiilerin -~ simiflandirilmasinda  6n  egitimli
modellerin kullanilmas1 basar1 artigini saglayan,
aynt zamanda egitim siiresini azaltabilen bir
yaklasgimdir. Spanhol vd. tarafindan sunulan
calismada 6n egitimli kullanima sahip olan AlexNet
temelli bir algoritma kullanilmistir. BreakHis veri
setinin kullanildig1 bu calisgmada %85,6 dogruluk
orani gozlemlenmistir [14]. Han vd. tarafindan
sunulan c¢alismada BreakHis veri kiimesi veri
artirma yontemleri ile birlikte kullanilmigtir. Bu
calismada  veriler  lizerinde  normalizasyon
uygulanmigtir. Calismada CSDCNN adli bir derin
O0grenme algoritmasi Onerilmistir. Bu model
kullanilarak ~ %96,90  dogruluk oram1  100x
biiyiitiilmiis verilerle elde etmislerdir [15].

IRRCNN adli derin 6grenme modeli kullanilarak
yapilan caligmada veri artirma ydntemlerinin de
destegiyle %97,95 dogruluk orani elde edilmistir.
BreakHis veri kiimesi bu ¢aligmada tercih edilerek
egitim asamasi tamamlanmistir. Burada paylasilan
basart degeri veri kiimesinde yer alan 40X
biiyiitiilen goriintiilerle yapilan egitim sonucunda
elde edilen basar1 sonucudur [16]. Kahya vd.
histopatolojik goriintiilerle gogiis kanserinin teshisi
i¢in bir ¢aligma sunmuslardir. BreakHis veri kiimesi
halka acik olmasi ve farkli biiyiitme oranlarindan
dolay1 bir¢ok ¢aligsmada tercih edilmektedir. Destek
vektér makineleri algoritmasi kullanilarak en
yliksek basar1 olan %96,28, 200x biyiitme
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oranindaki verilerle yakalanmigtir. Caligmada
aktarilan ASSVM modeli ise en yiiksek bagariy1 40x
biiyiitme orami kullamildiginda %94,97 ile elde
etmistir [17]. Lavanya ve Rani tarafindan sunulan
calismada CART algoritmasi tercih edilmistir. Bu
calismada veri seti olarak Breast Cancer Wisconsin
(Diagnostic) kullamlmistir. %92,27 basar1 degeri
orijinal veri seti ile elde edilmistir. PCVA 6znitelik
secimi yontemi ile 6znitelik sayis1 9’a diistiriilerek
yeni veri seti elde edilmistir. Bu veri seti ile %96,99
dogruluk orani elde edilmistir. Bu ¢aligma 6znitelik
secimi yontemleri ile daha az 6znitelige sahip veri
setleri elde edilebildigi goriilmektedir. Ayrica bu
durumun  basartyr  artirabildigi de ortaya
konulmustur [6].

BreakHis veri setindeki goriintiiler 40X, 100X,
200X ve 400X olmak tizere dort farkli sekilde
bulunmaktadir. Gupta vd. tarafindan sunulan
calismada BreakHis veri seti kullanilmistir. En
yiiksek basar1 200X biyitiilmiis gorintiilerle
%88,89 dogruluk orami seklinde elde edilmistir.
Farkli yontemler birlestirilerek kullanilmistir [18].
Dandil ve Serin sunduklar1 ¢aligmada BreakHis veri
setini Xception modeli ile egitimde kullanmiglardir.
Calismada %98,11 dogruluk orani, %97,89 kesinlik
(precision) ve %97,47 duyarlilik (recall) degerleri
elde edilmistir [19]. Narin ve Kefeli tarafindan
sunulan  c¢alismada  ResNet ve  VGGI16
algoritmalarim1 ~ kullanmislardir.  On  egitimli
ResNet50 ile 200X gorintiler kullanilarak en
yiiksek basarist olan %93,03 dogruluk orani elde
edilmistir (hassaslik-sensitivity %92,81, 6zgiilliik-
specificity %93,55). VGG16 ile en yiiksek
hassasiyet degeri %99,28 olarak goézlemlenmistir
(dogruluk oram1  %93,03, Ozgiillikk-specificity
%79,03) [20].

Saglik alaninda karar vericilere yardimer olacak
karar destek sistemlerinin kullanim Ornekleri
literatiirde yer almaktadir. Ulkemizde kullanilan
Merkezi Hekim Randevu Sistemi (MHRS) sistemi
de karar destek sistemi olarak goriilebilmektedir
[21]. Bu alanda yapilan diger bir ¢aligmada covid-
19 teshisi igin bir karar destek sistemi
olusturulmusgtur. Model bileseninde yapay zeka
kullanilan bu karar destek sistemi ile %90 dogruluk
degeri elde edilmistir [22]. Gelistirilen diger bir
karar destek sistemi ile hemsirelerin yapacaklari
hasta risk degerlendirmelerinde harcayacaklari
siirenin azaltilmasi saglanmistir. Farkli durumlar
i¢in olusturulan algoritmalar karar destek sisteminin
model bilesenini olugturmustur [23].

Gogiis kanserinin teshisinde literatiirde genellikle
histopatolojik  goriintiiler kullanmilarak yapilan
calismalar vardir. Bunun yani sira “breast cancer
Wisconsin” gibi goriintiilere ait 6znitelik bilgilerini
barindiran veri kiimelerinin kullanildig1 ¢aligmalar
da mevcuttur. Bu ¢alismalardan birisi Mohammed
vd. tarafindan sunulmustur. Calismada K en yakin
komsu (K-nearest neighbor-KNN) ve destek vektor
makinas1 (Support vector machine-SVM) gibi farkli
modeller ile egitimler yapilmistir. En yiiksek
dogruluk oram1 SVM ile %97,70 olarak elde
edilmistir [24]. Bu veri kiimesinin kullanildig1 diger
bir ¢aligmada SVM, KNN ve random forest gibi
modeller ile egitim yapilmistir. Calisma sonucunda
en yiiksek dogruluk orani random forest yontemi ile
%98,77 olarak elde edilmistir. SVM yonteminin
kullanildig: bir diger ¢alismada quadratic SVM ile
gogiis  kanserinin  smiflandirilmasi  yapilmustir.
Breast Cancer Wisconsin (Diagnostic) veri setinin
kullanildig1 ¢alismada %98,1 dogruluk orani elde
edilmistir [25]. Agarap tarafindan yapilan bir
calismada SVM yontemi ve Breast Cancer
Wisconsin  (Diagnostic) Data Set veri seti
kullanilarak %96,09 dogruluk degeri elde edilmistir
[26].

Calismanin ikinci boliimde kullanilan veri kiimesi
ve yontemler detaylandirilmistir. Ugiincii béliimde
elde edilen sonuglar  yontemlere  gore
kargilagtirilarak sunulmustur. Doérdiincti boliimde
gelistirilen karar destek sistemi 6rnek degerler
iizerinden agiklanmistir. Besinci bolimde ise
calismada elde edilen sonuglar ele alinarak
literatiire olan katkisi iizerinde durulmustur.

2. MATERIALS AND METHODS (MATERYAL
VE METOD)

Bu c¢alismada, oOncelikle mevcut veri kiimesi
iizerinde Principal Component Analysis (PCA),
Variance inflation factors (VIF), Recursive feature
elimination ve Univariate feature selection 6znitelik
secim yontemleri uygulanarak veri kiimesinin yeni
versiyonlari olusturulmustur. Bu yontemler temelde
bir dizi muhtemelen iligkili degiskeni, temel
bilesenler adi verilen daha az sayida degiskene
doniistlirmeyi hedefleyen matematiksel ilkeleri
kullanmaktadirlar [27, 28]. Ikinci asamada, orijinal
ve Oznitelik se¢imi uygulanmis veri kiimeleri
iizerinde farkli makine Ogrenme ydntemleri ile
egitim ve test islemleri gergeklestirilmistir. Makine
O0grenme yontemleri olarak literatiirde yerini almis
ve bir¢ok siniflandirma g¢aligmasinda tercih edilen
toplamda 5 farkli algoritma segilerek kullanilmigtir.
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Bunlar KNN (K Nearest Neighbors), Naive Bayes,
Decision Tree, SVM ve Random Forest
algoritmalaridir. Her bir yontem hem orijinal veri
kiimesiyle hem de 6znitelik se¢imi uygulanmis veri
kiimeleriyle egitilmis ve test edilmistir.

2.1. Veri Kiimesi (Dataset)

Bu c¢alismada “Breast Cancer Wisconsin
(Diagnostic) Data Set” adhi veri kiimesi
kullanilmistir.  Veri  kiimesi, University of

Wisconsin-Madison Hastanesi'nde 1995 yilinda
toplanan ve Dr. William H. Wolberg tarafindan
olusturulan bir veritabanina dayanmaktadir. Veri
kiimesinde, hiicreler hakkinda cesitli bilgiler iceren
toplam 30 farkli 6znitelik (id ve diagnosis alanlari
hari¢) bulunmaktadir. Oznitelikler, bir meme
kitlesinin ince igne aspirasyonunun

sayisallastinlmig goriintiisinden hesaplanir. Bu
Oznitelikler, kanser hiicrelerine ait lezyon
gorilintiilerinin hiicre ¢ekirdegi ol¢limlerini ve diger
biyolojik 6zellikleri temsil eder. Bu veri kiimesinde
357 iyi huylu ve 212 kétii huylu olmak tizere toplam
569 ornek yer almaktadir. Tiim veri kiimesinin
%62, 7'sine tekabiil eden 357 Ornek iyi huylu
hiicrenin varligini, %37,3'iine tekabiil eden 212
ornek ise kanserli hiicrenin varligini1 géstermektedir
[29].

Her hiicre ¢ekirdegi icin on (10) gercek degerli ana
Oznitelik bulunmaktadir (Tablo 1). Her bir ana
Oznitelik i¢in ortalama (mean), standart hata (se) ve
en biiylik 3 degerin ortalamas1 (worst) seklinde 3
Oznitelik degeri (radius_mean, radius se ve
radius_worst gibi) hesaplanmistir (30 Oznitelik)

[29].

Table 1. Veri kiimesinde yer alan temel 6znitelikler (Key attributes included in the dataset)
Temel Aciklama Oznitelikler
Oznitelik

1 Radius Hiicrelerin  yarigap degerlerinin  ortalama | radius_mean
(mean), standart hata (se) ve en kotii degeri | radius_se
(worst) hesaplanir. radius_worst

2 Texture Hiicrelerin i¢ ylizeylerinin gri tonlama degisim | texture_mean

oranlarinin ortalamasi (mean), standart hatasi
(se) ve en kotii degeri (worst) hesaplanir.

texture_se
texture _worst

3 Perimeter

Hiicrelerin ¢evrelerinin Ol¢glim  degerlerinin
ortalama (mean), standart hata (se) ve en kotii
degeri (worst) hesaplanir.

perimeter_mean
perimeter_se
perimeter_worst

4 Area

Hiicrelerin yiizey alanlarinin ortalama (mean),
standart hata (se) ve en kotli durum degeri
(worst) hesaplanir.

area_mean
area_se
area_worst

5 Smoothness

Komsu hiicrelerin yarigap uzunluklarinin
ortalamasi (mean), standart hatasi (se) ve en
kotii degeri (worst) hesaplanir.

smoothness_mean
smooothness_se
smoothness_worst

6 Compactness

perimeter"2 / area — 1,0

compactness_mean
compactness_se
compactness_worst

7 Concavity

Hiicrelerin etrafindaki girinti ve ¢ikintilarin
ortalamasi (mean), standart hatasi (se) ve en
kotii degeri (worst) hesaplanir.

concavity_mean
concavity_se
concavity worst

8 Concave Hiicrelerin etrafindaki girinti ve ¢ikint1 | concave points_mean
points alanlarinin sayisina goére ortalama (mean), | concave points_se
standart hata (se) ve en kotii deg@er (worst) | concave points_worst
hesaplanir.
9 Symmetry Hiicrelerin elips seklindeki degisimlerinin | Symmetry_mean
ortalamasi (mean), standart hatasi (se) ve en | symmetry se
kotii degeri (worst) hesaplanir. symmetry worst
10 | Fractal coastline approximation - 1 fractal dimension_mean
dimension fractal dimension_se

fractal dimension worst
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Veri kiimesinde yer alan 30 6znitelige ait 6rneklerin
iyl huylu ya da kotii huylu etiket durumuna gore
dagilim grafikleri Sekil 2°de sunulmustur.

Veri kiimesindeki 30 Ozniteligin birbiriyle nasil
iligkili oldugunu ve iki degiskenli iliskileri gérmek
icin korelasyon haritas1 Sekil 3’de gosterilmistir.
Sekilde goriildiigii gibi fractal dimension mean,
texture se gibi baz1 6zniteliklerin diagnosis (teshis)
alani ile korelasyonlar1 ¢cok diisiik degerlerdedir. Bu
gibi Ozniteliklerin veri kiimesinden ¢ikarilmasi veri
kiimesinin ~ boyutunu  azaltarak  modellerin
performansini artirmaktadir.

radius_mean texture_mean perimeter_mean

10 15 20 25 230 10 20 30 40 50 100 150 2000

smoothness_mean compactness_mean concavity_mean
200~

100 -

0.12 0.16

o-, . . T P AR r)
0.04 o0.08 0.1 02 0.3 0.0 0.1 0.2 03 04
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200~
100 -

o-

0.10 0.150.20 0.250.30  0.050.060.070.080.090.10

value

radius_worst texture_worst perimeter_worst
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fractal_dimension_worst

040 015 020 oo o5 10

symmetry_worst

005 0.10 0.15 0.20
value

02 o4 o

radius_se texture_se perimeter_se

30 1 2. 3 < 5 (o] 5 10 15 20
smoothness_se

compactness_se concavity_se

400 -
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200 -
100 -

0.%0

0 . . . =
000 0.0 0.00 0.05

fractal_dimension_se

1 002 003
symmetry_se
400 -
300 -
200 -
100 -
o- . .
0.02 0.03
value

0.02 0.04 0.06 0.08 0.00 0.01

0.0 01 02 0.3 04 0.0

Sekil 3’e gore sirastyla concave point_worst (0,79),
perimeter_worst  (0,78), radius_worst (0,78),
concave points_mean (0,78), perimeter_mean
(0,74), area_worst (0,73), area_mean (0,71)
Oznitelikleri diagnosis (teshis) alani ile en yiiksek
korelasyona sahip alanlar olarak goriilmektedir.
Kullanilan farkli 6znitelik secim yontemlerine gore
secilen Oznitelikler degiskenlik gosterebilmektedir.

area_mean

1000 2000

concave.points_mean

lyi Huylu
Kotii Huylu

0.000.050.10 0.15 0.20

area_worst

0 1000200030004000

concave.points_worst

area_se

o 200 400

concave.points_se

0.02 004

Sekil 2. Veri kiimesinde iyi ve kotii huylu dagilimlart (Benign and malicious distributions in the dataset)
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Sekil 3. Ozniteliklere ait korelasyon degerleri (Correlation values of attributes)

2.2. Oznitelik Secim Yéntemleri (Feature Selection
Methods)

Yiiksek boyutlu veriler makine 6grenimi i¢in sorun
teskil edebilmektedir. Bu tiir verilere dayanan
tahmine dayali modeller asir1 uyum riskini
tagiyabilmektedir. Bu sebeple 0Oznitelik se¢im
yontemleri ile veri kiimeleri iizerinde Oznitelik
sayist azaltilabilmektedir. Ayrica, Ozniteliklerden
bircogu gereksiz olabilir ve bu da tahmin
dogrulugunun bozulmasina yol agabilir. Calismada
kullanilan Oznitelik se¢im ydntemleri bu baslhik
altinda kisaca aciklanmistir [30]. Ozellikle medikal
alanda veri setleri tizerinde Oznitelik se¢imi
yontemleri tercih edilmektedir [31, 32].

2.2.1. Temel bilesenler analizi (Principal component
analysis-PCA)

PCA, bir veri kiimesinin ozniteliklerini temel
bilesenler (Principal Component-PC) adi verilen
iligkisiz 6znitelikler kiimesi olarak adlandirilan yeni
bir duruma déniistirmek i¢in kullanilan istatistiksel

bir yontemdir. Bu sebeple PCA degiskenligin
¢ogunu koruyarak, bir veri kiimesinin boyutunu
azaltmak amaciyla kullanilabilmektedir. Temel

Bilesen Analizinin amaci, hedef degiskenler
hakkinda herhangi bir ©6n bilgi olmaksizin

degiskenler arasindaki en onemli kaliplar1 veya
iligkileri korurken bir veri kiimesinin boyutlulugunu
azaltmaktir [30].

2.2.2. Tek degiskenli 6znitelik secimi (Univariate
feature selection)

Tek degiskenli Oznitelik se¢iminde (Univariate
feature selection), Ozniteligin hedef degiskeniyle
iligkisinin giiclinii belirlemek i¢in her 6znitelik tek
tek incelenir. Bu yontemde farkli 6zniteliklere gore
stralanmis bir 6znitelik listesi dondiiriilir [33]. Bu
algoritmada k kadar en iyi Ozniteligi secen
selectkBest yontemi siklikla tercih edilmektedir.
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2.2.3. Ozyinelemeli o6znitelik secimi (Recursive
feature elimination)

Ozyinelemeli oznitelik secimi (Recursive feature
elimination-RFE), boyut azaltmak i¢in kullanilan
bir 6zyineleme yontemdir. Bu ydntem mevcut
Oznitelikleri her iterasyonda bir veya daha fazla
olacak  sekilde azaltmayr  amaclamaktadir.
Ozyinelemeli 6znitelik seciminde geriye dogru
eleme isleminde farkli tekniklerin kullanilmasi
miimkiindiir. Bu teknikler arasinda destek vektor
makineleri, rastgele orman, dogrusal regresyon yer
almaktadir [34]. Ozniteliklerin belirlenmesinde
hesaplayici (estimator) olarak karar agaglari, lojistik
regresyon gibi farkli yontemler kullanilmaktadir.

2.2.4. Fark enflasyon faktorleri (Variance inflation
factors-VIF)

Variance Inflation Factors (VIF), tiim modelin
varyansinin yalnizca s6z konusu 6znitelige sahip bir
modelin varyansina oranmni dogrudan olger. Bir
Ozniteligin ~ dahil  edilmesinin, = modeldeki
Ozniteliklerin katsayilarmin genel varyansina ne
kadar katkida bulundugu 6l¢iiliir. VIF'nin 1 olmasi,
Ozniteligin diger ozniteliklerinden herhangi biriyle
korelasyonunun olmadigmi gosterir [28]. VIF
yapay zeka uygulamalarinda temel olarak veri
kiimesindeki  Ozniteliklerin  azaltilmasi  igin
kullanilan bir yontemdir.

2.3. Makine Ogrenmesi Yontemleri (Machine
Learning Methods)

Verilerin siniflandirilmasi igin kullanilan ¢ok sayida
makine 6grenme yontemleri vardir. Bu yontemlerin
birbirine gdre avantaj ve dezavantajlari vardir.

2.3.1. K en yakin komsu algoritmas1 (K Nearest
Neighboard - KNN)

K-en yakin komsu (KNN) siniflandiricisi sik
kullanilan klasik bir yontemdir. K-En Yakin
Komgular (KNN) algoritmasi, siniflandirma ve
regresyon gorevleri i¢in kullanilan popiiler bir
makine Ogrenme teknigidir. Benzer veri
noktalarinin benzer etiketlere veya degerlere sahip
olma egiliminde oldugu fikrine dayanir. Bu
yontemde bazi 6znitelik vektorleri tarafindan temsil
edilen bilinmeyen bir 6rnek 6znitelik uzaymda bir
nokta olarak smiflandirmak igin uzaklik hesaplanir.
Bu uzaklik hesabinda oklid, manhattan gibi farkli
teknikler  kullanilabilmektedir. ~ Siniflandirma
isleminde bulunulacak O6rnek veri noktasinin
bulundugu smifin ve en yakin komsunun, k
degerine (benzerlige) gore belirlendigi bir denetimli

makine dgrenme yontemi olarak ifade edilmektedir.
Yeni bir veri geldiginde mevcut verilerle uzakliklar
hesaplanir ve en kiigiik uzaklik degerine sahip siifa
dahil edilir [35].

2.3.2. Naive bayes - Gaussian

Naive Bayes simiflandirma algoritmasi, adim
Matematik¢ci Thomas Bayes’den alan  bir
siniflandirma/  kategorilendirme algoritmasidir.

Naive Bayes siniflandirmasi olasilik ilkelerine gore
tanimlanmis bir dizi hesaplama ile sisteme sunulan
verilerin sinifini tespit etmeyi amaglar. Naive Bayes
simiflandirmasinda egitim ic¢in sunulan verilerin
mutlaka bir siifi/kategorisi bulunmalidir. Egitilmis
veriler lizerinde yapilan olasilik islemleri ile sisteme
sunulan yeni test verileri, daha 6nce elde edilmis
olasilik degerlerine gore Ogretilir ve verilen test
verisinin hangi kategoride oldugu tespit edilmeye
caligilir [36].

2.3.3. Karar agaclari (Decision Trees)

Karar agaci, siniflandirma ve regresyon gorevleri
icin parametrik olmayan denetimli bir 6grenme,
verilerin siniflandirilmast ve tahmin edilmesi igin
kullanilan bir makine &grenimi algoritmasidir. Bu
algoritma, bir agacin dallar1 gibi bir dizi karar
diigimiine dayanir ve her diigtimde bir 6znitelik test
edilir. Test sonucuna gore, agac farkli dallara ayrilir
ve sonunda bir tahmin veya siniflandirma yapilir

[37].

2.3.4. Destek vektor makineleri (Support vector
machines —SVM)

Destek vektor makinesi algoritmasinin amaci, N
boyutlu bir uzayda (N - Oznitelik sayis1) veri
noktalarimt belirgin bir sekilde siniflandiran bir
hiperdiizlem bulmaktir. Iki veri noktasi smifim
ayirmak icin en uygun hiperdiizlem bulunmaya
calisilir. Destek vektéor makineleri (SVM'ler),
smiflandirma, regresyon ve aykir1 degerlerin tespiti
icin kullanilan denetimli bir 6grenme ydntemidir
[38].

2.3.5. Rastgele orman algoritmasi (Random forest
algorithm)

Rastgele Orman algoritmasi denetimli  bir
smiflandirma algoritmasidir. Algoritmada birden
fazla agagtan olusabilmektedir. Rastgele Orman
algoritmasi ile Karar Agaci algoritmasi arasindaki
temel fark, rastgele orman’da kok diigiimii bulma ve
diigiimleri bolme iglemlerinin rastgele olusuyor
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olmasidir. Bu algoritma ile simiflandirma ve
regresyon igin, egitim agamasinda ¢ok sayida karar
agacit olusturarak probleme gore smif tahmini
yapilmaktadir [39].

Topluluk O6grenme yontemlerinden biri olan
Rastgele Orman (RF) algoritmasinda verilerden
ornekler segilerek rastgelelik saglanir. Her agacin
aldigr  kararlar birlestirilerek  sonuclandirilir.
Rastgele orman verideki asir1 6grenmeye ve eksik
degerlere kars1 giicliidiir [40]. Rastgele orman
algoritmasinda kullanilan 6nemli parametrelerden
biri toplam kag agacin yer alacagidir. Bu ¢alismada
kullanilan scikit-learn kiitiiphanesinde yer alan
RandomForestClassifier fonksiyonunda
n_estimators agag sayisini belirler [41].

2.4. Performans Metrikleri (Performance Metrics)

Calismada smiflandirma alaninda literatiirde
siklikla kullanilan dogruluk, duyarlilik, 6zgiillik,
kesinlik ve f-skor performans parametreleri tercih
edilmigtir. Bu metrikler kisaca agiklanmustir.

e Dogruluk: Dogruluk degeri modelde dogru
tahmin edilen alanlarin toplam veri
kiimesine orani ile hesaplanmaktir (1) [42].

Dogruluk = (GP + GN)/(GP + GN +YP +YN) (1)

e Duyarhlik: Duyarlilik ise pozitif olarak
tahmin edilmesi beklenenlerin hangi sayida
pozitif  olarak tahmin edildigini
gostermektedir (2) [43].

Duyarlilik = GP/GP +YN  (2)

o Ogzgiilliik: Ozgiilliik, gercek negatif oran
olarak ifade edilir ve bir testte negatif sonug
veren gercekten de negatif olan drneklerin
oranidir (3) [43].

Ozgiillik = GN/GN +YP  (3)

o Kesinlik:  Kesinlik  positif  olarak
tahminlenen degerlerin gergekten kag
tanesinin pozitif oldugunun gostergesidir

(4) [43].
Kesinlik = GP/GP + YP 4)

e F-Skor: F-puani, bir sistemin kesinlik ve
geri  ¢agirma  degerlerinin  harmonik
ortalamasidir [43].

F-Skor= 2 * (Kesinlik * Duyarlilik) /(Kesinlik + Duyarlilik)(5)

3. DENEYSEL SONUCLAR VE TARTISMA
(EXPERIMENTAL RESULTS AND DISCUSSION)

Bu ¢alismada, gogiis kanserinin siniflandirmasi i¢in
hem orijinal hem de 6znitelik se¢imi uygulanmis
veri  kiimeleri  kullamilmistir.  Tim  olasi
kombinasyonlar uygulanmaya ¢aligilarak en uygun
Oznitelik se¢imi ve makine 6grenme yontem ikilisi
belirlenmeye calisilmistir. Veri kiimeleri %70
egitim %30 test olacak sekilde ayrilmislardir.

3.1. Orijinal Veri Kiimesi ile Elde Edilen

Deneysel Sonuclar (Experimental Results with Original
Data Set)

Oncelikle orijinal veri kiimesi dznitelik segimine
tabi  tutulmadan  farkli makine O6grenme
algoritmalar ile egitilmis, ve test edilmistir. Daha
sonra her bir makine 6grenme modeline ait ROC
egrileri elde edilmistir (Sekil 4). Her bir model i¢in
agirlikli ortalama kullanilarak elde edilen dogruluk
(accuracy), duyarlilik, kesinlik ve 6zgiilliik, f-skor
(f-score) degerleri Tablo 2’de gosterilmistir.

Fores o care

1 S —

Sekil 4. Modellere ait ROC egrileri (ROC curves of
models)
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Tablo 2. Orijinal veri kiimesi ile elde edilen sonuglar (Results with orginal dataset)

Yontem Parametre Dogruluk % Duyarhhk % Ozgiilliik % Kesinlik % F-Skor %
KNN (K Nearest | K=5

Neighbors) manhattan 94,15 94,00 94,00 94,00 94,00
Naive Bayes GaussianNB | 95,91 96,00 96,00 96,00 96,00
Decision Tree - 92,98 93,00 93,00 93,00 93,00
SVM - 93,57 94,00 94,00 94,00 93,00
Random Forest - 97,66 98,00 98,00 98,00 98,00

3.2. Oznitelik Secimi ile Olusan Veri Kiimeleri

ile Elde Edilen Deneysel Sonuclar (Experimental
Results Obtained with Data Sets Created by Feature Selection)

Orjinal veri kiimesi {izerinde Principal Component
Analysis (PCA), Variance inflation factors (VIF),
Recursive feature elimination ve Univariate feature
selection olmak tizere 4 farkli Gznitelik segme
yontemi  uygulanarak veri kiimesinin  yeni
versiyonlart1  olusturulmustur. ~ Daha  sonra
olusturulan bu yeni veri kiimeleri KNN, Naive
Bayes, Decision Tree, SVM ve Random Forest
makine Ogrenme algoritmalarina uygulanarak en
basaril1 6znitelik se¢cim yontemi ve makine 6grenme
modeli tespit edilmistir.

Tablo 3, 4, 5 ve 6 her bir 6znitelik segim yontemine
gore elde edilen sonuglar gostermektedir. Tablo 3,
4, 5 ve 6 ile sunulan sonuglara bakildigindaen
yiiksek dogruluk, duyarlilik, kesinlik ve f-skor
degerleri Variance Inflation Factors dznitelik se¢imi
ve random forest yontem ikilisi ile elde edilmistir.

Variance Inflation Factors ile veri kiimesinde yer
alan 30 Oznitelik 5’ diistiriilmiistiir. Biitiin 6znitelik
indigeme yoOntemlerinde Oznitelik sayilart 5’e
indirilerek karsilastirma olanagi saglanmistir. Elde
edilen sonuglara gore dogruluk, duyarlilik,
ozgilliik, kesinlik ve f-Skor metriklerine
gore en yliksek basariy1 gosteren Random Forest ve
Variance Inflation Factors ikilisi karar destek
sisteminin model bileseni i¢in se¢ilmistir.

Variance Inflation Factors Oznitelik secimi
yontemine gore teshis alamyla en yiiksek
korelasyona sahip ilk 5 Oznitelik 'radius mean',
‘perimeter_mean', 'radius_worst', 'perimeter_worst'
ve 'area_mean' olarak belirlenmistir. Bu alanlara
gbre veri setinin boyutu azaltilarak modelde
kullanilmustir.

Calismada Variance Inflation Factors ile elde edilen
veri kiimesinin Random Forest modeline
uygulanmasi sonucu elde edilen karigiklik matrisine
ait sonuglar Tablo 7°de sunulmustur. Sekil 5’te ise
bu ikili ile elde edilen ROC egrisi goriilmektedir.

Tablo 3. PCA ile elde edilen veri kiimesine ait deneysel sonuglari (Experimental results of the data set conducted

with PCA)
Oznitelik Makine Ogrenme | Oznitelik Dogruluk % | Duyarhhk Ozgiilliik % Kesinlik % F-Skor
Secimi Yontemi Sayisi % %
Yontemi
PCA KNN (k=5) 5 94,15 94,00 94,00 94,00 94,00
PCA Naive Bayes 5 93,57 94,00 94,00 94,00 94,00
PCA Decision Tree 5 96,49 96,00 97,00 97,00 97,00
PCA SVM 5 93,57 94,00 94,00 94,00 94,00
PCA Random Forest | 5 95,32 96,00 96,00 96,00 96,00

n_estimators=95
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Tablo 4. Variance inflation factors ile elde edilen veri kiimesine ait deneysel sonuglari (Experimental results of
the data set conducted with variance inflation factors)

Oznitelik ~ Secimi | Makine Oznitelik Dogruluk % | Duyarhhk % | Ozgiillik % | Kesinlik % F-Skor %
Yontemi Ogrenme Sayisi

Yontemi
Variance  Inflation | KNN (k=5) 5 92,40 94,00 94,00 94,00 94,00
Factors
Variance  Inflation | Naive Bayes 5 94,74 95,00 95,00 95,00 95,00
Factors
Variance  Inflation | Decision Tree | 5 96,49 96,00 96,00 96,00 96,00
Factors
Variance Inflation | SVM 5 93,80 94,00 94,00 94,00 93,00
Factors
Variance Inflation | Random 5 98,83 99,00 99,00 99,00 99,00
Factors Forest

Tablo 5. Univariate feature selection ile elde edilen veri kiimesine ait deneysel sonuglar1 (Experimental results
of the data set conducted with univariate feature selection)

Oznitelik ~ Secimi | Makine Oznitelik Dogruluk % | Duyarhhk % | Ozgiillik % | Kesinlik % F-Skor %
Yontemi Ogrenme Sayisi

Yontemi
Univariate  feature | KNN (k=5) 5 93,50 94,00 94,00 94,00 94,00
selection
Univariate  feature | Naive Bayes 5 91,81 92,00 92,00 92,00 92,00
selection
Univariate  feature | Decision Tree | 5 92.10 92,00 92,00 92,00 92,00
selection
Univariate  feature | SVM 5 93,60 94,00 94,00 94,00 93,00
selection
Univariate  feature | Random 5 95,32 95,00 95,00 95,00 95,00
selection Forest

Tablo 6. Recursive feature elimination (estimator: lojistik regresyon) ile elde edilen veri kiimesine ait
deneysel sonuglar (Experimental results of the data set conducted with recursive feature elimination)

Oznitelik Makine Oznitelik | Dogruluk % | Duyarhilik % | Ozgiillik % Kesinlik % F-Skor %
Secimi Ogrenme Sayis1

Yontemi Yontemi

Recursive KNN (k=5) 5 95,61 96,00 96,00 96,00 96,00
feature

elimination

Recursive Naive Bayes | 5 90,35 90,00 90,00 91,00 90,00
feature

elimination

Recursive Decision 5 94,74 95,00 95,00 95,00 95,00
feature Tree

elimination

Recursive SVM 5 92,11 92,00 92,00 92,00 92,00
feature

elimination

Recursive Random 5 94,91 95,00 95,00 95,00 95,00
feature Forest

elimination
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Tablo 7. Variance inflation factors ve random forest ikilisi ile elde edilen deneysel sonuglar (Experimental
results obtained with variance inflation factors and random forest duo)

Dogruluk % Duyarhlik % Ozgiilliik % Kesinlik % F Skor %

98,83 96,00 99,00 99,00 99,00

ROC Edrisi

Gergek Pozitif Oran:

Sekil 5. Recursive feature selection ve random forest ikilisi ile elde edilen ROC egrisi (ROC curve obtained
with recusive feature selection and random forest duo)

Tablo 8. Karsilagtirma Sonuglar1 (Results of comparisons)

Referans Veri Seti Oznitelik Makine Dogruluk Hassasiyet | Duyarlihk Kesinlik %
Sec¢imi Ogrenme % % %
Yontemi — | Yontemi
Oznitelik
Sayisi
Dogan vd. [10] Breast PCA KNN (k=3) | 92,40 94,50 - 93,64
Cancer
Wisconsin
Diagnostic
Mohammed vd. [24] Breast - SVM 97,70 - 97,70 97,70
Cancer
Wisconsin
Diagnostic
Lavanya ve Rani [6] Breast Symmetric | CART 94,72 - - -
Cancer UncertAttri

Wisconsin butesetEval
Diagnostic | -8

Obaid vd., [25] Breast - SVM 98,10 - - -
Cancer
Wisconsin
Diagnostic
Agarap [26] Breast - SVM 96.09 - - -
Cancer
Wisconsin
Diagnostic
Rasol vd., [44] Breast RFS-15 SVM 98,68 - 98,22 98,95
Cancer
Wisconsin
Diagnostic
Calisma: Orijinal Veri Seti | Breast - Random
ile Cancer Forest
Wisconsin
Diagnostic 97,66 98,00 98,00 98,00
Cahsma: VIF Oznitelik | Breast VIF -5 Random 98,83 99,00 99,00 99,00
secimi ile Cancer Forest
Wisconsin
Diagnostic
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Literatiirde gogiis kanserinin teshisi ile ilgili ¢ok
sayida c¢aligma bulunmaktadir. Bu c¢aligmalarda
tomografi goriintiileri ya da sayisallagtirilmig
Oznitelik verileri kullanilmaktadir. Bu caligmada
sayisallastirilmis  Oznitelik degerlerinden olusan
Breast Cancer Wisconsin (Diagnostic) Data Set
tercih edildigi icin literatiirde bu veri kiimesinin
kullanildig1 calismalar tizerinde durulmustur.

Tablo 8’de Breast Cancer Wisconsin (Diagnostic)
Data Set isimli veri kiimesini kullanan ¢alismalara
ait sonuclar, bu calismada elde edilen sonuclarla
birlikte karsilagtirilmistir.

4. GELISTIRILEN KARAR DESTEK
SISTEMi (DEVELOPED DECISION  SUPPORT
SYSTEM)

Karar destek sistemlerinin saglik alaninda kullanimi
giderek yayginlagsmaktadir. Karar destek sistemleri
model, arayiiz ve veri olmak {izere li¢ temel bilesene
sahiptir. Calisma kapsaminda gelistirilen Karar
destek sisteminin veri bilesenini kullanilan Breast
Cancer Wisconsin (Diagnostic) Data Set adli veri
kiimesi olusturmaktadir.

Oncelikle Python kodlama dilinde sade basit bir
web ara yliizii olusturmak i¢in Flask kiitiiphanesi
tercih edilmistir. Flask, bir web uygulamasinin tim
temel Ozelliklerini sunan bir mikro c¢ercevedir
(framework). Python ile birlikte kullanilan Flask
kiitiiphanesi ile Python uygulamalar1 i¢in web
araylizleri olusturulabilmektedir [45].

Model bileseninde ise makine 6grenme yontemleri
yer almaktadir. Model bileseninde makine
O0grenmesinin  yer almasiyla go6glis kanseri
teshisinde yliksek basari1 saglayan bir karar destek
sistemi sunulmustur. Sekil 6’da goriildiigi gibi ara
yiiz lizerinden 5 parametre girilerek tahmin sonucu
elde edilebilmektedir. Bu 5 parametre, 0znitelik
secimi sonucu teshis (diagnosis) siitunuyla en
yiiksek korelasyona sahip ilk 5 Ozniteliktir. Bu
degerler girildikten sonra ‘“Tahmin” butonu
kullanilarak model iizerinden elde edilen sonug
goriilebilmektedir. Flask ile olusturulan ara yiiz
render web sitesi kullanilarak deploy edilmistir.

Sekil 6. Web ara yiiz giris sayfasi (Web interface login
page)

Web ara yliziinde tahmin butonuna basildiktan
sonra model ile elde edilen sonu¢ metin iizerinden
kullaniciya sunulmaktadir. Sekil 7’de goriildiigii

gibi 5 parametreye gore elde edilen sonug
kullanicrya tahmin butonunun altinda
sunulmaktadir.

—

Sekil 7. Web ara yiiz sunumu (Web interface
presentation)

5.SONUC VE ONERILER (RESULTS AND
SUGGESTIONS)

Calismada oOznitelik se¢cimi ve makine 6grenme
yontemi ikilisinden en yiiksek dogruluk (accuracy),
duyarlilik (recall), 6zgiilliik (sprecificity), kesinlik
(precision) ve f-skor (f-score) degerlerinin elde
edildigi Variance Inflation Factors 6znitelik se¢cimi
ve random forest makine 6grenme yontemi web ara
yliziinde tercih edilmiglerdir. Random forest
algoritmasi bir diiglimi bolerken en 6nemli 6zelligi
aramak yerine, rastgele bir Ozellik alt kiimesi
arasindan en iyi oOzelligi arar. Ozniteliklerin
siniflandirilmasinda  literatiirde en  basarili
algoritmalar arasinda yer almaktadir. Variance
Inflation Factors ise birden fazla degisken
arasindaki korelasyonu belirlemede etkili bir
yontemdir. Orijinal veri kiimesinde random forest
yontemi ile ulagilabilen en yiiksek dogruluk degeri
% 97,66 olurken, Variance Inflation Factors
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Oznitelik se¢imi ve random forest yontemiyle elde

edilen  dogruluk  degeri  %98,83  olarak
gozlemlenmistir.  Variance Inflation Factors
yontemiyle  Oznitelik  sayist  30’dan  S’e

disiiriilmiistiir. Bu sonuglara gore 6znitelik se¢imi
ile veri kiimesinin boyutu azaltilmis ve dogruluk,
duyarlilik, Ozgiilliik, kesinlik ve f-skor degerlerinde
diisiis  gozlemlenmemistir.  Oznitelik  segimi
kullanilarak mevcut veri kiimesinin boyutu
azalmakta ve modelin daha hizli c¢alisabilmesi
saglanmaktadir.

Calismanin web ortamina yiiklenerek kullanicilarin
erisimine agilabilmesi i¢in Flask kiitiiphanesi ile bir
web ara yiizii olusturulmustur. Flask ile web tabanli
bir ara yiiz olusturulmasinin en biiyiik avantaji bu
web sitesinin internet ortamina yiiklenmesiyle
erisilebilirliginin artmasidir. Bu ¢aligsmada iicretsiz
hosting hizmeti veren render.com adli site
kullanilmistir. Sonug olarak farkli 6znitelik se¢imi
ve makine Ogrenmesi kombinasyonlar ile daha
yiiksek basariyr daha az Oznitelikle elde edecek
¢Oziimler sonraki c¢alismalarda elde edilebilir. Bu
calisma farkli 6znitelik se¢imi ve makine 6grenme
tekniklerinin  karsilastirmasi agisindan  6nemli
olabilecektir. Caligmada veri kiimesinde yer alan
Oznitelik sayist 30’dan 5’e diistiriilerek veri
kiimesinin boyutu diisiiriilmiistiir. Yeni veri kiimesi
ile dogruluk (accuracy) % 1,17, kesinlik (precision)
%1, duyarlhilik (recall) %1, ozgiilliikk (specificity)
%1 ve f-skor (f-score) %1 artis géstermistir.

Kanserin  erken teshisi  hastalarin  tedavi
edilebilmesinde 6nemli bir etkendir. Bu ¢alisma ile
kanserin erken teshisinde karar vericilere yardimei
olacak bir sistem sunulmaktadir. Kanser tedavisinde
hastalar1 yoran kemoterapi gibi yontemlerin yani
sira  Nano/mikromotor gibi yontemler de
gelistirilmektedir. Nano/mikromotorlar enerjiyi
harekete doniistlirebilen kii¢iik makineler olarak
tanimlanabilir [46]. Sunulan c¢alisma teshis
basarisini artirmasi, tedavinin erken baslamasi ve en
uygun Oznitelik secimi ve yapay zeka ydntem
ikilisini bulmaya ¢alismasi ile birlikte literature
katki saglayacaktir.
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