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ABSTRACT

Keywords: machine learning, svm, In this study, regression analyses and parameter optimizations of support vector machines
bayesian optimization (SVMs) with different polynomial kernels were performed. Using linear-svm, quadratic-svm and
cubic-svm regression algorithms, the performance of each model is examined through an

Stileyman Demirel Universitesi, optimization process on the Box-Constraint, Kernel Scale, Epsilon and Standardize parameters.

Rektorliik, Enformatik Boliimii, 32200

Isparta/ TURKIYE Setting these parameters correctly is critical for the error and approximation metrics of the model.
Orcid: 0000-0002-8948-1546 The optimization process was performed with Matlab Regression Learner using the Bayesian
e mail: hamitarmagan@sdu.edu.tr Optimization algorithm. Hyperparameter optimized polynomial-based regression models can

predict nutrient deficiency in plants with high accuracy. In particular, accurate determination of
calcium content in leaves is important to increase fertilization success during the fruit
‘Corresponding author: development period in apple trees. In the application part of our study, data sets obtained by
hamitarmagan@sdu.edu.tr digitizing leaf surfaces and data sets obtained from chemical laboratory analysis were modeled.
This study using SVM algorithms provides a more efficient model than chemical methods in

terms of cost and time.

Polinom Cekirdekli SVM Algoritmalarinda Hiper-
Parametre Optimizasyonu ve Uygulamasi

07/

Bu ¢alismada, destek vektér makinelerinin (SVM) farkli polinom gekirdeklerini iceren regresyon
analizleri ve parametre optimizasyonlar: ele alinmigtir. Svm-linear, svm-quadratic ve svm-cubic
regresyon algoritmalar1 kullanilarak her bir modelin performansi, box-constraint, kernel scale,
epsilon ve standardize parametreleri {izerinde gergeklestirilen optimizasyon siireciyle
incelenmistir. Bu parametrelerin dogru bir sekilde ayarlanmasi, modelin hata ve yaklagim
metrikleri i¢in kritik 6nem tagimaktadir. Optimizasyon siireci, Bayesian Optimization algoritmasi
kullanilarak matlab regression learner ile gerceklestirilmistir. Hiperparametre optimizasyonu
yapilmis polinom tabanli regresyon modelleri, bitkilerde besin elementlerinin eksikligini yiiksek
dogrulukla tahmin edebilmektedirler. Ozellikle yapraklardaki kalsiyum miktarinin dogru bir
sekilde belirlenmesi, elma agaclarinda meyve gelisim déneminde giibreleme basarisin1 artirmak
agisindan 6nem tagimaktadir. Calijmamizin uygulama boliimiinde yaprak vyiizeylerinin

Anahtar Kelimeler: . ¢ 4 T
makine grenmesi, sayisallastirilmast ile elde edilen veri setleri ile kimyasal laboratuvar analizlerinden elde edilen veri
svm, seti modellenmistir. SVM algoritmalar1 kullanilarak yapilan bu c¢alisma, maliyet ve zaman
bayesian optimization acisindan kimyasal yontemlere gore daha verimli bir model sunmaktadr.
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1. Gll‘l§ (Introduction)

Yapay zeka algoritmalarinda veriler arasindaki iligkileri modellemek igin polinom g¢ekirdekli regresyon
algoritmalar1 ¢ok kullanilan yontemlerdir. Bircok durumda, tek girdi degiskeni kullanan lineer regresyon,
giinlik hayattaki olaylarla iligkili modellerde yeterli tahmin giicii sunamayabilir [1]-[3]. Bu durum
arastirmacilari, regresyon modeli i¢in girdi olarak ayni anda iki ya da daha fazla degiskenin kullanildig1 lineer
olmayan regresyon tekniklerine yonelmistir [4]-[6]. Bu modellerin yazilim algoritmalarinda tek bagina ya da
optimize edilmeden kullanilmalar1 regresyon uygulamalarinda istenen basarinin elde edilememesine neden
olmaktadir. Bazi veri kiimeleri igin regresyon uygulamalarinda polinom derecesinin artirilmasi ya da
algoritmada kullanilan parametrelerin optimize edilmesi gerekmektedir. Ancak, polinom derecesindeki
artislar modelin karmagiklasmasina ya da asir1 uyum (overfitting) riskinin ortaya ¢ikmasina neden olmaktadir
[5], [7]-[9]. Bu durum yazilim algoritmalarinin kullanilabilirli§ini azaltmakta ve islem siiresini uzatmaktadur.
Parametre optimizasyonu ile parametrik matematiksel modelleri kullanan algoritmalarin daha basarili ve hizli
olmasi saglanmaktadir [10]-[12].

Bu ¢alismada kullanilan goriintii isleme tabanli tahmin modelleri svm-linear, svm-quadratic ve svm-cubic
regresyon algoritmalaridir. Bu modeller, ozellikle regresyon analizleri icin kullanilan destek vektor
makinelerinin farkli polinom g¢ekirdeklerini temsil etmektedir. Her bir modelin performansini optimize
etmek amaciyla, box constraint, kernel scale, epsilon ve standardize gibi kritik parametreler {izerinde
optimizasyon siireci gerceklestirilmistir. Bu parametrelerin dogru bir sekilde ayarlanmasi, modelin tahmin
yeteneklerini ve genel performansini artirmak i¢in kritik 6neme sahiptir[1], [2], [6], [13].

Optimizasyon siireci, "Bayesian Optimization" algoritmas: kullanilarak gerceklestirilmistir. Bu algoritma,
modelin hiperparametre uzayini tarayarak en iyi kombinasyonu bulmay: amaglar. Bayesian Optimization,
modelin performansimni siirekli olarak izler, daha iyi sonuglar elde edilebilecek yeni hiperparametre
kombinasyonlarini deneyerek optimizasyon siirecini giinceller [2]. Bu sayede, her bir regresyon modeli i¢in
en uygun parametre seti belirlenmis ve bu modellerin elma agaglarinda besin elementlerinin degerini tahmin
etme yetenekleri maksimum seviyeye ¢cikartilmistir [14], [15].

Ticari bahgelerde meyve gelisim déneminde toprak ve agaclardan alinan veriler bahge yénetim etkinligini
arttirir. Veriye dayali olmayan ya da hatali veriye dayanan uygulamalar sonucunda kullanilan kimyasallar
topragin ve gevrenin gereksiz kirletilmesine, ekonomik olarak maliyetlerin artmasina ve is giicii kaybina
neden olmaktadir [12], [16]. Bilgisayarla gorii tabanli modeller kullanilarak bitkilerin beslenme durumunun
dogru tespiti oldukea 6nemlidir. Bu yontemlerle bitkilerde besin maddelerinin eksikligi ya da fazlalig1 yiiksek
dogrulukta tahmin edilebilmektedir.

Yapraklardaki kalsiyum degeri, aga¢ beslenmesini degerlendirmek igin etkili parametrelerden biridir. Elma
agaclarinda meyve gelisim déneminde yapraklardaki kalsiyum miktarinin tespiti giibreleme basarisini
arttirmak acisindan 6nemlidir. Fakat bu analizlerin yapilmasi maliyetli ve zaman alicidir [17]-[19].

Bu ¢aligmanin amact, laboratuvar ortaminda kimyasal yontemlerle 6lgiilen yaprak kalsiyum icerigini, goriintii
analizi ve polinom ¢ekirdekli svm algoritmalarini kullanarak tahmin etmektir. Bu modeller, numune alma
islemini ve maliyetini azaltabilir ve 6zellikle numunelerin islenmesinin zor oldugu durumlarda hassasiyeti
artirabilir. Yapraklardaki kalsiyum miktarinin dogru bir sekilde belirlenmesi, meyve iiretimi ve bahge
yonetimi i¢in 6nemlidir. Standart laboratuvar analizleri giivenilir olsa da zaman alict ve maliyetlidir. Bu
amagla, yapraklarin sayisal analizi ve regresyon modelleri ile agaclarin besin element analizlerinin yapilmast,
cevresel siirdiiriilebilirligi ve bahge verimliligine katk: saglayacaktir.

2. Materyal ve Metot (Material and Method)
2.1. Materyal (Material)

Caligmada kullanilan goriintiiler “Goéller Yoresi” bolgesinde yer alan ticari bir elma bahgesinden alinmustr.
Yaprak 6rneklemesi, besin elementi igerikleri kararli hale geldigi dénem olan tam gigeklenme tarihinden 111
glin sonra konu uzmanlar: tarafindan yapilmustir. Yaprak 6rneklemesi i¢in giines géren dallarin orta kisminda
yer alan ~80 yaprak saplari ile birlikte koparilmistir. Her bir aga¢ farkli bir iiriin yiikiinii temsil edecek sekilde
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toplamda 20 agac belirlenerek etiketlenmis ve yaprak analiz 6rnekleri/verileri ayni aga¢lardan toplanmustir.
Galismada bitki besin elementi analizleri yapilmis olup, bu analizler Burdur Mehmet Akif Ersoy Universitesi
Bilimsel ve Teknoloji Uygulama ve Arastirma Merkezinde laboratuvarlarinda gerceklestirilmistir.

2.2. Veri toplama (Data collection)

Regresyon algoritmalarinda kullanilmak f{izere ¢ekilen resimler 4032x3024 boyutunda olup, 24 bit
derinliginde, 72 dpi ¢oziiniirlilkte ve sSRGB renk uzay: ile renkleri temsil edilmektedir. Goriinti isleme
¢alismalarinda kolaylik saglamasi i¢in resimler 6n isleme tabi tutulmustur. Bu 6n islemde agacta yer alan
yapraklar diger nesnelerden ve golgelerinden ayirma islemi i¢in goriintii boliitleme islemi uygulanmistir.
Goriintii bolitleme, goriintiideki piksellerin 6zelliklerine bagl olarak bir goriintiiyli birden ¢ok parcaya veya
bolgeye ayirmak icin kullanilan bir yontemdir. Goriintii boliitleme ile 6n plani arka plandan ayirma islemi,
renk ya da sekil benzerliklerini kiitmeleme en ¢ok kullanilan uygulamalaridir. Bu ¢aligmada goriintii boliitleme
islemi icin matlab image segmenter uygulamasinda yer alan grafik kesim graph cut yontemi kullanilmistir
(Sekil 1). Grafik kesim, bir goriintiiyii 6n plan ve arka plan 6gelerine ayirmak icin kullanilan béliimleme
teknigidir. Grafik kesim yontemi hizli béliimleme i¢in grafik teorisini kullanmaktadir. Tanimlanan 6n plan
ve arka plan bilgilerine gore pikseller arasi baglant1 agirlig1 belirlenir ve algoritma pikseller arasindaki baglant:
agirhiklarina gore goriintiideki nesnelerin boliimlenmesini saglar.

2.3. Veri ¢ogaltma (Synthetic data generation)

Veri gogaltma islemleri iki agamali olarak uygulanmugtir. ilk olarak gekilen fotograflar arka plan giiriiltiileri
temizlendikten sonra kirmizi(r), yesil(g) ve mavi(b) renk kanallarimin degeri sifirdan biiyiik olan pikseller esit
eleman sayilarindan olusacak sekilde alt kiimelere ayrilmustir. Alt kiime sayist 330 olarak secilmigtir.

y=f(@g0b) (1)

Buislemile f(r, g, b) fonksiyonunun tanim kiimesindeki eleman sayist lineer regresyon yontemi kullanilarak
20’den, 330’a ¢ikartilmigtir. Her agactan 4 yaprak alinmistir. Cekilen her fotografta ayni agagtan alinan dort
yaprak kullanilmistir. Veri toplama, ¢ogaltma ve matematiksel modellerin kullanimi sekil 1’de detaylt
gosterilmistir.

resian Optimizasyonu

Ornek Yapraklann Yapraklann

Secilmesi K'”‘V?S.a' SYM
Analizi Cubic

) A 4 - . A
Yaprak IS N Kalsi
Fotograflarinin Cekilmesi Ya.\pre.!k' SVM » - styur_n
(20 Fotograf) Verilerinin Quadratic Degeri

| ) Cogaltiimasi —_—

g v : (Lineer
. Yapraklarnn Sayisal Regres(\‘/on SVM
Orneklem: 20 Agag Analizi 330 ade) % Linear ‘

Sekil 1. Polinom tabanli SVM algoritmalarinda veri toplama, gogaltma ve tahminleme siiregleri
(Data collection, synthetic data generation and prediction processes in polynomial kernel SVM algorithms)

2.4. Matematiksel model ve parametreler (Mathematical model and parameters)

SVM modeli, regresyon gorevinde kullanilan bir makine 6grenimi algoritmasidir. Bu model, veri setindeki
ornekler arasinda en iyi uyum saglayan bir hiperdiizlemi bulmaya c¢alisarak hedef degiskenin tahminini
gerceklestirir. Destek vektor makinelerinin (SVM) regresyonu i¢in kullanilan hiperparametreler, modelin
hata ve yaklasim degerlerini etkileyen 6nemli ara¢lardir [19], [20].

C(Cost), hata noktalarmin ne kadar ihmal edilebilecegini kontrol eden bir parametredir. Biiyiik C(cost)
degerleri, modelleme hatasina daha fazla ceza verir ve modelin egitim veri setine daha fazla uymasini saglar.
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Ancak, asir1 uyuma yol acabilir. Kiigiik C degerleri genelleme yetenegini artirabilir ancak egitim veri setindeki
hatalara hassas degildir [21]-[23] .

Epsilon (g), regresyon hatasinin kabul edilebilir bir sinirdan ne kadar sapma gostermesine izin verilecegini
kontrol eder. Epsilon degeri biiytiditkge, model regresyon hatasina daha fazla tolerans gostermektedir [21]-
[23].

Kernel, SVM'de veri noktalarini bir 6zellik uzaymna doniistiirmek i¢in kullanilan bir fonksiyondur. Regresyon
kernel fonksiyonlarinin genel fonksiyonu denklem 1’de verilmistir.

K(x,y) = (y.x.y + 1) 2)

Denklem 2’de ¥ kernel katsayisi, d polinom derecesi ve r sapma degeridir. Hiperparametrelerin en uygun
degerlerini bulmak i¢in ¢apraz dogrulama ydéntemi ve farkli hiperparametre kombinasyonlarini denemek
i¢cinde Bayesian Optimizasyon algoritmasi kullanilmustir.

Veri setinde toplam 330 gozlem bulunmakta olup, tahmin yapmak i¢in 3 adet tahminci degisken (R,G,B)
kullanilmigtir. Hedef degisken "Ca" olarak belirlenmistir. Modelin performansi, 5 kath ¢apraz dogrulama
yontemi kullanilarak degerlendirilmistir.

Deneyimdeki veri seti iizerinde gergeklestirilen 5 katli ¢apraz dogrulama, modelin genelleme yetenegini
degerlendirmek ve performansini daha giivenilir bir sekilde 6l¢mek i¢in kullanilmistir. Her bir iterasyonda
veri seti rastgele bese bolinmiis, model dort katmanda egitilmis ve besinci katmanda test edilmistir. Bu islem
bes kez tekrarlanarak genel performans degerlendirmesi saglanmistir [18], [19], [23].

Bu otomatiklestirilmis regresyon analizi deneyimi, veri bilimi ve makine 6grenimi alanindaki uygulamalara
hizli ve etkili bir ¢oziim sunmaktadir. SVM modeli, tahmin degiskeni "Ca" tizerindeki iliskileri anlamak ve
model performansini degerlendirmek i¢in kullanilmistir. Elde edilen sonuglar, modelin belirli bir veri setinde
basarili bir sekilde genelleme yapabilme yetenegini yansitmaktadir.

Hiperparametreler; box constraint (C), modelin karmagikligini kontrol eden bir hiperparametredir. [0.001,
1000] araliginda gergel sayilar icerir ve logaritmik bir dontistimle islenmistir. Kernel scale, SVM'nin ¢ekirdek
fonksiyonlarinin 6lgegini belirleyen bir hiperparametredir ve [0.001, 1000] araliginda gercel sayilar icerir ve
logaritmik bir doniisiimle iglenmigtir. Epsilon, SVM regresyonunun hatasi olan epsilon degerini belirler.
[3.2158, 321575.7631] araligindaki gercek sayilar icerir ve logaritmik bir dontistimle islenmistir.
Standardize(standartlagtirma), veri setini standartlagtirma durumunu belirleyen bir hiperparametredir "true"
veya "false" degerlerini alabilir.

Bu hiperparametreler, modelin karmagikligini, hatasini ve standartlastirma durumunu kontrol eden 6nemli
araglardir. Bayesian Optimizasyon, bu hiperparametre setini optimize ederek modelin daha iyi bir performans
gostermesini saglar.

Bayesian Optimization siirecindeki islem basamakalari; hiperparametre uzayi, ilk olarak, modelin optimize
edilecek hiperparametrelerinin bir uzayi belirlenir. Bu uzay, box constraint, kernel scale, epsilon, standardize
gibi hiperparametreleri icerir. Hiperparametrelere baglangic deger atamasi yapilir. Amag¢ fonksiyonu
belirlenir. Bu fonksiyon, modelin performansini 6l¢en bir metrik iizerinden tanimlanir. Belirlenen cost(C)
dahilinde hiperparametre uzayinda iteratif olarak degerlendirme yapilir. Her adimda, modelin performanst
olgiiliir ve bu degere bagli olarak bir sonraki hiperparametre seti belirlenir. Belirlenen cost(C) i¢inde en iyi
performans: saglayan hiperparametre seti bulunur. Bu set, Bayesian Optimization siirecinin sonucudur.
[teratif bir siireg olarak, her bir déngiide hiperparametre se¢imi, model egitimi, performans degerlendirmesi
ve giincelleme adimlari tekrarlanarak en iyi hiperparametre setinin bulunmasi hedeflenir.
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3. Sonuc;lar ve Tart1§ma (Results and Discussion)
3.1. SVM-Linear algoritma51 (SVM-Linear algorithm)
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Sekil 2. Bayesian Optimization yontemi kullanilarak SVM-Linear algoritmasinda elde edilen optimize edilmis parametrelerin hata ve
yaklagim performanslari
(Error and approximation performances of optimized parameters obtained in the SVM-Linear algorithm using the Bayesian Optimization method)

Destek vektor makinesi (SVM) modelinin hiperparametre optimizasyonu i¢in kullanilan Bayesian
Optimization yontemi, belirlenen hiperparametre setinin dogrulama performansini ayrintili olarak sekil 2'de
verilmistir. Ayni zamanda, Bayesian Optimization yontemiyle elde edilen hiperparametre kombinasyonlar:
arasinda en yiiksek basariya sahip olan ilk 10 sonug tablo 1'de paylasimistir. Bu dogrultuda belirlenen
hiperparametre seti ile gelistirilen Destek Vektor Makinesi (SVM) modeli, yiiksek R kare degeriyle veriyi etkili
bir sekilde agiklamakta ve diisiik Root Mean Square Error (RMSE) degeriyle tahminlerin gergek degerlere
yakin oldugunu gostermektedir. Bayesian Optimization stratejisi kullanilarak belirlenen hiperparametre seti
ve olusturulan SVM modelinin; dogrulama verisi iizerinde bagarili bir performans sergiledigini
gostermektedir.

Tablo 1. Bayesian Optimization yontemi kullanilarak SVM-Linear algoritmasinda elde edilen optimize edilmis parametreler ve
dogrulama performanslarinin kombinasyonlari ( Siralama RMSE degerine gore yapilmus olup ilk 10 degeri gostermektedir. Toplam
kombinasyon sayis1 30 dur.)

(Combinations of optimized parameters and verification performances obtained in the SVM-Linear algorithm using the Bayesian Optimization method
(The ranking is made according to the RMSE value and shows the first 10 values. The total number of combinations is 30.))

BoxConstraint Kernel Scale Epsilon Validation RMSE Validation Rsquared
413.2376902 0.149042976 26.72295986 347.7663911 0.989816633
0.026945007 0.028940967 28.96798805 348.3532578 0.989782235
3.35792329 0.129978567 20.90234852 350.402532 0.989661664
3.682985661 0.068124603 19.84131668 350.9247292 0.989630827
87.31014359 0.270066044 17.74144123 351.7494962 0.989582029
1.427989577 0.167288076 11.59887758 353.8129505 0.989459441
0.001101378 0.004131366 8.959736054 354.7195096 0.989405357
3.140283237 0.147229454 8.530972267 354.8003963 0.989400525
173.8278945 0.285662457 7.559932223 355.4594489 0.98936111
0.034528455 0.015737249 5.650026688 355.8737029 0.989336299
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Sekil 3. SVM- Linear algoritmasinda gergek deger ve tahmin yanitlarinin kargilagtirma performanslari
(Comparison performances of actual value and predicted responses in the SVM- Linear algorithm)

Sekil 3’te diyagonal ¢izgi ideal durumu temsil eder; yani, ger¢ek ve tahmin edilen degerler arasindaki uyumu
gosterir. Gorsel olarak bu ¢izgiye yakin bir dagilim, modelin gergek degerlere yakin ve tutarli tahminlerde
bulundugunu goésterir. Bu durum, belirlenen hiperparametre seti ve Bayesian Optimization’u kullanilarak
olusturulan SVM modelinin veriyi etkili bir sekilde agikladigini ve dogrulama verisi iizerinde yiiksek
performans sergiledigini gostermektedir.

3.2. SVM-Quadratic algoritmasi (SVM-Quadratic algorithm)
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Sekil 4. Bayesian Optimization yontemi kullanilarak SVM- Quadratic algoritmasinda elde edilen optimize edilmis parametrelerin hata
ve yaklagim performanslari
(Error and approximation performances of optimized parameters obtained in the SVM-Quadratic algorithm using the Bayesian Optimization method)

Destek vektor makinesi (SVM) modelinin hiperparametre optimizasyonu i¢in Bayesian Optimization
yontemi kullanilarak belirlenen hiperparametre setinin dogrulama performansi sekil 4’de verilmigtir. Ayrica
Bayesian Optimization yontemi kullanilarak elde edilen hiperparametre kombinasyonlarindan en yiiksek
basariya sahip ilk 10 sonug tablo 2’de paylagilmistir.
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Tablo 2. Bayesian Optimization yontemi kullanilarak SVM-Quadratic algoritmasinda elde edilen optimize edilmis parametre ve
dogrulama performans kombinasyonlar: ( siralama RMSE degerine gore yapilmis olup ilk 10 degeri gostermektedir. Toplam
kombinasyon sayis1 30 dur.)

(Combinations of optimized parameters and verification performances obtained in the SVM- Quadratic algorithm using the Bayesian Optimization
method (The ranking is made according to the RMSE value and shows the first 10 values. The total number of combinations is 30.))

BoxConstraint Kernel Scale Epsilon Validation RMSE Validation Rsquared
161.9773328 0.557191839 312.3473457 295.7931324 0.992632972
967.9262171 0.875948995 346.9786153 297.271893 0.992559127
433.4541301 0.311059872 240.5526151 299.6919974 0.992437481
304.829562 0.771002448 207.0737476 302.4558597 0.99229735
13.13843562 0.325438467 150.3384645 312.7825197 0.991762392
3.380708157 0.270484319 114.9687094 322.2166498 0.991257973
2.994487851 0.242315929 98.55338541 326.5159236 0.991023131
0.429380191 0.050528408 65.25387426 335.7532089 0.990508026
3.397631434 0.085163718 51.95381339 339.7573508 0.990280277
0.265001018 0.001016695 25.42854692 348.7772761 0.989757345

Belirlenen hiperparametre seti ile elde edilen SVM modeli, yitksek R kare degeri ile veriyi yiiksek oranda
agiklamakta ve diisiik RMSE degeri ile tahminlerin gergek degerlere yakin oldugunu gostermektedir. Bayesian
Optimization stratejisi kullanilarak elde edilen hiperparametre seti ve SVM modelinin, dogrulama verisi
tizerinde ytiksek performans sergiledigini gostermektedir.
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Sekil 5. SVM-Quadratic algoritmasinda gergek deger ve tahmin yanitlarinin kargilagtirma performanslari
(Comparison performances of actual value and predicted responses in the SVM- Quadratic algorithm)

Sekil 5’de, SVM-Quadratic regresyon modelinin gercek ve tahmini degerlerini karsilastirmak icin
kullanilmistir. Bu grafik, modelin gergek verilere yaklasimini degerlendirmek adina énemli bir aragtir. Iyi bir
modelde, gergek ve tahmin degerleri tam olarak 6rtiisiir ve diyagonal ¢izgi olusturmaktadir. Grafik tizerindeki
her noktanin diyagonal ¢izgiden uzakligi, o tahminin hatasini ifade eder. Grafiktende goriilecegi gibi gercek
degerler ve tahmin degerleri yiiksek oranda 6rtiismekte ve diyagonal ¢izgi olusturmaktadur.
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3.3. SVM-Cubic algoritmasi (SVM-Cubic algorithm)
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Sekil 6. Bayesian Optimization yontemi kullanilarak SVM-Cubic algoritmasinda elde edilen optimize edilmis parametreler ve
dogrulama performanslari
(Error and approximation performances of optimized parameters obtained in the SVM-Cubic algorithm using the Bayesian Optimization method)

Bu ¢aligmada, destek vektor makinesi (SVM) modeli igin Bayesian Optimization yontemi kullanilarak
belirlenen hiperparametre setinin dogrulama performans: incelenmistir. Bu sonuglara goére, belirlenen
hiperparametre seti ile elde edilen SVM modelinin yiiksek performans sergiledigini gostermektedir. Diisiik
RMSE degeri, modelin tahminlerinin gergek degerlere yakin oldugunu, yiiksek R kare degeri ise modelin
veriyi yitksek oranda agikladigini gostermektedir.

Bayesian Optimization'in kullanilmasi, belirlenen hiperparametre setini optimize etmede etkili olmustur. Bu
sonuglar, SVM modelinin belirli bir problem tizerinde basarili bir sekilde uyarlandigini ve hiperparametre
optimizasyonunun bu basariy1 artirdigini gostermektedir. Ozellikle, BoxConstraint ve Kernel Scale gibi
hiperparametrelerin model performansindaki etkisi 6nemlidir. Standardizasyonun false olmasi, veri setinin
standartlagtirilmadigini gostermektedir. Ayrica Bayesian Optimization yontemi kullanilarak elde edilen
hiperparametre kombinasyonlarindan en yiiksek basariya sahip ilk 10 sonug¢ tablo 3’de ve dogrulama
performansi da sekil 7°de verilmistir.

Tablo 3. Bayesian Optimization yontemi kullanilarak SVM-Cubic algoritmasinda elde edilen optimize edilmis hiperparametreler ve
dogrulama performans kombinasyonlar: ( siralama RMSE degerine gore yapilmis olup ilk 10 degeri gostermektedir. Toplam
kombinasyon sayis1 30 dur.)

(Combinations of optimized parameters and verification performances obtained in the SVM-Cubic algorithm using the Bayesian Optimization method
(The ranking is made according to the RMSE value and shows the first 10 values. The total number of combinations is 30.))

BoxConstraint Kernel Scale Epsilon Validation RMSE Validation Rsquared
941.8442131 0.417461642 250.7642617 300.9392457 0.992374403
78.10845401 0.289259491 326.2277033 302.4268688 0.992298826
142.2002401 2.60377804 255.1919797 305.3886486 0.992147247
929.7379756 1.873427275 385.3543677 308.1705874 0.992003526
995.9629942 8.300488299 321.5053366 312.7371392 0.991764782
997.0468113 1.672638739 131.1677841 319.5328459 0.991402995
181.6804707 0.234791432 92.64252791 329.4120231 0.99086318
670.7817518 0.776443467 35.48066837 345.8667607 0.98992758
5.092075509 0.100515873 18.30578891 351.8103139 0.989578426
31.77291005 0.506563232 17.66780319 351.822748 0.989577689
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Sekil 7, SVM-Cubic regresyon modelinin hata ve yaklasim degerini gosteren bir grafiktir. Grafikte, modelin
gercek degerlere olan yaklagimini ve tahmin yetenegi gorsellestirilmistir. Ideal bir modelde, gergek ve tahmin
edilen degerler birbirine ¢ok yaklasir ve bu durum diyagonal bir ¢izgi olusturur. Grafikte her noktanin
diyagonal ¢izgiden uzakligl, o noktanin tahmin hatasini temsil eder.

Gozlemlendigi tizere, SVM-Cubic regresyon modeli tarafindan gergeklestirilen tahminler ile gercek veriler
arasinda yiiksek bir uyum s6z konusudur. Grafikteki noktalarin genel egilimi, diyagonal bir ¢izgi olusturacak
sekilde gercek ve tahmin degerlerinin yakin oldugunu gostermektedir. Bu durum, modelin verileri etkili bir
sekilde 6grendigini ve genellemeye uygun bir performans sergiledigini isaret etmektedir.
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Sekil 7. SVM-Cubic algoritmasinda gergek deger ve tahmin yanitlarinin kargilagtirma performanslari
(Comparison performances of actual value and predicted responses in the SVM-Cubic algorithm)

3.4. Kargilastirma ve degerlendirme (Comparison and evaluation)

RMSE degerleri, SVM Quadratic modelinin RMSE degeri (295.7931324), diger iki modele gore daha
diisiiktiir. Diigiik RMSE, modelin daha iyi tahminler yaptigini gostermektedir. Rsquared (R kare) degerleri;
SVM Quadratic modelinin R squared degeri (0.992632972), diger modellere gore daha yiiksektir. Bu durum,
SVM Quadratic modelinin veriyi daha iyi agikladigini gostermektedir. Hiperparametre degerleri; SVM Cubic
modeli, digerlerine gore daha yiiksek BoxConstraint ve Kernel Scale degerlerine sahiptir. Bu durum, SVM
Cubic modelinin daha karmagik bir yapiya sahip oldugunu gostermektedir. Sonug olarak; SVM Quadratic
modeli, diisiitk RMSE ve yiiksek R squared degerleri ile modelin daha iyi bir performans sergiledigini
gostermektedir.
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