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Son yillarda hizla artan biiyiikliikteki veri setlerinden bilgi kesfetmek oldukca degerlidir. Veri madenciligi
yontemleri, siniflandirma problemlerinde, biiylik ve karmasik veri setlerindeki gizli Oriintliniin ortaya
¢ikarilarak verilerin belli bir sinifa atanmasi amaciyla kullanilir. Bu ¢aligmada, kurumlarin bagarim
degerlendirilmesi siirecine istatistiksel bakis acisi kazandirmak amaciyla veri madenciligi yontemleri ile
Analitik Hiyerarsi Siireci (AHP) ve CODAS yontemleri kullanilarak bir melez siniflandirma yaklagimi
onerilmistir. Uygulama amaciyla bir kurum verisi ele alimmustir. Veri seti 6n isleme asamasindan gegirilerek,
veri setindeki degiskenler, uzman bilgisi dikkate almmarak AHP yontemi ile agirhiklandirilmistir.
Agrrliklandirilmig gercek veri setine, veri madenciligi siniflandirma yontemlerinden Lojistik Regresyon (LR),
K-En Yakin Komsu (KNN) algoritmasi, Destek Vektor Makineleri (SVM) ve Rastgele Orman (RF)
algoritmas1 uygulanmistir. Siniflandirma yontemleri, 5-kat ¢apraz dogrulama sonucu elde edilen dogruluk,
kesinlik, duyarlilik ve Fi-skor performans olgiitlerine gore hesaplanmistir. Elde edilen performans odlgiitleri,
cok Olciitlii karar verme yontemi olan CODAS’a gore degerlendirilmistir. Yapilan melez smiflandirma
yaklagimina gére, Ar-Ge ve Tasarim merkezlerinin faaliyetlerinin degerlendirilmesi konusunda RF y6nteminin
daha iyi siniflandirma performansina sahip oldugu goriilmiistiir.

Anahtar sozciikler: AHP, CODAS, Cok 6l¢iitlii karar verme, Melez simiflandirma, Performans dlgiitleri, Veri
madenciligi yontemleri, Veri 6n isleme

' Bu caligma, birinci yazarn, ikinci yazarin danismanliginda hazirladigi doktora tezinden tiretilmistir.
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Abstract

A hybrid classification approach with data mining methods and an application

In recent years, it is very valuable to discover information from data sets of rapidly increasing size. Data mining
methods are used in classification problems to assign data to a certain class by revealing the hidden pattern in
large and complex data sets. In this study, a hybrid classification approach is proposed by using data mining
methods with Analytic Hierarchy Process (AHP) and CODAS methods in order to gain a statistical perspective
on the performance evaluation process of the instutitions. An instutition data is taken as a basis for the
application. The data set is preprocessed and the variables in the data set are weighted by AHP method by
taking into account expert knowledge. Logistic Regression (LR), K-Nearest Neighbour (KNN) algorithm,
Support Vector Machines (SVM) and Random Forest (RF) algorithm, data mining classification methods, were
applied to the weighted real data set. The classification methods were calculated according to the accuracy,
precision, sensitivity and F-score performance measures obtained from 5-fold cross-validation. The obtained
performance criteria were evaluated according to the CODAS, a multi-criteria decision making method. As a
result of the hybrid classification approach, it was seen that the RF method has better classification performance
about the evaluation of the activities of R&D and Design centers.

Keywords: AHP, CODAS, Multi criteria decision making, Hybrid classification, Performance metrics, Data
mining methods, Data preprocessing

1. Giris

Gliniimiizde depolanmis veri setlerinde mevcut olan ve sakl kalan bilgileri ortaya ¢ikarmak oldukea kritik
bir rol oynar. Fakat, olusan biiyiik veri yiginlarinda geleneksel veri analizi yontemleri yetersiz kalmaktadir.
Veri madenciligi, ham veride bulunan Orintileri ortaya ¢ikarmak ve kesfetmek adina, ozellikle
simiflandirma problemleri tizerinde etkili bir bicimde kullanilir. Veri madenciligi yontemleri ile
siniflandirma yapilmadan 6nce kesfedici veri analizi ile veri 6n isleme asamalarinin uygulanmasi gerekir.
Cetin ve Yildiz [ 1] ¢alismalarinda, literatiirde bulunan ¢ok sayida veri 6n isleme yontemleri ve algoritmalari
iizerine kapsamli bir inceleme yapmuslardir. Eme¢ ve Ozcanhan [2] calismalarinda, veri 6n isleme
yontemlerini ayrintili olarak ele alip yapilan uygulama sonucunda, veri 6n islemenin karar vermede daha
dogru sonuglar elde edilmesine yardimci oldugunu belirtmislerdir.

Veri 6n isleme asamasinda, veri setinin yapisini anlamak, boyut azaltmak ya da gruplamak amaciyla farkli
yontemler kullanilabilir. Veri setindeki degiskenlerin dnem agirliklarimin hesaplanmasi ve subjektif
degerlendirmelerden yararlanilmas1 amacityla Cok Olgiitlii Karar Verme (Multi Criteria Decision Making-
MCDM) yontemlerinin kullanilmasi da veri 6n isleme siirecine dahil edilebilir. Bu ¢calismada, bir MCDM
yontemi olan Analitik Hiyerarsi Siireci (Analytic Hierarchy Process-AHP) yontemi ile uzman goriisii
dikkate alinarak degiskenlerin 6nemine gore degisken agirliklar belirlenmistir. Boylece, veri 6n igleme
siirecinde, MCDM yontemleri kullanilarak veri setindeki degiskenlerin 6nemi hakkinda 6nsel bilgi elde
edinilmesi saglanmigtir.

Veri madenciligi, veri yiginlarinda veriye dayali derinlemesine kesifler yapmayu, istatistiksel yontemler ile
ortiilii bilgileri, veriden ¢ikarmayi amaglar [3]. Han vd. [4] ¢alismalarinda, veri madenciligi kavrami ve
yontemleri detayli olarak anlatilarak 6rneklerle agiklanmistir. Cinar ve Silahtaroglu [5] ¢alismalarinda, bir
anket veri seti iizerinde veri madenciligi yontemlerini uygulayarak, gizli kalmis orlintii ve nedenleri
kesfetmislerdir.

Veri madenciligi yontemleri, denetimli 6grenme (supervised learning) ve denetimsiz Ggrenmeden
(unsupervised learning) olusur. Denetimli 6grenme, siniflandirma ydntemlerini, denetimsiz grenme de
kiimeleme ve birliktelik kurallarini icermektedir. Siniflandirma ¢alismasi yapilmasi istenen on iglemesi
yapilmis veri setinde, veri madenciliginin denetimli 6grenme bashigi altinda siniflandirma algoritmalari
kullanilir. Smiflandirma performansimin olgiilmesinde, Dogruluk (Accuracy), Duyarlilik (Sensivity),
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Kesinlik (Precision) ve Fi-Skor (Fi-Score) ol¢iitleri hesaplanir. Nieto vd. [6] calismalarinda, stratejik karar
vermede denetimli siniflandirma yontemlerini kullanmiglardir. Gergek veri seti ile yapilan galismada,
performans Olgiitlerine gore RF algoritmasinin diger yontemlere gore daha iyi performansa sahip oldugu
goriilmiistiir. Oztiirk Zan [7] calismasinda, gercek veri seti iizerinde denetimli grenme algoritmasini
uygulamistir. 5-kat ¢apraz dogrulama (Cross Validation-CV) sonucu elde edilen performans olgiitlerine
gore RF algoritmasinin en iyi performansi gosterdigi belirtilmistir. Yavuz vd. [8] caligmalarinda, karar
destek sisteminin gelistirilmesi amaciyla, simiflandirma yontemlerinden Naive Bayes, KNN, Karar Agaci
ve RF kullanilarak performanslar1 degerlendirilmistir.

Yapilan ¢aligmalarda, ¢ok Slgiite sahip karar segcenekleri arasindan birine karar vermek olduk¢a zordur.
MCDM, belirlenen bir amaci gergeklestirmek i¢in mevcut segenekler arasindan, belirlenen dlgiitler dikkate
alinarak en uygun olanin se¢imine karar verme siirecidir. Karar verme siirecinde, MCDM yo6ntemlerinden
CODAS (Combinative Distance-based Assesment) uygulanarak, smiflandirma yontemlerinin 6ncelikli
siralamasi yapilir. Ulutas [9] caligmasinda, bir tekstil sirketi i¢in lojistik saglayici se¢iminde AHP ve
CODAS yontemlerini birlikte kullanmistir. AHP ile elde edilen kriter agirliklart CODAS yontemi ile
birlestirilerek alternatifler siralanmigtir. Can vd. [10] calismalarinda, saglik sektoriinde alti sigma
projelerinin dnceliklendirilmesi ve se¢imi i¢in AHP ve CODAS yontemlerini entegre eden bir hibrit karar
verme modeli Onermektedir. AHP yontemi ile elde edilen kriter agirliklart kullanmlarak CODAS
uygulanmustir.

Bu c¢alismada, siniflandirma yoéntemlerinin MCDM yontemleri ile agirliklandirilarak performans
Ol¢iitlerinin hesaplandigi ve performans Olgiitlerinin degerlendirilmesinde MCDM yo6ntemi kullanilarak
karar verilmesi konusunda, veri madenciligi yontemleri ile MCDM yontemleri kullanilarak bir melez
siniflandirma yaklagimi dnerilmistir. Calismanin ikinci boliimiinde, veri 6n isleme ile veri setini etkileyen
degisken agirliklarinin hesaplanmasinda kullanilan AHP yontemine yer verilmistir. Calismanin ti¢lincii
boliimiinde, veri madenciligi ile smiflandirma bagliginda Lojistik Regresyon (LR), K-En Yakin Komsu
(KNN) algoritmasi, Destek Vektor Makineleri (SVM) ve Rastgele Orman (RF) algoritmasi agiklanmistir.
Smiflandirma performans oOlgiitleri tanimlanarak performans ol¢iitlerinin karar verilmesinde kullanilan
CODAS yoéntemi anlatilmigtir. Caligmanin dordiincii boliimiinde, bir gergek veri seti iizerinde uygulama
yapilmistir. Calismanin besinci boliimiinde ise sonuglara yer verilmistir.

2. Veri on isleme

Bilgi teknolojisinin gelisimi ile verinin depolanma kapasitesi artarak biiyiik veri (big data) yapilan
olusmustur. Elde edilen her yeni veri saklanmakta fakat, olusan veri yigmindan anlaml bilgi ¢ikarmak
zorlagsmaktadir. Veriden bilgi elde edilmesi siireci, bilgi kesfi olarak adlandirilir. Fayyad [11] ¢alismasinda,
bilgi kesfi sayesinde olusan veri yiginlarinin etkili bir bicimde kullanilmasiyla deger elde edilmesinin
onemi vurgulanmistir. Kavurkaci vd. [12] ¢alismalarinda biiylik veri islemede kullanilan yontemlere genel
bir bakis ag¢is1 sunmustur.

Veri madenciligi kavrami, yiiksek kapasiteli verinin igerisindeki kesfedilmemis bilgiyi ortaya ¢ikarmay1
hedefler [13]. Veriden bilgi kesfi siireci olarak adlandirilan bu siire¢ asamalar1 Sekil 1°de 6zetlenmistir.
Birinci agsamada arastirma konusuna yonelik elde edilen ham veriden, hedeflenen veri se¢imi yapildigi Sekil
1’den agikc¢a goriilmektedir. Verideki bilgi kesfi siirecinin 6n isleme asamasinda (veri temizleme, veri
biitiinlestirme, boyut azaltma, veri segme) istatistiksel yaklagimlara dayali veri analizi yapilarak, hedef
veride, eksik deger tamamlanarak hatali, anlamsiz degerler cikartilir. Eger, veri doniisiim gerektiriyorsa,
dontistiirme islemi yapilarak doniistiiriilmiis verilere ulasilir.
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Sekil 1. Veri-Bilgi Kesfi Siireci [18]

Cizelge 1°de verilen veri setindeki degiskenlerin 6lgiildiigii birimler arasindaki farkliliklarin giderilmesi
amaciyla Z-skor, Min-Max gibi standartlastirma yontemleri kullanilarak veri seti, 6l¢ii biriminden bagimsiz
hale getirilir. Veri hazirlama agsamasindan sonra biiyiik verilerin analizini kolaylastiran, gizli 6riintii kesfini
saglayan temeli istatistiksel yontemlere dayali MCDM yontemleri kullanilir. Keles ve Tunca [14]
caligmalarinda, bir Ar-Ge firmasinin kurulus asamasinda, igletmelerin goriisiine gére 6nemli degiskenlerin
AHP yontemi ile agirliklarii belirlemiglerdir. Arslan ve Belgin [15] caligmalarinda, AHP yontemini, imalat
sanayisindeki Oncelikli teknoloji alanlarimi etkileyen degiskenlerin agirliklandirilmasinda kullanmustir.
Calisma sonucunda elde edilen siralamaya gore ilgili sektorlere saglanan Ar-Ge, yenilik ve girisimecilik
desteklerinde Oncelik taninmasi Onerilmistir. Gliryeli [16] caligmasinda, Bilim, Sanayi ve Teknoloji
Bakanhg (giiniimiizde Sanayi ve Teknoloji Bakanlhigi) tarafindan yiiriitiilen Teknolojik Uriin Yatirim
Destek Programi destegi i¢in sunulan Ar-Ge projelerinin se¢im siirecini incelemistir. Bu siiregte, alaninda
uzman akademisyenlerin goriislerine gére AHP uygulanarak Ar-Ge projelerinin degerlendirilmesinde
dikkate aliman degiskenlerin goreceli énem seviyeleri elde edilmistir. Subjektif degerlendirmelerden
yararlanilarak, veri setindeki degiskenlerin 6nem agirliklarinin hesaplanmasi amaciyla AHP yontemi
uygulanir.

Cizelge 1. Cok degiskenli veri seti

Bagimsiz degiskenler Bagimlh degigken
No. X, X, X, Y
‘xll x12 ‘xlm )/1
2 X1 X2 Xom Y,
n xnl ‘xn2 xnm Yn

AHP yontemi, degiskenlerin ikili kiyaslamasim yaparken sozel ifadeleri sayisal degerler kullanarak ifade
edip karsilastirma yapan MCDM yontemlerinden biridir [17]. AHP’de, Saaty tarafindan 6nerilmis olan
karsilastirma 6lgegi ile subjektif degerlendirmeler, matrisler yardimiyla matematiksel olarak ifade edilir
[18]. AHP uygulamak i¢in Cizelge 1°de goriillen m sayida degisken, Saaty [18] calismasinda Onerilen
karsilastirma Slgegiyle birbirlerine gére 6nem degerleri dikkate alinarak

1 a, oq

A — 1/5.112 1 a2.m (1)

l/alm 1/aZrn o 1
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bigiminde bir karsilagtirma matrisi olusturulur. Esitlik (1) ile taniml1 karsilastirma matrisinin her bir elemani

a..
@ =—2 =12, ,m ()
2.4

J=1

olacak bigimde normallestirilir. Normallestirilmis karsilagtirma matrisinin satir ortalamalar1 degiskenlerin
onem agirliklar1 olup

w, =

Day, i=12,.m )

J=1

SHES

olur. Elde edilen degisken agirliklari ile veri seti Cizelge 2’deki bigimde agirliklandirilir.

Cizelge 2. AHP ile agirliklandirilmis ¢ok degiskenli bir veri seti

Bagimsiz degiskenler Bagiml degisken
No. wX, w, X, WX, Y
WXy WaXi, e Wk, Y
2 Wl x21 w2 x22 e Wm x2m Y2
n Wl xnl W2xn2 e Wm xnm Yn

Agirliklandirilmis veri setinin elde edilmesi ile veri 6n isleme siireci tamamlanir. Istatistiksel bakis acist ile
daha esnek hesaplama kolayligi saglayan veri madenciligi siniflandirma yontemleri uygulanarak veri
yapisina uygun bi¢imde analiz yapilir.

3. Veri madenciligi sinifflandirma yontemleri

Veri madenciligi siniflandirma yontemleri, verideki gizli oriintiilerin ortaya ¢ikarilarak gézlemlerin hangi
siifa ait oldugunun tahmin edilmesini saglayan denetimli 6grenme yontemleridir. Bagimli degiskenin
kategorik ve bagimsiz degiskenlerin siirekli ve kategorik degiskenlerden olustugu veri setleri i¢in Sekil 3’te
verilen veri madenciligi siniflandirma yontemleri kullanilmaktadir.

Lojistik Regresyon
Analizi

B K-En Yakin Komsu

Algoritmasi
e Denetimli Ogrenme S Siniflandirma —
Destek Vektor

B Makineleri

Rastgele Orman
Algoritmasi

Veri Madenciligi Yontemleri

Sekil 3. Veri madenciligi siniflandirma yontemleri

Veri madenciligi smiflandirma yontemlerinin uygulanabilmesi i¢in, yontemlere iliskin ayarlanabilir
parametrelerin (tuning parameters) ilgilenilen veri setine yonelik uygun bi¢cimde belirlenmis olmasi gerekir.
Ayarlanabilir parametrelerin se¢imi yontemlerin siniflandirma performansinda etkindir. Uzman goriisii
alinarak da belirlenen bu parametrelerin se¢imi onemlidir.
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3.1. Lojistik Regresyon

Lojistik regresyon (LR), veri setindeki gézlemlerin bir sinifa ait olup olmama olasiligini hesaplayarak yeni
gelecek gozlemleri siniflandiran bir veri madenciligi yontemidir. Y, € {0,1} olmak iizere {(Xi,)j)};, etiketli
bir veri seti olsun. Bagimli degisken kategorik oldugundan dolay1 bagimli degiskenin olasilig1 hesaplanip
lojit doniisiim yapilarak lojistik regresyon modeli

1 .
f(xi)zm, l=1,2,...,l’l (4)

bigiminde elde edilir. Burada
ﬂO +X1ﬂ ::Bo +ﬂ1Xil +182Xi2 +"'+leXnm ’ i= 1’2""’n (5)

dir. Model parametrelerinin tahmin edilmesinde maksimum olabilirlik yontemi kullanilarak tahmin
olasiliklarmin maksimize edilmesi istenir [19]. Esitlik (4) bir olasilik degeri olup, esik degeri 0.5
alindiginda siniflandirma

:>};i=1
K (6)
=Y =0

f(x)=0.5,
f(x)<0.5,

biciminde yapilir. Lojistik regresyonun ayarlanabilir parametreleri, kisitlama yapilacak yontemi (Lasso,
Ridge, None) belirleyen ceza degeri (penalty) ve kisitlama orani (¢)’dur.

3.2. K-En Yakin Komgsu Algoritmast

K-En Yakin Komsu Algoritmasi (KNN), uygulamasi kolay ve anlasilir siniflandirma yontemlerinden
biridir. KNN ydnteminde, siifi belli olan gézlemlerden yararlanilarak yeni katilacak gdzlemin hangi sinifa
ait olup olmadigi belirlenir. Bu yontemde, gozlemlerin her biri ile yeni gelecek gozlem arasindaki uzakliklar
hesaplanarak en kii¢iik uzakliga sahip £ sayida gozlemin se¢imi yapilir. Hesaplanan uzaklik degerleri
arasinda en ¢ok tekrar eden smif, yeni gozlem degerinin smifidir. Gozlemler arasindaki uzakliklar
hesaplamirken yaygin olarak Oklid uzaklik formiilii kullanilir. m degisken sayili veri setindeki i. ve j.
gozlemler arasindaki uzaklik

d, =\/ZZ:1(xik_xjk)2’ Lj=12....m i#] ™

bi¢ciminde hesaplanir. Burada, k£ ayarlanabilir parametresinin belirlenmesi 6nemlidir. En kii¢iik uzakligin
elde edilmesi amaglanir.

3.3. Destek Vektor Makineleri

Destek vektor makineleri (SVM) veri madenciligi yontemlerinden biridir [20]. Bu yontem, veriyi dogrusal
olarak iki sinifa ayirabilmek i¢in en uygun fonksiyonun (hiperdiizlemin) tahmin edilmesi esasina dayanir.

€ {—1, 1} olmak tizere {(X,,Y,' )}" i etiketli bir veri seti olsun. Nokta ¢arpimlan Esitlik (8) bi¢ciminde ifade

=]

edilir.

<ﬂ,X>:,B*X:ﬂTX:i,6’ij ®)

Iki sinif arasindaki karar sinir1 olan hiperdiizlem denklemi



G. Ulu Metin, O.Tiirkgen / Istatistikgiler Dergisi: Istatistik & Aktiierya, 2023, 2, 100-115 106

H diizlemi: < B, X >+ £,=0 9)
biciminde yazilir.

Sekil 4’te verilen B agirlik vektorii, hiperdiizleme dik yonde olup egimi belirlemektedir. Burada, £ sabit

terimdir. A diizlemi optimal hiperdiizlem olup H, diizlemi ve H, diizlemi

H, diizlemi: < B, X >+ f,-1=0
H, diizlemi: < B, X >+, +1=0

(10)

bigiminde olur. H, diizlemi ve H, diizlemi iizerindeki gozlemler, sinirlari belirleyen destek vektorleri

(support vectors) olarak tanimlanmaktadir. Destek vektorlerinin segimi yapilirken /| diizlemi ve H,
diizlemleri arasindaki mesafenin en biiyiik olmasi istenmektedir. Bu mesafeye kenar payr (marjin) adi

verilmekte olup kenar pay1 2d =ﬁ degerinin en biiyiik yapilmasi min%" ,B"z amaglanmaktadir.
k.2
_ Destek Vektorler
<p, X>+f,=0

X1
Sekil 4. iki smifli veri setinin SVM ydntemi ile stmiflandiriimasi

SVM problemi

min f(ﬂ)=%<ﬂ,ﬂ>
s

(11)
2B, B)=Y(<B.X,>+/)-120, i=1,2,..n
bicimde esitsizlik kisith optimizasyon problemi yazilir. Yeni gelen gézlemin siniflandirilmasinda
Y =sgn(B X + ) (12)

ifadesi kullanilir [21,22]. Dogrusal simiflamanin miimkiin olmadig1 ya da degisken sayisinin fazla oldugu
durumlarda, SVM yontemi ¢ekirdek fonksiyonlar1 kullanarak siniflandirma yapar [23]. Cekirdek
fonksiyonu

K(X.X,))= <¢y . >= (<X,.,Xj>)2 (13)

biciminde tanimlanir. Herhangi bir dogrusal siniflandirma probleminin amag¢ fonksiyonunda <X,.,X j>

bi¢giminde vektorlerin i¢ ¢arpimi yer aliyorsa, bu ifade yerine uygun bir K (Xl.,X j) cekirdek fonksiyonu

yazilarak problem giincellenir. Cekirdek fonksiyonlarin se¢imi, SVM performansim etkilemektedir.
Yaygin olarak kullanilan ¢ekirdek fonksiyonlar1 Cizelge 3’te verilmistir.
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Cizelge 3. Yaygin olarak kullanilan ¢ekirdek fonksiyonlari

Dogrusal: K(Xl.,Xj):(<Xl.,Xj>)

Polinom: K(Xi,Xj):(<Xi,Xj>+1)m

2
Dairesel (Radyal) Tabanh: K(X,X)) =exp(-}/||Xl. -X]." )
Sigmoid: K(X,,X,)=tanh(yX,' X +r)

SVM i¢in ayarlanabilir parametreler Cizelge 4’te verilmistir.

Cizelge 4. SVM’de kullanilan ayarlanabilir parametreler

c¢: Kisitlama orant
Kernel: Cekirdek fonksiyon (Polynomial, Rbf, Sigmoid, Linear)
Gamma: ¢ oranini diizenleyici deger

3.4. Rastgele Orman Algoritmasi

Rastgele Orman Algoritmasi (RF), verilen veri kiimesinin gesitli alt kiimelerinde birden ¢ok sayida karar
agaci iceren siiflandirma yontemidir [23]. Bu yontem, veri kiimesinin tahmin dogrulugunu iyilestirmek,
varyansi ve yanlilif1 azaltmak amaciyla kullanilir. RF, tek bir karar agacina giivenmek yerine Sekil 5’teki
gibi her agactan tahminleri toplar ve tahminlerin cogunluguna dayanarak nihai sonucu tahmin eder.

VERI SETI
AGAC #1 AGAC #2 AGAC #3
SINljF A SINf’F B SINlIF c
— |
COGUNLUK OYLAMASI
SON/KABUL éDiLEN SINIF

Sekil 5. RF Algoritmasi [24]

Bootstrap yontemi ile egitim verisinin 2/3’ (In-bag(IB)) ile 6rneklemlerden agaclar olusturulur. Egitim
veri setinin geriye kalan 1/3’1 (Out-of-bag(OOB)), agaclarin performans degerlendirmesi igin hatalarin
kestirim hesabinda kullanilir. Her bir agag¢ ikili boliinme yapisi ile alt diigimlere ayrilir. Olusturulacak agac
sayis1 arastirmaci tarafindan belirlenmektedir. Her bir 6rneklem i¢in her diigiimde m degisken arasindan
s=+/m adet degisken belirlenir. Her egitim setinden elde edilen tahminlerin ¢ogunluk oylamasma gore
siniflandirma yapilir [21]. B olusturulan agag sayisi olmak iizere (b=12, ..., B), b. agacin sinif tahmini

CA'II:F (x) = ¢ogunluk oylamasi {éb (x)}:g (14)
bi¢iminde hesaplanir. Performansin degerlendirilmesinde OOB hata orani

1 n Jal
Eoos =;Z,.:II(Yf # Crpe (1)) (15)

dir. OOB hata oranmmin minimum yapilmasi istenir. RF icin ayarlanabilir parametreler Cizelge 5°te
verilmistir.
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Cizelge 5. RF’de kullanilan ayarlanabilir parametreler

Maksimum derinlik (Max dept): Ardisik soru sayisi

Maksimum degisken (Max features): Her diigiimde degerlendirilen degisken sayisi
Minumum yaprak 6rnegi (Min_samples leaf"): Bir yapraktaki minimum gdzlem sayisi
Minimum érneklem (Min samples split): Bir diigiim bolinmeden 6nce gerekli gdzlem sayisi
n tahmin edici (n estimators): Olusan agag sayisi (B)

Kriter (Criterion): indeks hesaplama yontemi (Gini, Entropy)

Uygulanan siniflandirma ydntemlerinde, algoritmanin performansinin karsilagtirilabilmesi i¢in performans
Olgiitleri bulunmaktadir. Smiflandirma performans olgiitleri temel almarak MCDM ile siniflandirma
yontemine karar verilir. Siniflandirma yontemlerinde, performans 6lgiitleri hesaplanmadan 6nce, veri seti,
egitim seti ve test seti (genellikle %80 egitim seti ile %20 test seti) olmak {izere ikiye ayrilir. Veri seti &
sayida pargaya boliiniir. Boliinen her bir pargadan birisi test diger k-1 parga egitim verisi olarak kullanilir.
Egitilen her bir parga test edilerek performans 6l¢iitii hesaplanir. Hesaplanan k tane performans 6l¢iitiiniin
ortalamasiyla, k-kat Capraz Dogrulama (k-fold Cross Validation-CV) ile performans 6l¢iitleri elde edilir.
Smiflandirma ydntemlerinin performans olgiitlerinin hesaplanabilmesi amaciyla Cizelge 6’da verilen
karigiklik matrisi kullanilmaktadir.

Cizelge 6. Karigiklik matrisi

Tahmin Smifi

Siif Pozitif Negatif
. Dogru Pozitif Yanlis Negatif
Gergek  Tortif (DP) (YN)
Smmif . Yanlis Pozitif Dogru Negatif
Negatif (YP) (DN)

Dogruluk (Accuracy): Dogru olarak smiflandirilmis 6rneklerin toplam 6rnek sayisina orani

Dogruluk = DP+ DN (16)
DP+ DN +YP+YN

ile hesaplanir.

Duyarhlik (Sensivity): Dogru olarak siniflandirilmig pozitif 6rnek sayisinin toplam pozitif 6rnek sayisina
orani olarak

DP
Duyarlilik = ——— 17
! DP+YN (a7

biciminde hesaplanir.
Kesinlik (Precision): Pozitif olarak tahmin edilen degerlerin ne oranda dogru olarak tahmin edildigi 6l¢iitii

DP
DP+YP

Kesinlik = (18)

ile hesaplanmaktadir.

Fi-skor (Fi-score ): Kesinlik ve duyarlilik 6l¢iitiiniin harmonik ortalamasi olan 6lgiit
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(Duyarhlik) x (Kesinlik) (19)

F, - skor =2
(Duyarhlik) + (Kesinlik)

biciminde hesaplanir. Smiflandirma yontemlerine karar verilebilmesi igin smiflandirma performans
oOlgiitlerine gore MCDM yontemlerinden CODAS uygulanacaktir.

CODAS yontemi, 2016 yilinda gelistirilen MCDM yontemlerinden biridir [25]. Bu yontemde alternatiflerin
degerlendirilmesi negatif ideal ¢oziime olan uzakliklara dayanir. Alternatiflerin negatif ideal ¢éziime olan
uzakliklarinin hesaplanmasinda Oklid ve Taxicab uzakliklari kullanilir. CODAS isleyis adimlari asagidaki
gibi tanimlanir.

Adim 1: CODAS yonteminde #n tane siniflandirma yontemi (segenekler), m tane performans oSlgiitleri
(6lgiitler) olacak sekilde nxm boyutlu bir karar matrisi Esitlik (20)’de verilen bigimde belirlenir.

dll dlZ dlm

D — d21 d22 d2m (20)
dnl an dnm

Adim 2: Normallestirilmis matris Esitlik (21) kullanilarak hesaplanir.

d,

dj = L i=12,..,n, j=12,...,m (21
maxd,;

Esitlik (22)’de verilen ¥ normallestirilmis karar matrisi elde edilir.
Vi Voot Vi

V= Var Vo 0t Vay (22)
an vn2 h vmn

Performans 6lgtitlerini en biiyiik yapacak negatif ideal ¢oziim V"~ = {Vf WVsenns v,'n} , V' matrisinin siitunlarinin

en kiigiik degerleri ile elde edilir.

Adim 3: Oklid uzakligi kullamlarak her bir yénteme iliskin Esitlik (23)’teki gibi negatif ideal ¢oziim
degerleri uzakliklar1 hesaplanir.

E = zm (v,,-v})z, i=12,...,n (23)

j=1N

Adim 4: Taxicab uzaklig1 kullanilarak her bir yonteme iliskin Esitlik (24)’teki gibi negatif ideal ¢oziim
degerleri uzakliklar1 hesaplanir.

n-y",

v.j.—v;.|, i=12,...,n (24)

Adim 5: Goreli degerlendirme matrisi Esitlik (25)’teki gibi elde edilir.
hy = (E, = E,)+(E, - E)x(T, = T,) (25)

o ile iki alternatif arasindaki Oklid uzaklik degeri icin bir esik fonksiyonu Esitlik (26) ile elde edilir.
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[0, ]x<02 26)
o=, ld>0.2

Adim 6: Degerlendirme puanlarinin hesaplanmasi i¢in Esitlik (27) kullanilir.
H=Y"h, 27)

Degerlendirme puani biiyiik olan siniflandirma yontemi dncelikli olarak tercih edilir.

4. Sayisal uygulama

Bu calismada, Ar-Ge ve Tasarim merkezi belgesi alan firmalari ¢alismalarina gore faaliyetlerinin devam
ettirilmesi ya da iptal edilmesi (belge iptali) durumlarina (faaliyet sonucuna) gore smiflandirilmasi
istenmistir. Buna gore, yetkililerin bilgisi dahilinde Ar-Ge ve Tasarim Merkezleri Daire Baskanligi’ndan
veri seti talep edilmistir. Veri seti, 2008-2021 yillar1 arasinda faaliyeti devam eden 2334 adet Ar-Ge ve
Tasarim Merkezleri’ni kapsamakta olup uygun bicimde veri tabanindan temin edilmistir. Veri setinde her
bir bilginin degerli olmasi ve bilgi kaybinin istenmemesi nedeniyle veri setinde 6rnekleme yapilmadan
verinin tamami degerlendirilmistir. Caligma kapsaminda, ilgilenilen veri setine, oncelikli olarak veri 6n
isleme uygulanmistir. Aym bilgiyi iceren degiskenler birlestirilip baz1 degiskenlerin daha anlamli olmasi
admna oransal degigkenlere doniistiiriilerek degisken se¢imi ve boyut indirgeme yapilmigtir. Caligmada
yapilan analizler i¢in Python 3.11.3 programu ve kiitiiphaneleri kullanilmustir. {lgilenilen veri setine yonelik,
bagimli ve bagimsiz degiskenler belirlenerek, degiskenlerin aldig1 degerlere iliskin kategorileri Sekil 6’da
detayl1 bigimde belirtilmistir.

' I
[ [ |
Bagimh kategorik Bagimsiz nicel Bagimsiz nitel
degisken degigkenler de@iskenler

Xy: Kobi
X,: Toplam Aragtirmaci/Tasarimei Sayisi Xg: Yabanc Ortaklik
X;: Toplam Tamamlanan Proje Sayis! X0t Ar-GefTasanm
X;: Toplam Devam Eden Proje Sayisi Merkezi
X,: Patent Bagvuru Sayisi
X: Patent Tescil Sayisi

L Y: Faaliyet Durumu
(Kabul (1) /Red (D)

Xg: Merkezdeki Doktora Mezunu
Personelin Orani

X;: Merkezdeki Y.Lisans Mezunu
Personelin Orani

Sekil 6. Firmalarin faaliyet durumunu etkileyen degiskenler

Sekil 6’dan, veri setinin bir kategorik bagimli degisken, yedi nicel ve bes nitel degisken olmak {izere on iki
(12) bagimsiz degiskenden olustugu goriilmektedir. Betimsel istatistikler kullanilarak veri seti hakkinda
Ozet bilgiler elde edilmistir.
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Faaliyeti Iptal Edilenler

\
\

\ 7

Faaliyeti Devam Edenk
‘H""-\—\_\_

Sekil 7. Veri setinde kategorik bagimli degiskene ait pasta grafigi

Sekil 7’ye gore Ar-Ge ve Tasarim merkezlerinin yaklasik %78’inin faaliyetinin devam ettigi, yaklasik
%?22’sinin ise faaliyeti iptal edilmistir. Buna gore yanit degiskeninin Y=1 olma olasilig1 p=0.78 olarak da
ifade edilebilir.

(a) (b) (c)
Yabanci Ortakiik Var

\\_ Tasanm Merkezi

5.7%

\ Kobi Degil \ \
\ Ta3%
\ 8.5% \
& Ar-Ge Merkezi
— “" Yabanci Ortaklik Yok —

Sekil 8. (a) Kobi, (b) Yabanci Ortaklik ve (¢) Ar-Ge/Tasarim Merkezi bilgisine ait pasta grafigi

Sekil 8’e gore, Ar-Ge ve Tasarim merkezlerinin %58.83’1 biiyiik 6l¢ekli isletme sinifinda yer alirken,
%41.17’si Kobi’dir. Ar-Ge ve Tasarim merkezlerinin %87.53’{inlin yabanci ortakligi bulunmazken,
%12.47’sinin yabanci ortakligi bulunmaktadir. Firmalarin %73.34°ti Ar-Ge merkezi iken, %25.66’s1

Tasarim merkezidir.

(a) (b)

%8.26

%40.83

s | %1181

T T T
0 0 =] 0 40

Sekil 9. Ar-Ge ve Tasarim merkezlerinin (a) Sehir ve (b) Sektor degiskenlerine gore ylizdelik degerleri

Sekil 9’a gore, Ar-Ge ve Tasarim merkezi kuran firmalarin bulundugu sehirlerin %40.83’{i istanbul’da,
%11.81’1 Ankara’da, %8.26’s1 Kocaeli’'nde bulunmaktadir. Ar-Ge ve Tasarim merkezlerinin %12’si
makine ve techizat imalati sektoriinde bulunurken, %8.65’i yazilim, %7.84’1 ise otomotiv yan sanayi,
%7.63’1 bilgisayar ve iletisim teknolojileri, %35.23 miihendislik/mimarlik sektdriinde faaliyet

gostermektedir.
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Cizelge 8. Veri setindeki nicel degiskenlere iliskin betimsel istatistikler

X, X, X, X, X, X, X,

n 2334 2334 2334 2334 2334 2334 2334
min 1 0 0 0 0 0 0

0, 11 5 4 0 0 0 0.030

0, 15 12 6 0 0 0 0.080

0, 24 26 11 2 1 0 0.140

max 2710 1056 485 2127 693 043 0.710

Nicel degiskenlere ait minimum, maksimum ve ¢eyreklik degerleri Cizelge 8’de verilmistir. Ar-Ge ya da
Tasarim merkezi olan firmalarin yarisinda 15’ten fazla Arastirmaci/Tasarime1 personelin bulundugu, en
fazla Arastirmaci/Tasarimct personeli bulunan firmada ise bu sayinin 2710 oldugu, toplam tamamlanan ve
toplam devam eden proje sayisi sifir olan firmalarin bulundugu fakat bu firmalarin faaliyette olmadigi, en
fazla 2127 patent bagvurusu yapildigi, en fazla 693 patente tescil alindigi, en fazla doktorali oraninin 0.43,
en fazla yliksek lisansli oraninin 0.71 oldugu goriilmektedir.

Ar-Ge ve Tasarim merkezlerinin faaliyet durumunu etkileyen degiskenlerin, Ar-Ge ve Tasarim Merkezi
Dairesi’nde calisan uzmanlarin goriisleri dikkate alinarak melez bir siiflandirma yaklagimi uygulanmasi
istenmistir. Bu amagla, nitel ve nicel degiskenleri degerlendirebilen hem objektif hem subjektif bilgileri
karar siirecine dahil edebilen AHP yontemi secilmistir. Ar-Ge ve Tasarim Merkezlerinin faaliyetlerini
etkileyen degiskenlerin dnemlerine gore agirliklarinin hesaplanmasi istenmistir. AHP yonteminde her bir
degiskenin birbirine gore dogrudan 6neminin belirlenebilmesi amaciyla on bes uzmanin goriisii alinmigtur.
Buna gore, Esitlik (1)’de hesaplamasi gdsterilen karsilagtirma matrisi

[ 1.0000 2.0000 1.0000 2.0000 1.0000 0.5000 1.0000 9.0000 3.0000 4.0000 5.0000 4.0000]
0.5000 1.0000 1.0000 1.0000 1.0000 1.0000 1.0000 6.0000 3.0000 2.0000 4.0000 3.0000
1.0000 1.0000 1.0000 1.0000 1.0000 1.0000 1.0000 5.0000 3.0000 2.0000 4.0000 2.0000
0.5000 1.0000 1.0000 1.0000 0.5000 0.3333 0.3333 6.0000 3.0000 2.0000 4.0000 2.0000
1.0000 1.0000 1.0000 2.0000 1.0000 1.0000 1.0000 7.0000 3.0000 3.0000 6.0000 3.0000
2.0000 1.0000 1.0000 3.0000 1.0000 1.0000 5.0000 9.0000 5.0000 4.0000 6.0000 5.0000
1.0000 1.0000 1.0000 3.0000 1.0000 0.2000 1.0000 8.0000 4.0000 3.0000 5.0000 3.0000
0.1111 0.1667 0.2000 0.1667 0.1429 0.1111 0.1250 1.0000 0.3333 0.5000 1.0000 1.0000
0.3333  0.3333 0.3333 0.3333 0.3333 0.2000 0.5000 3.0000 1.0000 1.0000 2.0000 1.0000
0.2500 0.5000 0.5000 0.5000 0.3333 0.2500 0.6667 2.0000 1.0000 1.0000 1.0000 1.0000
0.2000 0.2500 0.2500 0.2500 0.1667 0.1667 0.2000 1.0000 0.5000 1.0000 1.0000 1.0000

| 02500 0.3333 0.5000 0.5000 0.3333 0.4000 0.3333 1.0000 1.0000 1.0000 1.0000 1.0000 |

bi¢iminde olusturulmustur.

Cizelge 9. AHP ile belirlenen degisken agirliklar

Degiskenler w
Aragtirmacy/Tasarimet Sayist (X)) 0.1310
Toplam Tamamlanan Proje Sayist (X,) 0.1020
_ Toplam Devam eden Proje Sayist (X;) 0.1026
E Patent Basvuru Sayis1 (X)) 0.0800
Patent Tescil Sayis1 (X) 0.1218
Merkezdeki Doktora Mezunu Personelin Oran1 (X;) 0.1835
Merkezdeki Y. Lisans Mezunu Personelin Oran1 (X;) 0.1189
Sektor (X;) 0.0373
Sehir (X,) 0.0249
-*E Kobi (X;,) 0.0186
Ar-Ge/Tasarim Merkezi (X)) 0.0404
Yabanci Ortaklik (X],) 0.0390
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Esitlik (2) ve (3) kullanilarak hesaplanan degisken agirliklart Cizelge 9°da verilmistir. Buna gore Ar-Ge ve
Tasarim merkezlerinin faaliyet durumunu etkilemede en onemli degiskenlerin Merkezdeki Doktora
Mezunu Personelin Orani ile Aragtirmaci/Tasarimer Sayist oldugu uzmanlar tarafindan diistiniilmektedir.
Merkeze ait Sektor, Sehir, Kobi, Ar-Ge/Tasarim Merkezi ve Yabanci Ortaklik bilgilerinin Ar-Ge ve
Tasarim merkezlerinin faaliyet durumunu etkilemede en az dneme sahip oldugu goriilmektedir. AHP
sonucunda en az 6neme sahip oldugu diisiiniilen merkezlere ait bilgileri iceren degiskenler (Kobi, Yabanci
Ortaklik Ar-Ge/Tasarim Merkezi, Sehir, Sektor) veri madenciligi siniflandirma yontemlerinde dikkate
almmamistir. AHP sonucu elde edilen degisken agirliklar1 kullanilarak veri seti Cizelge 2’deki bigimde
agirhiklandirilir. Veri 6n isleme sonucunda veri seti, yedi bagimsiz nicel degisken ve bir kategorik bagimh
degisken ile analize hazir hale getirilmistir. Calismanin bir siniflandirma problemi olmasi sebebiyle veri
madenciligi smiflandirma yontemlerinden LR, KNN, SVM ve RF kullanilmigtir. Siniflandirma
yontemlerinin performansinin olgiilebilmesi amaciyla veri seti, %80 egitim seti ile %20 test seti olmak
tizere ayrilmistir. Python 3.11.3 siiriimiinde Scikit-learn kiitiiphanesinde smiflandirma yontemlerinin
performansi 5-kat CV kullanilarak test edilmis, 1zgara arama yontemi ile optimal parametreler elde
edilmistir.

Cizelge 10. Izgara arama ile belirlenen ayarlanabilir parametre degerleri

Yontemler Ayarlanabilir Parametreleri
LR ¢ = 1e-05, Penalty = None
KNN Metric = Euclidean, Neighbors (k) =5
SVM ¢ =100, Gamma = 10, Kernel = Rbf’
RF Bootstrap = True, Criterion = Gini, Max Depth = 3, Max Features =3,

Min Samples Leaf =5, Min Samples Split = 3, n Estimator =250

Her bir siniflandirma y6ntemi i¢in kullanilan ayarlanabilir parametre degerleri Cizelge 10’da verilmistir.
Smiflandirma yontemlerini degerlendirmek i¢in performans dlgiitlerinden dogruluk, kesinlik, duyarhlik ve
Fi-skor test veri seti igin hesaplanmigtir. Test veri setine ait performans 0l¢iitleri Cizelge 11°de verilmistir.

Cizelge 11. Test veri seti sonuglari

Performans Olgiitleri

Yontemler Dogruluk Kesinlik Duyarhhk Fi-skor
LR 0.85 0.89 0.92 0.90
KNN 0.83 0.87 0.91 0.89
SVM 0.85 0.90 0.90 0.90
RF 0.86 0.89 0.93 0.91

Cizelge 11°de goriilen degerlere gore performans oOlgiitleri bakimindan siniflandirma yontemlerini
karsilagtirmak zordur. Objektif karsilagtirma yapilabilmesi i¢in CODAS ¢ok 6lg¢iitlii karar verme yontemi
uygulanmustir. Cizelge 11°de verilen sonuglar kullanilarak Esitlik (20)’ye gore karar matrisi

0.850.89 0.92 0.90
0.83 0.87 0.91 0.89

D= (28)
0.850.90 0.90 0.90

0.86 0.89 0.93 0.91

biciminde olusturulur. Esitlik (21-27) kullanilarak CODAS yontemine gore, degerlendirme puan biiyiik
olan smiflandirma yontemi 6ncelikli olarak tercih edilir.
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Cizelge 12. Test veri seti igcin CODAS’a gore siralama

Yontemler Degerlendirme Puanlari Swralama
LR 0.0129 3
KNN -0.1069 4
SVM 0.0202 2
RF 0.0821 1

Cizelge 12’ye gore, RF simiflandirma yontemi Oncelikli tercih edilir. Buna gore, siniflandirma
yontemlerinin 6ncelikli tercih siralamasinin RF >> SVM >> LR >> KNN bi¢iminde oldugu sdylenir.

5. Sonuc¢

Bu ¢alismada, siniflandirma problemlerinin ¢6ziimiinde, karar verme siirecine katki saglayacagi diisiiniilen
bir melez siniflandirma yaklasimi 6nerilmistir. Olusturulan melez siniflandirma yaklasiminda, veriden bilgi
elde etmeye yonelik subjektif degerlendirmenin AHP yontemi ile dikkate alinmasinin yani sira veri
madenciligi yontemleri ile siniflandirma yaparken MCDM ydntemi ile objektif olarak siniflandirma
yontemlerinin performansina karar verilmistir. Titizlikle veri 6n isleme asamasindan gegirilen veri
setindeki degiskenler i¢in Ar-Ge ve Tasarim Merkezi Dairesi’nde ¢alisan uzmanlarin goriisleri alinarak
AHP yontemi degiskenlerin agirliklar1 belirlenmistir. Agirliklandirilmis veri setine, LR, KNN, SVM ve RF
simiflandirma yontemleri uygulanarak yontemlerin performans Olgiitleri hesaplanmistir. Elde edilen
siiflandirma performans degerleri bakimindan karar verilmesi ¢ok oOlgiitlii bir karar verme problemi
oldugundan, objektif karar verebilmek i¢in performans 6l¢iitii hesaplama sonuglar bir karar matrisi olarak
ele alinip CODAS uygulanmigtir. CODAS sonucuna gore siniflandirma yontemlerinden RF’nin 6ncelikli
tercih edilebilecegi karar1 elde edilerek, Ar-Ge ve Tasarim merkezlerinin faaliyetlerinin
degerlendirilmesinde RF yonteminin SVM, KNN ve LR yoOntemlerine goére daha iyi simiflandirma
performansi gosterdigi sonucuna ulasilmistir.
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