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Özet— Sanayi devrimi ile başlayan ve günümüzde tehlikeli boyutlara ulaşan hava kirliliği sorununun boyutunu ortaya 

çıkarmak, olası nedenleri arasındaki ilişkiyi belirlemek ve çözüm önerileri sunmak amacıyla İstanbul’un farklı 

ilçelerinden alınan çeşitli hava kirliliği verileri kullanılarak istatistiksel testler gerçekleştirilmiştir. Ayrıca önümüzdeki 

yıllarda oluşabilecek hava kirliliğin büyüklüğünü tahmin etmek için makine öğrenmesi teknikleri de kullanılmıştır. Alınan 

verilere dayanarak 2023-2025 yılları için ilçeler bazında Prophet modeli kullanarak tahminler yapılmıştır. Bu tahminlere 

dayanarak önerilerde bulunulmuştur.(Özet)  
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Air Quality Prediction with Data Mining: 
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Abstract— Statistical tests were carried out using various air pollution data from different districts of Istanbul in order to 

reveal the extent of the air pollution problem, which started with the industrial revolution and has reached dangerous 

levels today, to determine the relationship between possible causes and to offer solution suggestions. In addition, machine 

learning techniques have been used to predict the magnitude of air pollution that may occur in the coming years. Based 

on the data received, predictions were made using the Prophet model on a district basis for the years 2023-2025. 

Recommendations have been made based on these predictions.(Abstract)  
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1. GİRİŞ (INTRODUCTION)  

Hava kirliliği, sadece hava kalitesini değil, su ve toprağı da 

etkilediği için tüm canlıların hayatını doğrudan etkileyen 

en önemli problemlerden biridir. Sadece iklim 

değişikliğine değil, ekonomiden göçe kadar pek çok 

sonuca da yol açar [1]. Buna karşı yıllardır alınmaya 

çalışılan önlemlerin yanı sıra insanların sahip olduğu 

farkındalık düzeyi de bu önlemlerin etkili olmasındaki 

önemli bir etkendir. 

Hava kirliliği ile ilgili farkındalık düzeylerinin 

belirlenmesi amacıyla son yıllarda yerel ve uluslararası pek 

çok çalışma yapılmıştır [2] [3] [4][5] [6][7]. Genel anlamda 

temiz enerji kullanımının özendirilmesi, çeşitli tasarruf 

planları, doğru şehir yapılanmaları ve ağaçlandırma 

çalışmaları gibi global çözüm önerileri problemin 

çözümüne büyük katkı sağlasa da daha kapsamlı ve özel 

öneriler geliştirmek gereklidir [8] [9] [10] [11]. Zira hava 

kirliliğini etkileyen etmenler bir evin farklı odalarında bile 

çok değişkenlik gösterebilir. Hal böyleyken gerek coğrafi 

koşullar gerekse sosyal yerleşim farklılıkları birbirinden 

çok ayrışan bölgeleri aynı havuz içinde değerlendirmek 

problemi uzun vadeli ve geniş bir ölçekte ele almamızı 

sağlasa da yerel yönetim birimleri probleme karşı 

yaklaşımlarını daha özel alanda yapmalı, birey olarak 

bizler de yaşadığımız çevrenin potansiyel risklerini daha 

dikkatli incelemeliyiz. Bu kapsamda büyük şehirleri 

mümkün olduğunca küçük birimler halinde incelemeli, 

hava kirliliğini arttıran etmenleri yerleşim yerine özel 

olarak tespit edebilmeli ve buna uygun önlemler 

alınabilmelidir. Çünkü hava kirliliği dünyadaki en başta 

gelen ölüm nedenlerinden olan kalp hastalıklarını 

tetikleyen en önemli etmendir [12] [13] [14]. Dünya Sağlık 

Örgütü 2021 verilerine göre, dünya üzerindeki her 10 

kişiden 9’u hava kirliliğinden etkilenmektedir, bunun 

yanında her yıl hava kirliliğine bağlı olarak 4,2 milyon kişi 

de hayatını kaybetmektedir. Hava kirliliğinin neden olduğu 

hastalıklar ve ölüm oranları ülkelerin sağlık harcamalarını 

yani ekonomilerini da doğrudan etkilemektedir [15] [16] 

[17]. Sadece Türkiye’de hava kirliliği sonucu asgari 25,845 

milyon TL, azami 52,492 milyon TL sağlık harcaması 

olduğu tespit edilmiştir [18]. UNEP(United Nations 

Environment Programme)’in dikkat çektiği üzere Dünya 

Bankası verilerine göre, hava kirliliği dünya ekonomisinde 

yıllık ortalama 5 trilyon dolara mal olmakta ve 225 milyar 

dolarlık da gelir kaybına neden olmaktadır. Bu nedenle 

hava kirliliği riskinin tahmin edilmesi halk sağlığı için 

önlemlerin önceden alınabilmesi devletlerin bütçesinde 

iyileştirme sağlayacağı gibi insanların da karbon ayak izi 

konusunda daha bilinçli hale gelmesine yardımcı olacaktır 

[19] [20]. UNEP bu konuda farkındalık yaratmada 

teknolojiyi kullanarak World Environment Situation Room 

(WESR) isimli bir dijital platformu 2022’de hayata 

geçirmiştir. 

1.1. Alan Yazın (Related Works) 

Literatürde hava kirliliğini makine öğrenmesi 

yöntemlerine dayanarak inceleyen pek çok çalışma 

bulunmaktadır. Bunlardan birkaçına aşağıda yer 

verilmiştir. 

Öklü ve Canbay tarafından yapılan çalışmada [21], City 

Data web sitesi üzerinden toplanan verilere hava kalitesi 

belirleyici değerlere göre 8 farklı sınıflandırma algoritması 

uygulanmıştır. Veri setleri 5- katlı çapraz doğrulama ile 

işleme alınarak başarı sonuçları 3 sınıflı ve 5 sınıflı veri seti 

için ayrı olarak sunulmuştur. Hava kalitesini 

sınıflandırmak için 3 ve 5 sınıflı bir sınıflandırma sistemi 

kullanılmıştır. Hava Kalitesi İndeksinin (AQI) hesaplanan 

sağlık etkilerine göre sınıfları belirlenmiştir. Makine 

öğrenimi teknikleri hava kalitesini 3 sınıflı modellerde 

%87, 5 sınıflı modellerde ise %82 doğrulukla tahmin 

etmiştir. 

Çetin Yağmur’un çalışması [22], trafik yoğunluğu, 

meteorolojik koşullar ve NOX, SO2, PM10 hava 

kirleticilerinin, çapı 2,5 mikrondan küçük olan PM2.5 

parçacıklarını nasıl etkilediği incelemiştir. İstanbul 

Büyükşehir Belediyesi’nin veri paylaştığı açık veri portalı, 

Beşiktaş hava kalitesi izleme istasyonunun verilerinden 

yararlanılan çalışmada, Çoklu Doğrusal Regresyon (ÇDR), 

Rassal Orman (RO), Destek Vektör Makineleri (DVM) ve 

Yapay Sinir Ağları (YSA) modelleri atmosferik parçacık 

maddesini tahmin etmek için kullanılmıştır. 

Karşılaştırıldığında, algoritmaların performans kriterleri 

modele göre farklılık göstermekle birlikte ancak RO en iyi 

performans ortalamasına, ÇDR ise en kötü performans 

ortalamasına sahip bulunmuştur. Sonuçta, R2 değeri 0,76 

olan iyi bir tahmin modeli geliştirilmiştir. 

Oğuz ve Pekin [23], PM10 kirliliğini tahmin etmek için 

makine öğrenme teknikleri ve meteorolojik faktörler 

kullandıkları çalışmada, 39.9727 enlem, 32.8637 boylam 

ve 891 metre yükseklikte yer alan Meteoroloji Genel 

Müdürlüğü Ankara Bölge İstasyonundan elde edilen 

meteorolojik verilerden yararlanmışlartır. Çevre, Şehircilik 

ve İklim Değişikliği Bakanlığı, Ankara Keçiören-

Sanatoryum hava kalitesi istasyonunda PM10 kirliliğine 

ilişkin veri toplamışlardır. Makine öğreniminin çalışma 

aşamasında, karar ağacı regresyonu, destek vektör 

regresyonunun, losso regresyonunun ve yapay sinir ağı 

uygulanmasını ile çalışmışlardır. Bu teknikler ile sıcaklık, 

çiğlenme noktası sıcaklığı, yağış, bağıl nem, rüzgar hızı, 

basınç, bulut örtüsü gibi çeşitli faktörleri ve önceki güne ait 

PM10 ölçümlerini analiz edilmiştir. Sonuç olarak, yapay 

sinir ağı yöntemi önceki algoritmalardan daha iyi 

performans göstererek 0,6’lık bir belirleme katsayısı, 

18’lik bir ortalama karekök hata ve 12’lik bir ortalama 

mutlak hata vermiştir. 

Çelik ve Arıcı, Kovid-19 salgını öncesinde ve sırasında 

elde edilen kirletici konsantrasyonlarının çoklu ölçümlerini 

hesaba katarak hava kalitesini tahmin etmek için makine 

öğrenimi tekniklerini kullandıkları çalışmada [24], 

gelişmiş sanayileri ve yüksek hava kirliliği seviyeleriyle 

tanınan Zonguldak ilindeki kirletici konsantrasyonlarını 

içeren bir veri seti kullanmışlardır. Veriler Çevre ve 

Şehircilik Bakanlığı Hava İzleme İstasyonları internet 

sitesinden elde edilmiştir. Çalışma, tümü yüksek düzeyde 
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tahmin doğruluğu gösteren beş farklı makine öğrenimi 

tekniğini içermekle birlikte bu yöntemler arasında Karar 

Ağacı algoritması en olumlu sonucu vermiştir. Hastalığın 

yayılmasını azaltmak için uygulanan karantina döneminde 

kirlilik seviyelerinde gözle görülür bir azalma ve hava 

kalitesinde gözle görülür bir iyileşme yaşandığı tespit 

edilmiştir. Deneysel sonuçlar, önerilen modelin hava 

kalitesini etkili bir şekilde tanımlayabildiğini ve 

gelecekteki kirletici miktarlarını tahmin edebildiğini 

göstermiştir. 

Akgün ve Barlik çalışmalarında [25], hava kalitesi indeksi 

(AQI) ile ortalama sıcaklık ve yağış dahil olmak üzere 

meteorolojik veriler arasındaki ilişkiyi incelemişlerdir. 

Bağımsız değişkenler olarak bulutluluk, bağıl nem, basınç 

ve rüzgar hızı ile çoklu doğrusal regresyon analizi ve 

makine öğrenme tekniklerini kullanarak AQI’yi tahmin 

etmeyi amaçlamışlardır. Çoklu doğrusal regresyon analizi 

kullanılarak tahmin etme doğruluğu %41,8 olarak 

belirlenmiş, Naive Bayes algoritmasının doğruluğu 

%68,91 ve Karar Ağacı algoritması %70,29'luk bir 

doğruluğa ulaşırken, Derin öğrenme algoritması %73,05, 

k-NN algoritması %73,35 ve son olarak Rastgele Orman 

algoritması %74,89'luk bir AQI tahmin doğruluğuna 

ulaşmıştır. 

Gültepe [26], meteorolojik verileri kullanarak 

Kastamonu’daki hava kirliliğini simüle ettiği çalışmasında, 

hava kirliliğini tahmin etmek için meteoroloji ve çevre 

uygulamalarında kullanılan makine öğrenimi 

teknolojilerinden yararlanmıştır. Sistem performansına 

ilişkin normalleştirme yaklaşımlarını değerlendirmek için 

veri kümesi değişkenleri Minimum-Maksimum (Min-

Maks) normalleştirme kullanılarak normalleştirmiştir. 

Çalışma, performans değerlerini önceki çalışmalarla 

karşılaştırmış ve zorluk için en iyi sınıflandırma 

algoritmasını bulmuştur. Yapay Sinir Ağları (YSA), 

Rastgele Orman, K-En Yakın Komşuluk, Lojistik 

Regresyon, Karar Ağacı, Doğrusal Regresyon ve Naive 

Bayes ayrı ayrı oluşturulmuş ve incelenmiştir. Verilerin 

analizinde Naive Bayes kullanılmıştır. Eğitim ve test 

verileri veri setinin %70 ve %30’unu oluşturur. Tahmin 

edildiği gibi yapay sinir ağları %91 başarı oranıyla en 

doğru tahmin yaklaşımı olmuştur. Doğrusal Regresyon 

%30 ile en düşük sınıflandırma başarı oranına sahipken, 

Rastgele Orman ve Karar Ağacı %99 başarı oranına sahip 

olmuştur. 

Ayrıca Wang, Pereira ve  Hung [27],  hava kirliliği için 

kontrol süreçlerinin altında yatan ilkeleri ve uygulamaları 

eleştirel bir şekilde araştırıp bunları uygulamacı 

mühendisler için bir dizi ayrıntılı tasarım örneğiyle 

açıklayan ve pratik tasarım hesaplama yöntemlerini çok 

sayıda sayısal hesaplamayla gösterdikleri bir kitap 

çalışması yapmışlardır. 

Tsai, Zeng ve Chang’ın çalışmalarında [28], PM2.5 

konsantrasyonunu tahmin etmek için Uzun-Kısa Süreli 

Belleğe sahip bir RNN (Recurrent Neural Network- 

Tekrarlı Sinir Ağları) kullanılmıştır. Python tabanlı Keras, 

ve Tensorflow’dan yararlanılmıştır. Ağ eğitimi için 

2012'den 2016'ya kadar olan Tayvan Çevre Koruma 

İdaresi verileri kullnaılmıştır. Tahmin edilen test verileri 

2017 yılına ait verilerden seçilmiştir. PM2.5 

konsantrasyonunun tahmin gücü dört saat boyunca 

Tayvan'daki 66 istasyonda test edilmiştir. Sonuçlar 

önerilen tekniğin PM2.5'i tahmin edebildiğini göstermiştir. 

Rybarczyk ve Zalakeviciute çalışmalarında [29], 

meteorolojik faktörlerin bir kombinasyonuna dayalı olarak 

ince partikül madde tahminine yönelik yöntem belirlemeyi 

amaçlamışlardır. Ekvador'un Quito şehrinin uzun yıllara 

dayanan meteorolojik verileri, makine öğrenimi 

metodolojisini kullanarak modeller oluşturmak için 

kullanılmıştır. Makalede, ince parçacıkların 

konsantrasyonlarını etkili bir şekilde iki kategoriye ayıran 

bir karar ağacı tekniği sunulmuştur.  

Bu çalışmada, yukarıdaki örnekler doğrultusunda 

İstanbul’un halka açık verileri [30] kullanılarak istatistiksel 

yöntemler ve makine öğrenmesi algoritmaları yardımıyla, 

İstanbul’un hava kalitesinin ölçüldüğü ilçelerinde 

geçmişten bugüne analizler yapılmış ve önümüzdeki 

yıllarda kirliliğin varabileceği boyutlar makine öğrenmesi 

modeliyle tahmin edilmiştir. Bu sayede tüm çevreyi 

etkileyen bu kirlilik krizinin araştırılması sayesinde 

potansiyel salgın hastalıklar, tarımsal salgınlar ve belki 

hayvanlardan insanlara bulaşabilen salgınlar bile 

önlenebilecektir [31] [32] [33] [34]. Bulgular sayesinde, 

sürdürülebilir çevre politikalarının belirlenmesinde 

farkındalık geliştirilmesi, insanların bireysel günlük 

faaliyetlerinin bile hava kirliliği konusundaki etkisi 

hakkında bilinçlenmeleri, daha sağlıklı bir toplum için 

önleyici hizmetlerin hayati etkisi belirlenebilecektir.  

Sürdürülebilirlik için hava kirliliği üzerine yapılacak bu 

çalışma üniversite düzeyinden başlayarak tüm öğrenim 

düzeylerindeki gençlerin dikkatini çekecek sürdürülebilir 

bir yatırıma dönüşecektir. Aynı zamanda İstanbul 

Belediyesinin ilçeler bazında alacağı önlemlere yahut yeni 

geliştireceği projelerde rapor niteliğinde olacaktır, 

kurumun sürdürülebilir yatırımlara öncelik vermesine 

katkı sağlayacaktır. 

1.2. Hava kirliliği metriklerinin tanımlanması (Defining air 

pollution metrics) 

Hava kirliliği verilerinde kullanılan temel değerler ve 

tanımları aşağıdaki şekilde listelenmiştir: 

PM10 ve PM2.5: Partikül madde (PM) kirliliği, hava 

kirliliğinin ana kaynaklarından biridir. PM10, havadaki 

partiküllerin çapının 10 mikrometreden küçük olan bir 

bölümünü ifade ederken, PM2.5, çapı 2.5 mikrometreden 

küçük olan partiküllerin oranını ifade eder. Birçok çalışma 

PM10 seviyelerindeki artışın astım başta olmak üzere 

çeşitli hastalıkların semptomlarını arttırdığını 

göstermektedir [35] [36].  
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NO2: Nitrojen dioksit, fosil yakıtların yakılması ve 

endüstriyel faaliyetler gibi insan kaynaklı etkenlerden 

kaynaklanan bir hava kirliliği türüdür [37]. 

SO2: Kükürt dioksit, kömür yakma gibi endüstriyel 

faaliyetlerden kaynaklanan bir hava kirliliği türüdür [37]. 

 

CO: Karbon monoksit, fosil yakıtların yakılması gibi 

kaynaklardan salınan bir hava kirliliği türüdür [37]. 

Daha detaylı çalışmalarda partikül maddenin detaylı 

analizi ve havada bulunan kurşun, civa, gibi özel 

elementler incelenebilir. Bu verilerin yanında rüzgâr, nem, 

sıcaklık gibi meteorolojik veriler de kullanılabilir. Bu 

değerler, hava kalitesi indeksleri gibi farklı metriklerde de 

kullanılabilir ve hava kirliliğinin etkilerini ölçmek için 

birlikte değerlendirilir. 

AQI (Air Quality Index) yani Hava Kalitesi İndeksi [38], 

hava kirliliğini ölçmek ve raporlamak için kullanılan bir 

ölçüttür. AQI, çeşitli hava kirleticilerinin 

konsantrasyonlarını ölçer ve bu kirlilik seviyelerini belli 

aralıklara göre altı farklı kategoriye ayırır: 

a) İyi (0-50 AQI) 

b) Orta (51-100 AQI) 

c) Hassas Gruplar İçin Kötü (101-150 AQI) 

d) Kötü (151-200 AQI) 

e) Çok Kötü (201-300 AQI) 

f) Tehlikeli (301-500 AQI) 

AQI, PM2.5, PM10, NO2, SO2, O3 ve CO gibi hava 

kirleticilerinin konsantrasyonlarını temel alarak hesaplanır  

ve hava kirliliği seviyesini belirlemek için kullanılır [21]. 

AQI'nin kullanımı, halk sağlığı açısından önemli bir araçtır 

ve hava kirliliği seviyelerinin ölçümünü ve takibini 

kolaylaştırır. 

1.3. Veriye Erişim Yolları (Ways to Access Data) 

Bu çalışmada veriye erişim sağlamak için İstanbul 

Büyükşehir Belediyesi (İBB) 'nin api araçları 

kullanılmıştır. Bu yöntemle İBB’ nin veri havuzunda 

belirtilen yönergeler doğrultusunda hava kirliliği verisi de 

dahil birçok halka açık veriye erişim sağlanabilir [30]. Bu 

doğrultuda Python programlama dili ve Json request 

kütüphaneleri kullanılarak veriler çekilmiştir. Veriye 

erişim sürecinde, ölçüm istasyonu bulunan ilçeler ve 

semtler seçilerek ve istenilen tarih aralığı belirtilerek 

veriler alınmıştır. Çalışma kapsamında 2010 yılından 2023 

yılına kaydedilen 430 MB’lık veri kullanılmıştır. Eğer 

seçilen konumda ve tarih aralığında ölçüm yapılmamışsa, 

içerik boş değeri temsil eden NaN değeri olarak dönmüştür. 

Veri, json formatında alınmıştır. Veri json formatında 

alındıktan sonra veri tipi dönüşümleri yapılmıştır. Bu 

dönüşüm çalışmanın içeriğindeki matematiksel işlemler 

için gereklidir. Sonrasında çekilen dosyaların formatı 

json’dan csv’e dönüştürülmüştür.  

2. CRISPDM METODUYLA PROBLEMİ ÇÖZME 
(SOLVING THE PROBLEM WITH THE CRISP DM METHOD) 

Endüstriler genelinde veri madenciliği süreçlerini 

standartlaştırmak için 1999 yılında yayınlanan bu yöntem, 

o zamandan beri veri madenciliği, analitik ve veri bilimi 

projeleri için en yaygın metodoloji olarak kullanılmaktadır.  

Bu makalenin ilgilendiği sorunun çözülmesinde her aşama 

modelin ilgili aşamasına göre uyarlanmış olarak aşağıda 

sırasıyla görülmektedir.  

2.1. Problemi Anlamak (Understanding the Problem) 

Hava kirliliği sorunu ele alınırken geniş coğrafyalarda 

ölçüm yaparak değerlendirmek yerine küçük birimler 

halinde incelenmek istenmiştir. Bu doğrultuda İstanbul’ un 

halka açık verileri kullanılarak geçmiş yıllardaki hava 

kirliliği verileri analiz edilecek ve gelecek için birtakım 

tahminler ve önerilerde bulunulacaktır.  

2.2. Veriyi Anlamak (Understanding Data) 

İlgili kaynaktan edinilen veri gerekli düzenlemeler 

yapıldıktan sonra bir Pandas veri tipi olan Dataframe 

yapısına dönüştürülmüştür. Pandas Python programlama 

dilinde veri manipülasyonu ve analizi için kullanılan güçlü 

bir kütüphanedir. Dataframe ise veri analizi ve veri işleme 

için kullanılan bir veri yapısıdır. Genellikle tablo benzeri 

bir yapıya sahip olan dataframe, sütunlar ve satırlardan 

oluşur. Türkçeye veri çerçevesi olarak çevrilse de çalışma 

boyunca yaygın kullanım olan DataFrame olarak 

nitelendirilecektir. Bütün istasyonlar için ayrıca Dataframe 

oluşturulduktan sonra ortak yapılacak işlemler için bu veri 

yapıları bir sözlük yapısı içinde toplanmıştır. Sözlük yapısı 

ise anahtar-değer çiftlerinden oluşan bir koleksiyonu 

temsil eder. Burada anahtarlar benzersiz seçilmelidir, 

ancak anahtarların temsil ettiği değerler herhangi bir 

Python nesnesi olabilir.  

Sonuç olarak ‘dfs’ sözlük yapısı elde edilmiştir. Bu 

sözlüğün içinde ‘Arnavutköy’, ‘Beşiktaş’, ‘Kartal’, 

‘Bağcılar’, ‘Göztepe’, ‘Sancaktepe’, ‘Tuzla’, 

‘Sultangazi1’, ‘Sultangazi2’, ‘Sultangazi3’, ‘Üsküdar1’, 

‘Yenibosna’, ‘Mobil’, ‘Sarıyer’, ‘Ümraniye1’, ‘Esenler’, 

‘Aksaray’, ‘Alibeyköy’, ‘Avcılar’, ‘Kadıköy’, 

‘Kağıthane1’, ‘Selimiye’, ‘Beylikdüzü’   isimli anahtar 

değerler eklenmiştir. Görüldüğü üzere bazı ilçeler birden 

fazla veri setiyle temsil edilmektedir, veri kaynağı olan 

İBB o ilçede birden fazla ölçüm istasyonu bulundurduğu 

için ayrı ayrı değerler numaralandırılarak saklanmayı 

tercih edilmiştir. Ayrıca bir yere bağlı olmayan, sürekli 

konumu değişen Mobil ölçüm istasyonu da sözlük 

yapısının içinde yer almaktadır.  

Buna göre ilçe ve semtlerin kısa-orta-uzun zaman 

dilimlerinde ortalama AQI değişimleri analiz edilmiştir. 

Uzun zaman dilimi için yıllık ortalama AQI değerleri, orta 

zaman dilimi için mevsimlere göre ortalama AQI değerleri, 

kısa zaman için ise günlük değişimler görselleştirilmiştir. 
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Bu görselleştirmelerden biri aşağıda yer almaktadır. Şekil 

1’de yer alan grafiklere göre; 

• Yıllara göre ölçüm değeri azalma eğiliminde olan yerler 

Beşiktaş, Kartal, Bağcılar, Üsküdar, Yenibosna, Ümraniye, 

Esenevler, Büyükada, Kadıköy, Sultangazi (1.bölge) ilçe 

ve semtleridir. Bu yerleşim yerlerinde ölçüm yapılan 

yıllardan itibaren düzenli düşüş görülmese de iyileşmeler 

olduğu ortadadır.  

• Ölçüm değerleri artış eğiliminde olanlar ise Göztepe, 

Sancaktepe, Kandilli şeklindedir. Burada düzenli bir 

değişim görülmemekle birlikte ölçüme başlanan ilk yıllara 

göre hava kirliliğinde ölçülen değerlerde bir artış 

gözlemektedir. Özellikle Göztepe’de son yıllarda oluşan  

kirliliği arttıran etmenler başka bilimsel araştırmaların 

konusu olabilir.  

• Esenler, Beşiktaş, Üsküdar, Ümraniye, Kadıköy gibi 

şehrin eski yerleşim yerlerinde 2010 yılına göre 

ölçümlerde iyileşme görülmektedir. Bu tarih aralığında söz 

konusu ilçelerde bu iyileşmenin olası sebepleride 

araştırılıp ölçüm değerlerinde düşüşe neden olan tüm 

uygulamalar yaygınlaşmalması faydalı görülmektedir.  

• Ayrıca, grafiklere bakıldığında bir diğer dikkat çeken 

durum Sarıyer istasyonunda 2019-2020 yıllarında yaşanan 

kayda değer düşüş olmuştur. İlk bakışta bu dönemin 

yaşanan Kovid-19 pandeminin etkisi söz konusu olabilir, 

zira bölge uzaktan çalışmaya da elverişli olan bir çok iş 

kolunda çalışmalar yapan kurumlara ev sahipliği 

yapmaktadır. Uzaktan çalışma ve esnek saatler 

uygulamalarının yaygınlaşmasının ardından trafik ve 

dolayısıyla kirliliğin azalması bu sonuçlara neden olmuş 

olabilir. 

• Sarıyer istasyonunda olduğu gibi Kağıthane1 istasyonu 

da 2017’de kaydettiği dip değerler ile dikkat çekmektedir. 

Buradaki düşüşün %70’e varan oranda olması istasyonun 

ölçümlerinin incelenmesi gerekliliğine işaret etmektedir. 

Bu durumun, öncesi ve sonrası olarak başka yıllarda da 

yaşandığı göz önünde bulundurulmalıdır. 

• Sancaktepe istasyonu, 2019’dan itibaren veri kaydetmeye 

başlamış ve takip eden yıllarda ölçüm değerleri sürekli artış 

göstermiştir. Bu nedenle burada artışın nedenlerinin 

araştırılması faydalı olacaktır. 
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Şekil 1. Geçmiş yıllara göre ilçe-semtlerin AQI değerleri (AQI values of districts and districts according to previous years)
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Şekil 2. 2010-2022 yılları arası Mevsim kırılımında AQI ortalamaları (AQI averages by season) 

Yukarıdaki Şekil 2’de istasyonların 2010-2022 yılları 

arasında ölçülen AQI değerlerinin mevsim kırılımda 

ortalamaları gösterilmiştir. Bazı istasyonlar 2010 yılından 

sonra veri kaydetmeye başlamıştır. Bu grafikler ilk ölçüm 

tarihinden 2022 yılına kadar olan sürede 

değerlendirilmektir. 

Grafiğe göre istasyonların bulunduğu yerleşim yerlerinde 

ortak bir örgü bulunmamaktadır. Bu durum  hava kirliliği 

probleminin bir çok etmene bağlı [39], küçük mesafelerde 

bile hızlı bir şekilde değişebilen [40], ayrıca alınan 

önlemlerin sonuçlarının da hızlı bir şekilde 

gözlemlenebilen [41] bir problem olduğunu bir kez daha 

göstermiştir. Bütün bunlar bu çalışmanın önemini daha iyi 

bir şekilde vurgulamaktadır. 

En çok dikkat çeken 3 ölçüm istasyonu da Sultangazi 

ilçesinde bulunmaktadır. Bu istasyonların ölçümleri 

mevsimler arası büyük değişim göstermektedir. 

İstasyonların ölçümleri yaz aylarında %110’a varan bir 

artış göstererek artış düzeyini gözler önüne sermektedir. 

Bölgedeki taş ocaklarının bu artışa sebep olup olmadığı, 

olası diğer etmenler başka bilimsel çalışmaların konusu 

olarak araştırılabilir.  

Öte yandan yaz aylarında kirliliğin azaldığı, kışın %35’e 

varan artışların olduğu ölçüm istasyonları da 
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bulundurmaktadır (Beylikdüzü kısıtlı veri sebebiyle bu 

analize dahil edilmemiştir). Bunların ortak özelliği diğer 

yerleşim yerlerine göre daha eski bir tarihi olan, nüfus 

yoğunluğu fazla ve konutlarında kışın ısınma enerji 

harcamasını düşürecek yeni nesil altyapısı bulunmayan 

bölgeler olduğu dikkat çekmektedir.  

Yaz aylarında normalde 20 binden az olan toplam Adalar 

nüfusunun 50-70 binlere çıkması nedeniyle [42] 

Büyükada’da değerlerdeki %50’ye yakın artışın turizm 

kaynaklı olduğu tahmin edilmektedir. Bu artışa rağmen 

adada taşıt trafiği olmaması, geniş ormanlık alanları 

sayesinde ölçüm değerleri iyidir.

 

 

Şekil 3. Gün içi saat dilimlerinde AQI ortalama (AQI average across time zones during the day) 

Yukarıdaki Şekil 3, istasyonların gün içinde gündüz (08:00 

– 16:00) akşam (16:00 - 00:00) ve gece (00:00 – 08:00) 

olmak üzere 3 zaman diliminde saatlik AQI değerlerinin 

ortalamasını göstermektedir. Genel eğilime baktığımızda 

gün içinde değişimlerin sınırlı olduğu ortaya çıkmaktadır. 

Bu değişim akşam saatlerinde artan kirlilik olarak kendini 

göstermektedir. Özellikle ciddi trafik problemi olan 

Beşiktaş, Maslak, Üsküdar Kandilli bölgesinde artış daha 

belirgin olarak görülmektedir [43][44]. Kirliliğin önemli 

unsurlarından olan partikül madde artışı trafikte dizel 

araçların kullanımıyla doğrudan ilişkilidir [45]. İstanbul’da 

dizel araçların oranı Avrupa birliği ülkelerine göre daha 

yüksek seviyelerdedir[46]. Söz konusu ülkelerde dizel 

araçların sıkı emisyon ölçüm denetimlerine tabi tutulması, 

bazı ülkelerde yasaklar uygulanması dizel araçlara 

gösterilen ilgiyi azaltmıştır. Bu durum tüm dünyada dizel 
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araç üretimin azalması ve yeni nesil motor teknolojilerinin 

gelişmesine sebep olmuştur, öyle ki ülkemizde de trafiğe 

kaydı yapılan yeni araçlarda dizel araçların oranları 

gittikçe düşmekte, alternatif olarak elektrikli araçların 

kullanımı da yaygınlaşmaktadır [47]. 

 

 

Şekil 4. İlçe-Semtlerin Ortalama AQI değerleri (Average AQI values of districts) 

Şekil 4’e göre 2022 yılında en yüksek AQI değerlerini 

ölçen istasyonlar; Göztepe, Sultangazi (3.bölge), Mobil 

istasyonudur.  

Mobil istasyon Şekil 1’e göre en yüksek değerini 2022 

yılında kaydetmiştir. Bu istasyonun ölçüm yaptığı yerler 

kaydedilmeli ve bunlara özel analizler yapılmalıdır. Veri 

setinde böyle bir veri olmadığı için böyle bir yorumda 

bulunmak bu çalışma kapsamında mümkün olmamıştır.  

Öte yandan 2022 yılı içinde en düşük AQI değerleri 

kaydeden istasyonlar; Kumköy, Büyükada ve Kandilli’dir.  

Kumköy, İstanbul'un Sarıyer ilçesine bağlı bir sahil 

semtidir. Genellikle yaz aylarında yerli ve yabancı 

turistlerin tercih ettiği bir destinasyondur. Kilyos olarak da 

bilinen Kumköy, Karadeniz kıyısında yer alır ve güzel 

plajlarıyla ünlüdür. Kumköy daha az sanayileşmiş ve 

kalabalık olmayan bir bölge olduğu için, yakın çevresinde 

ormanlık alanlara sahip olduğu için genellikle İstanbul 

şehir merkezine göre daha temiz bir havaya sahiptir.  

Büyükada ise İstanbul’un en popüler adalarından biridir ve 

Marmara Denizi’nde yer alır. Büyükada, İstanbul’un 

Anadolu Yakası'na bağlı olan ve İstanbul Boğazı’ndan 

uzakta bulunan bir adadır. Adanın toplam yüzölçümü 

yaklaşık 5,4 kilometrekaredir ve nüfusu oldukça sınırlıdır 

Büyükada, doğal güzellikleri ve tarihi atmosferiyle 

ünlüdür. Ayrıca adanın doğal alanları ve ormanlık 

bölgeleri, oksijen bakımından zengin bir ortam oluşturur. 

Büyükada’nın araç trafiğine kapalı olması ve bisiklet veya 

fayton gibi alternatif ulaşım araçlarının kullanılması, 

adanın temiz bir atmosfer sunmasını sağlar. 

Kandilli ise İstanbul’un Üsküdar ilçesine bağlı bir semttir. 

İstasyon Boğaziçi Üniversitesi’nin Kandilli yerleşkesinde 

bulunmaktadır ve ormanlık alanlarla çevrilidir. Yerleşke 

İstanbul’un diğer bölgelerine göre daha temiz bir hava 

kalitesine sahiptir. 

2.3. Veriyi Hazırlamak (Preparing the Data) 

Verinin içinde bulunan ReadTime isimli değişken ölçüm 

yapılan zamanı temsil etmektedir. Temsili formatı ise; 

2022-12-31 23:59:00 şeklindedir.  

Bu değişkenin türü veri kaynaklarından metin türü(string) 

olarak gelmektedir. Ancak çalışmayı kolay yapabilmek ve 

gerekli istatistiksel çıkarımları görebilmek için bu string 

yapısını yine Pyhton’da bulunan Datetime (zaman biçimi) 

türüne çevrilmiştir. Ek olarak her ilçenin hava kirliliği 

verilerini barından Dateframe yapısına özel tarih 

değişkenleri eklenmiştir. Bunlar; gün, ay, yıl, saat, 

mevsim, günün bölümleri şeklinde olmuştur. 

Bu sayede hem yapılan istatistiksel çıkarımları  

değerlendirmek daha kolay olmuş, hem de kurulan modele 

bu bağımsız değişkenleri ekleyerek bağımlı değişkenle 

arasındaki bağlantıyı öğrenmesi sağlanmıştır.  
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2.4. Modelleme (Modelling) 

Bu bölümde öncelikle zaman serisi problemi modellemede 

kullanılan bazı modeller tanıtılmış sonrasında ise bu 

çalışmanın konusu olan modele yer verilmiştir.  

Zaman serisi modellemede oldukça fazla alternatif 

mevcuttur. Bununla ilgili birkaç model aşağıda verilmiştir: 

ARIMA: Zaman serilerindeki otokorelasyonu ele alan ve 

durağanlık olmayan bileşenleri modellemek için kullanılan 

bir yöntemdir. Geçmiş değerlerin kombinasyonu ile 

mevcut değerleri tahmin ederek gelecekteki değerleri 

belirleyebilir. 

SARIMAX: Arima modeline benzer şekilde çalışır, ancak 

mevsimsel bileşenlere sahip zaman serilerini daha etkili bir 

şekilde modelleyebilir. Ayrıca Arıma yöntemine dışsal 

değişkenlerin eklenmesiyle genişletilmiş bir yöntemdir. Bu 

model, mevsimsel örüntülerin yanı sıra dışsal faktörlerin 

etkisini de hesaba katarak tahminleri yapabilir. 

LSTM: Derin öğrenme tabanlı bir yapay sinir ağı 

modelidir ve zaman serilerinde uzun vadeli bağımlılıkları 

ele almak için etkilidir. Geçmiş gözlemlerin hafızasını 

kullanarak gelecekteki değerleri tahmin etme yeteneğine 

sahiptir. Model başarısını birçok regresyon probleminde 

kanıtlamış olmasına rağmen, derin öğrenme yapısı bunun 

gibi birden fazla model barındıran projelerde eğitim 

sürelerinin uzamasına yol açmaktadır. Veri setinin saatlik 

olduğu düşünülürse bu dezavantaj daha da gün yüzüne 

çıkacaktır. Çeşitli ölçeklendirme yöntemleriyle 

kullanıldığında başarılı olma ihtimali yüksek bir modeldir.  

Prophet: Meta (eski adıyla Facebook) tarafından 

geliştirilen açık kaynak kodlu bir zaman serisi tahminleme 

algoritmasıdır. Bu model, zaman değişkeni (ds) ve bağımlı 

değişken (y) olarak iki girdi alır. Prophet, bu verileri 

kullanarak tahmin değeri (yhat) ile birlikte tahminin üst 

sınırını (yhat_upper) ve alt sınırını (yhat_lower) belirleyen 

bir aralık tahmini yapar. Bu çalışmada, kullanım kolaylığı, 

hızlı ve basit yapısı ile Prophet modeli tercih edilmiştir.  

Prophet modeli, zaman serilerinin yapısını analiz eder ve 

trendleri, mevsimsel desenleri ve diğer bileşenleri hesaba 

katarak gelecekteki değerleri tahmin etmeye çalışır. 

Tahminlerde, yhat değeri genel tahmin değerini temsil 

ederken, yhat_upper ve yhat_lower değerleri ise tahminin 

üst ve alt sınırlarını gösterir. Bu aralık tahmini, tahminin 

belirsizlik düzeyini ifade eder ve güven aralığı sağlar [48]. 

Hava kirliliği ölçümü yapan istasyonların tümünde 

elementlerin tamamı ölçülmediği için bazı veri setlerinde 

eksiklikler bulunmaktadır. Bu modelin kurulma 

aşamasında hata alınmasına neden olur. Bundan kaçınmak 

için tüm veri setinde bulunan AQI verisinin analiz edilmesi 

daha doğru olmuştur. 

Model yapay zeka ve derin öğrenme projeleri için Google 

tarafından piyasaya sürülen Google Colab programlama 

ortamında Python dili ile gerçekleştirilmiştir. Colab, bulut 

sunucularda çalışan bilgisayar sistemleri sayesinde 

yalnızca internet bağlantısı ve bir tarayıcı yardımıyla 

modeller kurmaya yardımcı olur. Model hızlı ve düşük 

bellek ihtiyacından dolayı gerekli kütüphanelerin 

kurulumu sonrasında giriş düzeyi donanım özellikleriyle 

kısa sürede sonuç alınabilmiştir. Bir sonraki bölümde bu 

çalışmanın çıktıları grafiklerle verilmiştir. 

2.5. Değerlendirme (Evaluation) 

Makine öğrenmesi modellerinin başarısını ölçmek için 

birden fazla hesaplama yöntemi vardır. Bu iş probleminde 

amacımız sürekli bir değişkeni modellemek olduğu için 

MAPE (Mean absolute percentage error) metriği 

seçilmiştir. Literatürde MAPE ile model doğruluğu 

örnekleri mevcuttur (bkz. [49] [50] [51] [52]). MAPE 

Türkçe karşılığı ile Ortalama Mutlak Yüzde Hatası, tahmin 

modellerinin performansını değerlendirmek için kullanılan 

bir metriktir. MAPE, tahmin edilen değerlerin gerçek 

değerlere göre yüzde olarak ne kadar sapma gösterdiğini 

ölçer [49]. Denklemi aşağıdaki eşitlikle ifade edilmiştir: 

 MAPE =
1

n
∑ |

Yi−Yî

Yi
|n

i=1      

 

Burada Yi gerçek değerdir ve Yî tahmin değeridir. Farkları 

Yi'nin gerçek değerine bölünür. Bu oranın mutlak değeri, 

zaman içinde tahmin edilen her nokta için toplanır ve 

uygun noktaların n sayısına bölünür. MAPE değeri yüzde 

olarak ifade edilir ve genellikle 0-1 arasında bir değer alır. 

MAPE’nin düşük olması, model tahminlerinin gerçek 

değerlerden daha az sapmış olduğunu gösterir. MAPE, 

temel içsel parametreleri kullanarak zaman serilerini 

büyük bir doğrulukla tahmin etmemizi sağlar [52]. 

2.6. Bulgular ve tartışma (Findings and Discussion) 

Modelleme sonucu elde edilen bulgular devamında 

verilmiştir.  

Şekil 5’te istasyonlar için kurulan modellerin 2022 yılı 

içinde yaptığı tahminler ve ölçülen gerçek değerler 

karşılaştırılmıştır. Grafik üzerindeki MAPE değeri de 

model başarısını sayısal olarak ölçmek için eklenmiştir. 

Kurulan modellerin eğitim setinde 2022 yılına ait verilerin 

çıkarıldığı unutulmamalıdır. Model başarısı ancak ve 

ancak daha önce görmediği verileri tahmin ederek objektif 

olarak değerlendirilebilir.  

Aşağıdaki Şekillerde 5’ten 26’ya kadar olan  grafiklerde 

mavi çizgiler ölçülen AQI değerlerini, turuncular ise 

modelin geçmiş verilerden yola çıkarak tahminlediği AQI 

değerlerini temsil etmektedir. Eğitim ve tahminler aylık 

ortalamalar üzerinden yapılmış, her ölçüm istasyonunun 

2010 yılına kadar ölçüm yaptığı tüm zamanlardan 2021 

aralık ayına kadarki kaydettiği değerler eğitim seti olarak 

modele sunulmuş ve sonrasında 2022 yılı için tahmin 

yapılması istenmiştir.   
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Şekil 5. Arnavutköy istasyonu model değerlendirme 
(Arnavutköy station  model evaluation)

  

Şekil 6. Beşiktaş istasyonu model değerlendirme (Beşiktaş 

station model evaluation) 

  
Şekil 7. Kartal istasyonu model değerlendirme (Kartal station 

model evaluation) 

 

Şekil 8. Bağcılar istasyonu model değerlendirme (Bağcılar 

station model evaluation)  

 

Şekil 9. Göztepe istasyonu model değerlendirme (Göztepe 

station model evaluation)  

Şekil 10. Sancaktepe istasyonu model değerlendirme 
(Sancaktepe station model evaluation)  



150                                                                                                                                                                                     BİLİŞİM TEKNOLOJİLERİ DERGİSİ, CİLT: 17, SAYI: 3, TEMMUZ 2024 
 

 

Şekil 11. Tuzla istasyonu model değerlendirme (Tuzla station 

model evaluation)  

 

Şekil 12. Ümraniye istasyonu model değerlendirme 
(Ümraniye station model evaluation)  

 

Şekil 13. Yenibosna istasyonu model değerlendirme 
(Yenibosna station model evaluation) 

 

Şekil 14. Sarıyer istasyonu model değerlendirme (Sarıyer 

station model evaluation)  

 

Şekil 15. Esenler istasyonu model değerlendirme (Esenler 

station model evaluation)  

 

Şekil 16. Büyükada istasyonu model değerlendirme 
(Büyükada station model evaluation)  
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Şekil 17. Kumköy istasyonu model değerlendirme (Kumköy 

station model evaluation)  

 

Şekil 18. Sultangazi2 istasyonu model değerlendirme 
(Sultangazi2 station model evaluation)  

 

Şekil 19. Sultangazi3 istasyonu model değerlendirme 
(Sultangazi3 station model evaluation) 

 

Şekil 20. Aksaray istasyonu model değerlendirme (Aksaray 

station model evaluation) 

 

Şekil 21. Alibeyköy istasyonu model değerlendirme 
(Alibeyköy station model evaluation)  

 

Şekil 22. Üsküdar1 istasyonu model değerlendirme 
(Üsküdar1 station model evaluation)  
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Şekil 23. Kadıköy istasyonu model değerlendirme (Kadıköy 

station model evaluation)  

 

Şekil 24. Selimiye istasyonu model değerlendirme (Selimiye 

station model evaluation)  

 

Şekil 25. Kandilli1 istasyonu model değerlendirme 
(Kandilli1 station model evaluation)  

 

Şekil 26. Kağıthane1 istasyonu model değerlendirme 
(Kağıthane1 station model evaluation) 

Aynı zamanda her model için MAPE değeri hesaplanmış, 

grafiklerin üzerinde eklenmiştir. Bazı istasyonlarda 

yaklaşık %20 hata oranıyla tahmin yapılırken, %100’ü 

aşan hata oranları da görülebilmektedir. Örneğin, sadece 

Şekil 25’te MAPE değeri 1.152555 olarak gelmiştir. 

Bunun anlamı, tahmin edilen değerlerin gerçek değerlere 

göre ortalama yüzde olarak %115.2555 hata ile sapma 

göstermesidir. Yani, tahminler gerçek değerlerden 

ortalama olarak yaklaşık %115 daha fazla çıkmıştır. Bu, 

tahmin modelinin Kandilli1 veri seti üzerinde iyi 

performans sergilemediğini göstermektedir. Bu fark birçok 

etmene bağlı olarak ortaya çıkabilir. Çalışmanın bir amacı 

da hem veri analizi hem modelleme aşamasında ortaya 

çıkan bu farka dikkat çekmektir. Nispeten düşük hata 

oranıyla tahmin yapan model için tamamıyla başarılı 

demek ya da aksi durumda başarısız demek doğru 
olmayacaktır.  Birçok semtte veriler 5 yıldan az olurken 

2010 yılından itibaren aralıksız kayıt alan istasyonlar da 

vardır ve bilindiği gibi veri miktarı makine öğrenmesi 

projelerinde başarıyı etkileyen önemli bir unsurdur. Ek 

olarak tahminlenen 2022 yılında ilgili istasyonda 

yaşanabilecek özel durumları modelin tahmin etmesi 

oldukça güçtür zira yalnızca bağımlı değişken ve zaman 

değişkeni ile eğitim ve test aşamaları tamamlanmıştır. Hem 

model başarısını daha doğru ölçmenin hem de çeşitli 

optimizasyonlarla başarıyı arttırmanın yolları oldukça 

fazladır. Çalışmanın devamında eğitim setine 2022 yılı 

dahil edilmiş ve her istasyon için yeniden model kurulmuş, 

2023-2025 yılı için tahminlerde bulunulmuştur. Aşağıda 

bu modeller görülebilir: 

Şekil 27. Arnavutköy istasyonu 2023-2025 tahmini 
(Arnavutköy station 2023-2025 forecast)  
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Şekil 28. Beşiktaş istasyonu 2023-2025 tahmini (Beşiktaş 

station 2023-2025 forecast)  

 

Şekil 29. Kartal istasyonu 2023-2025 tahmini (Kartal station 

2023-2025 forecast)  

 

Şekil 30. Bağcılar istasyonu 2023-2025 tahmini (Bağcılar 

station 2023-2025 forecast)  

 

Şekil 31. Göztepe istasyonu 2023-2025 tahmini (Göztepe 

station 2023-2025 forecast)  

 

Şekil 32. Sancaktepe istasyonu 2023-2025 tahmini 
(Sancaktepe station 2023-2025 forecast)  

 

Şekil 33. Tuzla istasyonu 2023-2025 tahmini (Tuzla station 

2023-2025 forecast)  

 

Şekil 34. Ümraniye1 istasyonu 2023-2025 tahmini 
(Ümraniye1 station 2023-2025 forecast)  

 

Şekil 35. Mobil istasyonu 2023-2025 tahmini (Mobil station 

2023-2025 forecast)  
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Şekil 36. Yenibosna istasyonu 2023-2025 tahmini 
(Yenibosna station 2023-2025 forecast)  

 

Şekil 37. Sarıyer istasyonu 2023-2025 tahmini (Sarıyer station 

2023-2025 forecast) 

 

Şekil 38. Esenler istasyonu 2023-2025 tahmini (Esenler 

station 2023-2025 forecast) 

 

Şekil 39. Çatladıkapı istasyonu 2023-2025 tahmini 
(Çatladıkapı station 2023-2025 forecast) 

 

Şekil 40. Büyükada istasyonu 2023-2025 tahmini (Büyükada 

station 2023-2025 forecast) 

 

Şekil 41. Kumköy istasyonu 2023-2025 tahmini (Kumköy 

station 2023-2025 forecast) 

 

Şekil 42. Sultangazi istasyonu 2023-2025 tahmini 
(Sultangazi station 2023-2025 forecast) 

 

Şekil 43. Maslak istasyonu 2023-2025 tahmini (Maslak 

station 2023-2025 forecast) 
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Şekil 44. Sultangazi2 istasyonu 2023-2025 tahmini 
(Sultangazi2 station 2023-2025 forecast) 

 

Şekil 45. Sultangazi3 istasyonu 2023-2025 tahmini 
(Sultangazi3 station 2023-2025 forecast) 

Şekil 46. Aksaray istasyonu 2023-2025 tahmini (Aksaray 

station 2023-2025 forecast) 

Şekil 47. Alibeyköy istasyonu 2023-2025 tahmini 
(Alibeyköy station 2023-2025 forecast) 

Şekil 48. Avcılar istasyonu 2023-2025 tahmini (Avcılar 

station 2023-2025 forecast) 

Şekil 49. Üsküdar1 istasyonu 2023-2025 tahmini (Üsküdar1 

station 2023-2025 forecast) 

Şekil 50. Kadıköy istasyonu 2023-2025 tahmini (Kadıköy 

station 2023-2025 forecast) 

Şekil 51. Selimiye istasyonu 2023-2025 tahmini (Selimiye 

station 2023-2025 forecast) 
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Şekil 52. Kandilli istasyonu 2023-2025 tahmini (Kandilli 

station 2023-2025 forecast) 

Şekil 53. Beylikdüzü istasyonu 2023-2025 tahmini 
(Beylikdüzü station 2023-2025 forecast) 

 

Şekil 54. Kağıthane1 istasyonu 2023-2025 tahmini 
(Kağıthane1 station 2023-2025 forecast) 

 

BÖLÜM 3: SONUÇ VE ÖNERİLER (CONCLUSION AND 

RECOMMENDATIONS) 

Bu bölüm, çalışmanın özgün sonuçlarının paylaşıldığı, 

tartışıldığı bölümdür. 

3.1. Model Sonuçlarının Yorumu (Interpretation of Model 

Results) 

Çalışmada her ilçe için yapıla her modele eklenen MAPE 

değerlerinin ortalaması 0.316495 olarak bulunmuştur ki bu 

da alanda yapılan başka çalışmaların MAPE değerleri ile 

karşılaştırıldığında kabul edilebilir bir modelleme 

olduğunu göstermektedir [53]. Ancak literatürde uzun 

süreli verilerle çalışılmış ve uzun süreli tahmin yapmış 

kapsamlı bir örnek bulunamadığı ve tahminlemede daha 

çok diğer değişkenlerin ayrı ayrı değişimine odaklanıldığı 

için tam bir karşılaştırma mümkün olamamıştır. 

Saatlik, günlük, haftalık zaman dilimlerinde kurulan 

modellerin hata oranı oldukça yüksek olabilmektedir. 

Çalışma kapsamında veriler bir yıllık süreyle aylık olarak 

tahmin edilmiştir.  Böylelikle kısa zaman dilimlerinde hava 

kirliliğini etkileyebilecek fazla sayıda unsur ile model 

performansında oluşabilecek olası olumsuz etkilerden 

korunmuştur. Her ilçe için yapılmış olan modelleme tek tek 

yukarıda şekillerle gösterilmiştir. Çalışma gerektiği 

taktirde daha fazla veri eklenerek daha iyi tahminler elde 

edilebilir. Böylece karar vericilerin alacağı önlemler ile 

gelecek zaman dilimlerinde model tahmini ile ölçülen 

değerler kıyaslanabilecektir.  

Sultangazi, Mobil, Çatladıkapı istasyonlarında eksik 

verilerin varlığı göze çarpmaktadır. Prophet modeli az 

miktarda eksik veriler barından veri setlerinde de başarılı 

tahmin yapabilecek modellerden biridir. Yine de bu çevre 

problem ele alınırken geçmiş verilerin önemi göz ardı 

edilmemeli, ölçüm istasyonlarının sayısı ve kalitesi sürekli 

arttırılmalıdır.  

Mobil istasyonu sürekli veriye sahip olmadığı ve sabit 

konumda olmadığı için bölgesel fikirler verememektedir. 

Ancak, nedenselliği sorgulamak, olası özel durumlarda 

hava kalitesini ölçebilmek için bunun gibi istasyonlar 

şarttır ve sayısı arttırılmalıdır. Ölçüm yaptığı lokasyonların 

tam konumu da ilgili verilerde paylaşılmalıdır.  

Tahmin sonuçlarına göre AQI değeri artış trendine giren 

bir istasyon bulunmamaktadır. Bu durum en azından 

kirliliğin agresif bir şekilde artmamasını öngörse de, bazı 

bölgeler (Sultangazi, Sarıyer, Üsküdar) için yılın belirli 

zamanlarında yükseliş beklentisi göze çarpmaktadır. Bu 

artışın sebepleri o zaman diliminde detaylıca 

incelenmelidir. Özellikle bu zamanlarda yerel yönetimlerin 

yapacağı farkındalık çalışmaları ve alınacak önlemlerle bu 

artışın önüne geçilmeye çalışılmalıdır.  

Modelin çıtkı olarak ürettiği; alt sınır, üst sınır değerleri 

gözetilmeli, özellikle üst sınırın üzerine çıkılan zamanlarda 

bir sonraki bölümde verilen bölgesel öneriler dikkate 

alınabilir.  

Bu çalışmada verilerin ve değerlendirmenin il geneli için 

kapsayıcı olması nedeniyle başka modellerin denenip 

karşılaştırılması ve model doğruluğu konusunda başka 

metriklere yer verilmesi mümkün olmamıştır.  

3.2. Öneriler (Suggestions) 

Birçok çalışma büyük şehirlerde hava kirliliğine karşı 

alınabilecek önlemlerden bahsetmiştir [54][55][56][57].   

Buna karşın bu çalışmadan çıkan sonuçlara göre başka iller 

için benzer çalışmaların aynı ya da başka kategorileri 

dikkate alarak, aynı ya da başka modeller de kullanılarak 
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yapılması bu şehirlerde yaşayan insanların hava kirliliğinin 

etkilerini daha iyi anlamasına yardımcı olacaktır. 

Çalışmaya rüzgar, nem, yağış gibi meteoroloji ve trafik 

yoğunluğu gibi veriler de eklenerek tahmin doğruluğu 

desteklenebilir ve eş zamanlı tahminler yapılabilir ve 

paydaşlarla eş zamanlı paylaşıma açılabilir. 
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