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Oz

Kalp yetmezligi énemli morbidite ve mortaliteye sahip bir kardiyovaskiiler hastalik olup, diinya ¢apinda giderek daha fazla insani
etkilemektedir. Klinik verilerle kalp yetmezligi tanili hastalarin sag kalimlarini tahmin etmek oldukga zordur. Bu ¢aligmada, kalp
yetmezligi tanili hastalarin hayatta kalma tahmininin dogrulugunu artiracak énemli ézellikler ve etkili makine 6grenme (MO)
algoritmast tespit edilerek, etkili ve verimli bir MO temelli bir yapay zeka modeli tasarlanmaya galigilmistir. Bunun igin yedi farkl
MO algoritmasinin performanslari veri setinden ¢ikarilan belirleyici 6zelliklere dayanarak kargilastirilmustir. Veri setindeki dengesizligi
gidermek ve daha gergek¢i dogruluk degerine sahip modeller elde etmek icin amaciyla sentetik azinlik agir1 6rnekleme teknigi
(SMOTE) ile iki farkli ¢apraz dogrulama tekniginden yararlanilmigtir. Yapilan benzetim ¢aligmalar: sonucunda SMOTE tekniginin
kalp yetmezligi tanili hastalarin hayatta kalma oranini tahmininde siniflandiricilarin performanslarini 6nemli 6lgtide arttirdigy tespit
edilmistir. Birisi digarida ¢apraz dogrulama tekniginde rastgele orman algoritmasiyla %90’lik bir bagarim elde edilirken, 10 kat ¢apraz
dogrulama tekniginde ekstrem gradyan arttirma algoritmasiyla %93 dogruluk degeriyle en yiiksek bagarim degerine ulagilmigtir. Elde
edilen sonuglar literatiirde benzer veri seti kullanilarak yapilan ¢aligmalarla kiyaslandiginda 6nerilen yontemin daha yiiksek performans
sergiledigi tespit edilmistir. Onerilen yontem hem saglik sistemini iyilestirme hem de saglik hizmeti saglayicilart icin kalp yetmezligi
tanili hastalarin hayatta kalmasini tahmininde etkili bir yéntem olma potansiyeli bulunmaktadir. Bununla birlikte uzman hekimlere
kalp yetmezligi tanili hastalarin tedavi siirecinin planlanmasinda yol gosterici olacaktir.

Anahtar Kelimeler: Kalp yetmezligi, makine 6grenmesi, ozellik se¢imi, SMOTE

Abstract

Heart failure is a cardiovascular disease with significant morbidity and mortality, affecting an increasing number of people worldwide.
It is very difficult to predict the survival of patients diagnosed with heart failure using clinical data. In this study, an intelligent machine
learning (IML)-based artificial intelligence model is designed by identifying important features and an effective ML algorithm that
will improve the accuracy of survival prediction of patients diagnosed with heart failure. For this purpose, the performance of seven
different ML algorithms were compared regarding the extracted features from the dataset. Synthetic minority oversampling technique
(SMOTE) and two different cross-validation techniques were used to remove the imbalance in the dataset and to obtain models with
more realistic accuracy. Experimental results showed that SMOTE technique significantly improve the performance of classifiers
in predicting the survival rate of patients diagnosed with heart failure. In the one-out cross-validation technique, the random forest
algorithm achieved 90% accuracy, while in the 10-fold cross-validation technique, the extreme gradient boosting algorithm achieved
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the highest performance with 93% accuracy. When the results obtained are compared with the studies conducted in the literature used
similar data sets, it is found that the proposed method exhibits higher performance. The proposed method has the potential to both
improve the healthcare system and be an effective method for healthcare providers in predicting the survival of patients diagnosed with
heart failure. In addition, it will guide specialist physicians in planning the treatment process of patients diagnosed with heart failure.

Keywords: Heart failure, machine learning, feature selection, SMOTE.

1. Girig

Diinya Saglik Orgiitii (DSO) verilerine gore, diinya gapin-
da meydana gelen 6limlerde en biiyik pay kardiyovaskiler
hastaliklara (KVH) aittir (WHO 2023). KVH; aritmiler,
kalp yetmezligi, hipertansif hastaliklar, romatizmal kalp
hastaliklari ve periferik damar hastaliklar gibi bir¢ok kalp
ve damar hastaligini icermektedir (WHO 2023, Meng vd.
2019, Cilhoroz ve Cilhoroz 2021). Bunlardan kalp yetmez-
ligi (KY), kalbin viicudun ihtiya¢ duydugu kan miktarini
kargilayamamasi ile karakterize edilen ve karmagik klinik
belirtileri olan bir sendromdur (IMuntasir Nishat vd. 2022).
KY’nin ortaya ¢ikmasina neden olabilecek baglica risk fak-
torleri arasinda koroner arter hastaligi, hipertansiyon, di-
yabet, kalp kapak hastaliklari, obezite, tiitin kullanimi, fi-
ziksel inaktivite, yas, cinsiyet ve aile gecmisi yer almaktadir
(Yancy vd. 2013, TDK 2023). Her gecen yil prevalans: artan
KY’nin 6ntimiizdeki 15-20 yil igerisinde halk sagligini daha
da tehdit edici boyutlara ulagacag: ongorilmektedir (TKD
2023). Bu baglamda KY’nin erken evrelerde teshis edilerek
tedaviye baglanmasi, hastaligin mortalite ve morbiditesinin
azaltilmasinda 6nemlidir.

KY teshisinin konulmasinda net bir yontem olmamakla
birlikte; ilk olarak hastanin klinik ge¢misi uzman hekimler
tarafindan degerlendirilmektedir (Shamsham ve Mitchell
2000). Bunun yani sira hastaya elektrokardiyografi, eko-
kardiyografi ve gogiis rontgeni bagta olmak tizere pek ¢ok
elektrofizyolojik test uygulanmaktadir (Chiarugi vd. 2008).
Ancak analiz edilmesi ve yonetilmesi gereken veri ve bilgile-
rin miktar: ve karmagikligi, KY’ nin dogru teshis edilmesini
ve tedavi yontemlerinin degerlendirilmesini olduk¢a zorlu
ve karmagik stireclere donustirmektedir (Tripoliti vd. 2017,
Taker 2023). Bu durum son yillarda makine 6grenme (MO)
tekniklerinin karmagik tibbi verilerin analizinde, hastaligin
seyrinin takibinde, hastalik sonucunun kestiriminde ve has-
taliklarin siniflandirilmasinda tercih edilmesindeki dikkat
cekici artisinin nedenleri arasindadir (Solanki ve Sharma
2019, Salman ve Aksoy 2022, Take1 2023, Giirgen ve Serta-
tag 2023). Literatiirde KY tan1 ve prognozu (6ngorisi) hu-
susunda MO tekniklerine dayali ok sayida galigma bulun-
maktadir (Saglain vd. 2016, Ali vd. 2019, Chicco ve Jurman
2020, Erdas ve Olger 2020, Oladimeji ve Oladimeji 2020,
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Rahayu vd. 2020, Girfidan ve Ersoy 2021, Ishaq vd. 2021,
Potur ve Erginel 2021, Huang vd. 2021, Turkmenoglu ve Yil-
diz 2021, Mamun vd. 2022, Muntasir Nishat vd. 2022, Oz-
bay ve Ozbay 2022, Salman ve Aksoy 2022, Keser ve Keskin
2023, Giirgen ve Serttag 2023). Ornegin, Ornegin, Saqlain
vd. (2016) KY tanisi konan hastalarin sagkalimlarini tahmin
etmek i¢cin uzmanlarin yardimiyla tespit ettikleri 6zellikleri
kullanarak ¢oklu bir siniflandirma yaklagimi énermislerdir.
Farkli siniflandirma algoritmalarinin kullanildig: ¢calismada
en yiiksek bagarim Naive Bayes (NB) (%86,7) algoritmastyla
elde edilmistir. Ali vd. (2019) KY hastaliginin teshis dogru-
lugunu arttirmak amaciyla ki-kare istatistiksel testi ve Gauss
Navie Bayes (GNB) siniflandirict temelli iki agamali 6zellik
odakli bir karar destek sistemi 6nermislerdir. Alt: farkl de-
gerlendirme olgiitine gore degerlendirilen modelin perfor-
mansinin geleneksel GNB modelinin performansina kiyasla
daha fazla oldugu tespit edilmigtir. Chicco ve Jurman (2020)
calismalarinda hem KY olan hastalarin sagkalimini tahmin
etmek hem de KY’deki en 6nemli risk faktorlerine kargilik
gelen 6zellikleri belirlemek amaciyla farkli MO tekniklerin-
den yararlanmuglardir. Yaptiklar1 ¢alismada MO algoritma-
lariyla tespit edilen risk faktorlerinin geleneksel biyoistatis-
tik testlerle belirlenenlerle kiyaslanmugtir. Yapilan analizler
sonucunda serum kreatinin ve ejeksiyon fraksiyonunun tib-
bi kayitlardan KY hastalarinin sagkalimini tahmin etmede
daha yiiksek bagarima sahip oldugunu belirlenmistir. Bu iki
ozellik kullanilarak KY olan hastalarin sagkalimini tahmi-
ninde lojistik regresyon (LR) siniflandiricisiyla %83,8’lik bir
dogruluk elde edilmistir. Erdas ve Olger (2020) KY tanili
hastalarin sagkalimlarini tahmin edebilmek amaciyla gelis-
tirdikleri MO tabanl modellerden tiim 6zelliklerin kullanil-
masi durumunda %86 ile bir kural (one rule) algoritmasiyla
elde etmiglerdir. Oladimeji ve Oladimeji (2020), KY hasta-
larinin sagkalimini tahmin etmek icin MO tabanli bir yon-
tem 6nermislerdir. Onerilen yontemde spesifik (belirleyici)
ozellikler siralamalarina gore segilerek, simiflandirma veri
kiimesindeki siuf dengesizliginin tstesinden gelinmistir.
Farkli MO algoritmalarinin kullanildig1 calismada en yiik-
sek bagarim 9%83,18 ile rasgele orman (RO) algoritmasiyla
elde edilmistir. Bir bagka ¢aligmada sentetik azinlik agir1 6r-
nekleme teknigi (SMOTE) ve yeniden 6rnekleme teknik-
lerinin RO, karar agaglari (KA), k en yakin komgu (KNN),
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destek vektor makineleri (DVM), yapay sinir aglari (YSA)
ve NB algoritmalarinin KY hastalarinin sagkalimini tahmin
etme performanslari tizerindeki etkileri aragtirilmigtir. Ya-
pilan analizler sonucunda her iki 6rnekleme teknigi icin en
yiiksek bagarim sergileyen algoritmanin RO algoritmas: ol-
dugu tespit edilmistir (Rahayu vd. 2020). Girfidan ve Ersoy
(2021) hastalarin klinik verileri ve yagam bilgilerine daya-
narak, KY’ne bagl 6lim durumlarinin siniflandirilmasinda
kullandiklar: farkli MO algoritmalarindan en yiiksek basari-
min DVMyle elde edildigini ortaya koymuslardir. Ishaq vd.
(2021) KY hastalarinin sagkalim tahmininde ekstra agag si-
niflandiricisinin (ETC) daha iyi performans sergiledigini ve
siniflandiricinin performansinin SMOTE ile 0,9262 dog-
ruluk degerine ulagtigini gostermislerdir. Potur ve Erginel
(2021) g farkls 6znitelik se¢im yontemi kullanarak farkl
MO algoritmalarinin siniflandirma performanslarini kargi-
lagtirdiklari ¢aligmalarinda, ok katmanli yapay sinir ag1 al-
gilayicisinin (CKYSA) %90’lik dogruluk oraniyla en yiiksek
basarima sahip oldugunu saptamiglardir. Huang vd. (2021)
KY’ni siniflandirmak amaciyla kullandiklari NB, DVM,
RO ve LR algoritmalarindan RO’nun %88 dogrulukla
en yiksek performansa sahip oldugu ortaya koymuslardir.
Turkmenoglu ve Yildiz (2021) farkli yeniden ornekleme
yontemleri kullanarak KY tanili hastalarin sagkalimlarinin
tahmininde kNN, RO ve EA algoritmalarinin bagarimla-
rin1 aragtirmuglardir. Yapilan analizlerde en yiksek bagarima
agag1 ornekleme ile EA (%84.58) ulagilmigtir. Mamun vd.
(2022) KY ile ilintili patofizyolojik parametrelerden hasta
sagkalimini tahmin etmek icin ¢esitli MO siniflandiricilart
i¢in korelasyon matrisine gore en 6nemli risk faktorlerine
kargilik gelen 6zelliklerin analizini aragtirmiglardir. Yapilan
analizler, LightGBM’nin %85 dogruluk ile diger MO al-
goritmalarina kiyasla daha yiiksek bagarima sahip oldugunu
tespit etmislerdir. Muntasir Nishat vd. (2022) KY teshisinde
standart ve min-max dl¢eklendirme yontemlerini kullana-
rak farkli MO algoritmalarinin performanslarini SMOTE
ve dizenlenmis en yakin komsu veriyi yeniden 6rnekleme
teknigi (SMOTE-ENN) uygulanmas: durumlari i¢in arag-
tirmuglardir. Yapilan analizler sonucunda; SMOTE-ENN ve
standart dlgekleme teknigi ile birlikte kullanildiginda RO
%90 test dogrulugu ile diger tiim algoritmalardan daha yiik-
s"ek performansa sahip oldugu ortaya koyulmustur. Ozbay ve
Ozbay (2022) tarafindan yakin zamanda yapilan bir ¢alig-
mada 4 farkli performans 6lgiitiine dayanarak 10 farklh MO
tekniginin kalp yetmezligine sahip hastalarin hayatta kalma
oranint tahminindeki bagarimini arastirmiglardir. Yapilan
calismada siuflardaki dengesizliklerin ustesinden gelmek
adina SMOTE yéntemi uygulanmis ve en bagarili MO al-
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goritmasinin RO oldugu tespit edilmigtir. 2022 yilinda ya-
pilan bagka bir ¢alismada ikili pargacik siirii optimizasyon
(BPSO) algoritmastyla belirlenen 6znitelikler kullanilarak
gelistirilen RO modeliyle %80 dogruluk oraniyla KY tani-
l1 hastalarin tahmin edilebilecegi gosterilmigtir (Salman ve
Aksoy 2022). Keser ve Keskin (2023) tg farkls MO tekni-
ginin (YSA, RO ve agir1 gradyan arttirma (AGA)) KY has-
talarinin sagkalim tahminindeki bagarimini arastirdig: ¢alig-
malarinda, YSA'nin %86,67 ile en yiiksek siniflandirma per-
formansina sahip oldugu tespit etmiglerdir. Yakin zamanda
yapilan bagka bir ¢aligmada KY’nin erken teghisinde sekiz
farkli MO tekniginin bagarimi arastirilmis ve en yiiksek ba-
sarimin RO ile elde edildigi ortaya koyulmustur (Giirgen ve
Serttas, 2023).

Yukarida bahsedilen c¢aligmalar KY hastalarinin sagkalim
tahmininde MO algoritmalarinin oldukga etkili oldugunu
gostermesine ragmen, bu tekniklerden en yiksek bagarimin
hangisine ait oldugu hususunda tartigmalar siire gitmekte-
dir. Bu dogrultuda bu ¢alismada KY sahip hastalarin sag-
kalim oranlarinin belirlenmesinde daha 6nceden Onerilen
ve yukarida bahsedilen karar destek sistemlerinden esinle-
nerek etkili ve verimli bir MO temelli yapay zeka modeli
onerilmistir. Bu dogrultuda 6nerilen modelde fakli MO al-
goritmalarinin bagarimlari irdelenmigtir. Calismada ilk ola-
rak KY verileri 6n isleme tabi tutulup, bozucu 6rneklerden
temizlenerek yeni bir veri seti elde edilmigtir. Sonrasinda da
veri seti [0,1] arasinda normalize edilerek, ¢capraz dogrulama
teknikleri ile 8 farkli MO yénteminin egitiminde kullanil-
mustir. Egitim stireci, hem tiim 6zellikleri hem de kiimele-
me temelli 6zellik secimi algoritmasi yardimiyla elde edilen
optimal 6zellikleri i¢eren veri setleri i¢in gerceklestirilmistir.
Ek olarak ¢aligma kapsaminda optimal 6zellikleri igeren veri
seti icin SMOTE tekniginin MO yéntemlerinin bagarimina
etkisi de aragtirilmigtr.

Caligmada, Bolim 2te veri seti, kullanilan MO algoritma-
lar1 ve performans metrikleri detaylandirilmigtir. Boliim 3’te
ise farkli gapraz dogrulama tekniklerine gore MO algorit-
malarinin performanslari kiyaslanmistir. Son béliimde ise
caligma literatiirdeki ilgili calismalarla kargilagtirilmigtar.

2. Gereg ve Yontemler
2.1. Veri Seti

Bu ¢aligmada, internet tzerinden agik erisime sahip UCI
Machine Learning Repository veri tabaninda yer alan “He-
art Failure Clinical Records” baglikli veri seti kullanilmig-
tir (UCI 2023). Veri seti, Nisan-Aralik 2015 tarihleri ara-
sinda Pakistan Faysalabad Kardiyoloji Enstitiisii ve Allied
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Hastanesi'ne bagvuran 299 kalp yetmezligi tanili hastanin
tibbi kayitlarini icermektedir. Hastalarin 105’1 kadin 194G
erkek olup, yaslar1 40 ila 95 (ortalama yas 60,83) arasinda
degismektedir. Bununla birlikte hastalarin tamaminda sol
ventrikiiler sistolik fonksiyon bozuklugu mevecut olup, New
York Kalp Cemiyeti'nin (NYHA) konjestif kalp yetmezligi
stniflamasina gore Sinif 111 ve IV'de yer almaktadir (Ahmad
vd. 2017).

Veri setinde hastalarin yaglari, titiin kullanim durumu, ¢e-
sitli kan tahlili sonuglari ile diyabet, tansiyon ve anemi gibi
hastaliklara sahip olup olmadiklarina dair bilgilere yer ve-
rilmistir. Bunlardan kreatinin fosfokinaz (CPK), trombosit,
ejeksiyon fraksiyonu, kreatinin ve sodyum degerleri stirek-
li (ntimerik) degiskenler; sigara kullanimi, diyabet, anemi,
kan basinci (KB) ve cinsiyet ise kategorik degiskenler olarak
tanimlanmugtir (Tablo 1). Bunlarin yan:i sira hastalarin sag
kalim streleri zaman olarak bilinen bir degiskenle giin cin-
sinden verilmistir. Veri setinde eksik deger bulunmamakla
birlikte; takip stiresi boyunca (ortalama 130 giin) hastalarin
96’s1nin hayatini kaybetmesi, veri setinin dengesiz bir dagi-
lima sahip oldugunu géstermektedir. Veri setinde 6lim=1
6len hastayi, 6lim=0 ise hayatta kalan hastay: ifade etmek-
tedir. Veri setinin genel 6zeti Cizelge 1'de sunulmugtur (Po-
tur ve Erginel 2021, Giirgen ve Serttag 2023). Bu ¢alisma
kapsaminda bu degiskenleri kullanarak kalp yetmezligine

sahip hastalarin sag kalimlarini gergege en yakin olacak se-
kilde tespit edilmesi amaglanmugtr.

2.2. Ozellik Se¢imi

Ozellik se¢imi, bir MO siirecinde kullanilan temel bir adim
olup, modelin performansini veri setindeki 6zelliklerin se-
¢imi veya elenmesi yoluyla artirmayr hedeflemektedir. Bu
sureg, gereksiz veya girtltili verilerin ¢ikartilarak modelin
genelleme yetenegini artirmakta ve ayni zamanda iglem ma-
liyetini azaltmaktadir (Selvakuberan vd. 2008). Literatiirde
ozellik segimine yonelik bir¢ok algoritma bulunmaktadir.
Bunlardan CfsSubsetEval algoritmasi, 6zellikler arasindaki
korelasyonu degerlendirerek en anlamli bilgiyi tasiyan 6zel-
liklerin tespitine odaklanmaktadir. Bu algoritma genellik-
le en iyi ilk arama (Best First Search) veya genetik arama
(Genetic Search) gibi bir arama algoritmastyla birlestirildi-
ginde daha yiksek performans sergilemektedir (Bektas ve
Babur 2016). Arama algoritmalari, o6zellik alt kimelerini
sistemli bir sekilde kesfetmek ve en iyi performans: sagla-
yacak ozellikleri segmek amaciyla kullanilmaktadir. Calisma
kapsaminda, veri setindeki optimum 6zellikleri tespit etmek
icin CfsSubsetEval algoritmas ile en iyi ilk arama yontemi
secilmistir. Bunun i¢in WEKA programindan faydalanilmig
olup, veri setinde yer alan tim ozellikler arasindan en etki-
li olanlar (yas, ejeksiyon fraksiyonu, serum kreatinin, serum
sodyum ve siire) tespit edilmistir.

Cizelge 1: Veri setinde yer alan 6zelliklerinin tanimi, 6l¢tim birimleri ve araliklar:

Ozellik Tanimi Olii Birimi

Yas Hasta yas1 Yil [40 - 95]
Cinsiyet Kadin veya Erkek Binary (Ikili) 0,1
Tiitiin kullanimi Hastanin sigara igme durumu Binary (Ikili) 0,1
Ao (o oo ieinde By | o
Yiiksek kan basinct gfisutzi? yliksek tansiyon olup olmamast Binary (Ikili) 0,1
Kreatinin Fosfokinaz (CPK) CPK enziminin kandaki seviyesi mcg/L [23-7861]
Diyabet Hastanin diyabet olma durumu Binary (Ikili) 0,1
Ejeksiyon Fraksiyonu Kalbin her kasilmasinda ¢ikan kan yiizdesi Yiizde [14-80]
Trombositler Kandaki trombosit miktar kilotrombosit/mL [25.0150.00]
Serum Kreatinin Kandaki kreatinin miktar1 mg/dL [0.50- .40]
Serum Sodyum Kandaki sodyum miktari mEq/L [114-148]
Zaman Hastaligin takip stiresi Giin [4-285]
(Hedef) Oliim Olays glaggmn takip siiresi sonundaki sag kalim Binary (ikili) 0,1
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2.3. Makine Ogrenme Algoritmalar1
2.3.1 K en yakin komgsu (kNN)

K en yakin komgu (KNN) algoritmasi, ornekleri uzayda
noktalar olarak temsil edilen bir veri seti tizerinde simf-
landirma veya regresyon gorevleri i¢in kullanilan denetimli
MO algoritmasidir. Temel prensibi, bilinmeyen bir 6rnegi
siniflandirmak veya tahmin etmek i¢in en yakin komgulari-
nin etrafindaki etiketleri veya degerleri kullanmaya dayan-
maktadir. Bu algoritma, veri noktalarinin uzayda geomet-
rik olarak birbirine yakin olan benzer ézelliklere sahip veri
noktalarinin ayni sinifa veya benzer bir degere sahip olma
egilimini temel almaktadir. KNN, genellikle egitim verileri
{izerinde basit bir uzaklik 6lgiimi (6rnegin, Oklid mesafe-
si) kullanarak yeni 6rnekleri siniflandirmakta veya tahmin
etmektedir. K degeri komgularin sayisini belirtirken, algorit-
manin performansini da etkilemektedir. Bu algoritma basit
ve etkili olmasinda ragmen, biiytk veri setlerinde ve yiiksek
boyutlu veri uzaylarinda hesaplama maliyetini artabilmekte-
dir (Duda vd. 2000, Uzun vd. 2018, Azam vd. 2020, Turan
2023).

2.3.2 Lojistik regresyon (LR)
Lojistik regresyon (LR), istatistik ve MO alanlarinda sik-

likla kullanilan bir diger siniflandirma algoritmasidir. Temel
mantig1 bagiml bir degiskenin (genellikle kategorik) belirli
bagimsiz degiskenlerle olan iligkisinin modellenmesine da-
yanmaktadir. Bu algoritma, bagimli degiskenin olasiligini
tahmin etmek i¢in kullanilmakta ve genellikle ikili siniflan-
dirma problemlerinde tercih edilmektedir. LR, basit yapist
ve yiksek uygulanabilirligi sayesinde hizli egitim ve tahmin
saglarken, dogrusal ayrilabilir olmayan veri setlerinde etkisiz
olabilmekte ve karmagik iligkileri modelleme konusunda ki-
sith kalabilmektedir (Ishaq vd. 2021, Khan vd. 2023, Seven
vd. 2023).

2.3.3 Gaussian naive bayes (G-NB)
Gaussian Naive Bayes (G-NB), Naive Bayes siniflandirma

algoritmasinin bir tirtidir. Temelinde Bayes Teoremi’ne da-
yanan bu algoritma, bir 6rnegin belirli bir sinifa ait olma
olasiligini hesaplamak i¢in sinif etiketinin ve 6zniteliklerin
arasindaki olasilik iligkilerini kullanmaktadir. Bu algoritma,
siniflandirma siirecinde her 6zelligin normal (Gaussian) bir
dagilima sahip oldugunu varsaymaktadir. Algoritmada si-
niflandirma strecinde, Bayes Teoremi kullanilarak belirli bir
sinifa ait olasilik hesaplamakta ve en yiiksek olasiliga sahip
sinif tahmin edilen sinif olarak secilmektedir. G-NB hizli
ve basit olmasiyla 6ne ¢ikarken, 6zellikler arasindaki ger-
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cek bagimhliklar goz ardi ederek bagimsizlik varsayimina
dayandig1 i¢in bazi durumlarda performans: dugsik kalabil-
mektedir (Beltozar-Clemente vd. 2024).

2.3.4 Karar agaci (KA)

Karar Agaci (KA) algoritmast, veri setindeki desenleri hiye-
rarsik bir yapi icinde temsil eden bir modelleme teknigidir.
Temel prensibi, veri kimesindeki 6znitelikleri kullanarak bir
dizi kararlar kurali olusturmaya dayanmaktadir. Daha sonra
bu kurallara dayali olarak verinin siniflandirma veya regres-
yon islemini ger¢eklestirmektedir. KA, genellikle anlagilabi-
lirlikleri ve yorumlanabilirlikleri nedeniyle tercih edilmekte-
dirler. Ancak, algoritmanin tek bagina kullanimi verilerdeki
karmagik iligkileri ifade etmekte bazen kisitli kalabilmekte
ve bu nedenle agir1 uyum riski tagtyabilmektedir (Charbuty
ve Abdulazeez 2021).

2.3.5 Rasgele orman (RO)

Rastgele Orman (RO) karar agaglarinin birlestirilmesiyle
olusturulan bir topluluk (ensemble) 6grenme algoritmasidir.
Algoritmada her bir karar agaci, rastgele se¢ilmis alt 6zni-
telikler tizerinde egitilmekte ve bu agaglar arasinda yapilan
oylama (ortalamalarinin alinmasi) ile siniflandirma (reg-
resyon) islemi gerceklestirilmektedir. Algoritmanin temel
avantajlari, agir1 uydurmay: (overfitting) azaltma, ytiksek bo-
yutlu veri setlerinde etkili performans sergileme ve 6znitelik
6nem siralamalarini saglama yeteneklerine sahip olmasidir.
Ayrica, paralel islem yetenekleri sayesinde biiyiik veri setle-
rinde etkili bir sekilde ¢aligabilmektedirler (Pandimurugan
vd. 2022, Atasoy ve Kara 2023, Cesur ve Cemal 2023).

2.3.6 Gradyan arttirma (GB)

Gradyan arttirma (Gradient Boosting, GB), zayif 6greni-
ciler adi1 verilen basit modellerin (genellikle karar agaglar:)
bir araya getirilmesiyle daha gli¢li bir tahmin modelini
olusturan énemli bir topluluk 6grenme algoritmasidir. Bu
algoritma, hata fonksiyonunu minimize etmek amaciyla 6n-
ceki modellerin hatalarina odaklanan iteratif bir stireci takip
etmektedir. Bu iteratif slireg, 6grenme orani ve agag derinligi
gibi hiperparametrelerle yonetilmektedir. Genellikle KA te-
mel alinarak regresyon ve siniflandirma problemlerinde et-
kili sonuglar elde edilmektedir. GB’nin en 6nemli avantajlar
yiiksek tahmin performans: ve karmasik iligkileri modelle-
me yeteneklerine sahip olmasidir. Dezavantajlar: ise egitim
stirecinin hesaplama agisindan yogun olmasi ve hiperpara-
metre ayarinin onemli olmasidir (Friedman 2002, Natekin
ve Knoll 2013, Sarikaya 2020, Nusrat vd. 2020, Bentéjac vd.
2021).
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2.3.7 Ekstrem gradyan arttirma (GB)

Ekstrem Gradyan Arttirma (Extreme Gradient Boosting,
XGBoost), GB ‘nin optimize edilmis ve performans: art-
tiridlmig versiyonudur. Daha verimli hesaplama yontemleri
kullanarak egitim sirecini hizlandiran XGBoost, paralel
hesaplama yetenekleri sayesinde 6zellikle biytk veri setle-
rinde daha yiksek bagarimlar sergilemektedir. Ayrica, asir1
ogrenmeye kars: direncli olmak i¢in ¢esitli diizenleme tek-
nikleri ve hiperparametrelerin otomatik ayarlanmasini sag-
layan 6zellikler icermesi algoritmaya daha esnek bir kulla-

nim olanad: saglamaktadir (Maulana vd. 2023, Yilmaz ve
Bakar 2023).

2.4. Capraz Dogrulama Yontemleri

MOde capraz dogrulama teknikleri, modellin genelleme
yetenegini ve performansini daha givenilir bir sekilde de-
gerlendirmek i¢in kullanilmaktadir. Bu baglamda gercekles-
tirilen ¢aligmada modellerin bagarimlari, literatiirde yaygin
olarak kullanilan k-katlamali (k-fold) ve birisi digarida (lea-
ve-one-out- LOO) ¢apraz dogrulama tekniklerine dayana-

rak degerlendirilmigtir (James vd. 2013).
2.4.1.k-katlamal (k-kat) capraz dogrulama yontemi

Bu yontem, veri setini rasgele k esit parcaya bolmekte ve her
parcayi sirayla test seti olarak kullanarak modeli k defa egi-
terek degerlendirmektedir. Her iterasyonda farkli bir parca
test seti olarak secilmekte ve geri kalanlar egitim verisi ola-
rak kullanilmaktadir. Bu sekilde k defa yapilan bu islemlerin
ortalamasi alinarak modelin genel performans ol¢iisii elde
edilmektedir. Bu ¢alismada k degeri 10 olarak segilmigtir
(Wong ve Yeh 2020).

2.4.2.Birisi digarida capraz dogrulama yontemi (LOO)

Birisi digarida ¢apraz dogrulama (leave-one-out, LOO)
yontemi, veri setindeki her bir 6rnegi sirasiyla disarida bira-
karak modeli egitip test etme siirecini ifade etmektedir. Bu
yontemde her iterasyonda bir 6rnek test i¢in kullanilmakta
ve geri kalan veri setiyle de model egitilmektedir. Bu islem,
veri setindeki her 6rnegi test etmek icin tekrarlanmaktadir.
Bu durum modelin genelleme yetenegi hakkinda daha gii-
venilir bir degerlendirme yapilmasina olanak saglamaktadr.
Buna kargin, biiytik veri setleri i¢in yiiksek hesaplama mali-
yetleri nedeniyle kullanigh olmamaktadir (Narin vd. 2014,
Wong 2015).

2.4.3 Sentetik azinlik asir1 rnekleme teknigi (SMOTE)

Sentetik Azinlik Agir1 Ornekleme Teknigi (sentetic mino-
rity over-sampling technique, SMOTE), sinif dengesizligi
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iceren veri setlerinde azinlik sinifin1 giiclendirmek ve mode-
lin performansini artirmak amaciyla kullanilan bir érnekle-
me yontemidir. Bu teknik, azinlik sinifindaki 6rnekleri ana-
liz etmekte ve her bir azinlik 6rneginin komgularini dikkate
alarak yeni sentetik 6rnekler olusturmaktadir. Bu sentetik
ornekler, azinlik sinifinin veri boglugunu doldurmak ve den-
gesizligi azaltmak icin kullanilmaktadir. SMOTE, az sayida
ornegi olan siiflarin neden oldugu dengesizlik sorunlarini
¢6zmek ve siniflandirma performansini artirmak icin kul-
lanilmaktadir (Chawla 2010, Blagus ve Lusa 2015). Bu ¢a-
lismada, SMOTE teknigi kullanilarak yeni egitim veri seti
olusturulmugtur. Béylelikle SMOTE ile veri 6rneklerini her
sinif icin 299 6rnekten 406 érnege cikarilmigtir.

2.5. Performans Metrikleri

Siniflandiricilarin performansi, gergek etiketlerle yapilan
kargilagtirmalar ve tahminler arasindaki uyumu degerlendi-
ren metriklerle ol¢tilmektedir. Bu baglamda dogruluk (ac-
curacy, ACC), kesinlik (precision, Prec), ozgullik (specifity,
Spec) ve F-ol¢titt gibi metrikler kullanilmaktadir. Bu met-
rikler siniflandiricilarin dogrulugunu, yanliligini, tam hatir-
lama yetenegini ve dogru pozitiflerle yanlis pozitifler arasin-
daki dengeyi belirlemektedir. Yapilan ¢alisma kapsaminda
siniflandiricilarin performanslar: dogruluk (ACC), kesinlik,
ozgillik ve F-ol¢tut metriklerine goére degerlendirilmigtir.
Ilgili metriklere ait denklemler asagida verilmistir.

DP + DN

Dogruluk (ACC) = p5p DN+ YP + YN (1)
Kesinlik (Prec) = % (2)
Oxzgiilliik (Spec) = % (3)

Kesinlik * Duyarhiik
Kesinlik + Duyarhiik (4)

F - O Ipitii = 2 %

Burada DP (Dogru Pozitif) siniflandiricinin dogru bir se-
kilde pozitif tahmin ettigi ornekleri, DN (Dogru Negatit)
gergekten negatif olan 6rnekleri, YP (Yanls Pozitif) gercek-
te negatif olan 6rnekleri yanlis pozitif tahmin ettigi durum-
lar1 ve YN (Yanlis Negatif) gercekte pozitif olan ornekleri
yanlis negatif tahmin ettigi durumlar: ifade etmektedir.

3. Bulgular ve Tartigma

Bu ¢aligmada, kalp yetmezligi tanili hastalarin sag kalim veya
oliim durumlarinin tahmin edilmesi icin farkli MO algorit-
malarinin performanslari analiz edilmigtir. Caligmada 6nce-
likle MO algoritmalarinin bagarimlarini arttirmak amacryla
veri setindeki en anlamli 6zellikler tespit edilmistir. Bunun
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icin WEKA programinda yer alan CfsSubsetEval 6zellik
secim yontemi ile en iyi ilk arama (Best fit) algoritmasindan
taydalanilmigtir. Yapilan benzetim ¢aligmalari sonucunda
veri setinde en anlamli 6zellikler yas, ejeksiyon fraksiyonu,
serum kreatinin, serum sodyum ve siire olarak belirlenmistir.
Sonrasinda, bu bes ézellik kullanilarak 7 farkli MO algo-
ritmasinin performanslar: 10-kat ¢apraz dogrulama ve bi-
rini digarida birak ¢apraz dogrulama (LOO) teknikleriyle
elde edilen analizlerin sonuglar1 karsilagtirlmistir. Analizler
Phyton programi kullanilarak gerceklestirilmistir. MO algo-
ritmalarinin se¢imi literatiirde kalp yetmezligi tanili hastala-
rin sag kaliminin tahmini izerine yapilan ¢aligmalar baz ali-
narak yapilmistir. Bu baglamda K-en yakin komsu (KNN),
Gauss Naive Bayes (G-NB), Karar agaci (KA), Rasgele or-
man (RO) , Extreme Gradient Boosting (XGBoost), Lo-
jistik regresyon (LR) ve Gradient Boosting (GB) algorit-
malarindan faydalanilmigtir. Bunun yani sira veri setindeki

dengesizlik probleminin 6niine gegebilmek icin SMOTE

tabanl 6rnekleme yontemi kullanilmigti. SMOTE’nin ol-
dugu ve olmadigi durumlardaki MO algoritmalarinin per-
formanslar1 ayr1 ayr1 analiz edilmistir. Elde edilen sonuglar
sirastyla Cizelge 2 ve Cizelge 3’ de verilmistir.

Cizelge 2de yer alan sonuglar irdelendiginde; 10 kat ¢apraz
dogrulama tekniginin kullanilmas: durumunda MO algo-
ritmalar1 arasindan siniflandirma bagarimi en yiksek KA
ve XGBoost iken, en distik olan ise G-NB'dir. KA algorit-
masinin dogruluk, duyarlilik, kesinlik ve f-6l¢titi metrikleri
strastyla %83, %94, %90 ve %78'dir. XGBoost algoritmasinin
dogrulugu %83, ozgilligi %88, kesinligi %83 ve f-ol¢titi
%80dir. G-NB algoritmas: i¢in elde edilen bagarim met-
riklerinden dogruluk %76, 6zgiillik ve kesinlik %100 iken
t-olgiti ise %63'dir. LOO tekniginde ise en yiksek sinif-
landirma basarimi KNN, RO ve G-NB algoritmalarindan
elde edilmistir. En disiik siniflandirma bagarimi ise KA al-
goritmasinda gozlemlenmistir. KNN algoritmasinin dogru-

Cizelge 2. Farkli makine 6grenme algoritmalarinin 10-kat ve LOO ¢apraz dogrulama teknikleri i¢in elde edilen bagarim metrikleri.

10-kat LOO
ACC(%) Spec(%) Prec(%) F(()o;f)“t“ ACC(%) Spec(%) Prec(%) F‘%}S“ﬁ
KNN(k=3) 79 94 89 73 85 84 63 73
G-NB 76 100 100 63 79 80 51 61
KA 83 94 90 78 77 82 59 63
RO 79 88 82 75 85 88 75 76
XGBoost 83 88 83 80 84 87 73 74
LR 79 94 89 73 82 85 67 71
GB 79 88 75 90 85 89 77 77

Cizelge 3. SMOTE ornekleme teknigi kullanilmasi durumunda farkli makine 6grenme algoritmalarinin 10-kat ve LOO ¢apraz

dogrulama teknikleri i¢in elde edilen bagarim metrikleri.

10-Kat LOO
ACC(%) Spec(®%) Prec(®%) ((’029)““ ACC(%)  Spec(%) Prec (%) F'(()o;f)“t“
KNN (k=3) 83 89 89 83 84 82 80 84
G-NB 85 94 94 85 80 76 73 79
KA 83 94 94 82 8 83 83 85
RO 90 89 91 91 90 9 93 90
XGBoost 93 89 91 93 88 89 89 88
LR 85 89 90 86 81 80 80 81
GB 90 94 9 90 89 91 91 89
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lugu %85, 6zgulligi %84, kesinligi %63 ve f-ol¢titi %73 dir.
RO algoritmasinin dogruluk, 6zgillik, kesinlik ve f-6l¢tti
degerleri sirastyla %85, %88, %75 ve %75'dir. G-NB algorit-
masinin ise dogrulugu %85, 6zgillugi %89 iken kesinligi ve
f-6lcutit %77dir. KA algoritmasiyla en distik siniflandirma
bagarimi elde edilmis olup, bu deger %77dir. Diger metrik-
ler olan 6zgiilliik, kesinlik ve f-6liiti ise sirastyla %82, %59
ve son olarak %63diir.

Cizelge 3'de gorildugu tizere LOO teknigi kullanilmas: du-
rumunda en yiksek siniflandirma dogrulugu %90 ile RO
sinfflandiricisindan elde edilmigti. RO siniflandiricisinin
ozgillik ve kesinlik degerleri %93 iken F-ol¢uti ise %90'dur.
G-NB siniflandiricist ise en distik siniflandirma bagarimini
vermis olup, siniflandirma bagarimi %80'dir. Siniflandirici-
nin ozgullik, kesinlik ve F-ol¢titi degerleri sirastyla %76,
%73 ve %79dur. Capraz dogrulama yontemi olarak 10-kat
capraz dogrulama kullanilmas: durumunda en yiiksek sinif-
landirma bagarimi %93 ile XGBoost siniflandiricisindan, en
distik siniflandirma bagarimi ise %83 ile KNN ve KA s1-
niflandiricilarindan elde edilmigtir. KNN siniflandiricisinin
ozgullugi ve kesinligi %89, F-ol¢iiti %83 olarak hesaplan-
migtir. KA siniflandiricisinda ise 6zgillik ve kesinlik %94
iken F-ol¢tti %82dir. Son olarak XGBoost siniflandiricisi-
nin 6zgtllik, kesinlik ve F-6l¢titi metriklerinin degeri sira-

styla %89, %91 ve %93 olarak elde edilmistir.

Elde edilen tim sonuglar géz 6ntine alindiginda kalp yet-
mezligi bulunan bireylerin sag kalim veya 6liim durumla-
rinin tahmininde SMOTE tabanli 6rnekleme yonteminin
eklenmesi simiflandiricilarin bagarimini arttirdigy gorilmek-
tedir. Yani sira SMOTE yénteminde 10- kat ¢apraz dogru-
lama tekniginin kullanilmas: durumunda en yiksek siniflan-
dirma bagarimi elde edilmektedir. Siniflandiricilar arasindan
en ylksek dogruluk degeri XGBoost algoritmasinin 10-kat
capraz dogrulama yontemiyle kullanilmas: durumunda elde
edildigi gorilmektedir. Bu baglamda 10-kat ¢apraz dogru-
lama y6ntemi i¢cin SMOTE yénteminin oldugu ve olmadig:
durumlarda her bir siniflandirma algoritmas: i¢in elde edi-
len ortalama mutlak hata (MAE) degerleri $ekil 1 ve Cizel-
ge 4de verilmistir.

Sekil 1'de goruldigi tizere SMOTE yonteminin eklenmesi
durumunda hata degerleri digsmektedir. SMOTE yontemi-
nin olmamasi: durumunda en yiiksek hata degeri XGBoost
algoritmasinda ve en diisik hata degeri G-NB algoritma-
sinda elde edilmistir. SMOTE yonteminin eklenmesi duru-
munda ise en yiiksek ve en diigiik hata degerleri sirasiyla KA
ve XGBoost algoritmalarinda gozlenmistir.
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Sekil 1. SMOTE tekniginin uygulanip uygulanmamasit durumlari
i¢in yedi farkli makine 6grenme algoritmasinda hatanin degigimi.

Cizelge 4. SMOTE tekniginin uygulanip uygulanmamas: durum-
lar1 i¢in yedi farkli makine 6grenme algoritmasinda elde edilen or-

talama mutlak hata degerleri.

Mutlak hata degerleri
SMOTE SMOTE
uygulanmamasi uygulanmasi

durumu durumu
KNN (k=3) 0.4875 0.1250
G-NB 0.4696 0.1500
KA 0.4839 0.1750
RO 0.4875 0.1
XGBoost 0.4910 0.075
LR 0.4803 0.15
GB 0.4875 0.1

Calismada son olarak kalp yetmezligi tanili hastalarin sag
kalimlariin tahmininde MO algoritmalarinin bagarimla-
r1 literatirde ayni veri seti kullanilarak yapilan diger calig-
malarla kargilagtinlmigtir (Cizelge 5). Bu kargilagtirmada,
veri seti ayrimi ve 6zellik se¢imi stirecinin nasil yapildig:
hususunda detay verilmemis ¢aligmalar g6z ard: edilmigtir.
Cizelge 5den de agik¢a goriildigi tzere onerilen ¢aligma
literatiirde yer alan diger ¢alismalar arasinda 6ne ¢ikmak-
tadir. SMOTE tekniginin uygulanmas: siniflandiricilarinin
performanslari artirmugtir.
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Cizelge 5. Kalp yetmezligi veri seti ile yapilan ¢aligmalarin kargilagtirilmasi.

Yazarlar Kullanilan Yontem(ler) Ozellik Sayis1 ACC (%)
Chicco ve Jurman (2020) RO 2 75.4
Rahayu vd. (2020) DVM 12 83
Erdas ve Olger, (2020) Bir Kural (One rule) 12 86
Ishaq vd. (2021) SMOTE+ Ekstra Aga¢ (EA) 92.62
Potur ve Erginel (2021) Cok katmanl algilayici 4 90
Tirkmenoglu ve Yildiz, (2021) Asagi Ornekleme+ EA 3 84.58
Garfidan ve Ersoy (2021) DVM 12 83
Salman ve Aksoy (2022 ) RO+hiper parametre ayar: +BPSO 7 80
Ozbay ve Ozbay (2022) SMOTE+RO 12 87.088
Keser ve Keskin (2023) YSA 12 86.67
Bu Calisma KNN, G-NB, RO 85
Bu Calisma SMOTE +XGBoost 93
4. Sonug ve Oneriler 5. Kaynaklar

Kalp yetmezligi sinsi seyirle ilerleyen ve hayati riskler iceren
bir saglik sorunu olup, erken teshisi 6nem arz etmektedir.
Bu baglamda son yillarda uzman hekimlerin karar verme
siirecine destek saglamak amaciyla bilgisayar tabanli karar
destek sistemleri gelistirilmektedir. Karar destek sistemleri-
nin uzman hekimlere sunduklari 6nerilerle hatali kararlarin
ontine gecilmekte ve erken teshis asamasina ciddi katkilar
saglamaktadir. Kalp yetmezligine katkida bulunan faktérler
analiz edilip, 6nleyici tedbirler alinarak 6lim orani kontrol
altina alinabilmektedir. Bu ¢aligmada, kalp hastalarinin ha-
yatta kalma tahmini i¢in etkili ve verimli bir makine 6g-
renmesi temelli bir yapay zeka modeli tasarlanmaya ¢alisil-
miugtir. Bu amag dogrultusunda KNN, G-NB, KA, RO, LR,
XGBoost ve GB algoritmalar1 kullanilmigtir. Veri seti kay-
nakli bozucu etkileri minimize etmek ve 6rnek setini arttir-
mak amaciyla SMOTE uygulanmugtir. Yani sira, veri homo-
jenligini saglamak ve tim 6rnekleri hem test hem de egitim
sureglerinde kullanarak daha gercek¢i dogruluk degerine
sahip modeller elde etmek i¢in ¢apraz dogrulama tekni-
ginden yararlanilmistir. Ek olarak, CfsSubsetEval 6znitelik
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