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Özet 
 
Rezervuarlardaki su kalitesi takibi, suyun kullanım amacına uygunluğu ve su canlılarının 
korunması için önemlidir ve su kalitesinin belirlenmesinde en yaygın kullanılan 
değişkenlerden biri de bulanıklıktır. Bu değişkenin takibinde kullanılan geleneksel 
yöntemlerin maliyetli ve zaman alıcı olması, su kalitesi takibi için daha ekonomik ve hızlı 
bir alternatif olan uzaktan algılama çalışmalarını ön plana çıkarmıştır. Bu çalışmada, 
Landsat 8 Operational Land Imager (OLI) görüntüleri kullanılarak Cheney Rezervuarında 
(Kansas, ABD) bulanıklık değişkenini tahmin edebilecek bir model kurulması amaçlanmıştır. 
Bu amaçla 99 Landsat 8 OLI görüntüsü, 2014-2022 yılları arasında rezervuarda takibi 
yapılan bulanıklık verileriyle aralarındaki zaman farkı 20 dakikadan az olacak şekilde 
eşleştirilmiştir. Tahmin modellerinin kurulmasında regresyon analizi, çok değişkenli 
uyarlanabilir regresyon eğrileri (MARS) ve TreeNet gradyan arttırma makinesi (TreeNet) 
yöntemleri kullanılmıştır. Kurulan modellerin performansları, ortalama karesel hata, 
ortalama karesel hatanın karekökü, ortalama mutlak hata ve Nash-Sutcliffe (NS) verimlilik 
katsayısı performans istatistikleri ile kıyaslanmıştır. MARS ve TreeNet yöntemlerinin 
tahmin gücünün test veri seti için birbirine eşit olduğu görülmüştür (NS = 0.61). En önemli 
parametrenin MARS yöntemi kullanılarak oluşturulan modelde B4/B1 (kırmızı/kıyı aerosol), 
TreeNet yöntemiyle oluşturulan modelde ise B4/B2 (kırmızı/mavi) olduğu belirlenmiştir.  
 
Anahtar kelimeler: Bulanıklık, Cheney rezervuarı, Landsat 8 OLI, Regresyon analizi 
 

Abstract 
 
Monitoring water quality in reservoirs is crucial for determining the suitability of water for 
its intended use and protecting aquatic life. One of the most commonly used indicators of 
reservoir water quality is turbidity. As a cost-effective and quick alternative to traditional 
monitoring methods, studies with remote sensing have gained traction. This study aims to 
develop a model to estimate turbidity in the Cheney Reservoir (Kansas, USA) using Landsat 
8 Operational Land Imager (OLI) images. In total 99 Landsat 8 images were matched with 
turbidity data monitored in the reservoir between 2014 and 2022 with a time difference of 
at most 20 minutes. Estimation models were developed using regression analysis, 
multivariate adaptive regression splines (MARS), and TreeNet gradient boosting machine 
(TreeNet) methods. The success of the models was compared with the performance 
statistics of mean squared error, root mean squared error, mean absolute error, and Nash-
Sutcliffe (NS) efficiency coefficient. The MARS and TreeNet methods were found to have 
equal predictive ability for the test dataset (NS = 0.61). The most significant parameter was 
determined as B4/B1 (red/coastal aerosol) with the MARS method, while B4/B2 (red/blue) was 
determined with the TreeNet model.  
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1. Giriş 
 
Su, canlılığın devamı için vazgeçilmez bir unsurdur ve tarih boyunca medeniyetler su kaynaklarına yakın bölgelerde 
kurulmuştur. Günümüzde de bir bölgede tatlı su kaynaklarının bulunması, o bölgenin nüfusunun artmasında ve 
kalkınmasındaki en önemli etkenlerden bir tanesidir. Gerek doğal yollarla gerekse de artan nüfus ve buna paralel olarak 
gelişen şehirleşme ve sanayileşme ile temiz su kaynakları her geçen gün kirlenmektedir. Kirliliğin de bir göstergesi olan 
ve suda askıda bulunan parçacıkların neden olduğu bulanıklık, içme suyu kaynakları için hem suyun kullanılabilirliği 
açısından hem de estetik açıdan sorunlara yol açmaktadır. Bulanıklık halk sağlığı için doğrudan bir risk teşkil etmemesine 
karşın, hastalık sebebi mikroorganizmaların suda barınmasına ve su kaynağından kullanım noktasına kadar olan şebeke 
sistemi boyunca istenmeyen durumların meydana gelmesine sebep olabilmektedir. Ayrıca içme sularının bulanıklığı ile 
mide-bağırsak hastalıkları arasındaki ilişkileri gösteren çalışmalar mevcuttur (De Roos vd., 2017; Mann vd., 2007). 
Bulanık bir suyun içme suyu olarak kullanılmadan önce klorlanması durumunda, bulanıklığa neden olan bazı maddelerin 
serbest klor ile reaksiyona girerek kansere neden olduğu düşünülen yan ürünlerin oluşmasına yol açmakta olduğu 
literatürde ifade edilmektedir (Boyd, 2015). Bu sebeple, özellikle içme suyu kaynaklarında bulanıklık değişkeninin takibi 
önem arz etmektedir. Ancak yerinde yapılan su kalitesi ölçümleri hem zaman alıcı hem de maliyetli olmaktadır. Bu 
nedenle su kalitesi ölçümleri için alternatif bir yöntem arayışı başlamıştır. Su kalitesi değişkenlerinin uzaktan algılama 
teknikleri ile tahmin edilmesi araştırmacıların dikkatini çeken alternatif bir yol olarak literatürde yerini almıştır.  

Uzaktan algılama, radyasyon yansıma ve yayılımını temas olmaksızın ölçerek bir bölgenin fiziksel özelliklerini 
belirleme ve takip etme olarak ifade edilmektedir (Çölkesen, 2015). Uzaktan algılama ile su kalitesi tahmini çalışmalarının 
çoğu yersel olarak ölçülmüş su kalitesi değişkeni ile değişkenin ölçüm tarihine ait ve çalışma alanını kapsayan uydu 
görüntülerinin bant yansıma değerleri arasındaki korelasyonları araştırarak tahmin modeli oluşturmayı hedeflemiştir 
(Dilmen, 2023; Gholizadeh vd. 2016). Bulanıklık, optik özellikleri nedeniyle yaygın olarak değerlendirilen bir su kalitesi 
değişkenidir ve uydu görüntüleri ile yüksek korelasyon potansiyeline sahip olduğu henüz kullanıma hazır uydu 
görüntüleri mevcut değilken öngörülmüştür (Moore, 1980).  

Uzaktan algılama ile bulanıklık tahmininde Landsat 5, Landsat 8 ve Sentinel 2 uyduları önceki çalışmalarda (Al-
Fahdawi vd., 2015; Gholizadeh vd., 2016; Gonzalez-Marquez vd., 2018; Pizani vd., 2020) sıklıkla kullanılmıştır. Bu 
nedenle, bu çalışmada da yüksek performanslı bir bulanıklık tahmin modeli geliştirmek için Landsat 8 Operational Land 
Imager (OLI) görüntüleri kullanılmıştır. Uydu görüntülerinin içerdiği veriler, rezervuardaki fiziki özelliklerin belirli bir 
andaki ürünü olduğundan, o ana ait yersel ölçümlerin kullanılması, tahmin gücü yüksek model kurulmasında en etkili 
parametre olarak ifade edilebilir. Yerinde ölçümler, rezervuar içinde tek bir noktadan gerçekleştirilebileceği gibi, su 
üstünde hareket eden vasıtalar kullanılarak farklı noktalardan da gerçekleştirilebilmektedir. Farklı noktalardan ölçüm 
alınmak istendiği takdirde, çoğu zaman ölçüm olanaklarının yetersizliğinden dolayı, ölçümler belirli bir zaman farkı ile 
gerçekleştirilebilmektedir. Uydu görüntüleri rezervuarın tamamını kapsayacak nitelikte olsa bile çoğu durumda 
zamansal çözünürlükleri yeterince yüksek olmamaktadır. Bu nedenle, farklı noktalardan alınan yersel ölçümlerin yeterli 
zamansal yakınlıkta uydu karşılıklarını elde etmek çoğu zaman mümkün olmamaktadır. Literatürde bulunan çalışmaların 
birçoğunda yersel ve uydu ölçümleri arasındaki zaman farkı saatlerle ifade edilmektedir (Hossain vd., 2021; Mortula vd., 
2020; Pizani vd., 2020; Bonansea vd., 2018). Bu çalışmada, uzaktan algılama ve takibi yapılan bulanıklık verileri birlikte 
kullanılarak rezervuarda bulanıklık değişkenini tahmin edecek bir model oluşturulması hedeflenmiştir. Ayrıca yersel 
ölçümler ile uydu görüntüleri arasındaki zaman farkının 20 dakikadan daha az olması, çalışmayı bu yönüyle literatürdeki 
diğer çalışmalardan ayırmaktadır. 

Bantlar ve yersel olarak ölçülmüş bulanıklık arasındaki ilişkileri araştırmada sıklıkla kullanılan yöntemlerden biri 
regresyon analizidir (Meng vd., 2022; Chu vd., 2021; Theologou vd., 2015). Bu çalışma kapsamında da regresyon tabanlı 
klasik regresyon analizi, çok değişkenli uyarlanabilir regresyon eğrileri (MARS) ve TreeNet gradyan arttırma makinesi 
(TreeNet) yöntemleri kullanılarak bulanıklık tahmini amaçlanmıştır. Tahmin modellerinin geliştirilmesinde kullanılacak 
olan bağımsız değişkenler hem işlem yükü hem de modelleme performansı bakımından oldukça önemlidir. Birçok 
araştırmacı, spektral bantlar ve farklı indeksleri bağımsız değişken olarak kullanarak su kalitesi parametrelerini tahmin 
etmeye çalışmışlardır (Hossen vd., 2022; Meng vd., 2022; Sun vd., 2022). Yapılmış olan çalışmalarda çeşitli bantlar 
denendikten sonra, bulanıklık ile kırmızı ve yakın kızıl ötesi bantlar arasında yüksek korelasyon olduğu görülmüştür. Bu 
nedenle modeller genel olarak bu bantların tek başına veya diğer bantlarla birlikte kullanılmasıyla geliştirilmiştir (Liu & 
Wang, 2019; Surisetty vd., 2018). Bu çalışmada da 2014 – 2022 yılları arasına ait Landsat 8 OLI bantları hem tek başına 
hem de farklı kombinasyonları ile kullanılarak modeller geliştirilmiştir. Çalışma kapsamında Amerika Birleşik 
Devletleri’nin (ABD) Kansas eyaletinde yer alan, içme ve sulama suyu kaynağı olan ve rekreasyon merkezi olarak bölge 
için büyük bir öneme sahip olan Cheney Rezervuarı (Stone vd., 2015) çalışma alanı olarak seçilmiştir.  
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2. Kullanılan Veriler ve Yöntemler 
 

2.1 Çalışma Alanı 
 
Cheney Rezervuarı 1962 ile 1965 yılları arasında Wichita şehrinde (Kansas, ABD) inşa edilmiştir. Kansas eyaletinin en 
büyük şehri olan Wichita 396,192 nüfusa sahiptir (State of Kansas, 2023). Cheney Rezervuarı havzasındaki arazi 
çoğunlukla kırsal alan olmakla birlikte başta buğday yetiştirilen tarımsal alanlar, toplam arazinin yaklaşık %52’sine karşılık 
gelmektedir. Cheney Rezervuarını besleyen en önemli kol North Fork Ninnescah Nehri olup rezervuara giren su hacminin 
yaklaşık %70’ini oluşturmaktadır. Drenaj alanı 2420 km2 olan rezervuar yaklaşık 38 km2’lik bir yüzey alanına sahiptir. 
Rezervuarda ortalama derinlik 5 m iken maksimum derinlik ise yaklaşık 13 m’dir (Christensen vd., 2006; Stone vd., 2015). 
Şekil 1’de görüldüğü üzere Cheney Rezervuarında 15 dakika aralıklarla su kalitesi takibi yapılan bir gözlem istasyonu 
(USGS 07144790) mevcuttur. Rezervuarda ölçülmüş bulanıklık verilerinin yanı sıra çalışma alanını kapsayan ve söz 
konusu verilerle neredeyse eş zamanlı olan uydu görüntülerinin mevcut olması Cheney Rezervuarının çalışma alanı 
olarak seçilmesinde etkili olmuştur. 

 

 
 

Şekil 1. Cheney Rezervuarı, Kansas, Amerika Birleşik Devletleri 
 

2.2 Verilerin Elde Edilmesi 
 
Wichita şehri için sahip olduğu önem dolayısıyla Cheney Rezervuarında 1996 yılından beri USGS Kansas Su Bilimleri 
Merkezi ve Wichita Belediyesi iş birliğiyle çeşitli su kalitesi değişkeni izlenmekte olup 2007 yılından günümüze değin 
ölçülmüş bulanık verileri de mevcuttur. Bulanıklık verileri USGS web sitesinden (U.S. Geological Survey, 2023) formazin 
nefelometrik birimi (FNU) olarak temin edilmiştir. Çalışmada kullanılan Landsat 8 OLI görüntüleri yeryüzünde 185 km2’lik 
bir alan kapsamakta olup pankromatik bantta 15 m, spektral bantlarda ise 30 m’lik bir konumsal çözünürlüğe sahiptir 
(Wang vd., 2015). Landsat 8’in sahip olduğu bantlar ve görüntü çözünürlükleri Tablo 1’de verilmektedir. 
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Tablo 1. Landsat 8’in sahip olduğu bantlar ve özellikleri 
 

 
Landsat Seviye 1 görüntüleri her spektral bant için radyometrik ve geometrik olarak düzeltilmiş veriler içerir ancak 
atmosferik düzeltmeleri yapılmamıştır (Pinto vd., 2020). Buna karşın Landsat Seviye 2 görüntüleri atmosferik olarak 
düzeltilmiş haldedir ve yansıma değerleri çalışmalarda doğrudan kullanılmaktadır (Khalid vd., 2021; Agapiou, 2020). Bu 
yüzden bu çalışmada Landsat Seviye 2 görüntüleri kullanılmıştır. Çalışma alanını kapsayan ilk Landsat 8 OLI Seviye 2 uydu 

görüntüsü 30 Mart 2013 tarihinde çekilmiştir. Bu tarihten sonraki Landsat 8 OLI Seviye 2 görüntüleri mevcut olup, 

bulutluluk oranı %15’ten az olanlarına USGS Earth Explorer (https://earthexplorer.usgs.gov) üzerinden erişilmiştir. Uydu 
görüntüleri ile yersel ölçüm verileri kullanılarak yapılan modelleme çalışmalarında ideal olarak bu iki veri setinin eş 
zamanlı olması gereklidir. Bu yüzden elde edilen Landsat 8 OLI uydu görüntüleri ile bulanıklık verileri, aralarındaki zaman 
farkı en az olacak şekilde (20 dakikadan daha az) eşleştirilmiştir. Böylece görüntü tarihi 2014 – 2022 yılları arasında olan 
99 Landsat 8 OLI görüntüsü ile bulanıklık verisi eşleştirmesi yapılabilmiştir. Bulanıklık verisi ile eşleştirilmiş her bir uydu 
görüntüsünde Cheney Rezervuarı gözlem istasyonuna karşılık gelen piksellerin yansıma değerleri elde edilmiş ve veriler 
modelleme için hazır hale getirilmiştir. 

 

2.3 Regresyon Analizi 
 
Regresyon analizleri, bir değişkendeki değişimin başka bir değişkeni nasıl etkilediğini incelemek için kullanılan bir 
yöntemdir. Regresyon analizinde gözlem değerlerinin ve bu değerlerden etkilenen olayların matematiksel bir yolla, yani 
bir fonksiyon ile ifade edilmesi gerekir. Ortaya çıkan matematiksel ifadeye regresyon modeli denir. Regresyon modeli 
diğer birçok uygulamada kullanıldığı gibi uzaktan algılama verilerinin istatistiksel analizinde de sıklıkla kullanılmaktadır 
(Abdul Wahid & Arunbabu, 2022; Alparslan vd., 2007; Batur, 2019; Hossen vd., 2022; Meng vd., 2022). Bu çalışmada 
klasik regresyon analizi için kullanılan doğrusal (DF), üs (ÜF), eksponansiyel (EF) ve kuadratik (KF) fonksiyonlar aşağıda 
verilmektedir.  
 

𝑃𝐷 = 𝑤0 + 𝑤1𝑥1 + 𝑤2𝑥2 + ⋯ + 𝑤𝑛𝑥𝑛 (1) 
 

 𝑃Ü = 𝑤0𝑥1
𝑤1𝑥2

𝑤2𝑥3
𝑤3𝑥4

𝑤4 … 𝑥𝑛
𝑤𝑛    (2) 

 
𝑃𝐸 = 𝑤0 + exp (𝑤1 + 𝑤2𝑥1 + ⋯ + 𝑤𝑛+1𝑥𝑛) (3) 

 
𝑃𝐾 = 𝑤0 + 𝑤1𝑥1 + ⋯ + 𝑤𝑛𝑥𝑛 + 𝑤𝑛+1𝑥1𝑥2 + 𝑤𝑛+2𝑥1𝑥3 + ⋯ + 𝑤𝐶(𝑛,2)+𝑛+1𝑥1

2 + ⋯ + 𝑤𝐶(𝑛,2)+2𝑛𝑥𝑛
2 (4) 

 
Verilen bu eşitliklerde 𝑛 bağımsız değişken sayısı ve 𝐶(𝑛, 2) 𝑛’nin ikili kombinasyonlarının sayısı olmak üzere 𝑃𝑖 , 𝑤𝑖  ve 

𝑥𝑖  sırasıyla bağımlı değişkenleri, regresyon katsayılarını ve bağımsız değişkenleri temsil etmektedir (Nacar vd. 2020a). 
 

2.4 Çok Değişkenli Uyarlanabilir Regresyon Eğrileri (MARS) 
 
Friedman (1991) tarafından tanıtılan MARS, bağımlı ve bağımsız değişkenler arasında parametrik olmayan bir model 
kurmak için kullanılan bir yöntemdir. Doğrusal olmayan veri setleri ile yapılan modelleme çalışmaları ile dikkat çeken 

Bantlar Dalga boyu (µm) Konumsal çözünürlük (m) 

1 -   Kıyı aerosol 0.435-0.451 30 

2 -   Mavi 0.452-0.512 30 

3 -   Yeşil 0.533-0.590 30 

4 -   Kırmızı 0.636-0.673 30 

5 -   Yakın kızılötesi (NIR) 0.851-0.879 30 

6 -   Kısa dalga kızılötesi (SWIR) 1 1.566-1.651 30 

7 -   Kısa dalga kızılötesi (SWIR) 2 2.107-2.294 30 

8 -   Pankromatik 0.503-0.676 15 

9 -   Sirrus 1.363-1.384 30 

10 - Termal kızılötesi sensör (TIRS) 1 1.060-1.119 100 

11 - Termal kızılötesi sensör (TIRS) 2 1.150-1.251 100 
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MARS yöntemi farklı alanlardaki birçok araştırmacı tarafından kullanılmıştır (Sharda vd., 2008; Nacar vd., 2020a; Wang 
vd., 2020; Şan vd., 2023; Şan vd., 2024; Nacar vd., 2024). MARS yöntemi, veri setindeki her doğrusal ilişkinin sonunda 
ayrı bir regresyon denklemi oluşturmaktadır. Bu yöntemde öncelikle veri setleri küçük gruplara ayrılmakta ve her bir 
grup için farklı bir denklem veya temel fonksiyon oluşturulmaktadır. Oluşturulan temel fonksiyonların (5) genel formu 
aşağıdaki gibidir; 
 

maks(0, 𝑥 − 𝑘) 𝑣𝑒𝑦𝑎  maks(0, 𝑘 − 𝑥) (5) 
 

Burada, x tahmin edici değişken ve k bir eşik değeridir (Nacar vd., 2020a). Temel denklemlerin doğrusal 
kombinasyonlarından oluşan MARS yönteminin genel denklemi Eşitlik (6)’da verilmektedir. 
 

𝑦 = 𝑓(𝑥) + 𝜀   (6) 
 

𝑓(𝑥) = 𝛽0 + 𝛽𝑚 × 𝑇𝐹𝑚 (𝑥)  (7) 
 

Bu eşitliklerde y bilinmeyen olup, f(x) Eşitlik 6 ile tahmin edilen bağımlı değişken iken ε ise hata miktarıdır. Eşitlik 
(7)’deki m değeri araştırılan veriye uygun olarak seçilmiş temel fonksiyon sayısı, TFm m’inci temel fonksiyon ve βm bu 
temel fonksiyonun katsayısıdır (Nacar vd., 2020a). 

 

2.5 TreeNet Gradyan Arttırma Makinesi (TreeNet) 
 
Friedman (2001) tarafından geliştirilen TreeNet gradyan arttırma, makine öğrenimi alanında önemli bir ilerleme olarak 
kabul edilmektedir. TreeNet yöntemi, gradyan artırma algoritmasını kullanarak sınıflandırma ve regresyon problemlerini 
çözmek için etkili bir strateji sunmaktadır. Bu yöntem, yüksek doğruluk, hızlı sonuç üretimi ve eksik veri kümelerinde 
yüksek hata toleransı sağlaması ile öne çıkmaktadır. TreeNet modeli, birçok küçük ağaçtan oluşmakta ve bu ağaçların 
her biri için alt uç düğüm içermektedir. Her ağaç, nihai modele küçük bir katkıda bulunmakta ve nihai model, tüm bu 
katkıların birleşiminden meydana gelmektedir. TreeNet modeli, karmaşık olmasına rağmen, Fourier ya da Taylor serileri 
gibi seri açılımlarına benzemektedir (Friedman, 2001; Nacar vd., 2020a). TreeNet model açılımı Eşitlik (8)’de 
verilmektedir. 

 
𝐹(𝑥) = 𝐹0 + 𝐵1𝑇1(𝑥) + 𝐵2𝑇2(𝑥) + 𝐵3𝑇3(𝑥) + ⋯ + 𝐵𝑛𝑇𝑛(𝑥)  (8) 

 
Eşitlik (8)’de her bir 𝑇𝑖 küçük bir ağacı temsil etmekte ve her biri bu ağacın uygun uç düğümünden elde edilen terimlerin 
ağırlıklı bir toplamı olarak değerlendirilmektedir. 
 

3. Modelleme Çalışmaları 
 
Modelleme çalışmalarında bulanıklık değerleri bağımlı değişken ve bant yansıma değerleri bağımsız değişken olarak ele 
alınmıştır. Tüm veriler kronolojik olarak sıralandıktan sonra eğitim, doğrulama ve test verilerine karar verilmiştir. 
Modellerin günümüzden daha sonra elde edilmiş verileri kullanarak tahmin yapacakları göz önünde bulundurularak, 
tarih sıralı verilerin ilk %60’lık kısmı eğitim, bu verileri takip eden %20’lik kısım doğrulama ve geri kalan günümüze en 
yakın veriler ise test verisi olarak kullanılmıştır. Bağımsız değişken olarak ele alınan bant yansıma değerleri tek bir bant 
veya birden fazla bant yansıma değerlerinden oluşabilmektedir. Çeşitli bant oranlarına sahip regresyon modellerinin, 
sadece tek bant yansıma değerleri kullanılarak oluşturulan regresyon modellerine kıyasla daha güvenilir olduğu ilgili 
literatürde belirtilmiştir. (Abdelmalik, 2018; Hossen vd., 2022). Bu nedenle, analizler için tek bir bant yerine, literatürde 
önerilen bant oranları da dahil olmak üzere 60 farklı bant kombinasyonu kullanılmıştır (Gholizadeh vd., 2016; Rodriguez-
Lopez vd., 2021). Modelleme çalışmalarında fazla sayıda bağımsız değişken kullanılması işlem yükü oluşturması açısından 
tercih edilmemektedir. Bu nedenle üretilen kombinasyonlar arasından ilk aşamada bulanıklık verisiyle en yüksek 
korelasyona sahip 12 bağımsız değişken seçilmiştir. Daha sonra tüm olası regresyon analizleri gerçekleştirilerek bağımsız 
değişken sayısının azaltılması yoluna gidilmiştir. Bn Landsat bant numaralarını temsil etmek üzere; B1/B4, B3/B4, B4/B1, 
B4/B3, B4/B2, B2+B4 ve B3+B4 kombinasyonlarının bulanıklık parametresiyle daha yüksek bir ilişkiye sahip olduğu görülmüş 
ve modeller bu değişkenler kullanılarak oluşturulmuştur. Modellemeyi kolaylaştırmak, hesap yükünü azaltmak ve daha 
etkin sonuçlara ulaşmak adına, bağımlı ve bağımsız değişkenlere ait tüm veriler Eşitlik (9) kullanılarak normalize 
edilmiştir (Nacar vd., 2020b). 
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𝑋𝑛 =
𝑋𝑖−𝑋𝑚𝑖𝑛

𝑋𝑚𝑎𝑘−𝑋𝑚𝑖𝑛
× 0.8 + 0.1  (9) 

 
Burada  𝑋𝑛 normalize değeri, 𝑋𝑚𝑖𝑛 ve 𝑋𝑚𝑎𝑘  sırasıyla her bir bağımsız değişken için en küçük ve en büyük değerleri ifade 
etmektedir.  

Çalışmada kullanılan yöntemlerin ve oluşturulan modellerin tahmin performanslarını karşılaştırmak için ortalama 
karesel hata (MSE), ortalama karesel hatanın karekökü (RMSE), ortalama mutlak hata (MAE) ve Nash-Sutcliffe (NS) 
verimlilik katsayısı performans istatistikleri kullanılmıştır. Bu performans istatistikleri aşağıda verilen eşitlikler 
kullanılarak hesaplanmaktadır. 

 

𝑀𝑆𝐸 =
1

𝑁
∑ (𝑡𝑖 − 𝑡𝑑𝑖)

2𝑁
𝑖=1  (10) 

 

𝑅𝑀𝑆𝐸 = √
1

𝑁
∑ (𝑡𝑖 − 𝑡𝑑𝑖)

2𝑁
𝑖=1  (11) 

 

𝑀𝐴𝐸 =
1

𝑁
∑ |(𝑡𝑖 − 𝑡𝑑𝑖)|𝑁

𝑖=1   (12) 

 

𝑁𝑆 = 1 −
∑ (𝑡𝑖−𝑡𝑑𝑖)2𝑁

𝑖=1

∑ (𝑡𝑖−𝑡̅)2𝑁
𝑖=1

  (13) 

 

Yukarıda verilen eşitliklerde, 𝑡𝑖  ölçüm değerlerini, 𝑡𝑑𝑖  tahmin değerlerini, 𝑡̅ ölçüm değerlerinin ortalamasını ve 𝑁 veri 
sayısını temsil etmektedir. NS verimlilik katsayısı −∞ ile 1 arasında değerler almakta ve değeri 1’e yaklaştıkça modelin 
doğruluğu artmaktadır. NS değerinin 0’dan küçük olduğu durumlar ortalama gözlem değerinin modelleme sonucundan 
daha başarılı bir tahmin değeri olduğu ve dolayısıyla modelin başarısız olduğu anlamına gelmektedir. Ayrıca, daha küçük 
MSE, RMSE ve MAE değerlerine sahip modellerin daha güvenilir olduğu kabul edilmektedir (Moriasi vd., 2007; Nacar 
vd., 2020a). 

 

4. Bulgular ve İrdeleme 
 
Landsat 8 OLI bantlarından, B1, B2, B3 ve B4’ün yansıma değerleri ile Cheney rezervuarında ölçülen bulanıklık değerlerinin 
orta ila güçlü derecede (R = 0.496 ila 0.864) ilişkili olduğu Tablo 2’de verilmektedir. Öte yandan, B5, B6 ve B7 ile elde 
edilen yansıma değerleri ile bulanıklık değerleri arasında zayıf bir korelasyon (R < 0.253) olduğu görülmektedir. Tablo 
2’de de görüldüğü üzere Landsat 8 OLI bantları ve oluşturulan 60 bant kombinasyonu arasından B4, B1/B4, B3/B4, B4/B1, 
B4/B3, B2/B4, B4/B2, B4/B5, B5/B4, B2+B4, B3+B4 ve (B2/B5)+B4 kombinasyonları bulanıklık değişkeni ile daha iyi bir 
korelasyona sahiptir (R = ±0.782 ila 0.910). Bu nedenle bu kombinasyonlar modelleme çalışmalarında kullanılan 
kombinasyonlar olmuştur. Tek bir Landsat 8 OLI bandı ile bulanıklık değişkeni arasındaki en yüksek R değeri 0.864 iken, 
bant kombinasyonları ile bulanıklık değişkeni arasındaki en büyük ve en küçük R değerleri sırasıyla 0.910 ve 0.782 olarak 
hesaplanmıştır. 

 Modelleme çalışmalarında olabildiğince az sayıda bağımsız değişken kullanılması model güvenirliğini arttırmakla 
birlikte işlem yükünü azaltması bakımından tercih edilir. Tüm olası regresyon analizleri modele en iyi katkı vermesi 
beklenen bağımsız değişkenleri belirlemede kullanılan bir yöntemdir. Tablo 3’te görüldüğü üzere bulanıklık değişkeni ile 
en yüksek korelasyona sahip 12 bağımsız değişken kullanılarak yapılan tüm olası regresyon analizleri sonucu modelde 
kullanılacak bağımsız değişken sayısı 7’ye düşürülmüştür. Başka bir deyişle 7’den daha fazla bağımsız değişken 
kullanılması model doğruluğunu neredeyse etkilememiştir. Bu 7 bağımsız değişken kullanılarak oluşturulan bulanıklık 
tahmin modellerine ait performans istatistikleri Şekil 2’de gösterilmektedir. 
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Tablo 2. Bulanıklık değişkeni ile en iyi korelasyona sahip Landsat 8 OLI bantları ve kombinasyonları 
 

Bantlar ve 
Kombinasyonlar 

                           R 
 

B1 0.496  

B2 0.566  

B3 0.737  

B4 0.864  

B5 0.253  

B6 0.045  

B7 0.034  

B1/B4 −0.845  

B2/B4 −0.907  

B3/B4 −0.900  

B4/B1 0.849  

B4/B3 0.902  

B4/B2 0.910  

B4/B5 0.798  

B5/B4 −0.782  

B2+B4 0.782  

B3+B4 0.822  

(B2/B5)+B4 0.864  

 
 

Tablo 3. Tüm olası regresyon analizleri sonucu bulanıklık modellemede kullanılacak bağımsız değişkenler 
 

Bağımsız 
değişken 

sayısı 
B4 B1/B4 B2/B4 B3/B4 B4/B1 B4/B3 B4/B2 B4/B5 B5/B4 B2+B4 B3+B4 (B2/B5)+B4 NS 

1       
      0.828 

2     
  

      0.876 

3     
  

    
  0.888 

4  
   

  
      0.890 

5   
       

   0.896 

6  
  

   
   

   0.900 

7  
  

      
   0.900 

8             0.900 

9    
   

  
    0.901 

10    
   

      0.902 

11       
      0.902 

12             0.902 

 
Tahmin modellerinin performansları, MSE, RMSE, MAE ve NS verimlilik katsayısı istatistikleri ile kıyaslanmıştır. Eğitim 
veri seti için Tablo 4 ve Şekil 2a’da görüldüğü üzere DF, ÜF ve EF için NS değerleri birbirine eşit ve diğer yöntemlere 
kıyasla başarısız sonuçlar (NS= 0.92) vermişlerdir. Ancak bu değerler 1’e çok yakın olduğu için model performanslarının 
yüksek olduğunu söylemek mümkündür. KF, MARS ve TreeNet yöntemleri eğitim veri seti için birbirine yakın sonuçlar 
vermiş olup en başarılı sonucu (Sırasıyla NS= 0.97, 0.96 ve 0.94) KF vermiştir. Doğrulama veri seti için Tablo 4 ve Şekil 
2b’de görüldüğü üzere TreeNet en başarısız sonuçları (NS = 0.56) vermiştir. DF, ÜF, EF ve MARS için modeller benzer 
sonuçlar vermiş olup en iyi sonucu (Sırasıyla NS= 0.73, 0.72, 0.72 ve 0.75) MARS vermiştir. Her ne kadar eğitim veri seti 
için yüksek NS değerleri vermiş olsa da KF modeli genel anlamda başarısız olmuş ve 0’dan küçük olan NS değeri grafiğe 
dahil edilmemiştir. Ayrıca KF modelinin MSE değeri diğer modellerin sonuçlarına kıyasla oldukça büyüktür (242.86 FNU). 
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Test verileri için Tablo 4 ve Şekil 2c’de görüldüğü üzere MARS ve TreeNet birbirine eşit ve en başarısız sonuçları 
vermişlerdir (NS= 0.61). DF, ÜF ve EF için modeller benzer sonuçlar vermiş olup en iyi sonucu ÜF vermiştir (Sırasıyla NS= 
0.64, 0.66 ve 0.65). KF modeli test verilerinde de genel anlamda başarısız olmuş ve 0’dan küçük olan NS değeri grafiğe 
dahil edilmemiştir. Ayrıca KF modelinin MSE değerinin diğer modellerin sonuçlarına kıyasla oldukça büyük olduğu 
görülmüştür (96.58 FNU). 

DF, ÜF, EF ve KF modellerinin eğitim, doğrulama ve test verileri saçılım grafikleri sırasıyla Şekil 3a, b, c ve d’de 
gösterilmektedir. Saçılım grafiklerinde, köşegene yakın bir veri dağılımı modelin iyi performans gösterdiği anlamına 
gelmektedir (Nacar vd., 2020b). Şekil 3d’den de görüldüğü üzere, KF için eğitim verileri, diğer fonksiyonların eğitim 
verilerine kıyasla köşegene en yakın verilerdir, ancak test verileri için durum bunun tam tersidir. MARS ve TreeNet 
yöntemleri ile oluşturulan modellerin saçılım grafikleri sırasıyla Şekil 3e ve 3f’de görülmektedir. MARS ve TreeNet 
yöntemlerinin tahmin performanslarının birbirine yakın olduğu Şekil 3e ve 3f’de görülmektedir. 

 

 

 

 
 

Şekil 2. Bulanıklık tahmin modellerinin eğitim, doğrulama ve test verileri için performans istatistikleri 
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Şekil 3. Bulanıklık tahmin değerlerinin ölçüm verileri ile olan ilişkilerini gösteren saçılım grafikleri (a) DF, (b) ÜF, (c) 

EF, (d) KF, (e) MARS ve (f) TreeNet 
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Tablo 4. Regresyon fonksiyonları, MARS ve TreeNet yöntemlerine ait performans istatistikleri 
 

Veri seti/Model DF ÜF EF KF MARS TreeNet 

Eğitim       

MSE (FNU) 4.77 4.29 4.30 1.84 1.87 2.94 
RMSE (FNU) 2.18 2.07 2.07 1.36 1.36 1.71 
MAE (FNU) 1.70 1.56 1.53 0.96 1.05 0.77 
NS 0.92 0.92 0.92 0.97 0.96 0.94 

Doğrulama       

MSE (FNU) 3.32 3.50 3.41 242.86 3.04 5.38 
RMSE (FNU) 1.82 1.87 1.85 15.58 1.74 2.32 
MAE (FNU) 1.47 1.54 1.49 6.52 1.33 1.86 
NS 0.73 0.72 0.72 −18.67 0.75 0.56 

Test       

MSE (FNU) 8.87 8.55 8.69 96.58 9.65 9.58 
RMSE (FNU) 2.98 2.92 2.95 9.83 3.10 3.09 
MAE (FNU) 2.55 2.54 2.50 6.63 2.54 2.60 
NS 0.64 0.66 0.65 −2.88 0.61 0.61 

 
MARS yönteminin uygulanması sonucu elde edilen TF’ler Tablo 5’te verilmektedir. Tüm TF’lerin B4 değişkenini içermesi, 
bulanıklık değişkeninin B4 ile yüksek bir korelasyon içerisinde olmasının bir sonucudur. MARS yöntemi kullanılarak elde 
edilen, Cheney Rezervuarında bulanıklığı tahmin etmesi beklenen denklem Eşitlik (14)’te verilmektedir. Şekil 4a ve 4b’de 
görüldüğü üzere MARS yönteminde göreceli önemi en yüksek olan parametre B4/B1 iken TreeNet yönetimiyle 
oluşturulan modelde B4/B2’dir. 

 
Tablo 5. MARS yöntemiyle elde edilen denkleme ait temel fonksiyonlar 

 

Temel Fonksiyon No Temel Fonksiyon 

TF01 maks( 0, B4/B2 – 0.129930) 

TF02 maks( 0, B4/B1 – 0.189615) 

TF04 maks( 0, B1/B4 – 0.382259) × TF01 

TF06 maks( 0, B3/B4 – 0.301666) 

TF07 maks( 0, 0.301666 – B3/B4) 

TF10 maks( 0, B4/B1 – 0.575208) × TF04 

TF12 maks( 0, B4/B3 – 0.409036) × TF04 

TF13 maks( 0, 0.409036 – B4/B3) × TF04 

TF14 maks( 0, B3/B4 – 0.380915) × TF01 

TF15 maks( 0, 0.380915 – B3/B4) × TF01 

TF17 maks( 0, 0.428972 – B4/B3) × TF14 

TF18 maks( 0, B1/B4 – 0.341339) × TF02 

TF20 maks( 0, B3+B4 – 0.724787) × TF18 

 
𝐵𝑢𝑙𝑎𝑛𝚤𝑘𝑙𝚤𝑘 = −0.0881 +  3.2455 ×  TF01 −  2.1008 ×  TF02 +  0.3992 ×  TF06 +  3.5339 ×  TF07 −  3.6110 × 106

× TF10 −  24.2435 ×  TF12 −  25.7938 ×  TF13 −  2.1854 ×  TF14 −  4.2622 ×  TF15 + 16.4792 

×  TF17 +  50.7029 × TF20  

 (14) 
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Şekil 4. (a) MARS ve (b) TreeNet yöntemleriyle oluşturulmuş bulanıklık modellerindeki bağımsız değişkenlerin göreceli 

önem dereceleri 
 

Literatürde Landsat 8 görüntüleri kullanılarak yapılan bulanıklık (NTU) tahmin çalışmalarına ait uydu görüntüleri ile 
yersel olarak ölçülmüş bulanıklık değerleri arasındaki zaman farkı, modelleri kurmak için kullanılan yöntem, modellerde 
kullanılan uydu görüntüsü verisi – bulanıklık ölçümü sayısı ve modellerin RMSE değerleri Tablo 6’da verilmektedir. 
Modelleme çalışmalarında kullanılan ölçüm sayısının modellerin güvenirliğini arttırdığı bilinmektedir. Bu çalışmada 99 
uydu görüntüsü – bulanıklık verisi kullanılarak modeller kurulmuştur. Hossain vd. (2021) yaptıkları çalışmada 71 uydu 
görüntüsü – bulanıklık verisi eşleştirmesi yaparak oluşturdukları modelde RMSE değerini 1.41 NTU olarak elde 
etmişlerdir. Ancak bu modeli başka bir tarihte elde edilmiş 25 uydu görüntüsü – bulanıklık verisi ile test ettiklerinde 
RMSE değerinin 18.08 NTU’ya çıktığını tespit etmişlerdir. Bu durum literatürde daha az sayıda uydu görüntüsü – 

bulanıklık verisi kullanılarak oluşturulmuş modellerin düşük RMSE değerlerini tartışmaya açık hale getirmektedir. 
 

Tablo 6. Landsat 8 görüntülerinin kullanıldığı bazı bulanıklık tahmin çalışmaları ve özellikleri 
 

Yazarlar Çalışma Alanı  Ölçüm Sayısı Yöntem Zaman Farkı RMSE (NTU) 

Sharaf El Din vd. (2017) 
Saint John Nehri 

(Kanada) 
38 

Geri yayılımlı yapay 
sinir ağları 

< 1 gün 0.31 

Liu ve Wang (2019) 
Tseng-Wen ve Nan-Hwa 

Rezervuarları(Tayvan) 
73 

Gen ifade programlama 
yöntemleri 

< 1 gün 0.93 

Pizani vd. (2020) 
Tres Marias Rezervuarı 

(Brezilya) 
13 Regresyon analizleri < 1 gün 0.16 

Hossain vd. (2021) Tennessee Nehri (ABD) 71 Regresyon analizleri < 1 gün 1.41 

Rodriguez-Lopez vd. (2021) Araucanian Gölleri (Şili) 25 Regresyon analizleri < 10 gün 0.31 

Meng vd. (2022) Shanmei Rezervuarı (Çin) 14 Regresyon analizleri < 2 saat 1.95 

 

4. Sonuçlar ve Öneriler 
 
Su kalitesinin önemli göstergelerinden biri olan bulanıklık değişkeninin yersel olarak ölçülmesi zaman alıcı ve maliyetli 
olabilmektedir. Bu çalışmada Landsat 8 OLI uydu görüntüleri kullanılarak Cheney Rezervuarında bulanıklık tahmini 
yapabilecek bir model oluşturulması hedeflenmiştir. Cheney Rezervuarında yersel olarak takibi yapılmış bulanıklık 
verileri ve bu verilerle arasındaki zaman farkı 20 dakikayı geçmeyen Landsat 8 OLI uydu görüntüleri arasındaki ilişkiler 
incelenerek regresyon tabanlı tahmin modelleri kurulmuştur. Eşleştirilmesi yapılan bulanıklık verileri ile uydu görüntüleri 
arasındaki zaman farkının bu derecede az olması, çalışmayı bu yönüyle literatürdeki diğer çalışmalardan ayırmaktadır. 
Bu çalışma kapsamında regresyon analizi, çok değişkenli uyarlanabilir regresyon eğrileri (MARS) ve TreeNet gradyan 
arttırma makinesi (TreeNet) yöntemleri kullanılmıştır. Kurulan modellerin performansları çeşitli performans istatistikleri 
kullanılarak değerlendirilmiştir.  

Landsat 8 OLI yansıma değerleri ve bulanıklık verileri arasında yapılan regresyon analizleri ile elde edilen üs fonksiyon 
modeli, test veri seti için doğrusal, eksponansiyel ve kuadratik fonksiyon modellerine kıyasla daha doğru tahminler (NS 
= 0.66) ortaya koymuştur. MARS ve TreeNet yöntemlerinin tahmin değerlerinin test veri seti için birbirine eşit olduğu 
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görülmüştür (NS = 0.61). B4 yansıma değerleri ile bulanıklık verileri arasında güçlü bir ilişki (R > 0.85) olduğu 
belirlenmiştir. MARS yöntemi kullanılarak oluşturulan modelde en önemli parametre B4/B1 (kırmızı/kıyı aerosol) olarak, 
TreeNet yöntemi ile oluşturulan modelde ise en önemli parametre B4/B2 (kırmızı/mavi) olarak belirlenmiştir. Elde edilen 
bulgularla, Cheney Rezervuarında bulanıklık değişkenini tahmin etmede uzaktan algılama verilerinin kullanılabileceği 
sonucuna ulaşılmıştır. 

Uzaktan algılama ile bulanıklık tahmini çalışmalarında sıklıkla Landsat 8 OLI uydu görüntüleri kullanılmıştır. Yapılan 
çalışmaların büyük çoğunluğunda bulanıklık verileri ile Landsat 8 OLI görüntülerinin ilk dört bandı arasında yüksek bir 
ilişki olduğu saptanmış olup, bulanıklık değişkenini tahmin etmede en kullanışlı dalga boyu aralığının 0.700 – 0.800 µm 
olduğu belirtilmiştir. Bu çalışmada elde edilen sonuçlar bu durumu destekler niteliktedir.   

Gelecekte, uzaktan algılama ile su kalitesi tahmin çalışmalarında sıklıkla kullanılan başka çok bantlı uydu görüntüleri 
ile Cheney Rezervuarında bulanıklık değişkenini tahmin edebilecek modeller kurulabilir. Ancak hiperspektral uydu 
görüntüler, çok bantlı uydu görüntülerine kıyasla daha yüksek spektral çözünürlüğe sahip olduklarından, su kalitesi 
parametreleri hakkında daha ayrıntılı bilgi sağlayabilir ve bu nedenle su kalitesi tahminlerinde kullanılabilirlikleri 
araştırılabilir. Bu çalışma kapsamında sadece regresyon tabanlı modellerin performansları karşılaştırılmıştır. Farklı 
algoritmalar ve hibrit modelleme teknikleri kullanılarak benzer analizler gerçekleştirilebilir ve performansları bu çalışma 
kapsamında elde edilen regresyon tabanlı modellerin performansları ile karşılaştırılabilir. 
 

Teşekkür 
 
Yazarlar, veri izleme, işleme ve yönetimi için USGS personeline ve ücretsiz olarak sağladıkları veriler için NASA/USGS’ye 
teşekkür ederler. Yazarlar, değerli zamanlarını ayırarak çalışmayı inceleyip değerlendiren ve kıymetli önerileri ile katkıda 
bulunan hakemlere de teşekkür ederler. 
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