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Oz

Glinlimiizde internet ortaminda metne dayali veri ¢cok hizli bir
sekilde artis géstermektedir ve bu biiylik veri icinden istenilen
bilgiyi barindiran dogru iceriklere ulasabilmek Gnemli bir
ihtiyactir. Iceriklere ait anahtar sézciiklerin bilinmesi bu
ihtiyaci karsilamada olumlu bir etki saglayabilmektedir. Bu
calismada, dogal dil isleme ve derin 6grenme modelleri ile
Tiirkce metinleri temsil eden anahtar sézcliklerin belirlenmesi
amaclanmistir. Veri kiimesi olarak Tiirk¢e Etiketli Metin
Derlemi ve Metin Ozetleme-Anahtar Kelime Cikarma Veri
Kiimesi birlikte kullanilmistir. Derin 6grenme modeli olarak
calismada iki farkl model ortaya konmustur. ilk olarak Uzun
Omiirlii Kisa Dénem Bellegi ( LSTM) katmanli bir Diziden Diziye
(Seq2Seq) model tasarlanmistir. Diger model ise BERT
(Transformatérler ile iki Yonli Kodlayici Temsilleri) ile
olusturulmus Seq2Seq bir modeldir. LSTM katmanli Seq2seq
modelin basari dederlendirmesinde ROUGE-1 élgiitiinde 0,38
F-1 degerine ulasiimistir. BERT tabanl Seq2Seq modelde
ROUGE-1 él¢iitiinde 0,399 F-1 dederi elde edilmistir. Sonug
olarak dénlstiiriicii mimarisini temel alan BERT tabanl
Seq2Seq modelin, LSTM tabanli Seq2seq modele gérece daha
basarili oldugu gézlemlenmistir.

Anahtar sozciikler: Anahtar sozciik ¢ikarimi, Derin 6grenme,
Seq2Seq mimarisi, Transformator mimarisi

Abstract

Nowadays, text-based data on the internet is increasing very
rapidly and it is an important need to reach the right content
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that cntains the desired information from this big data.
Knowing the keywords of the content can provide a positive
effect in meeting this need. In this study, it is aimed to
determine the keywords representing Turkish texts with
natural language processing and deep learning models.
Turkish Labeled Text Corpus and Text Summarization-
Keyword Extraction Dataset were used together as dataset.
Two different deep learning models were presented in this
study. Firstly, Sequence-to-Sequence (Seq2Seq) Model with
Long Short-Term Memory (LSTM) layers is designed. The other
model is a Seq2Seq model with BERT (Bidirectional Encoder
Representations from Transformers). In the evaluation of
success of the LSTM layered Seq2seq model, an F-1 score of
0.38 was achieved in the ROUGE-1 criterion. In the BERT-
based Seq2Seq model, an F-1 value of 0.399 was obtained in
the ROUGE-1 criterion. As a result, it has been observed that
the BERT based Seq2Seq model based on the Transformer
architecture is more successful than the LSTM based Seq2Seq
model.

Keywords: Keyword extaction, Deep learning, Seq2seq
architecture, Transformer architecture

1. Giris

Herhangi bir konuda internet lzerinde arama yapildiginda,
cogu durumda ilgili bilgiye ulasmada yetersizlikler
goriilebilmektedir. Yapilan aramada dogru bilgiye ulasmak
icin metinlerin ana o6zelliklerini, icerigini, konusunu vb.
ozelliklerini temsil eden bir s6zciik alt kiimesine, yani anahtar
sozclklere sahip olunmasi fayda saglayabilir. Anahtar
sozclkler bir belgenin igerigini Ozetleyebilen en kiglk
birimlerdir. Anahtar sozclklerin kullanima 6rnek olarak
akademik yayinlar da verilebilir. Bu tur yayinlarda ¢alismayi en
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iyi temsil eden sozclikler veya sozclik Obekleri anahtar
sozcukler olarak yayinlanan metnin basinda belirtilmektedir.
Boylelikle ¢alisma hakkinda okuyucuya bir 6n bilgi verilmis
olur. Okuyucu, anahtar soézciikler (izerinden metnin tamamini
okuyup okumama kararini kolaylikla verebilir.

Genel olarak, bir belgenin igerigi hakkinda 6zet bir bilgiye
gereksinim duyan herhangi bir gérevde anahtar sozciklerin
varhginin yararli oldugu disinilebilir. Anahtar sozcikler
metnin Ozetinin 6zeti olarak duslinilebilir ve bu baglamda,
metnin icerdigi en onemli bilgileri temsil eden en kigik
sozclik grubu oldugu séylenebilir. Anahtar Sozcik Cikarimi
(ASC) gorevi, bu "gercek" anlami en iyi temsil eden s6ézcikleri
cikarmayi amaglamaktadir. Bir belgenin neyle ilgili oldugunu
ogrenmek icin anahtar sozciikleri analiz etmek, benzer
belgeleri bulmak icin anahtar sozcukleri karsilastirmak yeterli
olacaktir. Dolayisiyla ASC gorevi bu sekilde birbiri ile alakali
olan belgeleri segmenin hizli bir yolunu da saglayabilir.

ASC ile her tirdeki metnin anahtar s6zclikleri tespit edilebilir:
normal belgeler, calisma raporlari, sosyal medya yorumlari,
cevrimici forumlar ve incelemeler, haber raporlari vb.
metinler. Gunliik olarak génderilen ve alinan 290 milyardan
fazla e-posta ve her dakika gonderilen yarim milyon tweet
atilan bir ortamda, makinelerin blyuk veri kiimelerini analiz
etmek ve 6nemli bilgileri ¢ikarmak igin kullanilmasi kesinlikle
cok faydali bir konudur [1].

2. Kaynak Arastirmasi

ASC denetimli ve denetimsiz olmak Uzere iki farkli yaklasimla
gerceklestirilmektedir. Gliniimiize kadar yapilan ¢alismalarda
denetimsiz yaklasim ile uygulanan yontemler daha popiler
olmustur. Bunun nedeni alan bagimsiz olmalari ve etiketli bir
egitim verisine gerek duymamalaridir. Diger taraftan
denetimli yontemlerin daha giicli bir modelleme yetenegi
vardir ve denetimsiz yaklasimlara gore dogruluk degerinin
daha yiksek oldugu soylenebilir [2]. Baslangicta, denetimli
yaklasimlar icin ASC gorevi bir ikili siniflandirma problemi
olarak ele alinmistir. Bu yaklasimda bir siniflandiricinin
egitimi, bir aday anahtar s6zcigin bir anahtar sozciik olup
olmadigini belirlemek (zerinedir. KEA [3] ve GenEx [4]
sistemleri alanda gelistirilen en tipik ve bilinen sistemlerdir.
Denetimli sistemlerde siniflandirma icin Naive Bayes, Karar
Agaclari, Karar Destek Makinalari, Cok Katmanli Algilayicilar
vb. algoritmalar kullaniimistir. ifade edilen bu geleneksel
makine O6grenmesi algoritmalari disinda son vyillarda derin
ogrenme algoritmalari ile de ASC goérevi yerine getirilen
cahismalar yapilmistir [5,6,7].

Denetimsiz yaklasimlar bes farkli grupta incelenmektedir:
¢izge tabanl siralama, konu tabanh kiimeleme, es zamanl
o6grenme, dil modelleme ve istatiksel yontemler. Cizge tabanli
yontemlerde metinler gizge olarak temsil edilirler. Bir aday
anahtar soézcligin 6nemi belgedeki diger aday anahtar
sozclikler ile ne kadar iliskili oldugu ile tanimlanir. Bir aday
anahtar sozciik, cok sayida aday anahtar sozcik ile iliskili ise
ve bu adaylarin 6nemli olmasi durumunda kendisi de énemli
olur. TextRank [8], SingleRank [9], CiteTextRank [10], ve RAKE
[11] yontemleri en bilinen gizge tabanli ydontemlerdir. Konu
tabanli kimelemede aday anahtar soézclkler konularina gére
kiimelenir. Ana konulari belirlemek icin kiimeleme teknikleri

ve Gizli Dirichlet Ayrimi (Latent Dirichlet Allocation)
kullanilmaktadir. KeyCluster [12] ve TopicRank [13] konu
tabanh kiimeleme yaklagimiyla gelistirilmis sistemlerdir. Es
zamanh 6grenme yaklasimi, metin 6zetleme ve ASC'nin es
zamanh vyerine getirilmesi durumunda birbirlerine fayda
saglayacaklari varsayimi ile ortaya ¢ikmistir. Arastirmaci [14]
Ozetleme ve ASC gorevlerini es zamanl gergeklestiren bir
cizge tabanli yaklasim Onermistir. Bu yaklasim, “Bir tiimce
onemli sézcikler igeriyorsa 6nemlidir ve 6nemli sdzcukler de
onemli  timcelerde  bulunur” diisiincesi Uzerinden
uygulanmaktadir. Dil modelleme yaklasimi ile yapilan bir
calismada aday anahtar sozcikleri c¢ikaran ve anahtar
sozclkleri siralama adimlarini  birlestiren bir yaklasim
onerilmistir [15].

Tirkge dili igin glinUmuze kadar yapilmis birkag ASC ¢alismasi
bulunmaktadir. Bu alandaki ilk ¢alismada kaynaklarda yeri
olan KEA algoritmasi Tirkge igin uygulanmis ve
gerceklestiriminde bu algoritmanin 6zgin kok bulucusunun
ve dilsiz sozcik listesinin Tarkge karsiliklari ile vyer
degistirilmistir [16]. KEA-TR adini verdikleri sistemlerinde
6zglin KEA algoritmasinda bulunmayan bagil uzunluk
ozelligini algoritmaya eklenmistir. 50 belge lizerinde ortalama
%62 eslesme oranini elde etmislerdir. Diger bir ¢alismada, ad
Obegi ve ad Obegi basi icin bunlarin uzunlugu ve belgenin
basinda bulunma olasiliklarina iliskin istatistik verilerini
kullanilmistir [17]. Bu ¢alismada 60 belgede %35,50 eslesme
oranina ulasmislardir. Coklu olgitleri siralama  (Multi-
Criterion Ranking-MCR) yonteminin anahtar sozcik kiimesi
(keyphrase) seciminde uygulandigi bir calisma vardir [18]. Bu
ydntem iki asamadan olusmaktadir. ilk asamada aday anahtar
sozclk kimeleri metinden cikarilir ve her sozclik kiimesi
dzellikleri izerinden hesaplanir. ikinci asamada aday sézciik
kiimelerinden bir Hasse diyagrami olusturulur. Sonrasinda
MCR yontemi ile uygun olan anahtar sézclik kiimeleri segilir.
Calisma egitimli derleme gerek duymamaktadir. TurKeyX [17]
calismasindan daha basarili sonuglar elde edilmis, KEA-TR ile
ise yakin basarim gostermistir. Baska bir ¢alismada metin
verisi olarak akademik vyayinlari  kullanarak  ASC
gerceklestirilmistir [19]. Dogal Dil isleme (DDI) ydntemleri ile
oncelikle ilgegleri ve baglaglari metinlerden g¢ikarmislardir.
Sonrasinda metindeki sozclklerin  TF-IDF  degerlerini
hesaplamislar ve TextRank algoritmasi ile anahtar sozcuklerini
belirlemislerdir. 80.181 tane akademik makale tizerinde 0,832
dogruluk degerine ulagsmislardir. Baska bir ¢alismada, Yildiz
Teknik Universitesi biinyesinde i¢ paydaslar tarafindan aktif
olarak kullanilan 7/24 Yildizlh Hat Yonetim Sistemi icerisinde
biriken mesajlar anahtar sozcuk o6zellik ¢ikarimi igin
kullanilmistir [20]. KiKare, Bilgi Kazanci ve TF-IDF yéntemleri
ile gerceklestirilen analiz sonuglarinda anlamli ve faydal
anahtar sézcikler bulunmustur.

Dénlstlirict mimarisi kullanan derin 6grenme tabanh bir
yontemi firmalarin internet sitelerindeki anahtar soézciikleri
saptamak icin kullanan bir c¢alismada 0,39 F-1 degerine
ulasilmigtir [21]. Bu ¢alismadaki veri kiimesi hazirlanirken 25
farkli firmanin internet sitelerindeki anahtar sézclkler insan
eliyle segilmistir. Sentence-BERT modeli ile anahtar sozclikleri
belirlendikten sonra, bu soézclkleri kiimeleme yoluyla
firmalarin faaliyet alanlari ortaya cikarilmaya calisilmistir.
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Tirkce icin yapilan bir diger calismada c¢izge merkezcilik
olgltlerinin  ASC basarimina etkisi TextRank algoritmasi
lizerinden incelenmistir [22]. Deneysel sonuglar
incelendiginde 0zvektor merkeziligi olgitiinin TextRank
algoritmasi ile 0,249 F-1 degeri Urettigi gorulmektedir.
TextRank ve TF-IDF yontemlerinin Turkge bilimsel makaleler
Gzerinde ASC basarisinin karsilastirildiginda bir ¢alismada,
TextRank yontemi ile 0,39 F-1, TF-IDF yontemi ile 0,40 F-1
degerleri elde edilmistir [23]. Bu basarim degerlerine bes
anahtar sozcik sayisi ile ulasilmistir. Baska bir calismada
arastirmacilar hizli ve rekabetgi bir ASC modeli tasarlamis ve
RAKE, YAKE ve TF-IDF modelleri ile olusturulmus diger
cevrimici ASC modelleriyle performansini karsilastirmislardir
[24]. Calismalarinda amag, kullanicilarin video toplantilara
katilmadan o6nce katilacagl toplanti hakkinda bilgi sahibi
olmalariigin anahtar sézclkleri gorebilecegi bir uygulama igin
alt yapi olusturmaktir. Sonug olarak gelistirdikleri modelin
diger Turkge ¢evrimigi ASC modellerine gére daha basaril
oldugu kanitlanmgtir.

Bu calismada Turkge dilinde hazirlanmis bir veri kiimesinde
ASC icin derin 6grenme yontemleri ile iki farkh model ortaya
konmustur. Gelistirilen ilk modelde LSTM (Long Short-Term
Memory) katmanli bir Seq2seq model gelistirilmistir.
Calismanin  anlatiminda bu model Model-1 olarak
adlandinimistir. Veri kiimesi olarak Tirkce Etiketli Metin
Derlemi (TEMD) ve Metin Ozetleme-Anahtar Kelime Cikarma
MOAKC veri kiimesi birlikte kullanilmistir. Model-1’in
egitiminde veri kiimesinde yapilan 6n islemler sonucu elde
edilen 59.892 metin kullanilmistir. Bu modelde ROUGE-1
Olgitinde 0,38 F-1 degerine ulasiimistir. Diger gelistirilen
model kaynaklarda ozellikle son vyillarda derin 6grenme
¢alismalarinda basarili sonuglar elde ettigi g6zlemlenmis olan
Dondstlrich mimarisini temel alan BERT (Dondstlricdler ile
iki Yonlii Kodlayici Temsilleri) modeli ile olusturulmustur.
Calismada Model-2 olarak adlandirilan bu modelde ayni veri
kiimesinin ~ tamami, vyani 137.894 metin egitime
verilebilmistir. Bu veri kiimesinin modelde iki farkli sekilde
egitimi yapilmistir. Kdk bulma igleminin uygulanmadigi veri
kiimesi ile egitilen modelde ROUGE-1 olgiitiinde 0,394 F-1
degeri elde edilmistir. Kok bulma isleminin uygulandig veri
kiimesi ile egitilen modelde ise ROUGE-1 él¢iitinde 0,399 F-1
degerine ulasilmistir.

3. Araglar ve Yontem

Bu bolimde o6ncelikle, modellerin gelistirilmesinde ve
sonuclarin  elde edilmesinde faydalanilan araglardan
bahsedilmistir. Sonrasinda sirasiyla kullanilan veri kiimesi
hakkinda genel bilgiler verilmis, veri kiimesi (zerinde
gerceklestirilen 6n islemlerden bahsedilmis ve modellerin
ayrintill mimarisi agiklanmistir. Son olarak da modellerden
elde edilen bulgular paylasiimistir.

3.1 Programlama Dili ve Kiitiiphaneler

Model-1’e ait uygulamanin gelistiriimesinde  Python
programlama dili kullanilmistir. Metnin on islemesi, egitimi,
sinamasi ve gelistirilen modelin basariminin degerlendirilmesi
gibi tim asamalarda birkag kitiiphane kullanilmistir. Bunlar:
NLTK (Natural Language Toolkit) [25], NumPy [26], Pandas

[27], Pyhton Regex, TensorFlow [28], ve Rouge-Score’dur[29].
Model-1’in egitimin gerceklestirilebilmesi icin Google Colab
Pro servisi kullaniimistir.

Model-2’'nin gelistiriimesinde Python programlama dili,
egitim ve dUretim asamalarinda TensorFlow ve Keras
kiitiphaneleri, veri 6n isleme asamalarinda ise Pandas ve
Datasets kiitiphaneleri kullanilmistir. Veri isleme, egitim ve
Uretim asamalarinda, ylksek performans gerektiren islemleri
gerceklestirebilmek icin  gl¢li  bir uzaktan sunucu
kullanilmistir. Bu sunucu, 4608 Cuda c¢ekirdegine sahip 48 GB
Quadro RTX 8000 grafik islemcisi ve 256 GB RAM bellegiyle
donatilmistir. Bu ylkse basarimli donanim, biyik veri
kiimesini islemek, BERT modelini egitmek ve anahtar sozcik
tahminleri Gretmek icin gerekli olan yogun hesaplama
islemlerini hizli ve etkili bir sekilde gergeklestirmeye yardimci
olmustur. Blyik bellek kapasitesi ise veri kiimesini ve model
parametrelerini bellekte tutabilmek icin dnemlidir.

3.2 Veri Kiimesi

Calismada, Tiirkce DDI calismalarindaki derlem gereksinimini
gidermek adina hazirlanmis olan TEMD ile MOASC veri kiimesi
birlikte kullanilmistir. TEMD, Tiirkge makalelerin baslik, 6zetge
ve anahtar sozciiklerinden olusmaktadir [30]. Ozellikle metin
siniflandirma igin olusturulmus bir derlem olmasina karsin
icerigi nedeniyle ASC, baslik iretme ve metin 6zetleme gibi
alanlarda da kullanilabilecek niteliktedir. Bu derlemde 35
farkli konuda, konu basina 200 belge bulunmaktadir. Bazi
konularin belgelerinde anahtar sézciikler bulunmadigi igin 28
konu bashgi altindaki toplam 5.254 makale bu galisma igin
ayrilmistir. MOASC veri kiimesi ise Firat Universitesi Biyiik
Veri ve Yapay Zeka Laboratuvari tarafindan hazirlanmistir ve
132.642 haber kaydindan olusmaktadir [31]. Bu farkli iki
derlemin bir araya getirilmesi ile olusan veri kimesi,
toplamda 137.894 satirdan olugsmakta olup, 6zgiin metinler
ile anahtar sozciikler siitunlarindan olusan bir XML dosyasi
seklinde olusturulmustur. Model-2'nin egitimlerinde bu veri
kiimesinin tima kullaniimistir.

Hazirlanan bu veri kiimesinde metinler ve anahtar
sozclklerdeki s6zcik dagilimi Sekil-1’de verilmistir. Buna gére
en uzun metinler 0 - 200 s6zciik araliginda iken, en uzun
anahtar s6zcuk sayisinin 8 oldugu goériilmektedir. Model-1’in
egitim modelindeki 6grenme zamanini dislirebilmek igin bu
uzunluklar dikkate alinarak, bu uzunluklarin Gizerinde s6zclik
sayisina sahip metinler egitime verilmemistir. Bu islem
sonucunda Model-1’'in egitiminde kullanilacak olan veri
kiimesinin boyutu 59.892 satira disurtlmustir.
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Sekil-1: Veri setindeki metinler ve anahtar sozciiklerin sdzclik sayisi
dagihmi

3.3 Onisleme

On isleme DDi galismalarinda en 6nemli adimlardan biridir. Bu
asamada verilerin dagilimina, hangi tekniklere ihtiyag
duyulduguna ve ne kadar derinlemesine temizlenmesi
gerektigine dikkat edilmelidir. Bu asamanin hicbir zaman tek

uygulamaya gore farklihk gostermektedir. Bu calismada 6n
isleme icin oncelikle veri kiimesinin 6zgiin metni ve anahtar
sozciklerinin icerdigi noktalama isaretleri kaldirilmistir.
Sonrasinda  sozcliklerin  kiguk harfe dondstirdlmesi
gerceklestirilmistir. Bu islemlerde Regex kitliphanesinden
faydalanilmistir. Model-1'de egitime verilen veri kiimesinde
Tiirkce karakter déntsimi gergeklestirilmistir.

Model-2 icin veri kiimesinin 6n islemesinde metinlerin ve
anahtar sozciklerin  noktalama isaretleri  kaldiriimis,
sozciklerin kiiclik harfe dontsiimi yapilmis ve metinlerdeki
sayllar c¢ikarilmistir. Son olarak dilsiz sozclikleri veri
kiimesinden ¢ikariimistir. Etkisiz sdzclikler metinlere herhangi
bir ek deger vermeyen en yaygin kullanilan sozciiklerdir.
Bunlarin kaldirilmasi hesaplamayi ve verimliligi
arttirmaktadir. Bu 6n islem igin dilsiz s6zclk listesi [32]
edinilmis ve makalelerin igerigine gore filtrelenmistir. Model-
2 icin yapilan deneyler igin veri kiimesine ayrica kdk bulma
islemi de uygulanmstir. Veri kimesinden rastgele segilmis bir
metnin ve anahtar sozciklerinin 6zglin hali ve 6n islenmis son
halleri Cizelge-1'de verilmistir.

bir kurali yoktur, kullanilan derleme ve gelistirilecek
Cizelge-1: On islenmis metinler ve anahtar sézciikleri igin bir 6rnek

Anahtar
sozcukler

Bu calismada Hacikadin Vadisi'nin (Kegioren, Ankara) florasi arastirilmistir. Ankara’nin Kegioren

ilcesi’ne bagl Hacikadin Vadisi, iran-Turan fitocografik bolgesinde ve Davis tarafindan Tiirkiye

Florasi’nda uygulanan grid kareleme sistemine gore A4 karesinde yer almaktadir. Kasim 2006 ve Mayis

2008 tarihleri arasinda arastirma alaninda yapilan 14 arazi galismasi, herbaryum ve literatlr taramalari | Flora,

Ozgiin Metin sonucunda, alanda 63 familyaya ait 258 cins, 480 takson, 5 alttiir ve 4 varyete tespit edilmistir. Bu | Hacikadin
taksonlarin 45’'i endemik olup, endemizm orani %9,3’tur. Taksonlarin fitocografik bolgelere gore | Vadisi, Ankara,
dagilimlari ve oranlari: 89 takson, %18,5 iran-Turan-, 45 takson, %9,3 Avrupa-Sibirya- ve 43 takson, | Tiirkiye
%8,9 Akdeniz fitocografya bolgesinin elementidir. 303 takson, %63,1 ise genis yayiligl veya fitocografik
bolgesi heniiz belirlenemeyenlerdendir. Tespit edilen taksonlarin 1‘i Pteridophyta, 479‘u ise
Spermatophyta divizyosuna aittir.

Bu calismada hacikadin vadisinin kecioren ankara florasi arastirilmistir ankaranin kecioren ilcesine bagli
hacikadin vadisi iranturan fitocografik bolgesinde ve davis tarafindan turkiye florasinda uygulanan grid
kareleme sistemine gore a4 karesinde yer almaktadir kasim 2006 ve mayis 2008 tarihleri arasinda

Model-1igin | arastirma alaninda yapilan 14 arazi calismasi herbaryum ve literatur taramalari sonucunda alanda 63 | flora hacikadin

on islenmis familyaya ait 258 cins 480 takson 5 alttur ve 4 varyete tespit edilmistir bu taksonlarin 45i endemik olup | vadisi ankara

metin endemizm orani 93tur taksonlarin fitocografik bolgelere gore dagilimlari ve oranlari 89 takson 185 | turkiye
iranturan 45 takson 93 avrupasibirya ve 43 takson 89 akdeniz fitocografya bolgesinin elementidir 303
takson 631 ise genis yayilisli veya fitocografik bolgesi henuz belirlenemeyenlerdendir tespit edilen
taksonlarin 1i pteridophyta 479u ise spermatophyta divizyosuna aittir
galismada hacikadin vadisinin kegiéren ankara florasi arastiriimistir ankaranin kegioren ilgesine bagli

Model-2 igin hacikadin vadisi iranturan fitocografik bolgesinde davis tarafindan tirkiye florasinda uygulanan grid

on islenmis kareleme sistemine gore a karesinde yer almaktadir kasim mayis tarihleri arasinda arastirma alaninda flora hacikadin

metin yapilan arazi ¢alismasi herbaryum literatlr taramalari sonucunda alanda familyaya cins akson alttir ..

. . S - - . N . . vadisi ankara

(Kok bulma varyete tespit edilmistir taksonlarin i endemik olup endemizm orani tir taksonlarin fitocografik tiirkiye

islemi bélgelere gére dagihmlari oranlari takson iranturan takson avrupasibirya takson akdeniz fitocografya

olmayan) bdélgesinin elementidir takson genis yayilish fitocografik bolgesi heniiz belirlenemeyenlerdendir tespit
edilen taksonlarin i pteridophyta u spermatophyta divizyosuna aittir

.. ¢alis hacikadin vadi kegidren ankara flora arastir ankara kegioren ilge bag hacikadin vadi iranturan

Model-2 igin . o e L . o . . ..

6n islenmis flto_cograflk bolge davis tarafmd.an tirkiye flora uygula grll'd karele sistem gore a k.are y_er al kasim mayjs flora hacikadin

metin tarih ara araT§t|r alan yap aram gal|§. herbaryum Ilteratur“tara sonug aIz.m fa['mly.a C|“ns talfson aJttur vadi ankara

(Kék bulma varyete tespit et taksonlarin i endemik ol endemizm oran tiir taksonlarin fitocografik bolge gore dagihm tirkiye

. . oran takson iranturan takson avrupasibirya takson akdeniz fitocografya bolge element takson genis yay

islemi olan) ) o e . . . . . L .
fitocografik bolge heniiz belirle tespit et taksonlarin i pteridophyta u spermatophyta divizyosuna ait
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3.4 Gelistirilen Modeller

Bu boéliimde gelistirilen LSTM katmanli bir Seq2seq model ve
BERT ile olusturulmus Seq2Seq modelle ilgili ayrintih bir
anlatim yapilacaktir.

3.4.1 LSTM tabanli Seq2seq model

Seq2Seq modeller hem girdinin hem giktinin bir dizi oldugu
durumlarda kullanilabilen bir ag modelidir. Bu nedenle
makine gevirisi, metin siniflandirma, metin 6zetleme, ASC vb.
bircok DDi uygulamasinda Seq2Seq modeller
kullanilabilmekte ve basarili ¢6ziimler sunmaktadir. Seq2Seq
modeller, kodlayici ve ¢oziicli olmak lzere iki sinir agindan
olusan bir makine 6grenimi modelidir [33]. Bu iki sinir agi
genellikle ayni yapiya sahip olmaktadirlar. Birinci sinir agi olan
kodlayici girdi olarak bir ciimle almakta ve bir sayr dizisi
ctkarmaktadir. ikinci sinir agi, yani ¢oziicli ise bu sayi dizisini
girdi olarak almakta ve bir tiimce iretmektedir. Sonug olarak,
Sekil-2’de goriilen kodlayici-¢dziici mimarisi temel olarak
girdi ve cikti dizilerinin farkli uzunluklarda oldugu diziden
diziye problemlerini ¢6zmek icin kullanilir. ASC probleminde
bu modelin girdisi uzun bir sézcik dizisi iken ciktisi giris
dizisinin kisa bir hali olacaktir.

O O
O O
) KoDLAICH ¢oz0co O
O O
O @
Girpl CIKTI

Sekil-2: Seq2seq modeli genel gosterimi

Gelistirilen model igin veri kiimesinin %90’1 egitim verisi,
%10’u da sinama verisi olarak ayrilmistir. Egitim modeline veri
kiimesindeki verileri girdi olarak verip bir ¢ikti alabilmek icin
oncelikle sozciiklerin bir tamsayl dizesine doénustlrilmesi
gerekmektedir. Bunun igin Keras Tokenizer kullanilmistir [34].
Keras'in Tokenizer sinifi, lokmalama (tokenize) isleminde ya
her metin girisini tamsayl dizisine ya da ikili degerler
bicimindeki her belirte¢ icin bir katsayiya sahip olan bir
vektore donistirir. Lokmalama isleminden sonra, Sekil-3’de
verilen egitim modeli olusturulmustur. Modelde 100 boyutlu
bir gdmme katmani, kodlayici igin ti¢ adet 300 boyutlu Uzun
Omiirli Kisa Dénem Bellegi (LSTM) katmani, ¢dziicii icin yine
300 boyutlu bir LSTM katmani ve son olarak da SoftMax
fonksiyonuna sahip bir yogunluk katmani ile Keras’in Additive
Attention denilen dikkat katmani kullaniimistir.

Gelistirilen modelin mimarisinde kodlayici kisim, bir dizi girdi
(6zglin metinler) almakta ve bunu sabit uzunlukta bir vektor
temsiline donustiirmektedir. Bu vektér, ¢ikti dizisini
olusturmak icin gerekli olan girdi dizisiyle ilgili tim bilgileri
icermektedir. Modelde kodlayici, giris sirasini sirayla isleyen
ve ondan yararh 6zellikler ¢ikaran li¢ adet LSTM katmanindan
olusmaktadir. Mimarinin ¢ozicl kismi, kodlanmis vektori
almakta ve cikti dizisini (anahtar sézciik dizisi) Gretmektedir.
Cozicl ayrica, kodlanmis vektora girdi olarak alan ve bir dizi
cikti Greten bir adet LSTM katmanindan olusmaktadir. Cozucl
her ciktlyr adim adim lretmekte, her ¢ikti adimi bir 6nceki
¢iktiya ve kodlanmig vektore gore kosullanmaktadir. Modelde

¢Ozlclinlin dogru cikti sirasini olugturmasina yardimci olmak
icin bir dikkat mekanizmasi kullaniimistir. Bu mekanizma, kot
¢Ozlicuntn ¢ikis dizisini olustururken farkli zamanlarda
kodlanmis giris dizisinin farkli boélimlerine odaklanmasini
saglar. Ozellikle, her zaman adiminda ¢éziicii cikisina dayal
olarak kodlayici giktilarinin agirlikh bir toplamini hesaplayan
bir ek dikkat katmani kullaniimistir. Bu agirlikh toplam daha
sonra ¢Oziicu ciktisi ile birlestirilmekte ve elde edilen vektor,
¢kt dizisini Uretmek icin bir yogunluk katmanindan
gegirilmektedir.

Girdi-1

On isleme

Gdmme
katmani

Kodlayici

Cozlicl

Dikkat
katmani

Yogunluk
katmani

Sekil-3: Gelistirilen modelin mimarisi

Genel olarak, kodlayici-¢dzlcli mimarisi, modelin girdi
dizisinin baglamsal bilgilerini yakalamasina ve bunu bir ¢ikt
dizisi olusturmak igin kullanmasina izin verir. Model, bir dikkat
mekanizmasi kullanarak girdi dizisinin farkl bélimlerine segici
olarak odaklanarak daha dogru cikti dizileri olusturmasina
olanak tanimaktadir.

Calismada kullanilan veri kiimesinde anahtar sozciklerin yani
ciktilarin basina “sostok” (start of string token) ve sonuna
“eostok” (end of string token) eklenmistir. Bunlar ¢oziicliye
verilmeden 6nce hedef diziye eklenen 6zel belirteglerdir.
Cozicu calisirken ciimlenin nerden baslayip nereye kadar
¢O6zmesi gerektigini bu belirtegler sayesinde bilmektedir.

Modelin egitilmesinde, egitimin ne zaman sonlanacagina
karar vermek icin Keras’in EarlyStopping sinifi kullaniimistir.
Ogrenme sirasinda dogrulama kaybi ile sinama kaybi
arasindaki farkin agilmaya baslamasi modelin ezberlemeye
basladigi veya glirliltliiyl 6grendigi anlamina gelmektedir. Bir

egitimin amacinin kaybi en aza indirmek oldugunu
duslintrsek, izlenecek Oolglinler 'val _loss' ve ‘mod min'
olacaktir. ‘Val_loss’ 0lglinli, modelin egitim sirasinda

gormedigi yeni verilere ne kadar iyi genellestirilebildiginin bir
Olclsudir. Bu "model kontrol noktasi" adi verilen bir teknigi
kullanir; burada modelin agirliklari her doénglide yalnizca
dogrulama kaybi bir onceki dongliden bu yana azalmissa
kaydedilir. ‘Mod min’ metrigi ise kontrol noktasinin simdiye
kadar goriilen minimum dogrulama kaybina dayal oldugunu
gosterir.
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Belirli bir egitim veri kiimesini kullanarak modeli egitmek icin
fit() yontemi kullanilir. Girdi olarak egitim verileri, egitilecek
donem sayisi, dogrulama verileri gibi farkli argiimanlari alir.
Bir model.fit() egitim donglsi, ‘min_delta’ ve varsa ‘patience’
degerlerini géz onlinde bulundurarak, her donem sonunda
kaybin artik azalip azalmadigini kontrol edecektir. ‘Min_delta’
ve ‘patience’ degerleri, Keras'ta EarlyStopping sinifina
argiman olarak verilebilen degiskenlerdir. ‘Min_delta’,
izlenen miktardaki (6rnegin, dogrulama kaybi) en az
degisikligin bir gelisme olarak kabul edilmesini belirtir.
‘Patience’ degiskeni ise egitimi durdurmadan 6nce iyilestirme
olmadan beklenecek dongii sayisini  belirtir.  Ornegin,
min_delta=0,2 ve patience=3 ise, dogrulama kaybi art arda 3
dongiiicin en az 0,2 oraninda iyilesmezse egitim durmaktadir.

Egitimin bir donemi sonunda kaybin diismedigi saptandiginda
egitim sonlandiriimaktadir. Calismada model egitimi 23
dénem sonra EarlyStopping fonksiyonu sayesinde otomatik
durmus ve modelin egitimi tamamlanmistir. EarlyStopping,
Keras'ta, izlenen miktar (6rnegin dogrulama kaybi) belirli
sayida dongi boyunca gelismemisse egitimi erken durdurmak
icin kullanilabilen bir fonksiyondur. En yiksek déngii sayisina
ulasmadan egitimi durdurarak asiri 6grenmeyi 6énlemeye ve
zamandan tasarruf etmeye yardimci olabilir. Modelin egitimi
surecinde her dénemde gergeklesen egitim ve dogrulama
kaybi degerleri Sekil-4’de gorilmektedir. Egitim sonlandiktan
sonra, egitilmis modelden “sostok” ve “eostok” dikkate
alinarak ¢ozicl ile anahtar sézciik tahmin etme kismina
gecilmistir. Model-1'in egitim ve sinama siresi yaklasik 8 saati
bulmaktadir.

—— EBitim kayb
26 Dogrulama kayb
24
22
(=9
7
= 20
18
16
0 5 10 15 20
Dénem sayisl

Sekil-4: Model egitimindeki egitim ve dogrulama kaybi degerleri
3.4.2 BERT Tabanli Seq2Seq Model

Transformator tabanli  kodlayici-¢oziici modelleri, [35]
calismasinda 6nerilmis olup son zamanlarda buyik bir ilgi
gdrmiis ve DDI alaninda biiyiik bir ¢igir agmistir. Geleneksel dil
isleme yontemlerine kiyasla daha etkili ve verimli bir yaklasim
sunan modellerdir. Girdi sekanslarini paralel olarak isleyen
dikkat mekanizmalari ve katman normalizasyonu gibi
tekniklerle baglamsal iliskileri yakalayarak dil modellerini
egitirler. Ozellikle BERT ve GPT gibi 6nceden egitilmis
Donustilriicli modelleri, genel dil bilgisini 6grenerek cesitli dil
isleme gorevlerinde etkileyici sonuclar elde etmektedirler.
Donastiriciler, metin siniflandirma, dil gevirisi, metin
tiretimi, ASC gibi birgok alanda kullanilmaktadirlar ve DDi’de
temel bir yapi haline gelmislerdir.

Geleneksel dil isleme yontemlerinde, Yinelemeli Sinir Agi
(Recurrent Neural Network, RNN), LSTM ve Gegitli Yineleme
Birimi (Gated Recurrent Unit, GRU) gibi tekrarlayan sinir aglari
kullanilir. Bu yontemlerde, bir metin sekansi t-1 zaman
adimindaki gizli durumla t zamanindaki girdi vektoriini isleme
sokar. Yani, bir sozcugin anlamini g¢ikarmak icin 6nceki
sozclklerin baglamsal bilgisi kullanilir. Bu yaklasim, ardisik
islemler nedeniyle hesaplama maliyeti ve zaman agisindan
kisitlayici olabilir. Donustlriicliler ve geleneksel mimariler
arasindaki 6nemli bir fark, DonuUstlriiclilerin son derece
paralellestirilebilir olmalaridir, bu da onlarin hesaplamayi en
uygun hale getirmesini saglar ve son derece biliyiik modellerin
egitilmesine olanak saglar. Donustiriculeri digerlerinden

ayiran diger onemli o6zelligi dikkat mekanizmasini
kullanmalaridir  [36]. Donustliricli  mimarisi  Sekil-5'de
verilmistir.

Dondstlirlici mimarisi sol ve sag olmak Uzere iki bloktan
olugmaktadir. Soldaki blok kodlayici, sagdaki blok kod ¢6ziict
bloktur. Bu bloklar igerisinde var olan bilegenler:

Girdi Gémmeleri (Input Embeddings): Giris dizilerini gomme
vektorlerine dondstirmek igin kullanilan katmandir. Her
s6zcUgu bir vektor seklinde ifade eder.

Konumsal Kodlama (Positional Encoding): Sozclk sirasini
dikkate almak icin konumsal kodlama kullanilir. Konumsal
kodlama, her sozcligiin gomme vektoriine eklenen bir
konumsal bilgi vektéridir. Bu sayede modele, sozcik
sirasinin anlamini kavramasi saglanir.

Cok Bash Dikkat Mekanizmasi (Multi-Head Attention
Mechanism): ~ Donlstlriici mimarisinin -~ en  6nemli
bilesenlerinden biri ¢ok bash dikkat mekanizmasidir. Bu
mekanizma, her bir sdzcligiin diger sézciklerle etkilesimini
hesaplar. Her baslik, farkli bir gdomme uzayinda dikkat
hesaplamasi yapar ve bu ¢ok bagh dikkat hesaplamalari daha
sonra birlestirilir.

Ekleme ve Normallestirme (Addition and Normalization): Cok
bash dikkat ciktisi, girdi gommeleriyle birlestirildikten sonra,
bir ekleme islemine tabi tutulur. Bu ekleme, dikkat ¢iktisini
orijinal gdmme vektorlerine ekler. Ardindan, normallestirme
islemi uygulanir, yani giktilarin 6lgegini ve dagilimini diizeltir.

ileri Besleme Aglari (Feed-Forward Networks): Transformator
mimarisinde, her bir dikkat blogunun ardindan bir ileri
besleme agi bulunur. ileri besleme aglari, her sézciigiin
goémme vektorini isleyerek daha karmasik ve yiiksek boyutlu
bir uzayda temsil etmeye yardimci olur.

Kodlayici ve kod ¢6ziicii: Kodlayici, giris metnini isleyerek
anlamsal temsiller olustururken, kod ¢6ziicli olugturulan
temsilleri kullanarak hedef metni olugturur.
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Sekil-5: DonUgtlricl mimarisi bilesenleri

BERT ilk olarak Google Al Language’daki arastirmacilar
tarafindan yayinlanan bir makalede ortaya c¢ikmistir [37].
BERT'in temel teknik yeniligi, dil modellemeye popiler bir
dikkat modeli olan Dondistiricinin iki yonli egitiminin
uygulanmasidir. Bu yeni yaklasim, bir metin dizisini yalnizca
soldan saga degil hem soldan saga hem de sagdan sola
bakarak incelemeyi mimkiin kilmaktadir. Bu sekilde, dil
modeli daha derin bir dil baglamini ve akisini anlama
yetenegine sahip olur. Bu ydntem onceki tek yonla dil
modellerine gore daha kapsamli bir anlam ¢ikarma
saglamaktadir. Yapilan bir ¢alismada arastirmacilar, bu iki
yonli egitimi daha 6nce mimkin olmayan modellerde
gerceklestiren Maskeli Dil Modeli (MLM) adinda yeni bir
teknik sunmaktadir [38].

Model-2’de veri kiimesinin %80’i egitim verisi, %10’u sinama
verisi ve %10’u dogrulama verisi olarak ayrilmistir. Gelistirilen
modelde veri kiimesi ylklendikten sonra, makale 6zetlerini ve
anahtar sozclikleri belirteglere dontstlirmek icin  bir
lokmalayici  kullanilmistir. Burada kullanilan lokmalayici,
Tirkge metinler igin 6nceden egitilmis bir BERT modeli olan
"dbmdz/bert-base-turkish-128k-uncased" modeline aittir. Bu
model, metinlerin dilbilgisi yapisini ve sozcik anlamlarini

belirlemek igin kullanilir. Modelin Tiirkce metinler tizerindeki
basarimi oldukca yiiksektir ve bircok DDi gérevinde etkili
sonuglar  vermektedir.  Bert-base-turkish-128k-uncased
modelin mevcut sirimd, farkli derlemler bir araya getirilerek
egitilmistir. Bu derlemler; Tirk¢e OSCAR derleminin
filtrelenmis ve cimlelere bolinmus bir stiriim, glncel bir
Wikipedia dokimd, gesitli OPUS derlemleri ve Kemal Oflazer
tarafindan saglanan 6zel bir derlemdir. Elde edilen egitim
derlemi 35 GB boyutunda ve 4.404.976.662 belirtece sahiptir
ve model i¢in 128.000 sozciik haznesi kullanilmigtir. Bu veri
isleme ve lokmalama adimlari, BERT modelinin girdi formatini
karsilamak ve modelin dogru sekilde ¢calismasini saglamak igin
onemlidir. Hazirlanan belirteg¢ dizileri, daha sonra modelin
egitimi veya 6ngori sirecinde kullaniimstir.

Lokmalama isleminden sonra Kodlayic-Kod Co6zici
mimarisini kullanarak otomatik ASC yapmak i¢in Donustirici
kUtuphanesinin EncoderDecoderModel sinifi kullaniimistir.
"dbmdz/bert-base-turkish-128k-uncased" modelini hem
kodlayici hem de ¢6ziicl olarak kullanarak dnceden egitilmis
bir  modelden yeni bir kodlayici-¢éziicih  modeli
olusturulmustur.

Daha sonra bu modeli, metinler ve onlara karsilik gelen
anahtar soOzcikler ile egitebilmek igcin Donlsturici
kituphanesinden  Seqg2SeqTrainer  sinift  kullanilmistir.
Seq2SeqTrainer, Donlstlriici kutliphanesinin Egitim sinifinin
kodlayici-kod ¢6zlici modeller igin genisletilmis halidir. Bu
model metin 6zetleme ve ASC gibi cogu dizi girdisinden dizi
ciktisi Gretme gorevinde, modelin basarimini dogrulamak igin
gerekli olan Uretme islevinin degerlendirme sirasinda
kullanilmasina izin verir.

Model-2’nin egitimi 3,5 saat siirerken, sinama verisi Gizerinde
anahtar sozciik tahmin etmesi yaklasik olarak 15 dakika
surmustar.

4. Deneysel Bulgular

Model-1’'in 6ngori islemi sonucunda bazi metinlerde ayni
anahtar sozcikler gikarilmis olsa da bazi metinlerde farkl ve
daha uygun anahtar sozciklere rastlanmistir. Cizelge-2'de
ornek bir metnin 6zglin anahtar sozciikleri ve Model-1’in
tahmin ettigi sozcukler gorilmektedir. Orgérii
tamamlandiktan sonra, modeli yeniden egitmeye gerek
kalmadan kullanabilmek adina gelistirilen model ve kodlayici-
¢Ozlcl modeli ‘.h5’ dosya uzantisi seklinde kaydedilmistir.

Sonraki sinamalarda bu modeller Uzerinden denemeler
yapilmistir. Egitim ve sinama sonrasinda elde edilen
sonuclarin  degerlendiriimesi ROUGE (Recall Oriented

Understudy for Gisting Evaluation) 6lgutu ile yapilmistir [39].
Bu degerlendirme oOlgltli  Ozellikle metin  O6zetleme
¢alismalarinda yaygin olarak kullaniimakla birlikte ASC gorevi
icin de uygun olmaktadir.
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Cizelge-2: Ozgiin metin, 6zgiin anahtar sozciikler ve modeller ile tahmin edilen anahtar sozciikler

Ozgiin metin

Genelkurmay Baskanhgi'ndan insansiz hava araglarinin katildig1 operasyonlar ile ilgili
bir agiklama yapildi. Agiklamada yapilan operasyonda sivil vatandaslara zarar verecek
bir uygulama olmadiginin alti gizilerek su ifadelere yer verildi; "Turk Silahli Kuvvetleri
bugiine kadar higbir sivil, masum vatandasimiza yonelik zarar verecek uygulama iginde
olmamistir. 31 Agustos 2017 tarihinde Hakkari Ogulkdy kirsalinda SiHA ile icra edilen
operasyonda da ayni esas ve usuller kullaniimistir. icra edilen faaliyetler kapsaminda,
1 Ocak-10 Eylal 2017 tarihleri arasinda insansiz hava araci/insanli kesif ugagi
(IHA/IKU) destekli toplam 562 kara ve hava operasyonu gergeklestirilmistir. Bu
operasyonlar neticesinde yurt iginde 986, sinir 6tesinde 867 terdrist olmak Uzere
toplam bin 853 terdrist etkisiz hale getirilmistir. icra edilen operasyonlarda toplam
887 siginak, barinak imha edilmis, bin 105 mayin/EYP, bin 943 degisik tipte silah

ve 638 bin 462 muhtelif cins ve ¢apta miihimmat ele gegirilmistir.

Ozgiin anahtar sézciikler

Genelkurmay Baskanligi, SIHA, agiklama

Tahmin edilen anahtar sozciikler

(Kok bulma iglemi olan)

Model-1 tsk genelkurmay

Model-2 M o
(K6k bulma islemi olmayan) genelkurmay baskanligi terérist
Model-2

genelkurmay baskanlik terorist

ROUGE 6lgiitii 0-1 araliginda degerler almaktadir. Ongériilen
edilen anahtar sozcikler ile metnin anahtar sozcikleri
arasindaki eslesen sézciik sayisinin artisi ROUGE degerini 1’e
yaklastirmaktadir. ROUGE-N, ROUGE-L, ROUGE-S, ROUGE-W
ve ROUGE-SU olmak (izere bes farkh ROUGE olgutu
bulunmaktadir.  Gelistirilen modelin  degerlendirilmesi
ROUGE-N olgutlu Gzerinden N=1 alinarak, yani ROUGE-1
Olgltl ile yapilmistir. ROUGE-N oOlcltl, modelin 6nerdigi
anahtar sozciikler ile metnin anahtar s6zclkleri arasindaki n-
gram benzerlige bakar. Bu 6l¢iitlin hesaplanmasina ait formdil
(1)’ de verilmistir.

Y. cEASK ¥, gramp€EcHesapEggiesme(gramn)

ROUGE — N =

(1)

Y. CEASK Y gramy€EcHesap(gramy)

Bu formilde ASK butin metinlerin anahtar sézcik listesinin
kiimesini gostermektedir. C degiskeni, ASK kiumesindeki

herhangi bir anahtar sozcik listesini temsil eder.
Hesap(gramn) fonksiyonu ilgili anahtar sozclk listesindeki n-
gram sayisini  verirken, Hesapesesme(gramn) fonksiyonu

metindeki anahtar sozcikler ile tahmini yapilan anahtar
sozcuklerin eslesme sayisini hesaplar.

ROUGE-1 olgitid icin hesaplamalar bir Python Kitliphanesi
olan Rouge-Score Uzerinden yapilmistir. Bu skor hesaplama
islemi veri kiimesindeki metinler tizerinde gergeklestirildikten
sonra, gelistirilen Model-1'de Cizelge-3'de verilen basarim
degerleri elde edilmistir.

Model-2’nin 6ngori asamasinda, egitilmis olan yeni modelin
en son checkpoint'i kullanilarak %10 sinama verisi lGzerinde
anahtar sozcik Uretilmesi istenmistir. Cizelge-2'de bu model
ile yapilan iki farkli deney lizerinden bir metnin 6zgiin anahtar
sozclikleri ve 6ngordigu sozcikler gorilmektedir. Model-
2’nin tahmin ettigi anahtar sozcikler ile makalelerin 6zgiin
anahtar sozciklerinin karsilastirmasi ROUGE-1, ROUGE-2,
Meteor, Bleu, SacreBleu ve BertScore skorlama yontemleri
kullanilarak yapilmistir. Bu derecelendirme yontemleri cesitli
DDI gorevlerinde kullanilan degerlendirme ydéntemleridir. Bu
skorlar, ASC goérevinde, Uretilen anahtar sozciiklerin

metinlerin 6zglin anahtar sozciiklerine ne kadar benzedigini
Olcmek icin asagida verildigi sekilde kullanilir:

ROUGE-1: Uretilen ve &zgiin anahtar sozciikler arasindaki
ortlisme oranini degerlendirir.

ROUGE-2: iki veya daha fazla sdzctigiin ardisik olarak eslesme
oranini degerlendirir.

Meteor: Uretilen ve 6zgiin anahtar sdzciikler arasindaki kesin
eslesmeyi ve benzerligi dlcer.

Bleu: Uretilen ve 6zgiin anahtar sdzciikler arasindaki n-gram
benzerligini degerlendirir.

SacreBleu: Bleu metriginin gelistirilmis bir stirimadar ve dil
isleme gorevlerinde yaygin olarak kullanihr.

BertScore: Uretilen ve 6zgiin anahtar sozciikler arasindaki
benzerligi BERT modeli ile hesaplar.

Model-2’de elde edilen basarim degerleri
verilmistir.

Cizelge-3'de

Cizelge-3: Modellerin performans metrik sonuglari

Model-2 MOd.FI-Z

(Kék bulma (Kek

Model-1 . . bulma

islemi . .

olmayan) islemi

olan)

F-1 0,38 0,394 0,399

ROUGE-1 Precision 0,49 0,443 0,455
Recall 0,35 0,422 0,421

F-1 - 0,200 0,242

ROUGE-2 ™5 e cision - 0,239 0,202
Recall - 0,207 0,199

Meteor - 0,275 0,275

Bleu - 0,065 0,067
SacreBleu - 18,541 18,392

BertScore 0,674 0,670
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4. Sonug¢

Bu calismada, Tirkce metinlerin anahtar sozciiklerini
belirlemek icin dogal dil isleme ve derin 6grenme
yontemlerine dayal bir yaklasim benimsenmistir. Bu amacgla,
oncelikle LSTM katmanli bir Seq2seq model gelistirilerek
metinlerin anahtar sozciikleri otomatik olarak belirlenmeye
cahsilmistir.  Model, egitim silirecinde 0zglin anahtar
sozcliklerle 6ngorilen anahtar sdzclikler arasindaki benzerligi
6lcen ROUGE-1 olcutt Uzerinden degerlendirilmistir.
Gelistirilen modelin ROUGE-1 olgiti Gzerinden 0,38 F-1
degerine ulastigr gorilmistir. Gelistirilen diger model
Donustiricl mimarisini temel alan BERT ile olusturulmus bir
derin 6grenme modelidir. Bu modelin deneysel amagli iki
farkh sekilde egitimi yapilmistir. ilk yapilan deneyde kok
bulma isleminin uygulanmadigi veri kimesi ile egitilen
modelde ROUGE-1 olgitiinde 0,394 F-1 degeri elde edilmistir.
Kok bulma isleminin uygulandigl veri kimesi ile egitilen
modelde ise ayni model ROUGE-1 olgltinde 0,399 F-1
degerine ulasiimistir. Model-2’de elde edilen bu sonuglara
gore kok bulma isleminin model basarimini olumlu diizeyde
etkiledigi  gorulmektedir. Cizelge-3’de  verilen diger
olgutlerdeki degerler ile de kok bulma isleminin etkisi kismen
gorilebilmektedir. Her iki modelin sinamasi ile elde edilen
sonuglara gore ise donustirici mimarisi, LSTM mimarisinden
daha basarili sonuglar vermistir. Ayni zamanda donustUrici
mimarisi ile elde edilen anahtar sézciiklerin diger mimariye
gore metin igerigini kismen daha uygun temsil ettigi
gozlemlenmistir.

Model-1’in 59.892 metin lzerindeki egitim ve sinama siresi
yaklasik 8 saati bulmaktadir. Model-2"nin 137.894 metindeki
egitimi 3,5 saat, sinama siresi ise yaklasik 15 dakika
sirmistlr. Buna gore egitim ve sinama sireleri lzerinden
modeller kiyaslandiginda Model-2'nin daha hizli oldugu agikca
gorulmektedir.

ASC alaninda yapilan ve derin 6grenme yéntemleri kullanmasi
yoniyle benzer olarak nitelenebilecek baska bir ¢alismada
ROUGE-1 olgutt Gzerinden 0,39 F-1 degerine ulasildigi ifade
edilmistir [21]. Tasarladigimiz BERT tabanli Seq2Seq model ile
[21])'deki modelin basarimi kiyaslandiginda elde edilen 0.399
F-1 degeri ile yakin bir basarima ulagildigi gorilmektedir.
Bahsi gecen c¢alismada veri kiimesi olarak ortalama sayfa
sayisi 254,4 olan 25 farkli internet sayfasindan alinan veriler
izerinde, yani toplamda 6.360 sayfada ASC yapilmistir. Kendi

olusturduklari bu veri kimesinde sayfalarin anahtar
sozclkleri ¢alismanin arastirmacilari tarafindan
etiketlenmistir. Calismamizda kullandigimiz veri kimesi

137.894 haber metni ile bu galismadan daha fazla metne
sahiptir ve veri kiimesinde anahtar sozciikler etiketli olarak
bulunmaktadir, yani tarafimizca bir etiketleme gorevi
yapilmamustir.

Derin 6grenme modelleri ile yapilan ASC calismalari Turkge
dili icin oldukc¢a azdir. Calismada kullanilan veri kiimesi ile
yapilmis bir ASC ¢alismasi da bulunmamaktadir. Bu veri
kiimesi  Uzerinde ASC gorevini farkh  modeller ile
karsilastirabilmek icin ¢alismada LSTM tabanli ve BERT tabanl
modeller gelistirilmistir. Ayrica BERT tabanh modeldeki
basarimi iyilestirme amacli veri kimesinde kék bulma islemi

uygulanmis ve model tekrar egitilmistir. Sonug olarak kok
bulma islemi ile bir miktar iyilesme de modelde saglanmistir.

Gelecek ¢alismalarda, modellerin basarimini yiikselterek ASC
gorevini daha basari kilacag disunilen iyilestirmeler
sunlardir:

e  Egitim veri kiimesinin boyutunu arttirilabilir ve modeller
daha biyik veri kiimesini isleyebilecek sekilde optimize
edilebilir.

e Sozcik gdmme yobntemi olarak Keras kitliphanesinin
gdmme katmani yerine Word2Vec, GloVe gibi farkl
gdmme yontemleri kullanilabilir.

e Sinama dizisini ¢ozmek icin acgdzli yaklasim (argmax)
yerine I1sin arama (beam search) stratejisi kullanilabilir.
Isin arama daha genis bir arama alani kullanmakta ve dizi
olustururken onceki adimlarin tahminlerini de dikkate
alarak olasiliklari hesaplamaktadir. Ancak burada isin
arama yonteminin daha fazla hesaplama kaynagi
gerektirecegi de gbz 6niinde bulundurulmahdir.

e Modellerin egitim sirecinde farkli optimizasyon
algoritmalari (Adam, RMSprop, Adagrad vb.) kullanilarak
ve 0grenme hizlar denenerek modelin egitim sureci
optimize edilebilir.

Bu oOneriler dogrultusunda gergeklestirilecek ¢alismalar,
gelistirilen modellerin Tiirkge metinlerin anahtar sézciiklerini
belirleme performansini daha da iyilestirebilir. Bu slrecte
elde edilen sonuglarin karsilastiriimasi, daha etkili ve basaril
bir model gelistirme siirecine katki saglayacaktir.
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