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ABSTRACT

The application of machine learning in educational technologies is increasingly prevalent,
supporting personalized learning and enhancing student performance. This study examines
prominent methods and models in the literature for predicting or classifying students' academic
achievements. Research conducted over the past 15 years was analyzed, focusing on algorithms,
feature selection techniques, and evaluation metrics, which were statistically assessed. The
analysis of the 10 most successful models is presented along with feature selection techniques and
classification algorithms. Algorithms such as Artificial Neural Networks, Logistic Regression,
Random Forest, and K-Nearest Neighbors demonstrated high accuracy rates. Information Gain
emerged as the most frequently used feature selection technique, while Naive Bayes was identified
as the most common classification algorithm. Key factors influencing student performance
include parental education level, the quality of prior education, and family income. This study
provides a comprehensive overview of the literature and serves as a reference point for future
research in the field.

Ogrencilerin Akademik Performanslarini Makine
Ogrenmesi Teknikleriyle Degerlendiren Calismalarin
Incelenmesi

0z

Makine 6grenmesi, egitim teknolojilerinde bireysellestirilmis 6grenmeyi desteklemek ve 6grenci
bagarisini artirmak i¢in giderek daha fazla kullanilmaktadir. Bu ¢aligmada, 6grencilerin akademik
basarilarinin tahmin edilmesi veya siniflandirilmast {izerine literatiirdeki 6nde gelen yéntemler
ve modeller incelenmistir. Son 15 yilda yapilan aragtirmalar analiz edilerek kullanilan
algoritmalar, 6znitelik se¢im teknikleri ve 6l¢iim metrikleri istatistiksel olarak degerlendirilmistir.
Caligmada En bagarili 10 modelin analizi, Oznitelik secim teknikleri ve smiflandirma
algoritmalariyla birlikte sunulmustur. Yapay Sinir Aglari, Lojistik Regresyon, Rastgele Orman ve
K-En Yakin Komsu gibi algoritmalar yiiksek basar1 oranlarryla 6ne gtkmistir. En sik tercih edilen
dznitelik segim teknigi Bilgi Kazancy, siniflandirma algoritmasi ise Naive Bayes olmugtur. Ogrenci
basarisini etkileyen temel faktorler arasinda ebeveynlerin egitim diizeyi, onceki egitim kalitesi ve
aile gelir diizeyi yer almaktadir. Calisma, literatiire kapsaml bir bakis sunarken, ileride yapilacak
aragtirmalar i¢in bir rehber niteligindedir.

To cite this article: S. Kayali and S. Savas, “Ogrencilerin Akademik Performanslarini Makine Ogrenmesi
Teknikleriyle Degerlendiren Galismalarin Incelenmesi,” Gazi Journal of Engineering Sciences, vol.10, no.3, pp.
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1. Gll‘l$ (Introduction)

Egitim, bir iilkenin kalkinmas, insanlarin daha iyi bir hayat stirdiirebilmeleri ve bireylerin {iretken olmas1 i¢in
zorunludur. Egitimde akademik basarinin artirilmas: okul idaresi, 6gretmen, 6grenci ve veli agisindan her
zaman istenilen bir durumdur. Egitim 6gretim siirecinin igerisindeki paydaslar (veli, 6grenci, okul yonetimi
ve Ogretmen), ge¢misten giiniimiize bir¢ok sorunla karsilasmistir. Bu sorunlar 6grencilerin akademik
basarilarini olumlu veya olumsuz yonde etkilemektedir. Ayn1 sinif i¢inde egitim goren 6grencilerin ailelerinin
kiiltiirel yapilar1 ve 6grencilerin farkli yasam sekilleri bunlara érnek gosterilebilir. Ogrencilerin 6grenme ve
bilgi edinme yollar1 birbirinden farklidir. Ayni siniftaki 6grencilerin akademik basarilarinin birbirinden farkls
olmasi bu durumu dogrulamaktadir [1].

Veri madenciligi ile biiyiik verilerin iglenerek anlamlandirilmasinda biiyiik basarilar elde edilmektedir. Bu
sebeple son zamanlarda veri madenciligi biiyiik 6nem kazanmustir. Saglik, ekonomi, iletisim, bankacilik
hizmetleri, ulagim ve egitim-6gretim gibi pek ¢ok sektorde karsilagilan problemlere ¢oziim iiretmek icin
gerekli tahminleri yapmaktadir  [2-4]. Veri madenciligi uygulamalarinin egitim alaninda yapilan
calismalarina egitsel veri madenciligi denmektedir. Bu ¢aligmalar ile egitim sisteminde kalite ve verimliligi
arttirmak, egitim ile ilgili konular: analiz etmek ve egitim siireglerini iyilestirmek istenmektedir. Egitsel veri
madenciligi, egitimdeki farkli paydaslara (6grenciler, 6gretmenler, yoneticiler ve politika yapicilar) 6nemli
bilgiler sunarak, egitim sisteminin genel performansini ve verimliligini artirabilir. Bu uygulamalar sayesinde,
egitimin her asamasinda daha bilingli kararlar alinabilir, kaynaklar daha verimli kullanilabilir ve 6grenci
bagaris1 daha siirdiiriilebilir hale gelebilir. Teknolojinin egitime entegrasyonu ile, bireysel 6grenme hizlarina
ve kapasitelerine gore uyarlanmis egitim programlari gelistirilebilir ve bdylece 6grencilerin basarisizlik
oranlar1 azaltilabilir [5-7]. Ulkemizin egitim sisteminde rekabetci bir ortam bulunmaktadir. Gelisen teknoloji
ile egitim kurumlari, akademik gelisim icin egitsel veri madenciligi araglarinin ve tekniklerinin kullanimina
giderek daha fazla 6nem vermektedirler. Bu sayede uygulanan egitim programlarinin bagariy1 nasil etkiledigi
tespit edilebilir. Programlarin etkilerinin 6nceden bilinmesi, gelecekte uygulanacak yeni egitim modellerinin
daha yararl bir sekilde uygulanmasina imkén tanir. Egitim siirecinin dogru bir sekilde planlanmasi ve
yuriitiilmesi hem 6grenci hem de egitmen i¢in akademik basariy1 artiracaktir [8-10]. Makine 6grenmesi
yontemleri ile 6grenci basarisini artirmaya yo6nelik akademik basari siniflandirmasi ve tahmini oldukea
popiiler hale gelmistir. Ogrencilerin bireysel ihtiyaglarini ve 6grenme stillerini anlamaya yardimci olan bu
yontemler, 6grencilere kisisellestirilmis egitim deneyimleri sunarak onlarin potansiyellerini maksimize
etmeyi hedefler. Ayrica, 6grenci verilerinin analizi ile zorluk ¢ekilen konular ve alanlar belirlenebilir, bu da
Ogretim stratejilerinin daha hedefli ve etkili bir sekilde olusturulmasina imkan tanir [11].

Makine 6grenmesi istatistik ve matematik bilimlerinden yararlanilarak gelistirilen biitiinlestirme ve sorun
¢6zme becerileri agisindan ¢ok yararl ve segenekli bir calisma yontemidir [12]. Bilgisayar yazilimlariyla cesitli
ortamlarda makineler egitilerek otomatik bir sekilde problemlerin algilanmasi ve sonucunda ¢oziim
tretilmesi saglanir. Makine 6grenmesi ile gelistirilen sistemler, gelecek i¢in 6ngoriilerde bulunarak karar alma
stireglerine olumlu katkilar saglayarak insan yasamini kolaylagtirmaktadir. Bu sebeple bu ¢aliymanin amaci,
ogrencilerin akademik basarisinin farkli makine 6grenmesi yontemleri ile siniflandirilmasina yonelik
calismalarin kapsamli olarak aragtirilmasi ve bir araya getirilmesidir. Calismalarda kullanilan teknikler,
bagarimlar, bulgular ve katkilar da sunulmustur. Bu arastirmanin, sonraki caligmalar icin bir temel
olusturmas: amaglanmaktadur.

Literatiirde 6grencilerin akademik basarilarinin siniflandirilmasina yonelik ulusal ve uluslararasi ¢ok sayida
calisma vardir. Fakat bu ¢aligmalarin yontem ve teknikleri, sonuglar ve stratejileri agisindan incelenmesi
zorlugu tiim aragtirmacilar i¢in bas edilmesi gereken bir problemdir. Bu arastirma, bu problemin giderilmesi
i¢in 6nemli sonugclar sunmaktadir. Akademik performansla ilgili literatiirii incelemek icin daha 6nce yapilmis
bazi ¢aligmalar vardir ancak bunlarin ¢ogu genel literatiir incelemeleridir ve genel 6grenci performans
tahminine yo6neliktir [13-15]. Bu ¢aligmada makine 6grenmesi alanindaki en iyi uygulamalar toplanarak
incelenmesi amaglanmustir. Ayrica sadece makine 6grenmesi teknikleriyle performans tahminine y6nelik
aragtirmalar degil bu arastirmalar icerisinde Oznitelik se¢im teknikleri kullanilarak daha etkili sonuglar
iretmeyi amaclayan literatiir incelenmistir.

Bu ¢aligmanin ikinci béliimiinde aragtirma icin uygulanan strateji belirtilmistir. U¢iinii boliim olan bulgular
bolimiinde akademik bagar1 tahmini veya siniflandirmasinda kullanilan farkli makine 6grenmesi
algoritmalar1 ve Oznitelik segme yontemlerinin literatiirde bulunan benzer ¢aligmalarina yer verilmistir.
Dordiincii boliimiinde, ¢aliymada 6zetlenen aragtirmalar bir tablo halinde sunulmus ve arasgtirmalarin
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kapsamlarina yonelik istatistiki bilgiler tartigtlmistir. Sonug boliimiinde ise ¢aligmaya ait sonuglar ve daha
sonraki ¢alismalara yonelik oneriler belirtilmistir.

2. Uygulanan Str ateji (Implemented Strategy)

Aragtirma stratejisi, sistematik siirecler ve araglar kullanarak veri toplamak ve analiz etmek olarak
belirlenmistir. Calismada elde edilen veriler farkli akademik veri tabanlarinda yaymlanan makine grenmesi
ve akademik performans degerlendirme ¢aligmalarini igermektedir. Mevcut ¢aligma, bu verileri analiz ederek,
bu yayinlarin kapsam ve sonuglarini arastirarak diinya genelinde 6grencilerin akademik basarilarinin makine
ogrenmesiyle degerlendirilmesi alaninda atilan adimlari incelemeyi ve tespit etmeyi amaclamaktadir. Bu
sayede egitim Ogretim uygulamalarinda yapay zekd teknolojilerinin etkin kullanimimin saglanmasi i¢in
atilmasi gereken adimlar, tespit edilen eksiklikler ve gelecekte yapilabilecek ¢alismalar konusunda bir durum
tespiti caligmast yapilmustir.

Bu ¢aligmada nitel aragtirma yontemlerinden biri olan betimsel arastirma modeli kullanilmigtir. Aragtirma
felsefesi agisindan temel bir arastirma modeli, uygulama yontemi agisindan ise kiitiiphane, arsiv, miize ve
internet gibi mevcut kaynaklardan derlenen verilere (metin, resim vb.) dayal1 bir belge aragtirma modeli
olusturulmustur [16]. Caligmada kullanilan aragtirma modeli Sekil 1'de gosterilmistir.

( )

Ogrencilerin Akademik Performanslarinin Makine Ogrenmesi
Teknikleriyle Analiz Edilmesi

Veritabanlan Anahtar Kelimeler
—
Akademik
[T reromans
g
s EBSCO Academic
< Performance
i’ Google Akademik
Sire
2008 - 2022
. J
Sekil 1. Arastirma Modeli
(Research Model)

Caligmada kullanilan aragtirma modeli Web of Science (WoS), Scopus, EBSCO, Google Scholar ve TR
Dizin'den elde edilen ¢alismalardan olusmaktadir. Arastirmada kullanilan calismalar akademik veri
tabanlarina kaydedilmis ve arastirma konusuna gore siniflandiridmistir. Belirlenen anahtar kelimeler
kullanilarak veri tabanlarindan 2008-2022 yillar1 arasinda, 15 yillik siiregte gerceklestirilen makine 6grenmesi
ve akademik performans degerlendirme ile ilgili calismalar taranmistir. Elde edilen ¢aligmalar aragtirma
konusuna gore ve daha sonra tarihsel siraya gore diizenlenmistir. Bu ¢alismalar s6yle siniflandirilmistir:

e Yazar
e Caliyma Turt
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e Veri Seti

e Oznitelik Segim Teknikleri
e  Yontemler

e Kullanilan Araglar

o Degerlendirme Olgiitleri

Aragtirma kapsaminda belirlenen veri tabanlarindaki makale, konferans bildirileri ve tez c¢aligmalar:
incelenmis kitap veya kitap bolimii taramasi gerceklestirilmemistir. Arastirmalar hem Tiirkge hem de
Ingilizce anahtar kelimelerle yapilmis ve ¢aligma dilleri olarak da Tiirkge ve Ingilizce caligmalar incelenmistir.
Ayrica farkli veri tabanlarindan elde edilen ayni yayinlar olmustur ancak giftleme yayinlara rastlanilmamaistir.
Arastirma gergeklestirilirken anahtar kelimeler birlikte kullanilmistir. Ornegin makine 6grenmesi anahtar
kelimesi tek basmna kullanildiginda ¢ok farkli sonuglar getirebilecekken, bu anahtar kelime akademik
performans anahtar kelimesi ile kullanildiginda sonuglar daraltilarak hedefe yonelik ¢aligmalara ulasilmasini
saglamaktadir. Bu nedenle anahtar kelimeler birlikte kullanilarak tarama gerceklestirilmistir.

3. Arastirma Bulgulari (Research Findings)

Literatiirde 6grenci performansini siniflandirma ve tahminleme iizerine makine 6grenmesi alaninda farkli
calismalar yapilmigstir. Literatiir arastirmasinda incelenen yayinlara ait detaylar Tablo1’de gosterilmistir.

Tablo 1. Incelenen galigmalara ait anahtar bilgiler (Key information about the studies reviewed)

Yaza Calism Veri Seti Oznitelik Yontemler Kullanilan Degerlendirme
r a Tiirii Se¢im Araglar Olgiitleri
Teknikleri
[17] Makale 578 Yok Coklu Dogrusal Rapid Miner Dogruluk orani
kay1t Regresyon Mutlak hata
12 Analizi ylizdesi
Oznitelik YSA (%94.43)
[18] Makale 421 kayit 1G YSA (%98.6) Orange Dogruluk orani
29 KNN, LR, SVM, Karigiklik matrisi
Oznitelik DT, RF, NB ROC egrisi
[19] Makale 497 kayit Yok DT, NB WEKA Dogruluk orani
9 Oznitelik Kural Tabanl
(%71.3)
[20] Makale 300 kayit CFS, GR, IG, J48, PART WEKA Dogruluk orani
24 SU RF (%99)
Oznitelik BayesNet
[21] Bildiri 56.000 1G DT, RF Rapid Miner Dogruluk orani
kayit (%75.52), GBT,
34 DL, NB, LR,
Oznitelik GLM
[22] Makale 17 Yok GBM (%99) Belirtil- ROC egrisi
Oznitelik memis
[23] Bildiri 429.757 Ozellik segimi C5.0 (%82.1), SPSS Dogruluk orani
kayit kullanilmig CHAID, LR, Clementine
11 fakat yontem YSA, CART,
Oznitelik ad1 QUEST
belirtilmemis
[24] Makale 44 1G KNN R Dogruluk orani
Oznitelik Chi-Square Hibrit C5.0
MI RF (99.98)
MICHI Improved Deep
Belief Networks
[25] Makale 2.039 Ozellik segimi LR Dogruluk orani
kayit kullanilmig NB
fakat yontem YSA (%79)
ad1 KA
belirtilmemis
[26] Makale 2.850 1G KNN, KA, NB, Rapid Miner Dogruluk orani
Kayit BFS Derin Ogrenme
33 Genetik (%97.7)
Oznitelik algoritma
[27] Makale Belirtilme Yok NB, KNN, KA, Belirtilmemi Dogruluk orani
mis RF,DVM, LR, $
YSA (%89.84)
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[28] Makale 152 Chi-Square MLP (%75), NB, WEKA Dogruluk orani
kayit 1G SMO, J48,
SU REPTree
ReliefF
[29] Makale 195.584 Yok YSA+MLP (%85) Belirtilmemi Korelasyon
kayit RBF s katsayilar1
Dogruluk orani
[30] Makale 5.358 kayit Yok K-Means SPSS Kiimeleme analizi
8 oznitelik C5.0 Clementine Dogruluk orani
CART (%85)
CHAID
QUEST
[31] Makale 3.775 kayit ANOVA Kiimeleme an. Orange Kiimeleme analizi
Gruplama D-melt Gruplama y6ntemi
yontemi SPSS Regresyon
Regresyon
Korelasyon
teknikleri
[32] Makale 395 Yok Iterative WEKA Duyarlilik
Kayit Classifier Ozgiinlitk
OneR (%92.15) Dogruluk orani
33 LogitBoost ROC egrisi
Oznitelik YSA
[33] Makale 5820 Kayt Yok LR (%84.1) Belirtilmemi Dogruluk orani
34 s Karigiklik matrisi
Oznitelik
[34] Bildiri 1.000 Rastgele n- SVM (%72) Jupiter Dogruluk Orani
Kayit sinifi Notebook
8 ANOVA (Python)
Oznitelik Select k-best
[35] Makale 1.395 kayut CFS LR (%62-65), WEKA Dogruluk orani
27 NB, SVM, KNN,
Oznitelik RF, Bagging,
MLP
[36] Makale 480 Hiper KNN H20 Dogruluk orani
Kayit parametre SVM AutoML F-skoru
17 se¢imi; Izgara AutoML (DRF) (Python) RMSE
Oznitelik aramasi (%77.5 - %82.30) MSE
(%82.3)
[37] Makale 3.794 Yok YSA, M5P, WEKA MSE
Kayit D.Stump, Korelasyon
13 M5Rules, katsayist
Oznitelik DT, Bagging
[38] Bildiri 1.044 CAE NB, RF, J48, WEKA Dogruluk orani
Kayit IGAE MLP, Karar
GRAE Tablosu
33 (%76.11), JRip,
Oznitelik LR
[39] Bildiri 500 Kayit Belirtilmemis LR WEKA Dogruluk
16 SVM (%78) Jupyter Kesinlik
Gznitelik Notebook Duyarlihk
F-skoru
Karigiklik matrisi
[40] Makale 395 Kayit Ozellik segimi Hibrid (1. veri Dogruluk
33 var seti %90 ve 2. Kesinlik
Gznitelik veri seti %85) Duyarlihk
650 kayit (Kiimeleme + F-skoru
52 siniflandirma) Karigiklik matrisi
Oznitelik
[41] Makale - Sarmalayici KNN (%92 - 2. MATLAB Dogruluk orani
Oznitelik segimi veri seti), DT,
NB (%87 - 1.
veri seti), SVM,
Dogrusal Ayirict
[42] Makale 38 Ozellik segimi NB (%86) WEKA Dogruluk orani
Oznitelik var MLP
C4.5 (J48)
[43] Bildiri 500 kayt Select K-Best LR, NB, DT, Python Dogruluk orani
Boosting (%75)
RF
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[44] Makale 3.225 CFS LR (%90) R Dogruluk orani
Kayit FSA Elastik ag reg.
57 1G (%90)
Oznitelik Relief RF
XGBoost
[45] Makale 1.044 Filtreleme YSA Python Dogruluk
Kayit Ozyinelemeli (%87.9-%97.6) Kesinlik
33 ozellik gikarma Duyarlihk
Oznitelik metotlar: F-skoru
Karigiklik matrisi
[46] Bildiri 395 Yok C5.0, Boosted- R Dogruluk orani
kayit C5, Regresyon
33 Agaglar, SVM,
Oznitelik LR, RF
Derin O. (%87)
[47] Bildiri 6.882 mRMR KNN (%91.12) RapidMiner Dogruluk orani
Kayit Genetik DT
15 algoritma NB
Oznitelik SVM, IG YSA
[48] Yiiksek 458 C4.5 C4.5 WEKA Dogruluk
Lisans Kayit CFS MLP Kesinlik
Tezi 79 KNN Duyarlihk
Oznitelik SVM (%85.5) F-skoru
Kappa degeri
[49] Makale 1.044 CFS NB, RF, DT, MS SQL Dogruluk
Kayit GR MLP, F-skoru
33 IG Karar Tablosu ROC egrisi
Oznitelik (%83.33)
[50] Makale 1.969 kayit CFS VotedPerceptron WEKA Dogruluk
32 Chi-Square NB F-skoru
Oznitelik GR OneR (%89) ROC egrisi
1G PART
Relief
SU
[51] Bildiri 480 MLP, DT, RF, WEKA Dogruluk
kayit OneR, NB, Kesinlik
16 YSA (%79.1) Duyarlilik
Oznitelik F-skoru
Karigiklik matrisi
[52] Yiiksek 127 kay1t Yok YSA MATLAB Korelasyon
Lisans 49 DT katsayist
Tezi Oznitelik OKH, OMH
[53] Makale 500 Kayit Chi-Square MLP (%77), NB, WEKA Dogruluk orani
16 CFS DT, J48, RF,
Oznitelik GR MLP, SL, OneR,
300 kayit Ana Bilegenler Jrip, REPtree
24 Relief
Oznitelik
[54] Makale 413 Oznitelik NB Belirtilmemi Dogruluk orani
kayit segimi yapilmig DT s
34 MLP
Oznitelik KNN
[55] Bildiri 1.044 - DT R Dogruluk orani
kayit SVM Karigiklik matrisi
32 RF
Oznitelik YSA

Tablo 1’de sunulan 6znitelik segme ve gesitli makine 6grenmesi yontemlerini birlestirerek tahmin yapan

caligmalar incelenmistir. Incelenen c¢aligmalara ait istatistiksel bilgiler 6zetlenmistir. Yillara gore

gerceklestirilen ¢alisma sayilari, bu ¢aligmalarin tiirleri ve bu ¢alismalarda kullanilan algoritmalar, Sekil 2’de

sunulmustur.
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Galismalarda Kullanilan Algoritmalar Yillara Gére Calisma Sayilari
@©
NB 8
> s S
DT ‘% s ﬂ?
YSA 5
LR ?09 \>
KNN 7 4 o0
SVM
MLP
J48
5.0 2020 201
OneR
Boosting
DL
REPTree
PART qp\g [ Adet 20,
CHAID
CART
QUEST
Bagging
Karar Tablosu
JRip
BayesNet (b
gl_a,; ©® Makale © Bildiri ® YL Tezi
GBA %5
DBN
SMO
RBF
K-Means %26
Iterative Classifier
LogitBoost
M5P
D.Stump Galigma Turleri
M5Rules
Dogrusal Ayirici
Elastik ag
XGBoost
VotedPerceptron
0 2 4 6 8 10 12 14 16 18

@ (©
Sekil 2. Caligma istatistikleri (a) ¢aligmalarda kullanilan algoritmalar (b) yil bazinda erisilen ¢alisma sayilari, (b) erisilen ¢aligma tiri
oranlar1
(Study statistics (a) algorithms used in the studies (b) number of studies accessed by year, (b) proportion of types of studies accessed)

® 2
S 2
v ®

2017

=

Sekil 2.a’da goriildiigii gibi calismalarda en ¢ok Naive Bayes (NB) algoritmasi test edilmistir. Daha sonra Karar
Agaglar1 (Decision Tree-DT) gelmektedir. Ugiincii en sik kullanilan algoritma ise Rastgele Orman (Random
Forest-RF) algoritmasidir. Sekil 2.b’de goriildagii gibi ozellikle son 5 yilda bu alanda gergeklestirilen
calismalarin sayist artmaya baslamustir. Ayrica Sekil 2.c’de goriildiigii gibi ¢alismalarin biiyiik bir ytizdesi
makale tiriindedir (%69). Elde edilen caligmalardan %26 bildiri geri kalan %5’i ise tezli yiiksek lisans
calismasidir.

Bu ¢alismalarda bir¢ok farkli yontem uygulanmis, yeni yontemler test edilmis ve farkli 6neriler ortaya
konulmustur. Bu ¢aligmalarin hemen hemen hepsinde birden fazla teknik uygulanmig ve farkl algoritmalar
test edilmigtir. Arastirmalarda kullanilan 6znitelik secme yontemleri ve kullanilan analiz araclar1 Sekil 3’te

gosterilmistir.
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Galismalarda Kullanilan Oznitelik Segme Yéntemleri

Kullanilan Araglar R
%11

Rapid Miner
%14

Orange
WEKA L Orang
%39 %6

(a) ()
Sekil 3. Calismalarda kullanilan (a) 6znitelik segim y6ntemleri ve (b) analiz araglar
((a) feature selection methods and (b) analysis tools used in the studies)

Sekil 3.a’da en ¢ok kullanilan 6znitelik segme tekniginin Bilgi Kazanci (Information Gain-IG) teknik oldugu
gorillmektedir. Ikinci sik kullanilan teknik Korelasyon Tabanli Ozellik Segimi (Correlation-based Feature
Selection-CFS) teknigidir. Ugiincii sirada en yaygin kullanilan teknik ise Kazang Orani (Gain Ratio-GR)
teknigidir. Sekil 3.b’de goriildiigii gibi aragtirmalarda en ¢ok tercih edilen analiz aract WEKA olmus, bu aract
sirastyla Python programlama dili, R programlama dili ve Rapid Miner araci takip etmistir. Oznitelik segme
yontemleri kullanilarak yapilan ve 6znitelik se¢me yontemleri kullanilmadan yapilan ¢aligmalar bu bolimde
detayli olarak agiklanmaktadir.

Altun ve arkadaslar1 (2019) ¢aligmalarinda tiniversite 6grencilerinin mezuniyet notlarini tahmin etmek tizere
veri madenciligi modelleri geligtirmiglerdir. Bu amagla; Akdeniz Universitesi Egitim Fakiiltesi Sinif
Ogretmenligi Boliimii'nden 2012-2017 yillar1 arasinda mezun olan 578 égrencinin cinsiyet, medeni durum,
kayit yast ve birinci sinif birinci dénem ara sinav puanlarina iligkin veriler kullanilmistir. Ogrenci bilgi
sisteminden elde edilen verilere Rapid Miner platformundaki araglar kullanilarak veri o6n isleme
uygulanmustir. Elde edilen veri setinde 6grenci kod, cinsiyet, medeni durum, kayit yas1 ve 8 derse ait ara sinav
puanlar1 olmak tizere 12 oznitelik yer almaktadir. Rapid Miner yaziliminda, Coklu Dogrusal Regresyon
Analizi ve Yapay Sinir Aglar1 (YSA) ile tahmin modelleri olusturulmustur. Ortalama mutlak hata yiizdesi
degerleri temel alinarak yapilan degerlendirmede; Regresyon analizi modeli ile %94.30 ve YSA modeli ile
%94.43 bagari saglandig1 belirtilmistir [17].

Yildiz ve Borekgi (2020), farkli okullardaki dokuzuncu sinif 6grencilerinden toplanan egitim ile ilgili veriler
tzerinde bir fikir gelistirilmeye c¢alismuslardir. Veriler; 6grenciler ve aileleri, ¢alisma rutinleri, 6grenme
etkinliklerine katilma davranislar1 ve bilim hakkindaki distincelerini icermektedir. Aragtirma toplanan
verilerden smnavla 6grenci alan okulda okuyan ve sinavsiz 6grenci alan okulda okuyan &grencileri
siniflandirma problemi olarak ele alinmistir. Olusturulan modeller iki sinif verisi tizerinden tahmin edilmistir.
Calismada, denetimli siiflandirma  algoritmalarinin tahmin dogruluklar1 karsilagtirilmis ve siniflarin
olusumunda hangi degiskenlerin etkili oldugu tanimlanmistir. Arayiiz olarak Orange uygulamasi
kullanilmigtir. Tahmin dogrulugunu etkileyen faktorleri belirlemek i¢in degiskenlerin bilgi kazang katsayisini
incelemislerdir. Ailenin demografik degiskenlerinin, 6grencinin bilimsel inanglarinin, ¢alisma rutinlerinin ve
bazi derslere yonelik tutumlarinin siniflandirmayr etkiledigi belirtmislerdir. Kullanilan makine 6grenme
algoritmalart: YSA, K-En Yakin Komsu (K-Nearest Neighbor - KNN), Lojistik Regresyon (Logistic Regression
- LR), Destek Vektor Makinesi (Support Vector Machine - SVM), Karar Agact (Decision Tree - DT), Rastgele
Orman (Random Forest — RF) ve Naive Bayes (NB) algoritmalaridir. Makine 6grenmesi algoritmalarinin
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tahmin sonuglari karsilagtirildiginda YSA algoritmasinin yaklasik %98.6 basar1 orani ile en iyi model oldugu
gorulmiistiir [18].

Ahmad ve arkadaglar1 (2015) caliymalarinda iniversite birinci sinif 6grencilerinin Bilgisayar Bilimleri
dersindeki akademik performansini tahmin etmek igin bir veri madenciligi uygulamas: gergeklestirmislerdir.
Veriler, 6grencilerin demografik ozelliklerini, 6nceki akademik kayitlarini ve aile gecmis bilgilerini igeren
2006-2007 ile 2013-2014 yillar1 arasindaki bilgileriyle olusturulmustur. Bu ¢alismada, 6grencilerin not
ortalamalar1 bagimli degisken olarak secilmistir. Kullanilan diger Oznitelikler irk, cinsiyet, aile geliri,
Universiteye giris sekli ve ii¢ konuda Malezya Egitim Sertifikas1 notlaridir. Calismada WEKA veri madenciligi
yazilimi kullanilmigtir. Karar Agaglari, Naive Bayes ve Kural Tabanli siniflandirma algoritmalar: veri setine
uygulanmis ve sonuglari kargilastirilmigtir. Kural Tabanli Algoritma, %71.3’lik dogruluk orani ile
karsilastirilan @i¢ algoritma arasinda en yiiksek orani elde eden algoritma olmustur. Ayrica literatiirdeki
calismalar icerisinde Kural Tabanli Algoritma kullanilan tek calisma budur. Caliygmada tahmin modelinden
¢ikarilan bilgiler ile 6grencilerin ilk donemdeki basari diizeyinin belirlenebilecegi boylece bagarisizlik ihtimali
bulunan égrenciler igin gerekli onlemlerin alinabilecegi ve gerekli iyilestirmelerin yapilabilecegi belirtilmistir.
Caligmanin simurh tarafinin, toplanan verilerdeki eksik degerler nedeniyle kiigiik veri boyutu oldugu
belirtilmistir [19].

Hussain ve arkadaslar1 (2018) ¢aligmalarinda Assam’da yer alan ti¢ kolejde okuyan 6grencilerin dénem sonu
basarilarini tahmin etmek amaciyla veri madenciligi yontemlerini kullanmiglardir. Veri seti {i¢ kolejde okuyan
300 Ogrencinin 24 nitelik altinda sosyo-ekonomik, demografik ve akademik bilgileri toplanarak
olusturulmustur. Veri temizleme ile 22 nitelige diien 6znitelik sayis1 WEKA programu ile yapilan 6znitelik
segimi sonrasi 12’ye indirgenmistir. Oznitelik se¢imi igin korelasyon tabanli éznitelik se¢imi (Correlation
based - CFS), kazan¢ orani 6znitelik se¢imi (Gain Ratio - GR), bilgi kazanci 6znitelik se¢imi (Information
Gain - IG), simetrik belirsizlik 6znitelik se¢imi (Symmetrical Uncertainty - SU) kullanmiglardir. Bu 6znitelik
se¢cim yontemleri kullanilarak toplam 11 6zniteligin oldukga etkili oldugu bulunmustur. WEKA programinda
J48, PART, RF ve BayesNet olmak {izere toplam dort siniflandirma algoritmasi denenmis ve karsilagtirilmistir.
Ayrica Apriori algoritmasi ek olarak veri setindeki gizli kurallar1 ortaya ¢ikarmak i¢in kullanidmistir. RF
algoritmasi &znitelik segimli ve dznitelik secimsiz olarak veri seti iizerinde uygulanmistir. Oznitelik se¢imli
olarak RF algoritmasinin daha iyi performans gosterdigi belirtilmistir. Sonugta RF algoritmasi %99 dogruluk
orant ile en basarili algoritma olmugtur [20].

Saa ve digerleri (2019) yaptiklari ¢alismada 6grenci bilgi sisteminden ¢ikarilan yeni bir veri kiimesine dayalt
olarak 6grencilerin akademik performansini tahmin etmislerdir. Veri kiimesi Birlesik Arap Emirlikleri'ndeki
o6zel bir Giniversiteden alinmistir. Veri kiimesi, 6grencilerin bilgileriyle ilgili 34 6znitelik ve 56.000 kayt igerir.
RapidMiner yazilimini kullanmiglardir. DT, RF, Gradyan Artirilmis Agaglar (Gradient Boosted Trees — GBT),
Derin 6grenme, NB, LR, Genellestirilmis Dogrusal Model (Generalized Linear Model - GLM) algoritmalari
ile calismuglardir. IG 6znitelik segim tekniklerini kullanmiglardir. Ogrencilerin akademik performansi
tizerinde dogrudan etkisi olan en 6nemli 6zelliklerin, 6grencilerin demografik 6zellikleri, 6grencilerin 6nceki
performans bilgileri, ders ve egitmen bilgileri ve 6grenci genel bilgileri olmak iizere dort ana kategoride
oldugu belirtilmistir. Oznitelik se¢imi ile 17 6znitelik belirlenmis ve bu oznitelikleri ile modelleri
kurmuglardir. Genel olarak, 6grencilerin akademik performansini tahmin etmek i¢in en uygun veri
madenciligi algoritmasinin %75.52 dogruluk orani ile RF oldugu belirtilmistir [21].

Fernandes ve calisma arkadaglar1 (2019) ¢aligmalarinda 2015-2016 egitim 6gretim yilinda Brezilya Federal
Bolgesindeki devlet okullarinda 6grenim goéren oOgrencilerin akademik performanslarinin tahminini
gerceklestirmeyi ve grenci basarisizliklarini diigiirmeyi amaglamuglardir. Ogrencilerin performansinin erken
tahminiyle 6grencilerin mezuniyetlerini garanti altina alacak ve ytiksekdgrenim igin notlarini en azindan
gecer bir seviyeye yiikseltmelerine yardimcr olacak sekilde gergeklesmesinin saglanabilecegi belirtilmistir.
Caligma lise ti¢lincti siniftaki 6grencileri kapsamaktadir. Calisilan veriler, Brezilya Federal Bolgesi Egitim
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Bakanligi'nin bir havuzundan elde edilmistir. Baslangicta bu verilerin nicel bilgilerini elde etmek icin
tanimlayict bir istatistiksel analiz yapilmistir. Bu asamada, 17 Ozniteligi kapsayan bir analiz
gerceklestirilmistir. Bunlar okulun bulundugu sehir, okul adi, sinif dénemi, bir siniftaki 6zel gereksinimli
ogrencilerin varligy, sinif tiirii, 6grencinin ad, cinsiyet, yas, 6grencinin ikamet ettigi yer, varsa 6grencinin 6zel
ihtiyaglari, ilk iki aymn notlari, devamsizliklar ve 6grencinin okul yilini gecip ge¢medigi ve benzeri
ozellikleridir. Bu analizden sonra iki veri seti elde edilmistir. Ik veri seti, okul yilinin baglamasindan dnce elde
edilen 6zniteliklerdir. Ikincisi veri seti ise ilk veri setine ek olarak sémestrin baglamasindan iki ay sonra
toplanan devamsizlik, notlar ve okul dersleri gibi akademik degiskenleri icermektedir. Her veri seti icin
6grenci performansini tahmin etmek iizere artirma teknigi ile gelistirilen karar agac1 modeli olan Gradyan
Artirilmis Makine (Gradient Boosting Machine - GBM) ile siniflandirma modelleri olusturulmustur.
Olusturulan siniflandirma modelleri, Alici galigma karakteristigi (Receiver Operating Charecteristic - ROC)
egrisi kullanilarak degerlendirilmistir. Sonugcta, notlar ve devamsizlik niteliklerinin yilsonu 6grenci
performansini tahmin etmek i¢in en 6nemli degiskenler oldugu belirtilmistir. Artirma teknigi kullanarak %99
dogruluk orani elde etmislerdir [22].

Aydin ve Ozkul (2015) yaptiklar1 ¢alismada Anadolu Universitesi agik égretim sisteminde egitim goren
ogrencilerin performanslarini tahmin etmeye yonelik veri madenciligi uygulamasi gelistirmislerdir.
Kullanilan veri seti 2004-2005 ve 2005-2006 6grenim yillarina ait 6grenci bilgi sistemi ve e-6grenme
sisteminden elde edilmistir. Veri seti 180.554 6grencinin 129 adet dersine iligkin 429.757 kayit icermektedir.
SPSS Clementine yaziliminda 6znitelik segme teknikleri uygulamiglardir. Ogrencinin akademik bagarisini
etkileyen 11 oznitelik belirlenmistir. Bu 6znitelikler: 6grencinin yasi, ders adi, 6grencinin dersi kaginci kez
aldig, e-hizmet faydalanma siireleri, sinavlarinin ortalamasi, deneme sinavlarinda yaptig1 dogru cevap sayist
ve deneme sinavlarindaki bagar1 durumudur. Ogrenci performansini degerlendirmeye yonelik tahmin
modellerini olusturmak i¢in SPSS Clementine yazilimmda LR, YSA, DT algoritmalarindan olan C5.0,
CHAID, C&RT ve QUEST modelleri olugturulmustur. Sonugta %82.1 dogruluk orani ile C5.0 ile elde edilen
DT modelinin en iyi tahmin modeli olarak segildigi belirtilmistir [23].

Sokkhey ve Okazaki (2020) ¢alismalarinda egitsel veri madenciligi kullanarak disiik performans gosteren
6grencileri tahmin etmeyi amaglamiglardir. Bunun i¢in Karma rastgele orman (Hibrit Random Forest) egitsel
veri madenciligi modelini 6nermislerdir. Onerdikleri bu modeli web tabanli bir sisteme dahil etmiglerdir.
Caligmada kullanilan veriler; Kambogya'daki farkl: liselerden elde edilmistir. Calismada 6ncelikle tahmin
modellerinin karsilagtirmali bir ¢alismasi yapilmistir. Karsilagtirmalar hem orijinal veri seti ile hem de farkls
oznitelik secme yontemleri ile olusturulmus veri setleri ile gerceklestirilmistir. Bu amagla yapilan dort
siniflandiricinin (KNN, Hibrit C5.0, Karma rastgele orman ve Gelistirilmis derin inang¢ aglari) karsilastirmalt
deneyi, dort 6znitelik segme yonteminden (IG, Ki kare, Karsilikli bilgi ve onerilen MICHI yontemi) elde
edilen 6zellik kiimeleri kullanilarak gerceklestirilmistir. Ogrenme ¢iktilarini iyilestirmek, uygun éznitelikler
se¢mek ve tahmin modellerinin performansini artirmak icin karsilikli bilgi (Mutual Information-MI) ve siralt
ozellik puanlaria dayali ki-kare algoritmalarinin birlesimi olan MICHI adli yeni bir 6zellik segme yontemi
tanitilmistir. Deneysel sonuglara gore karma rastgele orman algoritmasinin siniflandirma sonucu diger i
siniflandiricidan daha iyi performans gosterdigi belirtilmistir. Karma rastgele orman algoritmast MICHI
oznitelik se¢cme yontemiyle birlikte %99.98 dogruluk ile en basgarili siniflandirma olmustur. MICHI'nin
6grenci performansinin bagarist i¢in baskin faktorleri belirlemede etkili bir 6zellik segme yontemi oldugu
belirtilmistir. Veri 6n igleme i¢in R programlama dili, R Studio gelistirme ortaminda kullanilmigtir [24].

Mengash (2020) yaptig1 calismada yiiksekogretim kurumlarinda akademik olarak iyi performans gostermesi
muhtemel adaylar1 segmek i¢in; bagvuru sahiplerinin tiniversitedeki akademik performansini tahmin etmek
tizere veri madenciligi tekniklerini kullanmigtir. Veri seti olarak 2016-2019 arasinda bir Suudi devlet
tiniversitesinin Bilgisayar Bilimi ve Bilgi Kolejine kaydolan 2.039 6grenciye ait veriler kullanilmistir.
Caligmada 6znitelik secim teknikleri kullanmislardir ve sonucunda lise not ortalamasi, scholastic achievement
admission test puani ve genel yetenek testi puan bilgileri sonuca en ¢ok etki eden oznitelikler olarak
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belirlemislerdir. Calismada YSA, DT, SVM ve NB olmak {izere dort iyi bilinen veri madenciligi teknigi
kullanilarak dort tahmin modeli gelistirilmistir. Bu modeller arasinda YSA algoritmalari ile %79'un {izerinde
bir dogruluk oranina sahip olarak en basarili modeli elde etmislerdir [25].

Ciftci ve arkadaslar1 (2018) ¢aligmalarinda iniversitede calisan akademisyenlerin performanslarini tahmin
etmiglerdir. Veri seti olarak “Tiirkiye Ogrenci Degerlendirme Veri Seti (Tiirkiye Student Evaluation Data
Set)” isimli bir veri seti kullanilmistir. Veri seti 2.850 6grencinin 3 akademisyeni degerlendirdigi anket
sonuglarini icermektedir. Ogrencilerin 13 farkli dersini bu 3 akademisyen vermektedir. Anket caligmas: 2013
yilinda 33 nitelik tizerinden gergeklestirilmistir. Veri setinde yer alan 33 tane nitelik genetik algoritma ile
oznitelik se¢cimi yapilarak ¢alismada kullanilmak tizere 19 6znitelige indirgenmistir. Bilgi kazanci, genetik
algoritma ve geri yonlii eliminasyon olmak tizere ti¢ farkli 6znitelik segme yontemi kullanmiglardir. En bagarilt
yontemin genetik algoritma oldugunu belirtilmistir. Calismada, Rapidminer veri madenciligi yazilimi
kullanilmistir. Makine 6grenmesi yontemleri olarak KNN, DT, NB ve derin 6grenme algoritmalarin
uygulamuglardir. Indirgenen oznitelikler iizerinden derin 6grenme kullanimi ile %97.70’lik tahmin dogruluk
performansina ulagilmistir [26].

Kumari ve arkadaslar1 (2020) ¢alismalarinda YSA algoritmasinin veri madenciliginde 6grenci performansini
tahmin etmek igin uygun bir siniflandirici olup olmadigini arastirmislardir. Kaggle sitesinden alinan
sinavlarda 6grenci performans: (students performance in exams) adli hazir veri setini kullanilmiglardir. Bu
veri seti; Amerika’da lise 6grencilerinden elde edilen verilerden olusmaktadir. Veri seti, ii¢ sinavdan alinan
puanlari ve sinav puanlari tizerinde etkisi oldugu diisiiniilen 6grencilere ait gesitli kisisel, sosyal ve ekonomik
faktorleri icermektedir. Veri setinde 8 adet 6znitelik yer almaktadir. Bu 6znitelikler; cinsiyet, etnik koken,
ebeveyn egitim diizeyi, 6gle yemegi, sinava hazirlik kursu, matematik, okuma ve yazma puanidir. YSA
algoritmasinin uygulanabilirligini arastirmak icin NB, KNN, RF, DT, SVM ve LR olmak iizere alt1
siniflandiricryla performans agisindan karsilagtirilmistir. %89.84 dogruluk orani ile YSA algoritmasinin ilgili
veri setinde diger siiflandirma algoritmalarina goére performans olarak daha iyi oldugu ve 6grenci
performansini tahmin etmek igin etkili bir algoritma oldugunu belirtmislerdir [27].

Kaur ve digerleri (2015) siniflandirma tabanli algoritmalar kullanan tahmine dayali bir veri madenciligi
modeli ile lise 6grencileri arasinda yavas 6grenenleri tespit etmeyi amaglamislardir. Caligmada 152 6grenciye
uygulanan anketten elde edilen veriler kullanilmistir. Téim uygulamalar WEKA araci kullanilarak yapilmustir.
[Ik 6nce veriler tizerinde 6znitelik secim teknikleri uygulanmistir. Bu teknikler Ki kare, IG, SU ve ReliefF
oznitelik se¢im teknikleridir. Bu veriler {izerinde belirlenen 6znitelikler kullanarak Cok katmanl algilayici
(Multilayer Perception - MLP), NB, Sirali minimal optimizasyon (Sequential minimal optimization - SMO),
J48 ve REPTree gibi cesitli siniflandirma algoritmalart uygulanmis ve sonuglar karsilagtirilmistir. En iyi
sonucu %75 dogru tahmin ytizdesiyle MLP algoritmasinin verdigi belirtilmistir [28].

Yildiz Aybek ve Okur (2018) ¢aligmalarinda, Anadolu Universitesi A¢ik gretim Sisteminde 2014-2015 ve
2015-2016 akademik yillarinda Bilgi Teknolojileri dersini alan 6grencilerin yariyil sonu sinav puanlarini ve
gecme oranlarini YSA ile tahmin etmeyi amaclamislardir. Bu amagla 626.478 6grencinin demografik
ozellikleri, egitim durumu, ilgili dersin ara sinav, final ve bagar1 puanlari ile ilgili veriler toplanmistir. Veri 6n
isleme sonrasinda eksik verilere sahip orneklerin ¢ikarilmasi sonucu 195.584 grencinin verileri MLP ve
Radyal Taban Fonksiyonu (Radial Base Function - RBF) modelleri ile analiz edilmistir. Veri setinin %70’i
almarak egitim seti, %30’u alinarak test seti olusturulmustur. 6 parametrenin (gizli katman, minimum birim,
maksimum birim, egitim, etkinlestirme islevi ve siirekli degiskenlerin yeniden oOl¢eklendirilmesi) farkls
kombinasyonlarindan olusan 12 MLP ve 3 parametrenin (gizli katman, etkinlestirme fonksiyonu ve stirekli
yeniden 6l¢eklendirme degiskenleri) gesitli kombinasyonlarindan olugan 4 RBF olusturulmustur. Olusturulan
16 ag, 6grencilerin final smav puanlarini tahmin etmek ve 6grencilerin gegme/kalma durumunu tahmin
etmek igin iki kez galistirilmigtir. Toplam 32 analiz yapilmistir. {lk analiz sonucunda; 12 MLP ag1 ile yapilan
analizlerde tahmin edilen ve gerceklesen puanlar arasinda orta diizeyde korelasyon katsayilar: gorilmiustiir.
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RBF aglarinin ise final sinav puanlarini agiklamada tutarl sonuglar vermedigi belirtilmistir. Ikinci analizde;
RBF aglarinin ge¢me/kalma durumlarini veya 6grencileri siniflandirmada basarili olmadig: tespit edilmistir.
MLP aglarinin ise genel olarak daha basarili oldugu belirtilmistir. Bu ¢alismada YSA modellerinin diger
matematiksel modellerle karsilagtirilmasi amaglanmasa da farkli parametrelerle elde edilen %85-%87 arasinda
degisen tahmin dogruluk oranlarinin elde edildigini belirtmislerdir [29].

Ozbay ve Ersoy (2017) caligmalarinda matematik béliimii mezunu 6gretmen adaylarinin Ogrenme Yonetim
Sistemi tizerindeki hareketliligi ile akademik basarilar1 arasindaki iliskiyi veri madenciligi yontemleri ile
incelemiglerdir. Caligmada 2012-2013 $gretim yili bahar déneminde Basgkent Universitesi'nde pedagojik
formasyon egitimi alan 40 6grencinin 6grenme yonetim sistemine ait giinliik kayitlar1 ve yilsonu akademik
bagar1 notlar1 kullanilmistir. Akademik basar1 notlarr ilgili 6gretim elemanindan temin edilmistir. Veri seti
tizerinde veri 6n isleme islemleri yapilmistir. Veri setinde toplam 5,358 6grenciye ait ve 8 znitelik vardur.
Caligmada, 6ncelikle 6grenci akademik bagar1 gruplarimin olusturulmas: amaciyla tanimlayict modellerden
kiimeleme yontemi kullanilmigtir. K-Ortalama algoritmas: kullanilarak 6grenci yilsonu akademik basar
notlarina gére kiimeleme islemi gerceklestirilmistir. Ogrenciler diisiik, orta ve yiiksek akademik bagar1 grubu
olmak tizere 3 gruba ayrilmistir. Daha sonra bu basart gruplar1 da girdi degiskeni olarak kullanilarak
siniflandirma yonetimlerinden karar agaci yapist ile 6grenci basart durumlari tahmin edilmistir. Karar agaci
C5.0, CART, CHAID, QUEST algoritmalar1 kullanilarak modeller olusturmustur. Olusturulan modeller
arasinda en yiksek dogruluk oranimi %85 olarak elde eden CART algoritmast oldugu belirtilmistir.
Analizlerde SPSS Clementine programi kullanilmistir. Sonug olarak 6grenme yonetim sisteminde yiiksek
diizeyde haraketli olan 6grencilerin yiiksek akademik basari grubunda, orta diizeyde hareketli olan
ogrencilerin orta akademik bagar1 grubunda ve diisiik diizeyde hareketli olan 6grencilerin diigiik akademik
basar1 grubunda yer aldiklarinin tespit edildigi belirtilmistir [30].

Baltac1 (2018) caligmasinda, {lahiyat fakiiltesi 6grencilerine yonelik veri madenciligi alaninda bir uygulama
gerceklegtirmigtir. Ogrencilerin yagi, cinsiyeti, anne ve babanin egitim durumu, liseyi bitirdikten sonra kaginci
yilinda iiniversiteye yerlestigi, yerlestikleri fakiilte, tercih sirasi, yerlesme puani, tiiniversitede aldig: derslerin
not ortalamasi, iniversitede basarisiz ders sayisi ve gibi verilerinden faydalanilarak, akademik basariya etki
eden faktrler bulunmak istenmistir. Kullanilan veriler 2017 yilinda 11 farkl devlet iiniversitesinin ilahiyat
fakiiltelerinde 6grenim goren 2. Smif 6grencilerinden temin edilmistir. Veri seti tizerinde 6n isleme olarak
veri temizleme, veri donistiirme ve veri ayristirma islemleri yapilmistir. Veri 6n igleme sonucunda toplam
3,775 ogrenciye ait veri, makine 6grenmesi algoritmalarinda kullanilmak {izere hazir hale getirilmistir.
Ogrencinin akademik bagarisi, 8grencinin not ortalamasi ve basarisiz olunan ders sayisina gore incelenmistir.
Ogrencinin basarisiz oldugu ders sayisi ve yilsonu not ortalamasi bagimli degisken olarak belirlenmistir.
Caligmada veri madenciligi tekniklerinden kiimeleme analizi, gruplama yontemi, regresyon ve korelasyon
iliskilendirme teknikleri kullanilmistir. Istatistiki anlamlilik diizeyi p<0.05 olarak kabul edilmistir. Veri
madenciligi analiz sonucuna gdre yilsonu not ortalamasi ve basarisiz olunan ders sayisi arasinda yiiksek
diizeyde negatif yonlii bir iliski oldugu gozlemlenmistir. Not ortalamasindaki artig, 6grencinin basarisiz
oldugu ders sayisinin azalmasina neden olmaktadir. Ayrica yilsonu not ortalamasi ile yas arasinda da yiiksek
diizeyde negatif iliski belirlenmistir. Yast daha biiyiik 6grencilerin yilsonu not ortalamasinin daha diisiik
oldugu belirtilmistir. Boylelikle 6grencinin yasi, not ortalamasini olumlu yonde etkilemedigi gorillmiistiir.
Ayrica 6grencinin yagsi, basarisiz oldugu ders sayisini olumlu yonde etkiledigi de belirtilmistir. Calisma icin
“Orange Datamining”, “D-Melt” ve “SPSS Modeller” veri madenciligi programlar: kullanilmistir [31].

Hazel Baser ve arkadaslari (2020) caligmalarinda, ortadgretimde o6grenci basarisini olumsuz etkileyen
faktorlerin belirlenmesi ve Ogrencilerin karsilagtiklari sorunlarin tespit edilmesini amaclamiglardir.
Caligmada kullanilan veri seti “UC Irvine Machine Learning Repository” veri tabanindan elde edilmigtir. Veri
seti 395 dgrencinin 33 dzniteliginden olusmaktadir. Ilgili veriler okul raporu ve anketlerden elde edilmistir.
Veri icerigindeki Oznitelikler 6grencinin; yilsonu ders notlari, kisisel bilgileri, okul ici ve dis1 sosyal
etkinliklerini kapsamaktadir. Veri seti tizerinde veri madenciligi yontemlerinden Classifier, OneR, LogitBoost
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ve YSA ile modeller kurulmustur. Degerlendirmelerin objektif olarak yapilabilmesi i¢in her siniflandirma
modeli 3 ayr1 ¢apraz dogrulama (5, 7 ve 10 kat) boliinme yontemi kullanilmistir. Tiim modeller WEKA
yazilimi kullanilarak gerceklestirilmistir. Modellerin degerlendirmesi i¢in dogruluk, 6zgiinlitk ve duyarlilik
performans metrikleri kullanilmistir. Sonug olarak ¢alismada uygulanan OneR algoritmasi en bagarili veri
madenciligi yontemi olmustur. Dogruluk degerinin ortalama %92.15, 6zgiillik degerinin ortalama %86.6,
duyarlilik degerinin ise ortalama %96 oldugu belirtilmistir [32].

Can ve ¢aligma arkadaglar1 (2019) ¢alismalarinda veri madenciligi tekniklerinden LR analiziyle 6grencilerin
ders basarilarin: etkileyen faktorleri arastirmiglaridir. Calismada, bir devlet iiniversitesine ait dénem sonu
ders degerlendirme anket verilerini iceren hazir bir veri seti kullanilmustir. Veri seti, 5.820 6grenci tarafindan
yanitlanan anket verilerinden elde edilmistir. Veri seti, 6grencilerin derslerine giren 3 farkli 6gretim tiyesi
hakkinda tanimlanmis 28 soru ve 5 tane de demografik bilgileri iceren kategorik degisken olmak iizere toplam
33 oznitelikten olugsmaktadir. Caligmalarinda kullandiklar: veri setine LR algoritmast ile siniflandirma modeli
kurmuglardir. Elde edilen sonuglara gore, 6grenci ders basarisini ders tekrar sayisinin etkiledigi belirtilmistir.
Ayrica 6grencilerin mesleki gelisimlerini arttiran, 6grencilere yeni bakis agilar1 kazandiran uygulamalarin ve
derse katilimin ders bagarisint olumlu olarak etkilediginin goriildiigii belirtilmistir. LR analizi sonucunda
yapilan tahminlerde dogru siniflandirma oranini %84.1 gibi oldukea yiiksek bir deger elde etmislerdir. Yani
5,820 adet verinin 4,895 tanesi dogru siniflandirilirken yalnizca 925 tanesi yanls siniflandirilmistir [33].

Gladshiya ve Sharmila (2021) ¢alismalarinda egitim alaninda 6grencilerin performans: tahmin etmek i¢in
ogrencilerin riskini belirlemeyi esas almiglardir. Ogrenci risklerini belirleyerek performanslari makine
ogrenimi algoritmalari kullanilarak tahmin etmeyi amaglamiglardir. Ogrencinin performansini tahmin etmek
i¢in veri 6n igleme ve ozellik se¢iminin ¢alisma yontemlerini karsilagtirmislardir. Performance of student
isimli veri setini, www.kaggle.com adresinden temin etmislerdir. Veri seti 1,000 satir ve 8 oznitelik igeren
virgiille ayrilmig deger (csv) dosya bi¢imindedir. Nitelikler; cinsiyet, kentsel durum, ebeveyn egitimi, 6gle
yemegi, Olcek hazirlik, matematik puani, fen ve okuma puanlaridir. Veri setinde oOznitelik se¢imi
yontemlerinden smiflandirma ve filtreleme metotlart kullanilmistir. Bu yontemlerden rastgele n-siifi
siniflandirici, Varyans analizi filtresi, Select K-Best yontemleri ile 6znitelikler belirlenmigtir. Select K-Best
oznitelik se¢im metodunu 6nermektedirler. Belirlenen 6znitelikler ile SVM algoritmasi kullanilarak veri seti
egitilmis ve tahmin degerleri elde edilmistir. Bu algoritma, Jupyter Notebook kullanilarak Python
programlama dili kullanilarak uygulamuglardir. Oznitelik segimleri yapilarak dogruluk oranlarinda énemli
olgtide farkliik gosterdigi belirtilmistir. SVM algoritmasiyla rastgele n-sinifi siniflandiricr ile 3 siuf i¢in
tahmin edilen dogruluk oran: %52 iken 4 smif i¢in tahmin edilen dogruluk orani %72’ ye c¢iktigini
belirtmislerdir [34].

Abbasoglu (2020) calismasinda, egitsel veri madenciligi yontemleri kullanarak, ortaokul 6grencilerinin
sosyoekonomik durumlarinin ve demografik 6zelliklerinin yilsonu genel basar1 ortalamalarina olan etkilerini
analiz etmeyi amaglamugtir. Orneklem olarak 2019-2020 egitim-6gretim yili ikinci donemi iginde Yalova iline
ait 4 farkli ortaokuldaki 5, 6, 7 ve 8. Sinif diizeylerinde okuyan 1,395 ortaokul 6grencisi se¢ilmistir. Calismada,
E-okul Yonetim Bilgi sisteminden elde edilen 6grencilerin kisisel 6zelliklerine iligkin veriler kullanilmustir.
Sistemden elde edilen veriler 27 bagimsiz degisken ile temsil edilmistir. Tahmin sonuglarini artiracag
diisiiniilen korelasyona dayal1 6znitelik secim teknikleri kullanilarak 27 bagimsiz degisken 8’e diigiiriilmiistiir.
Elde edilen veri seti {izerinde makine 6grenmesi algoritmalar1 kullanilarak yilsonu genel basar1 ortalamalar
tahmin edilmistir. Tiim algoritmalar WEKA programinda ¢alistirilmigtir. Bu algoritmalar; LR, NB, Linear
SVM, KNN, RF, Non-Linear SVM, Torbalama (Bagging), MLP algoritmalaridir. Veri seti dznitelik se¢imi
yapilmadan, temel bilesen analizi yapilarak ve 6znitelik segimi uygulanarak 3 farkli veri seti {izerinden analiz
edilmis ve sonuglar karsilagtirilmigtir. Modellerin performanslarini degerlendirmek icin dogruluk orani
kullanilmistir. Calismalarinda, en iyi sonuca ulagabilmek i¢in 10 kat ¢apraz dogrulama ile boliinme yontemi
kullanarak modeller olusturulmustur. Deneysel sonuglara gére siniflandirma yontemlerinden en bagarili

PRINT ISSN: 2149-4916 E-ISSN: 2149-9373 © 2022 Gazi Akademik Yayincilik 586



sonucu %62 ile %64.5 arasinda dogruluk oranlar1 ile LR algoritmalariyla kurulan modellerden elde etmislerdir
[35].

Aghalarova ve Keser (2022) calismalarinda 6grencilerin akademik performanslarii tahmin etmeyi
amaglamiglardir. Calismada kullanilan veri seti i¢in otomatik makine 6grenmesi yontemi ile en iyi modeli
aragtirmislardir. Veri onisleme, model se¢imi ve hiper-parametre optimizasyonu gibi gérevlerle ugrasmadan
en iyi modelin otomatik makine 6grenmesi ile bulunabilecegini savunmuslardir. Caligmalarinda H20
AutoML araci kullanmiglardir. Tim deneyler, Python’un 3.7.9 siiriimii kullanilarak gerceklestirmislerdir.
Caligmada kullanilan veri seti Kalboard 360 E-6grenme sisteminden toplanmustir. Veri seti 480 6grenciye ait
17 6znitelikten olusmaktadir. Oznitelikler; demografik, akademik ve davranigsal dznitelikler olmak iizere iig
esas kategoridedir. AutoML sayesinde veri Onisleme ve en uygun modelin se¢imi otomatik
gerceklestirilmektedir. Dagitilmig RF (Distributed Random Forest - DRF) algoritmasinda varsayilan hiper-
parametreler kullanildiginda dogruluk degerini %77.50 ve f-skor degeri %80.01 olarak elde etmislerdir. Bu
sebeple dagitilmis RF algoritmasinin en iyi algoritma oldugunu belirtmislerdir. En uygun hiper-parametreleri
bulabilmek i¢in 1zgara aramasi kullanmuslardir. Izgara aramasi ile bulunan en uygun hiper-parametreler ile
tekrar dagitilmis RF algoritmasi uygulandiginda dogruluk degeri %82.30 ve f-skor degeri %82.50 olarak
hesaplamiglardir. Onerilen yontem ile geleneksel makine Ogrenme yontemlerinden KNN ve SVM
algoritmalar kargilastirilmigtir. KNN algoritmasinda dogruluk degeri %61.1 ve f-skor degeri %61.01, SVM
algoritmasinda ise sirasiyla dogruluk degeri %64.5 ve f-skor degeri %64.4 olarak elde etmislerdir. Elde edilen
sonuglar 6nerdikleri yontemin etkinligini ve bagarisini kanitlamaktadir [36].

Aydemir (2019) calismasinda, Ogrencinin bagari durumunu onceden Ongérerek gerekli onlemlerin
aliabileceginden yola ¢ikarak 6grencilerinin Yabanci Dil dersinden ge¢me notlarini makine &grenmesi
yontemleriyle tahmin etmeyi amaclamistir. Bu amagla 2017-2018 egitim-6gretim yilinin tiim dénemlerinde
Yabanci Dil dersini alan 3.794 6n lisans ve lisans 6grencisine ait veriler kullanilmistir. Veri setinde 12 tanesi
bagimsiz ve bir tanesi bagimli olmak tizere toplam 13 adet dznitelik vardir. Bu oznitelikler: OSS giris tiird,
OSS giris puani, OSS giris siralamasi, 6grenim tipi, fakiilte, boliim, program, program tipi, dgretmen,
Ogretmen unvani, bir dnceki donemin not ortalamasi, aktif donem not ortalamasi ve ders ge¢cme notudur.
Verilerin egitim ve test olarak béliinmesinde 10-katli capraz dogrulama yontemi kullanilmistir. Caligmada
YSA, M5P, Karar Kiitiigii, M5Rules, Karar Tablolar1, Torbalama yontemleri kullanilarak tahmin modelleri
gelistirilmistir. Tim modeller WEKA programi araciligiyla ile kurulmustur. Veriler 19 farkli makine
6grenmesi yontemleri kullanarak modeller kurulmus, analiz edilmis ve tahmin sonuglari elde edilmistir. Ttim
modellerin bagar1 oranlar1 kargilagtirilmistir. Torbalama yontemi ile kurulan modelin 0.80 korelasyon
katsayis1 ve 1.22 ortalama mutlak hata ile tahmin yaparak en iyi sonucu verdigi belirtilmistir [37].

Assistant ve ¢aligma arkadaglar1 (2021) ¢aligmalarinda 6grencinin akademik performansini tahmin etmek icin
capraz dogrulama yontemi uygulayarak bazi oznitelik se¢im algoritmalarinda kullanilan siniflandirma
algoritmalari ile temel siniflandirma algoritmalarinin tahmin sonuglarini kargilastirmuglardir. Oznitelik se¢im
algoritmalarindan, Korelasyon Oznitelik Degerlendiricisi (Correlation Attribute Evaluator - CAE), Bilgi
Kazanci Oznitelik Degerlendiricisi (Information Gain Attribute Evaluator - IGAE) ve Kazang Orani Oznitelik
Degerlendiricisi (Gain Ratio Attribute Evaluator - GRAE) yontemlerini kullanmiglardir. Bu sayede, sonucu
tahmin etmek i¢in herhangi bir madencilik siirecine katkida bulunmayan o6zellikleri kaldirmay:
amaclamiglardir. Bu ¢alismada halka agik iki veri kiimesi kullanmiglardir. Veriler iki farkli Portekiz lisesinden
gelen ortaokul 6grencileri tarafindan derlenmistir. Ogrencilerin notlarinin yani sira sosyal, demografik ve
okulla ilgili bilgilerin tiimii veri toplamaya déhil edilmis. Her iki veri kiimesi de toplam 33 oznitelik icerir.
WEKA {izerinde uygulanan simiflandirma algoritmalar1 NB, RF, J48, MLP, JRip, LR ve Karar tablosu
algoritmalaridir. 10 kat ¢apraz dogrulama yontemi ile farkli siniflandirma algoritmalarinin uygulama
sonuglarimi kargilastirmislardir. Ttim 6zellikler kullanildiginda karar tablosu algoritmasi, %76.11 ile en yiiksek
dogruluk oranini elde etmistir. Oznitelik degerlendirici algoritmalar1 uygulandiktan sonra tahmin sonucu
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tizerinde en fazla etkiye sahip olan on farkli 6znitelik secilmistir. Arasgtirmacilar1 bu islemin dogruluk
yuzdelerinde yiizde 10 ila 15 fark olusturdugunu belirtmislerdir [38].

Butto ve arkadaslari (2020) caligmalarinda Ogrencilerin akademik performansini makine 6grenme
algoritmalari ile tahmin etmeyi amaglamislardir. Caliymada kullanilan veri seti 500 6grencinin 16 farkli
oOznitelik bilgisini icerir. Hem WEKA arac1 hemde Jupyter not defterinde ¢alistirilan Python 3 kullanilarak LR
ve SVM algoritmalarini kullanarak smniflandirma modellerini kurmuglardir. Onerilen model iizerinde
uygulanan algoritmalarin sonuglar1 ve kalitesi, hatirlama, kesinlik ve fl-skoru ve dogruluk gibi dort
degerlendirme Ol¢lisiine dayali olarak karsilastirmiglardir. Jupyter araciliiyla elde edilen sonuglara
bakildiginda LR algoritmasi %71 dogruluk oranmna, SVM algoritmasi %78 dogruluk oranimna ulastig
goriulmiistiir [39].

Karthikeyan ve arkadaslar1 (2017) calismalarinda farkli veri madenciligi tekniklerine dayali olarak
ogrencilerin performansini artirmaya yonelik bir ¢alisma yapmuglardir. Bu ¢alisma igin performanst
gostermek icin iki farkli boyutta veri seti kullanilmigtir. Birinci veri setinin adi Student Performance Dataset
olup veri seti toplam 395 kayit ve 33 6znitelige sahiptir. Bu veriler, iki Portekiz okulunun orta 6gretimindeki
Matematik ve Portekiz dili derslerindeki 6grenci basarisini ele almaktadir. Veri seti raporlar ve anketler
kullanilarak toplanmistir. Ikinci veri seti College Real Dataset adinda, CMS College of Science and
Commerce'den temin edilmistir. Veri setinde toplam 650 kayit, 52 tane dznitelik vardir. Ogrencilerin okula
girmeden 6nce segilmesinde kullanilan notlariyla ilgili degiskenleri icerir. Gelistirilmis performansa dayali bir
Ogrenci Performans Tahmin Sistemi (SPPS) tasarlayip uygulayarak optimizasyon tekniklerine dayali bir
Oznitelik se¢im algoritmas: Onermiglerdir. Akademik verileri kullanarak ozellik secimi ve topluluk
siniflandirma algoritmalar1 kullanmiglardir. Simiflandirma algoritmalari olarak DT, NB, YSA, Kiimeleme,
Birliktelik kural: madenciligi, Tahmin, Zaman serisi analizi, Biiyiik verilerden bilgi kesfi i¢in Sirali model,
Genetik algoritma ve KNN teknikleri kullanmiglardir. Caligmalarinda, iki veri madenciligi olan Kiimeleme
(Gelistirilmis K-Ortalamalari) ve Stniflandirma (SVM) tekniklerini birlestirmiglerdir. Bunun adina CESVM-
SPPS demislerdir. Modelin performansini artirmak icin birlestirilen siniflandiricilar ve KNN olmak tizere ii¢
siniflandiricinin birlestirmesini de dnermektedirler. Deneylerde Level 1 (Geri Yayilimli sinir agi, KNN,
CESVM) ve Level 2 (CESVM) seviyelerini kullanmiglardir. Deneysel sonuglara gore CESVM-SPPS modelinde
birinci veri seti i¢in dogruluk orani %84, ikinci veri seti i¢in dogruluk oran: %82 olarak elde etmiglerdir. 2
Adimli SPPS ile birlikte Level 1 siniflandirici olarak SVM ve seviye 2 Siniflandirici olarak CESVM uygulandigs
zaman modelde bagar1 oran: yaklagik olarak birinci veri seti icin %90, ikinci veri seti i¢in %85 oldugunu
soylemislerdir. Onerilen SPPS, CESVM-SPPS olarak adlandirarak tahmin hizini artirdigini ve tahmin
dogrulugunu artirdigini savunmuslardir [40].

Shreem ve arkadaslari (2022) ¢aligmalarinda 6grencilerin performansini tahmin sistemleri olustururken
egitim verilerinden anlaml: bilgi ¢ikarmanin karmagik bir is oldugunu, bu nedenle veri boyutunu azaltmak
gerektigini savunmuglardir. Caligmalarinda sarmalayici 6znitelik se¢im algoritmasi olarak gelistirilmis bir ikili
genetik algoritma (EBGA) onermislerdir. Bir k-ortalama algoritmasina ve elektromanyetik benzeri
mekanizma yontemine dayali yeni hibrit secim mekanizmast 6nerilmistir. Onerilen EBGA ile bes farkl
siniflandirict (KNN, DT, NB, SVM ve Dogrusal Ayirict) arasinda hibrit bir makine 6grenimi yaklagimi
kullanmiglardir. Bu yazida UCI Machine Learning Repository'den elde edilen iki gergek vaka calismasi
kullanilmistir. Elde edilen sonuglar, onerilen yaklagimin ikili genetik algoritmanin performansini artirma
yetenegini gostermistir. Ayrica, tiim siniflandiricilarin performanslari %1 ve %11 arasinda iyilestirilmistir. En
iyi sonucu ilk veri seti i¢gin NB siniflandiricisiyla %87 dogruluk orani, ikinci veri seti igin KNN
siniflandiricistyla %92 dogruluk orani elde edilmistir. Onerilen algoritma Matlab R2019b'de kodlanmistir
[41].

Mueen arkadaslariyla birlikte (2016) ¢alismalarinda 6grenci performansini etkileyen 6zellikleri tespit etmeyi,
ogrencilerin akademik performanslarini tahmin etmeyi ve farkli veri madenciligi algoritmalariyla
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siniflandirma yapip dogrulugunu karsilastirmayr amaglamiglardir. Calismada, ayni 6gretim tiyesi tarafindan
verilen 2014-2015 egitim yilina ait Programlama Temelleri ve Geligmis Isletim Sistemleri lisans derslerine
kayit yaptiran 6grencilerin 38 tane farkli 6zelliklerinin oldugu verileri toplamiglardir. Veri madenciligi
siniflandirmasi i¢in NB, MLP ve DT (J48) olmak iizere 3 farkli algoritma kullanmiglardir ve bu islemler i¢in
WEKA aracini kullanmiglardir. Siniflandirma tekniklerini uygulamadan 6nce veri kiimesinin 6n isleme
yapilmasi gerektigini ve bu islemlerin sonucu dogrudan etkiledigini vurgulamiglardir. On isleme olarak
ozellik secimi, dengesiz veri dagilimi ve veri doniisimii yapilmasini 6nermektedirler. Olusturduklar:
modelleri smiflandirma algoritmalarinda kullanmak tizere 10 kat capraz dogrulama kullanmiglardir.
Bunlardan dokuzu modeli egitmek icin ve biri modelin testi i¢in kullanilmistir. Ug siniflandiricinin tahmini
performansini karsilagtirmiglardir. Tiim veri seti ile yapilan ve ozellik se¢imi yapildiktan sonra olusturulan
modellerin sonuglarina gore her iki durumda da NB siniflandiricisinin %86 ve %85.7 tahmin dogrulugu elde
ederek diger iki siniflandiricidan daha iyi performans gosterdigini belirtmislerdir [42].

Gajwani ve Chakraborty (2021) caligmalarinda bir egitim veri setinin belirli 6zelliklerine dayalr olarak bir
6grencinin akademik performansini tahmin etmek ve 6grencilerin notlarint dogrudan etkileme olasiligi en
yiksek olan ozelliklerin bir alt kiimesini belirlemek ve boylece tahmini daha dogru hale getirmeyi
amaglamiglardir. Kullandiklar veri setindeki nitelikler 6grencilere ait demografik, davranigsal ve akademik
bilgilerdir. Oznitelik segiminden sonra gesitli makine 6grenimi algoritmalari kullanilarak &grenci
performanslarini degerlendirmislerdir. DT, LR, NB siniflandiricist gibi denetimli 6grenme algoritmalar ve
Torbalama, RF smuflandiricist gibi topluluk makine 6grenimi algoritmalar1 ile deneyler yapmuslardir.
Topluluk makine 6grenimi algoritmalari, bir veya daha fazla temel algoritmay1 birlestirerek tahminin
dogrulugunu olumlu yonde gelistirdigini belirtmislerdir. Yiikseltme, Oylama ve RF smiflandiricilart veri
kiimesinde en iyi sonuglari vermistir. Yiikseltme %75'lik bir tahmin dogrulugu elde ederken, Oylama ve RF
siniflandiricilarinin her ikisi de %74.31'lik bir dogruluk elde etmistir. Segilen 6zelliklerden herhangi birinin
¢ikarilmasinin siniflandiricilarin dogrulugunu azalttigini belirtmislerdir [43].

Bertolini ve arkadaslar1 (2021) ¢aligmalarinda 6grencilerin fen dersi i¢in bagarilarini tahmin etmeyi, 6grenme
ortamindaki egitim kaygilarini ele almay: ve risk altindaki Ogrencileri tespit etmeyi amaclamiglardir.
Kullanilan veri seti 3.225 6grenciye ait bilgiler icermektedir. Veri setinde toplam 57 6zellik vardir. Veri seti
tizerinde dort veri madenciligi algoritmasi ve 6znitelik se¢im tekniklerinden 4 filtre 6zelligi kullanmiglardir.
Bunlar CFS, Fisher puanlama algoritmasi (FSA), IG ve RelieF ozellik degerlendirmesidir. Tiim teknikler R ara
yuziinde uygulanmistir. Kullanilan siniflandirma algoritmalar: ise LR, Elastik ag regresyonu, RF ve Asirt
gradyan artirma (XGBoost) algoritmalaridir. Calismada, verilerin ¢apraz dogrulama adimryla 6zellik se¢imini
biitiinlestiren bir yontem kullanmiglardir. Ayrica filtre 6zelligi se¢im teknikleri yine kullanarak verilerin alt
kiimeleri {izerindeki etkili 6zellik kiimelerini kargilastirilmigtir. Oznitelik segim teknikleri CFS ve FSA’nin
tniversite biyolojisi i¢in veri setinde veri madencili§i yontemlerinden LR ve Elastik ag regresyonu icin
ortalama ROC egrisi altinda kalan alani (Area Under Curve-AUC) onemli 6lciide iyilestirdigi
gozlemlenmistir. Ortalama AUC degerleri 0.90t astig1 belirtilmistir. Sonug olarak filtre yontemlerinin veri
madenciligi metotlarinin performansini artirma potansiyeline sahip belirtmislerdir [44].

Aghalarova ve Keser (2021) calismalarinda ortaokul 6grencilerinin akademik performansini tahmin etmek
amaglamiglardir. Bunun igin YSA algoritmasi onermektedirler. Caligmalarinda ortaokul 6grencilerinin
akademik performanslarini Portekizce ve Matematik dersleri tizerinden siniflandirma yontemleri ile tahmin
etmiglerdir. Tiim yontemler Python programlama dilini kullanilarak gerceklestirmislerdir. ilk etapta veri seti
tizerinde 6n isleme islemi yapmuslardir. Veri setinde kategorik degerler iceren 6znitelikler sayisal degerlere
dontistirilmistir. Veri setindeki dengesiz sinif dagilimi i¢in SMOTE yontemi kullanmiglardir.
Caligmalarinda kullanilan rastgele arama algoritmas: ile YSA modelinde kullanilacak en uygun hiper-
parametre setini Dbelirlemislerdir. Modelde sigmoid, ReLU ve Softmax aktivasyon fonksiyonlar:
kullanmiglardir. Kayip fonksiyonu olarak binary_crossentropy ve sparse_categorical crossentropy
kullanmislardir. Optimizasyon fonksiyonu olarak RMSProp kullanmiglardir. Modeli degerlendirmek icin
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performans olgiitleri olan dogruluk, kesinlik, f-6l¢iisii ve duyarlilik degerlerini kullanmislardir. Algoritmanin
bagarist hem 6znitelik secim islemi olmadan tiim veri seti ile hem de 6znitelik se¢im islemi ile indirgenen veri
setleri ile siniflandirma yapilarak tiim sonuglar1 degerlendirmislerdir. Oznitelik segme iglemi icin 6zyinelemeli
ozellik ¢ikarma ve filtreleme yontemleri kullanmiglardir. Ogrencilerin Portekizce ve Matematik derslerindeki
basarilar1 2-seviyeli ve 5-seviyeli smiflandirma teknigi ile Onerilen algoritma kullanilarak tahmin
edilmektedir. Deney sonuglarinda, dnerilen algoritma ile Matematik dersi i¢in dogruluk degerleri 2-seviyeli
i¢in %97 ve 5-seviyeli siniflandirma igin dogruluk degerleri %92.3 elde edilmektedir. Portekizce dersi igin ise
bu degerler 2-seviyeli i¢in %97.6 ve 5-seviyeli siniflandirma igin %87.9 olarak elde etmislerdir. Sonug olarak
oznitelik sayis1 arttikga dogrulugun ¢ok az fark ile degisiklik gosterdigini belirtmislerdir. Tim modellerde 10
kat ¢apraz dogrulama uygulanmigtir. Rastgele arama algoritmasi ile YSA modelinin hiper-parametreleri
optimize edildiginde hem Portekizce hem de Matematik dersi i¢in olusturulan veri seti {izerinde yapilan 2-
seviyeli ve 5-seviyeli siniflandirma sonuglarinin iyilestigini gézlemlemislerdir [45].

Ozkan ve arkadaslar1 (2018) dgrencilerin akademik basarisinin degerlendirilmesinde bir déneme iliskin
akademik performanslari; demografik, sosyal ve gevreyle ilgili diger bazi 6zelliklerine iligskin veriye dayanarak,
yapay zeka algoritmalari yardimiyla modellenmesini ve Ongoriilerin gelistirilmesini amaglamiglardir.
Caligmalarinda UCI Machine Learning Repository’de erisime acik olan “student performance” veri setini
kullanmuslardir. Veri seti, Portekiz’de bir ortadgretim okulunda 395 6grencinin bilgilerini icermektedir. Veri
kiimesinde 33 6znitelik yer almaktadir. Model performans gecerlemesi icin veri kiimesinin tesadiifi olarak
%901 modellerin egitimi, kalan %10 ise test amaciyla ayirmiglardir. Egitim verisiyle birlikte C5, Boosted C5,
Regresyon Agaglari, SVM, LR, RF, Derin 6grenme algoritmalari kullanilmis ve modellerin kodlamas: i¢in R
programlama dilinden yararlanmiglardir. Caliymada 6zgiin bir derin 6grenme modeli tasarlanmis ve bu
modelde girdi ile ¢ikti katmanlari haricinde ti¢ adet gizli katman kullanilmistir. Bu katmanlardaki sinir
hiicresi sayis1 256 olarak belirlenmis aktivasyon fonksiyonu olarak da “ReLU” kullanimigtir. Ciktt
katmaninda ise 20 sinir hiicresine yer verilmistir. Momentum orani 0.9, 6grenme oran: ise 0.005 olarak
belirlenmistir. Aragtirmacilar, agirliklarin baslangic degerlerinin belirlenmesi icin Xavier parametresini
se¢mislerdir. Performans degerlendirmek icin dogruluk olgiitiinti dikkate almiglardir. Farkl algoritmalar ile
olusturulan siniflandirma modellerinin test verisine uygulanmasi sonucunda C5.0 ile 0.86, Boosted C5 ile
0.82, Regresyon Agagclariyla 0.84, SVM ile 0.78, LR ile 0.82, RF ile 0.84 ve derin 6grenme ile 0.87 dogruluk
degerlerini elde etmislerdir. Bu dogrultuda en uygun performansin derin 6grenme algoritmasiyla elde
edildigini belirtmislerdir. Derin 6grenme modelini olugturan 6zniteliklerden 6nem derecesi en yiiksek
oznitelikler sirasiyla “ailesi ile olan iligki seviyesi, arkadaglariyla disari cikislar1 ve annesinin egitim
durumunun en etkili degiskenler” oldugunu belirtmislerdir. Bu sonugla aile igi iliskilerdeki seviyenin 6grenci
performansi tizerindeki etkisini vurgulamaktadirlar [46].

Punlumjeak ve Rachbure (2015) galigmalarinda, bir siniflandirma modeli uygulanmadan 6nce, en 6nemli
ozellikleri bulmak icin veri 6n isleme siirecinde 6zellik se¢im yontemi kullanilmasini 6nermislerdir.
Galismada kullanilan veriler, Rajamangala Teknoloji Universitesi Thanyaburi, Pathumthani, Tayland
Miihendislik Fakiiltesinden 2004-2010 yillar1 arasinda toplanmistir. 463,956 kayit, 6grenci kimligine gore
6,882 kayit olarak gruplandirilmistir. Veri seti sadece birinci sinif 6grencisi ve 6grencinin kabul verileri vardur.
Veri seti 15 oznitelikten olusmaktadir. Bu ¢alismada, veri temizleme ve veri doniistiirme islemi yapildiktan
sonra dort 6znitelik segme yontemi kullanilmistir. Bunlar; Genetik algoritmalar, SVM, IG ve her yontem i¢in
minimum O6zellik kiimesini bulmak icin mRMR’dir. Daha sonrasinda NB, DT, KNN ve YSA ile
siniflandirmalar gerceklestirilmistir. Caligmalarinda, siniflandiricilarin dogrulugunu degerlendirerek her bir
oznitelik secim yonteminin performansini her bir siniflandirma teknigi ile karsilastirmislardir. Dogru bir
tahmin modeli i¢in 10 kat ¢apraz dogrulama (Cross Validation) kullanmiglardir. Deneysel sonuglar, 10
oznitelik segilerek mRMR 6znitelik se¢im yonteminin KNN siniflandirici ile %91.12 dogrulukla en iyi sonucu
verdigini gostermektedir. Mevcut ¢alismanin sonucu, minimum ve anlaml 6zellik bulmak icin gelecekteki
se¢im avantajinin 6grenci performansini siniflandirmada daha etkili oldugunu gostermektedir. Caligmada
kullanilan yazilim RapidMiner Studio siiriim 6.40'tir [47].
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Yakupoglu (2018) tez ¢aligmasinda ilgili okulda 6gretmenin verdigi kararla yiiriitiilen, 6grencilerin 5 ana ders
tzerindeki yetkinlik siniflarina atanmasi iglemi, siniflandirma algoritmalariyla otomatiklestirilmeye
caligtlmistir. T.C. Milli Egitim Bakanligi'na bagl 6zel bir okulda, orta 6gretim 5., 6. ve 7. sinif 6grencilerine
ait veri setleri tizerinde egitimsel veri madenciliginin bir uygulamasi yapilmistir. Caligma, 2015-2018 yillar:
arasindaki ti¢ akademik yil boyunca ortaokul seviyesinde 6grenim gérmils 6grencileri kapsamaktadir.
Ogrenciye ait demografik bilgiler, aile bilgileri, saglik bilgileri, 6grencinin tutum ve davranisina ydnelik
bilgiler ve akademik basarisini ve gayretini gosteren bilgiler yer almaktadir. Veri setinde 79 adet 6znitelik
vardir. Tiim veri seti kullanilarak égrencilerin Matematik, Tiirkce, Sosyal Bilgiler ve Ingilizce dersleri olan
tizere 5 ana ders tizerindeki yetkinlik siniflar1 4 farkli makine 6grenmesi algoritmasiyla tahmin edilmeye
calistimustir. Caliymada kullanilan makine 6grenmesi algoritmalart C4.5 Karar agaci, MLP, KNN ve SVM
algoritmasidir. Yapilan ilk deneyde, veri seti iizerinde herhangi bir 6n isleme ¢aliymast yapilmadan
algoritmalarin gosterdigi performanslar incelenmistir. Veri 6n isleme 6ncesi yapilan bu analizde, C4.5 ve
SVM algoritmalari, MLP ve KNN algoritmalarina gore daha yiiksek performans gostermistir. Bir sonraki
deneyde veri setindeki giiriiltiilii ve eksik veriler temizlenerek veri 6n isleme yapilmistir. 2 farkl 6znitelik
segme yontemi uygulamiglardir. ilk yontemde C4.5 algoritmasina gore daha az agiklayici degiskenler
modelden ¢ikartilarak degisken sayisi azaltlmugtir. Indirgenen veri seti ile kurulan modellerden SVM
algoritmasi diginda diger algoritmalarda kayda deger bir bagar1 saglanamamistir. ikinci yontemde WEKA
ozellik secimi ile degiskenler belirlenmistir. Tahmin edilen siniflar tizerinde 0.1 korelasyon degerinin altinda
kalan degiskenlerin modelden ¢ikartimasi yoluyla degiskenler azaltilmistir. Tim siniflandirma
algoritmalarinin performans degerleri, kayda deger oranlarda yiikselmistir [48].

Kumar ve arkadaglari (2022) yaptiklar1 c¢aligmada egitim kurumlarindaki ogrencilerin basarisinin
6grenmesiyle ilgili herhangi bir oriintii kesfedilir ve dogru bir sekilde analiz edilirse gelecekte 6grencilerin
akademik performansini artirmasina yardimci olacagini savunmaktadirlar. Veri setinin birgok ozellik
igerecegini, ancak tiim bu Ozelliklerin veri kiimesindeki modeli tahmin etmek i¢in 6nemli olmadigin:
belirtmiglerdir. Oznitelik se¢im teknigini uygulayarak onemli olmayan 6zellikleri kaldirmak gerektigini
belirtmiglerdir. Oznitelik secim ydntemlerinden CFS, IG ve GR 6zniteligi degerlendiricisini kullanarak,
ogrenci verilerindeki en onemli 6zellikleri tespit etmeyi amaglamiglardir. Bu ¢aliymada, 6grenci tahminini
tahmin etmek i¢in halka agik iki veri seti kullanilmigtir. Ogrencilerin notlarinin yan: sira kigisel, ders dis1
etkinliklere katilim ve demografik ozellikleri ile ilgili verileri igerir. Ttim veriler okul raporlar1 ve anketler
kullanilarak toplanmustir. Ik veri seti (395 kayit), bir matematik dersindeki égrenci performansina iligkin
verileri igerirken, ikinci veri seti (649 kayit) bir Portekizce dil dersinden 6grenci performansina iligkin verileri
igerir. Her ikisinde de toplam 33 &znitelik bulunmaktadir. Calismalarinda, siniflandirma algoritmalart ile
farkli 6znitelik se¢cim yontemleri arasindaki etkiyle bir karsilastirma yapmiglardir. Siniflandirma algoritmalar:
olarak NB, RF, DT, MLP ve Karar tablosu teknikleri kullanilmistir. Oznitelik secim teknikleri kullanmadan
yapilan modellerde en yiiksek basariyr %80 dogruluk oraniyla Karar tablosu teknikleri verirken, 6znitelik
secim teknikleri uygulandiktan sonra tiim simiflandirma algoritmalarinda dogruluk oraninda %2 ile %6
arasinda artig gozlemlenmistir. %83.33 dogruluk oraniyla en yiiksek basariy1 6znitelik se¢im tekniklerinden
bilgi kazanim 6zniteligi degerlendiricisi uygulandiktan sonra kurulan Karar tablosu tekniklerinin verdigi
belirtilmistir [49].

Ramaswami ve Bhaskaran (2009) ortaokul 6grencilerine ait kisisel bilgi, sosyal ¢evre ve akademik bilgiler
igeren verileri kullanarak 6grencilerin akademik basar1 durumlarinin tahmin edilmesini hedeflemektedirler.
Veri setinde 1,969 kayit ve 32 bagimsiz 6znitelik vardir. Calismalarinda farkli 6znitelik se¢im yontemleri
kullanarak 6 adet indirgenmis veri seti olusturmuslardir. Her bir veri seti ile modeller olusturularak sonuglar
kargilagtirlmistir. Oznitelik se¢im yontemi olarak; CFS, Ki-kare, GR, IG, SU ve Rahatlama 6znitelik
degerlendirme yontemlerini kullanmislardir. Modelleme igin 4 farkli siniflandirma algoritmasi kullanilmigtir.
Bunlar NB, VotedPerceptron, OneR ve PART algoritmalaridir. Dért siniflandiricinin hepsi de IG niteligi
tarafindan olusturulan 6zellik alt kiimesi iin iyi performans gostermistir. OneR yontemi %89'dan fazla olan
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yitksek tahmin dogrulugu gostermistir. Ozellikle OneR tiim ozellik alt kiimeleri icin siirekli olarak ayni
diizeyde tahmin performans: sagladigi gorilmistir. Modellerin performansmni degerlendirmek igin
Dogruluk, F-skoru ve ROC egrisi kullanmiglardir. Tiim modeller WEKA programinda kurulmustur [50].

Uzel ve arkadaslar1 (2018) 6grencilerin akademik basarisini 6nceden tahmini etmeyi ve basariya etkisi fazla
olan Ozellikleri belirlemeyi hedeflemislerdir. Caligmalarinda birliktelik kurallar1 ve smiflandirma
yontemlerini ayn1 anda uygulamislardir. Kullanilan veri seti ilkégretim ve ortadgretim seviyesindeki
ogrencilere aittir. Veri seti 480 6grenciye ait 16 6znitelikten olusmaktadir. Stniflandirma i¢cin MLP, DT, RF,
Oylama siniflandiricilart (OneR), NB ve YSA yontemlerini kullanmiglardir. 10-kat capraz katlama
yonteminden yararlanilmigtir. Tim uygulamalar WEKA yaziliminda gerceklestirilmistir. Modellerin
performanslarinin degerlendirilmesi i¢in karmagiklik matrisi, dogruluk, duyarlilik, kesinlik ve F-skoru
dikkate almmustir. En yiiksek dogruluk orani YSA ile kurulan modelden elde etmislerdir. Bu modelden elde
edilen dogruluk orani %79.1 oldugu belirtilmistir. Ayrica hangi ozelliklerin 6grencilerin akademik
performanslarinin artmasiyla daha fazla iligkili oldugu goézlemlenmistir. Veri setindeki 6zelliklerden
6grencinin okuldaki devamsizligy, cinsiyeti, ek ders takviyesi alip almadigy, ailenin okuldan memnuniyeti gibi
ozellikler akademik basariy1 en ok etkileyen etmenler oldugu belirtilmistir [51].

Sengiir (2013) tezinde Firat Universitesinde grenim goren Bilgisayar ve Ogretim Teknolojileri Egitimi
Boliimii 6grencilerinin tiim ders not bilgileri ile mezuniyet notlarini tahmin etmeyi amaglamislardir. Béylece
mezun olamayacak 6grenciler 6nceden bilinecek ve 6grencilere haber verilecektir. Ayni zamanda ortalamasi
belirli bir notun altinda kalan 6grencileri uyarabilecegini ve 6nlem alinabilecegini belirtmistir. 2011 yilinda
mezun olmus 127 béliim 6grencisinin 4 yil igerisinde almis oldugu toplam 49 farkli dersin yilsonu notlarini
kullanmistir. Mezuniyet notu ¢iktt degiskendir ve 0-4 arast degerlerden olusmaktadir. YSA ve DT
algoritmalar1 kullanilarak diploma notu tahmin edilmistir. Mezuniyet notunun tahmini i¢in iki senaryo
denemistir. Senaryolart MATLAB ortaminda gergeklegtirmistir. {lk senaryoda, égrencilerin birinci ve ikinci
sinifa ait derslerinin yilsonu notlar: kullanilarak mezuniyet notunu tahmin etmistir. Ikinci senaryo da ise
mezuniyet notlarinin tahminini ilk @¢ smif notlar1 ile gerceklestirmistir. Basar1 degerlendirmesi i¢in
korelasyon katsayis1 ve ortalama kare hata fonksiyonlar1 (OKH), modelin performansini daha etkili
degerlendirmek i¢in ortalama mutlak hata (OMH) yontemini kullanilmistir. Gergeklestirilen ¢alismalarinda
YSA’nin, DT algoritmasina gore daha iyi tahmin sonucu elde ettigini ve ikinci senaryonun, birinci senaryoya
gobre daha iyi tahmin yaptigini belirtmigtir. Ikinci senaryo i¢in ortalama 7.2228 OMH degeri ve 0.2026 OKH
degeri elde edilmistir [52].

Zaffar ve ¢aligma arkadaglar1 (2018) ¢alismalarinda filtre 6znitelik se¢im algoritmalarinin ve siiflandirma
algoritmalarinin iki farkli 6grenci veri kiimesi tizerindeki performansinin analizini yapmiglardir. Birinci veri
seti 16 Oznitelik iceren 500 Ogrenci kaydindan olusmaktadir. Veri setinde demografik, akademik ve
davranigsal olmak {izere ii¢ 6zellik kategorisi vardir. Ikinci veri seti ise 24 oznitelik igeren 300 6grenci
kaydindan olusmaktadir. Veriler Hindistan’daki 3 farkli kolejden elde edilmistir. Tiim modeller WEKA
programimin 3.9 siriimii kullanilarak olusturulmustur. Calismada alti farkli 6znitelik se¢im algoritmasi
kullanilmistir. Bunlar CFS, Ki-kare, filtre, GR, Ana bilesenler ve ReliefF 6znitelik secim yontemleridir.
Oznitelik se¢im yontemleri ile veri seti indirgenerek yeni veri setleri olugturulmugtur. Olusturulan veri
setleriyle smiflandirma modelleri kurulmustur. DT, J48, RF, Rastgele agag, Bayesian Network, NB,
NaiveBayesUpdateable, MLP, Basit Lojistik, SMO, Karar tablosu, OneR, Jrip, REPtree olmak iizere on bes
siniflandirma algoritmasi kullanilmigtir. 2 farkl veri setinde kullanilan 6znitelik se¢im yontemlerinin 6nemli
performans farki oldugunu belirtmislerdir. Dogruluk yiizdelerinde %10 ile %20 fark oldugu gozlemlenmistir.
Filtre 6znitelik se¢im yontemlerinin performansi, 6znitelik sayis arttik¢a diismektedir. Bu sebeple ¢cok sayida
oznitelik sayisina sahip olan 6grencinin akademik performansini tahmin etmek i¢in sarmalayici 6zellik segme
teknikleri de degerlendirilebilir oldugunu belirtmislerdir. Birinci veri seti fizerinde uygulanan Ki-kare se¢im
teknikleri ile MLP algoritmasinin %77 ile en yiiksek dogruluk sagladig1 goriilmistiir. Ikinci veri seti i¢in Ki-
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kare 6zellik segim yontemleri ile Bayes Net siniflandirma algoritmasi birlikte kullanildiginda %62 elde edilerek
en yiiksek dogruluk orani sagladig gortilmiistiir [53].

Acharya ve Sinha (2014) ¢alismalarinda yiiksekogretimde 6grenim goéren 6grencilerin kisisel bilgileri, sosyal
cevre bilgileri, sosyo-ekonomik bilgileri, daha 6nceki okuluna ait mezuniyet bilgileri gibi verileri kullanilarak
2. donem notlarini tahmin etmeyi amaglamuslardir. Veri setinde 413 6grenciye ait 34 adet bagimsiz nitelik
bulunmaktadir. Bagimli nitelik 6 seviyeli olup kategorik bir yapiya sahiptir. Veri seti {izerinde 6znitelik se¢im
yontemleri kullanarak basariya en ¢ok etki eden 8 bagimsiz nitelik belirlenmistir. Indirgenen veri seti ile farklt
makine 6grenmesi algoritmalar1 kullanarak tahmin modelleri olusturmuslardir. Bu algoritmalar NB, DT,
MLP ve KNN algoritmalaridir. En basarilh model DT algoritmalari ile elde edilmistir. Ailenin ekonomik
durumu, 1. donem not ortalamasi, ortadgretim not ortalamasi, okula devamsizligi, hangi dine mensup
oldugu, sosyal cevre ve ortadgretim okul tiiri niteliklerinin basartyr 6nemli derecede etkiledigini
belirtmiglerdir [54].

Cortez ve Silva (2008) ortaokul &grencilerinin akademik bagarilarinin tahminine yonelik regresyon ve
siniflandirma modelleri olusturmuglardir. Caliymada 2 farkl veri seti kullanmiglardir. Matematik veri setinde
395 kayit, Portekizce veri setinde ise 649 kayit mevcuttur. Her 2 veri setinde de 32 bagimsiz nitelik mevcuttur.
Bu nitelikler 6grencilerin sosyo-ekonomik, demografik, bir 6nceki déneme ait donem not bilgilerini igerir.
Bagiml nitelik diye isimlendirilen hedef nitelikleri ise Portekizce ve Matematik derslerinin yilsonu not
ortalamalaridir. Not ortalamalar1 2 seviyeli ve 5 seviyeli olmak iizere 2 gesittir. Makine 6grenmesi
algoritmalarindan DT, SVM, RF ve YSA algoritmalar1 kullanilarak modeller kurulmustur. Modeller R
programlama dili kullanilarak uygulanmistir. Capraz dogrulama yontemi kullanilarak veriyi bélme islemi
gerceklesmistir. Model performans degerlendirmesi ig¢in karmasikhk matrisi ve dogruluk olcitii
kullanmislardir. Olusturulan tahmin modellerin performans sonuglarina gére Portekizce dersi i¢in en yitksek
performans1 DT algoritmasi, Matematik dersi i¢in en yiiksek performansi NB algoritmast ile elde etmisleridir.
Basarty1 en fazla etkileyen ozellikler anne ve babanin egitim durumu, alkol titketimleri, meslekleri ve
6grencinin gegmis donem not bilgileri oldugu belirlenmistir [55].

4. Tartisma (Discussion)

Bu boéliimde, incelenen ¢aligmalarla ilgili 6zet bilgiler sunularak en basarili modeller, en ¢ok kullanilan
yontemler ve algoritmalar ile aragtirmanin araglan ile ilgili bilgiler verilmistir. Incelenen calismalarda
oznitelik secim teknikleri kullanilan ve siniflandirmada en bagarili 10 modellerin basarim oranlar: Tablo 2’de
gosterilmistir.

Tablo 2. En basarili 10 modelin analizi (Analysis of the 10 most successful models)

Calisma Oznitelik Segim Teknigi Model Bagarim Oram
(Dogruluk %)
[18] 1G YSA %98.6
[21] IG RF %75.52
[38] IG, CFS, GR DT %85 - %91
[43] Select K-Best Boosting %75
[44] FSA LR %90
[47] mRMR KNN % 91.12
[48] CFS SVM %85.5
[49] 1G Karar Tablosu %83.33
[50] 1G OneR %89
[53] Chi-Square MLP %77

Bu calismada Ogrencilerin akademik basarilarmin 6nceden tahmin edilmesi veya siniflandirilmasi, veri
setindeki gereksiz veya sonucu ayni etkileyen ozelliklerin tespiti ile ilgili ulusal ve uluslararas: alanlarda
yaymlanmig olan ¢aligmalar arastirilmigtir. incelenen galismalarda bazilarinda éznitelik segim teknikleri
kullanilmig bazilarinda ise kullanilmamistur.
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Literatiirde kullanilan 6znitelik se¢im teknikleri ve siniflandirma algoritmalarinin istatistikleri de analiz
edilmistir. Yapilan 39 calismada en fazla kullanilan algoritmanin NB algoritmasi oldugu, en fazla kullanilan
oznitelik se¢im tekniklerinin de filtreleme yontemlerinden IG 6znitelik se¢im teknigi oldugu goriilmektedir.
IG oznitelik se¢im teknigi kullanilan Tablo 2’deki ¢alismalar incelendiginde bagarim oranlarinin %75.52 ile
%98.6 arasinda degistigi goriilmektedir. Iincelenen galismalardan 12 tanesinde IG 6znitelik segim teknigi, 8
¢alismada CFS, 5 ¢alismada GR, 4 ¢alismada Ki-kare (Chi-Square), 3 ¢aligmada Genetik algoritma 6znitelik
secim teknigi kullanilmistir. Select k-best, rastgele n siniflandiricisi, mRmR, Simetrik belirsizlik, ANOVA,
Karsilikli Bilgi, Hibrit modeller, Geri yonlii emilasyon, Relief, Ana bilesenler 6znitelik se¢im teknikleri de
kullanilan tekniklerdir. Siniflandirma algoritmalari sirasiyla 19 ¢alismada NB, 17 ¢alismada DT, 15 ¢aligmada
RF, 13 caliygmada YSA, 13 ¢alismada LR, 11 ¢alismada KNN, 10 caligmada SVM, 9 ¢aliymada MLP, 4 calismada
Boosting algoritmalari kullanilmigtir. Bu algoritmalarin haricinde J48, Bayes net, Cart, CS5, Chaid, Derin
ogrenme, REPtree, OneR, Karar Tablolar1 ve Coklu Regresyon algoritmalari da kullanilmig Kural Tabanli
Algoritma ise bir ¢aliymada kullanilmigtir. Caliyma ortamlar: incelendiginde WEKA programinin yogun
olarak kullanildig1 gorilmiistiir. Kullandiklar: ortamlar: belirten ¢aligmalar igerisinden en ¢ok kullanilan
gelistirme ormani siras1 ile WEKA (14), Rapid Miner (5), SPSS (3), Python-Scikit Learn (5), R-Studio (4),
MATLAB (2), Orange (2) seklindedir. Modellerin performansini degerlendirmek i¢in en ¢ok kullanilan 6lgiit
dogruluk oranidir. Literatiir incelemesinde dogruluk oranindan faydalanan calisma sayist 39’dur. Diger
degerlendirme ol¢iitlerinin kullanim sayilary; F-skoru (15), duyarliik (15), kesinlik (15), ROC-AUC (13),
karigiklik matrisi (11)’dir. Kappa skoru, OKH, OMH, RMSE, MSE gibi metrikler, ¢alismalarda kullanilan
diger degerlendirme ol¢iitleridir. Kullanilan 6lciitlere ait grafik Sekil 4’te verilmistir.

40
35
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25
20
15

10

Dogruluk orani F-skoru Duyarliik Kesinlik ROC-AUC  Karigiklik matrisi Diger

Sekil 4. Calismalarda kullanilan degerlendirme dlgiitleri
(Evaluation criteria used in the studies)

Son olarak literatiir incelemesi sirasinda 6znitelik se¢imi algoritmalarini uygulayan galismalardaki 6znitelik
sonuglarina bakilmustir. Aragtirmalarda kullanilan veri setlerinde, 6znitelik se¢im islemlerinden sonra
belirlenerek kullanilan temel 6znitelikler incelenmistir. Farkli ¢aligmalarda farkli veri setleri kullanilmasina
ragmen, bu arastirmalardaki performans: etkileyen temel oznitelikler soyle 6zetlenebilir: anne ve babanin
egitim diizeyleri, 6grencilerin daha 6nce aldig1 egitim kalitesi, 6grencilerin okul dist aldiklar: kurs, ailenin
gelir diizeyi, anne ve babanin egitim durumu ve &grencinin saglik durumu. Bu Oznitelikler, farkli
aragtirmalarda ortak olarak kullanilan ve akademik performansi en ¢ok etkileyen temel kriterler olarak
bulgular arasinda yer almaktadir.

5. S()l’lll(; (Conclusion)

Egitim, toplumlarin ilerlemesinde hayati 6nem tagimaktadir. Egitim sistemlerinde yer alan her 6grenci
kendine 6zgii ihtiyaglara ve 6grenme tarzlarina sahiptir. Egitim sistemleri ise bu gesitliligi etkili bir sekilde
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yonetebilme konusunda zorluklarla kars: karstyadir. Son yillarda makine 6grenimi teknolojilerinin egitimde
kullanimi, 6grenci performansinin degerlendirilmesi ve akademik bagarinin artirilmast icin 6nemli bir arag
olarak ortaya ¢ikmustir.

Makine 6grenmesi teknikleri, 6grencilerin bireysel ihtiya¢larini ve 6grenme stillerini daha iyi anlamak ve
onlara o6zellestirilmis bir egitim deneyimi sunmak igin kullanilabilir. Béylece makine 6grenmesi teknikleriyle
ogrencilerin potansiyelleri daha iyi ortaya ¢ikarilabilir. Ek olarak egitim politikalarinin gelistirilmesi ve egitim
programlarinin etkinliginin degerlendirilmesi igin de kullanilarak egitim sistemlerinin daha verimli ve etkili
hale getirilmesine yardimci olabilir. Makine 6grenmesi teknikleri 6zellikle 6grencilerin akademik zorluklarla
karsilagabilecegi alanlar: belirlemek ve erken miidahale saglamak i¢in kullanilabilir. Ogrencilerin bireysel
ogrenme hizlarina ve kapasitelerine gore zorlanabilecekleri alanlar erken miidahale kapsaminda daha farkli
Ogretim yontem ve teknikleriyle anlatilabilir. Konu tekrarlari, ek sinavlar ve geribildirim mekanizmalar
planlanarak 6grenmeler pekistirilebilir. Boylece 6grencilerin basarisiz olmalar1 engellenebilir ve akademik
basarilar: artirilabilir. Makine 6grenmesi teknolojilerinin egitimde kullanimi bazi zorluklar ve endiseleri de
beraberinde getirebilir. Ogrenci verilerinin toplanmasi ve kullanilmas, gizlilik ve etik endiselere yol agabilir.
Bu verilerin nasil kullanilacagi, kimin erigebilecegi ve nasil korunacag: gibi konular1 bas edilmesi gereken
unsurlardan biridir. Teknolojilere esit erisim saglamak da onemlidir ¢iinkii erisimdeki esitsizlikler,
teknolojilerin etkisini azaltabilir ve esitsizlikleri derinlestirebilir.

Bu potansiyellerden yola ¢ikarak bu arasgtirmada 6grencilerin akademik basarilarini makine 6grenmesi
algoritmalari ve 6zellik secim teknikleriyle degerlendiren ¢aligmalar incelenmistir. Bu ¢alismalarda kullanilan
teknikler ve algoritmalar bir araya getirilmistir. Caligmalar sonuglar1 bakiminda da irdelenmis, bulgular:
sunulmugtur. Ayrica yil bazinda ¢alisma sayilar1 ve kullanilan araclarla ilgili i¢cgoriiler olusturmak amagl
bilgiler de verilmistir. Bu yonleriyle caligmanin gelecekteki arastirmalara kapsamli bir analiz noktas:
olusturacag diisiiniilmektedir. Bu galismanin literatiire katkilar: gelecek ¢alismalarin baslangi¢ noktasi olmast
acisindan da 6nem az etmektedir.

Gelecekteki caligmalar makine Ogrenmesinin egitimde kullanimi agisindan pek ¢ok potansiyeli
barindirmaktadir. Bu ¢aligmalarda makine o6grenmesi teknikleri kullanilarak, o6grencilerin bireysel
ihtiyaclarini daha iyi karsilayacak kisisellestirilmis 6grenme modelleri gelistirilebilir. Gelecekteki arasgtirmalar,
bu modellerin etkinligini ve uygulama yontemlerini de inceleyebilir. Buna ek olarak farkli arastirmalarda daha
siki gizlilik ve etik protokoller gelistirmeye odaklanilabilir. Verilerin nasil korunacagi, kimin erisebilecegi ve
bu verilerin etik kullanimi konularinda rehberlik edecek politikalar olusturabilir. Ayrica 6grencilerin
akademik zorluklarla karsilasabilecekleri alanlar1 belirlemek ve erken miidahale saglamak igin gelecekteki
calismalar, bu erken miidahale mekanizmalarinin nasil daha etkili hale getirilebilecegini ve hangi 6gretim
yontemlerinin en iyi sonuglar1 verdigini arastirabilir. Ogrenci performansini degerlendiren ve akademik
basar1yr artiran makine 6grenimi algoritmalariin gelistirilmesine y6nelik ¢alismalar da devam etmelidir. Bu
caligmalar, mevcut algoritmalarin iyilestirilmesi, yeni algoritmalarin gelistirilmesi ve bu algoritmalarin egitim
ortaminda nasil uygulanabilecegi konularinda derinlemesine analizler yapabilir. Uzun vadeli etki ¢alismalar:
da bir diger 6nemli aragtirma alani olabilir. Bu arastirmalar, bu tekniklerin 6grencilerin kariyerleri iizerindeki
etkilerini ve uzun vadeli egitim ¢iktilarindaki degisiklikleri degerlendirebilir.
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