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Son yillarda dogadan esinlenerek olusturulmus modern siirii zekali optimizasyon algoritmalar1 daha popiiler
hale gelmistir. Bu optimizasyon tekniklerinden biri de atesbdcegi algoritmasidir. Atesbdcegi algoritmast
dogadaki atesboceklerinin yaydiklari 151k siddetine gore daha az parlak olanin parlak olana dogru yonelme
prensibini temel alarak ¢alisir. Dogada 151k, gidecegi mesafe ve bulundugu ortam tiiriine gore belirli bir
miktar emilime ugradigindan dolay: siddeti azalarak yayilmaktadir. Bu yilizden, bu makalede ortamda yani
havada meydana gelen anlik degisimlerin atesbdcegi algoritmasi tarafindan dikkate alinmasi onerilmis ve
bdylece algoritmanin daha iyi olmasi saglanmistir. Bu sekilde elde edilen degistirilmis ve iyilestirilmis
atesbOcegi algoritmasi, literatiir galismalarinda siklikla kullanilan ¢ok sinifli 6zellige sahip iris, car, zoo gibi
ti¢ veri kiimesi lizerinde siniflama amaciyla uygulanmistir. Kural tabanli siniflama yapabilmek i¢in her sinif
etiketine ait kural elde edilerek kural listesi olusturulmusg ve siniflama basaris1 C4.5, PART, Naive-Bayes
gibi bilinen diger siniflama yontemleri ile karsilagtirilmistir. Elde edilen deneysel sonuglarda, onerilen
siniflama yonteminin oldukca yeterli ve basarili sonuclar verdigi goriilmiistiir.
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In recent years, nature inspired, modern swarm intelligence optimization algorithms have become more
popular. One of these optimization techniques is firefly algorithm. Firefly algorithm works based on the
principle in the nature, according to its light spreading, the less bright fireflies are directed towards the
brighter one. In the nature, intensity of light decreases during spreading, due to suffering a certain amount of
absorption according to environment kind and distance to go. Therefore, in this paper we presented a
modified firefly algorithm which takes into account changings of the environment situations. Proposed
method makes improvement on standard firefly algorithm and is applied for classification on iris, car and
zoo multi-class datasets which are frequently used in literature. Classification rules are obtained
corresponding to each class label and rule-based classification is done. Classification accuracy is compared
with other known classification methods C4.5, PART and Naive-Bayes. The obtained experimental test
results are showed that proposed classification method has quite adequate and successful results.
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1. GIRIiS aNTRODUCTION)

Optimizasyon birgok alternatif igerisinden en uygun ve iyiyi
bulmak olarak tanimlanmaktadir. Kablosuz aglar [1] ve
cizelgeleme [2] gibi ¢ok farkli problemlerde basarili bir
sekilde kullanilmaktadir. Bugiine kadar dogadan esinlenerek
olusturulmus ve degistirilmis yapay ar1 kolonisi [3],
bakteriyel besin arama [4] gibi ¢ok sayida optimizasyon
algoritmas1 mevcuttur. Bunlarin iginde en fazla bilinenler
olarak: genetik algoritma, yapay ar1 kolonisi ve pargacik siirii
algoritmalar1 sayilabilir. Bu optimizasyon algoritmalarmin
bazi eksiklikleri ve zayif yonlerine karsi daha modern
algoritmalar ve iyilestirmeler giin gectikge artarak
gelistirilmeye devam etmektedir [5]. Bu modern
algoritmalardan  biri de  atesbocegi  optimizasyon
algoritmasidir. Atesbocegi algoritmasi, pargacik —siirii
algoritmasinin tiim parcaciklarin en iyiye yonelmesini daha
agirlikli ve sinirh yapilabilmesi igin gelistirilmis siirii zekall
bir algoritmadir. Dogadaki atesbocekleri kimyasal olarak
iirettikleri soguk 151k kabiliyetleri ile ¢iftlesme, haberlesme
ve avlanma gibi faaliyetleri yerine getirmektedirler. Bu
sekilde, parlak 151k siddetine sahip ategsbdocegi diger daha az
parlak olan atesbocegini cezbederek kendisine dogru
¢ekmektedir [6]. Isik siddeti optimizasyon algoritmasinin
uygunluk (amag) fonksiyonu olarak kullanildiginda daha az
parlak olanin parlak olana ydnelmesi uygun veya en iyiyi
bulma sonucunu dogurmaktadir [7]. Isik, hava gibi bir
ortamda yayilirken emilime ugramakta ve yayildik¢a siddeti
azalmaktadir. Hava gibi durumu degiskenlik (sisli, bulutlu
gibi) gosteren bir ortam i¢in kullanilan algoritmanin 151k
sogurma parametre degeri de degiskenlik gdstermelidir. Bu
makalede, rastgele degiskenlik gosteren 151k sogurma
degerine sahip bir yaklasim oOnerilmistir. Onerilen bu
yaklasim ile degistirilmis ve daha iyilestirilmis bir
atesbocegi algoritmasi elde edilmistir.

Veri kiimeleri, yapist itibart ile igerisinde veri kayitlari ihtiva
eden bir yapidadir [8]. Veriden degerli bilgi etmenin bir yolu
kural ¢ikarimu ile ger¢eklesmektedir. Veriden elde edilen bu
kurallar, uzman sistemler gibi kural tabanli sistemlerde
kullanilabilecegi gibi bilinmeyen bir veri kiimesi 6rnegini
siniflama amaciyla da kullanilabilir. Smiflama islemi,
bilinen, simiflara ayrilmig veri kayitlari ile olusturulmus bir
modelin, daha sonra bilinmeyen bir 6rnegi siniflamasi olarak
tanimlanabilir. Boylece sinif etiketi bilinmeyen bir 6rnege ait
sinif  etiket degeri tahmin edilebilmektedir. Veri
kiimelerindeki kayitlar birden fazla 6zellik ve her 6zelligin
farkli sayida deger alabildigi bir yapida olabilmektedir. Bu
yapidaki veri kiimelerindeki bir smifi en iyi tamimlayan,
kapsayan kuralin bulunmasi klasik bir optimizasyon
problemine doniisebilmektedir. Sezgisel optimizasyon
algoritmalar1 her zaman en dogru sonucu vermeyi garanti
etmemek ile birlikte, algoritmanin g¢aligmast sonlaninca
¢6zlim i¢in bir 6neride bulunarak en iyiyi, uygunu bulmay1
amagclar. Bahsedilen bu sekilde ve amagla kullanildiginda
atesbocegi optimizasyon algoritmasi veri kiimesinden bilgi
ve kural ¢ikarimi yapabilmekte ve smiflama amaciyla
kullanilabilmektedir. Bu makalenin  sonraki ikinci
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bolimiinde literatiir 6zeti ve konu ile ilgili diger
calismalardan bahsedilmistir. Ugiincii boliimde atesbdcegi
optimizasyon algoritmasi detayl agiklanmis ve dérdiincii
boliimde algoritma iizerinde 6nerilen degisiklik anlatilarak,
optimizasyon kiyaslama fonksiyonlari iizerinden
karsilagtirilmalar yapilmugtir. Besinci bolimde ise onerilen
¢oklu siniflama yapan kural tabanli siniflayici yaklagim
aciklanmis ve altinci boliimde deney sonuglar ve tartigmalar
yapilarak en son yedinci boliimde de elde edilen genel
sonuglar verilmistir.

2. LITERATUR OZETI VE iLGILi CALISMALAR
(LITERATURE REVIEW AND RELATED WORKS)

Rudzinski [9], bulanik kural tabanli bir siniflandirict
olusturabilmek ¢ok amagli genetik algoritma kullandi. Bu
caligmada, bulanik kiimelerden elde edilen kurallar, genetik
algoritma ile optimize edilerek kural kiimeleri elde edildi.
Boylece genetik algoritmada kullanilan kromozom yapisiyla
basarili bir smiflayict yapilabildigi gosterilmistir. Wu vd.
[10] degistirilmis karinca optimizasyon algoritmasi ile
bulanik bir smiflayici metot gelistirdiler. Bu caligmada
modern karinca optimizasyon teknigi ile kural ¢ikarimi ve
simiflama yapilabildigi gosterilmistir. Fakat baslangig
kurallarinin  olusturulma siirecinde 6n isleme yapilmasi,
yaklagimin karmasik ve daha uzun caligma siiresine ihtiyag
duymasina sebebiyet verebilmektedir.

Lee vd. [11] web sayfalarin1 siniflamak i¢in pargacik siirii ve
genetik algoritmalar1 temel alan yeni bir siirii optimizasyon
algoritmast Onerdiler. Kromozom yapisinin igine web
sayfasina ait baslik, gévde gibi boliim metinlerini ikili say1
olarak kodlayarak onceden belirlenmis bagsliklara olan
(sanat, bilgisayar, saglik, bilim vb.) benzerligini gore
smiflama yaptilar. Pourpanah vd. [12] smiflama ve kural
¢ikarimi yapabilmek icin yeni bir hibrit yontem gelistirdiler.
Bulanik ARTMAP ve Q-6grenme yontemleri ile veri kiimesi
daha iyi 6grenilerek genetik algoritma ile 6zellik secimi ve
kural gikarimi yaptilar. Ozellik segimi ile verinin kompleks
yapisi azaltilarak kural ¢ikarimi daha da kolaylastirildi. Elde
edilen sonuglar yeni hibrit yontemin basarili oldugunu
gosterdi.

Wang vd. [13] atesbocegi algoritmasinda kullanilan sabit
parametreleri, bocekler arasindaki mesafeye gore degistiren
bir oneride bulundular. Yapilan bu g¢alismada bocekler
arasindaki mesafeye gore, 1sik sogurma katsayisi ve
baslangi¢ ¢ekicilik parametre degerleri hesaplanmustir [14].
Bu ¢aligmalarda, ilgili parametre degerlerinin dinamik olarak
degistirilmesi ~ sonucunda  atesbdcegi  optimizasyon
algoritmasinda basarili sonuglar elde edildigi gosterilmistir.
Genellikle kural ¢ikarimi yapilan genetik algoritma ile ilgili
onceki calismalarda kromozom yapist tek bir kural veya
kural listesi seklinde olusturulmus ve boylece basarili
siniflamalar yapildigi goriilmiistiir. Bu ¢aligmalarin bazilar
su sekildedir: veri madenciliginde genetik algoritma ile
smiflama kurali kesfi [15], genetik algoritma ile daha
anlagilir siniflama kurallar1 kesfi [16], rastgele yapida
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olmayan baslangi¢ popiilasyonuna sahip genetik algoritma
ile smiflama kurali madenciligi [17], genetik algoritma
kullanarak oriintii siniflama [18], dagitik genetik algoritma
kullanarak smiflama kurali kesfi [19], genetik algoritma
kullanarak siniflama kurallari olusturmak i¢in bilgi elde etme
araci [20], veri madenciliginde kural kesfi igin genetik
algoritma [21], biiyiik veri kiimelerinde simniflama kuralt
madenciligi i¢in zeki bir genetik algoritma [22], genetik
programlama kullanarak coklu anlagilir siniflama kurali
madenciligi [23]. Fakat atesbocegi algoritmasimin genetik
algoritmaya goére daha yeni ve daha basit uygulanabilir
olmasi1 ayrica bazi optimizasyon problemlerinde daha iyi
sonuglar elde edildiginin [24] gosterilmesi lizerine kural
c¢ikarim siireci bu c¢aligmada iyilestirilmis atesbocegi
algoritmasi1 ile yapilmstir. Hibrit bulanik atesbocegi
yaklasimu ile kural tabanli siniflama ¢alismasi [25], bulanik
prensipler ve kural 6n isleme siireglerinin olmasi gibi
sebeplerle karmagik ve calisma siiresinin fazla olmasi
yoniinden caligmamiza gore dezavantaji durumda
olmaktadir.

Bu caligmada, rastgele 151tk sogurma katsayr degeri ile
Onerilen degistirilmig atesbocegi algoritmasinin
kullanilmasi, standart atesbocegi algoritmasinin
kullanilmasina gore istiinliikler sagladig1 gosterilmektedir.

3. ATESBOCEGI OPTIMiZASYON ALGORITMASI
(FIREFLY OPTIMIZATION ALGORITHM)

Dogadan  esinlenerek  olusturulmus  meta-sezgisel
optimizasyon algoritmalari, optimizasyon c¢alismalarinda
son yillarda daha basarili ve popiiler hale gelmistir.
Atesbocekleri, dogada yaklasik iki bin tiirii bulunan sicak ve
tropik bolgelerde yagayan bir bocek tiiriidiir. Atesbdcekleri
kimyasal olarak soguk 151k olusturabilme kabiliyetleri
sayesinde karsi cinsi etkileyerek {ireme, avlanma ve
diismanlarmmdan ~ korunma  gibi  eylemleri  yerine
getirmektedir.  Atesbocegi  optimizasyon  algoritmasi
eniyileme yapan siirii zekali yaklagimlardan biridir [25]. Bu
algoritma, dogadaki atesboceklerinin ¢ekiciligine baglh
olarak birbirlerine veya rastgele bir yone dogru hareket etme
prensibini temel alarak g¢aligmaktadir [26]. Atesbocegi
algoritmasini daha kolay ve anlasilir olusturabilmek i¢in ii¢
adet varsayim kural kabul edilmektedir [27].

e Tiim atesbocekleri cinsiyetsiz kabul edilir. Boylece tim
atesbocekleri geri kalan diger atesboceklerini etkileyebilir.

o Cekicilik ategsboceginin parlakligr ile ilgilidir. Bu sekilde,
iki adet 151k yayan atesboceginden daha soniik 1518a sahip
olan parlak olana dogru hareket eder. Parlaklik aradaki
uzakliga bagli olarak degisir. Eger parlaklik seviyesi esit
ise rastgele hareket meydana gelmektedir.

e Parlaklik uygunluk (amag) fonksiyonu ile belirlenir. En
parlak olant en iyi olarak kabul eden bir uygunluk
fonksiyonu vardir.

Ters kare yasasina goére bir 151k kaynagindan (f) [28], r
uzaklikta elde edilen 151k siddeti, (/(r)) [29] Es. 1 ile
hesaplanir [30].

I(r) = I;/r? (M

Bir ortamda 1s1k yayilirken, 151k siddeti belli bir miktar
emilime ugrar. Bu ylizden sabit bir 151k emilim katsayis1 (y)
dikkate alindiginda Es. 2 elde edilmis olmaktadir. Iy, r=0
oldugundaki 151k kaynaginin siddetidir. Sifir sayisina
boliinmede Es. 1’in tanimsiz durumunda olmamasi [13] i¢in
mesafe yaklasik gauss dagilimi seklinde yazilabilir [31].

1(r) = Le "™ 2)

Boylece atesbdceginin ¢ekiciligi Es. 3 ile hesaplanmaktadir.
Cekicilik, aradaki mesafeye bagli olarak degismektedir. By
bir atesboceginin diger komsu atesbocegine aradaki mesafe
r=0 oldugundaki ¢ekicilik miktaridir. B(r) ise By ¢ekicilige
sahip atesbdceginin » mesafedeki gekicilik miktaridir [32].

B(r) = Bye """ 3)
i ve j iki atesbocegi ve iki boyutlu diizlemde sirasiyla

konumlar1 Xj(x;y;) ve Xj(x;,y;) olsun. Aralarindaki mesafe (r;)
Oklid bagintis1 yani Es. 4 vasitastyla hesaplanmaktadir.

nij = X=X || = Y i=x)% = 0i—y;)? 4)

Boylece daha g¢ekici ve parlak (j) olana dogru yonelmis bir
atesboceginin () yeni konumu (X;) Es. 5’teki gibi
hesaplanmaktadir [24].

X; = X; + Boe "I (X; — X)) + a(rand — ) (5)

Esitlikteki, a € [0,1] araliginda sabit bir deger alan katsay1
parametresidir [24]. rand ise [0,1] arasinda rastgele bir deger
almaktadir [33]. By ise temel cazibe katsayisi olup genellikle
By=1 olarak deger almaktadir [34].

4. ONERILEN ATESBOCEGi ALGORITMASI
DEGISIKLiGI VE iYILESTIRMESI
(PROPOSED MODIFIED AND ENHANCED FIREFLY
ALGORITHM)

Es. 5’deki gamma (y) ortam 151k emilim katsayisi ¢cok dnemli
bir goreve sahiptir. Bu katsay1 ategbdcegi algoritmasinin
yakinsama hizi ve tavri ile ilgili 6nemli bir goérevde
belirleyici bir rol iistlenmektedir. Teorik olarak y € [0,00)
araliginda bir sayr degeri alabilir. Genellikle onceki
caligmalarda bu katsay1 degeri sabit olarak 1 veya [0,10]
araliginda sabit bir say1 degeri alinarak kullanilmig [27] ve
bu aralikta deger alinarak kullanilmasi tavsiye edilmistir
[31]. Fakat 151810 i¢inde yayildig1 ortama ait olan 151k emilim
katsayisinin bdylesine dogadan esinlenerek olusturulmus bir
algoritmada sabit bir say1 olarak kullanilmasi, algoritma
bagarist  agisindan  yeterli ve uygun  olmadigi
diisiiniilmektedir.

Ornegin 15131 icinde yayildig1 ortam hava olarak kabul
edilirse hava ile ilgili sisli, tozlu, agik, temiz, kapali vb.
durumlarinda  olmast  gibi  ozellikler s6z  konusu
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olabilmektedir. Yani, 6rnegin sisli veya tozlu bir havada 151k
emilim katsayisinin (y) c¢ok biiyiidiigii, sonsuz degerine
gittigi varsayilirsa (y—) Es. 5’deki konum giincellemenin
ikinci kismi sifira yakinsayacagindan (e¥"?%—0), yer
degistirme miktar1 esitligin liglincii kisimdan (a(rand-1/2))
dolayr rastgele olacaktir. Aksine havanin agik ve temiz
oldugu bir durumda ise 151k emilim katsayisi (y), y—0
olacagi varsayilirsa B(r) —By olacaktir. Boylece aradaki
mesafenin 6nemli olmadif: sabit bir cekicilik s6z konusu
olacaktir [24].

Es. 5°deki 151tk emilim katsayisinin (y) anlatilan bu
sebeplerden dolayr ornegin hava gibi bir ortamin ani
degiskenlik (sisli, yagmurlu, kapali, agik vb.) gosterebilmesi
sebebiyle sabit alinmasi yerine degisken alinmast
onerilmektedir. Bu sebeple atesbdcegi algoritmasinda 151k
emilim katsayisinin (y) baslangicta sabit ve 6nerilen bir say1
degeri ile kullanilmasinin yerine her dongiide rastgele [0,10]
araliginda bir say1 degeri alarak kullanilmasi 6nerilmektedir.
Optimizasyon algoritmalar1 problem tiiriine gore, yerel
minimuma takilma ve erken yakinsama problemleri ile kars1
karstya kalmaktadirlar. Arama uzayinda, kiiresel optimum
noktasinin bulunmadan algoritmanin durma kriteri ile
sonuca  varmasl veya arama uzaylnin  yeterli
aranmamasindan kaynakli daha iyi bir optimum nokta
kagirilabilmektedir. Onerilen yontemde, daha iyi bir
stokastik modeli temel alan ve dogal rastgeleligi 6n plana
¢ikaran bir arama yapisina doniistliriilen atesbocegi
algoritmasi, arama uzaymin daha fazla taranmasina
sebebiyet vererek bu anlamda atesbdceklerinin gesitliliginin
artmasina neden olacag diisiiniilmektedir.

Tablo 1’de optimizasyon c¢aligmalarda siklikla kullanilan
ackley, rosenbrock, sphere kiyaslama problemleri ve bu
problemlerin ¢oziimiinde kullanilan degiskenlerin aldigi
deger araliklar1 gosterilmektedir. Tablo 1’de 25 adet
birbirinden bagimsiz c¢alistirma sonucu elde edilen
optimizasyon sonu¢ degerlerinin ortalamasi ve standart
sapmast alinarak gosterilmistir. Tablodaki daha disiik
degerli optimizasyon sonu¢ ortalamasi daha basarili
algoritma anlamma gelmektedir. Buna gore kiyaslama
yapilan 3 fonksiyonda da onerilen rastgele 1sik sogurma
katsay1li degistirilmis atesbocegi optimizasyon
algoritmasinin daha basarili oldugu gériilmektedir.

5. ONERILEN COKLU SINIFLAMA YAPAN KURAL

TABANLI SINIFLAYICI YAKLASIM
(PROPOSED RULE-BASED MULTI-CLASS CLASSIFIER
APPROACH)

Optimizasyon siireci, arama uzayinda en uygun ¢oziimiin
aranmast ve bulunmasi seklinde tanimlanabilir. Makine
6grenmesi siniflama siireci birgok ¢aligsma alaninda basarili

bir sekilde uygulanmaktadir. Son yillarda yapilan bazi
siiflama ve iyilestirilmesi ile ilgili 6rnek ¢alismalar: uzman
karisimlarla elde edilen, karar agaclart ve k en yakin
komsuluk algoritmasina gore daha basarili smiflama
yontemi [35], konugmacinin yas ve cinsiyetini belirlemek
icin iyilestirilmis destek vektér makineleri [36], centroid
smiflayici ile meme kanseri teshisi [37] seklinde verilebilir.
Onerilen kural tabanli smiflayict yaklagiminda egitim
kiimesi i¢inde her bir sinif etiketini en iyi sekilde tanimlayan
simiflama kuralin1 bulabilmek amaciyla optimizasyon
kullanilmaktadir. Boylece her bir sinif etiketi icin bulunmus
kurallar ile kural listesi olusturularak, smiflayict model
meydana  gelmektedir. Elde edilen bu kurallar
genellestirilmis ilging [38], dogru ve anlagilir [39] bir yapida
olabilmektedir. Sekil 1’de Onerilen yontemin akis semasi
goriilmektedir. Buna gore; ilk basta siniflama modeli
olusturabilmek ve olusturulan modelin basarisini sinamak
icin egitim ve test veri kiimeleri sirasiyla %70 ve %30
oranlar1 geklinde ayrilmaktadir. Olusturulan  egitim
kiimesinin kay1t yapist ikili say1 sistemi ile tasarlanmaktadir.

Degistirilmis atesbocegi algoritmasi, her bir smnif etiket
degeri igin en iyi kural aramasi yapar. Ilgili sinif etiketine
kars1 en gecerli kurali belirleyebilmek i¢in optimizasyon
algoritmasi tarafindan kullanilan uygunluk fonksiyonu
literatiirde sik olarak kullanilan basari dlciitlerinden olan
anma, Ozgiilliik, kural karmagiklik ve kural kapsama
Olciitlerinin birlesimi seklinde olusturulmustur [19]. Boylece
ilgili stf etiket degerini en iyi sekilde tanimlayan en giiclii
kural elde edilmis olmaktadir. Her bir sinif etiketi i¢in elde
edilmis kurallar ile kural listesi olusturulmakta ve test veri
kiimesi ornekleri siniflanmaktadir. Smmiflama yapilamayan
kayitlar icin, egitim veri kiimesinde en fazla kayd: igeren
smnif etiketli bir kural listeye eklenebilir.

Sekil 1’deki onerilen yontemde egitim veri kiimesine ait
ozelliklerin ikili say1 sisteminde tasarlanmasi ve biraraya
getirilmesi  ile atesbocegi algoritmasinin  bir  bireyi
olusturulmaktadir [19]. Tablo 2’de 6rnek olarak hastalarin
kullanmas1 gereken kontak lens tipini belirleyen “lenses”
veri kiimesine ait 4 adet 6zellik degeri ve bu 6zelliklerin
alabilecegi degerlerin ikili say1 sistemindeki karsiliklari
gosterilmektedir. 1. 6zellik kategorik olarak 3 farkli deger
alabiliyor ise bu durumda her bir kategorik deger i¢in farkli
ikili say1 degeri kullanilmaktadir. Ornegin, veri kiimesinin 1.
ozelligi “age of the patient” gdz oniine alindiginda “young”
degeri ikili tabanda 100, benzer sekilde “pre-presbyopic”
degeri ikili tabanda 010, “presbyopic” ise ikili tabanda 001
deger karsihigr ile kullamilmaktadir. Bu  sekilde
optimizasyonda kullanilacak her bir degiskenin alt sinir ve
iist sinirlar1 da belirlenmis olmaktadir. Ornegin 1.6zellik igin
alt sinir 1, iist sinir ise 4 olmaktadir.

Tablo 1. Optimizasyon fonksiyonlar1 karsilagtirilmasi (Comparison of optimization functions)

Fonksiyon Degisken araligi Klasik ategbocegi ort. Onerilen atesbdcegi ort.
Ackley [-32,768, 32,768] 9,87 std. 1,82 7,38 std. 1,59
Rosenbrock [-5, 10] 92631,20 std. 84562,02 38114,04 std. 23336,03
Sphere [-5,12, 5,12] 28,96 std 10,11 14,44 std. 4,13
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Egitim

Satir, Kayit Yapismin

Kiimesi(%70)

Veri

Kiimesi

Test

" 1kili (Binary) Olarak Tasarlanmasi

A 4

Degistirilmis Ates Bocegi ile

Siniflama Kurallarinin Tespiti

Uygunluk Fonksiyonu=
1/(Karmasiklik*K apsama* Anma*Qzgiilliik)

!

Kiimesi(%30)

Siniflayici

h 4

Sekil 1. Onerilen siniflayici yéntemin akis semasi (Flow diagram of proposed method)

Tablo 2. Kayit yapisi (Record structure)

Ozellik Adi Degerler ve ikili

karsiligi
young 100
Ozellik 1 age of the patient pre-presbyopic 010
presbyopic 001
Ozellik 2 spectacle myope 10
prescription hypermetrope 01
R . . no 10
Ozellik 3 astigmatic yes 01
Ozellik 4 tear production reduced 10
rate normal 01
3 farkli simif hard
Sinif o none
etiketi
soft

Tablo 3’de, 6rnegin, “hard” smif etiketine karsilik gelen
kural yapisi, veri kiimesindeki biitiin 6zellik degerlerinin
ikili say1 kodlama karsiliklarinin yan yana gelmesi
sonucunda olugsmaktadir. Algoritmada her bir 6zellik ayr1 bir
degisken olarak alimmaktadir. 4 6zellikli bir veri kiimesi
yapisl igin optimizasyon algoritmasinin degisken boyutu 4
olmaktadir. “hard” sinifina ait kural bulunmak istendigi
zaman ‘“hard” smif etiketi uygunluk fonksiyonunda sabit
kalmak iizere arama yapilmaktadir. Optimizasyon
algoritmasinin g¢alistirilmast sonucu “hard” sinifi i¢in elde
edilen en iyi ¢6ziim Tablo 3’de gosterildigi gibi olsun. Buna
gore Ornegin hard smifi igin kural ciimlesi “if age of
patient=young and spectacle prescription=myope and
astigmatic= no and tear production rate= reduced then
sinif=hard” seklinde olmaktadir. Bu yapida dikkat edilmesi
gereken durum; eger bir 6zellik, Tablo 2’de bulunmayan bir

ikili say1 degerini almasi durumunda ilgili 6zelligin kural
ciimlesinden ¢ikarilmasi gerektigidir. Ornegin, optimizasyon
sonucu aday birey atesbocegi yapist 2.6zellik ve 4.6zellik
icin sirasiyla 00 veya 11 degerini almis ise o halde kural
climlesi “if age of patient=young and astigmatic= no then
sinif=hard” seklinde olacaktir. “Spectacle prescription” ve
“tear production rate” oOzellikleri bu sekilde karsilig:
olmayan degerler ile ilgili kuralda yer almayacaktir.

Tablo 3. Kural gdsterimi (Rule representation)

Ozellik  Ozellik  Ozellik  Ozellik  Smf
I 2 3 4 bzelligi
100 10 10 10 hard

5.1. Uygunluk (amag) fonksiyonu (Fitness (objective) function)

Her bir sinif degeri i¢in ayr1 ayr1 en iyi kurali bulabilmek i¢in
literatiirde sik kullanilan anma, 6zgiilliik, kural karmagiklik,
kural kapsama gibi olgiitler kullanilmaktadir. Karigiklik
matrisi siniflama bagarisinin Ol¢iimiinde yararlanilan bir
tablodur. Tablo 4°de iki sinif etiketi sahip bir veri kiimesi i¢in
karigiklik matrisi gosterilmistir.

Tablo 4. Karigiklik matrisi (Confusion matrix)

Karigiklik matrisi Tahmin simfi

Simif 1 Sinif 2
Sinif 1 TP FN
Gergek smif Suif 2 FP N

Bu matriste [23]: True Positive (TP) degeri: Kuralin
uygulanmasi sonucu tahmin sinif degeri evet (Positive) ve
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gercekte ilgili kayit sinifinin evet (Positive) oldugu toplam
kayit sayisint gostermektedir. False Positive (FP) degeri:
Kuralin uygulanmasi sonucu tahmin siif degeri evet
(Positive) ve gergekte ilgili kayit simifinin hayir (Negative)
oldugu toplam kayit sayisin1 gostermektedir. True Negative
(TN) degeri: Kuralin uygulanmasi sonucu tahmin sif
degeri hayir (Negative) ve gergekte ilgili kayit sinifinin hayir
(Negative) oldugu toplam kayit sayisini gostermektedir.
False Negative (FN) degeri: Kuralin uygulanmas: sonucu
tahmin siif degeri hayir (Negative) ve gercekte de ilgili
kayit sinifinin evet (Positive) oldugu toplam kayit sayisini
gostermektedir. Tablo 4’deki karigiklik matrisinin Sl¢iit
degerleri ile elde edilen;

Kural Kapsama Olgiitii (A): Es. 6’da gosterildigi gibi
hesaplanir. Bir kuralin uygulanmasi sonucu kuralin “if”
kismui ile kapsanan toplam kayit sayisinin (TP+FP), TP’ye
orani seklindedir [21].

Kural Kapsama Olgiitii (A) = TP / TP + FP (6)

Kural Karmasiklik Olgiitii (C): Es. 7°de gdsterildigi gibi
hesaplanir. Bir kuralin “if” kisminda bulunan 6zellik sayisi
olcitidiir. Esitlikteki L sayis1 bir kuralda en fazla olabilecek
ozellik sayis1 yani veri kiimesinin 6zellik sayisini, x ise ilgili
kuraldaki olan 6zellik sayisidir [22].

Kural Karmagiklik Olgiitii (C)=L -x/L -1 (7

Es. 8 ve Es. 9’da sirasiyla anma ve ozgiillik [16] olgiit
degerleri verilmistir [17].

Anma = TP / (TP + FN) 8)
Ozgiilliik = TN / (TN + FP) 9)

Es. 10°da simiflama kural skorunu belirlemek igin
degistirilmis  atesbocegi  optimizasyon algoritmasinda
kullanilacak uygunluk (amag) fonksiyonu olusturulmustur.
Uygunluk fonksiyonu sonucunda elde edilen daha kiigiik
degerli bir kural skoru daha basarili kabul edilmektedir.
Atesbdcegi optimizasyon algoritmasi en kiiciik uygunluk
degerli kurali bulmay1 hedeflemektedir. Bu sekilde, dnceki
bahsedilen Olgiitler ile esnek ve hibrit bir uygunluk

fonksiyonu olusturulmus ve yeterince basarili siniflama
kural listeleri elde edilmistir.

Uygunluk (Amag) fonksiyonu =
1/(A x C x Anma x Ozgiilliik) (10)

6. SONUCLAR VE TARTISMALAR
(RESULTS AND DISCUSSIONS)

Yapilan ¢aligmalarda literatiirde siklikla kullanilan ve Tablo
5’de gosterilen ii¢ adet UCI makine O6grenmesi veri
tabanindan alinmig veri kiimesi [40] kullanilmistir. Kural
¢ikarim yaklagimu i¢in veri kiimelerinin sayisal 6zelliklerine
ayriklagtirma on islemi uygulanmis ve kategorik hale
getirilmigtir. Caligmalar, Intel Core 17-4770HQ @ 2.20GHz
islemci, 16,0 GB bellek ve Windows10 isletim sistemine
sahip bir bilgisayarda, Weka ve Matlab2017a yazilimlar
kullanilarak yapilmistir. Elde edilen sonuglarda, atesbdcegi
optimizasyon algoritmasinin popiilasyon biiyiikliigii 200 ve
dongii sayisi 100 olarak kullanilmustir.

Iris veri kiimesinin “siif 1 degeri olan “Iris Setosa” igin en
yiiksek skorlu kural bulunmaya calisilmigtir. Bu amagla 4
degisken igeren ve degiskenleri onlu say1 sisteminde [0, 4]
araliginda tam say1 olan baglangig birey yapist ile atesbocegi
optimizasyon algoritmast ¢alistirtlmistir. 4 degisken
olmasinin sebebi iris veri kiimesinin 4 dzelliginin olmasi ve
bu dzelliklerinin Tablo 2°de gosterildigi gibi kayit yapisinin
ikili say1 sisteminde alabilecegi en az ve en fazla sayi
degerlerine gore araliklarmmmn  belirlenmesi  sonucu
olugmustur.

Tablo 6’ya gore iris veri kiimesi i¢in kullanilan egitim
kiimesi boyutu 105°dir. Toplam 105 kaydmn, 100’1 elde
edilen kurallar ile dogru bir sekilde siniflanmigtir. 5 adet
kayit ise elde edilen kurallar ile yanls smniflanmstir.
Atesbocegi algoritmast iris egitim veri kiimesi igin
100/105°den yaklasik %95 oraninda basarili olmustur.

Tablo 7°de car veri kiimesi i¢in elde edilen sonug degerlerine
bakildiginda toplam 1209 egitim verisinden, kurallarin “if”
kisimlar: ile 1030 adedi kapsanabilmistir. Kapsanan 1030
veri igerisinde 604 tanesi basarili sekilde tahmin edilmistir.
Boylece yaklasik %59 oraninda bir basari yiizdesi elde

Tablo 5. Kullanilan veri kiimeleri (Used datesets)

Veri kiimesi Kayit sayisi Ozellik say1s1 Sinif sayis1
Iris 150 3
Car 1728 4
Zoo 101 7

Tablo 6. Iris i¢in elde edilen kurallar (Obtained rules for Iris)

Sinifno  Sinif adi En iyi kural Kapsama TP FP

1 Iris Setosa IF petal length= (-inf-2,45] THEN Iris Setosa 36 36 0

2 Iris IF petal width= (0,8-1,75] THEN Iris Versicolour ~ 37 33 4
Versicolour

3 Iris Virginica  IF petal width= (1,75-inf) THEN Iris Virginica 32 31 1
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Tablo 7. Car i¢in elde edilen kurallar (Obtained rules for Car)

Smmifno  Simifadi  Eniyi kural Kapsama TP FP
1 acc IF Safety=high THEN acc 413 154 259
2 good IF Buying=low AND Maint=med THEN good 78 18 60
3 unacc IF Safety=low THEN unacc 402 402 0
4 vgood IF Lug boot=big AND Safety=high THEN vgood 137 30 107
Tablo 8. Zoo i¢in elde edilen kurallar (Obtained rules for Zoo)
Smifno  Smifadi En iyi kural Kapsama TP FP
o IF eggs=true AND aquatic=true AND toothed=true

! amphibian s\ breathes=true THEN amphibian 4 40
2 bird IF feathers=true THEN bird 13 13 0
3 fish IF fins=true AND breathes=false THEN fish 8 8 0

. IF aquatic=false AND legs=(4-inf) AND tail=false
4 insect THEN insect 7 7 0

. IF airborne=false AND predator=true AND
3 invertebrate backbone=false THEN invertebrate 4 4 0
6 mammal IF milk=true THEN mammal 29 29 0
7 reptile IF feathers=false AND eggs=true AND 4 4 0

aquatic=false AND tail=true THEN reptile

edilmigstir. Car veri kiilmesinde bulunan 6zellikler daha fazla
kategorik degerler icermektedir. Bu veri kiimesinde her bir
sinifi tanimlayan en iyi tek bir kural yerine optimizasyon
sonucu elde edilen ilgili sinifa ait kurallar listesinden daha
fazla kural simiflama listesine eklenebilir. Bu sebeple
ozelliklere ait kategorik degerlerin fazla oldugu bu gibi bir
veri kiimesi i¢in her bir sinifi tanimlayan tek bir kuralin
yeterli gelmedigi gorilmiistiir.

Zoo veri kiimesi i¢in yapilan ¢aligmada, hatali tahmin oranin
olmadig goriilmektedir. Her bir simif kural tarafindan iyi
derecede smiflandirilmigtir. Tablo 8’de, 71 adet egitim
verisinin 69 adedi basarili sekilde kapsanmis ve dogru
sekilde siniflandirilmistir. Boylece basart %100 olarak
hesaplanmustir. Sonraki deneysel ¢aligmada ise, egitim veri
seti ile olusturulmus kural tabanli smiflayict modele,
baslangigta test wverisi olarak ayrilmig test verileri
uygulanmugtir. Test verileri, atesbdcegi algoritmasi ile elde
edilen smiflama kurallari ile olusturulmus siiflayict modele
uygulandiginda elde edilen sonuglar Sekil 2’deki gibidir.
FElde edilen kural listesi ile simiflanamayan geri kalan
kayitlara, veri kiimesinin en baskin sinifina ait etiket
verilmistir. Buna gore egitim veri setinde elde edilen
sonuclarin test veri seti sonuclarina da yansidigi
goriilmektedir. Sekil 2’de iris, zoo ve car veri kiimeleri i¢in
dogruluk, kesinlik ve F-Ol¢iimii gibi simiflama basari
Olgiitleri tizerinden bakildiginda yiiksek degerlerin elde
edildigi goriilmektedir. Bunun yani sira, car veri kiimesine
ait siniflama basar1 degerleri diigiik kalmaktadir. Bu durum,
bu veri kiimesinin daha karmasik olmasindan yani diger veri
kiimelerine gore Ozellik degerlerinin daha fazla sayida
kategorik degerlere sahip olmasindan kaynaklandigt
diistiniilmektedir. Bir sonraki deneysel ¢alismada, Onerilen

kural tabanli atesbdcegi siniflama algoritmasi, diger basarilt
bazi simflama algoritmalari ile karsilagtirlmistir. Onerilen
yontemin, tutarli ve iyi sonuglar verdigi Sekil 3°de
gosterilmektedir. Naive-Bayes algoritmasi olasilik temelli
bir siniflama yontemidir. C4.5 karar agaglari, bilgi kazang
hesaplamasini temel alan bir siniflama algoritmasidir. PART
algoritmas1 ise literatiirde kural tabanli sinmiflayict bir
algoritma olarak ge¢mektedir. Onerilen ydntemin, zoo veri
kiimesinde digerlerine gore daha iyi oldugu, iris veri
kiimesinde tutarli sonuglar verdigi goriilmektedir. Car veri
kiimesi i¢in ise diger yontemlere gore daha diigilk dogruluk
degeri elde edildigi goriilmektedir. Bunun baslica sebebi, car
veri kiimesini daha basarili smiflayabilmek i¢in her simif
etiketine ait tek bir siniflama kuralinin yetersiz olmasindan
kaynaklanmaktadir. Bu  yiizden, ileride yapilacak
caligmalarda atesbocegi algoritmasi sonu¢ havuzundan bir
smifa ait birden fazla sayida kural almarak ilgili sinifa ait
daha biiyiik kural listesinin olusturulmasi saglanabilir.
Ayrica baslangic aday birey kural yapisi tek bir kural
icermek yerine birbirinden farkli birden fazla kural igerecek
sekilde yeniden tasarlanabilir.

Yapilan deneysel ¢aligmalarda elde edilen sonuglara
bakildiginda diger iris, zoo veri kiimeleri i¢in her bir smifa
ait en iyi tek bir kuralin siniflama basarisi agisindan yeterli
oldugu goriilmektedir. Kural ¢ikarimi algoritmasinda kural
yapisinda sadece esittir (=) kullaniminin yani sira bitytiktiir
(>) veya kiigiik esittir (<=) gibi kiyaslama operatorlerinin
eklenmesi siirekli deger alan niteliklerin kategorik degerlere
dontigiimii gibi fazla is yiikiinii azaltacagi gibi bunun yani
sira daha hassas bir kapsama ve True Positive (TP) basari
orani saglayabilir. Tablo 9’da, m adet nitelik i¢ceren drnek bir
veri kiimesi i¢in bir atesbdcegi baglangi¢ birey kural yapist
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0 Dogruluk Kesinlik F-6leiimii
mlris 0,97 0,956 0,954
B Car 0,844 0,909 0,414
BZoo 0,949 0,943 0,892

Sekil 2. Onerilen siniflayic1 yontemin ile test verisi degerlendirmesi (Evaluation of proposed classifier method with test data)

1
O-------‘--"hh- - e o - =
0,95 . ——::’
]
0,9
0,85
0,8
0,75 - ppem—
C4.5 PART NaiveBayes Onerilen Yontem
=@ =]ris 0,978 0,978 0,956 0,97
==@==Car 0,906 0,938 0,867 0,844
=—@= Zoo 0,935 0,935 0,935 0,949

Sekil 3. Onerilen yoéntem ve diger yontemlerin dogruluk karsilastiriimasi
(Accuracy comparision of proposed method and other methods)

gosterilmektedir. Bu yap1 ile 6rnegin, 6zellik 1’e ait olan
operatdr (Opl) degeri, eger 6zellik 1 kategorik ise esittir (=),
stirekli ise kiigiik esittir (<=) veya biiytiktiir (>) seklindeki bir
kiyaslama operator degeri alabilir. Tablodaki deger (Degl)
alani ise ilgili niteligin alabilecegi kategorik veya siirekli
degeri ifade etmektedir [15, 36]. Bu amagla ileride yapilacak
caligmalara, atesbdcegi baslangic aday birey kural yapist
icine, ikili sayr sistemi kullanilarak farkli kiyaslama
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operatorleri ile degisik baslangic kural yapisi tasarimlari
yapilabilecegi onerilebilir.

Tablo 9. Atesbocegi birey kural yapisi
(Firefly individual rule structure)

Ozellik 1 Ozellik 2 Ozellik. .. Ozellik m

Opl Degl Op2 Deg2 Op... Deg... Opm Degm
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Tablo 10. Biiyiik boyutlu Arrhythmia veri kiimesi (High dimensional Arrhythmia dataset)

Sumf Onerilen Atesbdcegi A. Standart Atesbdcegi A.
Kapsama TP FP % Kapsama TP FP %

1 163 108 55 0,66 231 146 85 0,63
2 40 7 33 0,18 21 1 20 0,05
3 1 1 0 1,00 24 1 23 0,04
4 14 1 13 0,07 0 0 0 Yok
5 3 3 0 1,00 2 2 0 1,00
6 14 9 5 0,64 4 3 1 0,75
7 1 1 0 1,00 298 4 294 0,01
8 2 1 1 0,50 142 2 140 0,01
9 2 2 0 1,00 2 1 1 0,50
10 56 11 45 020 O 0 0 Yok
11 41 1328 032 0 0 0 Yok
12 3 2 1 0,67 57 5 52 0,09
13 2 2 0 1,00 1 1 0 1,00
Top. 342 161 181 047 782 166 616 0,21

Onerilen degistirilmis atesbocegi ile standart atesbocegi
algoritmalariin siniflama basaris1 tlizerindeki farkinin,
nitelik saymin diisiik ve kategorik degerlerinin az oldugu
veri kiimelerinde daha smirli oldugu goriilmiistiir. Bu farkin
daha net goriilmesi amactyla bilylik boyutlu Arrhythmia veri
kiimesi kullanilmistir. Arrhythmia veri kiimesi 262 adet
nitelige ve 13 adet sinifa sahip olup, toplam 452 kayittan
olusmaktadir. Tablo 10’a gore, 13 adet siifin 10’nunda
Onerilen algoritmanin, standart algoritmaya goére daha
basarili oldugu, 2 tanesinde esit ve sadece 6.smifta kapsama
ve TP degerlerinin 6nerilen algoritmada daha iyi olmasina
ragmen daha kotli performans sergiledigi goriilmektedir.
Onerilen yéntem ile tiim simflara ait smiflama kurallari
bulunmus iken, standart algoritma ile 4, 10 ve 11 numaralt
siniflara ait herhangi bir kural bulunamamistir. Genel
simiflama basarist 6nerilen yontem igin %47 iken bu oranin
standart algoritmada %21’de kaldig1 gériilmektedir.

7. SONUCLAR (CONCLUSIONS)

Tyilestirilmis atesbdcegi algoritmasi ile kural tabanli gok
sinifli  veri kiimelerinde smiflama yapabilen yeni bir
siiflayici model yaklasimi ortaya konulmustur. Onerilen
degistirilmis atesbdcegi optimizasyon algoritmasi mevcut
standart atesbdcegi algoritmasina gore daha bagarili sonuglar
vermektedir. Bunun sebebi, dogadan esinlenerek
olusturulmug  temel algoritmadaki  atesbdceklerinin
bulundugu ortamda (6rnegin hava vb.) meydana gelebilecek
degisiklikleri gbz oniine alan, degisken 151k emilim katsayist
kullanilmasinin onerilmesinden kaynaklanmaktadir.
Ornegin havann sisli olma durumunun 151k gecirgenligi
tizerinde etkileri vardir. Dolayisiyla anlik bu gibi rastgele
olusabilecek degisimlere karsi 1s1k emilim katsayisinin da
rastgele degerler almasi optimizasyon kiyaslama ackley,
rosenbrock ve sphere fonksiyonlarinda ve Arrhythmia veri
kiimesinde daha iyi sonuglar elde edilmesini saglamustir.
Gelistirilmis yeni atesbdcegi algoritmasi ile iris, car ve zoo
veri kiimelerinden smiflama kurallar1 elde edilerek,
siniflama kural listesi olusturulmustur. Bu olusturulan
simniflama kural listesi ile yeni bir smiflayict model elde

edilmistir. Veri kiimelerine ait test verileri ile basarili
dogruluk, kesinlik ve F-0l¢limii siniflama degerlendirme
olciit degerleri elde edilmistir. Onerilen yontemin diger
simiflama yontemleri C4.5, PART ve Naive-Bayes ile
kiyaslanmasi sonucu, Onerilen yontem ile elde edilmis
sonuclarin yeterince iyi ve tutarl oldugu goriilmiistiir.
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