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OZET

Bu ¢aligma, biyogaz reform siireclerinde gesitli ¢iktt parametrelerini tahmin etmek igin Evrigimli Sinir Aglar
(CNN: Convolutional Neural Networks) ve Uzun Kisa Siireli Bellek (LSTM: Long Short-Term Memory)
algoritmalarini birlestiren hibrit bir derin 6grenme modelinin uygulamasini incelemektedir. Calismanin amaci, bu
stireclerin yonetimini iyilestiren tahmine dayali modeller gelistirmektir. CNN-LSTM modeli, zaman serisi
verilerindeki uzun vadeli bagimliliklar1 ve karmasik 6zellikleri yakalama konusundaki yeterliligi nedeniyle
secilmis ve Destek Vektor Regresyonu (SVR: Support Vector Regression) gibi diger modellerle karsilagtirilmigtir.
Arasgtirma metan doniisiim orani, hidrojen-karbon monoksit orani ve sentez gazi bilesimi gibi biyogaz reformunun
onemli ¢iktilarin1 degerlendirmektedir. Modelin etkinligi RMSE, MAE ve MAPE o6l¢iimleri kullanilarak
degerlendirilmistir. Farkli egitim donemleri sonrasinda, metan doniisiim orani i¢in RMSE 0,1905, MAE 0,1311
ve MAPE 0,0036 olarak kaydedilmistir. Elde edilen sonuglar, modelin tahmin basarisindaki yiiksek dogrulugu
ortaya koymaktadir. Bu ¢aligma, makine 0grenimi tekniklerinin endiistriyel uygulamalarda biyogaz reform
stireglerinin optimize edilmesi ve kontrol edilmesine katki saglayabilecegini gostermektedir. CNN-LSTM
modelinin 6zellikle karmasik biyokimyasal siiregleri yonetmedeki basarisi, derin &grenme tekniklerinin
potansiyelini vurgulamaktadir. Gelecekteki calismalar, modelin farkli biyogaz tesislerinde uygulanmasini ve
optimizasyon parametrelerinin daha da iyilestirilmesini amaglayacaktir.
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OPTIMIZATION OF BIOGAS REFORMING PROCESSES USING
HYBRID DEEP LEARNING ALGORITHMS: PREDICTION OF
OUTPUT PARAMETERS WITH CNN-LSTM MODEL

ABSTRACT

This study examines the application of a hybrid deep learning algorithm, combining Convolutional Neural
Networks (CNN) with Long Short-Term Memory (LSTM), for predicting various output parameters in biogas
reforming processes. The objective is to develop predictive models that enhance the management of these
processes. The CNN-LSTM model was selected for its proficiency in capturing long-term dependencies and
complex features in time-series data, and it was benchmarked against other models, including Support Vector
Regression (SVR). This research evaluates crucial outputs of biogas reforming, such as the methane conversion
rate, the hydrogen-to-carbon monoxide ratio, and the synthesis gas composition. The effectiveness of the CNN-
LSTM model was assessed using RMSE, MAE, and MAPE metrics. After different training epochs, the RMSE
for CONMET (%) was recorded at 0.1905, MAE at 0.1311, and MAPE at 0.0036, demonstrating the model's high
accuracy in prediction. This study marks a significant advancement in incorporating machine learning techniques
into optimizing and controlling biogas reforming processes for industrial applications. The success of the CNN-
LSTM model, particularly in managing complex biochemical processes, underscores the potential of deep learning
techniques. Future efforts will explore the model's application across different biogas plants and aim to refine
optimization parameters further.
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1. Giris

Biyogaz reformu, yenilenebilir enerji {iretimi ve organik kalintilarin dogru bir sekilde
degerlendirilmesi icin tercih edilen bir teknolojidir. Biyogaz, farkli mikroorganizmalarin organik
maddeyi ayrigtirmak i¢in g¢esitli metabolik yollar1 izledigi, biyolojik aracili bir siirecin anaerobik
sindirimin son {riiniidiir. Giiniimiizde biyogaz sektorii hizla biiylimekte ve yeni biyogaz tesislerinin
gelismis biyoenerji fabrikalar1 olarak olusturulmasinin temelini olusturmaktadir. Bu baglamda biyogaz
tesisleri, besin maddelerinin geri doniisiimii, sera gazi emisyonlarinin azaltilmasi ve biyorafineri amach
kullanilarak dongiisel ekonomi konseptinin temelini olusturmaktadir [1].

Biyogaz reformunun temeli olan Anaerobik Bozunma (AD: Anaerobic Decomposition) veya
sindirim yiizlerce yildir bilinmesine ve uygulanmasina ragmen hem teknoloji hem de gelistirilen
uygulamalar hala basit teknolojiye dayanmaktadir. Zaman igerisinde siire¢ biiyiik 6l¢iide bir “kara kutu”
olarak goriilmiistiir. Ancak mikrobiyal ekolojideki son gelismelerle birlikte biyogaz reformu siirecinde
biliylik gelismelerden yararlanilarak ve biyoinformatik kullanilarak biyogaz mikrobiyomu desifre
edilmeye baslanmistir. Giincel birka¢ calisma, metabolik etkilesimlerin bircogunun acikliga
kavusturulmasiyla birlikte yeni kesfedilmis mikroplar1 tanimlamaktadir. Yeni bilgilerin biiyiik bir hizla
kademeli olarak ilerledigi goriillmektedir. Bu yeni bilgilerin gelecekte AD siirecini 6zel ihtiyaglara gore
uyarlanmis daha 6zel bir sekilde yonlendirmek icin kullanilmasi muhtemeldir.

Biyogaz, esas olarak metan ve karbondioksitten olusan bir karisimdir. Biyogaz sadece 6nemli bir
elektrik enerjisi kaynagi olarak degil [2], ayn1 zamanda hidrojen {iretimi [3], metanol {iretimi [4] ve
Fischer Tropsch sentezi [5] gibi genis bir uygulama yelpazesinde biiyiik potansiyele sahiptir. Biyogazin
cok yonliiliigii, aragtirmacilarin merakini uyandirmaya ve tesvik etmeye devam etmektedir. Minutillo
ve digerleri [6], biyogaz kullanarak hidrojen, 1s1 ve elektrik iireten bir polijenerasyon sistemi iizerine
calismislardir. Calisilan sistem [6], oto termal bir biyogaz reaktorii ve bir su gaz1 kaydirma reaktoriinii
icermektedir. Sistemin giicii, kat1 oksit hiicreli bir gii¢ {initesi kullanilarak iiretilmektedir. Phan ve
digerleri [3], biyogazin hidrojen degerlendirilmesi programi cergevesinde g¢esitli metan reformu
tekniklerinin kapsamli bir degerlendirmesini yapmuislardir. Bulgulari, %30 oraninda arka gaz geri
doniisiimii ile tri-reform tekniginin, hidrojen verimi ve enerji verimliligi acisindan yaygin olarak
kullanilan buharla reform teknigini astigini ortaya koymustur. Chein ve digerleri [7], biyogazdan elde
edilen karbon dioksit ve sentez gazini metanol sentezi i¢in hammaddeler olarak kullanmanin
potansiyelini arastirmiglar. Reaktor tasariminin, isletme kosullarinin ve yan iriinlerin giderilmesinin
metanol {iretimi {izerindeki 6nemli etkisini gostermislerdir. Sistematik analizler, agir1 1sinma reaksiyon
sicakliklarii yonetme yetenegi nedeniyle izotermal reaktoriin, adyabatik reaktore gore daha yiiksek
metanol iiretimi sagladigini belirlemistir. Ayrica ¢alisma kapsaminda metan ve su eklenerek sentez gazi
bilesiminin ayarlanmasinin optimal endiistriyel metanol sentezi i¢in etkili oldugu vurgulanmistir.
Marchese ve digerleri [8], iki farkli yontem kullanarak, biyogazdan endiistriyel atik karbon dioksiti
Fischer-Tropsch sentetik yakitlarina doniistiirme {izerine odaklanan gii¢ten-siviya yollarinin i¢ goriili
bir analizini saglamislardir. Al-Wahaibi ve digerleri [9], ¢esitli gida atiklarindan biyogaz iiretim
potansiyeli iizerine bir teknik-ekonomik caligma yiiriitmiis, fermantasyon kapasitesini etkili bir sekilde
belirlemek i¢in hem kisa (24 saat) hem de uzun (21 giin) test araliklar1 kullanmiglardir. Caligma
kapsaminda bu zaman dilimleri arasinda yiiksek bir korelasyon elde edilmistir. Potansiyel gaz {iretimini
hizli bir sekilde degerlendirmek icin 24 saatlik testin uygun bir yontem oldugu Snerilmistir. Polinom
modelleri, teorik ve pratik veriler arasinda yiiksek bir uyum (R? = 0.99) géstererek, toplam gaz ve metan
iiretimini yiliksek bir dogrulukla tahmin etmistir. Roy ve digerleri [10], biyogaz: yiiksek hidrojen icerikli
sentez gazina doniistiirmek i¢in bir buhar-biyogaz reformu siirecini Kat1 Oksit Yakit Hiicresi (SOFC:
Solid Oxide Fuel Cell) ile entegre etmislerdir. Yenilenebilir metan kaynaklarini kullanarak yerel gii¢
iiretimini artirmislardir. Calisma kapsaminda gerceklestirilen deneysel calismalar ve Aspen Plus
benzetimlerini icermekte olup, yiiksek sicakliklarda (1073 K {izeri) 6nemli metan doniigiimii ve olumlu
karbondioksit doniisiimiiniin miimkiin oldugunu gostermistir. Reformer sicakliklart 948 K ve
tizerindeyken sistem enerji verimliligi yaklasik %40’a ulagmistir. Elde edilen sonuglar, biyogazi
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yenilenebilir gii¢ iiretimi icin etkili bir sekilde kullanma potansiyelini vurgulamaktadir. Isletme
sicakliklarinin ve buhar-karbon oranlarinin verimliligi arttirmak i¢in optimize edilmesinin 6nemini
belirtmektedir.

Literatiirde belirtildigi gibi biyogaz reformu, metanol firetimi gibi cesitli endiistriyel
uygulamalarda biyogazin kullanilabilmesi i¢in bilylik 6nem tasimaktadir. Biyogazi sentez gazina
doniistiirebilecek farkli biyogaz reformu yontemleri arasinda kuru-reform, ¢ift-reform ve tri-reform
bulunmaktadir [11]. Biyogaz reformu siireci igin kritik girdi parametreleri arasinda biyogazin bilesimi,
reformer sicaklig1 ve reform ortami bulunmaktadir. Diger yandan, biyogazdaki metanin doniigiim orani,
hidrojen ile karbon monoksit orani, biyogazdaki metana gore sentez gazindaki hidrojen orani, sentez
gazindaki karbon monoksit ve karbon dioksit oranlari ile sentez gazindaki kok yiizdesi biyogaz reformu
icin 6nemli ¢ikt1 parametreleridir. Makine 6grenimi teknikleri, biyogaz reform siirecindeki ¢esitli ¢ikt1
parametrelerini tahmin etmek igin kullanilabilmektedir. Literatiirde, ¢esitli yakit reformu siire¢lerinin
sonuc¢larint tahmin etmek igin basariyla makine 6grenimi teknikleri uygulayan bir¢ok calisma
bulunmaktadir [12-14]. Bu calismalar genellikle bir Makine Ogrenimi (ML: Machine Learning)
yaklagimi veya daha karmagik Yapay Sinir Aglart (ANN: Artificial Neural Networks) kullanmigtir. Bu
arastirmada, biyogaz reformunun cesitli c¢iktilarim tahmin etmek igin birden fazla ML teknigi
gelistirilmistir. Farkli kosullar altinda biyogaz hammaddesindeki degisiklikler ve reform ortami dahil
olmak iizere bir biyogaz reformerinin farkli ¢alisma kosullarinda ML tekniklerini uygulamak igin
kapsamli bir g¢erceve tasarlanmistir. Bu calismada onerilen metodoloji, c¢esitli biyogaz reform
yontemlerinin sonuglarimi dogru bir sekilde tahmin etmek icin farkli senaryolara kolayca uyum
saglamak iizere gelistirilmistir.

Bu c¢alisma, biyogaz reformu siireclerinde makine Ogrenimi tekniklerinin kullanimina
odaklanarak literatiirdeki boslugu doldurmaktadir. Literatiirde, biyogaz reformu siireclerinin ¢iktilarini
tahmin etmek i¢in makine 6grenimi tekniklerinin uygulanmasina dair ¢alismalar bulunmakla birlikte,
mevcut calismalar genellikle ANN gibi klasik yaklagimlar iizerine yogunlagsmaktadir. Bu ¢aligmada,
daha gelismis bir model olan CNN-LSTM kullanilarak biyogaz reformu siire¢lerinin ¢esitli ¢giktilarini
tahmin etme yetenegi arastirilmistir. Ayrica bu ¢alismada 6nerilen metodoloji, farkli biyogaz reformu
yontemleri ve kosullar1 altinda yiiksek dogrulukla tahmin yapabilen kapsamli bir ¢ergeve sunmaktadir.
Bu baglamda arastirmamiz, makine 6grenimi tekniklerinin biyogaz reformu siireglerinde nasil daha
etkin kullanilabilecegine dair yeni ve 6zgiin bir perspektif sunmaktadir.

Calismanin giris boliimiinde, biyogaz reformunun tarihsel ve teknolojik 6nemi verilmis, ¢esitli
kullanim alanlar1 ve mevcut bilimsel ilerlemeler kapsamli bir sekilde ele alinmistir. Calismanin ilerleyen
béliimleri ise su sekilde diizenlenmistir: ikinci boliimde, arastirmada kullanilan materyaller ve metotlar
detayli bir sekilde aciklannustir. Ugiincii béliimde, biyogaz reformu siirecinin cesitli ¢ikti
parametrelerini tahmin etmek icin kullanilan modellerin gelistirilmesi siireci anlatilmistir. Dordiincii
boliim, deneysel sonuglarin sunuldugu kisimdir; burada elde edilen verilerin analizi, model dogrulamasi
ve sonuglarin degerlendirilmesi gerceklestirilmistir. Son bdliimde ise elde edilen bulgularin tartisilmast
ve arastirmanin sonuglarina dair genel bir degerlendirme yapilmistir.

2. Materyal ve Metot

Biyogaz AD agirlikhi olarak karbondioksit (CO2), metan (CH4), su (H20) ve oksijen(O2)
icermektedir. Biyogaz yanabilir bir gaz oldugundan 1sinma ve 1sitma basta olmak iizere ¢ok amach
olarak kullanilabilir. Kullanim alaninin genis olmasi1 biyogazdan olabildigince verimli bir sekilde
faydalanmay1 gerektirir. Bu nedenle biyogaz isleminde ortaya ¢ikacak iirlinlerin dogru tahmin edilmesi
iiretim hattinda arz ve tiiketim hattinda kararlilif1 dogru yénetmeye yardimet olacaktir.

Bu ¢alismada, karbondioksit/metan (CO2/CH4), su/metan (H20O/CH4), oksijen/metan (O2/CH4)
ve reaktor sicakligt (RTEMP, °C) degerleri kontrol edilerek biyogaz reformu siirecindeki doniisiim
verimliligi (CONMET %), hidrojen/karbon monoksit oran1 (H2/CO), karbon yiizdesi (C %) ve
hidrojen/metan oran1 (H2/CH4) tahmin edilmistir. Biyogazin enerji degeri biiyiik 6l¢iide icerdigi CH4
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miktarma baglidir. Bu nedenle, H2/CH4 degerini tahmin etmek énemlidir. Tahmin edilen her bir deger
genellikle karmagik siirecleri daha iyi anlamak ve optimize etmek icin kullanilmaktadir. Biyogaz
reformu siireclerini optimize etmek icin deterministik modeller, stokastik modeller, makine 6grenmesi
ve yapay zekd yontemleri kullanilabilir. Deterministik modeller, genellikle denklemler kullanilarak
biyogaz iiretim siireclerini modellemeye calisir. Stokastik modeller, belirsizlik ve rastgelelik faktorlerini
dikkate alir. Bu modeller, siire¢ parametrelerinin belirli bir araliktaki degerlerine dayali tahminler
yapmaktadir. Ancak son yillarda, makine 6grenmesi ve yapay zekd, biyogaz iiretim tahminlerinde
kullanilan 6nemli araglardan biri haline gelmistir. Ozellikle Derin Ogrenme (DL: Deep Learning)
modelleri, karmasik siirecleri modellemek i¢in kullanilmaktadir. Bu model ve algoritmalarin temel
gorevi biyogaz reformu siireglerinin karmasikligini ve belirsizligini daha iyi anlamak ve yonetmektir.
Her modelin veya algoritmanin kendi avantajlar1 ve simirlamalart vardir ve hangi modelin
kullanilacagina karar verirken bu faktorler dikkate alinmalidir.

Bu aragtirmada, biyogaz reformu siirecine iliskin verilerin tahmin edilmesi amaciyla makine
Ogrenmesi algoritmalarindan Destek Vektor Regresyonu (SVR: Support Vector Regression)
kullanilmigtir. SVR, siirekli ¢iktilarin elde edildigi durumlarda, karmasik iligkilerin modellemesi ve
tahminlerin yapilmasi i¢in bagvurulan bir yontemdir. Biyogaz reformu siireci, ¢esitli girdi parametreleri
(karbondioksit/metan oran1 (CO2/CH4), su/metan oran1 (H20/CH4), oksijen/metan orani (O2/CH4) ve
reaktor sicaklign (RTEMP, °C) ile ¢iktilar (doniisiim verimliligi (CONMET, %), hidrojen/karbon
monoksit oran1 (H2/CO), karbon yiizdesi (C%), hidrojen/metan oran1 (H2/CH4) arasindaki iliskileri
kapsar. Bu karmasik iligkiler, SVR gibi makine 6grenmesi teknikleri ile etkin bir sekilde modellenebilir.
SVR, aykir1 degerlere ve hatali verilere karsi gosterdigi yiiksek dayaniklilik ile bilinir ve yiiksek
genelleme kapasitesine sahiptir. Ayrica modelin egitim verilerine asirt uymasini (overfitting)
engellemeye yonelik bir diizgiinlestirme (regularization) parametresi icerir. Bu parametre, modelin yeni
verilere olan uyum kabiliyetini artirarak genelleme yetenegini gii¢lendirir. Bu 6zelliklerinden dolay1
SVR, bu ¢aligmada tercih edilen yontem olmustur.

Bu arastirmada, biyogaz reformu siirecindeki faktorlerin tahmin edilmesi i¢in yalnizca makine
Ogrenmesi algoritmalarina degil, ayni1 zamanda karmasik iligkileri daha etkin bir sekilde modelleyebilen
LSTM yontemine de bagvurulmustur. Geleneksel tekrarlayan sinir aglarindaki uzun siireli bagimliliklar
ogrenmede karsilastig1 giicliikleri asmak amaciyla gelistirilen LSTM'ler, her bir hiicrenin veya néronun
bir “hafiza hiicresi” ile donatilmasiyla 6ne ¢ikmaktadir [15]. Bu hafiza hiicreleri, bilgiyi uzun siireler
boyunca koruma ve gerektiginde yeniden kullanma kapasitesi saglar. Biyogaz reformu siirecinde
LSTM'ler 6zellikle zaman serisi verilerini modellemek i¢in tercih edilmektedir. Bu modeller, normal
operasyonlardan sapmalar1 tespit etmede de kullanilabilir. Ornegin, biyogaz iiretim tesisindeki
beklenmedik bir diisiis veya artis durumunda, LSTM modeli bu anomaliyi belirleyerek operatorlere
uyarida bulunabilir. Ayrica LSTM'lerin basarisi, derin 6grenme modelleri ile birlestirildiginde daha da
artmaktadir [15]. Bu nedenle arastirmada zaman serisi ve siralt verileri igslemek i¢in kullanilan bir tiir
derin 6grenme modeli olan CNN ile LSTM yapis1 bir arada kullanilmistir.

CNN layer LSTM layer Connection layer
_______________ T________ . T = | |
; ; ” : | :
Tnput matix i‘ CNN Convolution Pooling LSTM Hidden Hidden Linear
input layer layer mput layer output | layer

i

/I — LSTM — E

x[TTTTTT]

T :@_» o — §~ ]
NNy !
X [ TTTTT]

%[ — \H — = _.E

Sekil 1. CNN-LSTM mimarisi [16].
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CNN-LSTM, genellikle zaman serisi verileri ve siral1 verileri islemek i¢in kullanilan bir tiir derin
ogrenme modelidir. CNN-LSTM modeli, hem CNN'in derin 6zellikleri 6grenme yeteneginden hem de
LSTM'in uzun siireli bagimliliklari modelleme yeteneginden faydalanmaktadir. Biyogaz reformu
stirecinde, CNN-LSTM genellikle zaman serisi verilerini tahmin etmede kullanilmaktadir. CNN yapist
birden ¢ok zaman serisi girisi arasindaki ozellikleri 6grenirken, LSTM bu 6zelliklerin zamana gore
degisim hareketlerini 6grenir ve istenilen iiretim hattinin verilerini tahmin etmek igin kullanir. CNN-
LSTM yapisinin genel yapis1 Sekil 1°de verilmistir.

Bu calismada kullanilan CNN-LSTM yapisinda, CNN boliimii bir dizi evrisimli ve havuzlama
katmanlarindan meydana gelmektedir. Bu katmanlar girdi verilerinden 6zellikleri otomatik olarak tespit
etmektedir. Evrisimli katmanlar, giris verileri iizerinde kayan pencereler kullanarak yerel ozellikleri
tespit eder. Havuzlama katmanlari, 6zelliklerin boyutlarini kiigiilterek modelin 6lgeklenme ve doniisiim
varyasyonlarina kars1 daha direngli hale gelmesini saglar. LSTM kismi ise evrisimli katmanlar
tarafindan ¢ikarilan 6zelliklerin zaman igindeki degisimlerini modellemek amaciyla kullanilir. LSTM
hiicreleri, bilgiyi uzun siireler boyunca muhafaza eder ve ihtiya¢ duyuldugunda bu bilgiyi geri
cagirabilir. Bu 6zellik modelin uzun vadeli bagimliliklar1 6grenmesini ve zaman serisi veriler {izerinde
tahminlerde bulunmasini miimkiin kilmaktadir.

3. Model Gelistirme

Bu arastirmada ii¢ farkli modelin gelistirilmesine odaklamlmustir. Ilk olarak, makine dgrenmesi
temelli bir SVR modeli ele almmustir. ikinci ve iigiincii modeller ise sirastyla LSTM ve CNN-LSTM
birimlerinin entegrasyonundan olusan CNN-LSTM modelleridir. Bu modellerin gelistirilmesi belirlenen
bir diizen dahilinde yiiriitiilmiistiir. Model gelistirme siirecinde, alt basliklar altinda detayl bir sekilde
aciklanan islem adimlar1 takip edilmistir. Bu adimlar, modelin yapisinin kurgulanmasindan baslayarak,
performansinin degerlendirilmesine kadar olan siirecgleri kapsamaktadir.

Model gelistirme siirecinin ilk asamas1 olarak veri toplama ve 6n isleme gergeklestirilmistir. ilgili
modelleme problemimiz (biyogaz reformu) ile alakali tarihsel veriler toplanmis ve bu veriler, SVR,
CNN veya CNN-LSTM yapisina uygun bicimde o6n iglemeye tabi tutulmustur. Siirecin ikinci
asamasinda, toplanan veriler lizerinden modelin tahmin kapasitesini artiracak énemli 6zellikler segilmis
ve analiz edilmistir. Bu 06zellikler regresyon problemlerinde hedef degiskenin degerini optimum
diizeyde belirlemeye yardime1 olmaktadir. Ugiincii asamada veri seti egitim ve test veri kiimelerine
ayrilmistir. Burada egitim kiimesi modelin egitilmesi, test kiimesi ise modelin performansinin
degerlendirilmesi amactyla kullanilmigtir. Modelin gelistirilmesi ve egitimi, kullanilan makine
Ogrenmesi veya yapay zeka algoritmalarinin 6zelliklerine bagli olarak farklilik gostermektedir ve bu
nedenle farkli bashiklar altinda incelenmistir. Gelistirilen modelin performansi, test veri kiimesi
iizerinden degerlendirilmekte olup performans degerlendirmesi esas olarak modelin hedef degiskeni ne
kadar dogru tahmin ettigini Ol¢mektedir. Regresyon problemleri igin sik kullanilan performans
olgiitlerinden biri Kok Ortalama Kare Hata (RMSE: Root Mean Squared Error)'dir [17]. Son asamada
model ger¢ek diinya uygulamalarina entegre edilmelidir. Egitim ve dogrulama islemlerinden sonra
model, yeni verilere dayali olarak hedef degiskenin degerini tahmin etmek iizere kullanilabilir. Bu,
modelin gercek diinya verileri iizerindeki tahmin ¢aligsmalarini miimkiin kilmaktadir.

3.1. Veri Toplama ve On Islem

Bu calisma igin veri iretimi, farkli girdi kosullar1 altinda biyogaz reformu siire¢lerinin g¢esitli
sonuclarini elde etmek amaciyla RGibbs reaktdr modelini kullanan Aspen Plus benzetim yazilimi
kullanildi. Bu analizde, biyogazin sadece CH4 ve CO2 igerdigi varsayildi ve CO2 ile CH4 orani 0.3 ile
3 arasinda degistigi kabul edildi. Calisma ayrica birkac baska degiskeni de goz 6niinde bulundurdu. H20
ile metan orani 0 ile 9 arasinda degisti, O2 ile metan orani 0 ile 0,3 arasinda degisti ve reformer sicakligi

200 ile 1000°C arasinda olacak sekilde ayarlandi.
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Benzetimlerden elde edilen ¢ikti parametreleri arasinda, biyogazdaki metanin mol basina
hesaplanan metan doniisiim orani, H2/CO orani, kok olusum oran1 ve sentez gazindaki CO, CO2 ve H2
oranlar1 bulunmaktadir. Bu veri seti, farkli reform senaryolarinin verimliligini ve uygulanabilirligini
analiz etmek icin kapsamli bir temel saglamaktadir. Gelecekteki caligmalarda ozel arastirma
ihtiyaglarina uygun olarak daha da gelistirilebilir veya ek parametreleri incelemek i¢in genisletilebilir
bir yapida ele alinmustir.

Elde edilen veriler iizerinde 6n islem uygulanmis ve eksik degerler kontrol edilmistir. Ek olarak
aykinn degerler uzman degerlendirmesinin ardindan veri kiimesinden c¢ikarilmistir. Veriler
hazirlandiktan sonra SVR modeli i¢in ‘numpy’ dizileri kullanilmigtir. Yapay zeka algoritmalari igin
verilere ‘scaler’ doniislim uygulanmistir. Ayrica derin dgrenme modellerinde, &zelliklerin
normallestirilmesi genellikle modelin daha hizli ve daha etkin bir sekilde egitilmesine yardimci
olmaktadir. Normallestirme, gradyan inis gibi optimizasyon algoritmalarinin daha hizli ve daha etkin
bir sekilde yakinsamasini saglamaktadir.

CNN yapist, genelhkle goriintii isleme gibi alanlarda kullanilir ve bu tiir uygulamalar tipik olarak
ti¢ boyutlu veri gerektirir. Ornegin bir renkli goriintii genellikle yiikseklik, genislik ve renk kanallarindan
olusan {i¢ boyuta sahiptir. Bu baglamda model egitimi igin verilerin ii¢ boyutlu olarak hazirlanmasi
onem tagir. CNN girisinde kullanilan ii¢ boyutlu veriler, CNN'nin birden fazla boyutta yerel 6zellikleri
es zamanli olarak yakalamasina olanak tanir ve bu da verinin daha kapsamli bir temsilini saglar. Calisma
kapsaminda, verileri li¢ boyutlu formatlara doniistirmek i¢in Python'un ‘numpy’ kiitiphanesine ait
‘reshape’ fonksiyonundan yararlanilmistir. ‘Reshape’ fonksiyonu, verileri belirlenen boyutlara uygun
sekle getirmek i¢in kullanilmaktadir. Derin 6grenme modellerimiz igin veriler 6rnek say1st, zaman adimi
say1s1 ve Ozellik say1s1 olmak iizere {i¢ boyutta yapilandirilmistir. Bdylece veri 6n isleme siireci bu ii¢
boyuta gore optimize edilmistir.

3.2. Veri Bolme

Biyogaz reformu asamasinda elde edilen verileri bolme islemi, siiflandirma tiir verilere gore
farkli olmalidir. Biyogaz reformu zamana bagl veriler sirali bir yapiya sahiptir ve bu yapi, modelin
egitim ve test siirecinde korunmalidir. Calisma kapsaminda ele alinan problem ge¢mis verilere
dayanarak gelecek verileri tahmin edebilmektir. Bu nedenle veri bolme islemine dikkat edilmez ise
gelecekteki bilgilere dayali olarak ge¢misi tahmin etmeye ¢alisan bir model olusturabilir. Bu durum
gercek problemlerde istenmeyen bir hatay1 ortaya ¢ikaracaktir. Caligma kapsaminda elde edilen veriler
zaman tabanli olarak boliimlenmistir. Bu boliimleme islemi ile veri setinin bir boliimii (70% - 90.321
adet) (genellikle eski veriler) modelin egitilmesi i¢in ve kalan bolimii (yeni veriler — 38.709 adet)
modelin test edilmesi igin ayrilmistir. Sekil 2°de veri bolme islemi gosterilmistir.

EGITIM VE TEST VERISI DAGILIMI

20000 40000 60000 80000 100000 120000
VERI SAYISI

Sekil 2. Veri bolme islemi.
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Sekil 2°de veri setinin egitim ve test verilerinin dagilimi verilmistir. Mavi alan, egitim verilerini
temsil ederken, turuncu alan test verilerini gostermektedir. X ekseni, veri setindeki veri noktalarinin
say1sini gosterirken, y ekseni ise bu veri noktalarinin sikligin1 temsil etmektedir. Sekil 2, veri setinin
boliinmesi ve kullanimimin gérsel bir dzetini saglayarak, egitim ve test verilerinin veri seti {izerindeki
kapsamini ve dagilimini sunmaktadir.

3.3. Model Parametreleri ve Egitim

Model gelistirme siirecinde, SVR, CNN ve CNN-LSTM yapisi olmak {iizere farkli yapilar igin
cesitli modelleme parametreleri kullanilmistir. SVR, Destek Vektdr Makinelerinin (SVM: Support
Vector Machines) siniflandirma yetenegi, siirekli hedef degiskenleri tahmin etmek {izere uyarlanmis bir
versiyonudur. SVM, genellikle iki sinif arasindaki farki en iist diizeye ¢ikarmaya calisirken, SVR modeli
belirlenen bir hata farki i¢inde kalan tahminlerin sayisini en iist diizeye ¢ikarma amacina yonelik
caligmaktadir. Python programlama dilinde SVR modellerini egitmek ve tahminlerde bulunmak i¢in
siklikla kullanilan ‘Scikit-learn’ kiitiiphanesi bu siiregte tercih edilmistir [18]. SVR algoritmalarinin en
onemli 6zelliklerinden biri ¢ekirdek (kernel) fonksiyonlaridir. Bu algoritmalarda kullanilan c¢ekirdek
fonksiyonu, O6zelliklerin daha yiiksek boyutlu bir uzaya doniistiiriilmesini saglamaktadir. Dogrusal
olarak ayrilamayan verilerin ayrilabilir hale gelmesine olanak tanir. Bu ¢aligmada, ¢ekirdek fonksiyonu
olarak Radyal Taban Fonksiyonu (RBF: Radial Basis Function) kullamilmistir. RBF ¢ekirdegi, veri
noktalar1 arasindaki mesafeyi hesaplar ve bu mesafeyi Gaussian (Normal) dagilim fonksiyonuna tabi
tutarak verinin daha yiiksek boyutlu bir uzaya doniistiiriilmesini saglar. RBF ¢ekirdeginin bir diger
onemli parametresi olan ‘gamma’, ¢ekirdek fonksiyonunun seklini etkileyerek modelin performansini
dogrudan etkiler.

Klasik makine dgrenmesi algoritmalarindan biri olan SVR iizerine model gelistirme ¢aligmalari
tamamlandiktan sonra, LSTM ve CNN ile biitiinlesmis LSTM modelleri iizerindeki calismalara
gecilmistir. LSTM modeli i¢in kullanilan parametreler, Cizelge 1°de detaylandirilmistir. Bu gegis farkli
modelleme tekniklerinin karsilastirmali analizini ve her birinin veri seti iizerindeki performansini
degerlendirmeyi amaglamaktadir.

Cizelge 1. LSTM Model Parametreleri.

Parametreler Degerler
Gizli Durum Boyutu (Hidden State Size) 8
Katman Sayis1 (Number of Layers) 3
Aktivasyon Fonksiyonu (Activation Function) tanh
Birakma Orani (Dropout Rate) 0.2
Optimizasyon Algoritmasi Adam optimization
Ogrenme Orani (Learning Rate) 0.001
Toplu Boyut (Batch Size) 64
Egitim Donemi (Number of Epochs) 250, 500, 750

LSTM modeli i¢gin kullanilan parametreler, Cizelge 1’de verilmistir. Bu parametrelerden Gizli
Durum Boyutu (Hidden State Size), modelin 6grenebilecegi bilgi miktarin1 etkileyen onemli bir
faktordiir. Genellikle daha biiyiik bir gizli durum boyutu, modelin daha karmasik 6zellikler 6grenmesine
imkan tanirken, asir1 uyum riskini de artirabilir. Bu nedenle veri miktarina uygun bir boyut
belirlenmistir. Caligmada bu deger 8 olarak ayarlanmigtir. Katman Sayis1 (Number of Layers) ise,
modelin daha detayli 6zellikleri 6grenmesine yardime1 olur ancak hesaplama maliyetini ve agirt uyum
riskini ylikseltir. Bu nedenle 3 olarak belirlenmistir. Asir1 6grenmeyi dnlemek i¢in Birakma Orani
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(Dropout Rate), egitim sirasinda rastgele secilen ndronlarin devre dis1 birakilmasini saglamak amaciyla
kullamlmistir. Toplu is Boyutu (Batch Size), hesaplama verimliligi ve modelin genelleme yetenegini
artirmak i¢in 64 olarak ayarlanmistir. Modelde aktivasyon fonksiyonu olarak ise genellikle -1 ile 1
arasindaki ¢ikt1 gerektiren durumlar icin tercih edilen ‘tanh’ fonksiyonu kullanilmistir. Bu fonksiyon,
zaman serisi verilerinin bu aralikta basariyla normallestirilmesi durumunda idealdir. Modelin asir1
o6grenme durumunu izlemek ve model basarisini1 dénemsel olarak degerlendirebilmek amaciyla 250, 500
ve 750 egitim donemi degerlerinde egitimler gerceklestirilmistir.

Caligma kapsaminda gelistirilen bir diger model yapis1 ise CNN ve LSTM bilesenlerini birlestiren
CNN-LSTM mimarisidir. Bu yap1 hem uzamsal hem de zamansal 6zelliklerin 6grenilmesine olanak
tanir ve bu avantaji sayesinde, video analizi veya ¢ok boyutlu zaman serisi veriler gibi karmagik
problemlerin ¢oéziimiinde son derece etkilidir. Ancak CNN ve LSTM bilesenlerinin ¢ok sayida
parametresi bulunmaktadir ve bu parametrelerin ayarlanmasi zaman alici ve karmasik bir siireg
gerektirebilir. CNN-LSTM yapisinda kullanilan parametreler, Cizelge 2°de ayrintili olarak sunulmustur.

Cizelge 2. CNN-LSTM Model Parametreleri.

Parametreler Degerler
Evrigim katman filtreleri 32
Evrigim katmani ¢ekirdek boyutu 1
Evrisim katmaninin aktivasyon fonksiyonu tanh
Havuzlama katmani havuz boyutu 1
Havuzlama katmaninin aktivasyon fonksiyonu ReLu
Zaman adimi, yerlestirme boyutu 12
Parti boyutu 32
Ogrenme orani 0.0001
Optimizasyon Adam
Kay1p fonksiyonu Mean absolute error
Donem Sayisi 250, 500, 750
LSTM katmanindaki gizli birimlerin sayisi 64
LSTM katmaninin aktivasyon fonksiyonu tanh

Cizelge 2’de verilen parametreler CNN-LSTM modelinin performansini ve egitim siiresini
onemli Olciide etkilemektedir. Parametre ayarlanmasi genellikle deneme yanilma siireci ile
gerceklestirilmektedir. Bu nedenle ilk denemelerde LSTM yapisinda gizli katman sayis1 48 olarak
belirlenmistir. Elde edilen ilk sonuglar yeterli basar1 géstermediginden ikinci bir katman daha eklenerek
16 gizli katman sayis1 belirlenmistir. Ik sonuglar iyilestirme gdstermistir. Ancak kabul edilebilir
seviyede degildir. Bu nedenle model yapist degistirilmis ve ilk LSTM katman sayis1 64, ikincisi ise 48
olarak ayarlanmigtir.

Hazirlanan modeli gelistirmek i¢in her tiirden derin 6grenme modelini tanimlamak ve egitmek
icin uygun kosullari saglayan Python programlama dilinde olusturulmus bir derin 6grenme kiitiiphanesi
olan TensorFlow Keras kullamilmistir. Model yapisinda aktivasyon fonksiyonu olarak ReLU
kullanilmigtir. ReLU, diger aktivasyon fonksiyonlarina gore (sigmoid veya tanh gibi) daha az hesaplama
maliyetine sahiptir. Bu durum zaman serisi verilerinde daha az islem gerektirmektedir. Ayrica ReL U,
ciktilar1 sifira esitleme yetenegi sayesinde, néronlarin aktif hale gelmesi i¢in bir tiir se¢gim mekanizmasi
saglamaktadir. Bu yetenegi sinir agmin genel olarak daha etkili ve verimli olmasma yardimci
olmaktadir. Model egitimi LSTM yapisinda da oldugu gibi kademeli olarak gergeklestirilmistir.
Baylelikle modelin asir1 6grenmesi {izerine bilgi edinilmistir.
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4. Deneysel Sonuclar

4.1. Degerlendirme Metrikleri

Caligma kapsaminda hazirlanan modelleri test edebilmek i¢in birden fazla yontem kullamlmastir.
IIk test islemlerinde istatistiksel tahminlerin dogrulugunu degerlendirmekte kullanilan bir metrik olan
RMSE kullanilmistir [17,18]. RMSE, tahmin edilen degerler ile gercek degerler arasindaki farklarin
karesinin ortalamasinin karekokii olarak hesaplanmaktadir (Denklem 1).

RMSE — n (éi_ai)z (1)

=1 o

Deneysel ¢alismalarda model testi i¢in kullanilan diger bir yaklagimda Ortalama Mutlak Sapma
Hatas1 (MADE: Mean Absolute Deviation Error)’dir [19]. Genellikle regresyon modellerinin
performansini 6lgmek icin kullanilan MADE, tahmin edilen degerler ile gercek degerler arasindaki
ortalama mutlak farki temsil etmektedir. Diger bir deyisle her bir tahminin ne kadar "yanildigin1"
belirlemeye c¢alisir.r MADE hem pozitif hem de negatif hatalarin biiyiikliigiinii dikkate almaktadir.
Ancak hata yoniinii (yani tahminin ger¢ek degerden ¢ok mu yiiksek yoksa ¢ok mu diisiik oldugunu)
dikkate almaz. Bu nedenle RMSE ve Ortalama Mutlak Yiizde Hatasi (MAPE: Mean Absolute
Percentage Error) gibi diger hata metrikleriyle birlikte kullanilir [20].

MAPE, tahmin edilen degerler ile ger¢ek degerler arasindaki mutlak yiizde farkin ortalamasini
hesaplar. Tahminlerin ger¢ek degerlere gore ne kadar yiizdesel olarak sapma gosterdigini belirler.
MAPE Denklem 2’de verildigi gibi hesaplanmaktadir.

|lactual—forecast|
|lactual|

MAPE = (1/n) 2( ) «100 2

Denklem 2’de gosterildigi gibi her bir tahmin i¢in, tahmin edilen deger ile ger¢ek deger arasindaki
farki hesaplanir. Ardindan bu farkin mutlak degerini alinir. Bu mutlak fark, gercek degere boliinerek
yiizdesel hata degerini elde edilir. MAPE, hatalar1 orijinal Olgekte degil de yiizdesel olarak
degerlendirmenin daha anlaml oldugu durumlar i¢in yararlidir.

4.2. SVR Modeli ile CONMET (%), H2/CO, C(%), H2/CH4 Verilerinin Tahmini

Bu calismada gelistirilen SVR modeli, belirli parametreler iizerinden CONMET (%), H2/CO, C
(%), H2/CH4 verilerinin tahmini amaciyla kullanilmigtir. Model dogrulama siirecinde, test islemleri igin
secilen veriler, modelin egitim asamasinda kullanilmamistir. Modelin gérmedigi veriler iizerindeki
performansinin degerlendirilmesi agisindan 6nemlidir. Sekil 3, tahmin edilen degerlerin gergek verilere
gore konumlarin1 gorsel olarak sunmakta ve bdylece modelin tahmin dogrulugu hakkinda bilgi
vermektedir.

Sekil 3°te SVR modeli ile tahmin edilen CONMET (%), H2/CO, C (%), ve H2/CH4 degerleri ile
bu parametrelerin gergek degerleri arasindaki iliski gosterilmektedir. Her bir grafik, x ekseninde test
verisi indekslerini ve y ekseninde ilgili parametre degerlerini temsil etmektedir. Mavi noktalar gergcek
degerleri, kirmizi noktalar ise SVR modeli tarafindan tahmin edilen degerleri gdstermektedir.
CONMET(%) grafiginde, tahmin edilen degerlerin gercek degerlere gore olduk¢a dagilmis oldugu
goriilmekte, bu da modelin bu parametre i¢in daha yiiksek bir hata oranina sahip olabilecegine isaret
etmektedir. H2/CO ve C (%) grafiklerinde, tahminlerin genel olarak gerg¢ek degerlere daha yakin oldugu,
ancak yine de belirli noktalarda 6nemli sapmalarin mevcut oldugu gdzlemlenmektedir. H2/CH4
grafiginde ise, modelin tahminleri ger¢ek degerlere nispeten daha diigiik bir dogrulukla uyum saglamis
goriinmektedir.
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Sekil 3. SVR modeli ile tahmin edilen ve ger¢ek degerlerinin karsilastirmali analizi.

4.3. LSTM Modeli ile CONMET (%), H2/CO, C(%), H2/CH4 Verilerinin Tahmini

Bu calismada gelistirilen LSTM modeli, belirli bir veri seti iizerinden CONMET (%), H2/CO, C
(%), ve H2/CH4 verilerinin tahmin edilmesi amaciyla kullanilmistir. Model 250, 500 ve 750 egitim
donemi olmak {iizere ii¢ farkl: iterasyon sayisinda egitilmistir. Elde edilen sonuclar incelendiginde 250
ile 500 egitim doénemi arasinda iyilesmenin fazla oldugu, 500-750 egitim donemi arasinda model
basarisinin ¢ok degismedigi gozlemlenmistir. 750 egitim donemi sonucunda elde edilen LSTM

sonuglart Sekil 4’te verilmistir.

Sekil 4’te sunulan dort farkli grafik, LSTM modeli kullanilarak elde edilen tahmin sonuglarinin
gercek degerlerle karsilastiriimasini gostermektedir. CONMET (%) i¢in tahminlerin gergek degerlerden
onemli 6l¢iide sapmalar gosterdigi gozlemlenmektedir. H2/CO parametresi i¢in de benzer bir durum sz
konusudur. C (%) parametresinde ise tahminlerin genel olarak gergek degerler ile ortiistiigii, daha diisiik
bir sapma ile yer aldig1 goriilmektedir. H2/CH4 grafiginde, tahminlerin gercek degerlere gore daha
homojen bir dagilim gdsterdigi ancak az miktarda da olsa sapmalar icerdigi belirlenmistir.
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Sekil 4. LSTM modeli ile tahmin edilen ve ger¢ek degerlerinin karsilastirmali analizi.

4.4. CNN-LSTM Modeli ile CONMET (%), H2/CO, C(%), H2/CH4 Verilerinin Tahmini

Bu calismada gelistirilen CNN-LSTM modeli, belirli bir veri seti iizerinden CONMET (%),
H2/CO, C (%), ve H2/CH4 degerlerinin tahmini i¢in kullanilmigtir. Modelin test siirecinde, model
egitimi  sirasinda  kullanilmamis olan veriler kullanilarak modelin genelleme kabiliyeti
degerlendirilmistir. Model 250, 500 ve 750 egitim donemi siiresince egitilmis olup, kayip (loss)
degerleri bu egitim donemleri boyunca incelenmistir. Analiz sonuglarina gére model 250 egitim
déneminden sonrasinda kayip degerlerinde belirgin bir iyilesme gdstermis, bu da modelin bu noktadan
itibaren daha iyi sonuglar vermeye basladigini gdstermektedir. Bu bulgular CNN-LSTM modelinin
belirlenen parametreler altinda nasil performans gdsterdigine dair 6nemli bilgiler sunmakta ve modelin
daha ileri diizeyde optimizasyonu i¢in yol gosterici olmustur. Sekil 5’te CNN-LSTM modelinin ger¢ek
degerler ve tahmin edilen degerler arasindaki iliskiyi gosteren grafik verilmistir.
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Sekil 5. CNN-LSTM modeli ile tahmin edilen ve gercek degerlerinin karsilastirmali analizi.

Sekil 5’te CNN-LSTM modeli kullanilarak elde edilen tahmin sonuglarinin gercek degerlerle
karsilagtirilmast  gosterilmektedir. CONMET (%) grafiginde, tahminlerin genel olarak gercek
degerlerden diisik oldugu ve ozellikle daha yiiksek degerlerde tahminlerin ger¢ek degerlerden
uzaklastig1 goriilmektedir. H2/CO parametresi igin tahminler, ger¢ek degerlere nispeten daha diizgiin
bir dagilim sergilese de bazi noktalarda énemli sapmalar mevcuttur. C (%) icin tahminlerin gercek
degerlere olduk¢a yakin oldugu gézlemlenmektedir, bu da modelin bu parametre {izerinde daha iyi
performans gdsterdigini isaret etmektedir. H2/CH4 grafiginde, tahminlerin genel olarak diisiik oldugu
ve gergek degerlerin lizerine ¢ikmadig goriilmektedir.

Gelistirilen CNN-LSTM modelinin tahmin yeteneginin hem klasik SVR modeline hem de tek
basina LSTM modeline kiyasla daha iistiin oldugu gozlemlenmistir. Modelin kayip (loss) degerleri
iizerinde yapilan inceleme, 500 egitim donemine ulastiginda kayiplarin dnemli 6lgiide azaldigini ortaya
koymustur. Bu azalma tahminlerin dogrulugunu artirmistir. CNN’in karmagik yapilar1 6grenme
yetenegi, LSTM’in zaman serisi verileri iizerindeki basarisi ile entegre edilerek giiclendirilmistir.
Katman sayisindaki optimizasyon ¢aligmalarinin, modelin performansint 6nemli Sl¢iide artirdigini
gostermistir. 48 katmanli LSTM yapisina kiyasla 64 katmanli modeller daha iyi sonuclar elde etmistir.
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Katman sayisindaki bu artig, modelin karmasik iliskileri ezberlemesine olanak tanimaktadir. Ancak bu
durumun olumsuz etkilerinden kagimmak igin biiylik veri setleri ile ¢alismak gereklidir. Yapilan
caligmalarda 500 ve sonrasindaki egitim doneminden sonra modelin performansinin stabil bir duruma
geldigi belirlenmistir.

4.5. RMSE, MADE ve MAPE Sonuclart

Gergeklestirilen tahminlerin dogrulugunu 6lgmek icin RMSE, MADE ve MAPE gibi istatistiksel
hata metrikleri kullanilmistir. Bu metrikler, modelin tahmin edilen degerlerinin gercek degerlerden ne
kadar sapma gosterdigini niceliksel olarak ifade etmektedir. Elde edilen sonuglar Cizelge 3’te
sunulmustur.

Cizelge 3. CONMET (%), H2/CO0, C (%) ve H2/CH4 Verilerindeki Hata Degerlerinin

Karsilagtirilmasi.
Veriler Metrikler | Regresyon Modelleri
SVR LSTM CNN-LSTM
250 500 750
Egitim Donemi Egitim Donemi Egitim Donemi
250 500 750 1.Model | 2.Model | 1.Model | 2.Model | 1.Model | 2.Model
Egitim | Egitim | Egitim
Donemi | Donemi | Donemi
Conmet(%) | RMSE 2,1683 1,1371 | 0,8461 1,2299 | 0,8467 0,1905 | 2,0022 | 0,1905 0,3581 0,2389
MADE 1,8609 0,7834 | 0,5749 | 1,0994 | 0,6906 | 0,1311 1,4904 | 0,1312 0,2384 0,1754
MAPE 5,4385 0,0341 | 0,0281 | 0,0426 | 0,0208 0,0036 | 0,0523 0,0036 | 0,0091 0,0048
H2/CO RMSE 83,7562 | 12,3617 | 8,1898 | 9,3711 | 23,2664 | 3,4602 | 21,5748 | 3,0421 33,7274 | 4,6341
MADE 32,0024 | 5,20623 | 3,7232 | 5,8658 | 19,8081 | 2,0192 9,8081 1,3465 11,6791 | 2,3651
MAPE 444,5652 | 0,6861 | 0,4875 | 1,2395 | 5,4562 0,3479 1,9628 0,0914 | 2,2284 0,1515
C (%) RMSE 0,8045 0,2418 | 0,3245 | 0,3319 | 0,7631 0,1282 0,1619 0,0866 0,3672 0,0747
MADE 0,5811 0,1573 | 0,2098 | 0,2526 | 0,5632 0,0645 0,0831 0,0481 0,2011 0,0391
MAPE 0* 0* 0* 0* 0* 0* 0* 0* 0* 0*
H2/CH4 RMSE 0,0697 0,0174 | 0,0261 | 0,0448 | 0,0093 0,0083 0,0063 0,0132 0,0071 0,0054
MADE 0,0613 0,0136 | 0,0227 | 0,0406 | 0,0062 0,0061 0,0045 0,0111 0,0053 0,0041
MAPE 8,5456 0,0618 | 0,1823 | 0,2653 | 0,0172 0,0151 0,0123 0,0326 0,0132 0,0094

Cizelge 3, farkli modeller (SVR, LSTM, CNN-LSTM) i¢in ¢esitli egitim donemlerinde (250,
500, 750) ve farkli modeller (Model 1, Model 2) kullanilarak elde edilen tahmin sonuglarini
degerlendirmekte olan istatistiksel hata metrikleri (RMSE, MAE, MAPE) ile sunulmustur.
Degerlendirme, dort farkli veri tiiri (CONMET (%), H2/CO, C (%), H2/CH4) iizerinde yapilmstir.
CONMET (%) verileri igin CNN-LSTM modelinin farkli egitim donemleri sonrasinda elde edilen
RMSE, MADE ve MAPE degerleri sirasiyla 0,1905, 0,1311 ve 0,0036 olarak kaydedilmistir. Bu
degerler, modelin veri seti iizerinde olduk¢a diisiik hata oranlan ile yiliksek dogrulukta tahminler
yapabildigini gostermektedir. Benzer sekilde, veri setinde yer alan diger 6zellikler ve modeller igin de
performans degerlendirilmis ve genel olarak egitim donemi sayisi arttikca modelin performansinin
tyilestigi gézlemlenmistir. Ancak 500 egitim déneminden sonra modelin basarisinda negatif yonde bir
etkinin oldugu gézlemlenmistir. H2/CO verileri i¢in ise LSTM ve CNN-LSTM modellerinin 6zellikle
yiiksek egitim donemi degerlerinde oldukca diisik RMSE, MAE ve MAPE degerleri elde ettigi
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goriilmektedir. Bu da zamanla modelin bu veri tiiriinii daha iyi tahmin edebildigini gostermektedir. C
(%) ve H2/CH4 veri setlerinde de benzer iyilesmeler ve diisiik hata oranlari dikkat ¢ekmektedir.

5. Tartisma ve Sonug¢

Bu caligmada, farkli regresyon modellerinin (SVR, LSTM, CNN-LSTM) performanslari,
CONMET (%), H2/CO, C (%), ve H2/CH4 gibi zaman serisi veriler lizerinde degerlendirilmistir. Model
performanslarin1 degerlendirmek i¢in kullanilan RMSE, MADE ve MAPE metrikleriyle, CNN-LSTM
modelinin 6zellikle 500 egitim donemi sonunda diger modellere gore {istiin performans sergiledigi
belirlenmistir. Diger modellere gore daha diisiikk performans gosteren SVR modelinin, 6zellikle
karmasik zaman serisi verileri gibi yiiksek boyutlu ve karmagik yapiya sahip veri setlerinde daha diisiik
performans gdsterdigi bilinmektedir. Bu durumun c¢alismada kullandigimiz veri seti iizerinde diisiik
performans gdstermesinin temel nedenleri arasinda modelin dogrusal ve dogrusal olmayan iliskileri
modelleme kapasitesinin sinirli olmasi yer almaktadir. SVR, veriler arasindaki iligkileri yalnizca belirli
bir ¢ekirdek fonksiyonu araciligiyla yakalamakta ve bu da modelin karmasik iliskileri 6grenme
yetenegini sinirlamaktadir.

CNN-LSTM modeli, CNN’in karmagik ozellikleri algilama yetenegi ve LSTM’in zaman serisi
verilerdeki uzun siireli bagimliliklart 6grenme kabiliyeti ile gliglendirilmistir. CNN katmanlari,
verilerden ¢ok diizeyli 6zellikler ¢ikarabilir ve bu 6zellikler LSTM katmanlarina beslenir. LSTM, bu
Ozelliklerin zaman i¢inde nasil degistigini anlamak i¢in hafiza mekanizmasini kullanir. Bdylece uzun
vadeli bagimliliklar ve iliskiler model i¢inde korunur ve tahmin edilir. Bu biitiinlesmis yaklasim, CNN-
LSTM modelinin zaman serisi veriler {izerinde 6zellikle etkili olmasini saglar ve SVR modeline gore
daha dinamik ve karmasik veri yapilarim1 daha basarili bir sekilde modelleyebilmesine olanak tanir.
CNN-LSTM modeli i¢in 750 egitim donemi sonunda elde edilen RMSE, MADE ve MAPE degerleri
egitim donemi siiresinde farkliliklar gostermektedir. RMSE, MADE ve MAPE degerleri sirasiyla
0.1905, 0.1311 ve 0.0036 olarak oOl¢iilmiistiir. Bu degerler modelin farkli egitim donemlerinde
modellerin tahmin dogrulugu hakkinda bilgi vermektedir. Elde edilen sonuglar incelendiginde, egitim
donemlerinin artirilmasinin model basarisi iizerinde her zaman pozitif etki yapmadigi goriilmiistiir.

Birgok ¢alismada g6z ard1 edilen modelin hesaplama siirecine dair detaylar, bir makine 6grenmesi
projesinin uygulanabilirligi ve siirdiiriilebilirligi agisindan 6nem tasir. Bu bilgiler, modelin gercek diinya
kosullarinda ne kadar etkin ve verimli calisabilecegini gosterir. Ozellikle, modelin egitim ve test
siireleri, kullanilan donanimin kapasitesi ve maliyeti, modelin farkli donanimlarda nasil performans
gosterdigi gibi faktorler, modelin son kullanicilar tarafindan kabul edilebilirligini dogrudan etkiler. Bu
nedenle modelin hesaplama siirecinin detaylari, akademik arastirmalarin yani sira endiistriyel
uygulamalar i¢in de biiyiik 6nem tasir. Calisma kapsaminda gelistirilen CNN-LSTM modeli, 750 egitim
donemi sonucunda test kiimesindeki verileri 83 saniyede tahmin edebilmistir. Her bir veri noktasinin
islenme siiresi ise yaklagik 0,05 saniye olmustur. ilgili modelin egitim siireci NVIDIA Geforce RTX
3060 Ti ekran karti kullanilarak gerceklestirilmis ve bu siire¢ yaklasik 2 saat 75 dakika siirmiistiir.
Modelin test islemleri ise ekran kart1 kullanilmadan, Intel i7 islemci ve 16 GB RAM kapasitesine sahip
bir bilgisayar ile yapilmistir. Bu bilgiler, modelin ger¢ek diinya uygulamalarinda kullaniminin maliyet
ve zaman ac¢isindan degerlendirilmesine olanak tanimaktadir.

Gelecek ¢alismalarda, modelin basarisini artirmak i¢in farkli endiistrilerden ve farkl tiirde veri
kiimelerinden veriler kullanilabilir. Ayrica modelin hesaplama verimliligini artirmak i¢cin donanim
optimizasyonlari, paralel isleme teknikleri ve daha gelismis parametre ayarlama yontemleri entegre
edilebilir. Bu yaklasim modelin daha genis uygulama alanlarinda etkin bir sekilde kullanilmasini
saglayarak, endiistriyel uygulamalar ve bilimsel arastirmalar i¢in yenilik¢i ¢oziimler sunabilir. Modelin
egitim ve test silireclerinde kullanilan donanimin detaylarmi dikkate almak, modelin uygulama
maliyetini ve erisilebilirligini optimize edecektir. Bu calismanin sonuglari, karmasik zaman serisi
verilerinin modelleme ve tahmin yeteneklerini gelistirme potansiyeli tagidigindan, gelecekteki
teknolojik ve bilimsel ilerlemeler i¢in bir zemin hazirlamistir.
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