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Saglik Veri Setlerinde Oznitelik Seciminin Simiflandirma Performansina Etkisi

The Effect of Feature Selection Methods to Classification Performance in Health Datasets

Mert DEMIRARSLAN', Asli SUNER*2

oz

Giris: Glintimiizde veri setleri, farkli cihazlardan toplanan verilerle ¢ok yiiksek boyut-
lu ve spesifik hale geldiginden, 6znitelik se¢imi veri madenciliginde veri boyutunu
azaltmada onemli bir veri 6n isleme adimidir. Bu ¢alisma, 6znitelik se¢im yontemlerini

Received/Gelis : 7.03.2021
Accepted/Kabul: 21.03.2021
Publication date: 15.04.2021

kullanarak makine 6grenmesi yontemlerinin hesaplama siiresini ve maliyetini diisiiriip } Mert DEMIRARSLAN
siniflandirma performansinin iyilestirilmesini amaglamaktadir. Gereg ve Yontem: Ozni- Ege Universitesi, Tip Fakiiltesi,
telik secim yontemleri; filtreleme yontemleri, sarmal yontemler ve gémiilii yontemler Biyoistatistik ve Tibbi Bilisim
olmak {iizere ii¢ ana baglik altinda incelenmektedir. Calismada, makine 6grenmesi sinif- Anabilim Dali, Izmir, Tiirkiye
landirma algoritmalarindan destek vektor makinesi, Naive Bayes ve karar agaglar1 yon- ORCID: 0000-0001-8848-7340

temleri kullanilmistir. Calismada kullanilan veriler UCI ve Kaggle veri tabanlarindan
elde edilmistir. Algoritmalarin siniflandirma performanslarini karsilastirmak i¢in dogru-
luk, duyarlilik, 6zgiilliik, kesinlik ve F 6lgiitii degerleri hesaplanmistir. Tiim analizlerde
WEKA 3.8.3, R3.3.0 ve Tableu programlari kullanilmistir. Analizlerde uygun yontemler

kullanilarak gereksiz dznitelikler ¢ikarildiktan sonra; algoritmalarin siniflandirma per- Ash SUNER
formanslar1 ve ¢aligma siireleri hesaplanmistir. Bulgular: Dogruluk degerleri, dznitelik Ege Universitesi, T1p Fakiiltesi,
seciminden sonra kullanilan veri setlerinde MNIST i¢in % 87’e, Parkinson i¢in % 85’e, Biyoistatistik ve Tibbi Bilisim
SCADI i¢in % 97’ye, HCC i¢in % 100’e ve meme kanseri i¢in % 78’e yilikselmistir. En Anabilim Dal, Izmir, Tiirkiye
yiiksek performansa sahip algoritma karar agaclari (J48) sarmal yontem 6znitelik se¢imi asli.suner@ege.edu.tr
ile elde edilmistir. En hizli metot filtreleme yontemi iken, en uzun siire ¢alisan algoritma ORCID: 0000-0002-6872-9901

sarmal yontemdir. Bulgulara gore, ¢ok sayida 6znitelige sahip verilerin siniflandirma
performanslari, 6znitelik se¢imi yapilmis verilere gore daha diisiik bulunmustur. Sonug:
Sonug olarak; diisiik boyutlu veri setleri, daha diisiik hesaplama maliyetleri ile daha
yiiksek siniflandirma dogrulugu saglayabilmektedir.

Anahtar kelimeler: Veri madenciligi, Oznitelik secimi, Makine 6grenmesi, Siniflan-
dirma, Saglik verileri

ABSTRACT

Introduction: Nowadays, since data sets become very high-dimensional and specific with
the data collected from different devices, attribute selection has an important pre-process-
ing task in reducing data size in data mining. This study aims to improve classification per-
formance by reducing the calculation time and cost by using attribute selection methods.
Materials and Methods: Attribute selection methods are examined under three main head-
ings: filter method, wrapper method and embedded method. In the study, support vector
machine, Naive Bayes and decision trees methods (J48) among the machine learning clas-
sification algorithms were used. Data sets were obtained from UCI and Kaggle databases.
Accuracy, sensitivity, specificity, precision and F-measure values were calculated to com-
pare the classification performances of the algorithms. WEKA version 3.8.3, R3.3.0 and
Tableu programs were performed in all analyzes. After unnecessary features were extract-
ed by using appropriate methods in the analysis; classification performances and run times
of algorithms were calculated. Results: Accuracy values increased to 87% for Colorectal
Histology MNIST, 85% for Parkinson’s disease, 97% for SCADI, 100% for HCC, and
78% for breast cancer after attribute selection. The algorithm with the highest performance
was found as a wrapper method with decision trees (J48). While the fastest algorithm was
filter method, the longest-running algorithm was the wrapper method. According to results,
the performance improvement was higher in feature sets with a large number of attributes
after selecting feature. Conclusion: As a result, low-dimensional data sets may provide
higher classification accuracy with lower calculation costs

Keywords: Data mining, Feature selection, Machine learning, Classification, Health
Datasets
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1. GIiRiS

Yapay zeka uygulamalari, saglik alaninda yaygin bir sekilde kul-
lanilmaktadir. Saglik alaninda, hayati 6nem tasiyan konularda
hizli ve dogru kararlar verilmesi gerektiginden, 6zellikle hastalik
tanist koymada siniflandirma algoritmalarinin siklikla kullanil-
dig1 goriilmektedir (1). Bu algoritmalart besleyen hastalik tanist
veri setlerinin dogru ve yiiksek performansli degerler igermesi
icin kullanilan verilerin diizgiin, temiz, siniflandirma algoritma-
larmin kullanimi igin uygun sekilde olmasi biiyilik onem tagimak-
tadir. Ancak veri setlerinde kayip gozlem, sinif giiriiltiisii, sinif
dengesizligi, aykirt gézlem, korelasyon olmasi ve ilgisiz degisken
gibi bir ¢cok problem ortaya ¢ikabilmektedir (2). Bu durum da al-
goritmalarin performans degerlerini olumsuz yonde etkileyebil-
mektedir.

Saglik veri setlerinde diger verilerde de goriildiigi gibi siif-
landirma performansini diisiiren ya da yavaslatan ilgisiz degis-
kenler bulunmaktadir (3). Bu ilgisiz degiskenlerin veri setinden
uzaklastirilmasi icin literatiirde birgok 6znitelik se¢im yontemi
onerilmistir. Yang ve ark. (1997) yaptiklari ¢alismada 6znitelik
secim yontemlerinde genetik algoritmalari 17 farkli veri seti ile
kullanmislar ve siniflandirma performansinin farkli algoritmalar-
da yiikseldigini gostermislerdir (4). John ve ark. (1997) yaptiklart
caligmada, smiflandirma algoritmalarinda olusan asirt 6grenme
problemini gidermek i¢in sarmal yontemler ile ilgisiz degiskenleri
veri setinden cikartarak asir1 grenme problemini ¢oziimlemisler-
dir (3). Rodriguez ve ark. (2018) ise 6znitelik se¢im yontemleri-
nin (filtreleme, sarmal ve gomiilii) siniflandirma performanslarini
karsilagtirmiglardir. Filtreleme yontemlerinin daha hizli, sarmal
ve gdmiilii yontemlerin ise daha yavas ancak filtreleme yontem-
lerine gore daha basarili olduklarindan bahsetmislerdir (5).

Bu calisma, 6znitelik secim yontemlerini kullanarak makine 6g-
renmesi yontemlerinin hesaplama siiresini ve maliyetini diigtire-
rek siniflandirma performansinin iyilestirilmesini amaglamakta-
dir.

2.YONTEM

Calismada makine &grenmesi algoritmalart kullanilirken %70
egitim verisi ve %30 test verisi olarak alinmugtir. Oznitelik secim
yontemleri filtreleme, gémiilii ve sarmal yontemler olarak ince-
lenmistir. Filtreleme yontemlerinden korelasyon tabanli 6znitelik
secim yOntemi; sarmal yontemlerden rasgele aga¢ yontemi ve
gomilii yontemlerden ileri artirimli yontem kullanilmigtir. Smif-
landirma yontemlerinden Naive Bayes; destek vektor makinalari
ve karar agaci algoritmalarindan C4.5 kullanilmistir (6). Algorit-
malarim siniflandirma performansi hesaplanirken 6l¢tim metrikle-
rinden dogruluk, duyarlilik, 6zgilliik, kesinlik ve F ol¢iiti tercih
edilmistir. Tiim analizlerde WEKA 3.8.3, R3.3.0 ve Tableu prog-
ramlar1i, Windows 10 isletim sisteminde kullanilmustir.

2.1. Veri Setleri

Calismada kullanilan kolorektal kanser (Colorectal Histology
MNIST), Parkinson hastalig1 (Parkinson’s Disease), 6z bakim ak-
tiviteleri (SCADI), hepatoseliiler kanser (HCC) ve meme kanseri
(Breast Cancer) veri setleri, UCI (7) ve Kaggle (8) veri tabanla-
rindan elde edilmistir. Veri setlerinin se¢iminde, 6znitelik se¢im
yontemleri arasindaki farkliliklari incelemek amaciyla gozlem
sayilarmin ve 6znitelik sayilarinin farkli olmasina dikkat edilmis-
tir. Veri setleri hakkinda bilgilerin 6zetlendigi Tablo 1’e gore ko-
lorektal kanser veri seti 2 smifa, 1250 6rneklem biiyiikliigiine ve
785 Oznitelige sahiptir. Parkinson veri seti 2 siniflt iken 6rneklem
biytikligii ve 6znitelik sayis1 755°tir. SCADI veri setindeki sinif
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sayist 7, orneklem biiyiikliigii 70 ve 6znitelik sayis1 206’dir. HCC
veri setinde smif sayisi 2, 6rneklem biiyiikliigi 204 ve 6znitelik
sayist 45°tir. Meme kanseri verisinde ise 2 sinif yer almakta, or-
neklem biiyiikligii 286 iken 6znitelik sayis1 10’dur. Sadece HCC
veri setinde %10,22 oraninda kayip gdzlem bulunmaktadir.

Veri Seti N Oznitelik Sayis1  Simif Sayisi
Colorectal Histology MNIST 1250 785 2
Parkinson’s Disease 755 755 2
SCADI 70 206 7
HCC 204 45 2
Breast Cancer 286 10 2

Tablo 1: Veri setlerine iligkin bilgiler

2.2. Oznitelik secim yontemleri

Literatiire bakildiginda 6znitelik se¢im yontemleri 3 ana baslik al-
tinda toplanmustir (9). Bunlardan ilki istatistiksel yontemlere da-
yanan ve bu sayede hizli sonuglar alinmasini saglayan filtreleme
yontemleridir. Tkincisi, makine grenmesi yontemlerine dayanan
ve her asamada siniflandirict ile iliski kuran sarmal yontemlerdir.
Ugiincii grupta ise makine 6grenmesi algoritmalari ve dznitelik
secim yontemlerinin birlikte ¢alistigi ve yine her asamada sinif-
landiricr ile iliski kurarak calisan gomiilii yontemler yer almak-
tadir.

2.2.1. Filtreleme yontemleri

Filtreleme yontemleri, boyut indirgeme, 6znitelik se¢im islemle-
rinde kullamlan en eski tekniklerdir (10). Istatistiksel yontemler
kullanilarak yapilan bu islemlerde siniflandirma yontemleri kul-
lanilmamaktadir. Bu sebeple algoritmalar daha hizli ¢aligmakta
ve daha hizli sonuglar alinmaktadir. Bu sayede de hesaplamalar
yapilirken zaman ve maliyet agisindan yiiksek fayda saglanmak-
tadir. GOmiilii ve sarmal yontemlere gore daha az karmasik, acik-
lanabilirligi daha yiiksektir. Filtreleme yontemleri; Fisher skor,
t-skor, korelasyon tabanli filtreleme ve bilgi kazanci gibi yontem-
lerden olusmaktadir.

2.2.2. Gomiilii yontemler

Gomiilii yontemlerde hem 6zellik segim algoritmalari hem de si-
niflandirma algoritmalar: bir arada kullanilmaktadir. Bu yilizden
gomiilii yontemler filtreleme yontemlerine gore, sarmal yontem-
ler gibi daha yavas ve daha yiiksek maliyetli olmaktadir. Filtrele-
me yontemleri, hizli ve diisiik maliyetli olsa da siniflandirma yon-
temlerini kullanmadigindan siniflandirmada bazi sorunlar ya da
diisiik performanslar goriilebilmektedir. Bununla birlikte, sarmal
yontemlerin, 6zellikle mikrodizi verilerinin yiiksek boyutsallig
ile artan bir hesaplama maliyeti olabilmektedir (9). Arastirmaci-
lar igin ara bir ¢6ziim olan ve 6zellikleri siralamak i¢in bir kriter
olusturmada siniflandirma yontemlerini de kullanan gdmiilii yon-
temler kesfedilmistir. Ornegin, karar agaclar1 ya da destek vektor
makine yontemleri ile alt kiimelerin olusturulup siralanmasinin
ardindan istenilen diizeydeki 6znitelikler segilebilmektedir.

2.2.3. Sarmal yontemler

Sarmal yontemlerde, 6znitelik se¢imi i¢in makine dgrenmesi al-
goritmalar1 kullanilarak en yiliksek performans gosteren yontem
secilmektedir. Bu yontemde en iyi alt kiime olusturma ve segme
teknigi filtreleme yontemlerine gére daha basarili olmakta; ancak
her agamada simiflandirici basarisina bakildigindan daha yavas ve
daha yiiksek maliyetli olmaktadir. Alt kiime arama stratejileri ola-
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rak; ardisik ileri yonde secim, ardisik geri yonde se¢im, ardisik
ileri yonde kayan secim, ardisik geri yonde kayan sec¢im, 1 ekle
r ¢ikar ve genetik algoritmalar gibi farkli yontemler kullanilabil-
mektedir (9).

2.3. Makine égrenmesi siniflandirma algoritmalar:

Makine 6grenmesi, temel olarak yapay zekanin sayisal 6grenme
ve model tanima ¢aligmalarindan gelistirilen bilgisayar biliminin
bir alt dalidir. Makine 6grenmesi algoritmalart; verilerin yapisini
ve iglevini 6grenen, ayni zamanda veri seti lizerinde bir 6ngoriide
bulunabilen sistemlerdir. Bu algoritmalar, 6rnek girislerden veri
tabanli tahminler ve kararlar gerceklestirmek i¢in bir model olus-
turarak ¢aligmaktadirlar (11).

2.3.1. Naive Bayes (NB) siniflandirici

Naive Bayes kosullu olasilik hesaplama yontemi Thomas Ba-
yes tarafindan 1812 yilinda bulunmustur. Bu yontem, rassal bir
degisken i¢in olasilik dagilimi iginde kosullu olasiliklar ile mar-
jinal olasiliklar arasindaki iliskiyi gostermektedir. Naive Bayes
siniflandirma yonteminin temeli Bayes teoreminden gelmektedir.
Basit siniflandirma algoritmalar1 kategorisinde yer almakta ve
dengesiz sinifll verilerde de ¢aligmaktadir. Algoritmanin ¢alisma
prensibi, bir eleman i¢in her durumun olasiligini hesaplamakta ve
olasilik degeri en yiiksek olana gore siniflandirilmaktadir. Kiigiik
boyutlu egitim verisiyle de ¢alisabilmektedir. Test kiimesindeki
bir degerin egitim kiimesinde gézlemlenemeyen bir degeri varsa
olasilik degeri olarak 0 verdiginden tahmin yapamamaktadir. Bu
durum genellikle sifir frekans adiyla bilinmektedir. Bu durumu
cozmek icin diizeltme teknikleri kullanilabilmektedir. En basit
diizeltme tekniklerinden biri Laplace tahminidir (12).

2.3.2.Destek vektor makinalar1 (DVM)

Temelleri 1960 yilinda Vladamir N. Vapnik tarafindan atilan des-
tek vektor makineleri, 1990 yilinda tam anlamiyla gelistirilmistir.
Baslangicta iki sinifl1 veriler i¢in tasarlansa da daha sonradan ¢ok
siniflt verileri smiflandirmak igin gelistirilmistir. Bu yontemin
egitim siiresi diger algoritmalara gore yavas olsa da giivenilirligi
daha yiiksektir ve dogrusal olmayan gézlemlerde de istiin basari
gostermektedir (13).

2.3.3. Karar agac1 C4.5

Karar agac1 C4.5 algoritmasi J. Ross tarafindan bulunmustur. Ve-
rideki bagimly/sinif 6znitelik icin entropi (bilgi kazanci) degeri
hesaplamaktadir. Bu yontem, entropi degerine gére degerlendir-
mekte ve her seferinde tek bir 6zelligi dikkate almaktadir. Ent-
ropi, veri setindeki karmasiklik veya belirsizligin 6l¢limii olarak
tanimlanabilmektedir (Formiil 1). Entropi dlciisii, degiskenleri
siralamak i¢in bir 6lgiit olarak kabul edilmektedir. Y 6zniteligi-
ni anlamak i¢in gerekli olan bilgi ile X Ozniteligini de kullanip
aralarindaki fark ile Y 6zniteligini kullanmaya bilgi kazanci den-
mektedir (Formiil 2). Bir sinif 6zelligi olarak Y nin entropisi, p(y)
rastgele degisken olan Y i¢in marjinal olasilik yogunluk fonksiyo-
nudur. Entropi 6l¢iisii hesaplamada Y 6zniteliginin entropi dl¢iisii
X Ozniteligine gore gruplanan verilerden yiiksek olacaktir (For-
miil 3). Yontem tiim 6zellikleri diizenli bir sekilde siniflandirmak-
ta, daha sonra elde edilen siraya gore en yiiksek kazang bilgisine
sahip olan1 gostermektedir (14).

Entropi(Y) = ey p(Dlog2 (p(D)- M
Bilgi Kazanc1 = H(Y)-H(Y|X) 2)
HYX) = -Xjex P() Ziev p(illog2 (p (1)) (3)

2.4. Performans metrikleri

Performans metrikleri, hata matrisi yardimiyla hesaplanmakta ve
0 ile 1 arasinda degerler almaktadir. Hesaplamalar sonucunda,
metriklerin degerleri 1’e yaklastik¢a iyi performans gosterdikleri
soylenmektedir. Dogru pozitif (DP), tahmin edilenin pozitif ve
gercek durumun pozitif oldugu durumdur (6rnegin hastayr hasta
olarak tahmin etmek). Yanlis pozitif (YP), tahmin edilenin pozitif
ancak gergek durumun negatif oldugu durumdur (6rnegin saglikli
bireyi hasta olarak tahmin etmek). Yanlis negatif (YN), tahmin
edilenin negatif ancak ger¢cek durumun pozitif oldugu durumdur
(6rnegin hastay1 saglikli olarak tahmin etmek). Dogru negatif
(DN), tahmin edilenin negatif ger¢ek durumun negatif oldugu
durumdur (6rnegin saglikli bireyi saglikli olarak tahmin etmek)
(15). Bu hesaplamalarin yapilmasinda kullanilan hata matrisi asa-
gidaki sekilde gosterilmektedir (Tablo 2):

s = Gergek Durum
g § Pozitif Negatif
< = Pozitif | DP YP
B8 Negatir [N

egatif DN

Tablo 2: Hata Matrisi

Dogruluk (Accuracy): Siniflandirma performansi incelemesinde
en ¢ok dikkat edilen kisim dogruluk degeridir. Dogru pozitif ve
dogru negatif degerlerinin tiim degerlere olan orani ile bulunmak-
tadir. Ornegin dogruluk degeri 1 oldugunda gercekten hasta olan
ile hasta olmayan bireylerin siniflandirilmasinin tam olarak dogru
yapildigi sonucuna varilir. Dogruluk formiilii (Formiil 4) asagida-
ki gibi hesaplanmaktadir:

DPDN

ACC:DPYPYNDN

4)

Duyarlilik (Sensitivite): Bu metrik; dogru pozitif olan, tahmin
edilenin pozitif ve ger¢ek durumun pozitif oldugu kisimla ilgi-
lenmektedir. Ornegin, hastay1 hasta olarak tahmin ederek hasta
bireylerin ayirt edilmesini saglamaktadir (16). Ayrica duyarlilik
Ol¢timil testin giicline de esittir (giig=1-p). Duyarlilik formiilii
(Formiil 5) agagidaki gibi hesaplanmaktadir:

®)

DP
SEN DPYN
Ozgiilliik (Specificity): Bu metrik; dogru negatif olma durumuy-
la, bagka bir ifadeyle tahmin edilenin negatif ger¢cek durumun da
negatif oldugu durum ile ilgilenmektedir. Ornegin saglikli bireyi
saglikli olarak tahmine etmektedir (16). Secicilik formiilii (For-
miil 6) asagidaki gibi hesaplanmaktadir:

DN
DNYP

SPE =

(6)

Kesinlik (Precision): Dogru tahmin edilen tiim pozitif siniflardan
kag tanesinin ger¢ekten pozitif oldugunu tahmin eden metriktir.
Bagka bir deyisle, tan1 testi sonucu pozitif olanlarin hasta olma
olasiligini tahmin etmedir (16). Kesinlik formiilii (Formiil 7) asa-
gidaki gibi hesaplanmaktadir:

_DP
PRE=7377 )

F-olgiitii: Ozgiilliik ve kesinlik 6lgiimlerinin harmonik ortalama-



styla hesaplanan F-olgiitii, her iki metrigin birlikte degerlendiril-
mesine olanak tanimaktadir (16). F-6lgiitii formiilii (Formiil 8)
asagidaki gibi hesaplanmaktadir:

Ozgiilliik*Kesinlik

F=2* —
Ozgiilliik+Kesinlik

®)
3.BULGULAR

Veri setlerinin ham halindeki siniflandirma performanslarina ba-
kildiginda kolorektal kanser verisi en yiiksek dogrulugu DVM
algoritmasinda 0,72 dogruluk, duyarlilik, 6zgilliik, kesinlik ve F
degeri gostermistir. Parkinson verisi, C4.5 ve DVM algoritma-
larryla 0,80 dogruluk, duyarlilik, 6zgiilliik, kesinlik ve F dege-
ri; SCADI verisi DVM algoritmasiyla 0,79 dogruluk, duyarlilik,
ozgiilliik, kesinlik ve F degeri; HCC verisi DVM algoritmasiyla
0,75 dogruluk, duyarlilik, 6zgiilliik, kesinlik ve F degeri; meme
kanseri verisi NB algoritmasiyla 0,71 dogruluk, duyarlilik, 6zgiil-
liik, kesinlik ve F degeri gostermistir. Verilere korelasyon tabanl
filtreleme yontemi uygulandiginda, kolorektal kanser verisinde
smiflandirma performans: destek vektdr makinesi algoritmasi
ile verinin ham haline gore 0,82 dogruluk oranina yiikselmistir.
Parkinson verisinde DVM algoritmasi en yiiksek 0,82 dogruluk,
SCADI verisinde DVM en yiiksek 0,97 dogruluk, HCC verisin-
de DVM algoritmasi en yiiksek 0,97 dogruluk ve meme kanseri
verisinde en yiiksek C4.5 algoritmasi en yiiksek 0,76 dogruluk
gostermistir. Verilere dznitelik seciminden gomiilii yontemlerde
ileri artirimli yontem kullanildiginda, kolorektal kanser verisin-
de dogruluk orant C4.5 algoritmasi ile verinin ham haline gore
0,81 oranina yiikselmistir. Parkinson verisinde C4.5 algoritmasi
en yiiksek 0,86 dogruluk, SCADI verisinde DVM algoritmasi en
yiiksek 0,91 dogruluk, HCC verisinde DVM algoritmasi 100 dog-

ruluk, meme kanseri verisinde NB algoritmasi 0,78 dogruluk gos-

termistir. Verilerde sarmal yontemler i¢in rasgele orman yontemi

uygulandiginda, kolorektal kanser verisinin dogrululuk oraninin

en yiliksek C4.5 algoritmasiyla 0,87 dogruluk orani sahip olmus-
tur. Diger verilerde bu durum; Parkinson verisinde C4.5 algorit-

mast ile 0,80 dogruluk, SCADI verisinde C4.5 ile 0,88 dogruluk,
HCC verisinde DVM algoritmasi ile 0,92 dogruluk ve meme kan-
seri verisinde C4.5 ile 0,78 dogruluk seklinde olmustur (Tablo 3).
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Tablo 3: Oznitelik secim yéntemlerinin algoritmalardaki smi-
flandirma performanslart

Arastirmada kullanilan verilerde algoritmalarin basarilar ince-
lendiginde en yiiksek dogruluk degerine sahip olan ydntemler;
meme kanseri verisinde C4.5 algoritmasina gore gomiilii yontem,
HCC verisinde filtreleme yontemi, kolorektal kanser verisinde
sarmal yontem, Parkinson verisinde sarmal yontem ve SCADI
verisinde sarmal ve gomiilii yontemdir (Sekil 1).
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Sekil 1: C4.5 algoritmasia gore 6znitelik se¢im yontemlerinin
verilerdeki dogruluk degerleri

NB algoritmasina gore 6znitelik se¢im yontemlerinin verilerdeki
dogruluk degerlerine bakildiginda, meme kanseri verisinde 0,78
dogruluk oraniyla gomiilii yontem, HCC verisinde 0,95 dogruluk
ile gomiilii yontem, kolorektal kanser verisinde 0,79 dogrulukla
filtreleme yontemi, Parkinson verisinde 0,85 dogrulukla gomiilii
yontem, SCADI verisinde 0,92 dogruluk ile filtreleme yontemi en
yiiksek basarty1 gostermistir (Sekil 2).
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Sekil 2: NB algoritmasina gore 6znitelik secim yontemlerinin
verilerdeki dogruluk degerleri
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DVM algoritmasina gore 6znitelik se¢im yontemlerinin veriler-
deki dogruluk degerlerine bakildiginda; meme kanseri verisinde
0,74 dogrulukla gomiilii yontem, HCC verisinde 100 dogrulukla
gomiilii yontem, kolorektal kanser verisine gore 0,81 dogrulukla
filtreleme yontemi, Parkinson verisinde 0,87 dogruluk ile gémiilii
yontem ve SCADI verisinde 0,97 ile filtreleme yontemi basarili
olmustur (Sekil 3).
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Sekil 3: DVM algoritmasina gore dznitelik secim yontemlerinin
verilerdeki dogruluk degerleri



Oznitelik Segiminin Smiflandirmaya Etkisi

Tablo 4’te 6znitelik secim yontemlerinin ¢alisma siirelerine bakil-
diginda; kolorektal kanser verisinde filtreleme yontemi 2 saniye,
gomiilii yontem 32 saniye ve sarmal yontem 69 saniye siirede so-
nug¢ vermistir. Parkinson verisinin ¢aligmasi ise filtreleme yonte-
minde 4 saniye, gomiilii yontemde 37 saniye, sarmal yontemde
77 saniye stirmiistiir. SCADI verisi, filtreleme yontemi 2 saniye,
gomiilii yontem 21 saniye, sarmal yontem 47 saniye caligirken;
HCC verisinin ¢aligmast filtreleme yontemi i¢in 2 saniye, gdmiili
yontem igin 13 saniye ve sarmal yontem i¢in ise 35 saniye siir-
miistiir. Istatistiksel tabanl olan filtreleme yontemleri her veri
setinde ve her algoritmada en kisa ¢aligma siiresine sahiptir.

Veri Seti Filtreleme GoOmiilii Sarmal
Colorectal Histology MNIST 2s 32s 69 s
Parkinson’s Disease 4s 37s 77s
SCADI 2s 21s 47 s
HCC 2s 13s 35s
Breast Cancer 2s 13s 35s

Tablo 4: Oznitelik secim yontemlerinin ¢alisma siireleri

4. TARTISMA

Calismada kullanilan veri setlerinin orijinal/ham hallerinde algo-
ritmalarin siniflandirma performanslari oldukca diisiik degerler
gostermistir. Verilerde 6znitelik se¢imi yapildiktan sonra ilgili
degiskenlerin se¢iminden dolay1 algoritmalarin smiflandirma
performanslari yiikselmistir. Oznitelik secim yontemlerinin calis-
ma siirelerine bakildiginda, tiim veri setlerinde en hizli ¢alisan
yontem filtreleme yontemi, ardindan sirasiyla goémiili yontem
ve sarmal yontem olmustur. Filtreleme yontemi, istatistik tabanli
olmast nedeniyle hizli ¢aligmaktadir. Gomiilii yontem ve sarmal
yontem, her adimda siniflandirma performanst hesaplamasindan
dolay1 filtreleme yontemlerine gore daha yavas hesaplama yap-
maktadir. Literatiire bakildiginda, Parkinson veri seti i¢in, Patra
ve ark. (2019) yaptiklar1 ¢alismada, basit ve topluluk 6grenme
algoritmalarmin smiflandirma performanslarini arastirmislardir
(17). Yapilan ¢alismada herhangi bir 6znitelik secim islemi yapil-
mamustir. Topluluk 6grenme algoritmalarinin siiflandirma per-
formanslari incelendiginde; rasgele orman i¢in 0,84; Bagging i¢cin
0,81 ve Adaboost i¢in 0,82 dogruluk yiizdesi elde edilmistir. Bi-
zim ¢aligmamizda Parkinson verisinde gomiilii yontem 6znitelik
secimi yapildiktan sonra C4.5 ve Naive Bayes algoritmalarinda
0,85 dogruluk elde edilmistir. Coudhury and Grene (2019), SCA-
DI verisi i¢in ¢aligmalarinda bir¢ok siniflandirma algoritmasini
karsilastirmislar, 6znitelik se¢im isleminde Boruna algoritmasini
kullanarak DVM algoritmasinda 0,83; Naive Bayes algoritmasin-
da 0,83 dogruluk elde etmislerdir (18). Bizim calismamizda ise
filtreleme yontemi kullanilarak ilgili degiskenlerin secilmesinin
ardindan DVM algoritmasi kullanilarak 0,97 dogruluk degeri ile
daha yiiksek performans elde edilmistir. Pal ve ark. (2018) 6zni-
telik siralama yontemlerinin siniflandirma performansina etkisini
arastirirken HCC veri setinden faydalanmiglardir (19). Yaptikla-
1 ¢alismada, veri 6n isleme adiminda kayip gézlem problemi-
ni kiibik spline veri interpolasyonu yontemi ile atama yaparak
¢ozmiislerdir. Oznitelik secimi siralama islemlerinde ReliefF,
mRMR, karsilikli bilgi yontemi, hizli korelasyon tabanli filtre ve
kendi 6nerdikleri 6znitelik siralama yontemlerini kullanmislardir.
Kendi 6nerdikleri 6znitelik siralama yontemi ile SVM algoritma-
s1 0,76 ile en yiiksek dogruluk degerini saglamistir. Bizim calig-
mamizda HCC verisinde gomiilii yontemlerde DVM algoritmasi
%100 dogruluk gostermistir. Ancak bu durum verinin dengesiz
sinif dagilimindan kaynakli olarak asir1 6grenmeye neden olmus
olabileceginden, filtreleme yontemlerindeki DVM algoritmasin-
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daki 0,97 dogrulugu ele almak daha dogru olacaktir. Chaurasia
ve Pal (2014), meme kanseri verisi i¢in yaptiklar: siniflandirma
caligmasinda 6znitelik se¢imi uygulamamislardir (20). Kullan-
diklar1 smiflandirma algoritmalar ile Rep Tree icin 0,71; RBF
Network i¢in 0,73 ve Simple Logistic i¢in 0,74 dogruluk yiizdesi
elde etmislerdir. Bizim ¢alismamizda ise gémiilii yontem kullani-
larak Naive Bayes algoritmasi ile 0,78 ve sarmal yontem kulla-
nilarak C4.5 algoritmasi ile 0,78 dogruluk degeri elde edilmistir.

5.SONUC

flgisiz degisken probleminin giderilmesinden sonra, algoritma-
larmn smiflandirma performanslariimn orijinal halindeki siniflan-
dirma performanslarina gore yiikseldigi goriilmistiir. Veri setle-
rinde degisken sayilar1 ile 6rneklem genisliklerinin birbirlerinden
oldukca farklt olmast da siniflandirma performansini olumsuz
yonde etkilemektedir. Saglik veri setlerinde 6znitelik se¢im is-
lemi yapilirken filtreleme yontemlerinin kullanilmasi, yiiksek
siiflandirma performansi saglarken zaman ve maliyet agisindan
da fayda saglayacaktir. Gelecek ¢alismalarda, 6rneklem sayisi ve
Oznitelik sayis1 1000°den fazla olan verilerle ¢aligilarak &znite-
lik se¢im yontemlerinin performanslarinin ve calisma siirelerinin
karsilastirilmasi dnerilmektedir.
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