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ABSTRACT

Scopa: Nowadays, the interpretation, classification, storage and extracti-
on of big data in different fields, which are rapidly increasing in regular
and irregular areas, and making them useful again are among the subje-
cts that are intensively studied. The correct interpretation of big data in
the field of health is of vital importance as it enables fast and accurate
diagnosis. In the project, machine learning methods that can interpret he-
alth data have been applied specifically to Canine parvovirus infection.
While CPV can be diagnosed based on clinical findings, it needs to be
supported by laboratory findings to distinguish it from other infections.
Correct diagnosis is vital to distinguish CPV from other infections with
bloody diarrhoea, which can result in death in puppies. For this reason,
by analysing the virus together with other data that may be affected by
the virus, the methods of making the most accurate decision were com-
pared and evaluated.

Purpose: In this study, it was aimed to interpret CPV, which is con-
sidered to be one of the most important infectious agents of dogs, popu-
larly known as mad-head disease, using K-NearestNeighbour (KNN),
RandomForest (RF), Logistic Regression and NaiveBayes classification
algorithms in terms of different parameters. When the total accuracy va-
lues were examined, the accuracy rates decreased in logistic regression
and RF methods when the insignificant variable was removed in the mo-
del.

Result: RF method made the best predictions when Platelets, Pla-
telet (PLT) variable was in the model.In cases where we do not want
to remove this variable from the model, it can give us very efficient re-
sults. KNN method gives better results when the number of variables
decreases. Especially when the data size increases, it has been observed
that the machine learning method gives more efficient results with better
performance.

Keywords: Big Data, Data Mining, Big Data in Health, Prediction Algorit-
hms, Canine parvovirus (CPV)
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Ozet

Kapsami: Giiniimiizde hizla artan diizenli/diizensiz farkl
alanlardaki biiyiik verilerin yorumlanmasi, siniflandirilma-
s1, depolanmasi ve ayiklanarak tekrar ise yarar hale getiril-
mesi, lizerinde yogun calisilan konularin arasindadir. Saglik
alanindaki biiyiik verilerin dogru yorumlanmasi ise hizli ve
dogru teshis konulmasini sagladigindan hayati 6neme sa-
hiptir. Projede saglik verilerinin yorumlanabilecegi makine
o0grenme yontemleri, Canine parvoviriisii enfeksiyonun &ze-
linde uygulanmistir. CPV klinik bulgulara dayanilarak tes-
his konulabilirken; diger enfeksiyonlardan ayirt edilebilmesi
icin ise laboratuvar bulgulari ile desteklenmesi gerekir. CPV,
yavru kopeklerde oliimle sonuglanabilen, kanli ishalle sey-
reden diger enfeksiyonlardan ayirt edilebilmesi i¢in dogru
teshis hayati dnem tagir. Bu sebeple, viriisiin etkilenebilecegi
diger verilerle beraber incelenmesi yapilarak, en dogru kara-
rin alma yontemleri karsilagtirilarak degerlendirilmistir.

Amag: Calismada, halk arasinda delibas hastalig1 olarak
bilinen, kopeklerin en dnemli enfeksiydz etkenlerinden birisi
olarak kabul edilen CPV farkli parametreleri agisindan En
Yakin komsu Algoritmasi (KNN), Rastgele Orman (RF), Lo-
jistik Regresyon ve NaiveBayes siniflandirma algoritmalari
kullanarak yorumlamay1 hedeflemistir.

Sonug/Bulgular: Toplam dogruluk degerleri incelendigin-
de anlamsiz degisken modelde ¢ikarildiginda lojistik regres-
yon ve RF yontemlerinde dogruluk oranlari diismiistiir. RF
yontemi Platelets, Trombosit (PLT) degiskeni modelde iken
en iyi tahminleri yapmistir. Bu degiskeni modelden ¢ikarmak
istemedigimiz durumlarda bize ¢ok verimli sonuglar verebil-
mektedir. KNN yontemi degisken sayisi azaldiginda daha iyi
sonuglar vermektedir. Ozellikle veri boyutu arttiginda maki-
ne dgrenmesi yontemi daha iyi performans ile daha verimli
sonuclar verdigi gdzlemlenmistir.

Anahtar kelimeler: Biiyiik Veri, Veri Madenciligi, Saglkta Bii-
viik Veri, Tahmin Algoritmalari, Canine parvoviriisii (CPV)

Amacg

Projenin amaci, bilyiik veri olan saglik verilerinin yorumlan-
masinda makine 6grenmesi kullanarak farkli yontemler kar-
silastirilarak degerlendirilmesidir. Arastirmada saglik verile-
rinin degerlendirilmesinde dort farkli yontem kullanilarak,
sonuglar karsilagtirilmis ve farkli yonlerden en iyi sonuglarin
elde edilme kosullar1 aragtirllmigtir. Calismada, halk arasinda
delibas hastalig1 olarak bilinen, yavru kopeklerin en 6nemli
enfeksiyonlarindan biri olarak goriilen Canine parvoviriisii
(CPV) farkli parametreleri agisindan En yakin komsu algo-
ritmas1 (KNN), Rastgele Orman, Lojistik Regresyon ve Nai-
veBayes siniflandirma algoritmalar kullanarak yorumlamay1
hedeflemistir. Proje, elde edilen modellerin en dogru tahmini

yapabilme kosullar1 karsilastirmali olarak degerlendirerek,
faydali olanlarin kullanilabilirligini artirmay1 amaglar.

Giris

Biyolojik problemlerin tanimlanmasi ve ¢dziimlerinde ger-
¢ek yasama uygun dogru modellemelerin yapilabilmesi igin
biiyiik veri setlerinin kullanilmasi 6nemlidir. Biyolojik veri-
lerin derlenmesi, islenmesi, depolanmasi ve analiz edilmesi
biyoinformatik bilim dalinin konu alanidir. (1).Bu alandaki
biiyiik veriler, biyoinformatik agisindan incelendiginde hi-
potez odakli arastirmalardan uzaklasip, veri odakli model-
ler bulma arayisina yonlendirmektedir (2).Veri madenciligi
yaklagimlari ise ¢ok biiyiik miktarlardaki biyolojik verilerin
biyoinformatik uygulamalar i¢in analizinde idealdir.

Veri madenciligi tekniklerinin etkili ve dogru kullanil-
masi ile biyolojik verilerden bilimsel ¢ikarim yapilmasini
saglayabilmektedir (3;1).21.yiizy1la kadar biyolojik verilerin
depolanmasi ve veri tabanlarinin analiz edilebilecek araglar
ulagilabilir degildi (4) Ancak giiniimiiz teknolojisi, bilim
insanlarinin ¢esitli saglik problemlerini ¢ozebilecek biiyiik
verileri yonetmelerine ve analiz etmelerine olanak sagla-
maktadir (5). Biyolojik verilerin iglenmesi ve kullanilabilir
modeller iiretilmesi i¢in saglanan bu araclar veri madenciligi
konu alanina girmektedir.

Aragtirma ekibi, biyolojik verilerin veri madenciligi ile
biiyiik verilerin tahmin edilebilirligini ve dahasi dogru karar
almabilirligi i¢in farkli yontemleri denemistir. Yapilan calis-
malar incelenmis ve en ¢ok tercih edilen dort farkli makine
6grenme yontemi daha once uygulanmamais bir veri setinde
uygulanmis ve farkli agilardan degerlendirilmistir. Arastirma
ekibi, 6zellikle yavru kopekleri etkileyen, sonu 6liimle so-
nuglanabilen CPV’yi farkli degiskenler bazinda incelemis-
tir. Halk arasinda delibas hastalig1 olarak bilinen CPV,1978
yilinda ilk kez diinyada tanimlanmis ve yavru kopeklerde
en onemli enfeksiy6z olarak kabul edilmistir. Ardindan bir-
cok tilkede (6;7) ve Tiirkiye’de (8; 9) de CPV’nin etkileri
goriilmeye baslanmistir. CPV enfeksiyonunun teshisi klinik
bulgulara dayanilarak konulabilse de kesin teshisin 6zellikle
kopek yavrularinda kanli ishalle seyreden diger enfeksiyon-
lardan ayirt edilmesi a¢isindan laboratuvar bulgulari ile dog-
rulanmasi gerekir. Bu sebeple, projede viriisiin etkilenebile-
cegi diger verilerle beraber incelenmesi yapilarak, en dogru
kararin alma yontemleri karsilastirilarak degerlendirilmistir.

Saghikta Biiyiik Veri

“Saglikta Biiyiik Veriler, saglik ve saglik sistemi performan-
sin1 artirmak amaciyla elektronik olarak yakalanan ve sak-
lanan, rutin veya otomatik olarak toplanan biiyiik veri kii-
melerini ifade eder. Biiylik Veri ¢ok amacli veri anlaminda
yeniden kullanilabilir ve var olan veri tabanlarinin birlesti-
rilmesi ve baglantisini i¢erir” (10). Gliniimiizde biiyiik veri
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analizi saglik sektoriinde AR-GE ¢aligmalarinda 6n plana
cikmaktadir. Ozellikle, ilag sektoriinde ve sigorta sirketleri
icin ¢ok dnemli olan veriler iglenerek piyasaya yon verebil-
mektedir (11;12). Hekimler ve potansiyel hastalar agisindan
ise teshis, tan1 ve tedavinin en hizli ve giivenilir sonuglarini
elde edilmesi agisindan bu alandaki biiyiik verilerin analizi
hayati bir 6nem sahiptir.

Giintimiizde, diinyadaki saglik i¢in yapilan harcamanin
yaklasik %80’i tedaviye yoneliktir (13). Saglik alanindaki
bliylik veri analizi ile hastaliklarin 6nlenmesi ongoriilmek-
tedir (14,15). Bu durumda tedavi agamasina ge¢meden, ko-
ruyucu hekimlik dnemli hale gelecek ve dogru tedaviler igin
zaman kazanilmig olacaktir (16;13). Hatta kisisellestirilmis
biiyiik verilerin analizleri yapilarak hastaliga ve hastaya gore
en az yan etki ile en etkin tedavi saglayabilecektir (14; 15).
Arastirmada kullanilan 6rnek veri seti Tiirkiye’de ti¢ bolgede
yer alan (Marmara, Karadeniz ve I¢ Anadolu Bolgeleri) fark-
I1 yaslardaki (glinliik yas) kopekleri kandaki Ortalama Eritro-
sit Hemoglobin Konsantrasyonu (MCHC) (g/dL)

Platelets, trombosit (PLT) (x10%/uL) degerlerine gore
hastaliga sebep olan parvoviriisiin varligr hakkinda tahmin
algoritmalar incelenmistir.

Makine Ogrenmesi

Makine 6grenmesi, mevcut bilgilerden hareketle tutarli ve
en dogru tahminleri yapmaya saglayan 6ngoriicii bir disiplin
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Sekil 1: Rastgele Orman Siniflama Algoritmast Calisma Mantigt

Y 1L Sonug

olarak tanmimlanir. Saglikli toplanmis biiyiik verileri tahmin
algoritmalart ile isleyerek yeni veriler elde edilmesini saglar
(17). Mevcut verinin tiirli ve boyutu géz 6niinde bulunduru-
larak, eldeki sorunu ¢ézmek i¢in uygun algoritmay1 segmek
¢ok onemlidir. Yiiksek kaliteli ve nicelige sahip veri kiimele-
11, ¢ogunlukla ML modellerinin dogrulugunu artirabilir (18)

En yakin komsu algoritmasi: Calisma mantig1, bir veri
seti igerisinde bagimsiz degiskenleri siniflandirarak en yakin
komsularim hangi smifta oldugunu tahmin etmeye dayanir
(2). Arastirmada, bagimsiz degigkenlerin CPV varlig1 hak-
kindaki tahminlerinin dogruluk degerleri incelenmistir.

Rastgele Orman Algoristmasi: Hem regresyon hem de si1-
niflandirma gerektiren verilerin analizinde kullanilir. Veriye
ait her bir diiglimden rastgele alinmis 6zelliklerin en iyisini
secerek elde edilen biitiin diiglimleri dallara ayirarak verileri
isler (19). Karar agaglarinin olusumunda budama isleminin
olmamast1 ve rastgele tercihi kullanmasindan dolay1 diger pek
¢ok algoritmaya gore daha dogru ve hizli sonug vermektedir
(20). Ozellikle karmasik ve ¢ok boyut igeren biiyiik verilerin
analizinde iyi derecede performans gdstermesinden dolayzi,
Rastgele Orman tercih edilen 6grenme algoritmalarindan bi-
ridir (21;22). Bu 6zelliklerinden dolay1, arastirmada, kanda-
ki farkli degerlerin, yas ve yasadiklart bolgeler ile iliskileri
CPV o6zelinde yorumlanmasinda kullanilmistir.

1. Sonuc

AN SONUC
ayu
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LojistikRegresyon: Tiirk¢e karsilig: istatistiksel analiz
de olan yontem, genellikle tahmine dayali olasiliklari mo-
delleme i¢in kullanilan bir makine 6grenimi uygulamasidir.
Yontemde, bagimli degisken sonlu veya kategoriktir (22;19).
Arastirmada kullanilan veri seti de kategorik ve sonlu olma-
sindan dolay1 bu yontem tercih edilmistir.

NaiveBayes simiflandirma algoritmalari: Hizli ve ko-
lay uygulanabilir siniflandirma yontemleri arasinda tercih
edilen bir yontemdir. Siniflandirmanin temeli Bayes teore-
mine dayanmaktadir. Olasilik hesabinin yapildigi Bayes te-
orimi verilerin bagimsiz olmasi kosulu ile daha iyi sonuglar
vermektedir. Farkli A ve B olaylari igin;

P(B|A) P(A)

P(A|B) = —— B

Bu durum ayn1 zamanda yontemin en biiylik dezavanta-
j1 olarak gortilse de istatiksel bagimsizlik sartlar1 esnetilerek
karmasik yapay sinir aglart gibi yontemlerle karsilastirilabi-
lir sonuglar elde edilebilmektedir. Arastirmada degiskenlerin
bagimsiz olup olmama durumuna gdre sonu¢ tahmini ince-
lenmistir.

Saglik verilerinin analizlerinin makine O6grenmesinin
farklt yontemleri ile son yillarda yapilmis ¢alismalar Tablo
1’degdsterilmistir.

Literatiirde yer alan ¢aligmalar, hastaligin durumuna gore,
aragtirmacilarin tercihine gore ve bagimsiz degiskenlere gore
farklt makine 6grenmesi yontemleri gosterilmistir. Bu arag-
tirma ise literatiirde sik karsilastigimiz dahasi veri setimiz ile
calismaya uygun farkli yontemleri deneyerek sonuglari kar-

silagtirmay1 hedefler.

Tablo 1: Saghk Verileri ve ML hakkindaki calismalar. ML: Makine ('jgrenmesi; SVM: Destek Vektor Makineleri; DT:

Karar Agaglari; NB:NaiveBayes; ANN: Yapay Sinir Aglari; LR: Lojistik Regresyon; RF: Rastagele Orman; KNN: k-En

Yakin Komsu
Yazar/lar Kullanilan Yontem Agiklama
Bollig N ve ark (2020) SVM, RE DT, Baging, Atopik dermatiti olan kopeklerde tedavi basarisini tahmin

Boosting, LR

etmislerdir.

Saberioon M ve ark (2018) | RE SVM, LR, KNN.

Gokkusagr Alabalig: diyetler tiirleri bagarilar tizerinde bir
siniflandirma ¢aligmasi yapmuslardir.

Bollig N ve ark (2020) LR, SVM, DT, RE, Boosting

Oliim raporlarina gére dliime neden olan hasatliklarin
tahmini i¢in Makine Ogrenmesi (ML) algoritmalari
kullanilmigtir.

Liang R et al. (2020) NB, ANN, SVM, RE,

AdaBoost, C4.5

Afrika domuz hastaliginit ML yontemlerini kullanarak tahmin
etmislerdir.

Romero MP et al. (2021).  RF

Ingilteredeki sigir tiiberkiilozu hastalig kontroliinii
desteklemek i¢in iki makine 6grenimi tahmin modelinin
degerinin kargilagtirmiglardir.

Bates AJ ve Saldias B.
(2019)

LR, KNN, DT, ANN, RF

Ineklerde viicut kondisyon puani ve bagvuru orant
arasindaki iliskinin ML ve lojistik regresyon kullanarak
modellenmislerdir.

Cihan P ve ark. (2019) Literatiir Bilgisi

Veterinerlik Alaninda ML yontemleri ile tani teshis belirleyen
calismalar hakkinda literatiir taramasi yapmuislardur.

Dilwani AAR. (2019) LR, RE, Boosting, KNN

Acil servis hastalarini triyaj durumuna gore degerlendirmistir

Bizal O. (2014) NB, KNN, DT, LR, SVM

Parkinson hastaliginin belirlenmesinde makine 6grenmesi
tekniklerini kullanmiglardir.

Yontem

Veri Toplama Araglari: Proje kapsaminda kullanilan bityiik
veri seti (EK 1)igin Selguk Universitesi Veteriner Fakiiltesi
Deney Hayvanlar1 Uretim ve Arastirma Merkezi Etik Kuru-

lu’ndan (SUVDAMEK), 13.02.2018 giin ve 2018/14 sayili
karar ile izin alinmigtir

Kullanilacak terimler:

Tami: Parvoviriis var / Parvoviriis yok

JAIHS 2022; 2(3):8-18
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Merkez: Marmara Bolgesi / Karadeniz Bolgesi / g Ana-  Arastirma Yontemi:

dolu Bélgesi Arastirmada Veri Madenciliginin alt ¢aligma alanlarindan

Giinliik Yas: Kopegin giin olarak yast olan Makine 6grenmesinin En Yakin Komsu (KNN), Raste-
MCHC: Ortalama Eritrosit Hemoglobin Konsantrasyonu  gele Orman,ve NaiveBayes siniflandirma algoritmalart kul-

(g/dL) lanilmastir.
PLT: Platelets, trombosit (x103/uL)

Tablo 1: Saghk Verileri ve ML hakkindaki ¢calismalar. ML: Makine Ogrenmesi; SVM: Destek Vektor Makineleri; DT:

Karar Agaclari; NB:NaiveBayes; ANN: Yapay Sinir Aglari; LR: Lojistik Regresyon; RF: Rastgele Orman; KNN: k-En

Yakin Komsu
I| H-Ihl'l
n.-nqrmn [Suplnri!ﬂld]] /7 \‘-

( \[ Destek Vektdr Makineleri )—{Llnurﬂﬂj
G

W
_____,,[ lu:::m:;dl J ,{ﬂﬂirlﬂllnHPﬂﬂptron)

Yary Danigmal Ihml
— Supervisied)
“‘{ﬁudm Boosted rmJ

_{Klur Ml;llnj—[_bl:hhn .ﬂump)

Arastirmada Orange Data Mining ve Jasp (JASP Team  Bulgular
(2020). JASP (Version 0.14) [Computer software]) programi

S e Arastirmada kullanilan veri seti 6ncelikle Orange Data Mi-
kullanilarak gerceklestirilmistir. Sonuglari daha iyi gézlem-

levebilmek N carail | daha ivi gbrsel ning Programinda incelenmistir. Lojistik Regresyon, KNN,
eyebimek ve yontem karstastirmalarinin daha 1yt gorsel- Rastgele Orman ve NaiveBayes Yontemleri veri setinde uy-

lestirilmesi igin arastirma ekibi tarafindan tercih edilmistir. gulanmis (Tablo 2) ve dogruluk oranlart incelenmistir (Tablo

3)

JAIHS 2022; 2(3):8-18
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Tablo 2: Orange Data Mining Programinda Modellerin Uygulanmasi

B Ustithed *
Filg Lt Veew  Widget Optiea  Halp

D)«\ ‘_(m) &

Sect Colpmrg Logetc Ragresson

{m}\ G N

Trie Vil

mnnmrm.:l

@)~

Fnaed dats from aninput M or nevtwork and send & dats
ki 85 Fet DOIRLE.

Orange veri madenciligi programinda modelin kurulma-  mustur. Ayrica siniflandirma performansint dogrulayabilmek
st i¢in Oncelikle karar agaci, NaiveBayes, KNN ve Rastgele  igin lojistik regresyon modeli kurulmustur.
Orman modelleri segilerek 6n goriisel bir modelleme kurul-

Tablo 3:ML yontemlerinin dogruluk oranlari

k. [T =
: [s Gubdn e T ACHE

|1 M aderas

k] L] 2 » wam

|4 i 1 H e

|5 AAEIT =1 L0:00._ LSOOG, OO ot 1 [ [RAT

{8 aEes=) e, i@coee. OGS o 1 M nzm

¥ AR =1 LSO, 180000, QuG il Ll 1 (] a0

[0 20091 WRGE). LM:BLS. QDL ' 3 o e

[» Ambess-n wbei0s0. detcore. . L ' » e

;u T TR T T T T TV Y a 1 n nim

o LS0ESO -1 MODiRS0.  AS0CBNS. D AW " 1 S e
| ABEES -1 MO0:iE00.  100r00G. D40 L] ] 8 L

| TSI N0SRR0.  LE00S. A b L 1 = i

W el bemiam, "JLHL«_ LILE P L] H H N
>E:9. X BT 1 E 380 | LS0:DES._  BUSAE) W k] il L]

] I L3 1 u Nz

| RSB =i 0088, o F ] firaT]

| AR -1 NOEER0.  ABRNG. OB, L] 1 % e

| = ANTIENE =1 R0:O80_ L0003 O e 1 i SEr"]
|3 e =1 a06:e8  1@:bee. [ i n LT ] =
I£3 L

[hcdn  AUE €A M1 Preceon Reod N

?l.lndaul'md see AFn LEte e LETe

|uh 090 OME LMN LRR RRE

B LeE AP BB LM EER

[Mebi By 038 e ma as as@

Dogru simiflandirma kriterlerine bakildiginda egri altinda  sel bir olasiliga dayandirildigi igin %55,6 dogru siniflandirma
kalan alan (AUC) degerlendirildiginde %99,8 yiizdeyle en  oraniyla diger 3 modelden oldukga siirl sekilde ¢aligmustir.

yiiksek performansi Rastgele Orman modeli ardindan %99,6 Bu sonuglara gore parvoviriis olup olmama durumu, ké-

oraniyla karar agact modeli ve %99 basariyla KNN yontemi  peklerin giinliik yaslar;, MCHC (g/dL) ve PLT (x10%/uL) he-
gostermistir. NaiveBayes yontemi ise 6ngorii olasiliginin 6n-
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matolojik parametreleri ile Rastgele Orman, KNN ve karar
agaclariyla modelleriyle dogru bir kesinlikle smiflandirilabi-
lir.

Lojistik Regresyon Uygulamasi

Veri setine lojistik regresyon uygulamasi sonucunda elde edi-
len ¢iktilar degerlendirilmistir.

Cizelge 1: Lojistik regresyon model degerlendirme

Modied Summary - Hastalik_Tan ¥

Maded Dewiance AlG BIC dat e [ McFadden R Hagelkerke R* Tur B* Coot & Snell R
H; G074 634 GOT44 53 BOTEADNG 44561
H SO0ET 591 Se0TRS91 59131823 44505 1674641 = .00 008 1.000 Quoar 1.000

Analiz gergeklestirildikten sonra ilk olarak modelin an-
lamlilik degerleri degerlendirilir. Bu degerlendirmeler igin
McFadden R? ve TjurR? degerleri incelendiginde ¢oklu reg-
resyonda elde edilen R? ’ye gore oldukg¢a kiigiik degerler
alma egiliminde olup 1’e yaklastikca modelin agiklama giicii
artarken 0’a yaklastikca azalir. Ciktilar sonucunda elde et-

tigimiz deger McFaddenR? i¢in 0,028 ve TjurR? igin 0,037
olarak bulunmus ve bu deger yeterli oldugu goriilmiistiir.
NagelkerkeR? ve Cox&SnellR? sonuglarina gore bagimsiz
degiskenler bagimli degiskenin tamamini agiklamaktadir. Bu
sonuglar dogrultusunda modelin milkemmel uyum sahip ol-
dugu sdylenilir (=1674,943 p<0,001).

Cizelge 2: Lojistik regresyon model katsayr tahminleri

Viald Test B5% Conhgencs inberval
Esmate  SandwdEmer  Sandedized  Odds Rabg H Wald Stalsic  Of ] Lower bound  Upder bound
(recapl) =078 Q03 0.a3T 0,836 =1921 3565 i Q055 = 362 0004
Guniyicyzs. ] Qo3 T 1050 13847 s 1 = o042 boss
MCHC -0.047 0003 -0ked 0454 -18.1048 295,473 1 <01 -0083 -0.042
PLT 0.002 G001 aeir 1.002 1782 1175 i 0075 =0.000 0.00a
Mariaz (i Anadslu Bolgess] =0 187 Qo2 =067 0846 =5 201 27 083 1 <0 =0.22% =0 105
Marieg [Karadany Boigesi) 0829 e -0EE 04 =H.2 I 1 =0 -0.882 0775
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Model i¢in katsay1 degerleri incelendiginde Giinliik yas,

Cizelge 4: Lojistik regresyon performans metrikleri

MCHC ve Merkez degiskenleri model i¢cin anlamli etkiye sa-
Performance metrics ¥

hip iken PLT ve sabit (Intercept) degerlerinin model iizerinde
anlamli etkisi yoktur.

Value

Giinliik Yasta bir birimlik artis parvoviriis bulunma ola-
siligin1 1.050 kat arttirmaktadir. (%10). MCHC degerindeki
bir birimlik artig parvovirlis bulunma olasiligini 0,954 kat

AUC
Sensitivity
Precision
F-measure

0.659
0.940
0.582
0.719

azaltmaktadir. I¢ Anadolu’dan alinan 6rneklemdeki képek-
lerin Marmara bolgesine gore parvoviriis bulunma olasiligini
0,846 kat daha azdir. Karadeniz bolgesinden alinan kopekle-
rin ise parvoviriis bulunma olasiligini 0,437 kat daha azdir.

Cizelge 3: Lojistik regresyon hata matrisi

Olusturulan model sonucunda tahmin degerleri ile ger-

¢ek degerlerin degerlendirmesi hata matrisi verilmistir. Bu

Predicted degerlendirme sonucunda CPV olan képekleri %4,3 olmayan

Obsarved Var Yok kopekleri ise %53,9 oraninda dogru tahmin etmistir. Toplam-

da model %58,2 dogru tahmin yaparken %41,8 yanlis tahmin

Var 0.043 0379 yapmaktadir. Bu sonuglar model anlamli olsa da sonuglarda
Yok 0D.039 0.539 biiyiik oranda hata oldugu goriilmektedir.
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Performans metrikleri degerlendirildiginde egri altinda
kalan alan 0,659, dogruluk 0,940, kesinlik 0,582 ve F dlgiitii
0,719 olarak elde edilmistir.

Rastgele Orman Algoritmasi1 Uygulamasi

Veri setinde Rastgele Orman algoritmasi uygulamasi sonu-
cunda elde edilen ¢iktilar degerlendirilmistir.

Cizelge 5: Rastgele Orman model degerlendirme

Random Forest Classification ¥

Trees Fredictors per split n{Train) n{Validation)

niTest)

Validation Accuracy Test Accuracy QOB Accuracy

9% 2 28539 7135

8918

0.939 0.935 0.963

MNode. The model is oplimized with respect to the oul-ofbag accuracy.,

Modelde 100 agac iretilmis ve bu agaclardan 96. agacin
en uygun sonucu verdigi tespit edilmistir. Bu agagtaki dogru-
lama setindeki agiklayici degiskenler ile hedef degisken ara-
sinda uyum %96, test setindeki uyum %95 ve modelin test ve
egitim seti arasindaki dogruluk orani %96 olarak bulunmus-
tur. Bu sonuglara goére egitim veri seti ile test veri seti arasin-
da yiiksek bir dogruluk orani elde edilmis ve modelimiz iyi
bir uyuma sahip oldugu sdylenebilir.

Cizelge 6: Rastgele Orman model hata matrisi

Fredicted
Var Yok
Observed  Var 04 003
Yok 002 056

Cizelge 7: Rastgele Orman metrikleri

Olusturulan model sonucunda tahmin degerleri ile gercek
degerlerin degerlendirmesi hata matrisinde verilmistir. Bu
degerlendirme sonucunda CPV olan kdpekleri %40 olmayan
kopekleri ise %56 oraninda dogru tahmin etmistir. Toplamda
model %96 dogru tahmin yaparken %4 yanlis tahmin yap-
maktadir. Bu sonuglar Rastgele Orman algoritmasinin mii-
kemmel bir dogrulukla tahmin yaptigi tespit edilmistir.

Performans metrikleri degerlendirildiginde egri altinda
kalan alan 0,987, dogruluk 0,954, kesinlik 0,954 ve F dlgiitii
0,954 olarak elde edilmistir.

Dogruluktaki ortalama diisiis (Meandecrease in accura-
cy), her bir 6zelligin Rastgele Orman modelinin dogrulugu
tizerindeki etkisini 6l¢gmek icin degerlendirildi. Bunun sonu-
cunda Rastgele Orman modelinin dogrulugu igin en 6nemli
degisken RDW olarak belirlendi. Sinif ayirma dnemi (Total
increase in nodepurity) ise hangi degiskenin siniflart belirle-
mede daha 6nemli oldugunu gdsterir. Bunun sonucunda sinif
belirlemedeki en 6nemli degisken de RDW olarak belirlendi.

Evaluation Metrics

Precision Fecall F1 Score Support AUC
Var 0.951 0.939 0.945 37a4d 0.987
Yok 0.956 0.965 0.960 5134 0.987
Average ! Total 0.954 0.954 0.954 8912 0.987

MNote. Area Under Curve (AUC) is calculated for every class against all other classes.
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Cizelge 8: Rastgele Orman degisken 6nemleri

Variable Importance ¥

Mean decrease in accuracy Total increase in node purity

RDW 0.345 0.390
HCT 0.261 0.329
Sehir 0.010 0.008
MCHC 0.003 0.003
KNN Algoritmasi1 Uygulamasi rastgele orneklem secilmistir. 44592 kopekten %20’si test

veri setinin kullanildig1 i¢in kalan %80 (35674) kisiden %20

KNN algoritmasit uygulamasi sonucunda elde edilen ¢ik- )
(7135) oraninda 6rneklem alinarak bu 6rneklemi de dogrula-

tilar degerlendirilmistir. - . T
ma i¢in kullanilmigtir. Kalan veri (28539) egitim icin kulla-

Veri setinde 44592 kopek degerlendirilmistir. Bu veri se-
nilmistir.

tinden Hold-out yontemi ile %20 (8918) test veri seti i¢in

Cizelge 9: KNN model degerlendirme

K-Mearest Neighbors Classification

MNearast neighbors Waeights Distance n{Train} n{Validation) n{Tesl) Validation Accuracy Test Accuracy

2 rectangular  Euclidean 28539 7135 8918 0732 0.847
Note. The model 5 optimized with respect to the valdaton Sel acCuracy.

Olusturulan model sonucunda tahmin degerleri ile ger-

Cizelge 10: KNN model hata matrisi ) i ) o o
cek degerlerin degerlendirmesi hata matrisi verilmistir. Bu

- N . i .
Predicted degerlendirme sonucunda CPV olan kdpekleri %34 olmayan

kopekleri ise %51 oraninda dogru tahmin etmistir. Toplamda
Var Yok model %85 dogru tahmin yaparken %15 yanlis tahmin yap-

maktadir. Bu sonuglar En Yakin Komsu algoritmasinin iyi bir

Observed Var 0.34 0.08

dogrulukla tahmin yaptig1 tespit edilmistir.
Yok 0.07 0.51

Cizelge 11: KNN performans metrikleri

Evaluation Metrics

Precision Recall F1 Score Support ALC
Var 0.823 0.807 0.815 21 0.865
Yok 0864 0.876 0.870 5197 0.865
Average / Tolal 0.847 0.847 0.847 8918 0.865

Note. Area Under Curve (AUC) is calculated for every class against all other classes,
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Tablo 4: LR, RF ve KNN degerleri

PLT Degiskeni Dogfuﬁfﬂ%] AUC  Duyarliik Kesinlik F &lgiti
Lojistik Var 58,2 0,659 0,94 0,582 0,719
Regresyon (LR)jyok 57,6 0,679 0,933 0,583 0,717
Random Var 96 0,99 0,955 0,955 0,955
Forest (RF)  lyok 68 0,626 0,688 0,699 0,69
e NVar 85 0,847 0,853 0,853 0,853

Yok 97 0,994 0,964 0,965 0,965

Performans metrikleri degerlendirildiginde egri altinda
kalan alan 0,865, dogruluk 0,847, kesinlik 0,847 ve F ol¢iiti
0,847 olarak elde edilmistir.

Toplam dogruluk degerleri incelendiginde anlamsiz de-
gisken modelde ¢ikarildiginda lojistik regresyon ve RF yon-
temlerinde dogruluk oranlar1 diigmiistiir.

RF yontemi PLT degiskeni modelde iken en iyi tahminle-
ri yapmistir. Bu degiskeni modelden ¢ikarmak istemedigimiz
durumlarda bize ¢ok verimli sonuglar verebilmektedir.

KNN yontemi degisken sayist azaldiginda daha iyi so-
nuglar vermektedir. Bu sebeple degisken sayisini azaltmak
istedigimizde bu yontemi kullanabiliriz.

NaiveBayes modeli 6nsel olasiligin dogru kesinlikle si-
niflandirilamadigi i¢in degerlendirilmemistir.

Sonu¢ ve Tartisma

Sonug olarak, toplam dogruluk degerleri incelendiginde an-
lamsiz degisken modelde ¢ikarildiginda lojistik regresyon ve
RF yontemlerinde dogruluk oranlar1 diismiistiir. RF yonte-
mi PLT degiskeni modelde iken en iyi tahminleri yapmuistir.
Bu degiskeni modelden ¢ikarmak istemedigimiz durumlarda
bize ¢ok verimli sonuglar verebilmektedir. KNN yontemi de-
gisken sayisi azaldiginda daha iyi sonuglar vermektedir. Bu
sebeple degisken sayisini azaltmak istedigimizde bu yontemi
kullanabiliriz.

Bu c¢aligmada, tani testlerinin performanslarini deger-
lendirirken duyarlilik, segicilik ve Roc egrisi altinda kalan
alan 6nemli 6l¢iitler olmustur. Uygun kesim noktasinin AUC
degerlerine bagli oldugu goriilmiistiir. Duyarlilik ve segicilik
ne kadar yiiksek ise AUC degerleri de o kadar yiiksek ol-
mugtur. Bunun sonucunda yiliksek AUC degerleri de uygun
kesim noktasini vermistir. Bu ¢aligsma ile, parvoviralenterit
hastaliginin teshisi i¢in, uygulanan istatistiksel hesaplamalar
ile modellendigi ortaya konmustur. Prognoz siirecinde dene-
gin MCHC, Platelet ve hangi bélgeden oldugu bilindiginde
parvoviralenterit hastaliginin teshisi icin Rastgele Orman,

KNN ve karar agaclart modelleriyle dogru bir se¢im yapi-
labilir. Sonuglar, ileride yapilacak bolgede/iilkede yayilim
gosteren CPV suslarini igeren agilarin iiretilmesi ve CPV’nin
antijenik varyantlarinin belirlenmesine doniik molekiiler ka-
rakterizasyon g¢alismalarina kaynak olacagi diisiiniilmekte-
dir. Teshis koymaya ¢alisan hekimler, bu degiskenler ile elde
edilen smiflandirma modellerini kullanarak yararlanabilirler.
Sonug olarak; képeklerin parvoviralenterit hastaliginin teshi-
sinde kan hemogram degerlerinden MCHC, Platelet ve yas
parametrelerinin kesim noktalar1 g6z oniinde bulundurularak
biiyiik dogrulukla karar vermede yardimci olacagi ortaya ¢ik-
mustir. {leride yapilacak ¢aligmalara da kaynak olabilecektir
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