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ÖZ 

 
Bu makalenin amacı, çelik fiberli Geopolimer Betonların veya Harçların basınç dayanımını daha hızlı, 
doğru, ucuz ve zahmetsiz bir şekilde belirlemektir. Geleneksel laboratuvar testlerinin maliyetli olduğu ve 

zaman aldığı göz önüne alındığında, yapay zekâ uygulamalarının betonun basınç değerinin 

belirlenmesinde önemli alternatif yöntemlerinden birisi olabilir. Günümüzde yapay zekâ teknolojilerinin 
hızla gelişmesi, hassas ve hızlı sonuçlar elde edilmesine imkân tanımaktadır. Bu çalışmada, Makine 

Öğrenimi kullanılarak belirli bir veri seti üzerinden çelik fiberli geopolimer betonun basınç dayanımının 

tahmin edilmesi hedeflenmiştir. Literatürde bu konuda yapılan önceki çalışmalar incelenerek 105 veriden 
oluşan bir veri seti hazırlanmış ve analiz için uygun hale getirilmiştir. Veri seti, Gradyan Güçlendirme 

yöntemi kullanılarak Python programlama diliyle modellenmiş ve analiz edilmiştir. Yapılan çalışma 

sonucunda R2 değeri 0,971 olarak elde edilmiştir. Bu sonuçlar, Gradyan Güçlendirme modelinin çelik 
fiberli geopolimer betonun basınç dayanımını tahmin etmede oldukça başarılı olduğunu göstermektedir. 

Sonuç olarak, yapay zekâ teknikleri basınç dayanım sonuçlarının daha hızlı tahmin edebilecek ve 
maliyetleri önemli ölçüde azaltacak imkânlar sunmaktadır. Bu çalışmanın bulguları, inşaat sektöründe 
gelecekteki araştırma ve uygulamalar için umut verici bir yöntem sunmaktadır.  

 

 

*ÖNEMLİ: Makale Başlığında veya Özetinde semboller, özel karakterler, dipnotlar veya matematiksel 
ifadeler kullanmayın. 
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ABSTRACT 

 
 

The aim of this article is to determine the compressive strength of Geopolymer Concrete or Mortar with 

steel fiber in a faster, accurate, cheaper and effortless way. Considering that traditional laboratory tests are 
costly and time-consuming, artificial intelligence applications can be one of the important alternative 

methods in determining the compressive strength of concrete. Today, the rapid development of artificial 

intelligence technologies allows obtaining precise and fast results. In this study, it is aimed to estimate the 
compressive strength of geopolymer concrete with steel fiber using a specific database using Machine 

Learning. By examining previous studies on this subject in the literature, a data set consisting of 105 data 

was prepared and made suitable for analysis. The data set was modeled and analyzed with the Python 
programming language using the Gradient Boosting method. As a result of the study, the R2 value was 

obtained as 0.971. These results show that the Gradient Boosting model is quite successful in predicting 

the compressive strength of geopolymer concrete with steel fiber. As a result, artificial intelligence 
techniques offer opportunities to predict compressive strength results faster and significantly reduce costs. 

The findings of this study provide a promising method for future research and applications in the 

construction industry. 
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Giriş 

Günümüzde çevre kirliliği sorunları, özellikle sera gazı 

salınımı gibi konular, ciddi endişelere neden olmaktadır. 

Çimento üretimi sürecindeki kireçtaşının dekarbürizasyonu, 

atmosfere önemli miktarda sera gazı emisyonuna sebep 

olmaktadır. Bu durum, çimento üretimi ile ilgili CO2 

salınımının yüksek olduğunu ve çevresel etkilerinin önemli 

olduğunu göstermektedir (%54 kalsinasyon ve %46 yakıt 

yakımı yoluyla) [1]. Dünya genelinde en fazla kullanılan 

malzemelerden biri betondur ve inşaat sektöründe kullanımı 

giderek artmaktadır [2]. Ancak beton üretimi de çimento 

kullanımıyla doğrudan ilişkilidir ve dolayısıyla CO2 

salınımının artmasına sebep olmaktadır. Bu nedenle, inşaat 

sektöründe çevresel etkileri azaltmak için alternatif 

malzemelere yönelik arayışlar devam etmektedir. 

Geopolimer Beton (GB), bu bağlamda önemli bir alternatif 

olarak öne çıkmaktadır. GB, geleneksel çimentoya kıyasla 

daha az CO2 salınımına neden olur. Alkali çözelti ile 

zenginleştirilmiş alümina silikat içeren metakaolin, cüruf, 

uçucu kül gibi malzemeler kullanılarak üretilen bir beton 

türüdür. Bu özellikleriyle hem çevre dostu hem de 

sürdürülebilir bir yapı malzemesi olarak dikkat çeker [3]-[5]. 

GB'nun kullanımı, inşaat ve beton endüstrisinde CO2 

salınımını %80 oranında azaltabileceği göz önünde 

bulundurulmaktadır [4]. Fiberli geopolimerler, dayanıklılık 

ve çevresel sürdürülebilirlik avantajları nedeniyle inşaat 

sektöründe artarak ilgi görmektedir. Bu malzemeler, doğal 

liflerin (cam, karbon, polipropilen gibi) geopolimer matrisine 

eklenmesiyle oluşturulur. Fiberler, malzemenin mekanik 

özelliklerini geliştirerek çatlak oluşumunu azaltır ve 

genellikle basınç dayanıklılığı arttırır. Bu bağlamda, fiberli 

GB’ların basınç dayanımının doğru bir şekilde tahmin 

edilmesi, mühendislik uygulamalarında önem arz etmektedir. 

Betonun temel mekanik özelliklerinden biri olan basınç 

dayanımı, yapıların güvenliği için kritik öneme sahiptir ve bu 

özellik laboratuvar testleri ile belirlenir. Ancak, laboratuvar 

testleri zaman alıcı ve maliyetlidir. Bu nedenle, yapay zekâ 

teknikleri, betonun mekanik özelliklerini belirlemede 

alternatif bir yaklaşım sunabilir. Makine öğrenimi 

algoritmaları kullanılarak geliştirilen tahmin modelleri, 

basınç dayanımını hızlı ve doğru bir şekilde tahmin etmede 

etkili olabilir [6]. Bu makalede, fiberli GB’un basınç 

dayanımını tahmin etmek için Gradyan Güçlendirme (GG) 

modeli kullanılarak belirlenmeye çalışılmıştır. Bu yaklaşım, 

GB'nun mühendislik uygulamalarında daha geniş bir kabul 

görmesine ve çevresel sürdürülebilirlik açısından olumlu 

katkılar sağlamasına yardımcı olabilir. 

İnşaat mühendisliği alanında yapay zekâ teknikleri, özellikle 
beton gibi malzemelerin davranışını ve performansını tahmin 
etmede önemli bir rol oynamaktadır. Bu alanda birçok 
makine öğrenimi tekniği, istenilen çıktıları tahmin etmek için 
kullanılmaktadır. Örneğin, Karar Ağacı (KA), Yapay Sinir 
Ağı (YSA), Gen Ekspresyonu Programlama (GEP), Destek 
Vektör Makinesi (DVM) ve Rastgele Orman (RO) gibi 
yöntemler literatürde sıkça karşılaşılan teknikler arasındadır 
[7]-[10]. Ahmed ve ark. [11], geri dönüştürülmüş kaba 
agregalı betonun basınç dayanımını tahmin etmek için GEP 
algoritmasını kullanarak başarılı sonuçlar elde etmiştir. Song 
ve ark. [12] ise seramik atık bazlı beton için YSA modelinin 
yüksek performans gösterdiğini ve diğer Karar Ağacı 

modellerine kıyasla daha iyi tahminler yaptığını belirtmiştir. 
Khan ve ark. [13] uçucu kül bazlı GB’un basınç dayanımını 
GEP modeli ile başarılı bir şekilde tahmin etmişlerdir. Aslam 
ve ark. [14] yüksek dayanımlı betonun basınç dayanımını 
tahmin etmek için GEP modelinin doğruluğunu göstermiş ve 
makine öğrenimi yöntemlerinin yüksek performans 
sergilediğini vurgulamışlardır. Chu ve ark. [15] ise GB’un 
mukavemet özelliklerini tahmin etmek için GEP ve Çoklu 
İfade Programlamayı (ÇİP) kullanmışlar ve GEP modelinin 
daha doğru tahminler sağladığını bulmuşlardır. Ancak, 
literatürde fiberli GB’un basınç dayanımını tahmin etmek için 
çok az çalışma bulunmaktadır. Kumar ve ark. [16] yaptıkları 
çalışmada, YSA ve Destek Vektör Regresyonu (DVR) 
modelleri kullanarak fiber takviyeli GB’un basınç dayanımını 
tahmin etmişlerdir. Bu çalışma DVR modelinin, YSA 
modeline göre daha doğru tahminler yaptığını göstermiştir. 
Öte yandan, literatürde Gradyan Güçlendirme (GG) 
algoritması kullanılarak çelik fiberli (ÇF) GB’un basınç 
dayanımını tahmin etmek için yapılmış bir çalışma 
bulunmamaktadır. GG algoritması özellikle büyük ve 
karmaşık veri kümelerinde tahmin hızı ve doğruluğuyla öne 
çıkan ve başarılı sonuçlar veren bir yöntem olarak öne 
çıkmaktadır. Bu bağlamda, ÇF’li GB’un basınç dayanımını 
tahmin etmek için GG algoritması’nın potansiyelini araştıran 
yeni çalışmaların yapılması önem arz etmektedir. Bu tür 
çalışmalar, GB’un inşaat sektöründeki kullanımını daha 
sürdürülebilir hale getirme potansiyeline sahiptir. 

GB’un basınç dayanımının doğru bir şekilde tahmin edilmesi 
zorlu bir süreçtir, ancak yapay zekâ ve makine öğrenimi bu 
alanda umut verici çözümler sunmaktadır. GG, Friedman [17] 
tarafından önerilen bir algoritmadır. GG algoritması, zayıf 
öğrenenlerin yinelemeli bir dizi yoluyla daha iyi öğrenenlerle 
birleştirilmesiyle oluşturulmuştur [18]. Sonuç olarak, GG 
performansı güçlendirilebilir, bu da toplam hatanın 
azalmasına ve model kaybının azalmasına yol açabilir [19]. 
Önceki çalışmalar, GG algoritması aşırı uyum sorunlarını 
önlemede temel bir avantaja sahip olduğunu ve bu 
algoritmanın daha az hesaplama kaynağı kullandığını 
belirtmiştir [19]-[20]. Betonun basınç dayanımını tahmin 
etmek için birçok çalışmada GG algoritması kullanılmıştır 
[21]-[22]. Genomik üreme değerlerinin tahmin edilmesinde 
GG algoritması, DVR ve rastgele orman modelleri arasındaki 
tahmin performansını karşılaştırmak için daha önce bir 
çalışma yapılmış ve GG algoritmasının diğer algoritmalardan 
daha iyi performans gösterdiği sonucuna varılmıştır [23]. Bu 
özellikleri sayesinde, GG gibi karmaşık yapı malzemelerinin 
mekanik özelliklerini tahmin etme konusunda potansiyel 
göstermektedir. Sonuç olarak, yapay zekâ ve makine 
öğrenimi tekniklerinin, GG’nın basınç dayanımının doğru 
tahmin edilmesinde önemli bir rol oynayabileceği ve inşaat 
sektöründe sürdürülebilir malzeme kullanımını teşvik 
edebileceği görülmektedir. Bu teknolojilerin kullanımı, 
laboratuvar testlerine olan bağımlılığı azaltabilir ve 
maliyetleri düşürebilirken, aynı zamanda doğru ve güvenilir 
sonuçlar elde edilmesine yardımcı olabilir. 

Makine öğrenimi, yapay zekânın önemli bir alt dalıdır ve 
insan etkileşimi olmadan veri kalıplarını analiz eder ve 
yorumlar. ÇF’li GB’un basınç dayanımını daha hızlı bir 
şekilde tahmin etmek için yapay zekâ yöntemleri oldukça 
etkili olabilir. Bu yöntemler, GB'nin bileşimi (molaritesi), 
kullanılan ÇF miktarı, geometrik ve mekanik özellikler ile 
numunenin geometrisi gibi faktörleri analiz ederek basınç 
dayanımını tahmin etmeyi mümkün kılar. Bu çalışmada, GG 
kullanılarak ÇF’li GB'un basınç dayanımını tahmin etmenin 
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uygulanabilirliği araştırılmaktadır. GG, sınıflandırma, 
regresyon ve sıralama gibi çeşitli görevler için kullanılabilen 
bir makine öğrenimi algoritmasıdır. Son yıllarda yapay zekâ 
çalışmalarında gösterdiği yüksek performansı ve hızlı 
yakınsama yeteneğiyle dikkat çekmektedir. Araştırmada GG 
modeli, Python programlama dili kullanılarak geliştirilmiştir. 
Python, açık kaynaklı olması, kolay okunabilir olması ve 
yüksek performansıyla tercih edilen bir programlama dilidir 
[24]. Bu özellikleri sayesinde, makine öğrenimi modellerinin 
oluşturulması, veri analizi ve sonuçların değerlendirilmesi 
Python ile etkili bir şekilde gerçekleştirilebilir. Sonuç olarak, 
yapay zekâ ve özellikle GG kullanılması, ÇF'li GB’un basınç 
dayanımının tahmin edilmesinde önemli bir potansiyele 
sahiptir. Bu çalışma, inşaat sektöründe daha sürdürülebilir ve 
verimli malzemelerin kullanımını teşvik etmeyi 
hedeflemektedir. 

Literatürde fiberli GB’un basınç dayanımının tahmin 
edilmesine yönelik yapılan çalışmaların azlığına rağmen, 
Kumar ve ark. [16] tarafından yapılan çalışma önemli bir 
adım olarak öne çıkmaktadır. Bu çalışmada, fiber takviyeli 
GB’un (ÇF ve PVA ile takviyeli) basınç dayanımının tahmin 
edilmesi için Yapay Sinir Ağı (YSA) ve Destek Vektör 
Regresyonu (DVR) modelleri ile Olağanüstü Gradyan 
Güçlendirme (OGG) algoritması kullanılmıştır. Çalışmada, 
farklı özelliklerin (kimyasal bileşim, aktivatör türü vb.) OGG 
modeli için kullanılarak başarılı bir şekilde eğitildiği ve elde 
edilen tahminlerin deneysel verilerle uyumlu olduğu 
gözlemlenmiştir. YSA ve DVR gibi geleneksel makine 
öğrenimi modellerinin yanı sıra OGG algoritmasının da 
kullanılması, basınç dayanımı tahmininde doğruluğun 
artırılması açısından önemli bir adımdır. Bu çalışma, fiber 
takviyeli GB’un mekanik özelliklerinin tahmin edilmesinde 
yapay zekâ tekniklerinin potansiyelini göstermesi açısından 
değerlidir. Ancak, literatürde direkt GG’nın kullanımıyla 
çelik fiberli GB’un basınç dayanımının tahmin edilmesiyle 
ilgili yapılan bir çalışma bulunamamıştır. Literatürde yapılan 
çalışmalardan elde edilen başarılı sonuçlar, GB gibi yenilikçi 
ve sürdürülebilir yapı malzemelerinin geliştirilmesinde 
önemli bir katkı sağlayabilir. 

Bu çalışmada, ÇF takviyeli GB’un basınç dayanımını GG 
kullanarak tahmin etmek amaçlanmaktadır. Literatürde bu 
konuda yapılan çalışmaların azlığına rağmen, özellikle ÇF 
takviyeli GB üzerine yapılan çalışmalar incelenmiş ve bu 
çalışmalardan elde edilen veriler kullanılarak 105 veriden 
oluşan bir veri seti oluşturulmuştur. Oluşturulan veri seti 
üzerinde GG eğitilmiş ve bu model kullanılarak ÇF takviyeli 
GB'nun basınç dayanımı tahmin edilmeye çalışılmıştır. Elde 
edilen tahmin sonuçları, veri setindeki deneysel sonuçlar ile 
karşılaştırılmış ve bu karşılaştırma sonuçları 
değerlendirilmiştir. Çalışmanın amacı, ÇF’li GB'nun basınç 
dayanımını tahmin etmede makine öğrenimi algoritmalarının 
kullanımının potansiyelini göstermektir. Yapılan analizler ve 
karşılaştırmalar, makine öğrenimi algoritmalarının GB'nun 
basınç dayanımını doğru bir şekilde tahmin edebileceğini 
ortaya koymaktadır. Bu bulgular, gelecekte standartların 
belirlenmesi ve GB kullanımının yaygınlaşması açısından 
önemli bir katkı sağlayabilir. Sonuç olarak, bu çalışma, 
sürdürülebilir inşaat malzemeleri geliştirilmesinde yapay 
zekâ ve makine öğrenimi tekniklerinin potansiyelini 
göstermek ve inşaat sektöründe doğru, ekonomik ve çevre 
dostu çözümler sunma yolunda bir adım olarak 
değerlendirilebilir. 

 

Materyal ve Yöntem 
Bu bölümde çalışmada kullanılan materyal ve yöntemler 
açıklanmıştır. İlk olarak, bu çalışmada kullanılan makine 
öğrenimi algoritması anlatılmıştır. Daha sonra verilerin nasıl 
elde edildiği ve modellemeye hazır hale getirmek için 
kullanılan yöntemle ilgili bilgi verilmiştir. Son olarak, 
modelin nasıl oluşturulduğu ve elde edilen sonuçlar 
aktarılmıştır. Çalışmanın stratejisini gösteren grafik Şekil 
1.'de aşağıda sunulmuştur. 

 
Şekil 1. Çalışma yönteminin akış şeması 

Değerlendirme yöntemi 

Makine öğrenmesi algoritmasının doğruluğunun 

değerlendirilmesinde ortalama hata (ortalama test/tahmin), 

kök ortalama kare hatası (RMSE), korelasyon katsayısı (R) 

ve belirleme katsayısı (R2) dikkate alındı. 

Ortalama Hata (Ortalama Test/Tahmin) 

Ortalama Hata modelleme ve tahmin süreçlerinde modelin 

tahminlerinin ne kadar doğru olduğunu ölçmek için 

kullanılan bir değerlendirme metriğidir. Bir modelin tahmin 

ettiği değerlerle (tahmin) gerçek değerler (test) arasındaki 

oranı ifade eder. Bu oran tahminlerin gerçek değerlere ne 

kadar yakın olduğunu belirtir. 1'e ne kadar yakınsa, modelin 

performansının o kadar iyi olduğu anlamına gelir [25].  

Kök Ortalama Kare Hatası (RMSE) 

Regresyonda genellikle kullanılan kayıp fonksiyonu, 

aşağıdaki Deklem (1)’de tanımlanan RMSE'dir: 

𝑅𝑀𝑆𝐸 =  √
1

𝑛
 ∑ (𝑦′ − 𝑦)2𝑛

𝑖=1            (1)               

burada y' tahmin edilen değer, y gerçek değer ve n veri 

örneklerinin sayısıdır. Hata ne kadar büyükse RMSE de o 

kadar büyüktür; böylece tahminlerin doğruluğu tahmin 

edilebilir. RMSE, model tarafından tahmin edilen değerler 

gerçek değerlerden farklı olduğunda yaygın olarak kullanılır. 

Ayrıca, RMSE değeri daha küçük olduğunda modelin 

performansı iyileştirilir [26]. 
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Korelasyon Katsayısı (R) 

Korelasyon katsayısı, iki değişken arasındaki doğrusal 

ilişkinin yönünü ve kuvvetini ölçen bir istatistiksel değerdir. 

Korelasyon katsayısı, -1 ile 1 arasında bir değer alır. R değeri 

1 ise; mükemmel pozitif korelasyon ve iki değişken arasında 

tam bir doğrusal pozitif ilişki vardır. Eğer R değeri -1 ise; 

mükemmel negatif korelasyon ve iki değişken arasında tam 

bir doğrusal negatif ilişki vardır. Eğer R değeri 0 ise; iki 

değişken arasında doğrusal bir ilişki yoktur [27]. 

Belirleme Katsayısı (R2) 

Belirleme katsayısı, genellikle R2 olarak ifade edilir ve bir 

regresyon modelinin bağımlı değişkenin Deklem (2)’de ki 

gibi toplam varyansını ne kadar açıkladığını gösteren bir 

istatistiksel ölçüdür. Başka bir deyişle, R2, modelin veri 

noktalarının ne kadarını doğru bir şekilde tahmin edebildiğini 

gösterir. R2 1’e eşit ise; model, bağımlı değişkendeki 

varyansın tamamını açıklar. Bu, modelin mükemmel bir 

uyum sağladığını gösterir. Eğer R2 0’a eşit ise; model, 

bağımlı değişkendeki varyansı hiç açıklamaz. Yani, modelin 

tahmin ettiği değerler ile gerçek değerler arasında hiçbir ilişki 

yoktur. Eğer R2 değeri 0 ile 1 arasında ise; 1'e yaklaştıkça 

modelin açıklayıcılığı artar, 0'a yaklaştıkça azalır ve R2 değeri 

genellikle 0 ile 1 arasında yer alır [28].  

𝑅2 = 1 −
𝐾𝐾𝑇

𝑇𝐾𝑇
                  (2) 

Burada; 

TSS : Toplam kareler toplamı 

RSS : Kalan kareler toplamı 

Gradyan Güçlendirme (GG) 

GG algoritması, boosting tekniğine dayanır ve zayıf 
öğrenicileri yinelemeli bir şekilde birleştirerek daha güçlü bir 
öğrenici oluşturur [18]. Her bir iterasyonda yeni tahminciler 
eklenmesi, modelin performansını artırabilir. Ayrıca, GG 
algoritması toplam hata ve model kaybını azaltmaya 
odaklanır [19], bu da aşırı uyum sorununu önemli ölçüde 
azaltır. GG tekniğinde, zayıf öğrenici olarak regresyon 
ağaçları kullanılır ve her iterasyonda model, hata azaltmak 
için yinelemeli gradyan tabanlı öğrenme algoritması 
kullanılarak eğitilir. İlk iterasyonda, genel eğitim hatasını 
azaltmak amacıyla ilk zayıf öğrenici (ilk ağaç) öğrenilir. 
Daha sonra Şekil 2.’de ki gibi her bir sonraki iterasyonda, 
önceki ağaçların yetersiz kaldığı alanlarda hataları düzeltmek 
için bir sonraki zayıf öğrenici eğitilir. Bu süreç, istenilen hata 
seviyesine ulaşılıncaya kadar devam eder. Sonuç olarak, GG 
algoritması, zayıf öğrenicilerin kademeli olarak 
birleştirilmesi ve her adımda modelin performansının 
artırılmasıyla güçlü bir tahminci oluşturur. Bu yöntem, 
özellikle karmaşık ilişkileri ve örüntüleri yakalamak için 
etkili bir makine öğrenimi tekniğidir.  

 

Şekil 2. Gboost ağaçları 

Ayrıca, GG modelinde başlangıçta model  𝐹0(𝑥) tahmin 
yapar. Ardından, Deklem (3)’de ki gibi her yeni adımda şu 
şekilde bir iyileştirme yapılır: 

𝐹𝑚(𝑥) =  𝐹𝑚−1(𝑥) + 𝛼. ℎ𝑚(𝑥)          (3) 

Burada; 

𝐹𝑚−1(𝑥) ∶  önceki modelin tahmini 

𝛼 ∶   öğrenme oranı 

ℎ𝑚(𝑥) ∶   yeni zayıf öğrenci (genellikle bir karar ağacı 

𝐹𝑚(𝑥) ∶   güncellenmiş modelin tahmini 

Ayrıca, GG algoritmaları için giriş ve çıkış yol haritası Şekil 
3.’te gösterilmiştir. 

 

Şekil 3. OGG algoritması için giriş ve çıkış yol haritası 

Veri Hazılanması 

Makine öğrenimi modelleri için veri setinin kalitesi kritik 
önem taşır; bu nedenle veri toplama ve hazırlama süreçleri 
doğru ve titizlikle yapılmalıdır. Bu amaçla literatürde yapılan 
araştırmalar incelendikten sonra ÇF takviyeli GB 
numunelerinin basınç dayanımıyla ilgili 105 adet veriyi 
içeren bir veri seti oluşturulmuş ve bu veri setinde kullanılan 
basınç değerleri Tablo 1.’de verilmiştir.   

Modelleme yapılmadan önce regresyon analizlerinde yanlış 
sonuçlar elde etmemek için veri setindeki kategorik 
değişkenlerin sayısal hale dönüştürülmesi gerekir. Bunun için 
veri setindeki kategorik değişkenlerin 1 ya da 0, var veya yok 
olarak kukla değişkenlere (dummy variable) dönüştürülerek 
kategorik değişkenler regresyon analizine dahil edilmiştir. İlk 
başta veri setinde toplam 9 tane değişken var iken, Python 
yardımı ile kategorik değişkenlerin kukla değişkenlere 
dönüşümü yapıldıktan sonra değişken sayısı 14 olmuştur. Kür 
çeşidi parametresi 2 adette, bağlayıcı Malzeme çeşidi 
parametresi 4 adette ve Geopolimer çeşidi parametresi 2 
adette dönüştürülmüştür.  

Veri setine ait frekans grafikleri Şekil 4.'te sunulmuştur. 
Ayrıca, veri setinde yer alan sayısal parametrelerin 
istatistiksel özellikleri Tablo 2.'de sunulmuştur. Veri 
setindeki eksik değerler, daha iyi sonuçlar elde etmek için 
eksik verilerin ortalamalarıyla doldurulmuştur. Buna ek 
olarak, veri setindeki bağımsız değişkenler arasındaki 
korelasyonlar Şekil 5.'te gösterilmiştir. Korelasyon 
katsayıları, değişkenler arasındaki ilişkileri analiz etmemize 
yardımcı olur. Pozitif korelasyon katsayıları değişkenler 
arasında doğrusal bir ilişki olduğunu gösterirken, negatif 
korelasyon katsayıları ters ilişkiyi işaret eder. Korelasyon 
katsayısı 1 ise değişkenler arasında mükemmel bir ilişki 
olduğunu, katsayı 0 ise değişkenlerin bağımsız olduğunu 
gösterir. Sonuç olarak, doğru toplanmış ve hazırlanmış bir 
veri seti, makine öğrenimi modellerinin doğruluğunu ve 
güvenilirliğini artırmada temel bir rol oynar. Bu süreçlerin 
titizlikle yönetilmesi, modelin kalitesini önemli ölçüde 
etkiler. 



DUJE (Dicle University Journal of Engineering) 15:3 (2024) Sayfa 745-753 

 

749 
 

 

Tablo 1. Veri Seti’ni Oluşturulurken Kullanılan Basınç 

Dayanım Değerleri 

Kaynaklar Basınç Dayanımı - MPa 

[29] 

43.3 

47.14 

48.3 

51.21 

54.9 

53 

[30] 

78 

78.2 

84.6 

81.1 

85.6 

78.9 

[31] 

140 

147 

144 

152 

150 

162 

[32] 

42.44 

43.09 

47.46 

[33] 

32 

32.5 

28.5 

28.5 

[34] 

55.2 

56.47 

57.7 

59.64 

61.5 

[35] 

67.02 

73.56 

67.93 

74.97 

[36] 

74.5 

77.8 

70.5 

72 

[37] 

38.59 

40.98 

43.04 

40.41 

41.32 

44.25 

[38] 
53.45 

54.41 

[39] 

33.6 

35.1 

36.2 

[40] 

86.5 

99 

89 

78 

[41] 

35.92 

37.6 

34.73 

33.5 

31.5 

[42] 

38.1 

39.8 

37.8 

[43] 

44.69 

45.45 

48.12 

52.65 

56.06 

58.41 

61.68 

62.15 

67.76 

[44] 

37 

37.46 

37.94 

38.46 

[45] 
42 

47 

[46] 
30.93 

22.13 

[47] 

50.1 

52.4 

42.3 

37.4 

[48] 

36.6 

38.46 

39.74 

40.77 

39.49 

[49] 

45.62 

 51.24 

53.21 

54.32 

[50] 

89.5 

93 

96 

95 

86 

88 

90 

90.1 

 

Tablo 2. Veri setinin istatistiksel değerleri 

 

Değişkenler 
Veri 

Sayısı 

Min. 

Değer 

Mak. 

Değer 
Ortalama 

Standard 

Sapma 

ÇF Uzunluğu 
(mm) 

105 6 60 24.38 12.66 

ÇF En/Boy 

Oranı 
105 1.25 125 53.25 26.12 

ÇF Oranı (%) 105 0.25 3 1 0.61 

ÇF Çekme 

Dayanımı 
(MPa) 

105 577 3000 1580.4 651.75 

Numunenin 

Yüzey Alanı 
(cm2) 

105 16 225 106.77 77.63 

Molarite 105 1.3 14 9.45 3.78 
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a 

 
b. 

 
c. 

 
d. 

 
e. 

 
f. 

 
g. 

Şekil 4. Veri setine ait frekans dağılımı grafikleri:(a) Yüzey 

Alanı, (b) ÇF Uzunluğu (c) ÇF En/Boy Oranı (d) ÇF Oranı, 

(e) ÇF Çekme Dayanımı, (f) Molar, (g) Basınç 
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Şekil 5. Veri setinin korelasyon katsayıları Isı Haritası 

Bulgular ve Sonuçlar  

Bulgular 

Bu bölümde, çalışmada kullanılan 105 veriden oluşan veri 
seti GG modeli kullanılarak ÇF’li kül, metakaolin veya cüruf 
tabanlı geopolimer beton ya da harçların basınç dayanım 
tahmin edilmeye çalışılmıştır. Bu çalışmanın performansını 
değerlendirmek için ortalama hata (ortalama test/tahmin), 
kök ortalama kare hatası (RMSE), korelasyon katsayısı (R) 
ve belirleme katsayısı (R2) metrikleri kullanılmıştır. Bu 
metrikler, modelin tahminlerinin gerçek değerlerden ne kadar 
farklı olduğunu, doğruluğunu ve tahminler ile gerçek değerler 
arasındaki ilişkiyi gösterir. Tablo 3.'te, eğitilen GG modeli 
için kullanılan metrik verilmektedir. Bu sonuçlara göre, GG 
modelinin performansı oldukça yüksektir. Düşük RMSE, 
yüksek R ve R2 değerleri, modelin tahminlerinin genellikle 
doğru olduğunu ve gerçek değerlerle güçlü bir şekilde ilişkili 
olduğunu gösterir. Bu durum, modelin veriyi iyi öğrendiğini 
ve yeni veriler üzerinde iyi sonuçlar verebileceğini işaret 
eder.  

Tablo 3. GG Model değerlendirme metriklerine ait değerler 

Model 
Ortalama 

(Test/Tahmin) 
RMSE R R2 

GG 0,99602 4,5428 

 

0,9903 

 

0,971 

 
Ayrıca, GG tarafından yapılan tahminlerin ayrıntıları Şekil 
6.'da gösterilmektedir. Bu grafikte mavi çizgi gerçek 
değerleri, kırmızıçizgi ise tahmin edilen değerleri gösterir. İki 
çizgi birbirine yakın olduğunda, GG modelinin doğru 
tahminler yaptığı ve güvenilir bir şekilde çalıştığı anlaşılır. 

 

Şekil 6. GB’nun Basınç Dayanımı tahmin grafiği 

Sonuç olarak, GG modeli, veri setindeki desenleri iyi anlayıp 
doğru tahminler yapabilen güvenilir bir model olarak 
değerlendirilebilir. Bu metriklerin sağladığı bilgiler, modelin 
performansının objektif bir şekilde değerlendirilmesini sağlar 
ve modelin genelleme yeteneğini doğrular. 

Sonuçlar 

Bu çalışma, ÇF takviyeli GB’un basınç dayanımının GG 
makine öğrenimi algoritması kullanılarak modellenmesi ve 
bu modellemelerin kullanılarak basınç dayanımının tahmin 
edilmesini amaçlamaktadır. GB, geleneksel çimentolu 
betonun yerini alabilecek çevre dostu bir yapı malzemesi 
olarak önem kazanmaktadır. Bu nedenle, bu çalışma bu 
yenilikçi malzemenin mukavemet özelliklerini daha hızlı ve 
etkin bir şekilde değerlendirmeyi hedeflemektedir. 
Çalışmanın ilk adımı literatürde kapsamlı bir inceleme 
yapmak ve uygun veri setini oluşturmaktır. GB’un basınç 
dayanımıyla ilgili mevcut araştırmalar ve veri setleri 
incelenerek modelleme için gerekli veriler toplanmıştır. Daha 
sonra, toplanan veri seti üzerinde GG makine öğrenimi 
algoritması kullanılarak bir model eğitilmiştir. GG 
algoritması, zayıf tahmincileri (genellikle regresyon ağaçları) 
birleştirerek güçlü bir tahminci oluşturur ve bu sayede 
karmaşık ilişkileri modelleyebilir. Elde edilen model çeşitli 
değerlendirme yöntemleri kullanılarak analiz edilmiştir. Bu 
değerlendirme sürecinde kullanılan bazı yöntemler ve elde 
edilen sonuçlar şunlardır: 

•  Tahmin modelinin performansını değerlendirme 
yöntemlerinden biri modelin tanımlayıcılık katsayısıdır. 
R2 değeri GG modeli için 0,971 olarak elde edilmiştir, 
yani GG modeli %97,1 doğrulukla tahmin yapmıştır. 
Buda, GG modelinin basınç dayanımının tahminlerinde 
başarılı sonuçlar verdiği görülmüş ve kullanılabilirliği 
test edilmiştir.  

•  Tahmin modellerinin performansını değerlendirmede 
kullanılan bir diğer yöntemde ortalama hata (ortalama 
(test/tahmin)) değerleridir. Ortalama hata değeri GG 
modeli için 0,99602 olarak elde edilmiştir. Ortalama hata 
değeri 1 yaklaştıkça modelin daha doğru sonuç verdiği 
anlaşılır. GG modelinin ortalama hata değeri 1 yakın 
olduğu için model iyi performans göstermiştir. 

•  GG için RMSE değeri 4,5428'dır, bu da modelin 
tahminlerinin gerçek değerlere yakın olduğunu 
gösterirken, R değeriniz 0,9903’dir, bu da gerçek ve 
tahmin edilen değerler arasında güçlü bir pozitif ilişki 
olduğunu gösterir. Son olarak, ortalama (test/tahmin) 
oranı 0,99602’tür, bu da test değerlerinin tahmin 
değerlerinden yaklaşık % 0,398 daha büyük olduğunu 
gösterir. 

•  GG makine öğrenmesi algoritmasının gerçek değerlere 
yakın tahminler yaptığı gözlemlenmiştir, böylece GB ile 
yapılacak yapıların maliyetlerinin önceden tahminin 
yapılabileceği anlaşılmaktadır.  
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