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Bu ¢aligmada, Mutlak Baglantili Agirliklandirilmig Naive Bayes metodu, Naive Bayes metodu ve Naive Bayes
smiflandirma metodu iizerine uygulanan gesitli yumusatma teknikleri (Jelinek-Mercer, Dirichlet, Two-Stage) ile
yazilim Olgiitlerine dayali hata siniflandirmasinin karsilagtirmali analizi arastirilmistir. Yapilan caligmada
Chidamber & Kemerer ve LOC metrik kiimesine sahip 3 veri seti tizerinde modellerin bagarimi incelenmistir. Bu
caligma, kullanilan veri setleri/olglit gruplarma gore arastirilan metotlardan Naive Bayes metodu fizerine
uygulanan bazi tekniklerin (Dirichlet, Two-Stage) siniflandirma performansini diger simiflandirma metotlarina
kiyasla daha da iyilestirdigi sonucunu gosterdi. Bu ¢alismanin sonuglarina gore, %90 iizerinde siniflandirma
dogruluklar1 DIT-NOC-CBO, DIT-NOC-LCOM, DIT-CBO-LCOM, NOC-CBO-LCOM o&lgiit gruplart i¢in
Dirichlet ve Two-Stage teknikleriyle elde edildi.

Anahtar Kelimeler: Yazilim hata siniflandirma, naive bayes, siniflandirma

A COMPARISON OF DIFFERENT NAIVE BAYES TECHNIQUES FOR
SOFTWARE DEFECT CLASSIFICATION

ABSTRACT

In this study was investigated that the comparative analysis of software defect classification with using
Absolute Correlation Weighted Naive Bayes method, Naive Bayes method and various smoothing techniques
(Jelinek-Mercer, Dirichlet, Two-Stage) on Naive Bayes classification technique. In this study, the performance of
the models were examined on 3 data sets with a set of metrics Chidamber & Kemerer and LOC. The study
results showed that according to used data sets/metric groups and methods the performance of some smoothing
techniques (Dirichlet, Two-Stage) performs better than other classification methods. As the results of this study,
over 90% classification accuracies were obtained with Dirichlet and Two-Stage smoothing techniques on DIT-
NOC-CBO, DIT-NOC-LCOM, DIT-CBO-LCOM, NOC-CBO-LCOM metric groups.
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1. GIRIS

Yazilim projelerinde biitge ve zamanin planlandig1 sekliyle ilerlemesi, yazilim gereksinim analizinin dogru
olusturulmas: ve hatasiz bir yazilimin sunulmasi yazilimin kalitesini yiikselten temel faktdrlerdir. Yazilim
projelerinin zamanla biiyiimesi ve karmasiklagmasi bakim maliyetlerini de yiikseltmekte dolayisiyla yazilimin
kalitesi de etkilenmektedir, bu nedenle gelistirilen yazilimlarda olusan hatalarin, yazilim gelistirme yasam
dongiisiiniin erken safhalarinda yazilim test faaliyetleri ile tespit edilmesi ve hatalarin azaltilmasi ile maliyetlerin
de diismesi saglanmaktadir [1, 2].

Hatalarin en aza indirilmesi igin test faaliyetlerinin iyilestirilmesine ydnelik ¢ok sayida arastirma
yapilmaktadir. Birgok projenin test asamasi i¢inde toplanan bilgiler analiz edilerek metrikler olusturulmaktadir,
projelerdeki hatalarin tahmin edilmesinde de bu metriklerden yararlanilmaktadir [1, 3]. Literatiirde hatali olan
modiillerin/siniflarin tahmin edilmesi amaciyla makine 6grenme tekniklerini kullanan c¢ok sayida calisma
bulunmaktadir. Malhotra’nin sundugu bir incelemede yazilim hata tahmini ve makine 6grenmesi teknikleri
tizerine 1991-2013 aras1 yapilan ¢alismalarin %47,7°sinin Bayes 6grenme teknigine dayandigi ve bu caligmalarin
da %74’tntin Naive Bayes (NB) algoritmast ile yapildigi belirtilmektedir. Ayrica, NB tekniginin hata tahmin
problemleri icinde iyi bir performans sergiledigi ve ayn1 zamanda farkli 6zellikli ¢ok sayida veri setini iyi
isleyebildigi de rapor edilmektedir [4]. NB’nin basit ve verimli olusu siniflandirma alaninda halen genis bir
kullanim alani olusturmakta ve teknigin verimliligini gelistirmeye dayali calismalar da devam etmektedir [4, 5].

NB siniflandiricist bir olasiliksal siniflandirma yontemidir. Verinin mevcut siniflardan herhangi birine ait olma
olasiligin1 hesaplayan bir yaklasimdir. Bu siniflandiricida nitelikler birbirinden bagimsiz olarak kabul edilir.
Ozelliklerin hepsi ayn1 derecede dneme sahiptir. Bir &zelligin degeri baska bir dzellik degeri hakkinda bilgi
icermez [6]. NB’nin 6nemli bir dezavantaji, kiiglik Olgekli goriinmeyen oOrneklerin olasilik tahminine
katilamamasidir ki bu durumu diizeltmek ve NB verimliligini yiikseltmek icin ¢esitli yumusatma teknikleri
onerilmistir [5, 7, 8]. Ozellikle metin smiflandirma alaninda bu konu ile ilgili cok sayida calisma yapilmstir.
Ornegin, Jelinek-Mercer (JM) tekniginin spam maillerin simflandirilmas: iizerindeki etkisine yonelik bir
caligmada spam mail siniflandirmasinin bu teknik ile daha iyi oldugu ve False Positive (FP) degerlerin azaldig
rapor edilmektedir [9]. Metin siniflandirmaya dayali diger ¢alismalarda ise, JM, Dirichlet (D), Two-Stage (TS)
ve Absolute Discount yumusatma tekniklerinin NB metodu iizerinde incelenmesi sonucu bu tekniklerin NB
metoduna ait dogruluk degerlerini iyilestirdigi belirtilmektedir ve bu ¢alismalarda ifade edilen ortak durum ise,
en iyi performansi gésteren yumusatma metodunun TS metodu oldugudur [7, 8, 10]. Metin siniflandirma
haricinde de bu konuya yonelik ¢aligmalar bulunmaktadir, 6rnegin NB’e dayali aktivite siniflandirmada dogruluk
degerlerini iyilestirmek i¢in JM ve D teknikleri 6nerilmis ve bu metotlarin aktivite siniflandirma dogrulugunda
iyilestirme sagladigi gosterilmis [11], diger bir ¢aliymada ise JM metodunun kalp hastaligi tahmininde tahmin
basarisini arttirdig [ 12] belirtilmektedir.

Ozelliklerin aym derecede dneme sahip oldugunu varsayan NB’e dayali bu yumusatma teknikleri haricinde,
bazi yazilim hata tahmin ¢aligsmalarinda, 6zelliklerin ayn1 derecede 6neme sahip olamayacagi ve baz1 6zelliklerin
digerlerine gore daha fazla 6neme sahip oldugu bu nedenle de NB tekniginde her bir &zelligin farkli agirlik
degeri ile yapilandirilmast gerektigi belirtilmektedir [13]. Bu dogrultuda NB teknigine dayali olarak 6zelliklerin
esit veya farkli derecede 6neme sahip olmasi durumlarina gére aymi veri seti iizerinde, kullanilan tekniklerin
yazilim hata siniflandirmas: agisindan verimliligini goérebilmek, degerlendirebilmek amaciyla bu arastirmada
asagida belirtilen arastirma sorularina yanit bulunmaya calisilmistir.

Arastirma sorulart:

e Ogzelliklerin aym derecede oneme sahip olduklari diisiiniiliirse NB {iizerine uygulanan yumusatma

tekniklerinin (Jelinek-Mercer, Dirichlet, Two-Stage) dogruluga etkisi ne olur?

e Ogzelliklerin farkli derecede ©neme sahip olduklar1 diisiiniilirse uygulanan Mutlak Baglantil

Agirliklandirilmig Naive Bayes tekniginin dogruluga etkisi ne olur?

e En yiiksek dogruluk degeri hangi teknik ile elde edildi?

o Kullanilan metriklerin dogruluk 6l¢iimiinde etkisi var n1?

Calismamizda Chidamber & Kemerer (CK) metrik (6lgiit) kiimesi ve kaynak kod satir sayis1 metrigine sahip 3
veri seti lizerinde Naive Bayes’e dayali Jelinek-Mercer (JM), Dirichlet (D), Two-Stage (TS) teknikleri ve
Mutlak Baglantili  Agirhiklandirilmis  Naive Bayes (ACWNB [13]) teknigi kullanilarak yazilim hata
siiflandirmasi i¢in bu tekniklerin basarimi incelenmistir.

Yazinin ikinci boliimiinde ¢alismada kullanilan metotlar, degerlendirme kriterleri, kaynak kod olgiitleri ile
ilgili bilgilere yer verilmistir. Ugiincii béliimde, ¢alismada kullamlan veri seti, 6lgiit degerlerinin segimi ve
gelistirilen metot anlatilmaktadir. Dordiincii boliimde, calismadan elde edilen bulgular ve bu sonuglara dayali
degerlendirmeler, besinci boliimde ise ¢aligmaya ait genel bir sonug yer almaktadir.
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2. SINIFLANDIRMA MODELI

Bu boliimde, NB teknigi ve NB teknigine dayali ¢alismada kullanilan JM, D, TS, ACWNB teknikleri, model
basariminin 6l¢iilmesinde kullanilan degerlendirme kriterleri ve ¢aligmada kullanilan metriklere ait bilgiler
sunulmaktadir.

2.1. Simiflandirma Algoritmasi
2.1.1. Naive Bayes Simiflandirma

2.1.1.1. Bayes Teoremi
Olasilik teorisinin iki temel kurali olan toplam kurali Esitlik 1°de, {iriin kural1 Esitlik 2°de belirtilmektedir [14].
P(X) =%y P(X,Y) M)
P(X,Y) = P(Y|X)P(X) @)

Esitliklerde P(X,Y) ortak olasilik, P(Y|X) kosullu olastlik, P(X) marjinal olasiliktir. Uriin kuralina dayanarak,
simetri 6zelligi P(X,Y) = P(Y,X) uygulandiginda, Esitlik 3’te belirtilen Bayes kuralinin elde edilmesi kolaylagir
[14].

P(X|Y)P(Y)

P(YIX) = 22

®)

Toplam kuralinin kullanilmas: ile de Bayes teoreminde pay olarak goriinen esitlik payda icinde de ifade
edilebilir (Esitlik 4) [14].

P(X) =Xy P(X|Y)P(Y) (4)

Verilen veri 6rneklerinde sinif olasiliklarinin bulunmasinda Y degiskeni, veri 6rnekleri igin simif etiketini
temsil etmektedir ve P(Y=y;), y; sinifi igin 6nsel olasilik olarak ifade edilmektedir. X degiskeni, veri 6rneklerinin
Ozelligini temsil etmektedir. Veri setindeki X 6zelligine karsin Y sinifinin olma olasiligini hesaplayan P(Y|X)
sonsal olasilik degerinin bulunmasinda, farkli simiflar igin gozlenen X verisinin olasiligi P(X=x|Y=y;) ve
P(Y=yj) onsel olasilik degerlerine ihtiyag¢ vardir [14].

2.1.1.2. Naive Bayes

Naive Bayes siniflandirma Bayes teoremine dayanir. yj, j€ {1, ...,J} olmak iizere J tane smiftan birini temsil
eden ayrik bir degiskendir. X Ozelligi, m adet Ozellikten olusan X=(Xy,Xa,...,Xm) Ozellik vektori ile ifade
edilmektedir. Olas1 y; degeri i¢in Bayes teoremine goére sonsal olasilik p(y; [X) Esitlik 5°te belirtilmektedir [14].

P(Xlyj)P())

P = =765 ®)

Y’ hedef sinifinin tahmininde tiim 6zellikler i¢in kosullu olasiliklarin ¢arpimi hesaplandiginda Naive Bayes
smiflandirici i¢in Esitlik 6°daki temel esitlik olusur [14].

Y’ Py, P(X=x;|y))
< argmax, = -
I X POPITE, PX=xly))

(6)

Y’ hedef sinifinin tahmini i¢in kullanilan Naive Bayes simiflandiricida paydanin tek sinifa bagimli olmamasi ve
tiim hesaplamalarda paydanin ortak olarak isleme katilmasi nedeniyle Esitlik 6’daki formiil Esitlik 7°deki gibi
sadelestirilebilir [14].

Y' < argmax, P(Y = y) [[i2, P(X = x;|Y = y)) Y]
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= Nl
PO =5 (8)
Esitlik 8’e gore, simf etiketindeki, egitim niteliklerinin toplam sayis1 |N|, y; sinifindaki egitim niteliklerinin
sayist |N;|[10].
Her bir sinif i¢in Esitlik 7 uygulanip olasiliklar hesaplandiktan sonra sonug degerleri icerisinde en biiyiik
olasiliga sahip olan siif hedef sinif olarak segilir.

2.1.2. Yumusatma Teknikleri

Yumusgatma ve yumusatma teknikleriyle ilgili bu bolimde verilen bilgilerde Bai, Nie ve Paradis [10], Patil
[12], Aggarwal [15]’1n yazilarindan faydalanilmis ve formiiller bu ¢alismaya uygun olarak diizenlenmistir.

2.1.2.1. Yumusatma

Yumusatma, giiriiltii nedeniyle veya kiiciik 6lgekli yapilar olmasi nedeniyle gdzden kacan verideki dnemli
drneklerin yakalanmasimi saglayan bir tekniktir [12]. Ozellik (X) i¢inde olmayan veri drnekleri NB formiiliindeki
olasilik ¢arpimlarinin sonucunu sifir yapmaktadir. “Yumusatma” olarak ifade edilen ve belirli parametre
degerlerinin kullanilmasina dayali olan bazi1 yontemlerle bu sonuglar diizeltilmeye ¢alisiimaktadir. Bu tekniklerin
kullanimi ile sifir sonucunu veren olasilik degerleri yiikseltilirken yiiksek olasilik degerlerinin azaltilmasi
saglanmaktadir boylece yapilan ayarlama sonucunda daha diizgiin bir dagilim olugsmaktadir [15]. Yumusatma
metotlart igindeki genel formiilasyon Esitlik 9°da belirtilmektedir [10, 15].

_ _ P(X|y;j). yj isinde gériinen X nitelikleri
P(X|yi) - f(x) - { PX|Y), yj iginde gorinmeyen X nitelikleri

9)

Bdylece yj simifinda bulunan 6rnekler icin bir tahmin yapildiginda, y;j sinifinda bulunmayan 6rnekler igin de
tahminin tim veri setine dayandirilmasiyla diger bir tahmin yapilmis olur. Yumusatma metodu sadece sifir
olasiligmi 6nlemek ile kalmaz modelin dogrulugunu da iyilestirmeye calisir [15]. Devam eden satirlarda
caligmada kullanilan yumugsatma metotlar1 incelenmektedir.

2.1.2.2. Jelinek-Mercer Yumusatma
P(X|y;) = (1 — MP(X|y;) + AP(X|Y) (10)

Tiim veri setine dayali 6zelligin tahmini P(X|Y) ile sinif modelinin P(X|y]-) maksimum olasilik tahminini linear
olarak birlestirir (Esitlik 10) [10]. A, (0-1) arasinda degisen dengeleme parametresidir [12].

2.1.2.3. Dirichlet Yumusatma

cXyj)+uP(X[Y)

P(lei) = Iyl (11)

Esitlik 11°de belirtilen formiile gore, ¢(X,y;), y; simfi i¢indeki X 6rneginin sayis, |y]-| , y¥j siifinin boyutu
[10]. p, (0-1) arasinda degisen bir dengeleme parametresidir [15].

2.1.2.4. Two-stage Yumusatma

c(Xyj+uPX|Y)
P(X|y;) =(1 -2 W + AP(X|Y) (12)

Bu metot, Dirichlet ve Jelinek-Mercer metotlarinin birlestirilmesiyle elde edilir (Esitlik 12) [10].

2.1.3. Agirhklandirilmis Naive Bayes

Naive Bayes metodunun kosullu bagimsizlik 6zelligi yerine 6zelliklerin farkli 6nem derecelerine sahip oldugu
diisiincesi uygulanacak olursa bu islem i¢in 6nerilen metotlardan biri Asmono, Wahono ve Syukur’un 6nerdigi
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Mutlak Baglantili Agirliklandirilmig Naive Bayes (ACWNB [13]) dir. Mutlak Baglantili Agirliklandirilmig Naive
Bayes formiilii Esitlik 13°de belirtilmektedir. w;, X; 6zelliginin agirligi [13].

Y’ = argmax, oy (P(y;) IT7% P(x; | 7)™) (13)
2.2. Degerlendirme Kriterleri

Dogruluk v.b. bircok performans ol¢ciim hesaplamalarinda modellerin degerlendirilmesi i¢in hata matrisi
kullanilmaktadir. Tablo 1°de hata matrisi goriilmektedir. Tablo 1’de goriilen True Positive (TP), False Positive
(FP), False Negative (FN), True Negative (TN) ifadeleri asagidaki sekilde tanimlanmaktadir [16].

TP: Hatali 6rneklerin hatali olarak tahmini (Hatali/Hatalr)

FP: Hatasiz 6rneklerin hatali olarak tahmini (Hatasiz/Hatal)

TN: Hatasiz 6rneklerin hatasiz olarak tahmini (Hatasiz/Hatas1z)

FN: Hatali 6rneklerin hatasiz olarak tahmini (Hatali/Hatas1z)

Tablo 1. Hata matrisi [16]

Tahmin Edilen Simif
Pozitif Negatif
Gser‘;‘;k Pozitif TP FN
i Negatif FP TN

Bu sonuglarla, hata tahmin literatiirlerinde ¢ogunlukla kullanilan dogruluk degeri elde edilmektedir. Dogruluk,
modellerin basari 6l¢limiinii veren bir yontemdir. Dogru smiflandirilmis 6rnek sayisinin (TP +TN), toplam 6rnek
sayisina (TP+TN+FP+FN) orani olarak ifade edilir [16]. Dogruluk orani, Esitlik 14’e gore hesaplanmaktadir.

Dogruluk = (TP + TN) / (TP + FN + FP + TN) (14)
2.3. Kaynak Kod Olgiitleri

Malhotra’nin sundugu incelemede [4], 1991-2013 aras1 yazilim hata tahmini ile ilgili yapilan ¢alismalarin bir
¢ogunda LOC (kaynak kod satir sayis1) gibi boyut oOlgtimleri ile birlikte Halstead ve Mc Cabe tarafindan
tanimlanan geleneksel statik kod metriklerini i¢ceren metriklerin kullanildigr belirtilmektedir. Bununla birlikte,
nesne yonelimli hata metrikleri olarak en fazla LOC veya SLOC igeren caligmalarin gériilmiis oldugu ifade
edilmektedir. Yazilim hata tahmininde nesne yonelimli metriklerin kullanislt oldugu ve bu metriklerin i¢inde de
CBO, RFC ve LOC’un en fazla kullanigh metrikler oldugu, NOC ve DIT metriklerinin ise yazilim hata tahmini
i¢in kullanigsiz metrikler oldugu belirtilmektedir [4].

2.3.1. Chidamber & Kemerer Metrik Kiimesi

Bir kod metrigi olan ve literatiirde de yaygin olarak kabul gérmiis nesneye dayali yazilim metrik kiimeleri
icinden CK metrik kiimesi 6 temel metrik tanimlamaktadir [17, 18].

1) WMC, bir siniftaki metotlarin sayisidir.

2) DIT, sinifin, kalitim agacindaki kok elemanina uzakligidir.

3) NOC, bir smiftan tiiretilmis alt siniflarin sayisidir.

4) CBO, bir smifin, aralarinda kalitim olmayan diger siniflarin 6zellik ve metotlarini kullanarak baglandig
farkli siniflarin sayisidir.

5) RFC, bir smiftan bir nesnenin metotlar1 ¢agrildiginda, bu nesnenin tetikleyebilecegi tiim metotlarin
say1sidir.

6) LCOM, ayn dzelliklerden birine veya daha fazlasina erigen metotlarin sayisidir.

3. MATERYAL VE METOT

Bu bolim iginde, gerceklestirilen deneysel caligmada kullanilan veri seti, metrikler ve gelistirilen yontem
hakkinda bilgi verilmistir.
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3.1. Veri Seti

Yazilim hata siniflandirmasi agisindan modelleri inceleyebilmek amaciyla bu ¢alismada [19] adresinden elde
edilen Marco D'Ambros ve arkadaslar1 tarafindan hazirlanmis veri setleri kullanilmustir. Bu veri setleri iginde
Eclipse JDT yaziliminda 997, Eclipse PDE Ul yaziliminda 1497, Eclipse Equinox gergevesinde 324 6rnek
incelenmistir. Veri seti icerisinde, CK, Object Oriented gibi orneklere ait farkli metrikler ve 6rneklerin hata
sayilart bulunmaktadir. Calismamizda kullanilan dlgiitlerin se¢imi “Olgiit Degerlerinin Secimi” béliimiinde
anlatilmaktadir. Veri setlerine ait 6nemli (major) hata bulunma oranlar1 Tablo 2’de belirtilmektedir.

Tablo 2. Veri setlerinde 6nemli (major) hata bulunma yiizdesel oranlart

Hata 0 Hata 1 Hata2 | Hata 3
(%) (%) (%) (%)
Eclipse JIDT 97,09 2,41 0,40 0,10
Eclipse PDE Ul 96,53 3,14 0,33 -
Equinox Framework 98,76 1,24 - -

Tablo 3. Caligmada kullanilan metrik gruplari

GRUP NO GRUP GRUP NO GRUP

1 WMC-DIT-NOC 18 DIT-NOC-LCOM
2 WMC-DIT-CBO 19 DIT-NOC-LOC
3 WMC-DIT-RFC 20 DIT-CBO-RFC
4 WMC-DIT-LCOM 21 DIT-CBO-LCOM
5 WMC-DIT-LOC 22 DIT-CBO-LOC
6 WMC-NOC-CBO 23 DIT-RFC-LCOM
7 WMC-NOC-RFC 24 DIT-RFC-LOC
8 WMC-NOC-LCOM 25 DIT-LCOM-LOC
9 WMC-NOC-LOC 26 NOC-CBO-RFC
10 WMC-CBO-RFC 27 NOC-CBO-LCOM
11 WMC-CBO-LCOM 28 NOC-CBO-LOC
12 WMC-CBO-LOC 29 NOC-RFC-LCOM
13 WMC-RFC-LCOM 30 NOC-RFC-LOC
14 WMC-RFC-LOC 31 CBO-RFC-LCOM
15 WMC-LCOM-LOC 32 CBO-RFC-LOC
16 DIT-NOC-CBO 33 RFC-LCOM-LOC
17 DIT-NOC-RFC 34 NOC-LCOM-LOC

3.2. Olciit Degerlerinin Se¢imi

Yazilim metriklerinin 6zellikleri hata tahmin modelinin verimlilik ve performansini etkilemektedir. Bazi
metriklerin gereksiz bilgi sunmasi da hata tahmin modeli {izerinde zit etki olusturmaktadir. Bu nedenle yazilim
metriklerinin tiimiiniin kullanilmas1 yerine, se¢imi yazilim hata tahmini i¢in énemlidir ve uygulayicilar i¢in de
yararlidir. Bu dogrultuda verilen sistem igin etkili bir yazilim hata tahmin modelinin kurulmasinda
kullanilabilecek yazilim metrik sayisi [20] makalesine gore ii¢ olarak belirtilmektedir [20].

Verimli bir yazilim hata tahmini i¢in belirtilen bu metrik sayisina ilaveten hangi metriklerin kullanilmasinin
yazilim hata tahmininde daha belirleyici olabilecegine dair yapilmig bir ¢alismada NR, NDC, NML, NDPV,
LOC, RFC, CBO, AMC metrikleri yazilim hata tahmininde gésterdikleri ayiricilik 6zellikleri nedeniyle 6ncelikli
olarak tavsiye edilmektedir. Bununla birlikte yazilim projeleri ve hata belirtegleri arasindaki farklar nedeniyle bir
projede iyi ¢alisan belirtecin digerinde ise yaramayabilecegi de belirtilmektedir [21].

Calismamizda, CK metriklerinden ve genel olarak yazilim hata tahmin galigsmalarinda ¢ok kullanilan bir metrik
olmasi nedeniyle LOC metriginden yararlanildi. Caligmamizdaki metotlarin hangi metrikler ile daha verimli
sonug alacagimi anlayabilmek amaciyla LOC ve CK metriklerinden olusan her biri {i¢ metrige sahip 34 ayr
metrik grubu {lizerinde metotlarin basarimi incelendi. Tablo 3‘de ¢alismada kullanilan gruplar belirtilmektedir.
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3.3. Gelistirilen Metot

Calismamizda yazilim hata siniflandirmasi igin kullanilan Naive Bayes teknigine dayali metotlar Eclipse
platformunda java programlama dili kullanilarak gelistirildi. Ozelliklerin ayn1 derecede éneme sahip olmasi ve
olmamasi durumlarina goére ¢alisma iki farkli yol ile devam eden satirlarda belirtildigi gibi olusturuldu.

3.3.1. Ozelliklerin Aymi Derecede Oneme Sahip Olmas1 Durumu

Yazilim hata siniflandirmasina yonelik kullanilan modellerin bagarimini belirlemek i¢in kurulan gerceve Sekil
1°de belirtilmektedir. Veri seti 5 kat capraz gecerleme iglemi ile egitim ve test verisi olarak ayrildi. Olusan
egitim ve test kiimelerinden, egitim seti tizerinde Naive Bayes algoritmasi ve Naive Bayes teknigine dayali JM,
D, TS metotlarinin her birinin ayr1 sekilde egitiminin saglanip test kiimesi ile de egitilenlerin dogruluklarmin
degerlendirilmesi yapildi. Degerlendirme en yiiksek olasiliga sahip sinifa gore yapildi. Elde edilen sonuglar
dordiincii boliimde belirtilmektedir.

N
Basla SIN— 5| NB,JMNB, D
Egitim NB. TS NB
Verisi
- — \
Gecerleme [ | Egitilenler
N N
N— N
>  Test S
Verisi i Test
P Performans
Son -~ Raporu
/

Sekil 1. Ozelliklerin aym1 derecede 6neme sahip olmasi durumuna gore
kurulmus cerceve

3.3.2. Ozelliklerin Farkh Derecelerde Oneme Sahip Olmas1 Durumu

Yazilim hata simiflandirmasina yonelik kullanilan modelin basarimini belirlemek i¢in kurulan ¢erceve Sekil
2°de belirtilmektedir. Veri seti 5 kat capraz gegerleme islemi ile egitim ve test verisi olarak ayrildi. Egitim
verileri egitim siirecinde kullanildi. Egitim isleminde, ortalamalar (u), standart sapma (o) degerleri ve her bir
ozelligin agirhig1 (w;) devam eden satirlarda belirtildigi sekliyle hesaplandi.

1) Her bir sinif igindeki dzelligin ortalama degeri hesaplandi. Ozelligin tiim 6rnek degerlerinin toplanmasi ve
ornek miktarina boliinmesi ile ortalama deger elde edildi (Esitlik 15) [13].

_ajtaz+etan
= datozttin (15)

2) Her bir smif igindeki 6zelligin standart sapmasi hesaplandi. Standart sapma (o) varyansin (02) karekok
degeridir. Her bir smifa ait 6zelliklerin 6rnek degerlerinden o smifin 6zelligine ait ortalama degerin (p) ¢ikarilip
karelerinin alinmasi ve sonugta 6rnek miktarinin bir eksigine boliinmesiyle elde edildi (Esitlik 16) [13].

0% = =%, (a; — 1)? (16)

3) Agirligin hesaplanmasinda, sinif ortalamasi ile diger siniflarin ortalamalar1 arasindaki farkin standart sapma
degerlerinin toplamina bdliinmesi ve sonucun mutlak deger ile elde edilmesi saglanmustir (Esitlik 17) [13].

(Mij—Hiz)
(oij+oi3)

17

i
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W;, 1 ozelliginin agirhigi, py, j sinufi i¢in i 6zelliginin ortalama degeri, g5, j disindaki simiflar igin i 6zelliginin
ortalama degeri, g;;, j siufi i¢in i 6zelliginin degerlerinin standart sapmasi ve o;;, j digindaki siniflar igin i
ozelliginin degerlerinin standart sapmasi [13].

Egitim siirecinde gelistirilen model, kullanilan test verileri ile test edildi. Test siirecinde, agirliklandirilmig
olasilik ve onsel olasilik hesaplandi.

1) Agirliklandirilmis olasilik tayininde Esitlik 18’de belirtilen normal dagilim kullanildi. Burada egitim
stirecinde elde edilen ortalama ve standart sapma degerleri kullanild1 [13].

(a-p)?

e 202 (18)

P(xly) = —=
Her bir 6zelligin normal dagilimi, egitim siirecinde elde edilen agirlik degerleriyle iisleri aliarak hesaplandi
[13]. Agirliklandirilmig olasilik formiilii Esitlik 19°da belirtilmektedir.

L=Tl2pCaly)™ (19)

2) Onsel olasiik (prior) hesaplandi. Smifin  agirliklandirlmis  olasilik  degerinin  tim  siniflarin
agirliklandirilmis olasilik degerlerinin toplamina boliimii ile elde edildi [13]. Formiil, Esitlik 20’de
belirtilmektedir.

( ) — l'[{'ilp(xl'lyj')wi
PRI ) = T et Ty )V T o 130

=1

(20)

3) Smuf olasiligi hesaplandi. Agirliklandirilmis olasilik degerinin Onsel olasilik ile ¢arpimi sonucu siif
olasiligt bulundu [13]. Esitlik 21°de sinif olasilig1 formiile edilmektedir.

Y'=p(y; ) T2 p(a | y; )™ (21)
)
Basla — Ortalama
> Egitim >
gt Hesapla
v Verisi
Capraz ~——
u Gegerleme [ Standart
g N Sapma
N ] Hesapla
Test
> Verisi \1/
Agirlik
~—— Hesapla
|
s
Agirliklandirtlmig
Olasilik Hesapla

v

Prior Hesapla

v
Son Performans ’a Olasilik
Raporu Hesapla

Sekil 2. Ozelliklerin farkli derecede ©oneme sahip olmasi durumuna gore
kurulmus cergeve [13]
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Tim simniflar i¢in 1-3 basamaklarinda belirtilen iglemler tekrarlandi. En yiiksek olasiliga sahip sinifa gore
degerlendirme yapildi. Elde edilen sonug dordiincii boliimde belirtilmektedir.

4. BULGULAR VE TARTISMA

Bu ¢alismada yazilim metriklerine yonelik 3 veri seti lizerinde NB, JM NB, D NB, TS NB ve ACWNB
teknikleri denenmistir. Ozelliklerin ayn1 veya farkli derecede dneme sahip olmasi durumuna gore incelenen
verilere ait sonuglar devam eden satirlarda sunulmaktadir.

4.1. Ozelliklerin Aym Derecede Oneme Sahip Olmasi Durumuna Gére Elde Edilen
Sonuc¢

Eclipse JDT, PDE Ul, Equinox Framework veri setleri tizerinde u=0,2, A=0,9 degerlerine gore 34 metrik grubu
icin elde edilen dogruluk sonuglar1 devam eden satirlarda belirtilmektedir.

Sekil 3’te gorildiigh gibi Eclipse JDT Core veri setinde genel olarak D NB ve TS NB metotlarinin ortalama
dogruluk yiizdeleri tim gruplarda yakin degerler almistir, JM NB ve NB metotlar1 da tim gruplar i¢in yakin
dogruluk degerlerine ulagsmistir. D NB ve TS NB metotlarinin 16, 18, 21 ve 27. gruplar i¢in dogruluk
yiizdelerinin NB ve JM NB metotlarina gére daha fazla oldugu, %90°1 astig1 gézlendi (Sekil 3).

Eclipse PDE Ul veri setinde D NB ve TS NB metotlarinin ortalama dogruluk yiizdelerinin birbirlerine yakin
oldugu goriildii. Ayn1 sekilde NB metodu ile JM NB metodunun ortalama dogruluk degerlerinin yakinligi
gozlendi. Tim metotlarm ortalama dogruluk degerlerini gosteren Sekil 4’teki grafige gore, tiim gruplar igin D
NB ve TS NB metotlarinin NB ve JM NB metotlarina gore daha belirgin ve yiiksek ortalama dogruluk
degerlerine ulastigi gozlendi. Ayrica, bu veri setinde de D NB ve TS NB metotlar1 ile JM NB ve NB metotlari
arasinda ortalama dogruluk degerlerinde 16, 18, 21, 27. gruplar i¢in ¢ok daha yiiksek farklar olustugu gozlendi
(Sekil 4).

100

80

60 e NB
el M NB

40 D NB
i TS NB

20

1234567 8 910111213141516171819202122232425262728293031323334

Sekil 3. Eclipse JDT Core veri setinde NB, JM NB, D NB, TS NB metotlarinin tiim gruplar ig¢in dogruluk
degerlerini gosteren grafik
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Sekil 4. Eclipse PDE Ul veri setinde NB, JM NB, D NB, TS NB metotlarinin tiim gruplar i¢in dogruluk
degerlerini gdsteren grafik
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Equinox Framework veri setinde de NB ve JM NB metotlar1 ortalama dogruluk yiizdeleri agisindan birbirlerine
yakin degerler alirken D NB ve TS NB metotlarinin da birbirlerine yakin degerler aldiklart gézlendi (Sekil 5). D
NB ve TS NB metotlarmin ortalama dogruluk degerlerinin daha yiiksek oldugu ve NB, JM NB metotlariyla
belirgin bir ayrimin oldugu Sekil 5’teki grafikte de goriilmektedir. 16, 18, 21, 27. gruplarda bu veri seti i¢in de
en yiiksek degerlerin D NB ve TS NB metotlar1 ile alindig1 goriildii (Sekil 5).

Ucg veri setine ait ortalama dogruluk degerlerini ifade eden bu sonug bilgilerindeki en belirgin durum, 16, 18,
21, 27. gruplar icin D NB ve TS NB metotlarinin yiiksek dogruluk degerlerine ulasmis olmasidir. Veri
setlerindeki 16, 18, 21, 27. gruplar1 i¢in NB, JM NB, D NB, TS NB metotlar1 ile gézlenen dogruluk degerleri
Tablo 4‘de sunulmaktadir. Tablonun grafiksel gosterimi de Sekil 6°da gortilmektedir.
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Sekil 5. Equinox Framework veri setinde NB, JM NB, D NB, TS NB metotlarinin tim gruplar i¢in dogruluk
degerlerini gosteren grafik

Tablo 4. Tiim veri setlerinde uygulanan NB, JM NB, D NB, TS NB metotlarinin
16, 18, 21, 27. gruplarda gosterdigi dogruluk degerleri

Eclipse JOT Eclipse PDE Ul | Equinox Framework
Core

NB 16 67,4 31,6 80,0
JM NB 16 68,0 31,6 79,0
D NB 16 93,6 95,0 95,0
TS NB 16 93,8 95,0 95,0
NB 18 64,2 30,4 75,2
JM NB 18 66,4 31,8 75,6
D NB 18 94,2 95,2 92,2
TS NB 18 93,8 95,4 92,8
NB 21 83,6 42,8 82,8
JM NB 21 84,0 42,6 85,0
D NB 21 92,8 94,6 91,6
TSNB 21 93,0 94,6 92,2
NB 27 81,8 452 82,8
JM NB 27 82,2 448 83,2
D NB 27 92,0 94,6 91,8
TS NB 27 92,0 94,8 91,8

10
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Sekil 6. Tiim veri setlerinde, uygulanan NB, JM NB, D NB, TS NB metotlarinin 16, 18, 21, 27. gruplarda
gosterdigi dogruluk degerleri

Calismamizda TS NB metodunun [7, 8, 10] caligmalarinda da belirtilen yliksek dogruluk degerlerine ulastigt
goriilmesine ragmen [9, 12] ¢alismalarinda ifade edilen JM NB’nin siiflandirma basarisini yiikseltmesine dair
belirgin bir durum goézlenmemistir. Calismamizda, JM NB yazilim hata siniflandirma basarist agisindan 6ne
¢ikamamustir.

NB, JM NB, D NB, TS NB tekniklerinin dogruluk degerleri [21] makalesinde tavsiye edilen metrikleri i¢eren
32. grup i¢in yiiksek farklilik gostermemistir. Bu tekniklerden D NB ve TS NB tekniklerinin, her 3 veri seti igin
de yiiksek dogruluk degerleri gostermesine neden olan metrik gruplari 16, 18, 21 ve 27. gruplar olmustur.

Yazilim hata tahmini i¢in CBO, RFC ve LOC’un en fazla kullanigli metrikler [4, 21], NOC ve DIT
metriklerinin ise kullanigsiz metrikler olarak belirtilmesine [4] ragmen arastirmalarda kullanilan metot
farkliliklar1 nedeniyle farkli sonuglara ulagilmasi da bir gergektir. Calismamizda 16, 18, 21 ve 27. gruplarda D
NB ve TS NB metotlar1 i¢in yiiksek bir dogruluk degeri elde edilmistir. 16, 18, 21 ve 27. gruplarin metrik
igerikleri grup numaralarina goére sirasiyla, DIT-NOC-CBO, DIT-NOC-LCOM, DIT-CBO-LCOM, NOC-CBO-
LCOM dur. Bu metrik gruplarinda dikkati ¢eken durum ise hepsinde DIT ve/veya NOC metriklerinin
bulunmasidir. Bu dogrultuda DIT ve/veya NOC metriklerinin CBO ve/veya LCOM metrikleriyle birlikte D NB
ve TS NB metotlar1 igin verimli sonuglar olusturdugu sdylenebilir.

D NB ve TS NB metotlarinin 16, 18, 21 ve 27 gruplarinda NB ve JM NB metotlarina kiyasla gosterdigi yiiksek
dogruluk degerleri hata matrisi elemanlarindan (TP, TN, FP, FN) hangisinin degerinin yiikseltilmesi veya
azaltilmasi nedeniyle elde edilmistir? Yapilan gézlemlere gore 16, 18, 21 ve 27. gruplarda TN (Hatasiz
orneklerin hatasiz olarak tahmini) degerlerinin artmasi, TP (Hatali 6rneklerin hatali olarak tahmini) degerlerinin
sifir ya da ¢ok diisiikk degerleri almasi, FP (Hatasiz 6rneklerin hatali olarak tahmini) degerlerinin sifir olmasi
(olusmamasi) ve FN (Hatali orneklerin hatasiz olarak tahmini) degerlerinin diigmesi D NB ve TS NB
metotlarinin bu gruplar i¢in yiiksek dogruluk degerlerine ulagmasina neden olmustur.

Veri setindeki hatali ve hatasiz veri oranlariyla paralel bir uyumlulugu en iyi gosteren D NB ve TS NB
metotlarinin  FP degerlerini gdstermemesi ve FN degerlerini diisiirmesi bu tekniklerin kullanilan veri
setleri/metrik gruplar1 igin tahmin basarisinda olusturdugu bir avantaj olarak goriilebilir. Gosterdikleri tahmin
basarimi nedeniyle, yazilim hata tahmin ¢alismalar1 agisindan literatiirde kullanilmak {izere D NB ve TS NB
metotlar1 Onerilebilir.

Calismalarda, siniflandirma performansinin, yumusatma metotlarinin segimine [10] ve onlarin parametrelerine
[9, 10] yiiksek derecede bagimli oldugu ifade edilmektedir. Yumusatma tekniklerine ait parametre (u, A)
degerlerinin dogru belirlenmesi halinde siniflandirmanin verimli olabilecegi belirtilmektedir [9, 10]. Buna gore,
calismamizda da kullanilan tekniklerin dogruluklarini yiikseltmek amaciyla parametre degerleri degistirilerek
bazi sonuglara ulastlmistir.

Calismamizda D NB ve TS NB metotlar1 Eclipse PDE Ul veri setinin 18. grubu ile en yiiksek dogruluk
degerine ulagsmustir. Eclipse PDE Ul veri setinin 18. grubu i¢cin D NB metodunun p degeri 0,5, TS NB
metodunun p=0,3 A=0,6, p=0,2 A=0,4, p=0,6 A=0,3 degerleri alindiginda en yiiksek ortalama dogruluk
degerinin %95,6’ya ulastig1 gozlendi.

11
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Bu ¢alismada da uygun parametre degerleri verildiginde tekniklerin dogruluk degerleri lizerindeki etkisi hafif
de olsa bir artis olarak kendini gostermektedir.

4.2. Ozelliklerin Farkh Derecelerde Oneme Sahip Olmas1 Durumuna Gére Elde Edilen
Sonuc¢

Eclipse JDT, PDE Ul, Equinox Framework veri setleri iizerinde Mutlak Baglantili Agirliklandirilmig Naive
Bayes (ACWNB) tekniginin 34 metrik grubu i¢in elde edilen dogruluk sonuclar1 incelendiginde ACWNB teknigi
icin metrik gruplar1 arasinda aldiklari dogruluk degerleri acisindan farklar goriilmiistiir. Tiim metrik gruplari
dikkate alindiginda ACWNB teknigi ile ulasilan dogruluk degerlerinin %60 iizerine ¢ikamadigi ve NB, JM NB,
D NB, TS NB teknikleri ile elde edilen dogruluk degerlerine oranla aldiklari degerlerin daha diisiik oldugu
gorilmiistiir. Bu durum grup 4 ornegi ile de Tablo 5°‘de 6rneklendirilmektedir. Bununla birlikte tiim veri
setlerinde ACWNB metodu ile grup 34’iin (0-1,2) araliginda dogruluk degeri aldig1 da gozlenmistir. Ayni
araliktaki degerler 8, 13, 14, 15, 29, 33 gruplarinda da gbzlenmistir. Bu sonuglar dahilinde ACWNB tekniginin
kullanilan veri setleri ve/veya olusturulan metrik gruplariyla uyumlu olmadig: sdylenebilir.

Calismamizda kullanilan veri setleri ve metrik gruplarina gére NB i¢in 6zelliklerin esit derecede 6neme sahip
oldugu disiiniildiigiinde uygulanan tekniklerin, ACWNB teknigine gore dogruluk degerlerinin daha verimli
oldugu goriilmiistiir.

Tablo 5. Tiim veri setlerindeki 4. gruplarda metotlarin elde ettikleri dogruluk degerleri

Veri seti/Metotlar NB JM NB D NB TSNB | ACWNB
Eclipse JDT Core 84,6 84,4 86,8 86,8 30,4
Eclipse PDE Ul 66,2 66,8 92,8 93,2 43,8
Equinox Framework 72,8 74,4 84,0 84,0 37,6

5. SONUCLAR

Bu ¢alismada, Naive Bayes ile birlikte literatiirde Naive Bayes metodunun dogruluk degerini iyilestirdigi ifade
edilen Jelinek-Mercer, Dirichlet, Two-Stage teknikleri ve Mutlak Baglantili Agirliklandirilmis Naive Bayes
tekniginden olusan 5 ayr1 metot ile LOC ve CK metrik kiimesine dayali olusturulan 3 veri setindeki 34 ayr1 6lgiit
grubunun ¢aligsma uyumluluklar1 degerlendirilip, siniflandirma basarilart kiyaslanmstir.

Deney sonuglarinda Naive Bayes ve Jelinek-Mercer, Dirichlet, Two-Stage yumusatma metotlariyla birlikte
kullanilan Naive Bayes metotlarinin Mutlak Baglantilh Agirliklandirilmis Naive Bayes teknigine gore daha
yiiksek dogruluk degerlerine ulastigi gozlenmistir. Yiiksek dogruluk degerlerine ulasan bu teknikler arasinda ise
%90 {izerinde bir simiflandirma dogrulugu ile en iyi performansi Dirichlet ve Two-Stage metotlarmin veri
setlerindeki DIT ve/veya NOC metriklerinin CBO ve/veya LCOM metrikleriyle birlikte olusturdugu tiglii gruplar
ile gosterdigi gbzlenmistir. Bu metrik gruplarinda Dirichlet ve Two-Stage metotlarmin hata matrisi
elemanlarindan TN degerlerinin yiikseltilmesi, TP degerlerinde sifir ya da ¢ok diisik degerler alinmasi, FP
degerlerinin sifir olmasi ve FN degerlerinin disiiriilmesi ile yiiksek dogruluk degerlerine ulastiklar1 gézlenmistir.
Yiiksek dogruluk degerleri gosteren Dirichlet ve Two-Stage metotlarimin daha iyi bir performans
sergileyebilmeleri hedefiyle parametre degerleri de degistirilmistir. Buna gore Eclipse PDE Ul veri setinin DIT-
NOC-LCOM olgiit grubu ile en yiiksek dogruluk degerine ulastiklari gézlenmistir. Bu metotlardan Dirichlet
metodunun p degerinin 0,5, Two-Stage metodunun p=0,3 A=0,6, p=0,2 A=0,4, u=0,6 A=0,3 degerleri i¢in en
yiiksek ortalama dogruluk degeri olan %95.6 ya ulastig1 gézlenmistir.

Bu c¢alismanin sonucunda yazilim hata simiflandirmast cergevesinde, uygulayicilara yiiksek dogruluk
degerlerine ulagan metotlar ve metotlarin uyumlu olarak ¢alisabildikleri az sayidaki metrik gruplarina ait bir 6zet
sunulmaktadir.
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