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Anahtar Sozciikler: Verilerin kategorik degiskenlige gére siniflandiriimasi gerekliligi madencilikte oldukca sik
Siniflandirma, rastlanan durumdur. Bu galisma kapsaminda ele alinan metal igerigine gore siniflandirma veya
Makine 6grenme,

jeolojik zonlarin maden kaynak kestirimi igin siniflandiriimasi, madencilik Gretim asamasinda
bloklarin  siniflandiriimasi  érnek olarak sayilabilir. Krigleme gibi jeoistatistiksel kestirim
yontemleri, siniflandirma igin ¢ozum (reten bir arag degildir ve calismada karsilastirmali olarak
neden kullanilimamasi gerektigi acikga ortaya konmustur. Galismada, ikili siniftan fazla, ¢oklu
siniflarin etkin bir sekilde siniflandirmaya yarayan, istatistiksel 6grenme teorisine dayali, verilerin
konumuna bagli olarak siniflandirma yapan ve parametre segimi otomatik halde algoritmaya
entegre edilen bir destek vektor makinesi programi kodlanmistir. Bu program sayesinde bagimsiz
degiskenlere baglh kategorik degiskenler problemin tanimina gore siniflandirilabilmektedir.
Algoritma girdisi olarak sahada toplanan verilerin devamli bagimsiz degiskenlerine gore var olan
kategorik degiskenlerin, sahada bilinmeyen lokasyonlardaki kategorileri, sadece uzakhiga bagli
konumlari kullanilarak ortaya konabilmektedir.

Destek vektor makineleri,
Kadmiyum

ABSTRACT

The necessity of classifying the data according to the categorical variable is quite common
in earth sciences. Especially in mining, classification regarding to the metal content, which
is covered in the study, classification of geological zones for mineral resource estimation or
classification of blocks in the mining production phase can be given as an example of classification
problems. Geostatistical estimations methods such as kriging cannot be regarded as solution for
classification, and in this study it is clearly shown by comparative case study example. In the
study, support vector machines algorithm is coded that classifies depending upon position of
the data, based on the statistical learning theory, which can classify multiple and binary classes.
The parameter selection is automatically integrated into the algorithm. By using the categorical
variables depending on the continuous independent variables from collected data, algorithm
reveals the categories in the unknown locations by using only the distance based information.
Through introduced algorithm in the study, categorical variables related to independent variables
can be classified with respected to the definition of the problem.
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GiRiS

Madencilik faaliyetleri, potansiyel maden varliginin
ortaya konmasindan sonra sahada yapilan sondaj
ve sahadan toplanan gesitli veriler ile baslayan bir
surectir. Verilerin analizleri ve yorumlanmasiyla
devam eden slregte en 6nemli agama bu verilerin
elde edilmesi ve dogru yorumlanmasidir. Ozellikle
ormanlik alanlar veya topografyanin elvermedigi
kosullarda 6rnek toplanmasinin zaman alici olmasi
veya zor olmasi durumu s6z konusudur. Dolayisiy-
la kisith veri ile dzniteligin genis alanlardaki dagili-
minin ortaya konmasi gerekir. Sahadan elde edilen
verilerin yorumlanmasi, konuma bagh degisken-
ligin ortaya konmasi ve lokasyonlarin kestirimi ta-
mamen veri girdisine baghdir. Gergek degere yakin
sonuglarin elde edilebilmesi, strdurdlebilir ydnetim
ve muhendislik fizibilitesi anlamina geldiginden,
sonuglarin dogrulugu énemli bir konudur. Ornek
konum secimi, yerel dogrulugun arttinlmasinda
6nemli bir rol oynamaktadir. Ayrica, yer bilimlerinde
bagdimsiz sirekli degiskenlere bagdh olan kategorik
degiskenlerin dagihminin ortaya konmasi daha iyi
bir planlanma yapilmasina olanak saglayacaktir.

Literatirde uzakhda bagh degiskenligin ortaya
konmasinda krigleme, yapay sinir aglari, zaman
serileri analizi, istatistiksel dgrenme teorisi gibi
yaklagimlar dnerilmistir (Tercan vd, 2013; Atalay
ve Tercan, 2017).

Kriging, variogram analizi ve uzakliga bagli kore-
lasyon yapilarinin modellenmesine dayanan en
populer ve gelismis yaklasim olarak kabul edile-
bilir (Cressie, 1991; Deutsch, 1998; Goovaerts,
1997). Kriging duraganlik varsayimi altinda mim-
kiin olan en iyi gercege yakin sonuglar tretmek-
tedir. Gosterge krigleme, 6nceden tanimlanmis
esik degerin asilma ihtimalinin bulunmasinda ve
kimdalatif dagilim fonksiyonunun (cdf) yaklasik
olarak bulunmasinda kullanilan parametrik
olmayan jeoistatistiksel i¢ kestirim yéntemidir. Bu
yontem ile olasilik dagihmina goére saha genelin-
de belirlenen esik deger igin en blyuk belirsizlik
boélgeleri ortaya konmaktadir. Bu belirsiz bolgeler-
den toplanacak veriler ile belirsizlik seviyesi disu-
ralmelidir.

Bu ¢alismada, 6grenme teorisi (veya makine 6g-
renmesi) ile bilinmeyen lokasyonlardaki 6znitelik-
lerin dagilimini tahmin etmek igin verilere dayali
bir makine 6grenme siniflandirmasinin kullanila-
bilirligi arastinimistir. Calismanin amaci, Destek
Vektdr Makineleri ile tahmini yapilmig bilinmeyen
lokasyonlarin ortalamasiz krigleme (OK, ordinary
kriging) sonuglariyla karsilagtirmaktir.
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Vapnik-Chervonenkis teorisi (VC teorisi) ya da
ogrenme teorisi, 6grenme surecini istatistiksel
bir bakis agisiyla, yani verilere dayali bir tahmin
fonksiyonu bulmayi amaglamaktadir. Ogrenme
algoritmalari, kalip tanima, el yazisi ve ses ta-
nima sistemleri, teshis, robotik, optimizasyon,
finansal tahmin, kredi uygunluk uygulamalari
gibi pek ¢ok alanda kullaniimaktadir (Kecman,
2001). Istatistiksel 6grenmenin temel goérevle-
ri siniflandirma, regresyon ve olasilik yogunluk
modeli olarak listelenebilir. Destek Vektor Maki-
neleri 6grenme yodntemlerinden biridir ve kate-
gorik veriler kullanilarak bilinmeyen lokasyonlar-
daki siniflari tahmin etmeyi saglar. Bu yonteme
gore verilerin uzaydaki konumuna bagli olarak
veri yapisinda gizli bir 6rintl bulundugunu var-
sayllmaktadir. Jeoistatistiksel yontemler uzakhga
bagh degiskenligi variogram fonksiyonu ile ortaya
koyarken destek vektor makineleri yonteminde
bu iligski gok katmanli algilayicilar ile ortaya konur.
Cok katmanl algilayicilar, girdiler ve bu girdilere
gore uretilen ciktilarin Gretildigi bir ag yapisidir.
Adindan da anlagilacagi gibi bircok katmandan
olusan algilayicilarda ara katmanlar yer alir ve
girdi verilerinden gelen bilgilerin islendigi kisim
olarak tanimlanabilir. Destek vektdr makineleri
ile ilgili cok kapsamli ve tanimlayici agiklamalar
Vapnik, 1995; Burges, 1998 ve Vapnik, 1998’te
yer almaktadir. Yerbilimlerinde de uzakliga bagl
dagihmin ortaya kondugu, gézeneklilik tahmini,
atik konsantrasyon tahmini haritalama, uzaktan
algilama gibi birgok ¢alisma yapilmistir (Kanevski
vd, 2002; Kanevski , 1999; Kanevski, 2000a; Ka-
nevski, 2000b; Tartakovsky ve Wohlberg, 2004;
Pozdnoukhov ve Kanevski, 2006; Bahria vd.,
2011).

Calismanin birinci béluminde ortalamasiz krig-
leme ile destek vektdr makinesi ydntemini, ikinci
bolimde durum calismasi ve Uglincl bolimde
sonuglar yer almaktadir.

1. YONTEM

Kriging, cevreleyen veri noktalarinin z degerleri-
ne karsi regresyona dayall ve konumsal verilere
gore agirliklandirildigr bir ic kestirim yontemidir
(Krige, 1951; Matheron, 1967; Isaaks ve Srivas-
tava, 1989; ). Uzakhga bagh degiskenligi karakte-
rize etmek igin bir variogram fonksiyonu tanimlan-
mistir. Bu fonksiyonun hesaplanmasi deneysel
variograma, y(h), baghdir. Birbirlerinden h uzakh-
gindaki 6rnek giftleri dikkate alinarak hesaplanan
variogram Esitlik 1.1’de formuillestirilmistir.

167



G. Ertung / Scientific Mining Journal, 2017, 56(4), 166-172

1

) = 5 Pl + ) —2@)P?)  (1.1)

Burada,

N(h) Ornek cifti sayisini, z(w;) i noktasindaki
rastlanti degiskenini ve h 6rnek ciftleri arasindaki
uzakhg ifade etmektedir.

Deneysel variogram hesaplandiktan sonra, mo-
del variogram uyarlanarak kestirim matrisi olus-
turulur (Chiles ve Delfiner, 1999). Ortalamasiz
krigleme, rastlanti degiskenlerinin uzakliga bagli
degiskenligini ortaya koyan en yaygin kullanilan
jeoistatistiksel kestirim yontemidir. Yontem, drnek
lokasyonlarindaki degerlere goére dogrusal agir-
liklandirmayi temel alir ve kestirici A; asagidaki
sekilde tanimlanmistir.

Z"(ug) = Xiza M (W) Z (uy) (1.2)

Burada,

Z*(uy) bilinmeyen u, noktasinda kestirim dege-
rini, ;(w;), Z(u;)ornek degerinde atanmis krigle-
me agirhgini ifade etmektedir.

Her kestirim yonteminde oldugu gibi, amag kesti-
rim isleminde hatay! en kuguklemektir. Krigleme
yonteminde A; agirliklari, Z*(uy)krigleme  hata
varyansinin kuguklenmesi yapilirken tiremigtir.
Varyans degerinin 05 (W) = Var{Z*(u,) — Z(uy)}
kGicUklemesi yansizlik kisitini gerektirir. Bu yan-
sizlik kisitt E = {Z*(uy) —Z(uy)} = 0 olarak ifade
edilmektedir. Bu yansizlik kisiti bir optimizasyon
problemidir ve optimum durum dolayisiyla krigle-
me yontemi en iyi dogrusal yansiz kestirici olarak
tanimlanir. Optimizasyon probleminin ¢6zimu
matris formunda su sekilde ifade edilir (Armst-
rong, 1998):

1

N y(ul.'ul) y(ul.,un) %_ y(u{,u*)

)= V)~ Y 1| |yamun] 1)
1 1 0 1

Burada,

A krigleme agirliklarini, p Langrange carpani,
y(u,w) ug,u;  Vverileri arasindaki variogram
fonksiyonunu, vy (uy, u*)veri ve kestirimi yapilacak
lokasyon arasindaki variogram fonksiyonun ifade
etmektedir.

Makine o6grenimi (ML) yontemlerinden destek
vektér makineleri, genellestiriimis dogrusal sinif-
landirici temelinde calistiklar igin uzakhga bagh
tahminler yaparak jeoistatistiksel yontemler icgin
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bir alternatif olarak degerlendirilebilir. Bu yontem-
de kategorik ve bagimsiz degiskenlerin kestirim
hassasiyetini ayarlamak adina 6grenme makina-
sinin parametrelerinin dikkatle secgilmesi gerek-
mektedir. Destek vektdr makineleri kuadratik op-
timizasyon problemine dayanir ve verinin dagilim
fonksiyonuna ihtiyac duymaz. Ikili siniflandirma
yapan destek vektdér makinelerinde hedef veriyi
iki kategoriye ayiran siniri belirlemektir. Dogru-
sal ve dogrusal olmayan ayrim durumlari, isim-
lendirmeden de anlasilacagi gibi ayrim gizgisinin
dogrusal olup olmamasi ile 6zetlenebilir. ikiden
fazla kategorik degiskenin ayriminda destek vek-
tor makineleri bire-karsi-hepsi (Rifkin ve Klautau,
2004) ve bire-karsi-bir yontemleri ile ¢ozim uret-
mektedir (Bishop, 2006).

Dogrusal destek vektdér makineleri ¢ozimu Esitlik
1.4’te formdllestirilmistir.

fx)=wlx+b (1.4)

Burada,

w ayrim dogrusuna normal, x veri noktasi ve b
sinir 6teleme degerini ifade etmektedir.

Ayrim gizgisini tanimlayan sinir, objektif fonksi-
yonunun Lagrange carpanlarina «; dayal kua-
dratik program ile belirlenmektedir. En kiigukleme
esitligi @; = 0,Vi ve YN, y,a; =0 kisitlari altin-
da asagidaki sekilde ifade edilir.

. 1
o m= 52?21 Y yiyi(x - x)aa; — Xy a; (1.5)

Kuadratik forma gére, dogrusal olmayan durum-
lar icin Esitlik 1.6 kullaniimaktadir.

. 1
minm = -
a 2

X yiyiK (v, %) aia; — T (1.6)
Burada K(x;,x) gekirdek girdi vektorii x ile 6g-
renme vektorl x; arasindaki ¢cekirdek fonksiyonu
ifade etmektedir.

Destek vektér makineleri ¢oziimlerinde birgok
cekirdek fonksiyonu kullanmak mimkinddr. Bu
cekirdek fonksiyonlarina Gauss, polinom, ve si-
nir aglar 6érnek gosterilebilir. Calismada secilen
cekirdek fonksi?/onu radyal temell Gauss’tur ve
K(x;, %) = e xi%iljle ifade edilir.

Kuadratik problem ¢ézimu, a; =0, 0<a; <C,
ve «a; = C kisitlari saglandiginda ¢ézulmektedir.
Blylk Olgekli kuadratik program c¢ozimleri igin
ardisik en kugukleme optimizasyon methodu kul-
laniimaktadir (Platt, 1999).



2. DURUM CALISMASI

Durum galismasinda, yerbilimleri ¢galismalarinda
siklikla kullanilan isvigre’deki Jura veri seti (Go-
ovaerts vd., 1997; Atteia vd., 1994; Webster vd.,
1994) kullaniimigtir. Jura veri seti R yaziliminin
‘gstat’ paketi ile erisime agiktir (Pebesma, 2004).
iki boyutlu veri seti paketinde 7 adir metal igerigi
iceren lokasyonlar ve 1zgara yapisinda kestirimi
yapilacak lokasyonlar yer almaktadir. Calismada
sadece Kadmiyum, Cd (ppm) dikkate alinmistir.
Cevresel etkileri, belirli sinir degerin Gzerine ¢ikti-
g1 durumlarda son derece kanserojen olarak de-
gerlendirilen Cd igerigi igin kritik sinir deger 0,8
ppm olarak belirlenmistir (FOEFL (Swiss Federal
Office of Environment, 1987). Kadmiyum seviye-
leri, “glvenli”, “potansiyel olarak tehlikeli” ve “teh-
likeli” bolgeler olarak Cd (ppm) < 0,65, 0,65 <Cd
(ppm) < 0,8 ve Cd (ppm)> 0,8 olarak belirlenmis-
tir. Kestirim yapilacak lokasyonlarda ortalamasiz
krigleme ve destek vektér makineleri ¢ézimlerin-
den 6nce ardisik Gauss benzetisimi yontemi ile
gercekleme yapilmistir. Bu benzetimlerden rast-
gele secilen bir gercekleme, sahanin bilinen de-
gerleri olarak kabul edilmistir. Kestirim ve makine
o6grenme yontemlerinde kullanilacak girdi verileri
bilinen degerler arasindan rastgele secilmistir.
Sahadaki gercek degerler olarak kabul edilen lo-
kasyonlar ve bu lokasyonlardan rastgele secilen
girdi verileri Sekil 1’de verilmektedir.

Cd (ppm)
"0

a)
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Sekil 1. a) Sahadaki Cd dagihmi ve b) Rastgele segil-
mis Cd 6rnek lokasyonlari

2.1.0rtalamasiz Krigleme

Kestirim isleminden dnce, verilerin deneysel vari-
ogrami hesaplanmistir. Yonlere gore degiskenlik
gostermeyen deneysel variogramlara, yuvall ya-
pida kuresel model variogram uyarlanmistir (Se-
kil 2). Yuvali yapidaki kiresel variogram paramet-
releri Cizelge 1’de verilmistir.

Cizelge 1. Cd (ppm) model variogram parametreleri

Kulge etkisi, Yapisal uzaklik (km)
1 Cz
Co a1 82
0,3 0,29 0,12 0,22 1.1
Deneysel ve Model Variogram Cd (ppm)
1.00
* X
0.75 % x
€ 050
0.25
0.00
0.0 0.5 0 1.5

1.
h(km)

Sekil 2. Cd (ppm) 6zniteliginin deneysel ve model va-
riogrami
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Ortalamasiz krigleme ile kestirimi yapilan toplam
5700 noktada Cd (ppm) dagihmi Sekil 3'te veril-
mistir.

Cd (ppm)
=0

Sekil 3. Cd (ppm) Ozniteliginin ortalamasiz krigleme
kestirim sonuglari

Sonuglara iligkin tanimlayici istatistiksel bilgiler,
girdi veriler ile karsilastinimal bigcimde Cizelge
2'de sunulmustur. Kestirimde kullanilan veri ile
karsilastirildiginda, kestirim sonuglarinin varyan-
sinin daha diusuk oldugu gortulmektedir. Bunun
sebebi, krigleme ydnteminde yuksek degerlerin
disuk; dusuk degerlerin de yuksek olarak kesti-
rilmesidir. Dolayisiyla, ortalamasiz krigleme kes-
tirimlerinde, verilerin en kiglk degerinden daha
blylk en dusik deger; en buyik degerinden de
daha dislk en yiksek deger edilmistir.

Cizelge 2. Girdi verileri ile ortalamasiz krigleme kesti-
rim istatistikleri

Ortalamasiz

Cd (ppm) Girdi verileri krigleme

sonuglari
Veri Sayisi 257 5700
En dusuk deger 0,14 0,39
En yiksek deger 4,46 3,03
Ortalama 1,34 1,35
Varyans 0,8 0,19

Bir sonraki asamada, krigleme sonuglari Cd
(ppm) sinir degerlerine gére gdsterge degisken-
lerine doénustirilmustir. Sonuglarin Cd < 0,65
ppm, 0,65 ppm < Cd < 0,8 ppm ve Cd > 0,8 ppm
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oldugu durumlar sirasiyla “givenli”, “potansiyel
olarak tehlikeli” ve “tehlikeli” bolgeler olarak eti-
ketlenerek tematik hale getirilmistir. Bu harita Se-
kil 4’te verilmigtir.

-
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Sekil 4. Cd (ppm) O6zniteliginin ortalamasiz krigleme
kestirim sonuglarinin kategorik dontistmleri

2.2.Destek Vektor Makineleri

Destek  vektér  makineleri  ¢dztmlerinde,
radyal temelli Gauss ¢ekirdek fonksiyonu
K (x;, %) = p=vlx=xjl” kullanilmigtir. Veri seti 6§-
renme ve deneme alt gruplarina ayrilarak 10-kati
¢apraz dogrulama ile ¢6zim gergeklestirilmistir.
Cekirdek fonksiyonu icinde, dogru ayrim hassasi-
yetinin belirlenmesinde kullanilan (C, y) paramet-
relerinin seciminde asagida listelenen kimeler
kullaniimigtir.

C = {2-12, 2-11.757 2-11.5, 2—‘11.257 2-11, 2-10.75, 2-10.50,
2-10.25, 2-10, 2—9.757 2-9.5’ 2-9.25, 2-9, 2—8.75’ 2-8.5’ 2—8. 25,
28}

y = {23, 22, 21,20, 21 22 23 24 25

Olasi her parametre ifti igin yapilan ¢ézimlerde
(Bu durum g¢alismasi igin 17 x 9 = 153) elde edi-
len en ylksek hassasiyet ylzdesi 75.41% olarak
[C, y] = [2719%0, 24] parametre ciftinde elde edilmis-
tir. Sekil 5’'te her parametre cifti icin yapiimis ¢6-
zumlerden elde edilen hassasiyet yuzdeleri gor-
sellestirilmistir.

Destek vektér makineleri, bilinmeyen lokasyonla-
ra dogrudan kategorik degisken atadidi icin ¢o-



zUim sonunda herhangi bir ¢ézim sonrasi igleme
gerek yoktur. Sekil 6’da destek vektdr makinele-
rinin Urettigi sonug verilmektedir. Sonuglarin girdi
parametrelerinin kategorik degiskenleri ile tutarli
sonuglar Urettigi gérulmektedir.

Hassasiyet yiizdesi (%)

Sekil 5. Destek vektér makineleri parametreleri ve has-
sasiyet ylzdeleri.

Cd (ppm)

= Guvenli
Potensiyel Tehlikeli [}
= Tehlikeli L] - 0 1km
.

=

T -
.l~f - -

Sekil 6. Destek vektér makineleri siniflandirma sonug-
lari

SONUCLAR VE TARTISMA

Calismada, destek vektdr makineleri (DVM) kul-
lanilarak bir sahada Kadmiyum (Cd) 6zniteliginin
onceden belirlenmis sinir degerlerine goére si-
niflandiriimasi yapilmistir. Siniflandirma sonug-
larinin bdlgesel olarak gercek degere yakinhgi
bakimindan performansi, ortalamasiz krigleme
yontemi ile karsilastinimistir. Coklu siniflandirma
yontemi olarak kodlanan Gauss radyal temelli
DVM’de fonksiyon parametre sec¢imi algoritmada
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otomatik olarak yapilmigtir ve kuadratik program-
lama problemi “ardisik en kiclkleme en iyileme”
ile ¢6zUumu Onerilmigtir. DVM, ¢oklu sinir degerle-
re gore dagilim s6z konusu oldugunda, ortalama-
siz kriglemenin aksine, tek ¢6zUm asamasinda
sonug Uretmektedir.

Ortalamasiz krigleme kestirim degerleri, 6nceden
tanimli sinir degerler stizgeglerine gore kategorik
degiskenlere donusturildiginde olduk¢a yumu-
satilmis degerler s6z konusu oldugu igin gergek
degere yakinlik bakimindan, beklendigi gibi, iyi
performans gostermemistir (Sekil 4). Destek vek-
tor makineleri ile kestirimlerden gikarilan sonuglar
(Sekil 6), sahada bilinen degerlerin kategorileri ile
karsilastinimistir. Dogru siniflandirilan lokasyon
sayisina gore olusturan karsilastirma tablosu Ci-
zelge 3’te sunulmustur.

Ardisik Gauss benzetim yontemi ile gergeklenen
ve bilinen lokasyonlar degerlendiren sahada Cd
(ppm) iceriklerine gore 3838 nokta “givenli”, 1319
nokta “potansiyel olarak tehlikeli” ve 543 lokasyon
ise “tehlikeli” olarak siniflandiriimistir.

Cizelge 3. Bilinen lokasyonlar ile sonuclarin karsilag-
tirimasi

Ortalamasiz Destek vektor
krigleme makineleri
(%)
Guvenli 96,74 75,09
Tehlike 16,14 38,29

Cizelge 3 incelendiginde, krigleme yontemi bili-
nen lokasyonlardaki kategorik degiskenleri daha
iyi tahmin etmis gibi gérinmektedir. Ancak, gor-
sel incelendiginde bunun nedeni sahanin blylk
bolimadndn  “glvenli” olarak nitelendirilmesidir.
Ozellikle “potansiyel olarak tehlikeli” kategorisin-
de destek vektdr makinelerinin ¢cok daha iyi sinif-
landirma yapabildigi acikga gorilmektedir ve bu
durum tematik haritada da gézlemlenmistir.

Calismanin ileriki asamalarinda, yonlere bagli
degiskenligin (anisotropi) Destek Vektér Maki-
neleri ile arastiriimasi ve bu degdiskenligin ortaya
konabilmesi icin farkl ¢ekirdek fonksiyonlarinin
denenmesi &nerilmektedir. Bdylece, farkli ce-
kirdek fonksiyonlarin siniflandirma hassasiyeti
Uzerindeki etkisinin de ortaya konmasi mimkin
olacaktir.
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