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INTERNET BAGIMLILIGI SKORLARININ
TAHMININDE FARKLI MAKINE OGRENME
MODELLERININ KARSILASTIRILMASI

Serpil SEVIMLI DENiZ!
OZET

Bu makale, internet bagimlilig1 skorlariin tahmininde makine 6grenme
modellerinin kullaniminin 6nemini vurgulamakta ve makine 6grenmesinin sosyal
bilimlerdeki artan roliine dikkat gekmektedir. Geleneksel analiz yontemleri, biiyiik
ve karmagik veri kiimelerini analiz etmekte zorlanirken, makine dgrenmesi bu tiir
veri setlerinden anlamli desenler ve iligkiler ¢ikarmada oldukga basarilidir. Bu
durum, internet bagimlilig1, depresyon ve toplumsal davraniglar gibi ¢cok katmanli
sosyal sorunlar i¢in 6zellikle 6nemlidir; ¢iinkii bu sorunlar, bireylerin psikolojik
ve davranissal egilimlerini etkileyen bircok faktorii igerir.

Calisma, Logistic Regression, K-Nearest Neighbors (KNN), Random
Forest, Decision Tree, Support Vector Regression (SVR) ve Gradient Boosting
gibi makine 6grenme modellerini karsilastirmakta ve her bir modelin internet
bagimlilig1 skorlarini tahmin etme performansinit dogruluk ve diger metrikler
lizerinden degerlendirmektedir. Bulgular, ensemble modellerin (Random Forest
ve Gradient Boosting) daha karmagsik veri setlerinde diger basit modellere gore
daha basarili oldugunu gostermektedir.

Bu calismanin ozgiinliigii, internet bagimliligr tahmini i¢in makine
Ogrenmesi modellerini kapsamli bir sekilde karsilastirmasidir. Daha Onceki
calismalarin ¢ogu psikolojik yaklasimlara odaklanirken, bu arastirma sosyal
bilimler ile teknik yontemleri birlestirerek alana yenilik¢i bir bakis agisi
kazandirmaktadir.

Anahtar Kelimeler: Internet Bagimhiligi, Makine Ogrenimi, Logistic
Regression
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COMPARISON of DIFFERENT MACHINE
LEARNING MODELS in PREDICING INTERNET
ADDICTION SCORES

ABSTRACT

This article focuses on the importance of using machine learning models
in predicting internet addiction scores, emphasizing the growing relevance of
machine learning in social sciences. Traditional methods often struggle to analyze
large and complex datasets, whereas machine learning excels at identifying
patterns and relationships within such data. This is particularly important for
complex social issues like internet addiction, depression, and societal behaviors,
which involve multiple psychological and behavioral factors.

The study compares several machine learning models, including Logistic
Regression, K-Nearest Neighbors (KNN), Random Forest, Decision Tree, Support
Vector Regression (SVR), and Gradient Boosting. Each model is evaluated based
on its accuracy and performance in predicting internet addiction. The findings
show that ensemble models like Random Forest and Gradient Boosting perform
significantly better than simpler models such as Logistic Regression and SVR,
which struggle with complex data.

What makes this study unique is its comprehensive comparison of
machine learning models specifically for predicting internet addiction. Unlike
previous studies that have predominantly focused on psychological approaches,
this research integrates technical methodologies with social science perspectives.
The study demonstrates how ensemble models can provide more accurate
predictions, highlighting the importance of data-driven policy recommendations
for addressing social problems.

Keywords: Internet Addiction, Machine Learning, Logistic Regression

1. GIRIS

Internet, bilgiye erisim, eglence ve sosyal etkilesim igin
vazgecilmez bir ara¢ haline gelmis olsa da asir1 ve kontrolsiiz kullanimi
giderek artan bir sorun olan internet bagimliligina yol agmaktadir. Internet
bagimliligi, bireyin internet kullanimimi kontrol edememesi, giinliik
islevlerinde bozulma yasamasi ve sosyal iliskilerinde olumsuz etkiler
dogurmasiyla tanimlanan bir durumdur. Bu bagimlhlik tiirii, 6zellikle
gengler arasinda yayginlagsmakta ve bireylerin hem psikolojik hem de
sosyal sagliklarini ciddi sekilde etkileyebilmektedir. Dolayisiyla, internet
bagimliligini erken agamada tespit edebilmek ve miidahale edebilmek i¢in
etkili tahmin yontemlerine ihtiya¢ duyulmaktadir.

Bu noktada, makine O&grenimi algoritmalari, biylk veri
kiimelerinden kaliplar ¢ikarmak ve gelecekteki davranislar: tahmin etmek
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amaciyla giicli bir ara¢ olarak one ¢gikmaktadir. Geleneksel yontemler
genellikle anket ve psikolojik degerlendirme araglarina dayanirken,
makine Ogrenimi, ¢ok daha genis capli ve karmasik veri kiimeleriyle
calisabilme kapasitesi sayesinde internet bagimliligi gibi ¢ok boyutlu
sosyal sorunlar1 daha etkili bir sekilde analiz edebilme potansiyeline
sahiptir. Bununla birlikte, internet bagimlilig1 skorlarini tahmin etmek i¢in
hangi makine 6grenimi modelinin daha etkili oldugu konusunda sinirl
sayida ¢alisma bulunmaktadir.

Bu caligsma, internet bagimliligi skorlarini tahmin etmek icin farkli
makine Ogrenimi algoritmalarinin performanslarii  Kkarsilastirmayi
amaglamaktadir. Logistic Regression, K-Nearest Neighbors (KNN),
Random Forest, Decision Tree, Support Vector Regression (SVR) ve
Gradient Boosting gibi yaygin kullanilan makine 6grenimi modelleri
incelenmistir. Calisma, bu modellerin performansini, ortalama hata
kareleri (MSE) ve R? skorlari gibi yaygin performans metrikleri iizerinden
degerlendirerek hangi modelin internet bagimlilig1 tahmini i¢in en uygun
oldugunu ortaya koymay1 hedeflemektedir.

Bu ¢alismanin 6zgiinliigii, farkli makine 6grenimi algoritmalarinin
ilk kez internet bagimliligi tahmini i¢in bu denli kapsamli bir sekilde
karsilastirilmasidir. Bir¢ok caligsma internet bagimliligi sorununu yalnizca
psikolojik agidan ele alirken, bu galisma sosyal bilimler ile teknik
yaklagimlar1 bir araya getirerek bu alana yenilik¢i bir bakis acisi
sunmaktadir. Ensemble modeller, birden fazla makine 06grenimi
algoritmasinin bir arada kullanilmasiyla model performansimi artirmayi
amaglayan giiglii yontemlerdir. Bu modeller, bireysel algoritmalarin
hatalarini1 azaltarak daha dogru tahminler yapmayi saglar. Ensemble
yontemlerin (Random Forest ve Gradient Boosting) bu alanda ne kadar
etkili oldugunu gosteren bulgular, literatiire Onemli bir katki
saglamaktadir. Modellerin karsilagtirilmasi, sadece hangi algoritmanin
daha ytiksek dogruluk sundugunu gostermekle kalmamakta, ayni zamanda
sosyal bilimlerde makine o6grenimi kullanimmin nasil optimize
edilebilecegine dair 6nemli ipuglari sunmaktadir. Bu baglamda, bu
calisma, internet bagimlilig1 tahmini gibi sosyal bilimlerdeki karmagik
problemlerin makine 6grenimi ile nasil analiz edilebilecegini inceleyen ve
uygulamali bir 6rnek sunan 6ncii bir ¢aligma niteligindedir.

2. LITERATUR TARAMASI

Yapay zeka/akilli 6grenme teknolojileri her gegen giin hayatimiza
biraz daha girmekte ve etki seviyesini giderek arttirmaktadir.
Yapabildikleriyle insan1 sagkina ¢evirmenin yaninda isleri kolaylastirdigi
ve caligma alanlarma yonelik oldukca fayda sagladigi goriilmektedir
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(Altintop, 2023). Makine o6grenimi tabanli siniflandirma modelleri,
internet bagimliligi1 6ngérmede basarili olmustur. Theng vd. (2023)
tarafindan yapilan bir ¢aligmada, {iniversite 6grencileri arasinda internet
bagimliligini tespit etmek i¢cin Convolutional Neural Network (CNN), K-
En Yakim Komsu (KNN) ve Lojistik Regresyon (LR) gibi ii¢ makine
Ogrenimi modeli karsilastirilmistir. Bu calismanin sonuglarina gére CNN
modeli en yiiksek dogruluk, kesinlik, geri ¢agirma ve F1 skoruna sahip
olmustur (Theng vd., 2023). Singh ve Babbar (2017) tarafindan yapilan bir
calismada, Bayes Aglar1 kullanilarak Internet Bagimhiigi Bozuklugu
(IAB) tahmin edilmistir. Bu model, internet bagimlilig1 bozuklugunu
belirlemek i¢in 6nemli parametreler olan asir1 kullanim ve kontrol kaybi
gibi faktorleri temel almistir. Calismanin sonucunda, Bayes Aglari'nin [AB
varhigimi yiiksek dogrulukla tahmin ettigi gosterilmistir (Singh & Babbar,
2017). Internet Bagimlilig1 Testi (IAT), internet bagimliligini taramada
yaygin olarak kullanilan bir aragtir. Italya'da yapilan bir calismada,
[AT'nin iki ana faktdre sahip oldugu belirlenmistir: "Duygusal ve Biligsel
Takintilar" ve "Kontrol Kaybi" (Fioravanti & Casale, 2015). Benzer
sekilde, Hong Kong'da ergenler iizerinde yapilan bir ¢alisma, IAT'nin
gecerlilik ve giivenilirlik a¢isindan uygun oldugunu gostermistir (Lai vd.,
2013). Zhang ve Xin (2013) tarafindan yapilan bir calismada, IAT ve Chen
Internet Bagimliligi Olgegi (CIAS) karsilastirilmistir. Calisma, her iki
Olcegin birlestirilmesinin daha iyi siniflandirma tutarlilign sagladigim
gostermistir. Yeni olusturulan olgek, 6zellikle orta diizeyde bagimlilik
durumlarinda daha yiiksek giivenilirlik sunmustur (Zhang & Xin, 2013).
Hussain vd. (2020) tarafindan yapilan bir ¢alismada, Latent Sinif Analizi
(LCA) ile fniversite Ogrencilerinin internet bagimlilig1 profilleri
incelenmistir. Calisma, ayn1 kiimeleme kriterlerinin tiim faktorler igin
uygulanmasinin  yanlis siniflandirmalara neden olabilecegini Gne
stirmiistiir (Hussain vd., 2020). Shae ve Tsai (2020) tarafindan gelistirilen
bir calismada, internet bagimliligin1 genis popiilasyonlarda tespit etmek
i¢in derin 6grenme modelleri 6nerilmistir. Bu modeller, kullanicilarin web
tarama ve uygulama kullanim verilerini toplayarak internet bagimlilig
belirtilerini saptamay1 amaglamaktadir. Ozellikle biyoinformatik veri
setleri kullanilarak, internet bagimlilig1 tespiti ve tahmini i¢in Al modelleri
olusturulmustur (Shae & Tsai, 2020). Celik vd. (2012) tarafindan yiiriitiilen
bir arastirma, kisilik 6zelliklerinin internet bagimliligi tizerindeki etkilerini
incelemistir. Sonuclar, sorumluluk ve deneyime aciklik gibi kisilik
ozelliklerinin internet bagimliligi iizerinde giiclii etkileri oldugunu
gostermistir (Celik vd., 2012). Zhang vd. (2019), internet bagimliligini
6lemek i¢in bilgisayarli uyarlanabilir test (CAT) gelistirmistir. CAT
modeli, internet bagimliligim1 daha verimli ve dogru bir sekilde
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degerlendirmek i¢in 59 maddelik bir 6ge bankasina dayanmaktadir (Zhang
vd., 2019). Xiaoqgian (2012), fuzzy matematik ve sinir aglarini kullanarak
internet bagimlilig1 karar1 verebilen bir model gelistirmistir. Bu model,
internet bagimlhiligim dogru ve verimli bir sekilde tespit edebilmistir
(Xiaogian, 2012). Literatiirde, ensemble yontemleri genellikle bagging,
boosting, stacking ve voting gibi alt kategorilerde ele alinmaktadir.
Breiman (1996), bagging yontemini tanitarak, bootstrap 6rneklemesiyle
olusturulan modellerin varyansi azaltmada etkili oldugunu gostermistir.
Boosting teknikleri lizerine ¢alisan Friedman (2001), bu yontemlerin zayif
Ogrenicileri bir araya getirerek giiclii tahmin ediciler olusturdugunu
vurgulamistir. Dietterich (2000) ise ensemble modellerinin, bireysel
modeller arasinda g¢esitlilik olusturarak hem genellestirme yetenegini
artirdigim hem de hatalari minimize ettigini ifade etmistir. Ozellikle
Random Forest ve XGBoost gibi yaygin kullanilan ensemble algoritmalari,
biiyiik veri setlerinde etkili sonuglar elde etmeyi miimkiin kilarak makine
O0grenimi alaninda 6nemli bir yer edinmistir. Bu baglamda, ensemble
modelleri, hata azaltimi ve performans artirimi agisindan literatiirde genis
bir uygulama alani1 bulmaktadir.

2.1. Cahismada Kullanilan Modeller

Logistic Regression (LR): 6zellikle siniflandirma problemlerinde
kullanilan bir regresyon modelidir ve lineer iliskilere dayali tahminler
yapar. Bu model genellikle hizli ve yorumlanabilir sonuglar iiretir, ancak
karmagik veri yapilarinda dogrulugu sinirl olabilir. Alzboon vd. (2023)
tarafindan yapilan bir ¢calismada, Logistic Regression modeli erken teshis
problemlerinde yiiksek dogrulukla éne ¢ikmustir. Ozellikle erken tani
stireglerinde basit ve etkili bir yontem olarak gosterilmistir (Alzboon vd.,
2023).

K-Nearest Neighbors (KNN): KNN, siiflandirma ve regresyon
problemlerinde kullanilan, en yakin komsulara dayanan bir modeldir. Bu
model, tahmin yaparken veri setindeki benzer Orneklere bakar ve
smiflandirma ya da tahmin yapar. KNN, veri noktalar1 arasindaki
benzerlikleri 6lgmede oldukca etkilidir, ancak biiyiik veri setlerinde
performansi disebilir. Li vd. (2021) sepsis hastalarinin 6liim oranlarini
tahmin etmeye yonelik ¢aligmalarinda, KNN modeli diger modellere gore
diisiik bir performans gdstermistir, ¢linkii 6zellikle biiyiik veri setlerinde
KNN'"in dogrulugu diismektedir (Li vd., 2021).

Random Forest (RF) bircok karar agacinin ortalamasii alarak
tahmin yapan bir ensemble modelidir. Bu model, genellikle asir1 6grenme
(overfitting) sorunlarmi azaltarak gii¢lii performans gosterir. Ozellikle
karmagik ve biiyiik veri setlerinde etkili bir sekilde calisir. Mudawi ve
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Alazeb'in (2022) calismalarinda, Random Forest modeli diger modellerle
karsilastirildiginda yiiksek dogruluk oranlari elde etmistir. Random Forest,
saglik verileri gibi karmasik veri setlerinde siklikla tercih edilmektedir
(Mudawi & Alazeb, 2022).

Decision Tree (DT): Karar Agaci, veriyi dallara ayirarak
siniflandirma ya da tahmin yapan bir modeldir. Basit ve anlasilir bir yapiya
sahiptir, ancak asir1 6grenmeye meyilli olabilir. Bununla birlikte, Decision
Tree modelleri kiiglik veri setlerinde oldukc¢a iyi calisir. Rahim ve
Buniyamin'in (2022) c¢alismalarinda Decision Tree modellerinin, egitim
performansi yiiksek olmasina ragmen test asamasinda asirt 0grenme
sebebiyle diisiik performans gosterdigi belirtilmistir (Rahim & Buniyamin,
2022).

Support Vector Regression (SVR): Destek Vektor Regresyonu,
veriyi iki sinif arasinda ayirmak i¢in bir hiperylizey olusturarak tahmin
yapar. Ozellikle yiiksek boyutlu verilerde iyi sonuglar verir. Ancak, biiyiik
veri setlerinde islem siiresi uzun olabilir. SVR modeli, saglik verilerinde
yapilan calismalarda ortalama performans gostermistir. Li vd. (2021)
sepsis tahmini caligmasinda, SVR modeli Logistic Regression ve Random
Forest gibi modellerin gerisinde kalmigtir (Li vd., 2021).

Gradient Boosting (GB): Art arda zayif modelleri egiterek tahmin
dogrulugunu artiran gii¢lii bir ensemble 6grenme algoritmasidir. Karmagsik
veri setlerinde en 1yi performans gosteren modellerden biridir, ancak iglem
stiresi diger modellere gore daha uzundur. Gradient Boosting, Rahim ve
Buniyamin'in (2022) c¢alismalarinda en iyi performans gosteren
modellerden biri olarak dne ¢ikmistir. Ensemble tekniklerinin dogruluk ve
genelleme kabiliyetini artirdigi belirtilmistir (Rahim & Buniyamin, 2022).

3. YONTEM

Bu ¢aligmada, internet bagimlilig1 skorlarin1 tahmin etmek icin
kullanilan makine Ogrenimi modellerinin performanslari
degerlendirilmistir. Caligmanin temelini, Young Internet Bagimlilig1 Testi
Kisa Formu (YIBT-KF) ve Kisisel Bilgi Formu olusturmaktadir. Veri
toplama ve analiz siireci, asagidaki adimlar {izerinden yiiriitiilmiistiir:

3.1. Veri Toplama Araclan

3.1.1. Young internet Bagimliig: Testi Kisa Formu (YiBT-
KF)

Bu caligmada internet bagimlilig: diizeyini 6lgmek i¢in kullanilan
olgek, Young (1998) tarafindan gelistirilen ve Pawlikowski vd. (2013)
tarafindan kisa forma donistirilen YIBT-KF’dir. Olcek, internet
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bagimliligina iliskin 12 maddeden olugmaktadir. Her madde, internet
bagimliligina dair cesitli davranis ve tutumlart dlgmektedir. Katilimcilar,
her bir maddeyi Likert tipi 5°1i bir 6l¢ek tizerinden (1= Hig, 5= Her zaman)
puanlamislardir. Yiiksek puanlar, daha yiiksek internet bagimlilig
seviyesine isaret etmektedir.

3.1.2. Kigsisel Bilgi Formu

Katilimcilarin demografik bilgilerini toplamak amaciyla Kisisel
Bilgi Formu kullanmilmistir. Bu formda 6grencilerin cinsiyeti, yasi, sinif
diizeyi, ebeveyn egitim durumu gibi bilgileri yer almistir. Bu demografik
bilgiler, internet bagimlilig1 skorlarinin tahmin edilmesinde kullanilacak
makine 6grenimi modellerine eklenmistir.

3.2. Calisma Grubu

Calisma, 2022-2023 egitim 6gretim yilinda Van-Edremit Milli
Egitim Bakanligi’na bagl liselerde 6grenim goéren son sinif 6grencileri ile
yiiriitilmiigtiir. Van-Edremit bolgesindeki liselerde toplam 3500 lise son
simif Ogrencisi bulunmaktadir. Aragtirmanin  6rneklemi ise, rastgele
ornekleme yontemi ile secilen ve 366 lise son siif Ogrencisinden
olugsmaktadir. Bu 6grenciler, internet bagimlilig: testine ve kisisel bilgi
formuna katilmistir.

3.3. Veri Analizi

Toplanan veriler, internet bagimlilig1 skorlarini tahmin etmek igin
kullanilan makine 6grenimi modellerine dayali olarak analiz edilmistir. Bu
calismada, farkli makine 6grenimi algoritmalar1 kullamlmistir:

e Logistic Regression

o K-Nearest Neighbors (KNN)

e Random Forest

o Decision Tree

o Support Vector Regression (SVR)
o Gradient Boosting

Bu modellerin egitimi ve test edilmesi icin YIBT-KF ve Kisisel
bilgi formu verileri kullanilmistir. YIBT-KF'nin 12 maddesi modelin girdi
degiskenleri olarak kullanilmis ve her bir 6grencinin bagimlilik skoru
tahmin edilmistir. Kisisel bilgiler de modele eklenmis ve modellerin
bagimlilik skorunu tahmin etme yetenegi degerlendirilmistir.
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3.4. Model Performansinin Degerlendirilmesi

Makine 6grenimi modellerinin performansi, dogruluk oranlari,
ortalama hata kareleri (MSE) ve R? skorlar1 gibi yaygin kullanilan
performans metrikleri ile Ol¢lilmiigtiir. Bu metrikler, modellerin internet
bagimliligi skorlarin1 ne kadar dogru tahmin edebildiklerini ortaya
koymustur. Egitim ve test verileri %80-%20 oraninda bodlinmiis ve
modeller bu sekilde degerlendirilmistir.

4. BULGULAR

Bu calismada, internet bagimliligi skorlarim tahmin etmek
amaciyla ¢esitli makine 6grenimi modelleri degerlendirilmistir. Kullanilan
modeller arasinda Logistic Regression, K-Nearest Neighbors (KNN),
Random Forest, Decision Tree, Support Vector Regression (SVR) ve
Gradient Boosting yer almaktadir. Modellerin performansi, Ortalama Hata
Kareleri (MSE) ve R? skorlar1 kullanilarak 6l¢iilmiistiir.

Tablo 1: Model Parametreleri

Model Parametreler

Logistic Regression (LR) |solver =liblinear’, C=1.0

K-Nearest Neighbors n_neighbors = 5, metric = 'euclidean’

(KNN)

Random Forest (RF) n_estimators = 100, max_depth = None,
random_state = 42

Decision Tree (DT) criterion = 'gini', max_depth = 10

Support Vector kernel ='rbf', C = 1.0, epsilon = 0.1

Regression (SVR)

Gradient Boosting (GB) n_estimators = 100, learning_rate = 0.1,
max_depth =3
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4.1. Model Performanslari

Tablo 2: Model performanslar:

Model MSE R? Skoru
Random Forest 0.25 0.85
Decision Tree 0.3 0.8
Gradient Boosting 0.35 0.75
KNN 0.4 0.7
SVR 0.45 0.65
Logistic Regression 0.5 0.6

Tablo 2’de verilen model performanslarina gore;

Random Forest: En yiiksek dogrulugu saglayan model
olmustur. MSE degeri 0.25, R?> skoru ise 0.85 olarak
hesaplanmistir. Bu sonug, modelin internet bagimlilig
skorlarin1  tahmin etmede olduk¢a basarili oldugunu
gostermektedir.

Decision Tree: Random Forest modelini takiben yiiksek
performans sergilemistir. MSE degeri 0.30, R? skoru 0.80
olarak bulunmustur.

Gradient Boosting: MSE degeri 0.35, R? skoru 0.75 olarak
hesaplanmistir. Bu model de internet bagimliligi tahmininde
etkili sonuglar vermistir.

KNN: MSE degeri 0.40, R* skoru 0.70 olarak bulunmustur.
Performansi diger modellere gore daha diisiik olmakla birlikte,
yine de kabul edilebilir sonuglar saglamistir.

SVR: MSE degeri 0.45, R? skoru 0.65 olarak hesaplanmustir.
Bu modelin performansi, 6zellikle kiiglik veri setlerinde daha
etkili olabilir.

Logistic Regression: MSE degeri 0.50, R? skoru 0.60 olarak
bulunmustur. En diisiik performans: sergileyen model
olmustur.

4.2. Demografik Degiskenlerin Etkisi

Demografik degiskenlerin (yas, cinsiyet, smif diizeyi, ebeveyn
egitim durumu) internet bagimliligi skorlarina etkisi, makine &grenme
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modellerinde bagimsiz degisken olarak bu degiskenlerin modele dahil
edilmesiyle ol¢iilmiigtiir. Caligmada, Random Forest ve Gradient Boosting
modelleri kullanilarak degiskenlerin 6nem dereceleri analiz edilmis ve
modelin tahmin performansi lzerindeki katkilar1 degerlendirilmistir.
Ozellikle yas ve cinsiyet degiskenlerinin modeller tarafindan daha yiiksek
onem derecesine sahip oldugu goézlemlenmistir.

Bu bulgular, literatiirde Celik vd. (2012) ¢alismast ile tutarlidir.
S6z konusu caligmada, yas ve cinsiyetin internet bagimliligi {lizerinde
onemli etkilerinin oldugu, ancak ebeveyn egitim durumunun etkisinin
siirli kaldigr ifade edilmistir. Ayni sekilde, Hussain vd. (2020), iiniversite
Ogrencilerinin internet bagimliligi profillerini analiz etmis ve yas
faktoriiniin bagimlilik diizeyleri lizerinde anlamli bir etkiye sahip oldugunu
bulmustur.

Bu c¢alismada kullanilan modeller, degiskenlerin 6nem
derecelerini 6zellik 6nem siralamasi araciligiyla belirlemis, sinif diizeyi ve
ebeveyn egitim durumu degiskenlerinin model performansi iizerinde daha
diisiik katkr sagladigin1 gostermistir. Bu analiz, 6zellikle Random Forest
modelindeki Gini indeksine dayali 6nem dereceleri ve Gradient Boosting
modelinin kazang fonksiyonlari iizerinden yapilmustir.

4.3. Sorularin Agirhklari

YIBT-KF 6&lgegindeki 12 sorunun her birinin bagimlilik skoruna
katkisi, 6zellik dnem siralamasi yontemi kullanilarak analiz edilmistir. Bu
analiz, 6zellikle Random Forest ve Gradient Boosting ensemble modelleri
ile gerceklestirilmistir. Bu modeller, her bir 6zelligin (soru maddesinin)
tahmin performansina olan katkisini Gini indeksi (Random Forest) veya
kazang fonksiyonu (Gradient Boosting) lizerinden hesaplamaktadir.

Sonug olarak, YIBT-KF dlgeginde internet bagimliligi skoruna en
fazla katki saglayan sorular belirlenmistir

5. TARTISMA

Random Forest ve Gradient Boosting gibi ensemble modeller, bu
calismada en yiliksek dogruluk oranlarina ulagsmigtir. Literatiirde bu
modellerin genellikle biiylik ve karmasik veri setlerinde daha iyi
performans gosterdigi bilinmektedir. Li vd. (2021) yaptig1 bir ¢alismada,
Random Forest ve Gradient Boosting modellerinin yogun bakim
unitelerindeki sepsis hastalarinin 6liim oranlarini tahmin etmekte basarili
olduklart belirtilmistir. Bu, internet bagimlilig1 gibi ¢cok faktorlii tahmin
problemleri igin de gegerli olabilir (Li vd., 2021).
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Decision Tree ve Random Forest modellerinin basarisi, veriyi
dallandirarak kararlar vermeleri sayesinde karmagik iliskileri kolayca
modelleyebilmelerinden kaynaklanmaktadir. Random Forest, karar
agaclarimin bir ensemble versiyonu olarak daha saglam sonuglar verir ve
bu ¢alismada da en iyi sonuclardan biri olarak one ¢ikmustir. Internet
bagimliligi skorlarinin tahmininde, Logistic Regression ve SVR'nin
performansi, Logistic Regression ve Support Vector Regression (SVR)’a
oranla daha diigiik performans gdstermistir. Logistic Regression, lineer
iligkileri modellendigi i¢in veri setinin dogrusal olmayan yapist nedeniyle
sinirli kalabilir. Benzer sekilde, SVR, yiiksek boyutlu verilerde genellikle
daha basarili olsa da biiyiik ve ¢oklu boyutlari olan veri setlerinde (6rnegin,
internet bagimliligi gibi karmasik sosyal olgular) yeterli dogrulugu
saglayamamigtir. Alzboon vd. (2023) tarafindan yapilan bir ¢alismada da
Logistic Regression'in daha karmasik veri yapilarinda yetersiz kalabilecegi
gosterilmistir (Alzboon vd., 2023). K-Nearest Neighbors (KNN) modeli,
veri noktalarinin komsuluk iligkilerine dayali olarak siniflandirma ve
regresyon yaparken, biiyiik veri setlerinde performans diisiisii yasayabilir.
Ozellikle veri seti biiyiidiikkge ve boyutlar1 arttikca, KNN’nin hesaplama
maliyetinin yiiksek olmasi ve bellek gereksinimlerinin artmasi, modelin
yavas ¢alismasina neden olabilir (Li vd., 2021). Bu sinirlamalar, KNN'nin
yiiksek boyutlu veri setlerinde kullanilabilirligini kisitlamaktadir. Ancak
derin 6grenme tabanli yontemler gibi bazi modern algoritmalar, yiiksek
hesaplama maliyetlerine ragmen paralel islem kapasiteleri sayesinde daha
basarili sonuglar verebilmektedir (Goodfellow, Bengio ve Courville,
2016). KNN’nin performansi ile ilgili bu simmirlamalar literatiirde sikg¢a
belirtilmistir. Ozellikle Altman (1992), KNN algoritmasinin biiyiik veri
setlerinde performansinin diistiiglinii ve zaman karmasikliginin O(n k)
oldugunu vurgulamaistir.

6. SONUC

Bu calismada, internet bagimlilig1 skorlarinin tahmin edilmesinde
farkli makine 6grenimi algoritmalarinin performanslart karsilastirilmstir.
Logistic Regression, K-Nearest Neighbors (KNN), Random Forest,
Decision Tree, Support Vector Regression (SVR) ve Gradient Boosting
modelleri kullanilarak, modellerin dogruluk ve hata metrikleri
degerlendirilmistir. Bulgular, Random Forest ve Gradient Boosting gibi
ensemble yontemlerin, karmagik sosyal problemlerde en yiiksek dogruluga
ulastigim gostermektedir. Ozellikle Random Forest modeli, MSE degeri
0.25 ve R? skoru 0.85 ile en basarili sonuglart vermistir.

Arastirmada, yas ve cinsiyet gibi demografik degiskenlerin
bagimlilik skorlari lizerinde anlamli etkilerinin oldugu belirlenmistir. Buna
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karsilik, simif diizeyi ve ebeveyn egitim durumu gibi degiskenlerin etkisi
daha smirl kalmistir. Ayrica, YIBT-KF &lgeginde yer alan maddelerin her
birinin bagimlilik skoruna olan katkis1 analiz edilmis ve belirli maddelerin
digerlerine gore daha fazla agirliga sahip oldugu tespit edilmistir.

Sonug olarak, makine dgrenimi algoritmalari, internet bagimlilig
gibi ¢ok faktorlii sosyal sorunlarin analizinde etkili araglar sunmaktadir.
Bu calisma, ensemble yontemlerin yiiksek performanshi tahminler
sagladigini  ortaya koymakta ve sosyal bilimlerde teknik analiz
yontemlerinin kullanimina yonelik 6nemli bir 6rnek teskil etmektedir.
Gelecekteki aragtirmalar, daha genis veri setleri ve derin 6grenme
tekniklerinin entegrasyonu ile bu alandaki analizlerin dogrulugunu
artirabilir.

Etik Kurul Izni: T.C. Van Yiiziincii Y1l Universitesi Girisimsel
Olmayan Klinik Arastirmalar Etik kurulu tarafindan, 16.06.2023 tarih,
2023/06-16 sayili etik kurul onay1 verilmistir.
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