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 Cellular events occur as a result of the activities of proteins. Different amino acid sequences create distinct 

protein structures, which in turn affect the activities in cellular events. Therefore, classifying protein 

sequences structurally or functionally is valuable for gaining insights into their roles in cellular events. 

Growth factors are proteins involved in processes such as cell proliferation, differentiation, repair, and 

maintenance. The bioinformatics study of growth factors can provide faster results at a lower cost. 

Neurotrophins are a family of growth factors that influence the growth, proliferation, differentiation, and 

functions of nerve cells. In this study, the fuzzy classification of NGF and BDNF, which share a common 

ancestor and have highly similar protein structures, as well as NT-3, is performed. The performance of the 

k-Nearest Neighbors (KNN) algorithm, widely used in bioinformatics, significantly depends on the distance 

measure used. For the Fuzzy KNN (FKNN) algorithm, the distance measurements are important for 

calculating the degree of fuzziness. In this study, Lempel-Ziv Complexity is proposed as a new distance 

measure to improve the classification success of the FKNN algorithm. When the Lempel-Ziv distance metric 

is used in the Fuzzy k-Nearest Neighbors Algorithm, and with data obtained from the Uniprot database, 

the classification performance reaches 83% when the number of neighbors (K) is 12. The highest 

classification performance obtained using Euclidean Distance was 75%. At the point where maximum 

accuracy was achieved, the algorithm's processing time using Euclidean Distance was 0.0054 ms, while it 

was 0.0038 ms when using the Lempel-Ziv distance. The results show that using Lempel-Ziv distance in the 

Fuzzy K-Nearest Neighbors Algorithm not only provides faster processing time compared to Euclidean 

distance but also significantly improves classification performance. In this context, it is believed that our 

approach could contribute significantly to bioinformatics research. 
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 Hücresel olaylar, proteinlerin aktiviteleri sonucunda gerçekleşir. Amino asitlerin farklı dizilimleri farklı 

protein yapılarının oluşmasına neden olur. Yapılarına göre hücresel olaylardaki aktiviteleri de değişiklik 

gösterir. Bu nedenle protein dizilerinin yapısal veya işlevsel olarak sınıflandırılması hücresel olaylardaki 

rolleri hakkında bilgi edinmek için oldukça değerlidir. Büyüme faktörleri; hücreler üzerinde çoğalma, 

farklılaşma, onarım ve bakım gibi birçok süreçte yer alan proteinlerdir. Büyüme faktörlerinin biyoenformatik 

alanında incelenmesi, düşük maliyetle daha hızlı sonuçlara ulaşılmasını sağlayabilir. Nörotrofinler; sinir 

hücrelerinin büyümesi, çoğalması, farklılaşması ve fonksiyonları üzerinde etkili olan büyüme faktörü 

ailelerinden biridir. Çalışmamızda, ortak bir atadan gelen ve çok benzer yüksek dereceli protein yapısına 

sahip olan NGF ve BDNF’nin, ayrıca NT-3’ün bulanık sınıflandırılması yapılmaktadır. Biyoenformatik 

alanında yaygın olarak kullanılan k-En Yakın Komşuluk (KNN) algoritmasının performansı önemli ölçüde 

kullanılan mesafeye bağlıdır. Bulanık KNN (FKNN) algoritması için de mesafe ölçümleri, bulanıklık 

derecesini hesaplamak için önemlidir. Bu çalışmada, FKNN algoritmasının sınıflandırma başarısını artırmak 

amacıyla yeni bir mesafe ölçütü olarak Lempel-Ziv Karmaşıklığı önerilmiştir. Bulanık K-En Yakın Komşuluk 

Algoritması'nda Lempel-Ziv mesafe metriği kullanıldığında, Uniprot veri tabanından alınan verilerle birlikte 

FKNN algoritmasında K komşu sayısının 12 olması durumunda, sınıflandırma performansı %83 olarak elde 

edilmiştir. Öklid Uzaklığı kullanıldığında elde edilen en yüksek sınıflandırma performansı ise %75’tir. 

Maksimum doğruluk oranını elde ettiğimiz noktada Öklid uzaklığını kullandığımızda algoritmamızın çalışma 

süresi 0.0054 ms iken Lempel-Ziv uzaklığı kullandığımızda 0.0038 ms’dir. Elde edilen sonuçlara göre, 

Bulanık K-En Yakın Komşuluk Algoritması'nda Lempel-Ziv mesafesinin kullanılması, Öklid mesafesine 

kıyasla daha hızlı bir işlem süresi sağlamakla kalmamış, aynı zamanda sınıflandırma performansını da önemli 

ölçüde iyileştirmiştir. Bu bağlamda, önerdiğimiz yaklaşımın biyoenformatik çalışmalarına önemli 

katkılar sunabileceği düşünülmektedir. 

Anahtar Kelimeler: Bulanık k-en yakın komşu algoritması, büyüme faktörü, Lempel-Ziv karmaşıklığı, 

nörotrofinler, protein sekansı. 
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I. GİRİŞ [INTRODUCTION] 

Organizmaların incelenmesi üzerine yapılan araştırma ve projeler sonucunda zengin biyolojik veriler elde edildi ve artan 

bir şekilde elde edilmeye devam ediliyor. Deneysel yöntemler, oldukça fazla yoğun iş gücü, uzun zaman ve maliyet 

gerektirdiği için elde edilen yeni verilerin incelenmesi, yorumlanması maliyetli ve zaman alıcıdır. Biyoenformatik, 

deneysel yöntemlere göre daha az zaman ve maliyetle verileri incelemeye ve sonuçlar elde etmeye olanak sağlar. 

Biyoenformatik, bilgisayar bilimi yöntemleriyle biyolojik verileri depolamak, analiz etmek, modellemek için yöntemler 

geliştiren disiplinler arası bir alandır. Biyoenformatik; veri madenciliği teknikleri, görselleştirme, makine öğrenimi 

teknikleri gibi yöntemleri kullanarak verileri verimli bir şekilde analiz etmeyi amaçlar. Bu alanda verilerin 

sınıflandırılması da önemli bir konu olarak yer alır.  

 

Hücre içerisinde gerçekleşen çoğunlukla birçok olay, proteinlerin aktiviteleri sonucu gerçekleşir. Ayrıca vücuttaki organ 

ve dokuların yapı ve işlevlerinde etkilidirler.  Proteinlerin dört farklı yapısı bulunmaktadır. Bunlardan birincil yapısı, 

amino asitlerin doğrusal dizisinden oluşur [1]. Proteinler, birçok bileşenden oluşsa da farklılaşmasını sağlayan yan zincir 

olarak adlandırılan amino asitlerdir. Amino asitlerin bir araya gelmesiyle beraber aynı zamanda farklı bağlarla bir araya 

gelmeleri çeşitli üç boyutlu yapılara katlanmalarına neden olur. Katlanan yapılar da proteinin doğrusal amino asit dizisine 

bağlıdır ve bu yapılar da proteinin işlevini belirler [2]. Dolayısıyla yapısal veya işlevsel olarak yapılacak sınıflandırma o 

proteinin hangi hücresel olaylarda nasıl görev aldığını anlamak açısından büyük öneme sahiptir. Sınıflandırmanın diğer 

bir önemli yanı da homolojiyi bulmaktır. Homoloji, dizilerin ortak bir atadan geldiklerini dolayısıyla ortak işlevsel 

yönlerinin olduğunu gösterir.  

 

Biyoenformatik çalışmalarında k-en yakın komşu algoritması (KNN) yaygın olarak kullanılmaktadır. KNN, etiketli 

olmayan verileri, mesafe ölçümü kullanarak en yakın k adet etiketli verilerin sınıflarına göre sınıflandıran makine 

öğrenmesi algoritmalarından biridir. K adet en yakın komşudan çoğunluk hangi sınıf ise yeni değer o sınıfa atanır. Ancak 

KNN algoritması, her komşuya aynı önemi verir [3]. Klasik KNN algoritmasında bir veri, bir sınıfa atandığında verilerin 

arasındaki uzaklık durumuna göre bu atama gerçekleşir. Bu durumda o sınıfa üyeliğin gücünün hiçbir etkisi yoktur. Etkili 

olan yalnızca mesafedir. Bu noktada KNN algoritmasına bulanıklığın eklenmesi gerekmektedir. Bulanık KNN 

algoritması, en başta sınıfı bilinmeyen veri ile diğer verileri arasındaki mesafeyi hesaplar ve en yakın k adet komşuyu 

seçer ancak atama işlemi mesafeye göre değil, sınıfa ait üyelik derecesine göre yapılır. Algoritma içerisinde elde edilen 

üyelik değerleri, sonuçtaki sınıflandırmaya eşlik edecek bir güvence düzeyi sağlar. Bu sayede algoritma içerisinde keyfi 

atamalar yapılmaz [4]. 

 

KNN algoritması yukarıda da bahsedilen verilere eşit önem verme durumu nedeniyle bazen istenilen sonuçlara ulaşmada 

zorluklara neden olmaktadır. Örneğin, etiketli tüm verilere eşit önem verilmesi, mesafe temelli bir sınıflandırma 

yapılmasına neden olur. Protein dizisi o proteine özgüdür ve proteinin yapısını belirler. Mesafeye göre yapılan bir 

sınıflandırma, protein dizisinin yapısını göz ardı eder. Bulanık yöntem, protein dizisinin yapısı nedeniyle sahip olduğu 

sınıfın da işleme dâhil edilmesini sağlayarak sınıflandırmanın mesafe ile birlikte proteinin yapısının da göz önünde 

bulundurularak yapılmasını sağlar. KNN algoritmasında bulanık yaklaşımın kullanıldığı çalışmalar incelendiğinde; 

proteinin yapısal sınıf tahmini [5], protein çözücü erişebilirliğinin tahmini [6], hücre altı konumlarının tahmin edilmesi 

[7], proteinlerin ikincil yapısının tahmin edilmesi [8], DNA mikro dizi sınıflandırması [9], gen fonksiyon 

sınıflandırılması [10], gibi konularda bu yaklaşımın kullanıldığı görülmektedir. Farklı çalışmalarda, KNN’nin biyolojik 

ve tıbbi verilerin sınıflandırılmasında yaygın olarak kullanılmasına rağmen, henüz uygulanmamış başka araştırma 

alanlarının olduğunu ve bu alanlarda bulanık KNN ile yapılan deneysel sonuçlarda yüksek tahmin doğrulukları elde 

edildiği de görülmektedir [11]. İncelenen birçok çalışmada bulanık k-en yakın komşu algoritmasının çoğunlukla 

proteinlerde tahmin amacıyla kullanıldığı görülmektedir. Kendi çalışmamızda bulanık KNN algoritması, protein 

dizilerinin sınıflandırılması amacıyla kullanılmaktadır. 

 

KNN, eğitim verilerine olan mesafenin hesaplanmasına dayanan bir sınıflandırma yöntemidir. Dolayısıyla KNN 

algoritmasının performansı önemli ölçüde kullanılan mesafeye bağlıdır [12]. Öklid uzaklığı KNN’de kullanılan en yaygın 

uzaklık metriğidir. Ayrıca farklı çalışmalarda, KNN’de, Manhattan, Minkowski, Kosinüs, Hamming, Jaccard, 
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Mahalanobis, City Block, Chebyshev uzaklık modellerinin [13]; bulanık KNN’de, Manhattan, Kosinüs, Hamming, City 

Block uzaklık modellerinin [14] kullanıldığı görülmektedir. Mesafe ölçümleri, bulanıklık derecesini hesaplamak için 

önemlidir [15].  Lempel-Ziv, kayıpsız bir veri sıkıştırma algoritmasıdır. Ek olarak Lempel-Ziv karmaşıklığı bir dizideki 

farklı yapıların sayısını vermektedir. Lempel-Ziv, DNA dizilerinin karmaşıklığını incelemek için kullanılmıştır [16]. 

Çalışmamızda, bulanık KNN algoritmasında test verisi ile eğitim verileri arasındaki mesafeyi ölçmek ve bilgi kaybını 

önlemek için protein sekanslarının Lempel-Ziv karmaşıklık değerlerinin bir tür mesafe ölçümü olarak kullanılması 

önerilmektedir. 

 

Şekil 1’de gösterildiği gibi, büyüme faktörleri, hücreler üzerinde çoğalma, farklılaşma, onarım ve bakım gibi birçok 

süreçte yer alan, hücre yüzeyindeki reseptörlere bağlanan proteinlerdir. Büyüme faktörleri, yapısal ve evrimsel olarak 

kendi içinde ilişkili olan protein ailelerinden oluşur. Her bir büyüme faktörü ailesi, farklı fonksiyonel özelliklere sahiptir 

ve farklı hücresel faktörleri yalnızca süreçlerde rol alırlar. Büyüme faktörleri, yalnızca onarım gibi süreçlerde değil ayrıca 

programlı hücre ölümü gibi süreçlerde de yer alabilir. Aktiviteleri, hücre tipine ve organizmanın gelişim aşamasına göre 

değişir [17]. Büyüme faktörlerinin in vivo çalışmaları kısa yarı ömre, zayıf bir dayanıklığa yol açar [18]. Etkili sonuç 

alabilmek için yüksek dozlar gereklidir ve bu da yüksek maliyete neden olmaktadır [19]. Büyüme faktörlerinin 

biyoenformatik alanında incelenmesi düşük maliyetle, daha hızlı sonuçlara ulaşılmasını sağlayabilir. 

 

  
Şekil. 1. Büyüme faktörü (Growth factor) 

 

Nörotrofinler (NGF), sinir hücrelerinin büyümesi, çoğalması, farklılaşması, fonksiyonları üzerinden etkisi olan ve 

sinaptik plastisitenin sağlanmasında etkili olan büyüme faktörü ailelerinden biridir. NGF’ler, biyolojik ve yapısal olarak 

birbirlerine benzemektedirler [20]. İlk olarak tükürük bezleri üzerinde yapılan deneyde molekül saflaştırılması sonucu 

NGF adı verilen bir protein keşfedilmiştir [21]. Daha sonraki deneyler NGF’nin, nöronların hayatta kalması ve 

farklılaşmasını destekleyen bir protein olduğunu göstermiştir [22]. NGF, sinir hücrelerinin ulaştığında hayatta kaldığı, 

ulaşamadığında öldüğü sınırlı miktarda üretilen bir proteindir [23]. NGF, sempatik ve duyusal nöronların hayatta kalması 

ve bakımı için önemliyken; beyinde türetilmiş sinir hücresi büyüme faktörü (BDNF), merkezi ve çevresel sinir 

sistemindeki nöronların gelişimi için önemlidir. Şekil 2’de gösterildiği üzere, NGF’ler, tirozin kirazlar (Trk) 

reseptörlerine ve ayrıca p75 reseptörüne de bağlanabilmektedirler. Örneğin, BDNF, düşük afinitede p75 reseptörüne 

bağlanarak hücre ölümüne neden olurken yüksek afinitede TrkB reseptörüne bağlanarak hücrenin yaşamasını sağlar, 

Uzun Süreli Güçlendirme’ye (Long Term Potentiation) neden olur. NGF’ler farklı reseptör bağlantılarında farklı işlevlere 

sahiptirler. Bu nedenle yapılarının, bağlantılarının incelenmesi önemlidir. Literatürdeki çalışmalar NGF ve BDNF’nin 

çok benzer bir yüksek dereceli protein yapısına sahip olduklarını göstermektedir [24]. “Her iki protein arasında 

maksimum hizalama için amino asit dizilerinde yalnızca birkaç boşluk eklenmesi gerekir” [25]. “Amino asit düzeyinde 

NGF ve BDNF’nin olgun formları arasında yaklaşık %50 amino asit özdeşliği mevcuttur” [24]. Çalışmalar her ne kadar 

bu proteinlere dair bilgiler sunsa da hücresel ve moleküler işlevlerinin hala iyi derecede anlaşılmadığını da 

göstermektedir [24] [26]. Ayrıca çalışmalar, bu iki nörotrofik faktörün farklı görevlerini ortaya koymasıyla beraber 

paralel ve karşılıklı rollere sahip olduklarını da göstermektedir [24] [27]. NGF ve BDNF ile ilgili çalışmaların moleküler 

biyoloji teknikleri kapsamında gerçekleştirildiği görülmektedir [24]. Biyoenformatik alanı temelinde literatürde NGF ve 

BDNF’nin sınıflandırılmasıyla ilgili herhangi bir çalışma bulunmamaktadır. Çalışmada, Lempel-Ziv karmaşıklığının 
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bulanık kNN algoritmasında uzaklık metriği olarak kullanılarak, ortak bir atadan gelen ve yapısal olarak birbirine 

benzeyen NGF ve BDNF’nin bulanık sınıflandırılması yapılmaktadır. Böylelikle bu çalışma, makine öğrenmesi 

tekniklerinin nörotrofinlerin sınıflandırılmasında ilk kez uygulanması açısından bir yenilik sunmaktadır. 

 

 
Şekil 2. Nörotrofinler (NGF) 

 

II. MALZEME VE YÖNTEMLER [MATERIALS AND METHODS] 

A. Lempel-Ziv karmaşıklığı (Lempel-ziv complexity) 

Veri sıkıştırma, kayıplı ve kayıpsız olarak iki türdür. Kayıpsız sıkıştırma, istatiksel fazlalığı ortadan kaldırarak bitleri 

azaltır. Kayıpsız sıkıştırma, sıkıştırılmış verilerin yeniden yapılandırılarak orijinal verilerin elde edilmesini sağlayan bir 

tekniktir. Bu işlem sırasında hiçbir veri kaybolmaz. Kayıplı sıkıştırma, daha az önemli veya gereksiz bilgileri ortadan 

kaldırarak bitleri azaltır. Farklı sıkıştırma yöntemleri bulunmaktadır. Tek geçiş sıkıştırma veya uyarlamalı sıkıştırma, 

verileri yalnızca tek geçişte sıkıştırır. İki geçişli sıkıştırma veya yarı uyarlanabilir sıkıştırma, verileri bir geçişte analiz 

eder ve daha sonra başka bir geçişte sıkıştırır [28]. İki geçişli sıkıştırma algoritmalarından biri olan Huffmann Kodlaması, 

veri içerisindeki en çok kullanılan karakterler üzerine odaklanan bir algoritmadır. Ne kadar çok tekrar eden karakter 

varsa o kadar iyi sıkıştırma gerçekleşir. Ancak Huffmann Kodlaması’nın başarısı, kaynak dizinin dağılımına bağlıdır 

[29]. Her zaman kaynak dizinin dağılımı sık tekrar eden karakterlerden oluşmayabilir.  Bu durumda, veri içerisindeki en 

çok tekrar eden karakterlerden ziyade tekrar eden yapılara odaklanan sözlük tabanlı ve kayıpsız veri sıkıştırma 

algoritmalarından biri olan Lempel-Ziv (LZ78) kullanılabilir. Huffman gibi teknikler, bir kerede tek bir sembolü 

kodlarken sözlük tabanlı sıkıştırıcı olan Lempel-Ziv, bir verideki belirli bir sembol grubunu kodlar [30]. Bu teknik, 

Huffman Kodlaması gibi statik tekniklerin aksine daha verimlidir [31]. 
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Şekil 3. Lempel-Ziv Örnek Gösterimi 

 

Lempel-Ziv algoritması, tek geçişte verileri sıkıştırır ve sıkıştırılacak veri hakkında önceden herhangi bir bilgiye ihtiyaç 

duymaz [32]. Temel olarak, bir dizi soldan sağa doğru incelendiğinde karşılaşılan farklı alt dizilerin sayısı olarak 

tanımlanabilir. Lempel-Ziv algoritması şu şekilde işler: İlgili verinin içerisindeki farklı karakterlerin olduğu bir sözlük 

mevcuttur. Algoritma veriyi karakter karakter okur ve sözlükte olup olmadığını kontrol eder. Eğer sözlükte yoksa sözlüğe 

ekler. Eğer sözlükte varsa, sözlükte olmayan karakterle karşılaşana kadar karakter karakter okumaya devam eder ve bu 

elde edilenleri bir desen yapıları olarak gruplandırmaya başlar. Bu sayede farklı yapı veya desenler aranır. Son olarak 

Lempel-Ziv sıkıştırma değeri, bulunan farklı yapıların veya desenlerin sayısına göre belirlenir. Lempel-Ziv, bir veri 

sıkıştırma algoritması olduğu kadar aynı zamanda veride bulunan kapıların ne kadar çeşitli olduğunu ölçmesi bakımından 

bir karmaşıklık ölçüsüdür. 

 

Algoritma 1 – Lempel-Ziv 

P = ilk girdi karakteri 

WHILE okunacak karakter olduğu sürece 

 C = bir sonraki girdi karakter 

 IF P+C sözlükte varsa  

  P = P + C 

 ELSE 

  P’nin indeksini yazdır 

  P + C’yi sözlüğe ekle 

  P = C 

END WHILE 

P’nin indeksini yazdır 

 

Sınıflandırma için kullanılan algoritmalar, sayısal girdiler almak zorundadır. Elde edilen DNA, protein veya enzim gibi 

veriler sayısal veriler olmadığı için bu verilerin algoritmalarda kullanılması için sayısala dönüştürülmesi gerekir. Kimi 

zaman bu dönüştürme işlemleri verilerde kayıplara neden olabilmektedir. Kayıpsız veri sıkıştırma algoritmaları, 

biyolojik çalışmalardan elde edilen sekansların algoritmalarda verimli bir şekilde kullanılmasına olanak sağlar. Bu açıdan 

Lempel-Ziv algoritması, sayısal olmayan verileri kayıpsız şekilde sıkıştırarak sayısal bir şekilde algoritmada 

kullanılmasını sağlar. Ayrıca, özellikle çalışmamızdaki bulanık sınıflandırma işleminde protein dizisinin yapısı nedeniyle 

sahip olduğu sınıfın da işleme dahil edilmesini istemediğimiz için Lempel-Ziv sıkıştırma değeri veya Lempel-Ziv 

karmaşıklığı, protein verilerinin yapısını da yansıtmış olacaktır. 

 

B. Lempel-Ziv karmaşıklığına dayalı mesafe ölçümü (Lempel-Ziv complexity based distance measure) 

S = ACGAGCTATT ve R = TCCTCTTT şeklinde iki dizi verildiğinde her iki dizinin LZ karmaşıklığı c(S) = 7 ve c(R) 

= 5 olarak bulunur. 

c(S): A | C | G | AG | CT | AT | T  

c(R): T | C | CT | CTT | T 

S ve R dizileri iki farklı sırayla birleştirilir: 
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S.R = ACGAGCTATTTCCTCTTT 

R.S = TCCTCTTTACGAGCTATT 

 

Daha sonra birleştirme sonucu elde edilen iki dizinin Lempel-Ziv karmaşıklıkları c(S.R) = 11 ve c(R.S) = 10 olarak 

bulunur. 

 

c(S.R) = A | C | G | AG | CT | AT | T | TC | CTC | TT | T 

c(R.S) = T | C | CT | CTT | TA | CG | A | G | CTA | TT 

 

Lempel-Ziv karmaşıklıklarının farkına dayalı olarak iki dizi arasındaki benzerlik derecesini hesaplamak için aşağıdaki 

formül (1) kullanılır. 

 

𝑑(𝑆, 𝑅) =
max[𝑐(𝑆.𝑅)− 𝑐(𝑆),𝑐(𝑅.𝑆) – 𝑐(𝑅)  ]

max [𝑐(𝑆),𝑐(𝑅)]
                                           (1) 

 

Bu formül (1), dizi uzunluğunun mesafe ölçümlerinin hesaplanması üzerindeki etkisini ortadan kaldırabilen 

normalleştirilmiş bir mesafe ölçümüdür [33]. 

 

Formüle dayanarak S ve R dizilerinin arasındaki Lempel-Ziv mesafesi şu şekilde hesaplanır:  

 

𝑑(𝑆, 𝑅) =
max[11− 7,10 – 5 ]

max [7,5]
=

5

7
= 0.71428                               (2) 

 

C. Bulanık k-en yakın komşu algoritması (Fuzzy k-nearest neighbor algorithm) 

 

Makine öğrenimi teknikleri denetimli öğrenme ve denetimsiz öğrenme şeklinde iki alt kategoriye ayrılır. Denetimsiz 

öğrenmede tüm veriler etiketli değildir ve algoritmalar, veriler hakkında daha çok bilgi sahibi olmak için verilerdeki 

temel yapıyı modeller. Denetimli öğrenmede, etiketli veri kümesi kullanılarak algoritmalar, girdi verilerinden çıktıyı 

tahmin etmeyi öğrenir. K-en yakın komşu algoritması (KNN), etiketli olmayan veriyi, mesafe ölçümleri kullanarak 

kendisine en yakın k adet etiketli verilerin sınıflarına göre sınıflandıran denetimli makine öğrenmesi algoritmalarından 

biridir. K, en yakın komşu sayısını belirleyen önemli bir parametredir. Sabit bir değeri yoktur ve en etkili sonuç için 

algoritma farklı k değerleri için çalıştırılmalıdır.  KNN’de, k adet en yakın komşudan çoğunluk hangi sınıf ise yeni değer 

o sınıfa atanır. Bu duruma çoğunluk oylaması veya oylama KNN kuralı [34] adı verilir.  Komşu veriler, mesafeye göre 

belirlenir ve genellikle Öklid mesafesi kullanılır. Bayes sınıflandırıcı, sinir ağları gibi birçok sınıflandırma yöntemi, 

eğitim ve test veri kümlerinin aynı dağılıma sahip olduğu durumlarda çok iyi performans gösterirler. Ancak benzer ama 

farklı dağılımlarda performansları iyi değildir. KNN, verilerin dağılımlarının aynı olmasını gerektirmeyen bir yöntemdir 

[35]. Klasik KNN, seçilen tüm komşulara aynı önemi verir. Bu durum, algoritmanın en yakın k komşunun sınıflarından 

çoğunluk oylamasıyla sınıflandırmaya karar verirken her komşuya oy için aynı ağırlığı verdiği anlamına gelir. Sonuçta 

bu özellik, KNN’nin k değerine oldukça fazla duyarlı olduğunu gösterir [10].  
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Şekil 4. Bulanık k-en yakın komşu algoritması: belirsizlik, örnek 1 (Fuzzy k-nearest neighbor algorithm: uncertanity, example 1 ) 

 

Klasik KNN’de, bir veri bir sınıfa atandığında, o sınıfa üyeliğin gücünün hiçbir etkisi yoktur. Sınıf üyelikleri olmaması 

nedeniyle belirsizliklerle baş edemez. KNN’nin performansını artırmak için bulanık mantığa [36] dayalı bulanık k-en 

yakın komşu algoritması (FKNN) geliştirilmiştir. FKNN, sınıf üyeliklerini dâhil eder ve rastgele atama yapılmamasını 

sağlayarak sınıflandırmada bir güvence düzeyi sağlar [4]. Algoritmanın temelinde, veriyi belirli bir sınıfa atamak yerine 

veriye sınıf üyeliği atamak vardır. Şekil 4, k değeri 5 olması karşılığında bir test verisinin en yakın 5 komşusu alındığını 

ve bu 5 komşudan 3 tanesi B sınıfına ait olduğu için test verisinin de B sınıfına ait olduğunu gösterir. Şekil 4’te test verisi 

mesafe olarak A sınıfındaki verilere daha yakın olsa da çoğunluk oylaması nedeniyle B sınıfına atanır. Bu durum da bir 

belirsizlik oluşturur [10]. Şekil 5, üç test örneğinin ve komşularının belirsiz alan oluşturduğu bir örnektedir. Klasik KNN, 

belirsizlikle baş edemeyeceği için FKNN’nin kullanılması gerekmektedir. Klasik KNN’de olduğu gibi FKNN’de de k 

değeri önemlidir. K değerinin sabit bir değer olması, belirsizlikler içeren eğitim örneklerinde FKNN’nin performansını 

olumsuz bir şekilde etkiler [35]. 

 

 
Şekil 5. Bulanık k-en yakın komşu algoritması: belirsizlik, örnek 2  (Fuzzy k-nearest neighbor algorithm: uncertanity, example 2) 
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Bulanık k-en yakın komşu algoritmasında belirsizlikle baş edebilmek için her test verisi, en yakın eğitim verileri 

kullanılarak yeniden temsil edilir. Örneğin şekil 5’teki test noktalarından biri k değeri 3 olduğunda, diğeri k değeri 4 

olduğunda ve bir diğeri k değeri 5 olduğundaki komşulukları ile yeniden temsil edilirler. Daha sonra algoritma içerisinde 

bu komşulukların, sınıflara ait üyelik dereceleri hesaplanır. 

 

Algoritma 2 – Bulanık k en yakın komşu algoritması 

Algoritma öncesinde; tüm sekansların Lempel-Ziv karmaşıklıkları hesaplanır. Bu karmaşıklık değerleri, formül 

(1)’de kullanılarak Lempel-Ziv uzaklık değerleri hesaplanır. Lempel-Ziv uzaklıklarından simetrik matris 

oluşturulur ve algoritma bu matris üzerinden işlemleri gerçekleştirir.  

 

Adım 1: Her bir test verisi ile diğer tüm eğitim verileri arasındaki k adet en yakın komşuyu klasik KNN 

kullanarak bul.  

Seçilen k adet komşunun kaç tanesinin hangi sınıfa ait olduğunu bul.  

Sınıf adedi frekans değerlerini k değerine böl.  

Elde edilen değeri k değerine tekrar böl. Son değer (
𝑉𝑖

𝑘𝐼𝑛𝑖𝑡
)’tir. 

Adım 2: Adım 1’de elde edilen (
𝑉𝑖

𝑘𝐼𝑛𝑖𝑡
) değerini formül (3)’te kullanarak ilgili sınıfın kendi ve diğer sınıflara ait 

üyelik derecelerini hesapla. 

Adım 3: Elde edilen k adet komşuların birbirleri arasındaki Lempel-Ziv uzaklıklarını matriste ara. 

Adım 4: Adım 2’de elde edilen üyelik dereceleri ve Adım 3’te elde edilen Lempel-Ziv uzaklıklarını formül (4) 

içerisinde kullanarak test verisinin sınıflara ait üyelik derecelerini hesapla. 

Adım 5: Hangi sınıf üyeliği daha yüksekse test verisini o sınıfa ata. 

 

𝑢𝑗𝑖 = {
0.51 + (

𝑉𝑖

𝑘𝐼𝑛𝑖𝑡
) ∗ 0.49     𝑒ğ𝑒𝑟 𝑖 = 𝑗

(
𝑉𝑖

𝑘𝐼𝑛𝑖𝑡
) ∗ 0.49                   𝑎𝑘𝑠𝑖 ℎ𝑎𝑙𝑑𝑒  

                                                                                  (3) 

 

i, en yakın komşunun gerçek sınıflarıdır. j, eğitim veri setinden alınan test verilerinin gerçek sınıf değerleridir. 𝑉𝑖, ilgili i 

sınıfının en yakın k komşu içerisindeki sayısıdır. kInit, toplam komşu değeri olan k’dır. (
𝑉𝑖

𝑘𝐼𝑛𝑖𝑡
), k adet komşudaki sınıf 

frekans bilgisinin k değerine oranının tekrar k değerine oranı ile elde edilir. Her sınıfa üyelik bu formüle göre atanır. 

𝜇𝑗(𝑥) =

∑ 𝑢𝑗𝑖 (
1

|| 𝑥−𝑦𝑖  ||
2/(𝑚−1))𝑘

𝑖=1

∑  (
1

|| 𝑥−𝑦𝑖  ||
2/(𝑚−1))𝑘

𝑖=1

                                                                                                  (4) 

|| 𝑥 − 𝑦𝑖   ||, ilgili test verisinin j. komşudaki Lempel-Ziv uzaklık değeridir. m, ağırlıklandırma parametresidir. Bu 

parametre, bulanık üyelik değerinin hesaplanmasında her bir en yakın komşunun ağırlığını belirler. m, 2 olarak 

seçildiğinde her komşunun etkisi, uzaklığın tersi ile ağırlıklandırılır. Ters uzaklık, bir verinin incelenen veriden yakınsa 

daha fazla, uzaksa daha az üyeliğini ağırlıklandırmaya yarar.  m, bire yaklaştıkça, yakın komşular uzaktakilerden çok 

daha fazla ağırlıklandırılır; m arttıkça, komşular daha eşit ağırlıkta olur ve göreli mesafeleri daha az etkiye sahip olur 

[4]. 

III. SONUÇ VE DEĞERLENDİRME [CONCLUSION] 

Geliştirilen algoritmaların gerçek dünya verilerindeki performansını yansıtması açısından doğru değerlendirme 

yöntemlerinin kullanılması kritik öneme sahiptir. İstatistiksel tahmin yöntemlerinde, bağımsız bir veri seti, jackknife testi 

birçok araştırmacı tarafından modelin başarısını test etme amacıyla kullanılmaktadır. Jackknife testi, bu 

değerlendirmelerde yaygın olarak tercih edilen bir tekniktir çünkü her bir veri örneğini sırasıyla test verisi olarak 

kullanarak, modelin her bir veri noktasındaki başarısını objektif bir şekilde ölçmeye olanak tanır. Jackknife testi, 

matematiksel olarak kanıtlanmış olan daha anlamlı sonuçlar vermektedir [37-38]. Bu yaklaşım, özellikle biyoinformatik 

alanında, her protein veya gen dizisinin doğru bir şekilde sınıflandırılmasını sağlamak ve modelin genel doğruluğunu 

güvenilir bir şekilde belirlemek için kullanılır. Bu sayede, algoritmanın overfitting (aşırı uyum) veya underfitting 

(yetersiz uyum) gibi problemlere karşı daha dayanıklı olması sağlanabilir. Çalışmamızda, Jackknife testi, her bir sekans 

için algoritma performansını değerlendirmek için kullanılmaktadır; burada her bir sekans, test verisi olarak davranırken 
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geriye kalanlar eğitim verisi olarak kullanılır. Veri tabanlarından alınan nörotrofin sekansları listesinde baştan sona kadar, 

her protein sırayla test verisi olarak görev yapmaktadır.  Çalışmada, Uniprot veri tabanından Homo Sapiens için NGF ile 

ilişkili 15 tane ve BDNF ile ilişkili 15 tane sekans alındı. Lempel-Ziv uzaklığı ve Öklid uzaklığı kullanıldığında bulanık 

k-en yakın komşu algoritmasının sonucu Şekil 6’da gösterilmektedir. 

 

 
Şekil 6. Lempel-Ziv ile Öklid uzaklığı arasındaki fark 1 (Difference between Lempel-Ziv and Euclidean distance 1) 

 

 
Şekil 7. Lempel-Ziv ile Öklid uzaklığı arasındaki fark 2 (Difference between Lempel-Ziv and Euclidean distance 2) 
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Şekil 8. Lempel-Ziv ile Öklid uzaklığı arasındaki fark 3 (Difference between Lempel-Ziv and Euclidean distance 3) 

 

 
Şekil 9. Lempel-Ziv ile Öklid uzaklığı arasındaki fark 3 (Difference between Lempel-Ziv and Euclidean distance 3) 

 

National Library of Medicine’den Homo Sapiens için 30 adet NGF, 30 adet BDNF ve 7 adet NT-3 sekansları FASTA 

formatında alındı. Çalışmamızda izoform olanları elenerek o sınıfa ait farklı veriler kullanıldı ancak veri sayısını yüksek 

tutmak açısından birkaç adet izoform da kullanıldı.  23 adet NGF, 21 adet BDNF ve 6 adet NT-3 şeklinde 3 farklı sınıf 

olarak toplamda 50 sekans algoritmamızda kullanıldı. Sonuçları Şekil 7’dedir. 28 adet NGF ve 12 adet BDNF şeklinde 
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2 farklı sınıf olarak toplamda 40 sekans algoritmamızda kullanıldı. Sonuçları Şekil 8’dedir. 13 adet NGF ve 7 adet NT-

3 şeklinde 2 farklı sınıf olarak toplamda 20 veri algoritmamızda kullanıldı. Sonuçları Şekil 9’dadır. 

 

Çalışmamızda ilk olarak yapısal olarak birbirine benzeyen iki nörotrofin olan NGF ve BDNF sekanslarının Lempel-Ziv 

karmaşıklıkları hesaplanmıştır. Lempel-Ziv karmaşıklığı, protein verilerinin orijinal yapısını korumaktadır. Bu 

karmaşıklıklara dayalı Lempel-Ziv uzaklık değerleri hesaplanmıştır. Çalışmamızda protein sekanslarının, bulunduğu 

konumdaki halini değiştirmeden ve herhangi bir bilgi kaybı olmadan kullanabilmek için Lempel-Ziv karmaşıklığına 

dayalı uzaklık değerleri kullanıldı. Uniprot veri tabanından alınan verilerle birlikte Bulanık K-En Yakın Komşu 

algoritmasında Lempel-Ziv uzaklığı kullanıldığında K komşu sayısının 12 olması karşılığında, sınıflandırma performansı 

%83 olarak elde edilmiştir. Öklid Uzaklığı kullanıldığında elde edilen en yüksek sınıflandırma performansı ise %75’tir. 

Maksimum doğruluk oranını elde ettiğimiz noktada Öklid uzaklığını kullandığımızda algoritmamızın çalışma süresi 

0.0054 ms iken Lempel-Ziv uzaklığı kullandığımızda 0.0038 ms’dir. 

 

National Library of Medicine’den alınan verilerde ise şu sonuçlar elde edilmiştir: 50 adet ve 3 farklı sınıf olarak (NGF, 

BDNF ve NT-3) verilerin, FKNN algoritmamızda kullanılması sonucunda Lempel-Ziv uzaklığı kullanıldığında çalışma 

süresinin 0.020 ms ile 0.035 ms arasında iken Öklid uzaklığı kullanıldığında çalışma süresinin 0.04 ms ile 0.08 ms 

arasında olduğu görülmektedir. 40 adet ve 2 farklı sınıf olarak (NGF ve BDNF) verilerin, FKNN algoritmamızda 

kullanılması sonucunda Lempel-Ziv uzaklığı kullanıldığında çalışma süresinin 0.007 ms ile 0.012 ms arasında iken Öklid 

uzaklığı kullanıldığında çalışma süresinin 0.008 ms ile 0.016 ms arasında olduğu görülmektedir. 20 adet ve 2 farklı sınıf 

olarak (NGF ve NT-3) verilerin, FKNN algoritmamızda kullanılması sonucunda Lempel-Ziv uzaklığı kullanıldığında 

çalışma süresinin 0.0024 ms ile 0.0036 ms arasında ilen Öklid uzaklığı kullanıldığında çalışma süresinin 0.0024 ms ile 

0.0050 ms arasında olduğu görülmektedir.  

 

Bulanık K-En Yakın Komşu (FKNN) algoritması, makine öğrenmesi ve veri madenciliği alanlarında sıklıkla kullanılan 

güçlü bir sınıflandırma yöntemidir. Protein sınıflandırmasında FKNN, özellikle amino asit dizilerinin ikincil yapılarını 

tahmin etmek amacıyla etkili bir şekilde uygulanmaktadır. Bu yöntem, verilerdeki belirsizlikleri ve düzensizlikleri daha 

iyi modelleyebilme kapasitesi sayesinde, geleneksel K-En Yakın Komşu (KNN) algoritmalarına kıyasla üstün 

performans sergileyebilir. FKNN algoritması, proteinlerin ikincil yapılarını sınıflandırırken, verinin bulanık doğasını 

dikkate alarak daha doğru ve güvenilir sonuçlar elde edilmesine olanak tanır. Literatürdeki birçok çalışma, FKNN'nin 

protein sınıflandırma problemlerinde başarıyla kullanıldığını ve sınıflandırma doğruluğunu artırdığını göstermektedir. 

Proteinlerin ikincil yapısının tahmin edilmesi için profiller ve Bulanık K-En Yakın Komşu algoritmasının kullanıldığı 

yeni bir yöntem, Bondugula ve arkadaşları tarafından önerilmiş ve pozisyon-ağırlıklı mutlak mesafe ölçüsü kullanılarak 

sınıflandırma doğruluğu %75.75 olarak elde edilmiştir [39]. Mirceva ve arkadaşları [40] tarafından yapılan çalışmada ise 

Bulanık K-En Yakın Komşuluk algoritmasında standart olarak Öklid mesafe ölçüsü kullanıldığında, protein 

sınıflandırma performansı en yüksek %79.97 olarak elde edilmiştir.  Bu çalışmalar ışığında, çalışmamızda önerilen 

yaklaşımda ise, FKNN algoritmasının sınıflandırma performansını daha da yükseltecek yeni bir mesafe metriği olarak 

Lempel-Ziv Karmaşıklığı kullanılmıştır. Çalışmamızda önerilen algoritmadan elde edilen sonuçlara göre, Bulanık K-En 

Yakın Komşuluk Algoritması'nda mesafe metriği olarak Lempel-Ziv mesafesi kullanıldığında, Öklid mesafesine kıyasla 

daha hızlı bir çalışma süresi sağlandığı ve aynı zamanda sınıflama performansı olarak daha yüksek sonuçlar elde edildiği 

gözlemlenmiştir. Bu bağlamda, literatürde yapılan bu çalışmalara referans olabilecek şekilde, önerilen yaklaşımımızın 

yeni bir bakış açısı sunduğu ve daha yüksek sınıflama performansı sağladığı ortaya konmuştur. 

 

Biyoenformatik, biyolojik verilerin analiz edilmesi ve yorumlanmasında kullanılan önemli bir alandır. Özellikle, büyük 

veri setlerinin işlenmesi gerektiğinde, veri işleme sürelerinin kısaltılması ve doğru sınıflandırma yapılabilmesi önemli 

bir zorluk oluşturur. Bu nedenle, verilerin büyük olmasından kaynaklanan zorlukları aşmak için geliştirilen çeşitli 

algoritmalar ve metrikler, bu alanda büyük önem taşımaktadır. Lempel-Ziv uzaklığı gibi yeni mesafe ölçütlerinin 

kullanılması, biyoenformatik çalışmalarda algoritma verimliliğini artırırken, aynı zamanda işlem sürelerini de optimize 

etmeye olanak tanımaktadır. Bu tür yöntemler, özellikle büyük ve karmaşık veri setlerinde, daha hızlı ve daha doğru 

analizler yapılmasını sağlayabilir. Önerilen yaklaşımımızın biyoenformatik çalışmalarına katkı sağlayacak potansiyeli 

bulunmaktadır. Çalışmamızın üç temel katkısı, önerilen yöntemin biyoenformatikteki mevcut tekniklerle nasıl uyumlu 

bir şekilde çalıştığını ve alanı nasıl ileriye taşıyabileceğini ortaya koymaktadır. Biyoenformatikte verilerin çok büyük 

olduğunu düşünecek olursak büyük verilerle çalıştığımızda süre daha önemli bir hale gelir. Sonuç olarak Lempel-Ziv 
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uzaklığının, biyoenformatik çalışmalarında ve uzaklık tabanlı sınıflandırma algoritmalarında kullanılması 

önerilmektedir. 

 

Çalışmamızın üç ana katkısı bulunmaktadır. İlk olarak, biyoenformatik alanında yaygın olarak kullanılan makine 

öğrenimi tekniklerinden biri olan KNN algoritmasının bulanık versiyonu için Lempel-Ziv Karmaşıklığı’nın bir uzaklık 

metriği olarak kullanılması önerilmektedir. Bu yöntem, kayıpsız sıkıştırma ve farklı kalıpların çeşitliliğini ölçme 

açısından algoritmalarda önemli iyileştirmeler sağlamaktadır. İkinci olarak, algoritmamızda kullanılan veriler, yüksek 

yapısal benzerliklere sahip olmasının yanı sıra, farklı hücresel işlevlerde etkili ve paralel rolleri olan proteinlere ait olduğu 

için, bu verilerin sınıflandırılması, proteinlerin daha kolay analiz edilmesini ve anlamlı sonuçların elde edilmesini 

sağlayacaktır. Son olarak, bu çalışma, makine öğrenmesi yöntemlerinin nörotrofinlerin sınıflandırılmasında ilk kez 

uygulanmasıyla alana yenilikçi bir yaklaşım sunmaktadır. 
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