
 

Türkiye’nin Kimyasal Madde İthalatının Gelecek Tahmini: Makine Öğrenmesi Ve 

Topluluk Öğrenme Yöntemleri Performans Analizi 

Future Forecasting of Turkey’s Chemical Imports: Performance Analysis of Machine Learning 

and Ensemble Learning Methods 

Kâmil Abdullah EŞİDİR1 

1Dr., Fırat Kalkınma Ajansı, Elazığ, abdullahesidir@yahoo.com, orcid.org/0000-0002-8106-1758  

 

Araştırma Makalesi/Research Article 
Makale Bilgisi 
Geliş/Received: 06.11.2024 

Kabul/Accepted: 
19.12.2024 

 

DOI: 

10.18069/firatsbed.1580620 

 

 
 

 

 

Anahtar Kelimeler 

Kimyasal Madde İthalatı, 

Makine Öğrenmesi, 
Topluluk Öğrenme, 

Ekonomik Tahmin, 

XGBoost. 

ÖZ  
Bu çalışma, Türkiye'nin kimyasal madde ithalatının gelecekteki değerlerini tahmin etmek 

amacıyla makine öğrenmesi ve topluluk öğrenme yöntemlerinin performansını 

değerlendirmektedir. Doğrusal Regresyon, Rastgele Orman, Rasyonel Kuadratik Regresyon, 

Destek Vektör Makinesi ve XGBoost modelleri kullanılmıştır. Veriler, TÜİK ve TCMB gibi 

güvenilir kaynaklardan elde edilmiştir. Makroekonomik değişkenler arasında Türkiye 

İthalatı, Kimyasallar ve Kimyasal Ürünler Üretim Endeksi, Aylık Ortalama Dolar Kuru, 

İmalat Sanayi Üretim Endeksi, Petrol Varil Fiyatları ve Kimyasal Madde İhracatı yer 

almaktadır. Analiz sonuçlarına göre, XGBoost modeli en yüksek doğruluk ve genelleme 

yeteneğine sahiptir. Model, eğitim, test ve çapraz doğrulama setlerinde en düşük hata oranları 

ve en yüksek R² değerleri ile başarılı performans göstermiştir. SHAP analizi, Türkiye İthalatı 

ve Kimyasallar Üretim Endeksi değişkenlerinin en yüksek etkiye sahip olduğunu ortaya 

koymuştur. XGBoost modeli ile yapılan projeksiyonlar, Türkiye'nin kimyasal madde 

ithalatının gelecekteki seyrine dair önemli bilgiler sunmakta, ekonomik planlama ve ticari 

stratejiler için kritik öneme sahiptir. Modelin yeteneği, politika yapıcılar ve iş dünyası için 

stratejik kararları kolaylaştırmaktadır.  
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ABSTRACT 
This study evaluates the performance of machine learning and ensemble learning methods to 

predict the future values of Turkey's chemical imports. Linear Regression, Random Forest, 

Rational Quadratic Regression, Support Vector Machine and XGBoost models are used. Data 

are obtained from reliable sources such as TurkStat and CBRT. Macroeconomic variables 

include Turkey's Imports, Chemicals and Chemical Products Production Index, Monthly 

Average Dollar Exchange Rate, Manufacturing Industry Production Index, Oil Barrel Prices 

and Chemicals Exports. According to the analysis results, the XGBoost model has the highest 

accuracy and generalization ability. The model performed well in the training, test and cross-

validation sets with the lowest error rates and the highest R² values. SHAP analysis reveals 

that Turkey Imports and Chemicals Production Index variables have the highest impact. The 

projections made with the XGBoost model provide important insights into the future course 

of Turkey's chemical imports and are critical for economic planning and trade strategies. The 

model's capability facilitates strategic decisions for policymakers and the business 

community.  
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1. Giriş 

Türkiye, büyüyen sanayi sektörü ve artan üretim kapasitesiyle kimyasal madde ithalatında önemli bir konuma 

sahiptir. Kimyasal maddeler; ilaç, gıda, tarım, otomotiv ve tekstil gibi sektörlerde temel hammadde olarak 

ekonomik kalkınmada kritik rol oynamaktadır (Sevim vd., 2009). Özellikle plastikler, petrokimya ürünleri, 

ilaçlar ve tarım kimyasalları gibi geniş ürün yelpazesi öne çıkmaktadır. 2000 yılında 67 milyon dolar olan 

kimyasal madde ihracatı, 2023'te 1,3 milyar doları aşarken, ithalat değeri aynı dönemde 512 milyon dolardan 

3,4 milyar dolara yükselmiştir. Tablo 1’de yıllara göre kimyasal madde ihracat ve ithalat rakamları USD 

cinsinden verilmektedir.  

Tablo 1. Kimyasal Madde Dış Ticaret Verileri 

Yıllar Kimyasal Madde İhracatı Kimyasal Madde İthalatı Yıllar Kimyasal Madde İhracatı Kimyasal Madde İthalatı 

2000 66,773 512,449 2012 496,882 2,053,156 

2001 64,299 484,489 2013 554,767 2,123,678 

2002 76,817 579,860 2014 593,496 2,276,076 

2003 95,566 743,088 2015 546,391 2,049,569 

2004 121,883 960,110 2016 562,646 2,024,132 

2005 160,869 1,131,470 2017 576,320 2,212,861 

2006 220,295 1,299,243 2018 685,978 2,281,783 

2007 280,222 1,537,152 2019 750,284 2,093,677 

2008 364,258 1,732,921 2020 1,064,203 2,263,405 

2009 320,298 1,473,007 2021 1,096,283 2,771,089 

2010 399,775 1,795,445 2022 1,294,182 3,304,099 

2011 451,639 2,204,854 2023 1,305,839  3,403,012  

Kaynak: TÜİK, 2024. 

 

Türkiye, sınırlı yerli enerji kaynakları nedeniyle enerji talebini büyük ölçüde ithalatla karşılamaktadır ve bu 

durum enerji güvenliği açısından stratejik planlamayı zorunlu kılmaktadır (Erdem, 2010). Kimyasal madde 

ithalatı, Türkiye’nin dış ticaretinde önemli bir yer tutmakla birlikte, bu sektör ekonomik büyüme, istihdam ve 

endüstriyel kalkınma açısından kritik bir role sahiptir (Emirhan ve Turgutlu, 2023; Şener vd., 2014). Devlet 

destekleri ve Ar-Ge yatırımları, sektörün rekabet gücünü artırarak küresel piyasalarda dinamik yapısını 

korumasına katkıda bulunmaktadır. Türkiye, Gümrük Birliği Anlaşması (1995) ile Avrupa ekonomik 

çerçevesine entegre olmuş, bu durum pazar erişimi ve rekabet avantajı açısından önemli fırsatlar sunmuştur 

(Crescimanno vd., 2014). Dolayısıyla, kimyasal madde ithalatının sürdürülebilirliği, dış ticaret politikalarının 

oluşturulmasında ve ekonomik stratejilerin belirlenmesinde büyük önem taşımaktadır. 

Kimyasal madde ithalatının doğru tahmin edilmesi, dış ticaret dengesi, döviz rezervlerinin yönetimi ve dış 

ticaret açığının kontrolü açısından kritik önem taşımaktadır (Flyvbjerg, 2006). Ayrıca, hammadde tedarikinin 

sürekliliği için sanayi ve üretim süreçlerinin planlanmasına, tedarik zinciri yönetimine ve maliyet 

optimizasyonuna önemli katkılar sağlar (Ji vd., 2014; Zareipour vd., 2010). Bu tahminler, işletmeler ve politika 

yapıcılar için stratejik kararlar açısından yol gösterici niteliktedir. Makine öğrenmesi ve topluluk öğrenme 

yöntemleri, büyük veri setleri ve karmaşık ilişkiler içeren tahmin problemlerinde geleneksel yöntemlere kıyasla 

yüksek doğruluk sağlamaktadır (Medeiros, 2022; Palkovits ve Palkovits, 2019). Bu teknikler, verilerdeki 

örüntüleri otomatik olarak öğrenerek gelecekteki değerleri tahmin etme kapasitesine sahiptir (Huertas-Tato ve 

Brito, 2018). Örneğin, Rastgele Orman modeli emlak fiyatı tahmininde en başarılı sonuçları verirken, karar 

ağaçları daha düşük performans göstermiştir (Marzooqi, 2024). Bu nedenle, makine öğrenmesi yöntemleri, 

tahmin problemlerinde üstün performanslarıyla giderek daha fazla tercih edilmektedir. Bu çalışmada, 

Türkiye’nin kimyasal madde ithalatının tahmininde Doğrusal Regresyon, Rastgele Orman, Rasyonel Kuadratik 

Regresyon, Destek Vektör Makinesi (DVM) ve Extreme Gradient Boosting yöntemlerinin performansları 

karşılaştırılmıştır. Amaç, en doğru tahmin yöntemini belirleyerek gelecek tahminleri yapmaktır. Modellerin 

doğruluğu ve hata oranları detaylı şekilde incelenmiş, en uygun model seçilmiştir. Literatürde sınırlı olan bu 

alanda, veri odaklı makine öğrenmesi yöntemleri kullanılarak ekonomik etkilerin analizi gerçekleştirilmiştir. 
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Çalışma, daha yüksek doğruluk sağlayan tahminler sunarak politika yapıcılara karar destek mekanizmaları 

oluşturma potansiyeline sahiptir ve sektörel dinamiklerin kapsamlı anlaşılmasına katkı sağlamaktadır. 

Çalışmanın ilerleyen bölümlerinde, kullanılan veri seti, modelleme süreçleri ve elde edilen bulgular ayrıntılı 

bir şekilde incelenmiş ve bu alandaki literatüre katkıları değerlendirilmiştir. Bu kapsamda, kimyasal madde 

ithalatının tahmin edilmesine yönelik makine öğrenmesi ve topluluk öğrenme yöntemlerinin uygulanabilirliği 

ve etkinliği üzerine kapsamlı bir analiz sunulmuştur. Ayrıca, bu modellerin Türkiye’nin ekonomik stratejilerine 

ve sanayi politikalarına nasıl entegre edilebileceği tartışılmış ve gelecekteki çalışmalar için tavsiyelerde 

bulunulmuştur. 

 

2. Literatür İncelemesi 

Bu çalışma, Türkiye’nin kimyasal madde ithalatını etkileyen makroekonomik değişkenleri bütüncül bir 

yaklaşım ile ele alarak, literatürde önemli bir boşluğu doldurmaktadır. Ayrıca, farklı makine öğrenmesi 

modellerinin performanslarının sistematik bir şekilde karşılaştırılması ve bu modellerin ekonomik politika ile 

ticari stratejilere uygulanabilir tahminler sunacak biçimde optimize edilmesi, mevcut literatüre özgün katkılar 

sağlamaktadır. Bu kapsamda, çalışma yalnızca literatürdeki metodolojik eksiklikleri gidermekle kalmamakta, 

aynı zamanda ekonomik karar alma süreçlerine yönelik tahminlerin stratejik önemine de dikkat çekmektedir. 

Makroekonomik değişkenler, kimyasal madde ithalat ve ihracatını önemli ölçüde etkilemektedir. Moshiri ve 

Kheirandish (2023), petrol fiyatı şoklarının küresel ticaret ve makroekonomik değişkenler üzerindeki yayılma 

etkilerini ortaya koyarak, bu şokların farklı sektörlerdeki etkilerini vurgulamıştır. Döviz kurlarının ithalat 

üzerindeki etkisi ise uluslararası ekonomi literatüründe önemli bir konudur. Döviz kuru oynaklığı, ithalat 

fiyatlarında dalgalanmalara yol açarak ithalat talebini etkilerken, Sercu ve Uppal (2003) bu dalgalanmaların 

uluslararası ticaret ve ulusal refah üzerindeki etkilerini genel denge analiziyle incelemiştir. Bir ülkenin genel 

ithalatı ile belirli sektörlerin ithalatı arasındaki ilişki, teknoloji ve sermaye bağımlılığı gibi faktörlerden 

etkilenmektedir. Erduman vd. (2020), sermaye ve teknoloji yoğun sektörlerin, örneğin petrol ürünleri ve temel 

metallerin, daha yüksek ithalat gereksinimleri olduğunu belirtmiştir. Wang vd. (2021) ise imalat ithalatının, 

yerli sanayinin toplam faktör verimliliğini artırabileceğini vurgulamıştır. Kimyasalların ithalatı üzerinde ise 

üretim endeksi önemli bir rol oynar; yıllık kimyasal üretim miktarı çevresel etkiler açısından kritik bir faktördür 

(Kishi ve Sekine, 2003). Ayrıca, üretimdeki hammaddelerin seçimi ve kimyasal sentez süreçlerinin 

karmaşıklığı, kimyasal ürünlerin çevresel performansını belirlemede hayati önem taşır (Fantke ve Ernstoff, 

2017).  Kimyasal ürünlerin yüksek saflığı, kaliteyi artırırken üretim maliyetlerini de düşürmektedir (Zolfigol, 

2024). Ayrıca, büyük ölçekli kimyasal üretim ve ithalat, özellikle bir milyon poundu aşan hacimlerde önem 

kazanmaktadır (Walker vd., 2003). Bu çalışmada, kimyasal madde ithalatını etkileyen dolar kuru, Türkiye 

genel ithalatı, imalat sanayi üretim endeksi, Kimyasal Ürünlerin Üretimi Endeksi, petrol varil fiyatları ve 

kimyasal madde ihracatı gibi makroekonomik değişkenler analize dahil edilmiştir. Bu değişkenler, ekonomik 

ve endüstriyel dinamikleri daha doğru analiz ederek ithalat tahminlerinin doğruluğunu artırmaktadır.  

Makine öğrenmesi ve topluluk öğrenme yöntemleri, tahmin problemlerinde artan doğruluk ve verimlilikleriyle 

öne çıkmaktadır. Şimşek vd. (2024), Batı Teksas Petrolü (WTI) fiyatlarının tahmini için LSTM tabanlı özellik 

çıkarımı ve XGBoost regresöründen oluşan bir hibrit model geliştirmiştir. Ocak 1986 - Mayıs 2023 dönemine 

ait verilerle yapılan çalışmada, altın fiyatı, ABD 10 yıllık tahvil getirisi, küresel ekonomik aktivite endeksi ve 

ABD Dolar Endeksi bağımsız değişkenler olarak kullanılmış; model, MAE, MSE, RMSE, MAPE ve R² 

ölçütlerine göre üstün performans göstermiştir. Gür (2024) ise Türk Hava Yolları (THYAO) hisse fiyatlarını 

tahmin etmek için SVM, XGBoost ve LSTM algoritmalarını kullanarak, Ocak 2010 - Eylül 2023 dönemi 

günlük verileriyle modelleri değerlendirmiştir. Bulgular, LSTM modelinin en düşük hata oranlarıyla en iyi 

performansı sunduğunu göstermektedir. Bu çalışmalar, makine ve derin öğrenme yöntemlerinin finansal ve 

ekonomik tahminlerde etkinliğini ortaya koymaktadır. Gür (2024), ABD Tüketici Fiyat Endeksi (CPI) tahmini 

için LSTM, MARS, XGBoost ve hibrit modeller (LSTM-MARS, LSTM-XGBoost) kullanmış, Ocak 1974 - 

Ekim 2023 dönemi verilerinde genetik algoritma ve Bayes optimizasyonu ile hiperparametre ayarı yapmıştır. 

LSTM-XGBoost modeli, ekonomik değişkenler arasındaki karmaşık ilişkileri ele alarak en yüksek tahmin 

doğruluğunu sağlamıştır. Şimşek (2024) ise Türkiye TÜFE tahmini için DDPG, XGBoost, SVR, KNN ve 

CNN-BiLSTM yöntemlerini uygulamış; Ocak 2003 - Ağustos 2023 verilerinde üretici fiyat endeksi, M1 para 

arzı, altın fiyatı, dolar kuru ve faiz oranı gibi değişkenler kullanmıştır. SVR modeli, en iyi performansı 

göstermiştir. Ayrıca, Gür (2024), Türkiye’de aylık inek peyniri üretimini tahmin etmek için LSTM, GRU, 
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MLP, SVR ve kNN modellerini incelemiş ve LSTM modeli en yüksek doğruluğu sağlamıştır. Ocak 2010 - 

Eylül 2023 dönemi verilerine dayalı olarak yapılan tahminlerde, süt üretimi, yem fiyatı ve peynir ihracatı 

bağımsız değişken olarak kullanılmış; Ekim 2023 - Eylül 2024 için artış trendi öngörülmüştür. Bu çalışmalar, 

makine öğrenmesi ve derin öğrenme yöntemlerinin ekonomik tahminlerdeki etkinliğini vurgulamaktadır. 

İthalat ve ihracat tahminlerinde makine öğrenmesi ve topluluk öğrenme yöntemleri yaygın olarak 

kullanılmaktadır. Jošić ve Žmuk (2022), Gauss süreçleri, doğrusal regresyon ve çok katmanlı perceptron ile 

Hırvatistan’ın 2020 yılı ikili ticaretini tahmin etmiştir. Özemre ve Kabadurmuş (2020), ihracat tahmininde 

büyük veri ve makine öğrenimi algoritmalarını kullanırken, Brabenec ve Šuleř (2020) Çek Cumhuriyeti ile Çin 

arasındaki ticaret dengesini modellemiştir. Wang (2022), PSO ile optimize edilmiş RVM modeliyle blok zinciri 

güvenliğine dayalı ticaret tahmini geliştirmiştir. Meng vd. (2018), enerji tahmininde hibrit makine öğrenimi 

algoritmalarını ele almış, Bayrak (2020) ise tıbbi cihaz dış ticaretini tahmin etmek için döviz kuru ve 

enflasyonu içeren DVM tabanlı bir topluluk modeli önermiştir. Bu çalışmalar, makine öğrenmesi 

yöntemlerinin ticaret tahmininde doğruluğu artırarak ticaret dinamiklerine önemli katkılar sunduğunu 

göstermektedir. Kimyasal ürün sektörüne yönelik tahmin çalışmalarında, Broeren vd. (2014), temel kimyasal 

üretimi için maliyet odaklı bir küresel tahmin modeli geliştirmiş ve 2010-2030 döneminde bölgesel üretim, 

enerji verimliliği, emisyonlar ve politikaların etkilerini incelemiştir. Bulgular, yeni kimyasal üretim 

kapasitesinin %60’ının OECD dışı bölgelerde olacağını ve CO2 emisyonlarının %50 artacağını, ancak enerji 

politikalarıyla bu artışın %30-40’a indirilebileceğini göstermektedir. Li ve Li (2022) ise PSO-BP sinir ağı 

modeliyle Çin’in kimyasal ihracatını tahmin ederek, modelin geleneksel yöntemlere kıyasla daha yüksek 

doğruluk sağladığını ortaya koymuştur. Pisuttinusart vd. (2022), Tayland’ın gübre ithalat talebini SARIMA 

modelleriyle analiz etmiş ve 2022 tahminlerine göre azotlu gübre talebinde %5.12 artış, potasyumlu gübrede 

%8.74 azalış, bileşik gübrede ise %4.74 artış tespit etmiştir. Bu çalışmalar, kimyasal ürün sektöründe tahmin 

modellerinin doğruluğu ve uygulama alanlarının önemini vurgulamaktadır.  

Gür ve Eşidir (2024), Türkiye’nin hurda demir-çelik ithalatını tahmin etmek için LSTM, MLP, Random Forest, 

SVM, XGBoost ve Doğrusal Regresyon modellerini karşılaştırmış ve LSTM modelinin en iyi performansı 

gösterdiğini belirlemiştir. RMSE, MSE, MAE, MAPE ve R² metrikleriyle değerlendirilen çalışmada, LIME 

analizi ile “YÜFE” ve “Aylık Demir Çelik İthalatı” değişkenlerinin tahmin sonuçlarına yüksek etkisi tespit 

edilmiştir. Bu çalışma, makine öğrenmesi yöntemlerinin ithalat tahminlerindeki etkinliğini vurgulayarak 

ekonomik planlama ve strateji geliştirme süreçlerine katkı sağlamaktadır. Özellikle Türkiye gibi gelişmekte 

olan ülkeler için kimyasal madde sektörü için tahmin çalışmalarının daha önce hiç uygulanmamış olması, 

çalışmanın önemini ve yenilikçi yönünü artırmaktadır. Türkiye’nin ekonomik stratejilerine yönelik bu 

tahminler, politika yapıcılar ve iş dünyası için değerli bilgiler sunarak karar süreçlerine rehberlik edecektir. Bu 

çalışmada kullanılan modellerin geniş bir yelpazesi, farklı makroekonomik değişkenlerin dahil edilmesi ve 

elde edilen sonuçların kapsamlı analizi, kimyasal madde ithalatı tahminleri konusundaki literatüre önemli 

katkılar sağlayacaktır. Ayrıca, bu çalışmanın bulguları, benzer ekonomik ve endüstriyel dinamiklere sahip 

diğer ülkeler için de uygulanabilirlik sunmaktadır ve bu alandaki gelecekteki çalışmalar için bir temel 

oluşturacaktır. 

 

3. Araştırmanın Metodolojisi 

Bu bölümde, Türkiye’nin kimyasal madde ithalatının tahmininde kullanılan yöntemler ve teknikler 

açıklanmaktadır. Çalışmada, doğrusal regresyon, Rastgele Orman, Destek Vektör Makinesi, XGBoost ve 

Rasyonel Kuadratik Regresyon gibi modeller, makroekonomik veriler kullanılarak değerlendirilmiştir. 

Doğrusal regresyon, basitliği ve yorumlanabilirliği nedeniyle temel kıyaslama modeli olarak seçilmiştir. 

Rastgele Orman ve Destek Vektör Makinesi, doğrusal olmayan ilişkileri modelleme kapasitesiyle dahil 

edilmiş, XGBoost ise güçlü genelleme yeteneği ve SHAP analiziyle değişken önemini dengeli sunmasıyla öne 

çıkmıştır. Rasyonel Kuadratik Regresyon ise karmaşık ilişkileri modelleme yeteneğiyle tercih edilmiştir. Bu 

modeller, ekonomik tahminlerde çeşitlilik sağlamak ve en iyi performansı belirlemek amacıyla bir arada 

değerlendirilmiştir. 
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3.1. Veri Seti 

Analizlerde kullanılan veriler, Türkiye İstatistik Kurumu (TÜİK) ve Türkiye Cumhuriyet Merkez Bankası 

(TCMB) kaynaklarından elde edilmiştir. Ocak 2005 ile Mart 2024 arasındaki 231 aylık dönemi kapsayan veri 

setinde, 6 bağımsız ve 1 bağımlı değişken için her birine ait 231 veri bulunmaktadır. Veri setlerinde herhangi 

bir kayıp veya eksik bilgi yoktur. Modelin bağımlı değişkeni aylık kimyasal madde ithalatı (USD) olup, 

bağımsız değişkenler ise; ortalama Amerikan Dolar Kuru (TL), aylık Türkiye ithalatı, İmalat Sanayi Üretim 

Endeksi, Kimyasallar ve Kimyasal Ürünler Üretim Endeksi, aylık petrol varil fiyatı (USD) ve kimyasal 

ürünlerin aylık ihracatıdır (USD). Her bir değişkenin aylık verileri .xlsx formatında bir dosyada birleştirilerek 

tahmin modellerinde kullanılmak üzere toplanmıştır. 

 

3.2. Veri Ön İşleme 

Verilerin analizden önce temizlenmesi ve dönüştürülmesi gerekmektedir. Elde edilen resmi verilerde eksik 

değer bulunmamaktadır. Veriler, Python'un Pandas paketi kullanılarak bir Excel dosyasından içe aktarılmıştır. 

Daha sonra, veri çerçevesi bağımsız değişkenler (X) ve bağımlı değişken (Y) olarak ayrılmıştır. Ön işleme 

aşamasının bir parçası olarak, veriler min-max ölçeklendirme kullanılarak standartlaştırılmıştır. Bu, makine 

öğrenimi ve veri analizinde özelliklerin belirli bir aralıkta, genellikle 0 ile 1 arasında yeniden ölçeklendirilmesi 

için yaygın olarak kullanılan bir tekniktir. Bu ölçeklendirme yöntemi, tüm özelliklerin analize eşit şekilde 

katkıda bulunmasını sağlar ve belirli bir özelliğin ölçeği nedeniyle modele hakim olmasını engeller. İşlem, 

özelliğin minimum değerinin çıkarılması ve ardından maksimum ve minimum değerler arasındaki fark olan 

özelliğin aralığına bölünmesini içerir (Ampomah vd., 2021). Denklem 1'de bu ölçeklendirme yöntemi 

gösterilmektedir. 

 

𝑥𝑠𝑐𝑎𝑙𝑒𝑑 =
𝑥−𝑥𝑚𝑖𝑛

𝑥𝑚𝑎𝑥−𝑥𝑚𝑖𝑛
                    (1) 

      

3.3. Yazılım ve Donanım 

Çalışmada, Python 3.6 ile veri analizi, modelleme ve görselleştirme işlemleri gerçekleştirilmiştir. Veri 

işlemede Pandas ve NumPy, modelleme süreçlerinde Scikit-Learn ve XGBoost, görselleştirmede ise 

Matplotlib ve Seaborn kütüphaneleri kullanılmıştır. Hızlı veri işleme ve model eğitimi için yüksek işlem 

gücüne sahip bir bilgisayar tercih edilmiştir. Kullanılan bilgisayar sisteminde AMD Ryzen 9 5950X işlemci, 

32 GB RAM, 1 TB SSD ve 10 GB VRAM'e sahip NVIDIA GeForce RTX 3080 GPU bulunmakta olup, bu 

altyapı yapılan analiz ve işlemlerin etkinliğini ve başarısını doğal olarak artırmıştır. 

 

3.4. Modeller 

Bu çalışmada, Türkiye’nin kimyasal madde ithalatının gelecekteki değerlerini tahmin etmek amacıyla çeşitli 

makine öğrenmesi ve topluluk öğrenme modelleri kullanılmıştır. Modellerin seçimi, farklı tahmin 

yöntemlerinin performanslarını karşılaştırarak en iyi sonucu elde etmek için yapılmıştır. Her bir model, veri 

setindeki karmaşık ilişkileri ve örüntüleri yakalamak için farklı matematiksel ve istatistiksel teknikler 

kullanmaktadır. Aşağıda, çalışmada kullanılan başlıca modeller ve bu modellerin tahmin sürecindeki 

matematiksel temelleri detaylı bir şekilde açıklanmaktadır. 

 

3.4.1. Doğrusal Regresyon (Linear Regression) 

Doğrusal regresyon, bağımlı değişken (y) ile bir veya daha fazla bağımsız değişken (x) arasındaki doğrusal 

ilişkiyi modellemek için kullanılır (Marill, 2004). Tek bir bağımsız değişken söz konusu olduğunda, doğrusal 

bir ilişki kurmak veya bir korelasyon katsayısı elde etmek için basit doğrusal regresyon kullanılabilir 

(MacCallum vd., 2002). Birden fazla bağımsız değişken söz konusu olduğunda, bu değişkenlere dayalı olarak 

bağımlı değişkeni tahmin etmek için çoklu doğrusal regresyon kullanılır (Eberly, 2007). Bu teknik, sürekli bir 

sonuçla ilişkili olarak birkaç değişkenin aynı anda değerlendirilmesine olanak tanımaktadır (Eberly, 2007). 

Doğrusal regresyon modeli Denklem 2’de gösterildiği gibidir: 

 

𝑦 = 𝛽0 + 𝛽1𝑥1 + 𝛽2𝑥2 + ⋯ + 𝛽𝑛𝑥𝑛 + 𝜖          (2) 
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Burada, y bağımlı değişkeni, x_i bağımsız değişkenleri, β_i regresyon katsayılarını, β_0 sabit terimi ve ϵ hata 

terimini temsil etmektedir. Regresyon katsayıları (β_i), en küçük kareler yöntemi ile belirlenir. En küçük 

kareler yöntemi, hata terimini minimize ederek bağımlı değişkenin en iyi şekilde tahmin edilmesini sağlar. 

Katsayıların hesaplanması Denklem 3’te gösterilmektedir: 

 

𝛽 = (𝑋𝑇𝑋)−1𝑋𝑇𝑦              (3) 

 

Burada, X bağımsız değişkenlerin matris formu, y bağımlı değişken vektörü ve β katsayı vektörünü temsil 

etmektedir.  

 

3.4.2. Rastgele Orman (Random Forest) 

Random Forest, birden fazla karar ağacının birleşiminden oluşan bir topluluk öğrenme yöntemidir. Her bir 

karar ağacı, veri setinin rastgele bir alt kümesi üzerinde eğitilir ve nihai tahmin, tüm ağaçların tahminlerinin 

ortalaması alınarak yapılır (Svetnik vd., 2003; Biau ve Scornet, 2016). Rastgele Orman, sağlamlığı ve yüksek 

boyutlu verilerle iyi başa çıkma kabiliyetiyle bilinir, bu da onu bireysel karar ağaçlarına kıyasla aşırı uyum gibi 

sorunlara karşı daha toleranslı hale getirir. Algoritma, karar ağaçları topluluğu aracılığıyla doğal olarak bir 

belirsizlik ölçüsü sağlar ve bu da tahminlerde güvenilirliğine katkıda bulunur (Dutschmann ve Baumann, 2021; 

Li, 2023). Bu modelin matematiksel ifadesi Denklem 4’teki gibidir: 

 

�̂� =
1

𝑁
∑ 𝑇𝑖(𝑥)𝑁

𝑖=1                (4) 

 

Burada, y ̂ nihai tahmini, T_i (x) her bir karar ağacının tahminini ve N toplam ağaç sayısını göstermektedir. 

Her bir karar ağacı, belirli bir derinliğe kadar büyütülür ve bu süreçte veri setindeki en iyi bölünmeleri (splits) 

belirler. Her bir düğümde (node) veri, belirli bir özelliğe göre iki alt kümeye bölünür. Bölünme, genellikle Gini 

impüriti veya bilgi kazancı gibi bir kriter kullanılarak yapılır. 

 
3.4.3. Rasyonel Kuadratik Regresyon (Rational Quadratic Regression) 

Rasyonel Kuadratik Regresyon, doğrusal ve doğrusal olmayan bileşenleri birleştirerek bağımlı ve bağımsız 

değişkenler arasındaki karmaşık ilişkileri modelleyen esnek bir tekniktir. Bu yöntem, çoklu regresyon 

modeline ikinci dereceden terimler ekleyerek doğrusal olmayan etkileri incelemeyi sağlar (Wen vd., 2021). 

İkinci dereceden terimlerin ve etkileşimlerin entegrasyonu, hesaplama verimliliğini artırarak daha doğru 

modelleme ve nedensel içgörüler sunar (Bhagwat vd., 2012). Özellikle büyük veri kümelerinde hata azaltma 

avantajı sunan bu model, karmaşık ilişkilerin güvenilir şekilde analiz edilmesini sağlar (Polat vd., 2023). 

Doğrusal regresyonun yetersiz kaldığı durumlarda, kuadratik regresyon gibi modeller daha iyi uyum 

sağlayabilir (Hui vd., 2012).  

 

𝑦 =
𝑎𝑥2+𝑏𝑥+𝑐

𝑑𝑥2+𝑒𝑥+𝑓
+ 𝜖              (5) 

 

Burada, a,b,c,d,e, ve f katsayıları,  ϵ hata terimini temsil etmektedir.  

 

3.4.4. Destek Vektör Makinesi (Support Vector Machine) 

Destek Vektör Regresyonu (DVR), Destek Vektör Makineleri (DVM) prensiplerini regresyon problemlerine 

uyarlayan bir makine öğrenme tekniğidir. DVR, tüm veri noktalarının hiper düzlemden toplam sapmasını en 

aza indiren optimal bir regresyon hiper düzlemi oluşturmayı amaçlar (Cao vd., 2022; Wen vd., 2019). Model, 

ikinci dereceden optimizasyon problemi çözerek hiper düzlem ile veri noktaları arasındaki marjı en üst düzeye 

çıkarır ve noktaları belirli bir hata toleransı dahilinde kapsar (Mishra vd., 2023; Wie vd., 2020). DVR, doğrusal 

olmayan ilişkileri ele almak için verileri düşük boyutlu uzaydan yüksek boyutlu bir özellik uzayına 

dönüştürerek, bu uzayda optimum hiper düzlemi arar (Zhang vd., 2021). Böylece model, veri dağılımını etkili 

bir şekilde yakalayarak regresyon hatalarını en aza indirir. 
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𝑦 = ∑ (𝑎𝑖 − 𝑎𝑖
∗)𝐾(𝑥𝑖 , 𝑥) + 𝑏𝑛

𝑖=1                (6) 

 

Burada, y tahmin edilen değeri, 𝑎𝑖  ve 𝑎𝑖
∗ Lagrange çarpanlarını, 𝐾(𝑥𝑖 , 𝑥) çekirdek fonksiyonunu, b bias terimini 

ve 𝑥𝑖 eğitim verisini temsil etmektedir. SVR, doğrusal olmayan ilişkileri modellemek için çekirdek 

fonksiyonları (lineer, polinomial, radyal bazlı fonksiyonlar gibi) kullanır. Çekirdek fonksiyonu 𝐾(𝑥𝑖 , 𝑥),  

yüksek boyutlu uzayda veri noktaları arasındaki benzerlikleri ölçer. 

 

3.4.5. Extreme Gradient Boosting (XGBoost) 

XGBoost, gradyan artırma algoritmasına dayanan bir topluluk öğrenme yöntemidir ve hata fonksiyonunu en 

aza indirmek için zayıf öğrenicileri sıralı şekilde birleştirerek tahmin doğruluğunu artırır (Chen, 2016). 

Ölçeklenebilirliği ve esnekliği sayesinde popülerlik kazanan XGBoost, gradyan artırma kütüphaneleri arasında 

öne çıkmaktadır (Ge vd., 2021). Boosting kategorisinde yer alan bu algoritma, zayıf öğrenicileri güçlü 

öğrenicilere dönüştürmeyi amaçlar (Asaad, 2024) ve birden fazla karar ağacını entegre ederek sağlam bir 

sınıflandırıcı oluşturur (Wang vd., 2020; Liang vd., 2020). Modelin tahmin fonksiyonu Denklem 7’de 

gösterilmektedir: 

 

�̂�𝑖 = ∑ 𝑓𝑘(𝑥𝑖), 𝑓𝑘 ∈ 𝐹𝐾
𝑘=1              (7) 

 

Burada, y ̂_i tahmin edilen değerleri, F karar ağaçlarının uzayını, K toplam ağaç sayısını ve f_k her bir ağacı 

temsil etmektedir. XGBoost, her iterasyonda hatayı minimize etmek için gradyan iniş algoritmasını kullanır ve 

bu sayede modelin doğruluğunu artırır. Modelin genel kayıp fonksiyonu Denklem 8’deki gibidir: 

 

𝐿(𝜙) = ∑ 𝑙(𝑦𝑖 , �̂�𝑖) + ∑ Ω(𝑓𝑘)𝐾
𝑘=1

𝑛
𝑖=1              (8) 

 

Burada, 𝐿(𝜙) genel kayıp fonksiyonunu, 𝑙(𝑦𝑖 , �̂�𝑖) tahmin hatasını, Ω(𝑓𝑘) karmaşıklık cezasını, 𝑦𝑖  gerçek değeri 

ve �̂�𝑖  tahmin edilen değeri göstermektedir.  

Bu bölümde anlatılan modellerin her biri, veri setindeki karmaşık ilişkileri ve örüntüleri yakalamak için farklı 

matematiksel ve istatistiksel teknikler kullanmaktadır. Bu sayede, kimyasal madde ithalatının gelecekteki 

değerlerini daha doğru bir şekilde tahmin etmek için en iyi modelin seçimi amaçlanmıştır. Tüm modeller için 

hiperparametre ayarları Random Search (Rastgele Arama) algoritması ile yapılmıştır ve Tablo 2’de her bir 

model için belirlenen ayarlar gösterilmiştir. 

 

Tablo 2. Random Search Algoritması ile Optimizasyon Sonucu Modellerin Belirlenen Hiperparametreleri 

Random Forest Linear Regression SVR XGBoost Rational 

Quadratic 

Regression 

n_estimators:400 

max depth: 40 

min samples split: 3 

min samples leaf: 2 

max featutes: log2 

bootstrap: True 

criterion: gini 

Random state: 42 

 

 

Preset: Linear 

Terms: Linear 

Robust option: Off 

Fit_intercept: True 

Random state: 42 

 

Kernel: Linear 

Epsilon: 0.1 

C: 10 

Max_iter: 1000 

Tol: 1e-3 

Shrinking: True 

Cache_size: 300 

Verbose: False 

Random state: 

42 

 

Sub_sample:0.7 

n_estimators: 200 

max_depth: 3 

learning rate: 0.2 

colsample_bytree: 1.0 

min_child_weight: 1 

gamma: 0 

reg_alpha: 0 

reg_lambda: 1 

scale_pos_weight: 1 

Random state: 42 

Preset: 

Kernel 

Tol: 1e-3 

Shrinking: 

True 

Cache_size: 

200 

Verbose: 

False 

Random 

state: 42 
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3.5. Model Performans Değerlendirme 

Veri seti, modellerin eğitimi ve test edilmesi için %80 eğitim ve %20 test olarak ayrılmıştır. Random state 

kullanımı, veri bölünmesinin tutarlı olmasını sağlayarak modellerin performanslarının karşılaştırılabilirliğini 

artırmıştır (Ferrat vd., 2018). Modelin genelleme yeteneğini değerlendirmek için 15 katlı k-fold çapraz 

doğrulama uygulanmış; bu yöntemde veri seti k eşit parçaya bölünerek her parça sırayla test seti, kalan k-1 

parça ise eğitim seti olarak kullanılmıştır (Moon vd., 2020). Süreç, toplamda 15 kez tekrarlanarak modelin 

farklı veri bölümlerindeki performansı ölçülmüştür (Naseem vd., 2019). Modellerin eğitim, test ve çapraz 

doğrulama performanslarını değerlendirmek için MSE, MAE, MAPE, RMSE ve R² gibi ölçütler kullanılmıştır. 

Bu sonuçlar, modellerin tahmin doğruluğu ve verimliliğini kapsamlı bir şekilde değerlendirmek amacıyla 

analiz edilmiştir. Bu ölçütlerin matematiksel hesaplamaları sırasıyla Denklem 9-13’te sunulmuştur. 

 

𝑀𝑆𝐸 =  
1

𝑁
∑ (𝑦𝑖 − �̂�𝑖)

2𝑁
𝑖=1                         (9) 

 

𝑀𝐴𝐸 =
∑ |𝑡𝑖−𝑔𝑖|𝑛

𝑖=1

𝑛
=

∑ 𝑒𝑗
𝑛
𝑖=1

𝑛
                (10) 

 

𝑀𝐴𝑃𝐸 =
∑

𝑢𝑡
𝑌𝑡

𝑛
𝑡=1

𝑛
× 100                (11) 

 

𝑅𝑀𝑆𝐸 =  √
∑ (𝑦𝑖−�̂�𝑖)𝑁

𝑖=1

𝑁
                  (12) 

 

𝑅2 = 1 −
∑ (𝑦𝑖−�̂�𝑖)2

𝑖

∑ (𝑦𝑖−𝜇)2
𝑖

                 (13) 

 

MSE, tahmin edilen ve gerçek değerler arasındaki karesel farkların ortalamasını hesaplayarak tahmin 

hatalarının büyüklüğünü ölçer (Tyass vd., 2023). MAE, hataların ortalamasını alır ve sezgisel bir anlayış sunar 

çünkü farkların karesi alınmaz (Bilgili vd., 2022). MAPE, tahmin hatalarını yüzde cinsinden ifade ederek 

göreceli bir doğruluk ölçüsü sağlar (Metlek vd., 2021). RMSE ise MSE’nin karekökü olarak büyük hatalara 

daha fazla ağırlık verip, hataların standart sapmasını ölçer (Truong vd., 2021). R², bağımsız değişkenlerin 

bağımlı değişkendeki varyansı ne ölçüde açıkladığını gösteren belirleme katsayısıdır (Elias vd., 2011).  

 

3.6. Önerilen Yaklaşım 

Bu çalışmada, Türkiye’nin kimyasal madde ithalatını tahmin etmek için makroekonomik değişkenler 

kullanılarak makine öğrenmesi ve topluluk öğrenme modelleri uygulanmıştır. Modeller, veri seti üzerinde 

eğitilip test edildikten sonra çapraz doğrulama ile genel performansları değerlendirilmiştir. En başarılı model 

kullanılarak gelecekteki ithalat değerleri tahmin edilmiştir. Bulgular, politika yapıcılar ve iş dünyası için yol 

gösterici bilgiler sunarak ekonomik strateji belirlemede önemli katkı sağlamaktadır. Çalışmanın genel 

organizasyonu ve yöntemi, kapsamlı analizi özetleyen bir şema ile Şekil 1’de sunulmaktadır. 
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Şekil 1. Önerilen yaklaşım 

 

Şekil 1’deki şemaya göre, Türkiye’nin kimyasal madde ithalatını tahmin etmek için çok aşamalı bir süreç 

izlenmiştir. İlk olarak, ortalama dolar kuru, Türkiye ithalat verileri, sanayi üretim endeksleri, petrol fiyatı ve 

kimyasal ürün ihracatını içeren veri seti oluşturulmuş ve %80 eğitim, %20 test olarak ayrılmıştır. Doğrusal 

Regresyon, Rastgele Orman, Destek Vektör Makinesi ve XGBoost modelleri kullanılarak, random search ile 

en iyi hiperparametre değerleri belirlenmiştir. Modeller, RMSE, MAE, MAPE, MSE ve R² metrikleriyle 

değerlendirilmiş; çapraz doğrulama ile genelleme yetenekleri incelenmiştir. En iyi performansı gösteren model 

seçilerek, gelecek 12 aylık kimyasal madde ithalat tahmini yapılmıştır. 

 

4. Çalışmanın Bulguları 

Bu bölümde, kimyasal madde ithalatı tahmininde makine öğrenimi ve topluluk öğrenme tekniklerinin 

performansları hakkında bir değerlendirme sunulmaktadır. Doğrusal Regresyon, Rastgele Orman, Rasyonel 

Kuadratik Regresyon, Destek Vektör Makinesi ve XGBoost modelleri, eğitim setindeki veriler kullanılarak 

eğitilmiştir. Eğitim performansları R², MAE, RMSE, MAPE ve MSE gibi metrikler kullanılarak 

değerlendirilmiştir. Eğitim sonuçlarının tahmin grafiği Şekil 2’de gösterilirken, Tablo 3'te XGBoost modelinin 

eğitim sonuçları gösterilmiştir. 

 

 
Şekil 2. XGBoost modelinin eğitim sonuçları tahmin grafiği 
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Şekil 2'de sunulan eğitim sonuçlarına ilişkin tahmin grafiklerine bakıldığında, XGBoost modelinin tahminleri, 

gerçek değerleri oldukça iyi takip etmektedir ve düşük hata oranlarına sahiptir. Model, büyük sapmaları 

minimize etmekte ve veri setinin trendini başarılı bir şekilde yakalamaktadır. XGBoost modelinin performansı, 

eğitim setinde yüksek bir uyum göstermektedir.  Şekil 2'deki tahmin grafikleri, XGBoost modelinin eğitim 

verisi üzerinde yüksek performans gösterdiğini ve tahminlerin gerçek değerlere çok yakın olduğunu açıkça 

ortaya koymaktadır. Model, veri setindeki trendleri doğru bir şekilde takip etmekte ve büyük sapmaları başarılı 

bir şekilde minimize etmektedir. Bu durum, modelin eğitim setine oldukça iyi uyum sağladığını ve verinin 

genel yapısını doğru şekilde yakaladığını göstermektedir. Ancak, modelin performansının test verisinde nasıl 

bir seyir izleyeceği de önemlidir; bu nedenle, test setinde de benzer başarıyı sağlamak, modelin genelleme 

yeteneğini doğrulamak açısından kritik olacaktır. 

 

Tablo 3. Modellerin Eğitim Sonuçlarının Metrik Ölçümleri 

  
Doğrusal Regresyon 

Rastgele Orman Rasyonel Kuadratik 

Regresyon 

Destek Vektör 

Makinesi 

XGBoost 

RMSE 0.0632 0.0270 0.0001 0.0654 0.0046 

MSE 0.0040 0.0007 0.0002 0.0042 0.0002 

MAE 0.0503 0.0200 0.0001 0.0539 0.0035 

MAPE 0.0753 0.0290 0.0001 0.0841 0.0057 

R² 0.9046 0.9825 0.9998 0.8978 0.9994 

 

Tablo 3’teki sonuçlara göre, modellerin performansları karşılaştırılmıştır. Doğrusal Regresyon modeli, 0.0632 

RMSE, 0.0040 MSE, 0.0503 MAE ve 0.0753 MAPE değerleriyle orta düzey performans sergilemiş ve 0.9046 

R² ile varyansın %90’ını açıklamıştır. Ancak hata oranlarının yüksekliği, doğrusal regresyonun karmaşık veri 

setlerinde yetersiz kaldığını göstermektedir. Rastgele Orman modeli, 0.0270 RMSE, 0.0007 MSE, 0.0200 

MAE ve 0.0290 MAPE ile iyi bir performans göstermiştir. 0.9825 R² değeriyle varyansın %98’den fazlasını 

açıklayarak, karmaşık yapıyı başarılı şekilde modellemiştir. Rasyonel Kuadratik Regresyon modeli, 0.0001 

RMSE, 0.0002 MSE, 0.0001 MAE ve 0.0001 MAPE değerleriyle en iyi performansı sergilemiş, 0.9998 R²  ile 

varyansın neredeyse tamamını açıklamıştır. Bu sonuçlar, modelin son derece düşük hata oranlarıyla üstün 

başarı gösterdiğini ortaya koymaktadır.  Destek Vektör Makinesi, 0.0654 RMSE, 0.0042 MSE, 0.0539 MAE 

ve 0.0841 MAPE ile orta düzeyde kalmış ve 0.8978 R²  değeriyle varyansın %90’a yakınını açıklamıştır. Ancak 

hata oranlarının yüksekliği modelin diğer modellere göre daha düşük performansını göstermektedir. XGBoost 

modeli, 0.0046 RMSE, 0.0002 MSE, 0.0035 MAE ve 0.0057 MAPE değerleriyle yüksek doğruluk sağlamış, 

0.9994 R² ile varyansın %99’undan fazlasını açıklamıştır. Sonuç olarak, Rasyonel Kuadratik Regresyon ve 

XGBoost modelleri, en düşük hata oranları ve en yüksek R² değerleri ile en başarılı performansı göstermiştir. 

Rastgele Orman modeli ise güvenilir bir alternatif olarak öne çıkarken, Doğrusal Regresyon ve Destek Vektör 

Makinesi modelleri daha düşük performans sergilemiştir. Aşağıdaki Şekil 3, modellerin test seti üzerindeki 

tahmin grafiklerini göstermektedir. Tablo 4’te ise test sonuçlarının metrik ölçümleri sunulmaktadır. 

 

 
Şekil 3. XGB modelinin test sonuçları tahmin grafiği 
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Şekil 3'te sunulan grafiğe göre, XGBoost modeli, hem eğitim hem de test setlerinde yüksek performans 

göstermiş olup, en iyi genel doğruluğa sahip model olarak öne çıkmaktadır. Bu bulgular, model seçimi ve 

değerlendirmesinde eğitim ve test setleri arasındaki performans farklarının dikkatle incelenmesi gerektiğini 

vurgulamaktadır. Grafikteki bulgular, XGBoost modelinin eğitim verisi üzerinde çok iyi performans gösterdiği 

gibi test verisi üzerinde de benzer başarıyı sürdürebildiğini göstermektedir. Bu durum, modelin aşırı uyum 

yapmadığını ve daha geniş veri setlerinde de etkili olabileceğini düşündürmektedir. Modelin yüksek genel 

doğruluğu, doğru hiperparametre ayarları ve modelin yapısal doğruluğu sayesinde elde edilmiştir. 

 

Tablo 4. Modellerin Test Sonuçlarının Metrik Ölçümleri 

  
Doğrusal Regresyon 

Rastgele Orman Rasyonel Kuadratik 

Regresyon 

Destek Vektör 

Makinesi 

XGBoost 

RMSE 0.0686 0.0671 0.0756 0.0687 0.0653 

MSE 0.0047 0.0045 0.0057 0.0047 0.0042 

MAE 0.0529 0.0519 0.0587 0.0553 0.0511 

MAPE 0.0775 0.0766 0.0850 0.0869 0.0774 

R² 0.8866 0.8915 0.8625 0.8864 0.8975 

 

Tablo 4’teki test sonuçlarına göre, XGBoost modeli 0.0653 RMSE, 0.0042 MSE, 0.0511 MAE ve 0.0774 

MAPE değerleriyle en iyi performansı göstermiş ve 0.8975 R² ile veri setindeki varyansın %89.75’ini 

açıklamıştır. Rastgele Orman modeli, 0.0671 RMSE, 0.0045 MSE, 0.0519 MAE ve 0.0766 MAPE ile 

XGBoost’a yakın bir performans sergileyerek 0.8915 R² değerine ulaşmıştır. Doğrusal Regresyon modeli, 

0.0686 RMSE, 0.0047 MSE, 0.0529 MAE ve 0.0775 MAPE değerleriyle orta düzeyde performans göstermiştir 

(R² = 0.8866). Destek Vektör Makinesi ise benzer hata oranları (0.0687 RMSE, 0.0047 MSE) ve 0.8864 R² ile 

doğrusal regresyona yakın bir sonuç elde etmiştir. Rasyonel Kuadratik Regresyon modeli ise en yüksek hata 

oranlarına (0.0756 RMSE, 0.0057 MSE, 0.0587 MAE) ve en düşük 0.8625 R² değerine sahip olup test setinde 

en zayıf performansı göstermiştir. Bu bulgular, test sonuçlarının eğitim performanslarından farklılık 

gösterebileceğini ve genelleme yeteneklerinin değerlendirilmesinin önemini vurgulamaktadır. XGBoost ve 

Rastgele Orman modelleri, düşük hata oranları ve yüksek R² değerleriyle öne çıkarken, Rasyonel Kuadratik 

Regresyon beklenen performansı sağlayamamıştır. Çalışmada, model performansını daha güvenilir biçimde 

değerlendirmek için 15 katlı çapraz doğrulama uygulanmıştır. Çapraz doğrulama, modelin yeni verilere karşı 

performansını test ederek aşırı uyumu belirlemeye ve veri setinin tamamından yararlanmaya olanak 

tanımaktadır. Bu yöntem sayesinde, modellerin ortalama performansı ve istikrarı ölçülerek objektif bir 

karşılaştırma sağlanmıştır. Modellerin çapraz doğrulama sonuçları Tablo 5’te sunulmuştur. 

 

Tablo 5. Modellerin 15 Katlı Çapraz Doğrulama Sonuçlarının Metrik Ölçüm Sonuçları 

  
Doğrusal Regresyon 

Rastgele Orman Rasyonel Kuadratik 

Regresyon 

Destek Vektör 

Makinesi 

XGBoost 

RMSE 0.0729 0.0718 0.0767 0.0656 0.0646 

MSE 0.0054 0.0053 0.0061 0.0044 0.0043 

MAE 0.0551 0.0549 0.0575 0.0548 0.0524 

MAPE 0.0800 0.0853 0.0820 0.0797 0.0780 

R² 0.8552 0.8635 0.8399 0.8814 0.8820 

 

Tablo 5’teki 15 katlı çapraz doğrulama sonuçlarına göre, XGBoost modeli en düşük hata oranlarına (0.0646 

RMSE, 0.0043 MSE, 0.0524 MAE, 0.0780 MAPE) ve 0.8820 R² ile en iyi performansı sergilemiştir. Destek 

Vektör Makinesi, 0.0656 RMSE, 0.0044 MSE ve 0.8814 R² ile XGBoost’u yakından takip ederken, Rastgele 

Orman modeli 0.0718 RMSE, 0.0053 MSE ve 0.8635 R² ile güçlü bir performans göstermiştir. Doğrusal 

Regresyon, 0.0729 RMSE ve 0.8552 R² ile orta düzeyde performans sunarken, Rasyonel Kuadratik Regresyon 

en yüksek hata oranlarına (0.0767 RMSE, 0.0061 MSE) ve 0.8399 R² ile en düşük performansa sahiptir. Bu 

bulgular, XGBoost’un doğruluk ve genelleme yeteneği açısından en üstün model olduğunu göstermektedir. 
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Rastgele Orman ve Destek Vektör Makinesi modelleri güvenilir alternatifler sunarken, Rasyonel Kuadratik 

Regresyon modelinin düşük test ve çapraz doğrulama performansı aşırı uyum sorununu işaret etmektedir. Bu 

sonuçlar, model değerlendirmelerinde eğitim, test ve çapraz doğrulama yöntemlerinin önemini 

vurgulamaktadır. XGBoost, diğer modellere kıyasla gradyan artırma algoritmasının hataları iteratif olarak 

düzeltme yeteneği ve hiperparametre optimizasyonundaki esnekliği sayesinde üstün performans göstermiştir. 

Özellikle doğrusal olmayan ilişkileri etkili bir şekilde öğrenmesi ve kritik değişkenlerin etkisini dengeli bir 

şekilde değerlendirmesi, onu Rastgele Orman ve Destek Vektör Makinesi gibi güçlü alternatiflerden ayırmıştır. 

Ayrıca, eğitim ve test setlerindeki düşük hata oranları, modelin genelleme yeteneğini ve aşırı uyum riskine 

karşı dayanıklılığını ortaya koymuştur. 

Bu çalışmada, modellerin tahminlerinde bağımsız değişkenlerin önemini belirlemek için SHAP (SHapley 

Additive exPlanations) analizi uygulanmıştır. SHAP, her bir değişkenin model tahminlerine katkısını 

açıklayarak karar mekanizmalarını şeffaf hale getiren bir tekniktir (Cao, 2024). Bu analiz, değişkenlerin 

göreceli etkilerini ortaya koyarak model değerlendirme sürecinde önemli avantajlar sağlar ve yalnızca 

performans metrikleriyle değil, modelin karar süreçleriyle de güvenilirliğini artırır (Broeck vd., 2022; Yap vd., 

2021). Özellikle karmaşık veri setlerinde en etkili değişkenleri belirlemek, model performansını iyileştirme 

açısından kritik ipuçları sunar. Ayrıca, SHAP analizi, açıklanabilirlik ve şeffaflık sağlayarak modellerin gerçek 

dünya uygulamalarında daha güvenilir ve kabul edilebilir olmasına katkıda bulunur (Zhu vd., 2024). Şekil 4’te 

tüm modellerin test seti üzerindeki SHAP analizi sonuçları gösterilmektedir.  

 

 
Şekil 4. Tüm modellerin test seti üzerindeki SHAP analizi sonuçları 

 

Şekil 4’teki SHAP analizi sonuçlarına göre, Türkiye İthalatı ve Kimyasallar ve Kimyasal Ürünler Üretim 

Endeksi değişkenleri tüm modellerde en yüksek etkiye sahip olup, tahminlere en büyük katkıyı sağlamaktadır. 

Doğrusal Regresyon ve Rastgele Orman modellerinde İmalat Sanayi Üretim Endeksi ve Petrol Varil Fiyatı da 

önemli etki gösterirken, XGBoost modeli tüm değişkenlerin etkisini dengeli dağıtarak özellikle Türkiye İthalatı 

ve Kimyasal Ürünler Üretim Endeksi için yüksek SHAP değerleri elde etmiştir. Destek Vektör Makinesi 

modelinde Aylık Ortalama Dolar Kuru değişkeninin etkisi belirginleşirken, Rasyonel Kuadratik Regresyon 

modeli yine Türkiye İthalatı ve Kimyasal Ürünler Üretim Endeksi değişkenlerini öne çıkarmıştır. Bu bulgular, 

söz konusu değişkenlerin hurda demir çelik ithalatı tahminlerinde kritik rol oynadığını ve SHAP analizinin 

modellerin karar mekanizmalarını şeffaflaştırarak güvenilirliklerini artırdığını göstermektedir. Çalışmanın bir 

sonraki aşamasında, kimyasal madde ithalatı tahmini için en iyi model olarak belirlenen XGBoost 

kullanılmıştır. Tahminlerin yapılabilmesi için bağımsız değişkenlerin gelecekteki değerleri de tahmin 
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edilmiştir. Bu değerler, XGBoost modeli ile tahmin edilip veri setine dahil edilerek, gelecek 12 ayın ithalat 

değerleri tahmin edilmiştir. Gelecek 12 aylık tahmin değerleri Tablo 6'da yer almaktadır. 

 

Tablo 6. XGBoost Modeli ile Bağımsız Değişkenlerin Gelecek 12 Aylık Tahmin Sonuçları 

Dönem Aylık 

Dolar 

Kuru 

Türkiye İthalatı İmalat 

Sanayi 

Üretim 

Endeksi 

Kimyasalların ve 

Kimyasal 

Ürünlerin Üretimi 

Endeksi 

Petrol 

Varil 

Fiyatı 

Kimyasal 

Madde ihracatı 

2024-4 32,41 25,804,759,060 96,6 84,74 93,4 110,381,882 

2024-5 33,27 31,719,102,429 111,9 75,47 100,4 116,719,793 

2024-6 34,52 24,462,028,943 103,4 74,84 90,9 109,600,980 

2024-7 35,63 29,683,466,070 106,6 80,11 89,9 99,806,107 

2024-8 36,70 28,288,467,798 108,5 86,15 96,2 116,993,348 

2024-9 37,85 25,720,133,585 113 93,72 97 108,452,445 

2024-10 38,76 27,552,210,172 116,8 90,6 98,1 112,929,900 

2024-11 39,11 27,474,951,128 113,8 82,94 97 110,752,726 

2024-12 39,77 27,314,796,667 125,1 77,76 94,7 106,238,677 

2025-1 40,68 24,771,192,383 101,2 80,12 98,4 94,022,509 

2025-2 41,47 26,298,371,418 105,1 83,48 100,2 112,601,415 

2025-3 41,83 28,004,749,771 113,5 85,41 108,2 118,507,309 

 

Tablo 6, XGBoost modeli ile yapılan gelecek 12 aylık tahmin sonuçlarını sunmaktadır. Aylık Dolar Kuru 2024 

Nisan’da 32,41 olarak tahmin edilirken, 2025 Mart’ta 41,83’e yükselmesi öngörülmektedir. Türkiye İthalatı, 

Nisan 2024’te 25,8 milyar ABD doları seviyesinden Mayıs 2024’te 31,7 milyar ABD doları'na çıkması 

beklenmektedir. İmalat Sanayi Üretim Endeksi Nisan 2024’te 96,6 olarak tahmin edilirken, Aralık 2024’te 

125,1 seviyesine ulaşacağı öngörülmektedir. Kimyasalların ve Kimyasal Ürünlerin Üretimi Endeksi, Nisan 

2024’te 84,74’ten Eylül 2024’te 93,72’ye yükselmesi beklenmektedir. Petrol Varil Fiyatı, Nisan 2024’te 93,4 

ABD doları seviyesinden 2025 Mart’ta 108,2 ABD doları'na çıkacağı tahmin edilmiştir. Kimyasal Madde 

İhracatı ise Nisan 2024’te 110,4 milyon ABD doları’ndan Mart 2025’te 118,5 milyon ABD doları'na 

yükselmesi öngörülmektedir. Bu tahminler, döviz kuru, üretim endeksleri ve petrol fiyatlarındaki değişimlerin 

ekonomik ve sektörel dinamikleri anlamak için önemli bilgiler sunmaktadır. XGBoost model kullanımı ile 

kimyasal madde ithalatının gelecek 12 ayına yönelik tahminler yapılmıştır. Bu amaçla, bağımsız değişkenlerin 

tahmini değerleri veri setine eklenmiş ve modelin öğrenme kapasitesinden yararlanılarak daha tutarlı tahminler 

elde edilmiştir. Bu yaklaşım, gelecekteki ithalat değerleri hakkında daha güvenilir öngörüler sunmaktadır. 

Tablo 7’de bu tahmin sonuçları gösterilmektedir. 

 

Tablo 7. Kimyasal Madde İthalatı Tahmin Değerleri 

Dönem Kimyasal    Madde 

İthalatı (USD) 

Dönem Kimyasal Madde 

İthalatı (USD) 

2024-4 263,923,947 2024-10 270,043,710 

2024-5 306,606,515 2024-11 273,491,311 

2024-6 248,317,483 2024-12 257,422,155 

2024-7 283,379,514 2025-1 271,035,758 

2024-8 281,767,028 2025-2 281,955,669 

2024-9 256,774,041 2025-3 300,555,026 

 

Tablo 7, XGBoost modeli ile Türkiye’nin kimyasal madde ithalatına yönelik 12 aylık tahminleri sunmaktadır. 

2024 Nisan ayında 263,9 milyon ABD doları olarak tahmin edilen ithalat, Mayıs ayında 306,6 milyon ABD 

doları ile belirgin bir artış göstermekte, Haziran ayında ise 248,3 milyon ABD doları’na düşmektedir. Temmuz 

ve Ağustos aylarında ithalat sırasıyla 283,4 milyon ve 281,8 milyon ABD doları olarak tahmin edilirken, Eylül 

ayında 256,8 milyon ABD doları’na gerilemektedir. Ekim ve Kasım aylarında ithalat 270 milyon ve 273,5 

milyon ABD doları seviyelerine yükselerek yılın en yüksek değerlerine ulaşmaktadır. 2025 Ocak ayında 271 

milyon ABD doları olarak öngörülen ithalat, Şubat ayında 282 milyon ABD doları, Mart ayında ise 300,6 

milyon ABD doları’na çıkarak tekrar artış göstermektedir. Bu tahminler, ithalatta dalgalı bir seyir izleneceğini 

ve özellikle Mayıs ile Mart aylarında belirgin artışlar yaşanacağını göstermektedir. Dalgalanmalar, döviz kuru 
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değişimleri, küresel talep artışı ve yerel ekonomik koşullara bağlı olabilir. Şekil 5’te, yeşil renk gerçek 

değerleri, mavi renk geçmiş tahminleri, sarı renk ise gelecekteki 12 aylık ithalat tahminlerini göstermektedir. 

Bu tahminler, politika yapıcılar ve işletmeler için stratejik planlama açısından önemli bilgiler sunmaktadır.  

 
Şekil 5.  XGBoost modeli ile kimyasal madde ithalat değerlerinin tahminleri ve gelecek 12 aylık öngörüler 

 

5.Sonuç, Tartışma ve Öneriler 

Bu çalışma, Türkiye’nin kimyasal madde ithalatını tahmin etmek için makroekonomik değişkenler kullanarak 

Doğrusal Regresyon, Rastgele Orman, Rasyonel Kuadratik Regresyon, Destek Vektör Makinesi (DVM) ve 

XGBoost modellerini değerlendirmiştir. Analizlerde XGBoost modeli, en düşük hata oranları ve en yüksek R² 

değerleri ile en başarılı performansı sergilemiştir. Rastgele Orman modeli de yüksek doğruluk ve düşük hata 

oranlarıyla güvenilir sonuçlar sunarken, Rasyonel Kuadratik Regresyon modeli aşırı uyum nedeniyle test 

setinde beklenen performansı gösterememiştir. Destek Vektör Makinesi ve Doğrusal Regresyon ise orta 

düzeyde performans sergileyerek karmaşık veri setlerinde yetersiz kalmıştır. SHAP analizi sonuçları, Türkiye 

İthalatı ve Kimyasallar ve Kimyasal Ürünler Üretim Endeksi değişkenlerinin tüm modellerde en yüksek etkiye 

sahip olduğunu ortaya koymuştur. Bu bulgular, makine öğrenmesi yöntemlerinin kimyasal madde ithalatı 

tahmininde geleneksel yöntemlere kıyasla üstün performans sağladığını ve elde edilen sonuçların ekonomik 

stratejiler için yol gösterici nitelikte olduğunu göstermektedir.  

Bu çalışmanın bulguları, literatürdeki benzer çalışmalarla uyumludur. Broeren vd. (2014), temel kimyasal 

üretiminde bölgesel maliyetler ve talep artışını dikkate alarak enerji verimliliği ve iklim politikalarının önemini 

vurgulamıştır. Benzer şekilde, bu çalışmada Türkiye İthalatı ve Kimyasallar ve Kimyasal Ürünler Üretim 

Endeksi’nin kimyasal madde ithalatı üzerindeki kritik etkisi ortaya konmuştur. Li ve Li (2022), PSO-BP sinir 

ağı modeliyle Çin’in kimyasal ihracat tahmininde yüksek doğruluk elde etmiş; bu çalışmada da XGBoost 

modeli benzer şekilde karmaşık ithalat tahminlerinde üstün performans göstermiştir. Pisuttinusart vd. (2022) 

ise Tayland’ın kimyasal gübre ithalatını SARIMA modeliyle analiz etmiş ve talep değişkenliklerini 

incelemiştir. Bu çalışmada ise daha geniş bir makroekonomik değişken seti kullanılarak modeller 

karşılaştırılmış ve kimyasal madde ithalatı tahmin edilmiştir. Modellerin test ve çapraz doğrulama sonuçları 

karşılaştırıldığında, XGBoost modelinin eğitim, test ve çapraz doğrulama setlerinde tutarlı performansı, 

genelleme yeteneğini ve güvenilirliğini kanıtlamaktadır. Buna karşın, doğrusal regresyon ve Rasyonel 

Kuadratik Regresyon gibi modellerde görülen test ve çapraz doğrulama farklılıkları, bu modellerin aşırı uyum 

riskine ve karmaşık ilişkileri yeterince öğrenememesine işaret etmektedir. Bu durum, modellerin genelleme 

kapasitesini değerlendirirken test ve çapraz doğrulama sonuçlarının kritik önemini vurgulamaktadır. 

Bu çalışma, Türkiye’nin kimyasal madde ithalatını tahmin etmek için makine öğrenmesi ve topluluk öğrenme 

yöntemlerini kullanarak literatüre önemli bir katkı sağlamaktadır. Türkiye özelinde geniş bir veri seti ve çeşitli 

makroekonomik değişkenlerin kullanılması, çalışmanın yenilikçi yönüdür. Daha önceki çalışmalar genellikle 

tek bir model veya belirli kimyasal ürünlere odaklanırken, bu çalışma farklı yöntemleri karşılaştırarak en iyi 

tahmin modelini belirlemiştir. COVID-19 pandemisi (2020-2021), enerji fiyatlarındaki artış (2021-2022) ve 

Rusya-Ukrayna savaşı (2022) gibi olağandışı olaylar, ithalat hacimlerinde ani değişimlere yol açmış ve 

XGBoost modeli bu karmaşık desenleri başarıyla yakalamıştır. Modelin gradyan artırma algoritması sayesinde 

ani değişimlere uyum sağlama yeteneği ve geniş makroekonomik değişken setini dikkate alması, tahmin 
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doğruluğunu artırmıştır. Ayrıca, hiperparametre optimizasyonu ile aşırı uyum sorunu önlenmiş, modelin genel 

performansı iyileştirilmiştir. Bu bulgular, XGBoost’un esnekliği ve karmaşık veri ilişkilerini öğrenme 

kapasitesini vurgularken, çalışma politika yapıcılar için stratejik planlamada önemli bir referans niteliği 

taşımaktadır. Bu çalışmanın bazı kısıtlılıkları bulunmaktadır. Rasyonel Kuadratik Regresyon gibi bazı 

modeller, aşırı uyum sorununa yatkın olup genelleme yeteneğini zayıflatabilir, özellikle küçük veri setlerinde 

bu durum daha belirgin hale gelir. Ayrıca, modellerin eğitimi yüksek hesaplama gücü gerektirdiğinden, 

donanım ve yazılım kaynaklarının yetersizliği büyük veri setleri üzerinde kısıt oluşturabilir. Çalışma, XGBoost 

ve Rastgele Orman modellerinin üstün performansını vurgularken, model seçiminde dikkatli olunması ve 

hiperparametre optimizasyonunun titizlikle yapılması gerektiğini önermektedir. Türkiye İthalatı ve 

Kimyasallar ve Kimyasal Ürünler Üretimi Endeksi gibi kritik değişkenlerin dahil edilmesi önemlidir. 

Gelecekteki çalışmalar, daha geniş veri setleri kullanarak performansı artırmalı, bağımsız değişken çeşitliliğini 

artırmalı ve farklı sektör verilerini entegre etmelidir. Ani ekonomik ve politik değişimlere karşı senaryo 

analizleri ve stres testleri yapılmalı, esnek ve dayanıklı modeller geliştirilmelidir. Ayrıca, veri analitiği 

konusunda sürekli eğitim, uluslararası işbirliği ve veri paylaşımı teşvik edilmeli; büyük veri setlerinin işlenmesi 

için yüksek performanslı bilgisayar sistemlerine ve bulut tabanlı çözümlere yatırım yapılmalıdır. Bu öneriler, 

Türkiye'nin kimyasal madde ithalatı tahminlerinde model doğruluğunu ve güvenilirliğini artırmaya katkı 

sağlayacaktır. Kimyasal madde ithalat tahminleri; döviz rezerv yönetimi, dış ticaret dengesi ve stratejik ithalat 

politikalarının oluşturulmasında önemli rol oynamaktadır. Ayrıca, bu tahminler sanayi planlaması, hammadde 

tedariki ve maliyet optimizasyonu süreçlerinde işletmelere rehberlik edebilir. Elde edilen tahmin sonuçları, 

ekonomik ve ticari planlamalarda kullanılmalıdır. Politika yapıcılar, bu tahminleri dikkate alarak, dış ticaret 

politikalarını ve stratejik planlamalarını geliştirebilirler. İş dünyası ise tedarik zinciri yönetimi, stok kontrolü 

ve maliyet optimizasyonu konularında bu tahminlerden faydalanabilir. Sonuç olarak, bu çalışma, makine 

öğrenmesi ve topluluk öğrenme yöntemlerinin kimyasal madde ithalatı tahminlerinde etkin bir şekilde 

kullanılabileceğini ve bu yöntemlerin doğru tahminler sağladığını göstermektedir. Bu bulgular, politika 

yapıcılar ve iş dünyası için değerli bilgiler sunmakta ve gelecekteki çalışmalar için sağlam bir temel 

oluşturmaktadır. 
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