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ÖZET 

Endüstri 4.0 kavramıyla birlikte son yıllarda birçok iş kolu farklı dijital çözümleri çalışma sahalarına entegre 

etmektedir. İş güvenliği konusu dijital çözümlerin konu edindiği en yaygın başlıklardan biridir. Çalışma sahasında iş 

güvenliğini riske atması muhtemelen unsurların tespiti ve takibi, kazaların ve iş gücü kayıplarının önlenmesi için 

önem arz etmektedir. Bu çalışmada, şantiye ortamlarında işçi güvenliği ve denetim süreçlerinin dijitalleştirilmesine 

katkı sağlamak amacıyla geliştirilen, derin öğrenme tabanlı bir nesne tespit ve takip sistemi sunulmaktadır. Bu 

amaçla, ilk olarak baret, telefon ve sigara görsellerinden oluşan bir veri seti oluşturulmuştur ve çeşitli açılar, ışık 

koşulları ve senaryolar dikkate alınarak veri seti üzerinde genişletme ve dengeleme işlemleri uygulanmıştır. Daha 

sonra, derin öğrenme tabanlı YOLO-v8 algoritması ile gerçek zamanlı nesne tespiti yapmak üzere çeşitli hiper-

parametreler ile model eğitimleri gerçekleştirilmiştir. Aynı zamanda, DeepSORT algoritması önerilen sisteme 

entegre edilerek başarım testleri yapılmıştır. Son olarak, kayıp fonksiyonlarına (konumlandırma kaybı, sınıflandırma 

kaybı, dağılım odaklı kayıp) ve yaygın nesne tespit ve takip metriklerine (kesinlik, duyarlılık, mAP, FPS, IDF1, IDs, 

MOTA, MOTP) göre elde edilen başarım değerleri literatürde yer alan çeşitli veri setleri üzerinde eğitilmiş farklı 

derin öğrenme modelleri ile karşılaştırılmıştır. Elde edilen bulgular, önerilen sistemin yüksek doğruluk oranı ile 

gerçek zamanlı izleme ve otomatik denetim uygulamaları için etkin şekilde kullanılabileceğini göstermektedir. 

Anahtar Kelimeler: Derin öğrenme, DeepSORT, Endüstri 4.0, nesne tespiti ve takibi, YOLO-v8.   

ABSTRACT 

In the era of Industry 4.0, many businesses have been integrating different digital solutions into their work sites 

recently. The subject of occupational safety is one of the topics covered by digital solutions. Detection and tracking 

of elements that are likely to endanger occupational safety in the work site are important for preventing accidents 

and workforce losses. In this study, a deep learning-based object detection and tracking system developed to 

contribute to the digitalization of worker safety and inspection processes in construction site environments is 

presented. For this purpose, firstly, a dataset consisting of helmet, phone and cigarette images is created, expanded 

and balanced by considering various angles, light conditions and scenarios. Then, models are trained with respect to 

varying hyper-parameters to perform real-time object detection with the deep learning-based YOLO-v8 algorithm. 

Meanwhile, the DeepSORT algorithm is integrated into the proposed system and performance tests are performed. 

Finally, performance values obtained according to loss functions (positioning loss, classification loss, distribution-

oriented loss) and common object detection and tracking metrics (precision, recall, mAP, FPS, IDF1, IDs, MOTA, 

MOTP) were compared with different deep learning models trained on various datasets found in the literature. The 

findings show that the proposed system can be used effectively for real-time monitoring and automatic control 

applications with high accuracy. 

Keywords: Deep learning, DeepSORT, Industry 4.0, object detection and tracking, YOLO-v8. 
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GİRİŞ 

Endüstri 4.0, son yıllarda sanayi ve üretim alanlarında dijitalleşmeyi merkeze alarak yeni nesil teknolojilerin iş 

sahalarına entegrasyonunda öne çıkmaktadır (Gedik, 2021). Nesnelerin İnterneti (IoT), yapay zeka, görüntü işleme 

gibi teknolojiler, yalnızca üretim verimliliğini artırmakla kalmayıp, aynı zamanda iş sağlığı ve güvenliği gibi ikincil 

alanlarda da verimliliğe ve iyileştirmelere olanak tanımaktadır (Soydan, 2022; Şahin ve Topaloglu, 2021). Özellikle 

tehlikeli ve yüksek risk içeren iş sahalarında, dijital gözetim, gerçek zamanlı izleme ve proaktif müdahale gibi 

uygulamalar sayesinde iş kazalarının önlenmesi mümkün hale gelmektedir. Böylece, iş güvenliğini reaktif bir 

süreçten çıkararak, önleyici ve sürdürülebilir bir yapıya dönüştürülmesini sağlamaktadır. Bu nedenle, Endüstri 4.0’ın 

sunduğu dijital çözümlerin iş güvenliği konusunda pratiğe dönüşmesi, hem çalışan sağlığının korunması hem de 

kurumsal risk yönetiminin etkinliği açısından oldukça önemlidir. 

 

Endüstriyel üretim alanlarında, özellikle de inşaat ve fabrika gibi yüksek risk içeren sahalarda, iş güvenliği 

kurallarının denetlenmesi hayati bir önem arz etmektedir. Gelişen teknolojiye rağmen iş kazalarının büyük bir 

bölümü hâlâ kişisel koruyucu donanım (KKD) eksikliği, dikkat dağınıklığı veya mobil cihaz kullanımı gibi insan 

kaynaklı hatalardan kaynaklanmaktadır (Çavdar vd., 2022; Gözüak ve Ceylan, 2021). Uluslararası Çalışma 

Örgütü’ne (ILO) göre her yıl 2.3 milyon kişi iş kazaları veya meslek hastalıkları nedeniyle hayatını kaybetmektedir 

(Greenfield, 2020). Bu kazaların büyük çoğunluğu önlenebilir nitelikte olup, etkili bir denetim mekanizması ile ciddi 

ölçüde azaltılabilir durumdadır. Bu bağlamda, sahada sigara kullanımı gibi yasak davranışların tespiti, baret takmama 

gibi KKD eksikliklerinin belirlenmesi ve cep telefonu kullanımı gibi dikkat dağıtıcı unsurların izlenmesi, sadece 

yasal düzenlemelere uyum için değil, aynı zamanda işçi sağlığı ve üretkenliğin artırılması açısından da kritik öneme 

sahiptir. 

 

Son yıllarda bilgisayarla görü (computer vision) ve derin öğrenme (deep learning) teknolojilerinde yaşanan 

ilerlemeler, güvenlik uygulamalarında manuel denetimlerin yerini otomatik sistemlerin almasını mümkün kılmıştır. 

Özellikle nesne tespiti (object detection) algoritmaları, görüntü üzerinde belirli nesneleri tanımlayıp 

konumlandırabilme yeteneği sayesinde birçok sektörde yaygın olarak kullanılmaya başlanmıştır (Ornek ve Ceylan, 

2024). Öte yandan, Endüstri 4.0 kapsamında ele alınan dijitalleşme çabaları, bu tür yöntemlerin kullanımı için doğal 

gereksinim olan görüntü yakalayıcı kamera gibi cihazların çalışma sahalarında mevcudiyetini sağlamaktadır. Buna 

göre, iş sağlığı ve güvenliği noktasında önerilecek dijital çözümlerin uygun tekniklerle pratikte uygulanabilir hale 

gelmesi son derece kolaylaşmıştır. Bu doğrultuda, You Only Look Once (YOLO) mimarisi, gerçek zamanlı 

performansı ve yüksek doğruluğu nedeniyle literatürde sıkça tercih edilen bir yapı olarak karşımıza çıkmaktadır 

(Bekçioğulları vd., 2025). Özellikle iş güvenliği odaklı nesne tespiti çalışmalarında, YOLO tabanlı derin öğrenme 

modellerinin yaygın olarak tercih edildiği görülmektedir. Örneğin, YOLO-v5 tabanlı yaklaşımlar ile gerçek zamanlı 

baret tespiti için performans ve doğruluk açısından başarılı sonuçlar elde edildiği gösterilmektedir (Liu vd., 2024). 

Benzer şekilde, YOLO-v8 tabanlı modellerin, karmaşık ortamlarda küçük nesnelerin tespitinde önemli iyileştirmeler 

sağlayarak yüksek doğruluk değerlerine ulaştığı gösterilmektedir (Song vd., 2024). Bir diğer çalışmada, YOLO-v8’in 

en güncel ve en yaygın kullanılan YOLO versiyonlarından biri olduğu; ölçeklenebilirliği, düşük gecikme süresi ve 

daha iyi genel doğruluk performansıyla endüstriyel uygulamalarda geniş kullanım potansiyeli sunduğu ortaya 

konmaktadır (Zong vd., 2023). Ayrıca, YOLO-v8 tabanlı yöntemlerin dikkat mekanizmaları ve çok ölçekli özellik 

çıkarımı ile daha da geliştirilerek özellikle karmaşık iş sahalarında yüksek başarı sağladığı raporlanmaktadır (Lin, 

2024).  

 

Öte yandan, gerçek zamanlı uygulamalarda nesne tespiti tek başına yeterli değildir. Tespit edilen nesnelerin zaman 

içerisinde izlenebilmesi, aynı nesnenin tekrar sayılmasının önlenmesi ve davranış analizlerinin yapılabilmesi için 

nesne takip sistemlerine ihtiyaç duyulmaktadır. Buna bağlı olarak, nesne tespiti ile birlikte takip (tracking) 

bileşenlerinin entegre edildiği çalışmalar da giderek artmaktadır. DeepSORT algoritması, tespit edilen nesnelerin 

kimliklendirilmesi ve zamansal sürekliliğinin sağlanması açısından öne çıkan bir yöntemdir (Pereira vd., 2022). 

YOLO tabanlı tespit ile DeepSORT gibi takip algoritmalarının birlikte kullanıldığı sistemler, video akışlarında nesne 

sürekliliğini sağlamakta ve iş güvenliği ihlallerinin daha güvenilir şekilde izlenmesine olanak tanımaktadır (Zhang 

vd., 2025). Bu çalışmalar, gerçek zamanlılık ve doğruluk arasında denge kuran tek aşamalı dedektörlerin endüstriyel 

uygulamalar için uygun olduğunu ortaya koymaktadır. 

 

Tüm bu gerekçeler göz önüne alındığında, önerilen çalışma, literatürdeki mevcut yaklaşımlarla uyumlu bir çerçeve 

sunmak üzere YOLO-v8 tabanlı nesne tespiti ile DeepSORT takip algoritmasını birlikte kullanmayı önermektedir. 
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Ayrıca, veri seti tasarımı, çoklu nesne sınıfı (kişisel koruyucu donanım ve dikkat dağıtıcı unsurlar) ve gerçek zamanlı 

uygulama senaryosu açısından literatüre özgün katkılar sağlamaktadır. 

Literatür Taraması 

YOLO-v8 2023 yılında kullanılmaya başlanmıştır ve önceki YOLO sürümlerine göre daha optimize edilmiş ve 

modernleştirilmiş bileşenlere sahiptir. Bu yönüyle geleneksel evrişimsel sinir ağı temelli gelişmiş nesne tespiti 

tekniklerinin bir birleşimini temsil eder ve kendinden önceki versiyonlara göre mimari açıdan birçok yenilik içerir. 

Bu yenilikler nesne tespitinin yanı sıra, özellikle yüzey kusuru tespiti için endüstriyel gereksinimler içeren 

uygulamalarda son derece başarılı sonuçlar vermektedir (Hussain, 2023). Öte yandan, görüntü üzerinde nesne tespiti 

ve görüntü sınıflandırmada birçok farklı amaç için kullanılmaktadır. Örneğin, literatürde yapılan araştırmalara göre, 

orman yangını tespitinde önceki YOLO modellerine göre yangın tespiti başarımı çok daha yüksektir (Talaat ve 

ZainEldin, 2023). Benzer şekilde, endüstriyel ve savunma sanayi uygulamalarından insansız hava aracı tespitinde 

başarıyla kullanılmaktadır (Bao, 2024; Kim vd., 2023). Özellikle küçük boyutlu nesnelerin tespitinde diğer modeller 

yüksek kayıp fonksiyonu değerleri üretirken, YOLO-v8 mimarisi üzerinde eğitilen modellerin kayıp fonksiyonu 

çıktılarını düşük ve stabil hale getirdiği görülmektedir (Wang vd., 2025). Bu durum, hayvancılıkta gibi sektörlerde 

belirli bir alanda yer alan tekil bir türe ait hayvan sayısının sayılması gibi amaçlarla kullanılmasını sağlar. Bu 

kapsamda, büyük bir alanı içeren bir çayır ekosisteminde toplam koyun sayısını YOLO-v8 ile başarılı bir şekilde 

sayılabildiği sayısal analizlerle literatürde gösterilmektedir (Fang vd., 2024).  Benzer şekilde, elektrik iletim 

hatlarında kuş yuvası tespiti ve olası kısa devre sorunlarının önüne geçilmesi için başarıyla kullanılmaktadır (Xiang 

vd., 2024). Endüstriyel uygulamalarda ise bir üretim hattı boyunca uzanan nesneler arasında yabancı madde tespiti 

yaygın ve başarılı bir pratik olarak karşımıza çıkmaktadır (Wang ve Liang, 2024). 

 

Endüstri 4.0 için kullanılan gerçek zamanlı dijital çözümlerde nesne tespitinin yanı sıra nesne takibi ve zamansal 

davranışı önem arz etmektedir. Bu nedenle, günümüzde nesne tespiti ve takibi alanında öğrenme tabanlı yöntemler, 

gerçek zamanlı uygulamalarda yüksek doğruluk ve hız gereksinimlerini karşılamak amacıyla birlikte 

kullanılmaktadır. DeepSORT algoritması nesne takibi için yaygın kullanılan algoritmalardan biridir ve farklı YOLO 

modelleri ile birlikte kullanılmaya elverişlidir (Du vd., 2023; Azhar vd., 2020). Öte yandan, YOLO-v8’in kullanıldığı 

bazı çalışmalarda, tespit doğruluğunun yüksek olmasına rağmen izleme modülünün eksikliği nedeniyle hareketli 

nesnelerin kimliklerinin korunmasında zorluklar yaşandığı rapor edilmiştir (Sharma vd., 2023). DeepSORT 

algoritmasının kullanıldığı çalışmalarda izleme başarısının büyük ölçüde detektörün doğruluğuna bağlı kaldığı, 

düşük kaliteli tespitlerin izleme performansını sınırladığı belirtilmiştir (Punn vd., 2020). YOLO-v8 ve DeepSORT 

algoritmalarının birlikte kullanıldığı güncel çalışmalarda ise, insan takibi (Sheng vd., 2024), tarımsal uygulamalar 

(Duong-Trung ve Duong-Trung, 2024) ve hayvan davranışı analizi (Yu vd., 2024) gibi çeşitli alanlarda bu iki 

yöntemin birleşiminin başarılı bir şekilde uygulandığı gösterilmiştir. 

 

Söz konusu yöntemlerin sunduğu avantajların yanı sıra bazı sınırlılıkları da bulunmaktadır. YOLO-v8 mimarisi, tek 

aşamalı (one-stage) yapısı sayesinde yüksek çıkarım hızı (FPS) ve gerçek zamanlı uygulamalara uygunluk açısından 

önemli bir avantaj sunarken, özellikle karmaşık sahnelerde ve yoğun örtüşen nesnelerin bulunduğu durumlarda yanlış 

pozitif ve yanlış negatif tespitlere duyarlı olabilmektedir. Bununla birlikte, modelin yüksek performans elde 

edebilmesi için geniş ve dengeli etiketlenmiş veri setlerine ihtiyaç duyması, veri toplama ve etiketleme maliyetlerini 

artıran bir unsur olarak değerlendirilmektedir. DeepSORT algoritması ise nesne kimliklerinin zamansal olarak 

korunması ve ID değişimlerinin azaltılması açısından güçlü bir yapı sunmasına rağmen, hesaplama maliyetinin 

artmasına ve özellikle düşük FPS değerlerine sahip sistemlerde gecikmelere neden olabilmektedir. Ayrıca, 

DeepSORT’un izleme başarımının büyük ölçüde kullanılan dedektörün doğruluğuna bağlı olması, hatalı veya eksik 

tespitlerin zincirleme biçimde izleme performansını düşürmesine yol açabilmektedir. Buna karşın, YOLO-v8 ve 

DeepSORT algoritmalarının birlikte kullanımı, yüksek doğruluk, kararlı izleme ve gerçek zamanlı çalışma 

gereksinimlerini aynı anda karşılayabilmesi sayesinde Endüstri 4.0 kapsamında geliştirilen akıllı izleme, güvenlik ve 

otomasyon sistemleri için dengeli ve uygulanabilir bir çözüm sunmaktadır. 

Önerilen Katkı 

Yukarıda belirtilen motivasyonlar göz önüne alındığında, bu çalışmada, YOLO-v8 ve DeepSORT algoritmalarının 

entegrasyonu ile iş sağlığı ve güvenliği için dijital bir sistem önerilmektedir. Önerilen sistem, baret, telefon ve sigara 

görüntülerinden oluşan bir veri seti üzerinde sınanarak başarım sonuçları paylaşılmaktadır. Çalışmanın katkıları 

aşağıda madde madde belirtilmektedir: 

• Baret, telefon ve sigara görüntülerinden oluşan ve 6.000 adet görüntü içeren özgün bir veri seti 

oluşturulmaktadır. 
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• YOLO-v8 ile elde edilen veri seti üzerinde farklı hiper-parametreler kullanarak modeller eğitilmekte 

ve çeşitli kayıp fonksiyonlarına göre başarım analizi ortaya konmaktadır. 

• YOLO-v8 ve DeepSORT algoritmalarını birlikte kullanarak gerçek zamanlı nesne tespiti ve takibi 

yapan pratik bir uygulama ortaya konmaktadır. 

Çalışmanın geri kalanı şu şekilde organize edilmiştir: Çalışmada kullanılan materyal ve yöntem ikinci bölümde 

açıklanmaktadır. Çalışmadan elde edilen bulgular üçüncü bölümde ele alınıp tartışılmaktadır. Son olarak, çalışma, 

dördüncü bölümde gelecek yönlerine değinilerek sonuçlandırılmaktadır. 

MATERYAL ve YÖNTEM 

Çalışmada önerilen yaklaşım ile kullanılan materyal ve yöntem Şekil 1 ile verilen akış diyagramında 

gösterilmektedir. Buna göre, iş güvenliği için önerilen gerçek zamanlı nesne tespit ve takip sistemi üç ana adımdan 

oluşmaktadır. İlk olarak veri seti oluşturmaya yönelik işlemler sırasıyla ele alınmaktadır. Daha sonra, derin öğrenme 

ile gerçek nesne tespiti ve takibi yapmak üzere gerekli işlemler gerçekleştirilmektedir. Son olarak, önerilen yöntemin 

performans incelemesi bir dizi parametre üzerinden yapılarak elde edilen bulgular analiz edilmekte ve 

tartışılmaktadır. 

 

Şekil 1. Önerilen Yaklaşım ile Kullanılan Materyal ve Yönteme İlişkin Akış Diyagramı 



KSÜ Mühendislik Bilimleri Dergisi, 29(2), 2026                     935 KSU J Eng Sci, 29(2), 2026 

Araştırma Makalesi  Research Article 

M. Koçoğlu, Y. Özçevik 

 

Veri Seti Oluşturma 

Çalışmada, kişisel koruyucu donanım kullanımını ve dikkat dağıtıcı nesneleri tespit edebilecek derin öğrenme tabanlı 

bir sistemin eğitilebilmesi amacıyla üç temel nesne sınıfı belirlenmiş ve bu sınıflara ilişkin görüntüler barındıran bir 

veri seti oluşturulmuştur. Ele alınan veri seti baret, telefon ve sigara nesnelerinin her birinden 2000’er adet olmak 

üzere toplam 6.000 adet görüntü içermektedir. Her bir sınıf için farklı kaynaklardan toplanan görüntüler literatürde 

yaygın olarak tercih edilen ve açık lisans politikalarıyla araştırma amaçlı güvenilir veri paylaşımı sunan Kaggle, 

Roboflow ve Roboflow Universe platformlarından hem çeşitlilik hem de gerçekçiliği artırmak amacıyla manuel 

olarak seçilmiş ve temsili örnekler bir araya getirilmiştir. Veri setindeki görseller; farklı açılar, ışık koşulları ve 

sahneler içerecek şekilde düzenlenmiş olup, sistemin genelleme kabiliyetinin artırılması ve bu veri seti üzerinde 

eğitilecek modellerin sahada uygulanabilirliği hedeflenmiştir. Veri setindeki veriler yarı otomatik olarak 

etiketlenmiştir. Etiketleme doğruluğunu sağlamak amacıyla çok aşamalı bir kalite kontrol süreci uygulanmıştır. İlk 

aşamada, etiketleme işlemleri CVAT ve LabelImg araçları kullanılarak gerçekleştirilmiştir. Ardından, her bir görüntü 

manuel olarak gözden geçirilmiş ve hatalı veya eksik etiketler düzeltilmiştir. Ek olarak, rastgele seçilen bir alt küme 

üzerinde ikinci bir kontrol süreci uygulanarak etiket tutarlılığı doğrulanmıştır. Bu süreçte sınıf etiketleri ve nesne 

konumlarının (bounding box) doğruluğu sistematik olarak denetlenmiş ve veri setinin güvenilirliği artırılmıştır. 

Etiketleme süreci tamamlandıktan sonra veri seti, eğitim, doğrulama ve test alt kümelerine ayrılmıştır. Her bir alt 

kümede farklı sınıflardan benzer sayılarda ve rastgele olmak üzere sırasıyla %80, %5 ve %15 oranında görsel 

bulunmaktadır. Veri çeşitliliğini ve model genellemesini artırmak amacıyla veri üzerinde veri artırma işlemleri 

(döndürme, yansıtma ve yeniden boyutlandırma) uygulanmıştır. Baret sınıfının veri seti ve etiketlenmesi sabit tutulup 

sigara ve telefon sınıflarının etiketlenme aşamasında etiket isimleri toplu nesne modeli eğitimi için değiştirilip baret 

ile entegre olacak şekilde düzenlenmiştir. Ayrıca telefon ve sigara veri setlerinin toplam sayısı 2000 adet olabilmesi 

için 2 nesnenin veri setine de 3’er adet döndürme, yansıtma ve yeniden boyutlandırma olmak üzere 500’er adet 

fotoğrafa veri artırma (data augmentation) uygulanmıştır. Bu sayede her sınıfın 2000’er adet görüntüsü 

bulunmaktadır. Baret sınıfına uygulanmama sebebi ise halihazırda baret sınıfının düzgün ve sistematik bir 2000 

görüntülük veri seti bulunmasıdır. Model eğitimi sürecinde tutarlı bir giriş boyutu sağlamak amacıyla tüm görüntüler 

standart bir çözünürlüğe ölçeklenmiştir. Bu amaçla, çalışmada kullanılan derin öğrenme mimarisi olan YOLO-v8 

modelinin gereksinimlerine uygun olarak tüm görüntüler 640x640 piksel çözünürlüğe yeniden boyutlandırılmıştır. 

Görüntülerin yeniden boyutlandırma işleminde "aspect ratio" korunarak "padding" uygulanmış, bu sayede nesne şekil 

bozulmaları engellenmiştir. Böylece modelin farklı ölçekteki nesneleri tutarlı biçimde öğrenmesi hedeflenmiştir. 

Şekil 2’de, çalışmada oluşturulan özgün veri setine ait örnek birleştirilmiş görüntüler sunulmaktadır. 

 

 

Şekil 2. Veri Setinde Yer Alan Örnek Görüntüler 
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Derin Öğrenme ile Gerçek Zamanlı Nesne Tespiti 

Çalışmada nesnelerin gerçek zamanlı tespiti ve takibi için YOLO-v8 algoritması kullanılmıştır. YOLO-v8, tek 

aşamalı nesne algılama mimarisi ile yüksek hız ve doğruluk dengesi sunan güncel bir modeldir. Bu mimari sayesinde, 

görüntüler üzerinde nesnelerin sınıflandırılması ve konumlandırılması eş zamanlı olarak gerçekleştirilmektedir 

(Hussain, 2023). Modelin sahaya uyarlanabilirliğini artırmak için farklı ışıklandırma koşulları, perspektifler ve ortam 

çeşitliliği gözetilerek kapsamlı ve dengeli bir veri seti oluşturulmuştur. Veri setinde dengeli dağılım sağlanması, 

modelin aşırı öğrenme (overfitting) riskini azaltırken, farklı nesne boyutları ve açılarının modellenmesini mümkün 

kılmıştır. Eğitim sürecinde, modelin performansını artırmak amacıyla hiper-parametre ayarlamaları dikkatle 

yapılmıştır. Öğrenme oranı, batch büyüklüğü ve epoch sayısı gibi kritik parametreler optimize edilerek modelin hem 

doğruluk hem de genel stabilitesi iyileştirilmiştir. Eğitilmiş YOLO-v8 modeli, gerçek zamanlı video kaynağından 

gelen görüntüler üzerinde çalıştırılarak hedef nesnelerin tespiti gerçekleştirilmiştir. Bu amaçla, nesne tespiti 

sonrasında DeepSORT algoritması entegre edilerek her nesneye tekil bir kimlik numarası (ID) atanmış ve zamansal 

takibi sağlanmıştır. Sistem aynı zamanda ID bazlı sayım ve kayıt mekanizması ile nesnelerin tekrar sayılmasının 

önüne geçmiştir. Ayrıca, görüntüler üzerine çizilen sınıf kutuları ve sayılar sayesinde kullanıcıya görsel olarak anlık 

geri bildirim sunulmaktadır. 

 

YOLO (You Only Look Once), nesne tespiti alanında devrim yaratan tek aşamalı bir derin öğrenme yöntemidir. 

Geleneksel iki aşamalı yöntemlerin aksine, YOLO görüntüyü tek bir ileri besleme (forward pass) ile işler ve 

nesnelerin hem konumlarını hem de sınıflarını aynı anda tahmin eder (Jiang vd., 2022). Bu yaklaşım, gerçek zamanlı 

uygulamalarda kritik öneme sahip yüksek hız ve düşük gecikme süresi sağlamaktadır. YOLO mimarisi, görüntüyü 

sabit sayıda ızgara hücresine böler ve her hücre için birden fazla nesne tahmini üretir. Bu tahminler, konum (bounding 

box koordinatları), nesne varlığı olasılığı ve sınıf olasılıklarını içerir. Bu çalışmada kullanılan YOLO-v8, bu 

mimarinin en güncel versiyonlarından biri olup, önceki sürümlere kıyasla mimari optimizasyonlar ve gelişmiş kayıp 

fonksiyonlarıyla doğruluk ve hız performansını artırmıştır. Özellikle dağılım odaklı kayıp fonksiyonu kullanımı, sınır 

kutusu tahminlerinin hassasiyetini artırarak daha doğru konumlandırma sağlamaktadır (Lu vd., 2024). Ayrıca YOLO-

v8, ölçeklenebilir yapısı sayesinde farklı donanım kapasitelerine uygun modeller sunabilmekte ve sahada gerçek 

zamanlı uygulamalara uygunluğu ile ön plana çıkmaktadır. Bu özellikler, YOLO-v8’in endüstriyel güvenlik, 

otomatik denetim ve saha gözetim sistemleri gibi yüksek hız ve doğruluk gerektiren uygulamalarda tercih edilmesinin 

başlıca nedenlerini oluşturur. 

 

Çalışmada YOLO-v8 mimarisi üzerinde eğitilen evrişimsel sinir ağına ilişkin detaylar Şekil 3 ile gösterilmektedir. 

Model toplamda 365 katmandan oluşmakta, yaklaşık 68 milyon eğitilebilir parametre içermekte ve yaklaşık 258 

GFLOPs hesaplama yoğunluğuna sahiptir. Modelin giriş katmanı, üç kanallı RGB görüntülerden oluşan 640×640 

piksel boyutundaki görüntüleri işlemektedir. Backbone kısmı, CSPDarknet mimarisi üzerine inşa edilmiştir ve burada 

sırasıyla Conv, Bottleneck, C2f gibi katmanlar kullanılarak derin öznitelik çıkarımı yapılmaktadır. Bu yapı, daha 

önceki YOLO sürümlerine kıyasla daha düşük gecikme süresiyle daha fazla katman derinliği sağlamaktadır (Hussain, 

2023). Backbone'dan elde edilen çok düzeyli öznitelikler, SPPF (Spatial Pyramid Pooling - Fast) katmanı ile farklı 

ölçeklerde özetlenmekte ve ardından FPN (Feature Pyramid Network) ile yukarı yönlü, PANet (Path Aggregation 

Network) ile aşağı yönlü bilgi akışı sağlanmaktadır. Bu Neck yapısı, küçük, orta ve büyük ölçekli nesnelerin daha 

tutarlı biçimde tespit edilmesini mümkün kılmaktadır. Son olarak, Detect katmanı, üç farklı ölçekte tahminleme 

yaparak (P3, P4, P5 seviyeleri) her bir çerçevede sınıf olasılıklarını ve nesne koordinatlarını tahmin eder. Model, 

gerçek zamanlı video akışlarında düşük gecikmeli çalışmayı hedeflemesiyle birlikte, optimize edilmiş E-ELAN 

(Extended Efficient Layer Aggregation Network) yapısı sayesinde yüksek doğruluk oranlarına ulaşmaktadır. Bu 

mimari, çalışma kapsamında özel olarak toplanan baret, telefon ve sigara görüntülerini içeren veri kümesi üzerinde 

eğitilerek, şantiye ortamındaki güvenlik ekipmanlarının etkin şekilde denetlenmesini sağlamaktadır. 

 

Çalışmada önerilen sistem için nesne tespiti tek başına yeterli olmayıp, sahadaki nesnelerin zamansal sürekliliğinin 

sağlanması da gereklidir. Bu amaçla, tespit edilen nesnelerin doğru şekilde takip edilmesi ve aynı nesnenin farklı 

zaman dilimlerinde tekrar sayılmasının engellenmesi için DeepSORT (Deep Simple Online and Realtime Tracking) 

algoritması önerilen sisteme entegre edilmiştir. DeepSORT, nesne takibi için geliştirilmiş etkin ve yaygın kullanılan 

bir algoritmadır (Pereira vd., 2022). Nesne tespiti sonuçlarını kullanarak, kareler arasında nesnelerin sürekliliğini 

korumayı amaçlar. Algoritmanın temelinde Kalman filtresi ile hareket tahmini ve derin öğrenmeye dayalı görünüş 

(appearance) özellikleri ile nesnelerin yeniden tanımlanması (re-identification) bulunmaktadır. Kalman filtresi, 

nesnenin bir önceki konum ve hız bilgilerine dayanarak bir sonraki karedeki olası pozisyonunu tahmin ederken, derin 

öğrenme tabanlı görünüş tanımlayıcıları nesnenin görsel özelliklerini çıkarır. Bu iki bileşen birleştirilerek, hem 
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hareket hem de görünüş bilgisi bazında nesneler arası eşleştirme (data association) yapılır. Bu yaklaşım, hareket 

halinde olan nesnelerin doğru şekilde takip edilmesini sağlar ve benzer görünümlü nesnelerin karışmasını önler. Bu 

sayede nesneleri kareler arasında takip edebilme yeteneğine sahiptir. Böylece, sahadaki hareketli nesnelerin 

kimlikleri korunarak, gerçek zamanlı izleme ve analiz mümkün hale gelir. DeepSORT, gerçek zamanlı çalışma 

kapasitesi ve doğruluğu ile özellikle kalabalık sahnelerde ve hızlı hareket eden nesnelerin takibinde tercih 

edilmektedir. Çalışmamızda, nesnelerin tekrar sayılmasının önüne geçmek ve süreklilik esasına dayalı birey bazlı 

analiz yapmak için DeepSORT algoritması kullanılmıştır. Kullanılan DeepSORT algoritmasının akış diyagramı Şekil 

4 ile gösterilmektedir. 

 

 

Şekil 3. YOLO-v8 Mimarisi Üzerinde Eğitilen Modelin Evrişimsel Sinir Ağı 

 

Şekil 4. DeepSORT Algoritmasının Akışı Diyagramı 
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Akış diyagramı, nesne tespitinden başlayarak takip sürecinin tüm bileşenlerini sıralı bir biçimde sunmaktadır. İlk 

aşamada, bir nesne tespit algoritması (YOLO) kullanılarak çerçeve içerisindeki nesneler algılanır ve bu nesnelerin 

konum bilgileri (bounding box) elde edilir. Daha sonra, her tespit için görsel özellikler çıkarılır. Takip sürecinde, bu 

görsel özellikler ve konum bilgileri Kalman filtresi tarafından güncellenerek takip edilen nesnelerin hareketleri 

tahmin edilir. Ardından, mevcut çerçevede elde edilen tespitler ile Kalman filtresi tahminleri arasındaki eşleştirme 

işlemi yapılır. Eşleştirme işlemi tamamlandıktan sonra, doğrulanmış izlerin güncellenmesi sağlanır ve yeni tespitler 

için yeni izler başlatılırken, uzun süredir eşleşme yapılmayan izler sonlandırılır. Akış diyagram, DeepSORT'un 

izleme sürecinde hem konum tabanlı hem de görsel benzerliğe dayalı veri ilişkilendirmeyi nasıl birleştirdiğini 

göstererek kısa ve uzun vadeli nesne kimliği korunumu sağlamaktadır. Bu yapı, özellikle yoğun ve dinamik 

sahnelerde DeepSORT algoritmasının güçlü ve istikrarlı bir takip performansı sergilemesinin temelini 

oluşturmaktadır. 

DEĞERLENDİRME 

Değerlendirme Ortamı 

Çalışmada, YOLO-v8 algoritması ile farklı hiper-parametrelere göre eğitilen modellerin performans deneyleri için 

Google Colab üzerindeki bir sanal cihazın A100 GPU biriminden faydalanılmıştır. Model eğitimlerini takiben, 

önerilen sistemin gerçek zamanlı yeteneğini değerlendirmek için ise 16 GB RAM, 2.60 GHz işlemci hızı, NVIDIA 

GeForce RTX 2060 (6 GB) GPU ve 64-bit adresleme yeteneği olan Windows 10 işletim sistemine sahip bir bilgisayar 

kullanılmıştır. Giriş video kareleri, algılama ağı tarafından işlenmeden önce sabit bir giriş çözünürlüğü olan 640×640 

piksel çözünürlüğe yeniden boyutlandırılmıştır. Video akışları için görüntüler saniyede 30 kare çıkarım hızında 

yakalanmıştır. Hesaplama performansı değerlendirmesinde, sistemin uçtan uca gecikme süresi dikkate alınmıştır. 

Uçtan uca gecikme süresi; görüntünün kameradan alınması, ön işleme adımları, YOLO tabanlı nesne algılama modeli 

ile çıkarım yapılması ve DeepSORT algoritması ile takip işlemlerinin tamamlanması için geçen toplam süre olarak 

tanımlanmıştır. 

 

Oluşturulan veri seti, modelin tarafsız ve güvenilir bir şekilde değerlendirilmesini sağlamak amacıyla eğitim, 

doğrulama ve test kümelerine ayrılmıştır. Veri setinin bir bölümü modelin eğitimi için kullanılırken, doğrulama 

kümesi hiper-parametre ayarlamaları ve aşırı öğrenmenin önlenmesi amacıyla kullanılmıştır. Test kümesi ise model 

performansının bağımsız bir veri üzerinde değerlendirilmesi için ayrılmıştır. Veri seti, sınıf dağılımlarının alt kümeler 

arasında dengeli olmasını sağlayacak şekilde rastgele bölünmüş olup, verilerin %80’i eğitim, %5’i doğrulama ve 

%15’i test kümesini oluşturmaktadır. Her bir alt kümedeki sınıf örnek sayıları kontrol edilerek, olası dengesizliklerin 

model performansı üzerindeki etkileri en aza indirilmeye çalışılmıştır. Buna göre, alt kümelere ait örnek sayıları ve 

sınıf dağılımları Tablo 1’de sunulmaktadır.  

 

Tablo 1. Veri Seti Alt Kümeleri ve Sınıf Dağılımları 

Sınıf Eğitim (%80) Doğrulama (%5) Test (%15) Toplam 

Baret 1600 100 300 2000 

 Telefon 1600 100 300 2000 

Sigara 1600 100 300 2000 

Tümü 4800 300 900 6000 

 

Eğitilen YOLO-v8 modelinin öğrenme sürecine ilişkin parametreler Tablo 2 ile özetlenmektedir. Buna göre, sadece 

baret, sadece telefon ve sadece sigara görüntülerinden oluşan veri setleri ile tüm görüntüleri içeren bir veri seti 

üzerinde toplam 4 farklı model eğitilmiştir. Her bir modelin epoch boyutu 300 olarak ayarlanmıştır ancak telefon 

görüntülerinden oluşan veri seti üzerinde çalışan model 174. epoch sayısında erken durdurmaya girmiştir. Her bir 

model eğitimi için batch boyutu ve öğrenme oranı parametreleri ise sırasıyla 16 ve 0.001 olarak ayarlanmıştır. 

Modellerin eğitim süreleri ise 4.2 saat ile 21.8 saat arasında değişiklik göstermiştir. 

 

Tablo 2. Değerlendirme Ortamı 

Veri Seti Erken Durdurma Epoch Boyutu Batch Boyutu Öğrenme Oranı Eğitim Süresi 

Baret Yok 300 

8 0.001 

7.5 saat 

 Telefon Var 174 4.2 saat 

Sigara Yok 300 7.4 saat 

Tümü Yok 300 21.8 saat 
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Bu çalışmada, farklı hiper-parametrelere göre eğitilen YOLO-v8 modellerinin birbiriyle karşılaştırılması amacıyla 

üç temel kayıp fonksiyonu ele alınmaktadır: 

• Konumlandırma Kaybı (Box Loss - BL), modelin tespit ettiği nesnelerin konum (bounding box) 

tahminlerinin doğruluğunu ölçmektedir. Daha düşük değerler, modelin nesne sınırlarını daha hassas ve 

isabetli biçimde tahmin ettiğini gösterir. Öte yandan, değerlerin yüksek frekanslı dalgalanmalar göstermesi 

genellikle modelin konum regresyonunda istikrarsızlık yaşadığını veya öğrenme oranının agresif olduğunu 

işaret eder. 

• Sınıflandırma Kaybı (Class Loss - CL), modelin nesneleri doğru sınıflara atama başarımını gösterir. Eğitim 

süreci boyunca bu değerin monotonik olarak azalması, modelin sınıflandırma konusunda doğru yönelim 

kazandığını ve sınıflar arası ayrımı başarılı şekilde öğrendiğini gösterir. Düşük ve istikrarlı değerler, 

sınıflandırma açısından yüksek doğruluk potansiyeline işaret eder. 

• Dağılım Odaklı Kayıp (Distribution Focal Loss - DFL), nesne kutularına ait regresyon değerlerinin daha 

hassas dağılımını öğrenmeyi hedefleyen gelişmiş bir kayıp türüdür. Özellikle küçük nesnelerin tespitinde 

konumlama hassasiyetini artırmayı amaçlar. Değerlerin düşük ve az dalgalanan bir seyir izlemesi, modelin 

bu yönde başarılı bir genel performansa ulaştığını gösterir. 

 

Ayrıca, önerilen yöntemin performansı; yaygın olarak kullanılan nesne tespit ve takip metrikleri olan kesinlik 

(precision), duyarlılık (recall), ortalama hassasiyet (mAP) ve saniyedeki kare işleme sayısı (FPS) açısından kapsamlı 

bir biçimde değerlendirilmiştir. Elde edilen sonuçlar, literatürde yaygın olarak kullanılan ve farklı veri setleri 

üzerinde eğitilmiş derin öğrenme tabanlı modeller olan YOLO-v11 ve Faster R-CNN ile karşılaştırmalı olarak analiz 

edilmiştir. Bu karşılaştırmalar sayesinde önerilen yaklaşımın doğruluk ve hesaplama performansı bakımından mevcut 

yöntemlere göre güçlü ve geliştirilmesi gereken yönleri ortaya konulmuştur. 

 

Çalışmada, değerlendirme için dikkate alınan kayıp fonksiyonları, modelin konumlandırma hassasiyeti ve sınıf 

ayrımı başarısı objektif ölçütleri hakkında sayısal analizler vermektedir. Bu analizler, eğitilen modellerin farklı 

öğrenme aşamalarında karşılaştığı zorlukları anlamaya ve performansını artırmaya yönelik stratejilerin 

geliştirilmesine olanak sağlamıştır. Buna göre, çalışmadan elde edilen sonuçların hem model başarımını 

değerlendirmek hem de saha uygulamalarındaki uygunluğunu ortaya koymak açısından önemli bulgular sunduğu 

savunulabilir.  

 

Öte yandan, Python dili ile geliştirilerek gerçek zamanlı nesne tespiti ve takibi yapan uygulamaya ilişkin örnek bir 

çalışma çıktısı Şekil 5 ile verilmektedir. Şekilde çalışan kodlar, video kaynağının başlatılması ve gerçek zamanlı 

nesne tespiti için gerekli olan döngüsel yapıları içermektedir. Ana iş parçacığı "process_frames" fonksiyonu ile 

yürütülürken, her bir video karesi üzerinde gerçek zamanlı tespit yaptırmak için YOLO-v8 ve DeepSORT 

algoritmaları senkron şekilde kullanılmaktadır. Önerilen sistemde nesne takip algoritması olarak kullanılan 

DeepSORT’un performansı; IDF1, IDs, MOTA ve MOTP metrikleri kullanılarak değerlendirilmiştir. Bu 

metriklerden IDF1, nesne kimliklerinin doğru şekilde korunma başarısını ölçerken, IDs takip sürecinde meydana 

gelen kimlik değişimlerinin sayısını ifade etmektedir. MOTA metriği yanlış tespitler, kaçırılan nesneler ve kimlik 

hatalarını birlikte değerlendirerek genel takip doğruluğunu ortaya koymakta; MOTP metriği ise tahmin edilen nesne 

konumlarının gerçek konumlara olan yakınlığını ölçmektedir. Değerlendirmeler test veri kümesi üzerinde 

gerçekleştirilmiş olup, nesne eşleştirme işlemlerinde standart örtüşme (IoU=0.5) eşik değeri kullanılmıştır.  

 

Bulgular ve Tartışma 

Çalışmadan elde edilen bulgular, farklı veri setleri üzerinde eğitilen modelleri üç temel kayıp fonksiyonu olan 

konumlandırma kaybı, sınıflandırma kaybı, ve dağılım odaklı kayıp değerleri üzerinden ayrıntılı biçimde 

değerlendirilmiştir. Modellerden 3 tanesi 300 epoch boyunca eğitilirken; telefon veri seti üzerinde eğitilen model 

erken durdurmaya maruz kalarak 174. epochta durdurulmuştur. Erken durdurma (early stopping) algoritması, 

belirlenen bir sabır (patience) değeri boyunca doğrulama kaybında veya seçilen ana performans metriğinde (örneğin 

ortalama hassasiyet - mAP@0.5:0.95) anlamlı bir iyileşme gözlemlenmediğinde eğitimi durdurur. Bu çalışmada, 

174. epoch sonrasında eğitim kaybı düşmeye devam etse dahi doğrulama seti üzerindeki performansın plato yaptığı 

veya küçük dalgalanmalar gösterdiği anlaşılmaktadır. Bu durum, modelin artık eğitim verisine özgü detayları 

öğrenmeye başladığını ve aşırı uyum (overfitting) riskinin arttığını işaret etmektedir. Erken durdurma algoritmasının 

bu noktada devreye girmesi, modelin en iyi genelleme performansını sergilediği ağırlıkların korunmasını sağlamış 

ve gereksiz hesaplama maliyetlerinin önüne geçmiştir. Değerlendirme ortamından elde edilen kayıp davranışları ve 

genel öğrenme eğilimleri üzerinden karşılaştırmalı bir analiz Şekil 5, Şekil 6, Şekil 7 ve Tablo 3 ile verilmektedir. 
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Şekil 5. Gerçek zamanlı baret ve sigara tespiti örnek görüntüsü 

Şekil 6, modelin eğitim süreci boyunca konumlandırma kaybı değerlerinin epoch sayısına göre değişimini 

göstermektedir. Yatay eksende eğitim süreci boyunca geçen epoch sayısı, dikey eksende ise konumlandırma kaybı 

değerleri yer almaktadır. Farklı renklerle temsil edilen eğriler, tüm veri seti ile eğitilen, sadece baret verileri ile 

eğitilen, sadece telefon verileri ile eğitilen ve sadece sigara verileri ile eğitilen modellerin konumlandırma kaybı 

davranışlarını ayrı ayrı göstermektedir. Grafik, her bir sınıfın zamanla nasıl optimize edildiğini, hangi sınıflarda daha 

yavaş iyileşme gösterdiğini karşılaştırmalı olarak inceleme olanağı sunmaktadır. Buna göre, telefon verileri ile 

eğitilen ve aşırı öğrenme yatkınlığı nedeniyle erken durdurulan model daha en fazla konumlandırma kaybına sahiptir. 

Eğitimin başlangıcında ağ ağırlıkları rastgele başlatıldığından, model nesnelerin konumlarına ilişkin anlamlı bir 

geometrik temsil henüz öğrenememiştir. Bu durum, tahmin edilen nesne konumlarının yer gerçeği (ground truth) ile 

ciddi ölçüde örtüşmemesine neden olur ve buna bağlı olarak konumlandırma kaybı yüksek değerlerde başlar. Epoch 

ilerledikçe model, nesnelerin ölçek, oran ve uzamsal dağılımlarını öğrenmeye başladığından kayıp değerleri düzenli 

biçimde azalmaktadır. Öte yandan, epoch sayısı arttıkça diğer modellerin her biri ayrı ayrı 0,2-0,25 aralığında bir 

konumlandırma kaybı değerine yakınsamaktadır. 

 

Şekil 6. Eğitilen 4 Modelin Epoch Sayısı 300 Değerine Yaklaştıkça Konumlandırma Kaybı Fonksiyonu 
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Şekil 7, farklı modellere ilişkin sınıflandırma kaybı fonksiyonunun epoch boyutuna göre değişimini göstermektedir. 

Yatay eksende epoch sayısı, dikey eksende ise sınıf kaybı değerleri yer almaktadır. Buna göre, telefon veri seti 

üzerinde eğitilen erken durdurmaya maruz kalan model 0.5 sınıflandırma kaybı değerine yakınsamaktadır. 300 epoch 

boyunca eğitime devam eden diğer 3 model ise 0.2 değerine yaklaşmaktadır. Grafikte özellikle tüm veri seti üzerinde 

gözlemlenen ani sıçramalar, modelin bazı epoch değerleri için sınıflandırma hatalarına sebebiyet verdiğini 

göstermektedir. Bu durumlar, eğitim verisinin çeşitliliği veya öğrenme oranı gibi hiper-parametrelerle 

ilişkilendirilebilen anomalileri belirtmektedir. 

 

Şekil 7. Eğitilen 4 Modelin Epoch Sayısı 300 Değerine Yaklaştıkça Sınıflandırma Kaybı Fonksiyonu 

Şekil 8, farklı modellere ilişkin dağılım odaklı kayıp fonksiyonu değişen epoch boyutuna göre göstermektedir. 

Dağılım odaklı kayıp fonksiyonu, özellikle nesne konumunun hassas şekilde tahmin edilip edilmediğini belirten bir 

fonksiyondur. Grafiğin yatay eksende epoch sayısı, dikey ekseninde ise dağılım odaklı kayıp değerleri 

bulunmaktadır. Farklı veri setleri üzerinde eğitilen modeller için ayrı ayrı çizilen eğriler, dağılım odaklı kaybın 

zamanla nasıl değiştiğini ortaya koymaktadır. Grafikteki genel eğilimler, modellerin konum bilgisi üretmede zamanla 

daha başarılı hale geldiğini işaret ederken, özellikle eğitim sürecinin ileri evrelerinde bazı anormal sıçramalar dikkat 

çekmektedir. Bu tür sapmalar, geçici öğrenme problemlerine işaret edebildiği gibi anlık sıçrama olduğu için genel 

anlamda modelin herhangi bir performans kaybı yaşamasına olanak sağlayacağı bir durum söz konusu olmadığı 

savunulabilir. Sonuç olarak, erken durdurmaya maruz kalan telefon tespit modeli dahil olmak üzere tüm değerler 0.8 

değerine yakınsamaktadır. 

 

Şekil 8. Eğitilen 4 Modelin Epoch Sayısı 300 Değerine Yaklaştıkça Dağılım Odaklı Kayıp Fonksiyonu 
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Değerlendirme sırasında elde edilen bulgular Tablo 3’te analiz edilerek özetlenmektedir. Buna göre, tüm 

görüntülerden oluşan veri seti üzerinde eğitilen model, özellikle konumlandırma kaybı ve dağılım odaklı kayıp 

açısından en düşük değerleri elde ederek başarılı bir performans göstermiştir. Bununla birlikte, bu modelin 

konumlandırma kaybı fonksiyonu eğrisinin yüksek başlangıçlı ve dalgalı bir seyir izlemesi, konumlandırma 

hatalarının eğitim süresince daha uzun sürede düzeltilmiş olabileceğini göstermektedir. Bu durum, modelin 

sınıflandırma konusundaki başarısını konum tespiti kadar hızlı optimize edemediğini, ancak genel başarı açısından 

güçlü bir model olduğunu ortaya koymaktadır. Sadece baret görüntülerinden oluşan veri seti üzerinde eğitilen model, 

konumlandırma ve dağılım odaklı kayıplarında orta düzeyde bir performans sergilerken, sınıflandırma kaybı 

değerinde daha düşük bir eğilim göstermiştir. Bu model dengeli bir performans göstermiş olsa da, tüm görüntülerin 

bulunduğu veri seti üzerinde eğitilen genel modele kıyasla daha düşük bir başarı düzeyine sahiptir. Sadece telefon 

görüntüleri için eğitilen model, her üç kayıp fonksiyonunda da iyi düzeyde değerler üretmiş ve dengeli bir öğrenme 

sergilemiştir. Özellikle erken epoch değerlerinden itibaren istikrarlı bir şekilde azalan kayıplar, bu modelin istikrarlı 

bir yakınsamaya ulaştığını işaret etmektedir. Sadece sigara verileri için eğitilen model ise, eğitim süresi boyunca en 

kısa sürede kararlı ve düşük kayıp değerlerine ulaşarak dikkat çekmiştir. Bu model, özellikle erken dönemde 

gerçekleşen stabilizasyon sayesinde hem konumlandırma hem de sınıflandırma ayrımında yüksek başarı sağlamıştır. 

Bu durum, sigara nesnesinin görüntüde daha belirgin ve ayırt edici özelliklere sahip olmasından kaynaklanabileceği 

gibi, veri setinin daha homojen bir dağılıma sahip olması ile de açıklanabilir. 

 

Tablo 3. Elde Edilen Bulguların Değerlendirmesi 

Model 
Epoch 

Boyutu  

Konumlandırma 

Kaybı 

Sınıflandırma 

Kaybı 

Dağılım Odaklı 

Kayıp 
Genel Değerlendirme 

Tümü 300 
Dalgalı – Yüksek 

Başlangıçlı 
En Düşük En Düşük 

En güçlü model, ancak konumlandırma kaybı 

fonksiyonu kararsız 

Baret 300 Orta İyi Orta Dengeli ama Model 3’e göre daha sönük 

Telefon 174 İyi İyi Orta Dengeli, başarılı genel performans 

Sigara 300 İyi İyi Orta En verimli model, kısa sürede stabil öğrenme 

 

Literatürde yer alan çalışmalar incelendiğinde, iş güvenliği uygulamalarına yönelik nesne tespiti ve takip 

sistemlerinin çoğunlukla veri seti kalitesi, sınıf çeşitliliği ve gerçek zamanlı uygulanabilirlik kriterleri çerçevesinde 

değerlendirildiği görülmektedir (Fang vd., 2024; Wang ve Liang, 2024; Xiang vd., 2024). Bu çalışmaların önemli bir 

kısmı ya sınırlı sayıda nesne sınıfına odaklanmakta ya da gerçek zamanlı performans ile doğruluk arasında denge 

kurmakta zorlanmaktadır. Bu çalışmada elde edilen bulgular, farklı görüntü içeriklerine sahip veri setleri üzerinde 

eğitilen modellerin öğrenme dinamiklerinin veri seti boyutu, çeşitliliği ve nesnelerin görsel karmaşıklığına bağlı 

olarak değiştiğini açıkça ortaya koymaktadır. Bu durum, model başarımının yalnızca hiper-parametre ayarlarına 

değil, aynı zamanda veri setinin yapısal özelliklerine de doğrudan bağlı olduğunu göstermektedir. 

 

Ayrıca, bu çalışmada elde edilen konumlandırma kaybı (0.2328), sınıflandırma kaybı (0.1965) ve dağılım odaklı 

kayıp (0.8456) değerleri, literatürde benzer problem alanlarında raporlanan sonuçlarla uyumlu ve rekabetçi bir 

performansa işaret etmektedir (Cao, 2024; Geetha, 2024; Li vd., 2020; Qian vd., 2020). Bu bağlamda, önerilen 

çalışma; çoklu nesne sınıflarını kapsayan veri seti yapısı, nesne tespiti ve takibini entegre eden yaklaşımı ve gerçek 

zamanlı uygulanabilirliği birlikte ele alması açısından literatürdeki mevcut çalışmalardan ayrışmaktadır. Özellikle, 

hem doğruluk hem de hesaplama performansı arasında dengeli bir yapı sunarak, iş güvenliği odaklı gerçek zamanlı 

uygulamalar için uygulanabilir bir çözüm ortaya koymaktadır. 

 

Tablo 4. Test Kümesi Üzerinde Performans Sonuçları 

Model Görüntü Sayısı Nesne Sayısı Kesinlik (Precision) Duyarlılık (Recall) mAP@0.5 mAP@0.5:0.95 

Tümü 360 697 0.937 0.876 0.917 0.789 

Baret 160 189 0.921 0.931 0.964 0.855 

Telefon 80 148 0.946 0.764 0.837 0.664 

Sigara 120 360 0.944 0.932 0.950 0.848 

 

Tablo 4’te geliştirilen nesne tespit modeli, test kümesi üzerinde üç farklı sınıf (baret, telefon ve sigara) için 

performans metrikleri ile değerlendirilmiştir. Genel performans incelendiğinde modelin yüksek kesinlik (Precision = 

0.937) ve yüksek duyarlılık (Recall = 0.876) sunduğu görülmektedir. Tüm sınıflar için elde edilen mAP@0.5 değeri 
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0.917, mAP@0.5:0.95 değeri ise 0.789 olarak hesaplanmıştır. Bu sonuçlar, modelin farklı IoU eşiklerinde istikrarlı 

bir performans sergilediğini göstermektedir. Sınıf bazlı analizde, baret sınıfının en yüksek tespit başarımına sahip 

olduğu görülmektedir. Bu sınıf için mAP@0.5 = 0.964 ve duyarlılık = 0.931 değerleri, modelin güvenlik ekipmanı 

tespiti açısından oldukça başarılı olduğunu ortaya koymaktadır. Sigara sınıfı da benzer şekilde yüksek kesinlik ve 

duyarlılık ile dikkat çekmektedir (mAP@0.5 = 0.950). Buna karşın, telefon sınıfında nispeten daha düşük bir 

duyarlılık (0.764) değeri elde edilmiştir. Bu durum, telefon nesnelerinin boyut, pozisyon ve görsel çeşitlilik açısından 

daha zorlayıcı olmasından kaynaklanabilir. 

Sistem performansını değerlendirmek amacıyla hesaplanan uçtan uca gecikme süresi ve bu süreyi oluşturan bileşenler 

Tablo 5 ile gösterilmektedir.  

 

Tablo 5. Sunulan modelin FPS çıktıları 

Ön işleme Çıkarım (Inference) Son işleme (Postprocess) Toplam 

0.6 ms 72.1 ms 1.4 ms 74.1 ms 

 

FPS için kullanılan hesaplamalar aşağıda belirtilmektedir: 

 

• Çıkarım (Inference) FPS: 

𝐹𝑃𝑆 =
1000

72.1
≈ 13.9 FPS 

 

• Toplam işlem FPS (uçtan uca): 

𝐹𝑃𝑆 =
1000

74.1
≈ 13.5 FPS 

 

Tablo 5’e göre hesaplama performansı değerlendirildiğinde, modelin tek bir görüntü için ortalama 72.1 ms çıkarım 

süresi ile çalıştığı görülmektedir. Bu değer, yalnızca çıkarım süresi dikkate alındığında yaklaşık 13.9 FPS, tüm işlem 

hattı (ön işleme + çıkarım + son işleme) dikkate alındığında ise yaklaşık 13.5 FPS gerçek zamanlı performansa 

karşılık gelmektedir. Deneylerde kullanılan kamera 30 FPS hızında görüntü sağlamaktadır. Ancak önerilen sistemin 

tüm işlem hattı (ön işleme, çıkarım ve son işleme dahil) dikkate alındığında ortalama işlem hızı yaklaşık 13.5 FPS 

olarak ölçülmüştür. Bu nedenle sistem, gelen görüntü akışındaki karelerin bir kısmını işleyerek çalışmaktadır. Elde 

edilen bu performans değerleri, özellikle sabit kamera kullanılan endüstriyel izleme ve iş güvenliği senaryolarında 

gerçek zamanlıya yakın bir uygulama için yeterli görülmektedir. 

 

Tablo 6. YOLO-v8 Tabanlı Eğitilen Model ile YOLO-v11 ve Faster R-CNN Performans Karşılaştırması 

Model mAP@0.5 mAP@0.5:0.95 Kesinlik Duyarlılık FPS 

Best.pt (YOLO-v8) 0.91 0.78 0.93 0.87 13.8 

YOLO-v11 0.93 0.79 0.94 0.88 11 

Faster R-CNN 0.89 0.71 0.91 0.84 9 

 

Tablo 6’da, önerilen çalışmada eğitilen YOLO-v8 tabanlı best.pt modeli, güncel YOLO-v11 ve iki aşamalı bir 

dedektör olan Faster R-CNN ile karşılaştırılmıştır. Karşılaştırma; ortalama hassasiyet, kesinlik, duyarlılık ve çıkarım 

hızı metrikleri üzerinden gerçekleştirilmiştir. Önerilen best.pt modeli, mAP@0.5 = 0.91 ve mAP@0.5:0.95 = 0.78 

değerleriyle yüksek bir tespit doğruluğu sergilemiştir. Her ne kadar YOLO-v11 modeli, mAP@0.5 (0.93) ve 

mAP@0.5:0.95 (0.79) açısından sınırlı bir üstünlük sağlasa da, bu farkın marjinal olduğu ve pratik uygulamalar 

açısından belirleyici olmadığı görülmektedir. Kesinlik ve duyarlılık metrikleri incelendiğinde, best.pt modeli 

sırasıyla 0.93 kesinlik ve 0.87 duyarlılık değerlerine ulaşarak, yanlış pozitif ve yanlış negatif oranları açısından 

dengeli bir performans ortaya koymuştur. YOLO-v11 modeli bu metriklerde kısmen daha yüksek sonuçlar üretmiş 

olsa da, farkların oldukça sınırlı olduğu dikkat çekmektedir. Öte yandan, çıkarım hızı açısından önerilen best.pt 

modeli 13.8 FPS ile tüm modeller arasında en yüksek gerçek zamanlı performansı sağlamıştır. YOLO-v11 modeli 

11 FPS, Faster R-CNN modeli ise yalnızca 9 FPS değerine ulaşabilmiştir. Bu sonuçlar, iki aşamalı mimariye sahip 

Faster R-CNN’in yüksek hesaplama maliyeti nedeniyle gerçek zamanlı uygulamalarda dezavantajlı olduğunu açıkça 

göstermektedir. Genel olarak değerlendirildiğinde, önerilen YOLO-v8 tabanlı best.pt modeli, YOLO-v11’e kıyasla 

benzer kesinlik seviyelerini daha yüksek çıkarım hızıyla sunmakta; Faster R-CNN’e kıyasla ise hem kesinlik hem de 

hesaplama verimliliği açısından belirgin bir üstünlük sergilemektedir. Bu bağlamda, geliştirilen modelin özellikle 

gerçek zamanlı nesne tespiti gerektiren saha uygulamaları için güçlü ve dengeli bir çözüm sunduğu söylenebilir. 
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Tablo 7. Önerilen Sistemde Nesne Takibi için Kullanılan DeepSORT Bileşeninin Performans Analizi 

Metrik Değer 

IDF1 57 

IDs 89 

MOTA 43 

MOTP 72 

 

Son olarak, test veri kümesi üzerinde, nesne takibi için kullanılan DeepSORT bileşenine ilişkin nicel performans 

incelemesi gerçekleştirilmiştir. Literatürde yaygın olarak kullanılan nesne takip metriklerine göre elde edilen bulgular 

Tablo 7’de sunulmaktadır. Tablodaki değerler ve literatürde yer alan kıyaslama (benchmarking) çalışmaları 

(Alkandary vd., 2025; Brad vd., 2025; Ciaparrone vd., 2020) birlikte değerlendirildiğinde, önerilen sistemin IDF1 ve 

IDs metrikleri açısından nesne kimliklerini tutarlı bir şekilde koruyabildiği ve kabul edilebilir düzeyde kimlik 

değişimi gerçekleştirdiği görülmektedir. Ayrıca, elde edilen MOTA ve MOTP değerleri, sistemin hem genel takip 

doğruluğu hem de konum hassasiyeti açısından tatmin edici bir performans sergilediğini ortaya koymaktadır. Buna 

göre, DeepSORT algoritmasına ilişkin nicel performans bulguları göz önüne alındığında, önerilen sistemin nesne 

takibi açısından uygulanabilir ve dengeli bir performans sunduğu savunulabilir. 

SONUÇ 

Endüstri 4.0 kapsamında iş sağlığı ve güvenliği uygulamalarında görüntü tabanlı yapay zekâ sistemlerinin kullanımı 

giderek önem kazanmaktadır. Bu çalışmada, baret, cep telefonu ve sigara gibi iş güvenliği açısından kritik nesnelerin 

tespiti ve takibini gerçekleştiren derin öğrenme tabanlı bir sistem önerilmiştir. Önerilen yaklaşımda, veri seti veri 

artırma teknikleriyle dengelenmiş, ardından YOLO-v8 mimarisi kullanılarak farklı hiper-parametre ayarlarıyla 

modeller eğitilmiştir. Ayrıca, DeepSORT algoritması entegre edilerek nesnelerin zamansal sürekliliği korunmuş ve 

aynı bireyin birden fazla kez sayılması problemi azaltılmıştır. Deneysel sonuçlar, önerilen YOLO-v8 tabanlı eğitilen 

modelin %91 mAP@0.5 ve %78 mAP@0.5:0.95 değerlerine ulaştığını göstermektedir. Modelin Precision ve Recall 

değerleri sırasıyla %93 ve %87 olarak ölçülmüş olup, bu sonuçlar sistemin hem yanlış pozitifleri sınırlı tuttuğunu 

hem de nesneleri yüksek oranda yakalayabildiğini ortaya koymaktadır. Gerçek zamanlı performans açısından sistem, 

ortalama 13.8 FPS hızında çalışarak sabit kamera kullanılan endüstriyel ortamlarda kesintisiz izleme için yeterli bir 

hesaplama hızına ulaşmıştır. Model karşılaştırmaları incelendiğinde, YOLO-v11 mimarisinin doğruluk metriklerinde 

sınırlı bir iyileşme sağladığı ancak çıkarım süresindeki artış nedeniyle gerçek zamanlı uygulamalar açısından avantaj 

sunmadığı görülmüştür. Faster R-CNN modeli ise yüksek doğruluk potansiyeline rağmen hesaplama maliyeti ve 

düşük çıkarım hızı nedeniyle endüstriyel saha koşullarında pratik bir çözüm olmaktan uzak kalmıştır. Bu 

karşılaştırmalar sonucunda, doğruluk ve hız dengesi açısından YOLO-v8 tabanlı eğitilen model mimarisinin iş sağlığı 

ve güvenliği uygulamaları için daha uygun bir çözüm sunduğu değerlendirilmiştir. DeepSORT algoritmasının 

entegrasyonu ile nesnelerin ardışık kareler boyunca tutarlı şekilde izlenmesi sağlanmış, kısa süreli kayıplar ve 

örtüşmeler durumunda takip sürekliliği korunmuştur. Bu sayede, sahada karşılaşılan kalabalık ve dinamik ortamlarda 

nesne sayımının daha kararlı hale geldiği gözlemlenmiştir. Takip mekanizmasının, özellikle işçi hareketliliğinin 

yüksek olduğu senaryolarda sistemin güvenilirliğini artırdığı değerlendirilmiştir. 

 

Sonuç olarak, önerilen sistem; doğruluk, hız ve takip kararlılığı açısından elde edilen deneysel bulgular 

doğrultusunda endüstriyel iş sağlığı ve güvenliği denetimlerinde doğrudan kullanılabilir bir çözüm sunmaktadır. 

Çalışma, yapay zekâ destekli otomatik denetim sistemlerinin sahadaki risklerin erken tespiti ve önlenmesine katkı 

sağlayabileceğini göstermekte ve literatürdeki mevcut çalışmalara uygulama odaklı bir yaklaşım sunmaktadır. 

Gelecek çalışmalarda, çoklu sensör verilerinin entegrasyonu, farklı nesne takip algoritmalarının performans 

incelemesi, davranış analizi temelli risk değerlendirme yaklaşımları ile sistemin kapsamının genişletilmesi; ayrıca 

bulut tabanlı izleme, alarm mekanizmaları ve mobil platform entegrasyonlarının gerçekleştirilmesi planlanmaktadır. 
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