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Oz

Giliniimiizde hayatin her sektoriinde islenen veri miktarinin artmasi, veri madenciligin
giderek daha popiiler hale gelmesine yol agmis ve yiiksek miktarda verinin artan bir karmasiklikta
islenmesi ihtiyact dogmustur. Finanstan, sagliga, savunmadan egitime onlarca sektoriin sorunlarint
¢ozmek adma giin gectikge farkli yontemler gelistirilmekte, sosyal, ekonomik, bilimsel birgok
problemin ¢oziimii adina veri madenciligi yontemlerine bagvurulmaktadir. Egitilen ve egiten
sayisinin giin gectikce arttigi egitim sektoriinde ise, sistemin basarisinin gelistirilebilmesi igin,
gerek egitilen gerekse egitimcilerinin performanslarmin takip edilmesi ve kiymetlendirilmesi
ihtiyaci, egitimsel veri madenciligi kavramini dogurmustur. Bu alanda yapilan c¢aligmalar genel
olarak, dgrenci performans: konularma yogunlastigindan, egitmen performansi konusunda daha
cok calismaya ihtiya¢ duyulmaktadir. Egitimsel veri madenciligi alaninda 6znitelik secme ile
birlestirilmis makine dgrenmesi kullanan ¢aligmalarin genel olarak 6grenci performansi iizerine
yogunlastigi, ancak az sayidaki ¢aligmanin egitmen performansi tizerinde durdugu goriilmiistiir.
Bu ¢alismamizda, egitmen performansinin egitimsel veri madenciligi yontemleriyle nasil tespit
edilebilecegi {izerinde durulmustur. Calisma kapsaminda Gazi Universitesi 6grencilerinin
egitmenleri hakkinda doldurduklar1 bir Likert Olgekli Anket veri seti iizerinde ¢ahisilmis, gesitli
Oznitelik indirgeme algoritmalar1 ve farkli makine &grenme yOntemleriyle veri seti
kiymetlendirilmis ve egitmenlerin performanslart tahmin edilmistir. Elde edilen sonuglara gore
genetik algoritma ile dznitelik segmenin, kullanilan veri seti igin diger yontemlere kiyasla en iyi
sonucu verdigini gostermis ve 33 tane Oznitelik yerine 19 0Oznitelik kullanilabilecegi ortaya
cikarilmigtir. Genetik algoritma ile birlikte makine 6grenmesi yontemi olarak derin &grenme
kullanimu ile birlikte %97,70 bir tahmin dogruluk performansina ulasilmis ve bu degerin tiim
Ozniteliklerin kullanilmasi ile elde edilebilecek degerden yiiksek oldugu goriilmiistiir. Bu ¢aligmay1
digerlerinden farkli kilan o6zelligi ise, indirgenmis Oznitelik sayisi ve makine Ogrenmesini
birlestirmesinin yaninda, egitmen performanslarinin siralanmasi islemini de somut olarak
yapmasidir.

Anahtar kelimeler: Egitimsel veri madenciligi, egitmen performansi, makine 6grenmesi, dznitelik
se¢me, performans kiymetlendirme

t Anadolu Universitesi, e-mail: fatihcifci@anadolu.edu.tr
2 Anadolu Universitesi, e-mail: ckaleli@anadolu.edu.tr
3 Anadolu Universitesi, e-mail: serkangunal@anadolu.edu.tr

419



AJESI - Anadolu Journal of Educational Sciences International, 2018; 8(2): 419-440
DOI: 10.18039/ajesi.454587

Predicting Instructor Performance by Feature Selection and Machine

Learning Methods

Submitted by 07.06.2018 Accepted by 11.07.2018 Research Paper

Abstract

Today, increasing amount of data in all sector of life, make data mining more popular, and
high amount of data in increasing complexity demanded to acquit. Different methods developed
day by day, for solving problems at many sectors like finance, health, defense, and education,
applied to data mining for many social, economic, and scientific issues. In the education area,
where both number of instructors and students always increase, for enhancing system
performance, it is needed to observe and evaluate the performance of students and instructors and
such situation causes to reveal a new concept Educational Data Mining. Research in this area
generally focuses on student performance. Thus, there is a need for research in instructor
performance. Research using machine learning combined with attribute selection in the field of
educational data mining have focused on student performance in general, but few studies have
focused on instructor performance. In this paper, it was discussed how the performance of the
instructor can be determined by educational data mining methods. A Likert type questionnaire
dataset on opinions of the Gazi University’s student regarding their instructor’s teaching
performance is used in this research and different feature reduction, and machine learning
algorithms are used for evaluating the data set and performances of instructors. According to the
obtained results, it has been revealed that the feature selection with genetic algorithm gives the
best result for the used data set compared to the other methods and 19 attributes can be used
instead of 33 attributes. Utilizing genetic algorithm and deep learning as a machine learning
method has achieved a predictive accuracy performance of 97.70 %, which is higher than the value
that can be achieved by using all the attributes. This study differs from the others in that it
combines the reduced number of attributes and machine learning, as well as the ordering of
instructor performances in concrete terms.

Keywords: Educational data mining, instructor performance, machine learning, feature selection,
performance evaluation
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Giris

Egitim, her toplumda olmazsa olmaz, kaybedilemeyecek ve ihmal edilemeyecek en
temel olgu ve kurallardan biri olarak goriilmiis, yazinin icadindan giliniimiize dek yasanan
binlere yillik siirecte milyonlarca format degisikligine ugramis, biitiin bu siireglere ragmen
milletleri yasatan temel dinamik olma 6zelligini ise hi¢ kaybetmemistir. Tiim diinyada egitim
sistemlerinin giderek biiylimesi, egitim kalitesinin toplumu her yénden etkilemesi ve nitelikli
toplum yetistirmenin ancak nitelikli egitimle miimkiin olabilecegi gercegi, basta dgrenci ve
egitmen olmak {izere sistemin tiim bilesenleri tarafindan kabul edilmektedir. Nitelikli egitime
duyulan ihtiya¢ ¢cok eski donemlerde fark edilmesine karsin, niifus artisi, artan karmasiklik,
stirekli degisen sosyo-psikolojik sartlar egitim sistemin iyilestirilmesini giin gectik¢e daha zor
hale getirmis ve artik giliniimiize gelindiginde ise, tiim alanlarda oldugu gibi bu alanda da
iyilesme saglanabilmesi adina teknolojik yeniliklerden faydalamilmistir. Egitim sistemlerini
iyilestirmede yasanan sorunlarin ¢6ziimii adina son 50 yildir kullanilan basit anket ve
orneklemler ise, glinlimiizde artik etkin bir kiymetlendirmeden uzak kalmistir. Egitim eko
sisteminin yiiksek hizda biiylimesi, yiiksek hiz ve tutarlilikta ¢6ziim ihtiyaci dogurmus ve bu
durum ozellikle yiliksekdgrenimdeki egitim yoneticileri igin 6nemli bir problem haline

gelmistir (Anwar, Naseer, & Ali, 2014).

Son zamanlarda biiyilk 6nem kazanmaya baslayan veri madenciligi, biiyiik verileri
isleyerek anlamlandirmada biiyiik basar1 elde ederek; basta finans, saglik, haberlesme ve
egitim olmak Ttzere bircok sektorde biiylik problemleri ¢ozmekte etkin tahminlerde
bulunmaktadir (Mendes, de Voznika, Freitas, & Nievola, 2001). Veri madenciligi
uygulamalarinin egitim alaninda uygulanmasina yonelik son donemde yapilan ¢aligsmalar, bu
alandaki genis boslugu doldurma adina biiyiik katki saglamis, Egitim Veri Madenciligi

(EVM) kavramimnin dogmasina yol agmistir. Bu ¢alismalar ile egitim sistemlerinin etki, kalite

421



AJESI - Anadolu Journal of Educational Sciences International, 2018; 8(2): 419-440
DOI: 10.18039/ajesi.454587

ve verimliligini arttirmak hedeflenmistir (Pefia-Ayala, 2014). EVM iizerine yapilan
arastirmalar genel olarak 0grencilerin basarilari lizerine odaklanmis, egitim sistemi basarisini
tespitte tek kaynagin oOgrenciler oldugu vurgulanmistir. Bu tespitler yapilirken de
ogrencilerden alinan doniitlerin yeterince objektif olamayacagi kabul edilmis, ancak egitimle
ilgili biiylik miktarda ve ¢esitteki verilerin yeterli miktarda ancak 6grencilerden alinabildigi
belirtilmistir (Delavari, Phone-Amnuaisuk, & Beikzadeh, 2008; Coburn, 1984; Hobson, &
Talbot, 2001; Radmacher, & Martin, 2001). Bu nedenle egitim sisteminin basarisi ile
Ogrencilerin basarist arasinda dogrusal bir iligki kurularak, egitim sistemi basarisi, 6grenci

basarisi iizerinden degerlendirilmistir (Andonie, 2010).

Egitim sistemleri ekosistemi, i¢inde egitim ortami, egitim materyalleri, egitmenler,
egitim yoneticileri, egitim kiymetlendirme sistemleri olmak tizere onlarca bileseni igeren ve
karmagiklig1 giderek artan sistemlerdir. Sekil 1°de goriilen, egitim sisteminin i¢indeki genel
bilesenleri arasindaki etkilesim yogunlugu, EVM alanindaki artan ihtiyaci gozler Oniine
sermektedir. EVM alaninda bugiline dek yapilan ¢aligsmalar da bu ihtiyacin belirli oranda

giderilmesi ve sistemin iyilestirilmesini hedeflemistir.

Tasarim, plan, Egitim Sistemleri interaktik katilim ve
kurulum, baklm (geleneksel siniflar, e-6grenme, haberlesme
akilli web tabanl egitim

sistemleri)

Ogrencilerden gelen
dondtler, kurs bilgileri,
akademik veriler vb.

Akademik Egitmenler

Sorumlular
Veri Madenciligi
<:| (kimeleme, siniflandirma, ’:>

birliktelik, metin madenciligi) Oneri sunulmasi

Ogrenciler

Edinilen tecribe

Sekil 1. Egitim sistemi bilesenlerinin etkilesimi (Romero & Ventura, 2007)
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1995-2005 yillar1 arasindaki veri madenciliginin egitim alanindaki uygulamalarina
yonelik bir inceleme Romero ve Ventura (2007) tarafindan yapilmis, geleneksel egitim
sistemlerine veri madenciligi uygulanmasindan, 6zel web tabanli kurslara kadar bir¢ok konu
incelenmis, bunlarin ortak noktasinin ise veri 6n isleme islemleri sonrasinda veri madenciligi
tekniklerinin uygulanmasi oldugu vurgulanmistir. Minaei-Bidgoli ve Punch (2003)
Ogrencilerin yilsonu notlarini tahmin edebilmek icin ilk kez genetik algoritma (GA) tabanl
smiflandirma yapmislardir ve GA ile birlesik siniflandirma yontemleri kullanmanin
dogrulugu arttirdigim tespit etmislerdir. Ogrencilerin akademik yil i¢indeki performanslarini
tic kademeli olarak derecelendirerek 6nceden tahmin etmeyi amaglayan Superby ve ark.(206)
tarafindan yapilan ¢alismada, Karar Agacit (KA) ve Yapay Sinir Aglar1 (YSA), Diskriminat
Analizi (DA) olmak iizere cesitli veri madenciligi yontemleri kullanilarak siniflandirma
yapilmis, bunlar arasindan KA yontemi ile en basarili sekilde 6grencilerin dereceleri tahmin
edilmistir. Cortez ve Silva (2008) tarafindan yapilan c¢alismada Portekiz’in Alentejo
bolgesindeki ortaokul 6grencilerinin matematik ve Portekizcelerinin neden zayif olduklari
konusu arastirilmis, kullanilan dort veri seti i¢in KA ve YSA’nin her ikisinin de % 72’lik bir
tahmin degeri yakaladig belirtilmistir. Bu calismalarin yani sira arastirmacilar cesitli veri
madenciligi yontemleri ile 6grencilerin yilsonu basari1 notlarini tahmin etmeye ¢alismislardir
(Koutina, & Kermanidis, 2011; Natek, & Zwilling, 2014; Sorour, & Goda, & Mine, 2015)
YSA kullanilarak bazi 6zniteliklere gore 6grencilerin hangi dersi kag kez tekrar ettigi tahmin
edilmeye calisildigr Oyedotun ve ark. (2015) tarafindan yapilan calismada, 6grenme ortami,
Ogrenci-egitmen arasindaki iligkiler tahmin edilmeye calisilmis, bunun i¢in de Radial Tabanh

Fonksiyon Aglar1 (RTFA) kullanilmastir.

Literatiirde, egitmen performansina yonelik ¢aligsmalarda bulunmaktadir. Agaoglu
(2016) calismasinda KA algoritmalari, DVM, YSA ve Diskriminant analizi olmak iizere dort

farkli smiflandirma teknigi kullanarak Marmara Universitesi dgrencilerinin egitmenlerinin
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egitim performanslarint 26 adet Oznitelik {izerinden degerlendirdikleri bir veri seti
kullanmistir. Anilan makine Ogrenmesi yoOntemlerinin smiflandirma performanslar
kiyaslanmis, en basarilt sonucu dogruluk, hassasiyet ve ozgilinliik bakimindan C5.0 KA
algoritmasinin verdigi vurgulanmistir. Bu ¢alismada ayrica 6grenci verileri lizerinden egitmen
basarisini tahmin etmenin “0grencilerin derse olan ilgisine” bagli oldugu ¢ikarimi yapilmus,
elde edilen veriler ile daha gelismis veri madenciligi bilesenlerinin olusturulabilecegi
bildirilmigtir. Ahmed ve ark.(2016) tarafindan yapilan calismada, J48 KA, Cok Katmanl
Algilayict (CKA), Naive Bayes, ve Ardistk Minimal Optimizasyon (AMO) veri
siiflandiricilar kullanilarak 6grenci basarisina etki eden faktorler ve egitmen basarisi tahmini
yapilmistir. Sanjay ve Keshav (2017) tarafindan yapilan ¢aligmada, egitmen performansini
tahmin etmek i¢in, Naive Bayes smiflandirma, C4.5 KA ve YSA kullanilmistir. 10
Oznitelikten olusan bir anket veri setinin kullanildig1 ¢calismada, kullanilan ti¢ algoritma iginde
en iyi Tahmin Dogrulugu Performansi (TDP)’'nin C4.5 KA algoritmasinin verdigi ifade

edilmistir.

Arastirma Problemi

EVM alaninda o0znitelik se¢gme ile birlestirilmis makine Ogrenmesi kullanan
calismalarin genel olarak Ogrenci performans: iizerine yogunlastigl, ancak az sayidaki
calismanin egitmen performansi iizerinde durdugu goriilmiistiir. Bu ¢alismamizda, egitmen
performansinin EVM yéntemleriyle nasil tespit edilebilecegi iizerinde durulmustur. Iyi bir
egitimcinin her seviyeden Ogrenciyi belirli Ol¢eklerde mutlaka basariya ulastirabilecegi
gercegl egitim uzmanlar tarafindan genel kabul gérmekte ve bircok Ogrenci tarafindan,
Ogretilen dersten ¢ok egitmenin basariy1 etkiledigini bildirmesi (Marsh & Roche, 1997),
egitim sistemlerinde egitmenlerin ne denli biiyiik bir 6neme sahip oldugunu gostermektedir.
Calismamizda, UC (University of California) Irvine Machine Learning Repository’de yer
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alan, daha once Gazi Universitesi’nde uygulanmis, &grencilerin e@itmenlerinin egitme
performanslarint 33 Oznitelik {lizerinden degerlendirdigi Likert oOlgekli bir veri seti
kullanilmistir. Bu veri seti {izerinde Oznitelik indirgemesi ve c¢esitli makine &grenmesi
algoritmalar1 kullanilarak egitmen performans tahmini yapilmis ve 33 Oznitelik yerine 19

Oznitelik kullanilarak % 97,70 tahmin dogrulugu elde edilmistir.

Yontem

Arastirma Modeli

Daha once ifade edildigi iizere, bu calismada 6znitelik se¢gme ve makine §grenme
yontemleriyle veri seti kiymetlendirilmis ve egitmenlerin performanslar1 tahmin edilmistir.
Oznitelik secme (OS), temel olarak mevcut veri seti ile ulasimak istenen tahmin
performansina en yakin degere daha az 6znitelik kullanarak ulagmay1 hedefleyen bir islemler
dizisidir. Daha az Oznitelik kullanarak daha iyi sonuglar elde etmek, sonuglarin
kiymetlendirmesinde islem maliyetini biiyiilk oranda asagi ¢ekmekte, siirecin daha hizli ve
basaril yiiriitiilmesini saglamaktadir. Calismada bilgi kazanci (BK), geri yonlii eliminasyon
(GYE) ve genetik algoritma (GA) olmak iizere {i¢ farkli Oznitelik se¢gme yOntemi
kullanilmigtir. Makine 6grenmesi yontemleri olarak ise k-en yakin komsuluk (K-EYK), karar
agaci, naive Bayes ve derin 6grenme temelli siniflandiricilardan faydalanilmistir.

BK, entropinin tersi olarak ifade edilebilen ve 0 ile bir arasinda degerler alabilen bir
cikarimdir. BK, islenen veri setindeki her bir niteligin, yapilan her bir siiflandirmaya
yatkinliginin incelendigi bir Olciidiir. Bir 6znitelik, yapilan tim simiflandirmalar iginde ne
kadar cok siniftan, ne kadar ¢esitli deger aliyorsa; BK 1 degerine o kadar yakin bir deger alir.

Eger, bir 6znitelik 6rneklemdeki tiim siniflara ait farkli degerler tasiyorsa BK=1 ve Entropi=0

425



AJESI - Anadolu Journal of Educational Sciences International, 2018; 8(2): 419-440
DOI: 10.18039/ajesi.454587

olur. Bagka bir deyisle, bir 6znitelik, siniflardan genel olarak ne kadar uzaksa, BK o kadar
duisiik olur.

GYE isleminde amag, sonug olarak performansa yiiksek oranda etki eden 6znitelikler
kiimesi elde etmektir. Bunun i¢in dncelikle maksimum mutlak azalma parametresi (MMAP)
belirlenir. Bu deger iterasyonlarda karsilastirma islemleri i¢in kullanilacak esik degeridir.
GYE islemine ornek veri setinin tamami ile baglanir ve her turda o6znitelikler azaltilarak
devam edilir. Her 6znitelik kaldirma isleminde yerel kiymetlendirme 6geleri ile performans
degerlendirmesi yapilir ve elde edilen deger MMAP degeri ile kiyaslanir. GYE’nin amaci
performansa etkisi biiyiikk (atildiginda biiyiik performans azalmasina yol agacak) verileri
korumak oldugundan, iterasyona (istenmeyen Oznitelikleri atmaya) devam etmek i¢in, elde
edilen performans degerinin MMAP degerinden kiiciik olmasi ve elendiginde performans
artisina neden olan bir niteligin tespiti durumlarinin olusmasi gerekir. MMAP degerine esit ya
da biiyiik bir durum tespit edildiginde iterasyon durdurulur.

GA’nin temel amaci, herhangi bir problemin ¢6ziimiinde, o problem i¢in
uygulanabilecek tiim ¢6ziimlerin arasindan en iyi ¢dziimii segmektir. GA bunu yaparken gen
biliminde oldugu gibi kaliteli nesiller liretmeyi hedefler. Popiilasyondan (isleme alinan veri
kiimesinden) iiretilecek her yeni nesilde kotii ¢oziimlerin gitgide yok olmasi, iyi ¢oziimlerin
ise daha iyi ¢oziimler elde etmek iizere yeni nesillerin olusturulmasinda kullanilmas1 beklenir.

K-EYK algoritmasi, dnceden siniflandirma yapilmis bir veri kiimesinde, yeni bir
elemani siiflandirmada kullanilir. Algoritmanin temelinde, siniflandirilmak istenen 6genin,
en yakin mesafede oldugu k adet komsusunun tespiti vardir. Bu Kk adet en yakin kosunun
¢ogunlugu hangi sinifa mensup ise, isleme alinan eleman da o sinifa dahil edilir (Han, Pei, &
Kamber, 2011).

Karar agaglari, verilerin bir aga¢ yapisi seklinde siirekli olarak kiimelendigi ve

boliindiigli, tiimevarim mantigiyla hareket eden bir makine 6grenmesi yontemidir. Karar
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agaclari, ayrik parametrelerden olusur ve giiriiltiiye dayanikli bir yapiya sahiptir. Karar
agaclart ana bilesenler olarak karar diigiimleri ve yapraklardan olusmaktadir. Karar
diigtimleri, veriler kiimelenirken hangi yone gideceklerini tayin ederken, yapraklar son
noktadaki sonucu, bir baska deyisle 6genin dahil edilecegi sinifi gosterir (Theodoridis &
Koutroumbas, 2008).

Naive Bayes algoritmasi, olasilik temelli bir algoritmadir. Bayes teoremine gore
istatiksel tahmin yapar. Algoritmanin amaci smif {iyelik olasiligini tahmin etmektir. Diger
simiflandirma islemlerinde oldugu gibi Bayes teoremi tabanli olarak yapilan siniflandirmada
da Orneklem uzaymnin bir kismi oncelikle egitim amagli kullanilarak 6grenme yapilir,
orneklem uzaymin kalan kismi ile 6grenilen veriler {izerinden tahmin yapilir. Bir 6genin
hangi 6znitelikleri kendisinde topladig1 ve boylece hangi sinifa atandig1 algoritma tarafindan
ogrenildiginden, test kiimesi i¢inde sirali birtakim 6zellikleri verilen 6gelerin hangi sinifa ait
oldugu tahmin edilebilir (Han, Pei, & Kamber, 2011).

Derin 6grenme, son donemde makine 6grenmesi ve yapay zeka kavramlari igerisinde
popiilerligi artan bir yontemdir. Giiniimiizde derin 6grenme, goriintlii siniflandirma, kisilerin
seslerinin analizi, video isleme, dogal dil 6grenme, canli trafik akis1 analizi gibi bir¢ok alanda
kullanilmakta ve 6zellikle biiyiik teknoloji firmalar1 ve liniversite aragtirma gruplari tarafindan
ciddi yatirnmlarla desteklenmektedir. Derin 6grenmenin klasik makine 6grenmesi
yontemlerinden en biiyiik farki, 6nceden hazirlanmis herhangi bir matematiksel modele dayali
oznitelik ¢ikarimma ihtiyag duymamasidir. Oznitelik ¢ikarici, derin dgrenme tarafindan
otomatik olarak uygun sekilde 6grenildiginden, sistem ag katmanlarina ve tahmin islemlerine

odaklanmaktadir (Karahan & Akgiil, 2016).
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Verilerin Hazirlanmasi

Bu c¢alismada, onemli bir veri madenciligi yazilimi olan Rapidminer yazilimi
kullanilmistir. Veri seti olarak Kaliforniya Universitesi Makine Ogrenmesi Veri Havuzunda
(University of California, Irvine, USA) bulunan “Tiirkiye Ogrenci Kiymetlendirme Veri Seti
(Turkey Student Evaluation Data Set)” isimli acik kaynak bir veri seti (Dosya: turkiye-
student-evaluation_generic.csv) kullanilmistir (Gunduz & Fokoue, 2013). Veri seti, 2013
yilinda Gazi Universitesi’nde yapilmis ve 2850 dgrencinin, kendilerine toplam 13 ders veren
3 adet egitmeni degerlendirdigi bir ¢alisma sonuglarini igermektedir. Veri setinde toplam 33
adet niteligin 5 adedi derslerin isimlerini, derslerin zorluklarini, derslerin 6grenci tarafindan
alinma sayilarin1 ve Ogretmenlerin isimlerini sembolize etmekte diger 28 Oznitelikte ise
Ogrenciler egitmenlerine dair sorulmus ¢esitli sorulari cevaplamaktadir. 33 adet niteligin
aciklamalar1 asagida belirtilmistir:

Instr: Egitmeni ifade eder; {1,2,3} degerlerinden birini alir.

Class: Alinan dersin ismini ifade eder, {1-13} araligindaki degerlerden birini alir.

Repeat: Ogrenci tarafindan ilgili dersin kag kez alindigim ifade eder; {1,2,3} degerlerinden
birini alir.

Attendance: Ogrencinin derse katilim seviyesi; {0, 1, 2, 3, 4} degerlerinden birini alir.
Difficulty: Ogrencinin yorumuna gore dersin zorluk seviyesi; {1,2,3,4,5} degerlerinden birini
alir.

Q1: Dénem basinda bildirilen ders igerigi ve 6gretim metodu ve kiymetlendirme sistemi

Q2: Dénem basinda kursun amag ve kazanimlar1 agikga bildirilmistir.

Q3: Kurs, kendisine atanan kredi diizeyine karsilik verebilecek niteliktedir.

Q4: Kurs, ders programinda belirtildigi sekilde islendi.

QS5: Smif i¢i tartismalar, verilen 6devler, yapilan uygulama ve ¢alismalar yeterli diizeydeydi.
Q6: Kullanilan tiim dokiimanlar giincel ve yeterliydi.
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Q7: Ders i¢in yeterli sinif, laboratuvar ve tartisma alani hazirlanmisti.

Q8: Quiz, ddev, proje ve drnekler egitime katkist  sagladi.

QO9: Derslere katilmaktan ¢ok zevk aldim ve hevesliydim.

Q10: Dénem basindaki beklentilerim, donem sonunda karsilandi.

QI11: Kurs kisisel gelisimim i¢in faydali oldu.

Q12: Kurs, hayata yeni bir perspektifte bakmami sagladi.

Q13: Egitmenin bilgisi yeterli ve glinceldi.

Q14: Egitmen sinifa hazir geldi.

Q15: Egitmen, anlatilan ders planina uydu.

Q16: Egitmen, dersini adanmis ve anlasilir bir sekilde sundu.

Q17: Egitmen, derslere zamaninda geldi.

Q18: Egitmenin konugmasi akici ve diizgiindii.

Q19: Egitmen, ders saatlerini efektif kullandu.

Q20: Egitmen, dersi 6grencilere sevdirme konusunda istekliydi.

Q21: Egitmen, 6grencilere karsi pozitif bir yaklagim sergiliyordu.

Q22: Egitmen, 6grencilerin yorumlarina karsi agik ve saygiliydi.

Q23: Egitmen, 6grencileri derse katilma konusunda cesaretlendirirdi.

Q24: Egitmen, 6grencilere derslerine katki saglayacak ddev/projeler verdi.
Q25: Egitmen, 6grencilerin kurs ile ilgili sorularini her ortamda cevapladi.
Q26: Egitmenin kursu kiymetlendirme adina yaptig1 tim sinavlar, kursun amacina yonelikti.
Q27: Egitmen, smavlarin ¢oziimlerini 6grencilerle paylasti ve tartisti.
Q28: Egitmen, biitlin 6grencilere esit ve tarafsiz davrandi.

Q1-Q28 araligindaki tiim Oznitelikler Likert tipinde olup {1,2,3,4,5}degerlerinden birini

almaktadir.
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Verilerin Analizi

Calismada kullanilan veri setinde her satir, bir dgrencinin aldig1 bir dersle ilgili,
egitmeni hakkinda yaptigi degerlendirmeleri ifade etmektedir. Ancak bu Ozniteliklerin
sonucunda Ogrencinin o dersten Ogretmenine verdigi bir puan olmadigi i¢in, 0grencinin
kanaati somut olarak ifade edilmemistir. Bu durumu ¢6zmek adina 6grencinin Ogretmeni
hakkinda ¢esitli ozellikler iizerinden puan verdigi Q1-Q28 arasi Ozniteliklerin toplanarak
ortalamalarinin alindigi “SCORE” adli 34 numarali 6znitelik olusturulmustur. Ayrica veri
setindeki tim Ogretmenleri ders bazli genel sekilde kategorize edebilmek icin ise basari
durumunu sozel olarak ifade edecek “SUCCESS” niteligi olusturulmustur. SUCCESS
niteliginin degerinin hesaplanmasi icin, 4’ten kiigiik degerler KOTU, 4’¢ esit degerler 1Y,

4’ten biiyiik degerler isse MUKEMMEL olarak belirlenmistir.

Bulgular

En Iyi Oznitelik Secme Metodunun Tespit Edilmesi

Bilgi Kazanci algoritmas: tarafindan siralanan 6znitelikler Sekil 2 de goriilmektedir.
Agirlik degeri 0,45 ten biiyiik olan degere sahip 28 adet 6znitelik se¢ilmis ve indirgenmis veri
seti, ¢ikt1 olarak tahmin kiymetlendirme kismina gonderilmistir. Burada sinir olarak tespit
edilen 0,45 degeri, yaptigimiz gozlem sonrast 5 niteligin agirlik degerinin digerlerinden ¢ok

diisiik oldugu gorsel olarak tespit edilerek belirlenmistir.
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Sekil 2. Bilgi kazanci yontemiyle agirliklandirilmig veri seti 6znitelikleri

Geri Yonlii Eliminasyon ile Oznitelik segme yapilirken, Rapid miner “Backward
Elimination” modiilii kullanilmis, maksimum eliminasyon sayisi=10, spekiilatif tur sayisi=0,
durus davranisi=azalma olacak sekilde belirlenmis ve sonugta agirliklar: 1 degerine esit olan

ve 26 adet Oznitelikten olusan, Sekil 3’de gosterilen indirgenmis veri seti elde edilmistir.
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Sekil 3. Geri yonlii eliminasyon yontemi ile segilen 6znitelikler
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Genetik Algoritma ile 6znitelik se¢imi yapmak i¢in Optimize Selection(Evoluotionary)
modili kullanilmis, minimum oznitelik sayisi=1, popiilasyon boyutu=35, jenerasyonlarin
maksimum sayis1=30 olarak belirlenmis, 0.25 degerli turnuva yontemi kullanilmis, p i1k=0,5,
p mutasyon=-1,0, p caprazlama=0,5, ¢aprazlama tipi: tekdiize olarak belirlenmis ve agirliklar

normalize edilmistir. Segilen 6znitelikler Sekil 4’de gosterilmistir.

1.05

1.00
095
0.90
085
0.80
075
070
065
060
058

weight

050
045
040
0.35
0.30
02s
020
015
010
0.05

0.00

2 r 5 08 8 3 885882 029w BE s B2 28 5 088 3 9 8 5 8
& 3 & O O O O O O O O O O O O O O O

instr
class

nb.repeat
difficut

attribute

Sekil 4. Genetik algoritma ile segilen 6znitelikler

Oznitelik segme isleminde goriildiigii iizere mevcut 33 dznitelik arasindan sonuca etki
eden en 1iyi 19 niteligi tespit etmesiyle Genetik Algoritma en iyl sonucu vermis
goriinmektedir. Oznitelik segme isleminde elde edilen sonucun dogrulugunu pekistirmek ve
her {i¢ algoritmanin Oznitelik segme performansini kiyaslayabilmek i¢in, tiim algoritmalarin
etiketli niteligi tahmin etmelerini kiymetlendirme adimlarinda k-nn Yakin Komsuluk (K-
EYK) algoritmasi iliskiye dayali ayrik kiymetlendirme segilerek kullanilmistir.  Ayrim
degeri=0,5 (veri setinin yarist egitim, yarisi test) olarak belirlenmistir. K-EYK algoritmasinin
degerleri tiim 6znitelik segme islemleri icin k=1, élciim uzaklik birimi= Oklid Uzaklig1 olarak

ayarlanmigtir.
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Oznitelik secme isleminin dogruluga olan katkis1 Tablo 1°de goriilmektedir. Higbir
Oznitelik se¢me yapilmadan, 33 Oznitelik kullanilarak yapilan tahmin islemi, ancak
%90,10’luk bir TDP’e ulagilmistir. Filtreleme algoritmalarindan olan BK ydntemi veri setinin
oznitelik sayisim 28’e indirgerken, tahmin dogrulugunu %95,84’e cikarmustir. Ogrenme
tabanli ¢calisan GYE ise, BK’na gore durumu biraz daha iyilestirerek 6znitelik sayisini 26’ya,
dogruluk performansini da 96,98’e tasimistir. Genetik Algoritma ise BK ve GYE metotlarina
kars1 6znitelik indirgeme agisindan iistiinliik saglayarak, 19 6znitelik sayisi ile % 95,5’lik bir

TDP elde etmistir.

Tablo 1

Oznitelik Secme Islemlerinin Kiyaslanmast

Oznitelik Se¢me Algoritmasi Secilen Nitelik Adedi TDP (%)
YOK 33 90,10
Bilgi Kazanc1 28 95,84
Geri Yonlii Eliminasyon 26 96,98
Genetik Algoritma 19 95,5

En Iyi Makine Ogrenmesi Metodunun Tespit Edilmesi

Calismanin ikinci asamasi olan, veri setindeki etiketli niteligin ¢esitli makine
O0grenmesi yontemleriyle tahmin edilmesi islemlerinde ise dort farkli makine &grenmesi
yontemi kullanilmistir. On islem olarak kullanilan Genetik Algoritma (GA) ¢iktilarinimn
onceden Ongoriillemeyecegi, onceki boliimlerde aciklanmistir. Tablo 2’de goriildiigl tizere
GA, her islemde farkli sayida 6znitelik se¢mistir. Tabloya gore, K-EYK algoritmast i¢in 15
Oznitelik secilmis ve sonucta % 96,12 TDP elde edilmistir. Naive Bayes %95,43 dogruluk

orant 18 Oznitelik, Karar Agact %94,57 dogruluk orani 19 6znitelik elde etmistir. Derin
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Ogrenme algoritmasi ise 19 6znitelik segmesine ragmen %97,70 ile en yiiksek dogruluk

performansi oranini elde etmistir. Toplam islem zamani agisindan bakildiginda ise 3,6 saniye

islem zamanu ile naive Bayes algoritmasi diger algoritmalara gore tiim islemleri cok daha hizl

tamamlamistir.

Tablo 2

Makine Ogrenmesi Yontemlerinin Performanslarimin Kiyaslanmasi

Makine Ogrenmesi Secilen Nitelik TDP (%) Toplam islem Zamam
Algoritmasi Adedi (Milisaniye)
K-EYK 15 96,12 185640

Karar Agaci 19 94,57 10703

Naive Bayes 18 95,43 3575

Derin Ogrenme 19 97,70 529774

GA, Oznitelik segme isleminde sectigi tiim 6zniteliklere 1 agirlik verirken, her makine

O0grenmesi yontemi i¢in hem ortak hem de farkli olan ve Sekil 5’de gosterilen Oznitelikleri

se¢ebilmistir.

K-En Yakin Komsuluk

Karar Agact

Naive Baves

Derin Ogrenme

Sekil 5. Dort farklt makine 6grenmesi yontemi icin GA tarafindan secilen 6znitelikler
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Tartisma, Sonuc ve Oneriler

Bu c¢alismaya baslanilmasinda ki amag, egitim kiymetlendirme isleminin miimkiin
oldugunda dogru, hizli ve etkin bir sekilde yapilmasi saglayabilecek veriler elde etmek
olmustur. Mevcut egitim sistemlerinin kiymetlendirilmesi yiiksek sayida katilimcidan
toplanan, yliksek sayida niteligin degerlendirilmesini esas almakta ve bu da islem maliyeti,
zaman, dogru Oznitelik se¢imi gibi bircok kisit1 beraberinde getirmektedir.

Bu calisma kapsaminda genetik algoritma ile 6znitelik segmenin, kullanilan veri seti
icin en iyi sonucu verdigini gostermis, kullanilan 6znitelik sayisinin ciddi oranda azaltmasi
islem maliyetini diisiirdiigii gibi, hem anket hazirlayanlara, hem de anket dolduranlara —daha
az veri ile daha iyi sonucu elde etme- olanagi saglamistir. Genetik Algoritma ile mevcut veri
setindeki 33 Oznitelik arasindan yalnizca 19°unu segerek islem maliyeti biiyiilk oranda
indirilirken, kullanilan 6znitelik segme algoritmalart i¢inde 95,5’lik oran yakalamasi da
tahmin basarisinin diger iki algoritmaya oldukc¢a yakin oldugu goriilmiistiir.

Makine 6grenmesi algoritmalarinin performanslarinin kiyaslanmasinda ise %97,70 ile
en iyi dogrulugu Derin Ogrenme vermesine karsilik, en hizli algoritma olarak 3.6 saniye ile
Naive Bayes algoritmasi 6n plana ¢ikmaktadir. Derin 6grenme algoritmasi ise 530 saniye ile
Naive Bayes algoritmasina gore oldukca yavas kalmaktadir.

EVM alaninda bugiine dek yapilan c¢aligmalarda egitim sistemi kalitesinin
kiymetlendirilmesi islemi tek yonlii olmustur. Ornedin, egitmen performansini tespit icin
Ogrencilere yapilan anketlerde, egitmenleri hakkindaki goriisleri alinmis ve egitmen
performans kiymetlendirmesi yalnizca bu veriler lizerinde yapilmistir. Ancak, bu verilerin
yeterince objektif olamayacagi agiktir. Bu kiymetlendirme islemlerindeki objektiflik
performansini arttirmak icin ise, her bir 6grencinin ilgili egitmeninden aldig: ilgili dersin yil
sonu notlarinin diger anket veri setlerine entegre edilmesi veya, her bir Ogrenciye ait
“objektiflik katsayis1” benzeri bir ¢arpaninin -6grencinin ge¢mis akademik kariyerinden
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hareketle- tespit edilerek, bu katsayinin ilgili 6grencinin egitmeni hakkindaki kanaatiyle
carpilmasi etkili olacaktir. Birlestirilmis yeni veri setlerinin hem satir bazli, hem de tiim veri
seti olarak yeniden degerlendirilmesiyle (verilere objektiflik optimizasyonu yapilmasiyla),
Ogrencilerin egitmenleri hakkindaki goriislerin ne kadar gergek¢i oldugu biiyiik 6l¢iide ortaya
¢ikmis olacaktir.

Calismada oldugu gibi, birgok egitmene ait verilerin bulundugu veri setlerinde,
egitmen basarilarinin siralanmasi igin ilave bir dlgiit olarak agirliklandirilmis egitmen basarisi
kullanilabilir. Bir baska deyisle 6gretmenlerin tiim Ogrencilerin kacta kacina ders vermis
oldugu hesaplanarak, bu degerin egitmenin ortalama basar1 puani ile carpilmasi ile elde
edilecek bu deger, egitmen basarisina 6grenci sayisinin da katkisi ele aldigi igin, daha kaliteli
bir kiymetlendirme elde edilmesini saglayacaktir. Boylece daha kalabalik bir kitleye hitap
etmesine ragmen basar1 elde edebilen bir egitmenin degeri takdir edilebilecektir.

Gelecekte bu eksende, EVM sistemindeki kaliteyi tespit adina su g¢alismalar da
yapilabilir: 6rnegin lise son smif 6grencilerinin 6gretmenleri hakkindaki goriisleri anket veri
seti + dgrencilerin yilsonu notlari birlestirilmis bir veri seti ile aym 6grencilere ait Universite
giris smavi veri setleri karsilastirilarak, bu iki veri setinin birbiriyle ortiismesi temel alinarak
bu okul ve 6gretmenlerinin ulusal egitimdeki genel basari1 diizeyinin neresinde olduklarina
(ulusal anlamda gergekten basarili olup olmadiklarina) dair bir kanaat elde edilebilir. Ayrica,
egitim yoneticilerine dair EVM alaninda literatiirde yapilmis bir ¢alisma bulunmadigindan,
egitim yoneticileri kiymetlendirme islemi, bu yoneticilerin astt konumunda bulunan
bireylerden ya da iistlerinden alinan degerlendirme anket veri setleri ile yapilabilir. Tiim
egitim ekosisteminin saglikli olabilmesi adina bu sistemin tepesinde bulunan yoneticilere de

diger bireylere yapildig1 gibi mutlaka performans analizi yapilmalidir.
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Extended Abstract

Education is seen as one of the essential facts and rules that cannot be ignored in any society.
The format of the education has been changed many times in the process that has been going
from day to day. In spite of all these processes, it has never lost its fundamental dynamic
which makes the nations live. Education systems are growing all over the world. The quality
of education affects society in every way. It is clear that raising qualified societies is only
possible with adequate education. Even though the need for qualified education is not
recognized much in the past, population growth, increasing complexity, continually changing
socio-psychological conditions have made it harder for the education system to be improved
day by day. When it comes to daily use, technological innovations have been utilized to

ensure that improvements are made in this area as well as in all areas. The simple
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questionnaires and samples used in the last 50 years in the name of solving the problems
experienced in improving the education systems have remained far away from effective
evaluation today. The growth of the training echo system at high speed has created a need for
solutions at high speed and consistency, and this has become a particularly significant
problem for higher education administrators. Today, increasing amount of data in all sector of
life, make data mining more popular, and a high amount of data in increasing complexity
demanded to acquit. Different methods developed day by day, for solving problems in many
sectors like finance, health, defense, and education, applied to data mining for many social,
economic, and scientific issues. In the education area, where both number of instructors and
students always increase, for enhancing system performance, it is needed to observe and
evaluate the performance of students and instructors, and such situation causes to reveal a
new concept Educational Data Mining. Research in this area generally focuses on student
performance. Thus, there is a need for research in instructor performance. Research using
machine learning combined with attribute selection in the field of educational data mining has
focused on student performance in general, but few studies have focused on instructor
performance. In this paper, it was discussed how the performance of the instructor can be
determined by educational data mining methods. A Likert type questionnaire dataset on
opinions of the Gazi University's student regarding their instructor's teaching performance is
used in this research and different feature reduction, and machine learning algorithms are used
for evaluating the data set and performances of instructors. According to the obtained results,
it has been revealed that the feature selection with genetic algorithm gives the best result for
the used dataset compared to the other methods and 19 attributes can be used instead of 33
attributes. Utilizing genetic algorithm and deep learning as a machine learning method has
achieved a predictive accuracy performance of 97.70 %, which is higher than the value that
can be achieved by using all the attributes. This study differs from the others in that it
combines the reduced number of attributes and machine learning, as well as the ordering of

instructor performances in concrete terms.
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