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ÖZET 

Diz osteoartriti, eklem kıkırdak yapısının zamanla bozulması sonucunda ortaya çıkan, ağrı, hareket kısıtlılığı ve 

yaşam kalitesinde belirgin düşüşe yol açan kronik bir eklem hastalığıdır. Hastalığın şiddeti, klinik çalışmalarda 

yaygın olarak kullanılan Kellgren–Lawrence derecelendirme sistemiyle (0: normal, 1–4: artan şiddet düzeyleri) 

değerlendirilmektedir. Son yıllarda yapay zekâ ve derin öğrenme tabanlı yaklaşımlar, diz osteoartritinin erken ve 

doğru tanısında önemli başarılar göstermiştir. Bu çalışmada, diz osteoartriti şiddetinin sınıflandırılmasına yönelik ön 

işlem, model eğitimi, son işlem ve sınıflandırma olmak üzere dört aşamadan oluşan hibrit bir yöntem önerilmiştir. 

Ön işlem aşamasında orijinal X-ışını görüntüleri LBP ve Grad-CAM teknikleriyle işlenmiş ve üç ayrı veri kümesi 

elde edilmiştir. Model eğitimi aşamasında bu veri kümeleri ResNet-18 modeliyle eğitilerek her bir veri kümesi için 

sınıf tabanlı özellik setleri elde edilmiştir. Son işlem aşamasında elde edilen bu özellik setleri özellik füzyonu 

yöntemiyle birleştirilmiş ve performansları SVM yöntemiyle analiz edilmiştir. En iyi başarı gösteren özellik seti için 

mRMR ve Relief özellik seçim algoritmaları ayrı ayrı uygulanmış, her birinden seçilen 10 özelliğin içerisinden tekrar 

eden özellikler çıkarılarak 13 özellikli nihai özellik seti elde edilmiştir. Sınıflandırma aşamasında nihai özellik seti, 

SVM algoritmasıyla sınıflandırılmış ve %99,8 doğruluk oranına ulaşılmıştır. 

 

Anahtar Kelimeler: Diz osteoartriti, derin öğrenme, grad-cam, özellik seçimi, özellik füzyonu 

ABSTRACT 

Knee osteoarthritis is a chronic joint disease that results from the gradual deterioration of joint cartilage structure 

over time, leading to pain, limited mobility, and a significant decline in quality of life. The severity of the disease is 

assessed using the Kellgren–Lawrence grading system (0: normal, 1–4: increasing severity levels), which is widely 

used in clinical studies. In recent years, artificial intelligence and deep learning-based approaches have shown 

significant success in the early and accurate diagnosis of knee osteoarthritis. This study proposes a hybrid method 

consisting of four stages: preprocessing, model training, postprocessing, and classification for the classification of 

knee osteoarthritis severity. In the preprocessing stage, the original X-ray images were processed using LBP and 

Grad-CAM techniques, yielding three separate datasets. In the model training stage, these datasets were trained using 

the ResNet-18 model, yielding class-based feature sets for each dataset. In the postprocessing stage, these feature 

sets were combined using a feature fusion method, and their performance was analyzed using the SVM method. For 

the feature set showing the best performance, the mRMR and Relief feature selection algorithms were applied 

separately, and redundant features were removed from the 10 features selected from each, resulting in a final feature 

set of 13 features. In the classification phase, the final feature set was classified using the SVM algorithm, achieving 

an accuracy rate of 99.8%. 

Keywords: Knee osteoarthritis, deep learning, grad-cam, feature selection, feature fusion 
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GİRİŞ 

Diz osteoartriti, diz eklemindeki kıkırdağın yapısının bozulması sonucunda kademeli olarak ortaya çıkan ağrı, sertlik 

ve işlevsel bozukluğa yol açarak bireylerin yaşam kalitesini ciddi şekilde düşüren ilerleyici bir eklem hastalığıdır 

(Ren, Yang, & Hu, 2025). Semptomlar kişiden kişiye değişkenlik göstermekle birlikte, osteoartritin görülme sıklığı 

yaşlanma ile artmakta ve obezite gibi eklem üzerindeki yükü artıran faktörler hastalığın gelişme riskini 

artırmaktadır(Vad, Adin, & Solomon, 2023). Hastalığın ilerlemesini yavaşlatmak için erken tanı önem taşımaktadır. 

Diz osteoartritinin tanısında yaygın olarak radyografi, manyetik rezonans görüntüleme (MRI) ve ultrasonografi gibi 

teknikler ile görüntüleme sağlanmaktadır (Lee vd., 2021). Bu teknikler sayesinde eklem aralığının daralması, osteofit 

oluşumu, subkondral skleroz ve kemik deformiteleri gibi karakteristik bulguların değerlendirilmesini sağlamaktadır. 

Elde edilen bu bulgular Kellgren-Lawrence derecelendirme sistemine (0: Normal, 1-4: Artan şiddet seviyeleri) göre 

derecelendirilir ve hastalığın teşhisi konulur (Chen, Gao, Shi, Allen, & Yang, 2019).  

 

Ancak KL derecelendirme sistemine göre konulan teşhis büyük ölçüde uzmanın deneyim ve dikkatine bağlıdır. 

Özellikle erken evrelerdeki minimal farklar, uzmanlar arasında ve hatta aynı uzman tarafından yapılan tekrar 

değerlendirmelerde dahi tutarsız sonuçlar ortaya çıkabilmektedir (Mohammed, Hasanaath, Latif, & Bashar, 2023). 

Bu kapsamda yapılan çalışmalar, KL sınıflandırmasında uzman değerlendirmesi açısından güvenirlik oranının 0,67 

ila 0,73 arasında değiştiği gözlemlenmiştir (Culvenor, Engen, Øiestad, Engebretsen, & Risberg, 2015). Uzman 

değerlendirmelerinde görülen yanlılık ve tutarsızlıkları gidermek, tanısal süreci daha güvenilir hale getirmek 

amacıyla yapay zekâ ve makine öğrenmesi tabanlı yaklaşımlar, hastalığın tanısında önemli bir rol üstlenmektedir 

(Thomas vd., 2020). Bu doğrultuda, son yıllarda diz osteoartritinin otomatik tanısına yönelik literatürde, yaygın 

olarak KL derecelendirme sistemine göre sınıflandırma yapan birçok güncel çalışma bulunmaktadır.  

 

Bu çalışmalardan bazıları incelendiğinde: Solak (Zehra Solak, 2024), diz osteoartriti hastalığının tanısında X-ışını 

görüntülerini kullanarak transfer öğrenme tabanlı bir sınıflandırma modeli önermiştir. Bu modelde, görüntülerin 

kontrastını artırmak amacıyla CLAHE yöntemiyle ön işlem uygulanmıştır; ardından, her bir sınıflandırma senaryosu 

için EfficientNetB0, VGG16, Xception, DenseNet201 ve ResNet-50 gibi farklı derin öğrenme mimarileri kullanılarak 

rmsprop, sgdm, adam optimizasyon algoritmalarıyla eğitim gerçekleştirilmiştir. Çalışma sonucunda en başarılı 

performans DenseNet201-rmsprop ile elde edilmiş olup, iki sınıflı sınıflandırmada %87,7 doğruluk oranı elde 

edilmiştir. Çok sınıflı senaryolarda ise en yüksek doğruluk oranları; üç sınıf için %85,6, dört sınıf için %81,5 ve beş 

sınıf için Xception-rmsprop ile %67,8 olarak bildirilmiştir. Benzer şekilde Mahfus ve ark. (Mahfus, Tosun, Göker, 

& Kelimeler Öz, 2025), diz osteoartriti şiddetinin sınıflandırılmasında X-ışını görüntüleri kullanarak transfer 

öğrenme tabanlı bir sınıflandırma modeli önermiştir. Çalışmada, görüntü kalitesini artırmak amacıyla kontrast sınırlı 

adaptif histogram eşitleme (CLAHE) tekniği ve ayrıntı koruyucu bilateral filtre uygulanmıştır. Elde edilen özellikler, 

AlexNet, VGG19, DenseNet201 ve ResNet101 gibi farklı derin öğrenme modellerine aktarılmış ve bu modellerin 

performansları karşılaştırılmıştır. En başarılı sonuç, %97,85 doğruluk oranı ile ResNet101 modeli tarafından elde 

edilmiştir. Diğer bir çalışmada Rohani (Rohani, 2025), diz osteoartriti şiddetinin sınıflandırılmasında X-ışını 

görüntülerini kullanarak transfer öğrenme tabanlı bir model önermiştir. Çalışmada, MobileNet ve ResNet mimarileri 

kullanılarak derin öğrenme tabanlı bir yaklaşım geliştirilmiştir. Elde edilen sonuçlar, ResNet modelinin %83,5 

doğruluk oranı ile MobileNet’e kıyasla daha yüksek performans gösterdiğini ortaya koymuştur. Jahan ve ark. (Jahan 

vd., 2024), diz osteoartriti şiddetinin sınıflandırılması amacıyla, X-ışını görüntülerinden elde edilen dört farklı veri 

kümesini birleştirerek 110.232 görüntüden oluşan yeni bir veri kümesi oluşturmuştur. Bu veri kümesine DCGAN 

tabanlı veri artırımı uygulanmış; ardından adaptif histogram eşitleme (AHE) ve hızlı non-local means gibi ön işleme 

teknikleri kullanılmıştır. Önerilen KOA-CCTNet modeli ile eğitilen sistem, %94,58 doğruluk oranı ile önceki transfer 

öğrenme modellerini geride bırakmıştır. Çalışma, KOA tanısında transformer tabanlı mimarilerin yüksek doğruluk 

ve verimlilik sağladığını ortaya koymaktadır. Sohail ve ark. (Sohail, Azad, & Kim, 2025), diz osteoartriti şiddetinin 

sınıflandırılması için InceptionV3 tabanlı bir transfer öğrenme modeli (FT-IV3) önermiştir. Çalışmada, Osteoarthritis 

Initiative (OAI) veri kümesi üzerinde çift aşamalı ön işleme ve evrişimsel sinir ağı (CNN) ile özellik çıkarımı 

uygulanmıştır. FT-IV3 modeli, eğitim, doğrulama ve test aşamalarında sırasıyla %96,33, %93,82 ve %92,25 

doğruluk oranlarına ulaşarak, orijinal IV3 modeline kıyasla daha yüksek başarı göstermiştir. Bir başka çalışmada ise 

Ahmed ve ark. (Ahmed & Mstafa, 2022), diz osteoartriti şiddetini sınıflandırmak için X-ışını görüntülerine dayalı, 

ikili ve çok sınıflı olmak üzere iki farklı model çerçevesi önermiştir. İlk çerçevede, önceden eğitilmiş CNN ile özellik 

çıkarımı yapılmış; ardından, PCA ve SVM ile sınıflandırma gerçekleştirilmiştir. İkinci çerçevede ise aynı model, 

transfer öğrenme yöntemiyle yeniden eğitilerek farklı sınıf sayıları için uyarlanmıştır. Her iki çerçeve de geleneksel 

makine öğrenmesi yöntemleriyle desteklenmiş ve %90,8 doğrulukla en iyi sonuç ikili sınıflandırmada elde edilmiştir. 

Modelin, hastalığın erken evresinde sınıflandırma başarısı gösterdiği bildirilmiştir. 
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Bu çalışmanın amacı, diz osteoartritinin şiddetini sınıflandırmak amacıyla, X-ışını görüntüleri üzerinde LBP ve Grad-

CAM teknikleriyle elde edilen çoklu temsilleri kullanarak, özellik füzyonu ve öznitelik seçimi adımlarıyla 

desteklenen hibrit bir yapay zekâ modeli geliştirmek ve böylece hastalığın daha hızlı ve doğru şekilde teşhis 

edilmesini sağlamaktır. Bu çalışmanın yenilikçi yönleri ve özgün katkıları aşağıdaki gibi özetlenmiştir:  

 Giriş görüntülerinin Grad-CAM ve LBP gibi görüntü işleme teknikleri kullanılarak temsil verilerinin daha 

anlamlı ve zengin hale getirilmesi; 

 ResNet-18 mimarisinin kullanılarak sınıf tabanlı anlamlı özelliklerin çıkarılması; 

 Farklı görüntü temsillerinden elde edilen özelliklerin, özellik füzyonu tekniği ile birleştirilerek kapsamlı 

özellik setlerinin oluşturulması; 

 mRMR ve Relief yöntemleri kullanılarak en verimli özelliklerin seçilerek sınıflandırmada başarının 

artırılması; 

 Önerilen hibrit yapay zekâ modeliyle birlikte diz osteoartritinin erken ve doğru teşhisinde uzmanlara 

yardımcı olabilecek etkili bir karar destek sistemi sunulmasıdır. 

 

Makalenin yapısı şu şekilde düzenlenmiştir: İkinci bölümde çalışmada kullanılan veri kümesi, uygulanan teknikler 

ve önerilen yaklaşım ayrıntılı olarak açıklanmıştır. Üçüncü bölümde deneysel analizler ve bunlara ilişkin 

değerlendirmeler sunulmuştur. Dördüncü bölümde araştırma bulguları tartışılmış, son bölümde ise sonuçlar ele 

alınmıştır. 

YÖNTEM 

Veri Kümesi 

Bu çalışmada kullanılan veri kümesi, Osteoartrit Girişimi (OAI) tarafından düzenlenen ve Kaggle platformunda 

açık erişimli olarak sunulan diz osteoartritine ait X-ışını görüntülerinden oluşmaktadır. Veri kümesinde, Kellgren-

Lawrence (KL) sınıflandırma sistemine göre etiketlenmiş, 224×224 çözünürlüğe sahip toplam 8.260 adet diz X-

ışını görüntüsü yer almaktadır. Bu veri kümesinde, diz osteoartritinin şiddetine yönelik görüntülerde sınıflar 

arasında dengesiz bir dağılım söz konusudur. Görüntülerin KL derecelerine göre dağılımı şu şekildedir: Şiddet 0 

(normal) 3.253, Şiddet 1 (şüpheli) 1.495, Şiddet 2 (hafif) 2.175, Şiddet 3 (orta) 1.086, Şiddet 4 (ileri) 251 adettir. 

Bu çalışmada kullanılan veri kümesine ait bazı örnekler Şekil 1’de verilmiştir. (Chen, 2018).       

 

 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 1. Kellgren-Lawrence (KL) Sınıflandırmasına Göre 

Seçilmiş Örnek Diz X-Işını Görüntüleri. Görseller Sırasıyla; (A) 

Şiddet 0 (Sağlıklı), (B) Şiddet 1 (Şüpheli), (C) Şiddet 2 (Hafif), 

(D) Şiddet 3 (Orta), (E) Şiddet 4 (İleri) Olmak Üzere Beş Farklı 

Sınıfa Ait. 
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Ön İşlem Yöntemleri 

Gradyan Ağırlıklı Sınıf Aktivasyon Haritalama (Grad-CAM), Evrişimli Sinir Ağı (CNN) tabanlı modellerde görsel 

açıklanabilirliği artırmak amacıyla geliştirilmiş bir görselleştirme tekniğidir. Bu teknik genellikle hedef sınıfa ait 

çıktının son evrişimli katmanındaki özelliklerine göre gradyanların alınmasıyla, sınıfa özgü bir ısı haritası 

oluşturmaktadır. Elde edilen ısı haritası, modelin karar verme aşamasında hangi görüntü bölgelerine odaklandığını 

görsel olarak ortaya koymaktadır. Grad-CAM’in yeniden eğitilmesine ihtiyaç duyulmaması, bu tekniğin CNN 

tabanlı modeller üzerinde doğrudan uygulanabilmesini mümkün kılmakta ve bu özelliği sayesinde tercih edilme 

nedenlerinden biri olmaktadır (Selvaraju vd., 2016). Bu çalışmada Grad-CAM ısı haritaları, KL0-KL4 

sınıflandırma görevi için eğitilen DarkNet-19 mimarisi kullanılarak üretilmiştir. Grad-CAM üretim sürecinde veri 

kümesi önceden eğitim ve test olarak ayrılmış; ısı haritaları yalnızca eğitim verisi ile eğitilmiş ve ardından 

dondurulmuş (fixed) model kullanılarak hem eğitim hem de test görüntüleri için elde edilmiştir. Bu aşamada test 

etiketleri harita üretiminde kullanılmamıştır. Dolayısıyla Grad-CAM temsilleri, ResNet-18 sınıflandırıcısının kendi 

karar mekanizmasından türetilmiş çıktılar değil; ondan bağımsız bir model tarafından üretilmiş, etiket sızıntısı veya 

döngüsel mantık oluşturmayan, görüntüden türetilmiş yardımcı bir görsel dikkat temsili olarak ele alınmıştır. Bu 

kapsamda, orijinal görüntülere Grad-CAM tekniği uygulanarak modelin odaklandığı alanlar görselleştirilmiştir. 

Elde edilen bu ısı haritaları Şekil 2’de sunulmuştur.  

 

  
 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 2. Kellgren-Lawrence (KL) Sınıflandırmasına Göre Orijinal Ve Grad-CAM, Tekniği Uygulanmış X-Işını 

Görselleri. Görseller Sırasıyla; (A) Şiddet 0 (Sağlıklı), (B) Şiddet 1 (Şüpheli), (C) Şiddet 2 (Hafif), (D) Şiddet 3 

(Orta), (E) Şiddet 4 (İleri) Olmak Üzere Beş Sınıfa Ait. 

 

Yerel İkili Desen (LBP), görüntülerdeki dokusal desenleri tanımlamak için geliştirilen bir tekniktir. Bu teknik her 

bir pikselin komşu piksellerle olan ilişkisini ikili sayı biçiminde ifade etmektedir. Genellikle 3 × 3 piksellik blok 

yapısı kullanılarak merkezdeki piksel referans alınır ve çevresindeki sekiz pikselin değerleriyle karşılaştırılır. Bu 

karşılaştırmalar sonucunda her piksel için ikili bir kod elde edilir. LBP değeri, görüntü üzerinde kaydırmalı şekilde 

hesaplanarak tüm piksellere uygulanır. Ardından görüntü alt bölgelere ayrılır ve her bölgeden elde edilen LBP 

özellikleri birleştirilerek görüntünün genel bir temsili oluşturulmaktadır (Sedaghatjoo, Hosseinzadeh, & Bigham, 

2024). Bu çalışmada, orijinal görüntülere LBP tekniği uygulanarak dokusal özelliklerin çıkarımı 

gerçekleştirilmiştir. Bu tekniğe ait iş adımı ve çıktısı Şekil 3’te sunulmuştur. 
 

 

 

 

 

 

 

 

 

 

Şekil 3. Orijinal Diz Röntgenine Uygulanan LBP (Yerel İkili Desen) Tekniği Sonucunda Elde Edilen Dokusal 

Görüntü. Her Pikselin Komşularıyla Karşılaştırılmasıyla Oluşturulan İkili Desenler, Dokusal Bilgiyi Ortaya 

Çıkaran Yeni Bir Görüntü Üretmiştir. 
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Artık Tabanlı Model: ResNet-18 

ResNet-18 (Residual Neural Network), derin sinir ağlarının eğitiminde karşılaşılan azalan gradyan problemine bir 

çözüm olarak He ve ark. tarafından önerilen ResNet mimarisinin, 18 katmandan oluşan evrişimli bir sinir ağı 

versiyonudur. Bu mimari, geleneksel evrişimli sinir ağlarından farklı olarak artık bloklar içermektedir. Modelde yer 

alan kestirme bağlantılar, her bloğun çıktısına özdeşlik fonksiyonları ekleyerek gradyanların kaybolmasını 

önlemektedir. Bu yapı modelin performans düşüşü olmadan etkili bir şekilde eğitilmesini sağlamakta ve özellik 

çıkarımı ile sınıflandırma gerektiren karmaşık görevler için uygun hale getirmektedir. ResNet-18, diğer ResNet 

mimarilerine kıyasla daha az parametre içermesi ve hesaplama açısından verimli bir yapı sunması nedeniyle, çeşitli 

derin öğrenme uygulamalarında sıklıkla tercih edilmektedir. Modelin hem düşük hem de yüksek düzeyli özellikleri 

etkili bir biçimde öğrenebilmesi nedeniyle, görüntü sınıflandırma, nesne tanıma gibi birçok görsel görevde sıklıkla 

tercih edilmektedir (He, Zhang, Ren, & Sun, 2015; Ou vd., 2019). ResNet-18 mimarisine ilişkin genel yapı Şekil 

4’te sunulmuştur. 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 4.  ResNet-18 Mimarisi (“DLOA (Part-18)-ResNet CNN and Implementation | by Dewansh Singh | 

Medium”, 2023). 
 

ResNet-18 mimarisi, toplamda 18 katmandan oluşan bir evrişimli sinir ağı yapısına sahiptir. Modelin girişinde 7×7 

boyutunda ve 64 filtreli bir evrişim katmanı yer almakta, bu katmanı 3×3 boyutundaki maksimum havuzlama 

katmanı izlemektedir. Sonrasında ise sırasıyla 64, 128, 256 ve 512 filtre içeren dört grup artık blok bulunmaktadır. 

Her bir blok, ikişer adet 3×3 evrişim katmanından oluşmakta olup, bu bloklar arasında kestirme bağlantılar 

kullanılmaktadır. Ağın son bölümünde ise, küresel ortalama havuzlama katmanı ile uzamsal boyutlar azaltılır; 

ardından, tam bağlantılı bir katman yer almakta olup, sınıflandırma işlemi genellikle Softmax aktivasyon 

fonksiyonu ile tamamlanmaktadır. Bu yapı sayesinde model, farklı seviyelerdeki özellikleri etkili bir şekilde 

öğrenebilmektedir (Alruwaili, Ali, Almutairi, Alsahyan, & Mohamed, 2025). Bu çalışmada, orijinal görüntüler ile 

LBP ve Grad-CAM teknikleri kullanılarak elde edilen görüntüler, Transfer öğrenme yaklaşımı kapsamında ResNet-

18 modeli üzerinde ayrı ayrı eğitilmiş; her birinden elde edilen özgün özelliklerin sınıflandırma aşamasına katkısı 

incelenmiştir.  

Özellik Seçim Yaklaşımları 

Maksimum İlgililik - Minimum Yedeklilik (mRMR) algoritması, öznitelikler arasındaki benzerlikleri 

değerlendirerek en anlamlı ve bağımsız özniteliklerin seçilmesini amaçlayan bir öznitelik seçme yöntemidir. Bu 

yöntem, giriş verilerinden elde edilen öznitelikler arasında hem sınıfla olan ilgililiği hem de öznitelikler arası tekrar 

oranını analiz ederek her bir özniteliğe puan atar ve sıralama gerçekleştirir. En az bilgi tekrarı içeren ve sınıfla 

yüksek düzeyde ilişkili olan öznitelikler tercih edilirken, yüksek korelasyon gösteren öznitelikler elenir. mRMR 

yöntemi, özellikle ikili sınıflandırma problemlerinde etkin performans sergilemektedir. Algoritmanın temel 

hesaplama yöntemi aşağıda Denklem (1) – (3)’ te sunulmuştur.  
 

 

 
𝐷 =

1

|𝑆|
 ∑ 𝐼 𝑓𝑖; 𝑐

𝑓𝑖 ∈ 𝑆

 
(1) 
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𝑅 =  
1

|𝑆|2
 ∑ 𝐼 𝑓𝑖

𝑓𝑖,𝑓𝑗 ∈ 𝑆

; 𝑓𝑗 
  (2) 

 

𝑚𝑅𝑀𝑅 = max(𝐷 − 𝑅)    (3) 

 

Bu denklemlerde, S seçilen öznitelik kümesini, 𝑓𝑖 kümede yer alan herhangi bir özniteliği, c sınıf etiketini, 𝐼 𝑓𝑖; 𝑐 

özniteliğin sınıfla olan ilgililik düzeyi, 𝐼 𝑓𝑖: 𝑓𝑗 iki öznitelik arasındaki benzerlik veya tekrar oranını temsil etmektedir. 

Denklem (1), özniteliklerin sınıfla olan ortalama bağıntısını yani maksimum ilgililiği, Denklem (2) ise öznitelikler 

arası ortalama bağıntıyı yani minimum yedekliliği hesaplar. Denklem (3) ile bu iki ölçütün farkı alınarak en yüksek 

bilgi katkısı sağlayan ve tekrarı en düşük olan öznitelikler belirlenir  (Rizki vd., 2024).   

 

RelieF, sınıflandırma problemlerinde yaygın olarak kullanılan etkili bir öznitelik seçme algoritmasıdır. Algoritma, 

her bir veri örneği için en yakın aynı sınıfa ve farklı sınıfa ait komşu örnekleri belirleyerek çalışır. Ardından, her 

özniteliğin sınıflar arası ayırt edicilik düzeyini değerlendirmek için bu komşularla olan farkı kullanarak özniteliklere 

ağırlık atar. Yerel komşuluk ilişkilerine dayalı bu yaklaşım, özellikle sınıflar arasındaki sınırların karmaşık olduğu 

veri kümelerinde anlamlı örüntüleri yakalamada başarılıdır. Yüksek ağırlığa sahip öznitelikler, sınıflar arasında güçlü 

ayrım yapabilme potansiyeline sahipken; düşük ağırlık değerine sahip olanlar sınıflandırma açısından düşük katkı 

sağlar ve çoğunlukla elenir. (Ye, Peng, Zhang, & Song, 2024). 

Makine Öğrenme Yöntemi: SVM 

Destek vektör makineleri (SVM), sınıflandırma problemlerinde yaygın olarak kullanılan denetimli öğrenme 

algoritmalarındandır. Bu yöntem, sınıflar arasındaki en yakın veri noktalarını belirleyerek, bu noktalar üzerinden 

maksimum marjini sağlayan optimum bir hiperdüzlem oluşturur. Bu sınırlayıcı veri noktaları, sınıflar arası ayrımı 

doğrudan etkilediğinden destek vektörleri olarak adlandırılır ve modelin karar sınırını belirlemede temel rol oynar. 

Hiper düzlemin geometrisi, giriş verisindeki öznitelik sayısına bağlıdır; iki boyutlu verilerde bir doğru, daha yüksek 

boyutlarda ise bir düzlem şeklinde temsil edilir. Aynı veri kümesi için birden fazla ayrım düzlemi bulunabilse de , 

SVM bu düzlemler arasından marjı en çok artıranını seçerek sınıflar arasındaki en net ayrımı yapar. Bu yaklaşım, 

modelin yeni verilere daha iyi genelleme yapmasını ve yüksek doğrulukla sınıflandırma gerçekleştirmesini sağlar 

(Keerthana, Venugopal, Nath, & Mishra, 2023; Li, Deng, Hong, Wei, & Cai, 2024). SVM’in sınıflar arası ayrım 

mekanizması Şekil 5’te sunulmuştur. 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 5. SVM Modelinin Bir Örneği (Armaghani vd., 2020). 

 

Önerilen Yaklaşım 

Önerilen yaklaşım, diz osteoartriti şiddetinin KL derecelendirme sistemine göre otomatik olarak sınıflandırılması 

amacıyla geliştirilmiş yapay zekâ tabanlı hibrit bir yöntemdir. Önerilen hibrit yaklaşım, sırasıyla ön işlem, model 

eğitimi, son işlem ve sınıflandırma olmak üzere dört ana adımdan oluşmaktadır. Ön işlem adımında, orijinal diz X-

ışını görüntülerindeki ayırt edici özellikleri belirlemek amacıyla iki farklı görüntü işleme tekniği kullanılmıştır. Bu 
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teknikler, modelin odaklandığı bölgeleri görselleştiren Grad-CAM tekniği ve dokusal özellik çıkarımına yönelik 

olarak kullanılan LBP tekniğidir. Bu tekniklerin uygulanması sonucunda, orijinal veri kümesi ile birlikte toplamda 

üç farklı görüntü kümesi (Orijinal, Grad-CAM, LBP) elde edilmiştir.  

 

Model eğitimi adımında, elde edilen üç görüntü kümesi (Orijinal, Grad-CAM, LBP) ayrı ayrı olacak şekilde özellik 

çıkarımı amacıyla transfer öğrenme yaklaşımıyla ResNet-18 modeli ile eğitilmiştir. Her bir görüntü kümesi, modelin 

son katmanından elde edilen özellik vektörleri ile temsil edilmiş ve böylece sınıf tabanlı üç ayrı özellik seti (A: 

Orijinal, B: Grad-CAM, C: LBP) oluşturulmuştur. Bu aşamada elde edilen her bir özellik seti, KL0-KL4 derecelerine 

karşılık gelecek şekilde 5 bileşenli çıktı skorları ile temsil edilmektedir. Bu skorlar sınıf olasılıklarını değil, ağ 

tarafından öğrenilmiş sınıf-duyarlı derin öznitelik temsillerini ifade etmektedir. Bu temsilin bu şekilde oluşturulması, 

Orijinal, Grad-CAM ve LBP’den gelen bilgilerin sonraki aşamada aynı yapı altında birleştirilmesini 

kolaylaştırmaktadır. 

 

Son işlem adımında, elde edilen üç ayrı özellik seti (A, B, C) üzerinde, bilgi bütünlüğünü artırmak ve sınıflandırma 

performansını geliştirmek amacıyla özellik füzyonu işlemi gerçekleştirilmiştir. Bu kapsamda, her biri 5 bileşenli çıktı 

skorlarından oluşan A, B ve C setleri; ikili (A&B, A&C, B&C) ve üçlü (A&B&C) kombinasyonlarla birleştirilmiş 

ve toplamda dört farklı birleşik özellik seti oluşturulmuştur. Bu setler arasında, 15 bileşenli çıktı skorlarından oluşan 

A&B&C birleşimi, en kapsamlı özellik seti olduğu için sonraki adımlar için tercih edilmiştir. 

 

Sınıflandırma adımında, A&B&C özellik seti üzerinde öznitelik seçimi gerçekleştirilmiştir. Bu aşamada, mRMR 

algoritması ile Relief algoritması ayrı ayrı uygulanmıştır. Her iki algoritma tarafından en verimli 10 öznitelik 

sıralanmış, bu listeler karşılaştırılarak ortak öznitelikler çıkarılmış ve sonuç olarak 13 öznitelikten oluşan nihai bir 

özellik kümesi elde edilmiştir. Nihai öznitelik kümesi, sınıflandırma işlemi için destek vektör makineleri (SVM) 

algoritmasına aktarılmış ve daha az sayıda ancak yüksek bilgi içeriğine sahip özniteliklerle sınıflandırma süreci 

tamamlanmıştır. Önerilen yaklaşımın işleyişine ait şema Şekil 6’da sunulmuştur. 

 
 
 

Şekil 6. Önerilen Yaklaşımın İşleyiş Şeması. 
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DENEYSEL ANALİZLER 

Deneysel analiz sürecinde, ön işleme teknikleri (Grad-CAM ve LBP) Python programlama dili ile uygulanmış; ilgili 

kodlar Jupyter Notebook arayüzü üzerinden çalıştırılmıştır. Model eğitimi (ResNet-18), özellik füzyonu ve 

sınıflandırma aşamaları ise MATLAB 2024 yazılımı kullanılarak gerçekleştirilmiştir. Analizler, 32 GB RAM, 10 GB 

grafik belleğe sahip ekran kartı ve 3,40 GHz hızında Intel Core i7 işlemciye sahip bir bilgisayar üzerinde 

gerçekleştirilmiştir. Analiz sonuçlarının değerlendirilmesinde karışıklık matrisi (confusion matrix) kullanılmıştır. Bu 

matris üzerinden doğruluk, kesinlik, duyarlılık ve F1-skoru gibi temel değerlendirme metrikleri hesaplanmıştır. Söz 

konusu metrikler, karışıklık matrisinde tanımlanan doğru pozitif (TP), yanlış pozitif (FP), doğru negatif (TN) ve 

yanlış negatif (FN) değerleri temel alınarak elde edilmiştir. Bu metriklere ait formüller aşağıda sunulmuştur. 

Metriklerin değerlendirilmesinde, kullanılan veri kümesinin dağılım özellikleri esas alınmaktadır. Veri kümesinin 

dengeli olduğu durumlarda doğruluk metriği, model performansını yeterli düzeyde yansıtırken; dengesiz dağılıma 

sahip veri kümelerinde ise F1-skoru, değerlendirme açısından daha güvenilir bir ölçüt sunmaktadır. Bu çalışma 

kapsamında kullanılan veri kümesi dengesiz bir yapıya sahip olmasından dolayı değerlendirilmesinde F1-skoru 

metriği önemlidir (Liu vd., 2025), (Erdoğan, Tongur, & Uzbaş, 2024). Modellerin eğitiminde tercih edilen 

parametreler Tablo 1’de yer almaktadır. Bu tablo dışında kalan parametreler için yöntemlerin kendi varsayılan 

değerleri esas alınmıştır. 

 

𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =  
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
 

(1) 

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

(2) 

𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

(3) 

𝐹1 𝑆𝑘𝑜𝑟𝑢 = 2 ×  
𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘 × 𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘

𝐾𝑒𝑠𝑖𝑛𝑙𝑖𝑘 + 𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘
 

(4) 

 

 

Tablo 1. Analiz Sürecinde Kullanılan Parametreler Ve Değerleri. 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Deneysel analizler, ön işlem, model eğitimi son işlem ve sınıflandırma olmak üzere dört temel aşamadan 

oluşmaktadır. İlk adımda, sınıflandırma performansını artırmak amacıyla orijinal X-ışını veri kümesine Grad-CAM 

ve LBP teknikleri uygulanmış; böylece iki yeni görüntü kümesi oluşturulmuştur. Elde edilen bu görüntü kümeleri, 

sonraki aşamalarda orijinal veri kümesiyle birlikte bağımsız veri kümeleri olarak değerlendirilmiştir. Elde edilen 

görüntü kümelerine ait bazı örnekler Şekil 7’de sunulmuştur. 

 

İkinci aşamada, ön işlem aşamasında elde edilen üç farklı veri kümesi önceden eğitilmiş ResNet-18 modeli ile ayrı 

ayrı eğitilerek performansları değerlendirilmiştir. Bu değerlendirme sürecinin ardından, her bir veri kümesi için 

ResNet-18 modelinin son katmanından özellik çıkarımı gerçekleştirilmiş ve her bir veri kümesine ait KL0-KL4’e 

karşılık gelen 5 bileşenli çıktı skorlarından oluşan üç farklı özellik seti elde edilmiştir. 

 

Model /Yöntem Parametre Değer 

 

 

 

ResNet-18 

Sınıflandırıcı Linear 

Epoch (Devir Sayısı) 8 

Öğrenme oranı 1e-4 

Kayıp fonksiyonu cross-entropy 

Mini-Batch Boyutu 32 

Optimizasyon SGDM 

Eğitim & Test oranı %80 - %20 

 

SVM 

Ön ayar Quadratic 

Çekirdek ölçeği Auto 

Kutu kısıtlama düzeyi 1 

Çoklu sınıf yöntemi One-vs-One 
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Şekil 7. Orijinal X-Işını Görüntülerine Grad-CAM ve LBP Yöntemleri Uygulanması Sonucunda Elde Edilen Veri 

Kümelerine Ait Örnek Görüntüler. 

 

Modelin eğitim sürecinde kullanılan parametreler Tablo 1’de sunulmuştur. Sınıflandırma çıktılarının karışıklık 

matrisleri Şekil 8’de; eğitim sonucunda elde edilen başarı grafikleri ise Şekil 9’da sunulmuştur. Sınıflandırma 

metriklerinin değerleri Tablo 2’de verilmiştir. Buna göre, orijinal görüntü kümesi üzerinden %89,53, Grad-CAM 

yöntemiyle oluşturulan veri kümesinden %93,28 ve LBP yöntemiyle elde edilen veri kümesinden %96,31 genel 

doğruluk oranı elde edilmiştir. Bu bulgular, ön işleme teknikleriyle elde edilen görüntü kümelerinin, ResNet-18 

mimarisi tarafından ayırt edilebilir özellikler hâline getirildiğini göstermektedir. 

Şekil 8. ResNet-18 Modeliyle Yapılan Analiz Sonucunda Elde Edilen Karışıklık Matrisleri (A) Orijinal, (B)Grad-

CAM, (C) LBP. 
 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 9. ResNet-18 Modeliyle Yapılan Analiz Sonucunda Eğitim-Test Başarısına Ait Grafikler; (A) Orijinal, (B) 

Grad-CAM,  (C) LBP. 
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Tablo 2. ResNet-18 Modelinin Analizler Sonucunda Elde Edilen Performans Değerleri (%). 
 

 

 

 

 

 

 

 

 

Üçüncü aşamada, ResNet-18 modeli kullanılarak elde edilen üç ayrı özellik seti, özellik füzyonu yaklaşımıyla, vektör 

birleştirme yöntemiyle kendi aralarında farklı kombinasyonlara tabi tutulmuştur. Bu aşamanın temel amacı, özellik 

füzyonu ile oluşturulan özellik setlerinin osteoartrit evrelerinin sınıflandırılmasındaki etkisini ve model 

performansını değerlendirmektir. Bu kapsamda; (Orijinal & Grad-CAM), (Orijinal & LBP), (Grad-CAM & LBP) ve 

(Orijinal & Grad-CAM & LBP) olmak üzere dört ayrı özellik kombinasyonu oluşturulmuştur. Her bir özellik seti, 

modelin son katmanından [görüntü sayısı × 5] (her görüntü için 5 bileşenli çıktı skorları) boyutunda çıkarılmış olup, 

ikili kombinasyonlar [görüntü sayısı × 10], üçlü kombinasyon [görüntü sayısı × 15] boyutlarında dört ayrı özellik 

seti elde edilmiştir. Özellik setlerinin performansları, Destek Vektör Makineleri (SVM) kullanılarak 

değerlendirilmiştir. Sınıflandırma sonucunda elde edilen karışıklık matrisleri Şekil 10’da, performans metrikleri ise 

Tablo 3’te sunulmuştur.  

 

Tablo 3’te sunulan performans metrikleri değerlendirildiğinde, elde edilen kombine özellik setlerinin sınıflandırma 

başarısını artırdığı gözlemlenmektedir. Bu özellik setleri arasında, üçlü özellik kombinasyonu (Orijinal & Grad-CAM 

& LBP) %99,58 genel doğruluk oranı ile en yüksek performansı sergilemiştir. İkili kombinasyonlarda ise; (Orijinal 

& Grad-CAM), (Orijinal & LBP) ve (Grad-CAM & LBP) sırasıyla %97,30, %98,90 ve %98,80 doğruluk oranları 

elde edilmiştir. Bu sonuçlar, farklı tekniklerle elde edilen özelliklerin birlikte kullanılmasının model performansını 

olumlu yönde etkilediğini göstermektedir. 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
Şekil 10. Özellik Füzyonu Yaklaşımıyla Oluşturulan Özellik Setlerinin Sınıflandırılması Sonucu Elde Edilen 

Karışıklık Matrisleri (A) Grad-CAM & LBP, (B) Grad-CAM & Orijinal, (C) Grad-CAM & Orijinal & LBP, (D) 

Orijinal & LBP. 

 

Dördüncü aşamada, en yüksek performans gösteren özellik seti üzerinde özellik seçimi yapılarak sınıflandırma 

başarısının daha da artırılması hedeflenmiştir. Bu kapsamda, önceki adımda en başarılı sonuçları veren Orijinal & 

Grad-CAM & LBP birleşik özellik seti üzerinden mRMR ve Relief algoritmaları ayrı ayrı uygulanmıştır. Her bir 

yöntem, sınıflandırma açısından en verimli 10 özelliği ayrı ayrı sıralanmış,  ardından bu özelliklerin birleşimi (tekrar 

Veri Kümesi Kesinlik Duyarlılık Özgüllük F1- Skor Doğruluk 

Orijinal 89,78 88,92 97,24 89,21 89,53 

Grad-CAM 93,87 93,64 98,11 93,74 93,28 

LBP 96,51 94,34 99,01 95,31 96,31 
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eden öznitelikler çıkarılarak) alınmıştır. Yapılan bu birleşim işlemi sonucunda; 4 adet Orijinal, 4 adet Grad-CAM ve 

5 adet LBP tabanlı temsillerinden gelen özniteliklerden oluşan toplam 13 özellikli nihai bir özellik seti elde edilmiştir. 

Elde edilen nihai özellik seti, SVM algoritması ile sınıflandırılmış ve eğitim-test ayrımı sonucunda %99,6, çapraz 

doğrulama sonucunda ise %99,8 genel doğruluk oranı elde edilmiştir. Her iki doğrulama yönteminde de elde edilen 

bu tutarlı ve yüksek başarı, uygulanan özellik seçim tekniklerinin sınıflandırma performansı üzerindeki olumlu 

etkisini açıkça ortaya koymaktadır. Çapraz doğrulama sonucuna ait karışıklık matrisi Şekil 11’de ve performans 

metrikleri Tablo 4’te; eğitim-test ayrımı sonucuna ait karışıklık matrisi Şekil 12’de ve performans metrikleri Tablo 

5’te sunulmuştur. 

 

Tablo 3. Özellik Setlerinin Kombinasyonu İle Yapılan Sınıflandırmaya Ait Karışıklık Matrisi Metrikleri (%). 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Şekil 11. Önerilen Yaklaşımın k-Katlı Çapraz Doğrulama Tekniği İle Elde Edilen Karışıklık Matrisi (k=5).  

 

Sınıflandırma performansına ek olarak, önerilen hibrit modelin klinik ortamlarda gerçek zamanlı kullanıma 

uygunluğunu değerlendirmek amacıyla sistemin işlem süresi analizi gerçekleştirilmiştir. Intel Core i7 işlemci ve 10 

GB GPU donanımına sahip bir masaüstü bilgisayarda yürütülen bu analizde; ön işlem, model eğitimi, son işlem ve 

sınıflandırma aşamalarına ait süreler ölçülmüş ve Tablo 6’da sunulmuştur. Elde edilen bulgular, ortalama tanı 

süresinin yaklaşık 0,12 saniye olduğunu göstermekte olup, bu sürenin klinik iş ve araştırma ortamlarında kullanıma 

uygun olduğunu göstermektedir. 

 

 

Set Birleşimi Sınıf Duyarlılık Kesinlik F1-Skor 
Genel 

Doğruluk 

Grad-CAM & 

LBP  

0 99,38 99,69 99,54 

98,80 
1 97,99 97,67 97,83 

2 98,85 98,18 98,51 

3 99,08 98,62 98,85 

4 94,12 1,00 96,97 

Grad-CAM & 

Orijinal 

0 97,23 98,39 97,80 

97,30 
1 95,00 93,11 94,04 

2 97,94 97,49 97,71 

3 99,08 98,53 98,80 

4 98,00 98,00 98,00 

Orijinal & 

Grad-CAM & 

LBP 

0 99,69 99,85 99,77 

99,58 
1 99,33 99,33 99,33 

2 99,77 99,32 99,54 

3 99,54 99,54 99,54 

4 98,00 1,00 99,00 

Orijinal & 

LBP 

0 99,69 98,78 99,23 

98,90 
1 97,32 98,98 98,14 

2 98,30 99,08 98,69 

3 99,54 98,63 99,08 

4 1,00 1,00 1,00 
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Şekil 12. Önerilen Yaklaşımın Eğitim-Test Bölünmesi Tekniği İle Elde Edilen Karışıklık Matrisi. 

 

Tablo 4. Önerilen Yaklaşımın k-Katlı Çapraz Doğrulama Tekniği İle Elde Edilen Karışıklık Matrisine Dayalı 

Performans Metrikleri (%). 
 

 

 

 

 

 

 

 

 

Tablo 5. Önerilen Yaklaşımın Eğitim-Test Bölünmesi Tekniği İle Elde Edilen Karışıklık Matrisine Dayalı 

Performans Metrikleri (%). 

 

 

 

 

 

 

 

 

Tablo 6. Önerilen Hibrit Yaklaşımın İşlem Süresi. 
Adım Açıklama Ortalama süre 

Ön işlem Orijinal görüntülerden Grad-CAM  

ve LBP temsillerinin üretilmesi 

< 0,05 s / görüntü 

Model eğitimi ResNet-18 ile özellik çıkarımı Eğitim süresi: ~2 saat 

Son işlem Özellik füzyonu ve seçimi < 0,02 s / görüntü 

Sınıflandırma SVM ile nihai sınıflandırma < 0,05 s / görüntü 

Toplam Bir görüntü için tüm işlem adımları ~0,12 s / görüntü 

 

TARTIŞMA 

Diz osteoartriti tanısında kullanılan X-ışını görüntülerinin KL derecelendirme sistemine göre sınıflandırılması, 

özellikle erken evrelerde duyarlılık kaybı ve uzmana bağımlılık nedeniyle yanlış tanıya neden olabilmektedir. Bu 

nedenle, son yıllarda bu sorunu minimize etmek amacıyla makine öğrenmesi ve derin öğrenme yöntemleri yaygın 

olarak kullanılmaktadır. Bu çalışma kapsamında, uzmanlara tanı sürecinde yardımcı olmayı amaçlayan ön işleme, 

model eğitimi, son işleme ve sınıflandırma adımlarını içeren hibrit bir yaklaşım sunulmuştur. Ön işleme adımında 

mevcut görüntü kümesine LBP ve Grad-CAM teknikleri uygulanarak orijinal veri kümesine ek olarak iki yeni veri 

kümesi elde edilmiş ve veri kümelerinin açıklanabilirliği artırılmıştır. Model eğitimi adımında, elde edilen görüntü 

Set Birleşimi Sınıf Duyarlılık Kesinlik F1-Skor 
Genel 

Doğruluk 

Orijinal & 

Grad-CAM & 

LBP  

0 99,97 99,91 99,94 

99,8 

1 99,73 99,87 99,80 

2 99,82 99,68 99,75 

3 99,54 99,54 99,54 

4 98,80 1,00 99,40 

Set Birleşimi Sınıf Duyarlılık Kesinlik F1-Skor 
Genel 

Doğruluk 

Orijinal & 

Grad-CAM & 

LBP  

0 1,00 99,69 99,85 

99,6 

1 98,99 1,00 99,50 

2 1,00 99,54 99,77 

3 99,54 99,08 99,31 

4 96,00 1,00 97,96 
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kümeleri ayrı ayrı ResNet-18 modeli kullanılarak çıktı skorları elde edilmiş ve bu sayede her bir görüntü kümesinde 

kullanılan tekniklere bağlı anlamlı özellik setleri elde edilmiştir. Son işlem adımında, her bir özellik setindeki anlamlı 

özellikler kombine edilmiş ve model için anlamlı öznitelikler bu sayede bir araya getirilmiştir. Sınıflandırma 

aşamasında mRMR ve Relief özellik seçim algoritmaları kullanılarak özellik birleşimi tekniğiyle modeldeki özellik 

sayısı 15’ten 13’e indirgenmiş; böylece hafif ama güçlü bir altyapı kurulmuş ve SVM yöntemiyle sınıflandırma 

sonucunda %99,8 doğruluk oranı elde edilmiştir. 

 

Önerilen yaklaşımın başarısının nesnel bir şekilde değerlendirilmesi için, literatürde bu alanda yapılmış olan 

çalışmalar ile karşılaştırılması büyük öneme sahiptir. Bu tür bir karşılaştırma, modelin güçlü ve sınırlı yönlerini 

ortaya koyarak bütüncül bir değerlendirme sunmaktadır. Literatürde, diz osteoartritinin evrelendirilmesine yönelik 

birçok çalışma bulunmaktadır. Söz konusu çalışmaların yöntemleri ve elde ettikleri başarı oranları incelenmiş ve özet 

olarak Tablo 7’de sunulmuştur. Bu çalışmalardan ilki olan Sharma ve ark. (Sharma, Anand, & Kumar, 2023), mevcut 

veri setindeki etiketli X-ışını görüntülerini birleştirerek “sağlıklı”, “şüpheli” ve “hasta” olmak üzere üç sınıfa ayırmış; 

sınıf dengesizliğini gidermek amacıyla döndürme ve ölçeklendirme gibi veri artırma teknikleri uygulamıştır. Elde 

edilen genişletilmiş veri kümesi, EfficientNet‑B5 tabanlı transfer öğrenme modeliyle Adam ve Adamax optimizasyon 

algoritmaları kullanılarak ayrı ayrı eğitilmiş; en yüksek doğruluk, Adam optimizasyonu ile %93,84 olarak rapor 

edilmiştir. Buna karşılık, önerilen yaklaşım beş ayrı şiddeti ayırt edebilen bir yapı sunarak daha ayrıntılı ve klinik 

açıdan anlamlı bir evreleme sağlamaktadır. Bir başka çalışmada Pi ve ark. (Pi, Lee, Lee, & Lee, 2023), farklı önceden 

eğitilmiş CNN modellerini, her biri için en uygun görüntü boyutuyla eğitmiş ve model kararsızlığını azaltmak 

amacıyla karma oylama (mix voting) yaklaşımını kullanan bir topluluk (ensemble) modeli geliştirmiştir. Bu yöntem 

%76,93 doğruluk sağlamış; ayrıca modelin odaklandığı bölgeleri görselleştirmek amacıyla Grad‑CAM tekniği 

uygulanmıştır. Önerilen yaklaşımda ise Grad-CAM çıktıları yalnızca görselleştirme aracı olarak değil, aynı zamanda 

LBP ile birlikte ön işlem sürecinin parçası olarak kullanılmış, bu sayede açıklanabilirlik doğrudan özellik çıkarımı 

sürecine entegre edilerek üstün bir performans elde edilmiştir. Benzer şekilde Touahema ve ark. (Touahema vd., 

2024), veri kümesine CLAHE yöntemiyle ön işlem uygulamış, ardından Xception mimarisiyle sınıflandırma 

gerçekleştirmiştir. Bu yaklaşımla %97,20 test doğruluğu elde edilmiş ve geliştirilen model, “MedKnee” adıyla bir 

kullanıcı arayüzüne entegre edilmiştir. Son olarak Hanafy M. Ali (Ali, 2025), veri kümesine yeniden boyutlandırma 

ve kenar bulma gibi ön işlemler uyguladıktan sonra Inception‑V3, VGG‑16 ve VGG‑19 mimarilerini değerlendirmiş; 

en yüksek performans Inception‑V3 ile %98,2 doğruluk olarak kaydedilmiştir. Bu çalışmaya kıyasla, her bir görüntü 

kümesi ResNet-18 üzerinden ayrı ayrı işlenerek sınıf tabanlı özellik setleri elde edilmiş, bu da sınıflandırma 

aşamasında kararlarının daha anlamlı yapısal bilgilere dayanmasını sağlayarak daha üstün bir performans 

sergilemiştir.  
 

Tablo 7. Literatürde Yer Alan Güncel Çalışmalar Ve Doğruluk Oranları (%). 
Çalışma Yıl Model Yöntem Doğruluk (%) 

Sharma ve ark. 

(Sharma vd., 2023) 

2023 EfficientNet‑B5 

 

93,84 

Pi ve ark.(Pi vd., 2023) 2023 CNN + Topluluk Modeli + Grad-CAM 76,93 

Touahema ve ark. 

(Touahema vd., 2024) 

2024 CLAHE + Xception 

 

97,20 

Hanafy M. Ali  (Ali, 

2025) 

2025 Inception‑V3 98,2 

 

Bu çalışma  

 

2025 

Grad-CAM+LBP+ResNet-18+Özellik 

Füzyonu + SVM 

 

99,8 

 

İncelenen çalışmalar, anlamlı sonuçlar bildirilmiş olsa da, önerilen yaklaşım aynı veri kümesinde diz osteoartriti 

evrelerini ayırt etmede daha yüksek doğruluk ve tutarlılık sunmuştur. Bu başarıda, görüntü kümelerinden derin 

öğrenmeyle elde edilen farklı görüntü özellik setlerinin oluşturulması ve kombinasyonu, etkili özellik seçimi ve SVM 

sınıflandırıcısının birlikte kullanılması, literatürdeki birçok güncel çalışmaya kıyasla üstün performans 

sağlamaktadır. 

Önerilen yaklaşım, diz osteoartritinin tanı ve evrelenmesinde önemli bir başarıya sahiptir. Ancak model yalnızca tek 

bir merkezden ve sınırlı sayıda X‑ışını görüntüsünden oluşan bir veri kümesi üzerinde test edilmiş olup, bu veri 

kümesinde sınıflar arasında belirgin bir dengesizlik vardır; bu durum, nihai performansı sınırlayabilmektedir. Ayrıca 

hastalığın teşhisi için yalnızca X‑ışını görüntülerinin kullanılması, yöntemin klinik uygulama alanını daraltmaktadır. 
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Farklı görüntüleme yöntemlerine ait verilerin de modele entegre edilmesi, performansı ve genellenebilirliği 

geliştirebilecektir. Bununla birlikte, önerilen yaklaşımın istatistiksel açıdan değerlendirilmemesi yorumlamayı 

sınırlayan bir unsurdur; buna karşın bu tür analizlerin eklenmesi, bulguların literatürdeki farklı yöntemlerle daha 

güvenilir biçimde karşılaştırılmasına katkı sağlayacaktır. 

Gelecek çalışmalarda modelin, daha geniş kapsamlı veri kümeleri üzerinde eğitilmesi önerilmektedir. Böylece 

modelin farklı hasta grupları ve klinik koşullarda gösterdiği performans daha kapsamlı biçimde 

değerlendirilebilecektir. Ayrıca yalnızca X‑ışını verileriyle sınırlı kalmayıp diğer görüntüleme tekniklerinden elde 

edilen verilerin ve hastalara ait klinik bilgilerin de entegre edilmesi, tanı doğruluğunu ve klinik karar destek 

sisteminin etkinliğini artıracaktır. Tüm bunlara ek olarak modelin kullanıcı dostu bir arayüze entegre edilmesi, 

hekimlerin tanı sürecine aktif katılımını mümkün kılacaktır. Uzun vadede ise bu modelin tanı ve sağlık süreçlerine 

etkilerinin kapsamlı biçimde araştırılması, geliştirilen yöntemin sağlık sistemine sağlayacağı faydanın bütüncül 

olarak değerlendirilmesine olanak sağlayacaktır. 

SONUÇ 

Diz osteoartriti, eklem kıkırdak yapısının bozulması ile ortaya çıkan, ileriki evrelerde yaşam kalitesini önemli ölçüde 

bozan kronik bir hastalıktır. Bu durumda hastaların hem günlük yaşamında hem de iş hayatında verimliliğini ciddi 

oranda düşürebilmektedir. Bu nedenle son yıllarda tanı ve teşhis için bu alanda makine öğrenmesi ve derin öğrenme 

yaklaşımları oldukça yaygın bir biçimde kullanılmaktadır. Bu çalışmada, diz osteoartritinin şiddetinin doğru bir 

şekilde sınıflandırılmasına yönelik, ön işlem, model eğitimi, son işlem ve sınıflandırma adımlarından oluşan hibrit 

bir yaklaşım önerilmiştir. Bu sayede, yapay zekâ tabanlı olarak hastalığın teşhisi doğru ve tutarlı bir şekilde 

yapılabilecek ve semptomların ilerlemesi doğru tedaviyle birlikte önemli ölçüde yavaşlayabilecektir. Çalışma 

kapsamında gerçekleştirilen analizlerde önerilen yaklaşım %99,8 genel doğruluk oranı elde etmiştir. Bildirilen bu 

performansın uzmanlara, sağlık kuruluşlarına ve literatüre katkıları aşağıda özetlenmiştir. 

 

 Önerilen yaklaşım, diz osteoartriti şiddetinin belirlenmesinde uzmanların nesnel bir şekilde karar vermesini 

sağlayarak uzmanlar arası yorum farklılıklarını giderebilmekte ve bu sayede hastalığın tedavisinin doğru bir 

şekilde yapılabilmesine olanak sağlamaktadır. 

 Değerlendirmenin sistematik bir şekilde ilerlemesi sayesinde tanı ve raporlama süreçleri kısalır, klinik yanıt 

süresi iyileştirilir. 

 İş gücü ve cihaz kullanımının etkin planlanmasıyla operasyonel maliyetleri düşürür; gereksiz işlem ve eforu 

bu sayede minimize eder. 

 Vakalara hızlı ve güvenilir bir şekilde müdahale etmeye yardımcı olur; hizmet sürekliliğini sağlar. 

 Tutarlı raporlama ve değerlendirme çerçevesi, çok merkezli çalışmalar ve literatürle kıyaslamalar için 

güvenilir bir referans oluşturur. 

 

Modelin klinik ortamlarda karar destek modülü olarak kullanılabilmesi için, ilk adım olarak hastane bilgi sistemlerine 

entegrasyonu gerekmektedir. Bu entegrasyon sağlandıktan sonra, modelin farklı klinik koşullarda da etkili olup 

olmadığını görmek amacıyla çeşitli görüntüleme cihazlarıyla ve hasta profilleriyle test edilmesi önerilmektedir. 

Böylece modelin genellenebilirliği değerlendirilebilir ve yerel farklılıklar göz önüne alınarak gerekli iyileştirmeler 

yapılabilir.  

Gerçek dünya senaryolarında, modelin klinik iş akışında nasıl bir katkı sunduğunu: karar verme süresine, doğruluk 

oranına ve uzman memnuniyetine etkisi gibi ölçütler güncel olarak değerlendirilmelidir. Ayrıca modelin karar 

vermede başarısız olduğu veya sınırda kaldığı durumlar takip edilmeli ve bu durumlar için ek stratejiler 

geliştirilmelidir. 

İlerleyen çalışmalarda, mevcut yapıya ek olarak farklı görüntüleme türlerinin sisteme dahil edilmesi, özellik seçimi 

sürecinde daha gelişmiş yöntemlerin kullanılması ve açıklanabilirliği artıran yeni yaklaşımların denenmesi 

hedeflenmektedir. Bununla birlikte modelin değişen ve gelişen koşullara uygun bir şekilde kendini güncelleyebilen 

bir yapı ile desteklenmesi için daha geniş kapsamlı veri kümeleri ve farklı hasta senaryolarının çalışmaya dahil 

edilmesi planlanmaktadır.  

NOT  

Bu makale, Fırat Üniversitesi Sosyal Bilimler Enstitüsü tarafından yürütülen “Diz Osteoartriti Şiddetinin 

Sınıflandırılmasında Hibrit Yapay Zekâ Tabanlı Karar Destek Sistemi” adlı yüksek lisans tezinden türetilmiştir. 

Yapay Zekâ Katkı Beyanı 
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Bu makalenin bilimsel içeriği, veri analizi ve sonuçları tamamen yazar(lar) tarafından oluşturulmuştur. Ancak yazım 

dili, noktalama ve çeviri süreçlerinde dil kontrolü amacıyla yapay zekâ sınırlı şekilde kullanılmıştır. 
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