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OZET

Yapay zeka yiiksek basarim oranlarina erigsmesiyle birlikte giinlimiizde bir¢ok alanda kullanilmaktadir. Askeri,
saglik, tip ve ulasim gibi kritik alanlarda kullanimi bazi durumlarda insanlar arasinda giivensizlige yol
acabilmektedir. Insanlarin yapay zekaya olan giivenini artirmak icin agiklanabilir yapay zeka yontemleri
gelistirilmektedir. Bu yontemler, yapay zeka modellerinin karmasik i¢ yapilarini insanlara agiklamaktadir. Bu alanda
kullanilan gesitli teknikler arasinda kural tabanli yaklasimlar kullanicilar igin en yorumlanabilir olanlaridir. Kural
tabanli yapilan yaklagimlar, modellerin karar verme mekanizmalarini kullanicilara agiklarken “if-then” yapilar
kullanir. “If-then” yapilari, kullanicilarin model hakkinda fazladan bir bilgiye ihtiya¢ duymadan yapilan agiklamalart
anlamalarim saglar. Bu ¢alismada, metasezgisel yaklasim olan Aygicegi Optimizasyon (AQ) algoritmasi ile agag
tabanli yaklagim olan Siiflandirma ve Regresyon Agaci (SRA) algoritmasindan iiretilen kurallari belirli bir mantikla
birlestiren yeni bir hibrit yaklasim &nerilmektedir. Onerilen hibrit yontem, kurallarin dogrulugunu artirmak igin
ozelliklerin gergek deger araliklarindan yararlanmay1 amaglamaktadir. Onerilen hibrit yaklasim birden fazla veri seti
tizerinde test edilmis ve kurallarin dugruluk degerini artirdig1 goriilmiistiir.

Anahtar Kelimeler: Agiklanabilir yapay zeka, metasezgisel yaklagim, kural tabanli agiklama, ay¢igegi optimizasyon
algoritmasi, siniflandirma ve regresyon agaci

ABSTRACT

Due to their high predictive performance, artificial intelligence is now used in many fields. Its use in critical areas
such as military, healthcare, medicine, and transportation can, in some cases, cause distrust among people.
Explainable artificial intelligence methods are being developed to increase people's trust in artificial intelligence.
These methods explain the complex internal structures of artificial intelligence models to people. Among the various
techniques used in this field, rule-based approaches are among the most interpretable for users. Rule-based
approaches use “if-then” structures to explain the decision-making mechanisms of models to users. “If-then”
structures enable users to understand explanations without the requirement of additional information about the model.
In this study, a new hybrid approach is proposed that combines rules generated by the Sunflower Optimization
Algorithm (SFO), a metaheuristic approach, and the Classification and Regression Trees (CART) algorithm, a tree-
based approach, using a specific logic. The proposed hybrid method aims to increase the accuracy of the rules by
utilizing the actual value ranges of the features. The proposed hybrid approach was evaluated on multiple datasets,
and it was observed that it improved the accuracy of the generated rules.

Keywords: Explainable artificial intelligence, metaheuristic approach, rule-based explanation, sunflower
optimization algorithm, classification and regression tree
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GIRIS

Yapay zekanin yiiksek basarimlara sahip olmasiyla birlikte kullanim alan1 giderek artmaktadir. Askeri, saglik ve
ulasim gibi insanlar i¢in olduk¢a 6nemli olan alanlarda karar verme mekanizmasi olarak kullanilmaktadir(AKALIN
vd., 2021; Chen vd., 2020; Fossaceca vd., 2018). Bu alanlarda alinan kararlar insan hayatin1 énemli 6lgiide
etkilemektedir. Insan hayatini 6nemli diizeyde etkileyen alanlarda yanls kararlarin almmasi istenmeyen bir
durumdur. Yapay zeka hakkinda "yapay" oldugu varsayilan sey, hi¢ siiphesiz, onun dogal (6zellikle biyolojik veya
evrimsel) etkinin bir sonucu olarak degil, insan yapimi ve yaraticiligimin bir {irlinii olarak ortaya ¢ikmasindaki
kokenleri ve yaratilis tarzi ile ilgilidir (Fetzer vd.,1990). Yapay zeka modellerinin neden ve nasil karar verdiklerinin
bilinmesi insanlarin yapay zekaya olan giivenini artirabilir. Aciklanabilir yapay zeka, yapay zeka modellerinin karar
verme siireclerini agiklayarak insanlarin yapay zekaya olan giiveninin artirilmasi1 amaciyla ortaya ¢ikmig bir alandir.
Makine 6grenmesi ve derin 6grenme i¢in gelistirilmis birgok yontem bulunmaktadir. SHAP (Lundberg vd., 2017) ve
LIME (Ribeiro vd., 2016) gibi agiklanabilir yapay zeka yontemleri modelin karar verme siirecini belirli grafikler
iizerinden acgiklarken, GradCAM (Wang vd.,2023) gibi yaklasimlar girdisi goriintii olan modellerin agiklamasini
pikseller {izerinden yapmaktadir. Bu yontemler her ne kadar yapay zeka modelinin karar verme mekanizmasin
aciklasa da kullanicilarin bu agiklamalar1 anlamasi zor olabilmektedir. Bu sorunun 6niine gegmek ve kullanicilarin
yapilan agiklamalar1 daha kolay anlamalarimi saglamak amaciyla kural tabanl agiklanabilir yapay zeka yontemleri
gelistirilmektedir. Yapilan baz1 ¢aligmalar, kural tabanli sistemlerin yapay zeka modellerini agiklamada kullanicilar
tizerinde olumlu bir etkiye sahip oldugunu ve modelleri daha anlasilir hale getirdigini gostermektedir (Wan der Waa
vd., 2021). Kural tabanl yaklagimlarda if-then kurallar1 olusturularak yapay zeka modellerinin neden ve nasil karar
verdikleri agiklanmaktadir. Bu yontemler genel olarak 3 ana baglik altinda toplanmaktadir. Pedagojik (pedagogical)
yaklagimlar, ayristirict (decompozitional) yaklagimlar ve eklektik (eclectic) yaklasimlar. Pedagojik yaklagimlar,
yapay zeka modelinin arka planina bakmaksizin sadece model girdisi ve model ¢iktis1 arasindaki iliskiye odaklanarak
kurallar tiretmektedir. Ayristirict yaklagimlar, modelin ig isleyisine bakarak kurallar Uretirken eklektik yaklagimlar
hibrit bir yap1 sunmaktadir.

Karmasik optimizasyon problemlerinin ¢ozlimiinde geleneksel yontemler cogu zaman yiiksek boyutlu arama
uzaylarinda etkili sonuglar Gretmekte zorlanmaktadir. Bu nedenle son yillarda dogadan esinlenilerek gelistirilen
metasezgisel yaklagimlar Ozellik ve parametre optimizasyonu gibi problemlerin ¢oziimiinde yaygin olarak
kullanilmaktadir (Isiker vd., 2025; Babaoglu vd., 2023). Bu calismada da metasezgisel yaklasim olan Aygigegi
Optimizasyonu (AO) algoritmast tercih edilmistir. AO, aycicegi bitkilerinin glinese yonelme davranisindan
esinlenerek gelistirilmis doga temelli bir optimizasyon yontemidir. Algoritma giiclii kiiresel arama kabiliyeti, hizli
yakinsama oOzelligi ve az sayida kontrol parametresi icermesi gibi avantajlar1 sayesinde bir¢ok optimizasyon
problemlerinde basarili sonuglar sunmaktadir.

Smiflandirma ve Regresyon Agaci (SRA), veri setini belirli karar diigiimleri aracilifiyla bélerek hem siniflandirma
hem de tahmin problemlerinin ¢6ziimiinde kullanilabilen etkili bir karar agac1 yontemidir. Algoritma, basit yapisi,
yorumlanabilirligi ve olusturdugu if-then kurallar sayesinde 6zellikle tibbi karar destek sistemleri ve agiklanabilir
yapay zeka uygulamalarinda yaygin olarak tercih edilmektedir. Bu 6zellikleri sayesinde SRA algoritmasi, modelin
karar verme siirecinin daha anlasilir bir sekilde aciklanmasina olanak saglamaktadir. Bu calisma AO ve SRA
algoritmalarindan elde edilen kurallarin belirli bir mantik ¢er¢evesinde birlestirilerek hibrit bir yaklasim sunmaktadir.

LITERATUR OZETi VE PROBLEMIN TANIMI

Aciklanabilir yapay zeka yontemleri karmagik yapilara sahip yapay zeka modellerini agiklamak i¢in kullanilmaktadir.
Bir ¢ok aciklanabilir yapay zeka yontemi vardir. Fakat bazi yontemlerde model agiklanirken grafiklerden veya gorsel
tizerindeki piksellerden yararlanildigi ig¢in kullanicilarin yapilan agiklamayi anlamasi zor olabilmektedir. Kural
tabanl aciklamalarda amag yapay zeka modelini kullanicilarin fazladan bir bilgiye ihtiya¢ duymadan anlamalarini
saglamaktir. Kural tabanli aciklamalarin diger yontemlere goére daha anlasilir olduguyla ilgili ¢aligmalar
bulunmaktadir. Van der Waa vd. (2021) caligmalarinda, kural tabanli ve 6rnege dayali agiklama yontemlerinin
diyabet 6z yonetiminde karar destegi baglaminda sistem anlayisi, ikna edici gii¢ ve gorev performansi Gzerindeki
etkilerini karsilagtirmaktadirlar. Sonuglar, kural tabanl agiklamalarin sistemin anlasilabilirligi tizerinde olumlu bir
etkiye sahip oldugunu, buna karsin hem kural hem de 6rnek tabanli agiklamalarin kullanicilar1 yanlis olsa bile
tavsiyeyi takip etmeye ikna ettigini gostermektedir. Bu, her iki agiklama yonteminin de yalnizca tek bir karar i¢in
ilgili ayrintilar1 saglamasi ve altta yatan rasyonel veya nedenselligi saglamamasi gergegiyle agiklanabilir. Bu
sonuglar, etkili aciklamalara iliskin mevcut varsayimlar ve sezgileri degerlendirmede kullanici degerlendirmelerinin
Onemini gostermektedir. Ras vd. (2022) yapay zeka alaninda deneyimsiz olanlar igin agiklanabilir derin 6grenme
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alanimi kesfetmek tizere detayli agiklamalar sunmaktadirlar. Keneni vd. (2019) ¢alismalarinda, insansiz hava aracimin
(IHA) énceden tanimlanmis bir gérevdeyken belirlenen yolundan sapmay1 se¢gmesi durumunda aldig1 kararlarin
altindaki mantig1 aciklamak i¢in model gelistirmislerdir. Model, zaman, x-koordinati, y-koordinati, yon, saldirtya
katilma, goreve devam etme ve IHA’y1 ydnlendirme olmak iizere yedi girdiden olusmaktadir. Hava kosullar1 ve
diismandan uzaklik olmak iizere iki ¢iktrya sahiptir. Gelistirilen bu model, IHA ’nin &nceden belirlenmis olan
yolundan sapmasi durumunda neden boyle bir karar aldigini kural tabanli olarak aciklamaktadir. Planlama
problemlerini ¢ézmede metasezgisel yaklasimlar basarili olabilmektedir. Ancak metasezgisel yaklasimlar,
gerceklestirdikleri yinelemeli stokastik islemler nedeniyle bulut sistemler gibi zaman agisindan kritik uygulamalarda
yavasg olabilmektedir. Barut vd. (2024) bu sorunun etkilerini azaltmak igin metasezgisel gérev planlama ¢ozimlerini
ve makine 6grenimi tekniklerini birlestiren yorumlanabilir kural tabanli bir yontem &nermektedirler. Onerilen bu
yontemde yar1 ¢evrimici ve ¢evrimdist olmak {izere iki asamali bir mekanizma kullanilmaktadir.

Aciklanabilir yapay zeka yontemleri saglik alaninda da yaygin olarak kullanilmaktadir. Mahmud vd. (2024) C5.0
algoritmasini Ki-Kare 6zellik se¢imiyle entegre ederek hepatit C viriisii siniflandirma dogrulugunu artirmay1, mevcut
tan1 yaklagimlarinin sinirlamalarini ele almayi ve potansiyel olarak tani hatalarin1 azaltmay1 amaglamaktadir. C5.0
algoritmasindan tretilen kurallar ile modelin agiklanmasi saglanmigtir. Sannino vd. (2014) Obstruktif uyku apnesi
ataklariin tespiti ve ger¢ek zamanli izlenmesi i¢in {i¢ adima dayanan mobil tabanli bir yaklagim 6nermektedirler. Bu
calismada, hastadan tek kanalli EKG verileri giyilebilir sensor ile elde edilir ve mobil cihaza kaydedilir. Hastaya ait
kalp hiz1 degiskenligi parametrelerinden olusan if-then kurallar1 gevrimdis1 olarak iiretilir. Uretilen bu kurallar gergek
zamanli mobil izleme sistemlerinde kullanilarak hastalarin takibi saglanmaktadir. Shams vd. (2021) temel ve
uygulamali biyolojik arastirma sorunlarinda derin sinir aglarindan kurallar ¢ikarmak ve bunlari derin 6grenme
olmayan modellerden kurallarla birlestirmek igin aciklanabilir bir metodoloji olan REM'i énermektedirler. Onerilen
yontem, histolojik ve imminohistokimyasal meme kanseri alt tiplerini genotip ve fenotip verilerinden
siniflandirmanin 6ngoriicli gorevleri igin iki vaka calismasinda kullanilmaktadir. Ayrica ¢caligmada REM'in agag
tabanli yaklasimlardan elde edilen kural kiimeleriyle kolayca entegre edilebilen derin sinir aglarindan dogru ve
anlasilir kural kiimelerini verimli bir sekilde ¢ikardig1 gosterilmektedir. Uretilen kurallar sayesinde, tahminler icin
aciklama olanaklari saglayarak saglik ¢alisanlarinin ¢ikarilan kural kiimelerini kendi alan bilgileriyle dogrulamalari
ve kalibre etmeleri saglanmaktadir.

AO algoritmasi, dogadaki aycicegi bitkilerinin giinese yonelme davranisindan esinlenen ve kiiresel optimuma hizli
yakinsama yetenegine sahip bir metasezgisel optimizasyon algoritmasidir. Az sayida kontrol parametresi igermesi ve
gliclii arama kabiliyeti sayesinde saglik alaninda 6zellik se¢imi, veri siniflandirma ve tibbi veri analizi gibi alanlarda
kullanilmaktadir. Krishnan vd. (2022) ¢aligmalarinda, radyologlarin hastaliklari teshis etmesini zorlagtiran diisiik
kontrastli ve giiriiltiilii tibb1 goriintiileri (MR ve ultrason gibi) daha net ve kaliteli hale gitmektedirler. Goriintii
netligini ve kontrastin1 artirmak i¢in gortintiideki entropi, kenar bilgisi ve yogunluk gibi parametreler modifiye
edilmis AO algoritmasi ile optimize edilmistir. Bagka bir ¢alismada Murray vd. (2025) diyabetin erken teshisi ve
etkili tedavisi i¢in makine 6grenmesi ve veri madenciligi teknikleri ile tahmin modelleri olusturmaktadirlar.
Calismada, modellerin performansini artirmak igin AO algoritmasi ve Trokoid Arama Optimizasyonu algoritmasi
kullanilmaktadir.

SRA algoritmasi, basit yapisi, yorumlanabilir olmasi ve yliksek boyutlu veri setlerinde etkili sonuglar {iretebilmesi
avantajlar1 nedeniyle 6zellikle saglik alani gibi bir¢ok alanda yaygin olarak kullanilmaktadir. SRA, 6zellikle tibbi
veri analizi ve hastalik siniflandirma problemlerinde siklikla kullanilmaktadir. Ozcan vd. (2023) ¢alismalarinda, kalp
hastaliklarinin erken teshisi icin SRA algoritmasinin kullanimin1 ve etkinligini incelemektedirler. Yazarlar, bes farkli
veri setinin birlesiminden olusan genis kapsamli bir veri setini analiz ederek hem yiiksek dogruluk oranina sahip bir
tahmin modeli hem de klinik karar alma stireclerini kolaylastiracak mantiksal karar kurallar1 ortaya koymaktadirlar.
Bagka bir ¢alismada, Faro vd. (2025) SRA algoritmasi kullanarak 20585 yetiskin verisinden elde edilen genis bir veri
seti Uzerinde yaygin anksiyete ve depresyon siddetinin siniflandirmasini yapmaktadirlar.

MATERYAL VE METOD

Bu calismada aga¢ tabanli siniflandirmalarda kural tabanl agiklamalar yapmak icin yeni bir hibrit yaklagim
onerilmektedir. Bu hibrit yaklasim, AO ve SRA algoritmalarindan dretilen ayri kurallarin belirli bir mantik ile
birlestirilmesini icermektedir.

Kullanilan Veri Setleri
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Veri seti olarak meme kanseri bulgularini iceren Breast Cancer Wisconsin (Kaggle, Erisim 07.01.2026) ve karaciger
hastaliklarinin teshisinde kullanilan verilerden olusan BUPA Liver Disorders (Kaggle, Erisim 05.03.2026) veri
setleri kullanilmustir. Breast Cancer veri seti, gogiis kanseri bulgularini igeren ve agiklanabilir yapay zeka ve makine
6grenmesi uygulamalarinda yaygin olarak kullanilan bir veri setidir (Alabed vd., 2025; Aamir vd., 2022; Karatza vd.,
2021; Agarap vd., 2018). Bu veri seti toplam 569 hasta verisi igermektedir. Veri seti Tablo 1°de sunulan 10 temel
nitelikten olugmaktadir. Bu nitelikler, mean (ortalama deger), se (standart hata) ve worst (en kotii/en yiiksek ortalama
3 deger) olmak iizere 3 farkl istatistikle 6lgiiliir. Ornek olarak “area_mean” dzniteligi, “area” (hiicre gekirdegi alani)
degerlerinin ortalama degerini ifade ederken, “area_se” standart hata degerini ve “area_worst” en kotli degerini
gostermektedir. Her nitelik veri setinde 3 farkli istatistikle ifade edildiginden dolayr toplamda 30 Oznitelik
olugmaktadir. 30 tane 6znitelik bulunan veri setinde “M” (kotii huylu) ve “B” (iyi huylu) olmak iizere iki sinif
bulunmaktadir. Veri setinde M sinifina ait 212 6rnek, B sinifina ait 357 6rnek bulunmaktadir. Sonug olarak 569
hasta verisinin %37’si kotii huylu olurken, %63’ iyi huylu olmaktadir.

Tablo 1. Breast Cancer Veri Setini Olusturan Temel Nitelikler

Nitelik Aciklama
radius Hiicre ¢gekirdeginin merkezden sinirina olan ortalama mesafe (yarigap)
texture Piksel yogunlugu degisim 6l¢iisii (gri seviye standart sapmasi)
perimeter Hiicre ¢ekirdegi ¢evre uzunlugu
area Hucre ¢ekirdegi alani
smoothness Yiizey diizgiinliigii (yaricap degisim orant)
compactness Cevre? / alan oran1 — tiimdriin sikilig
concavity Hiicre sinirindaki ¢okiintiilerin derecesi
concave points Cokiintii noktalarinin sayist
symmetry Simetri derecesi
fractal dimension Sinir karmagikligi 6l¢iisii (fraktal boyut)

BUPA veri seti, BUPA Medical Research sirketi tarafindan toplanan verilerden olugmaktadir. Veri seti, asir1 alkol
tilketiminin karaciger tizerindeki etkilerini analiz etmek amaciyla kullanilan 345 hasta verisini icermektedir. Veri
seti, Tablo 2’de goriildiigii lizere 6 nitelikten olusmaktadir. Bu niteliklerden besi bireyin kan testi sonucunu diger
nitelik ise bireyin giinliik tiikettigi alkol miktarim temsil etmektedir. Bu nitelikler dogrultusunda bireyde karaciger
bozuklugu olup olmadig1 sonucuna varilmaktadir.

Tablo 2. BUPA Veri Setini Olusturan Nitelikler

Nitelik Aciklama
mcv Ortalama eritrosit hacmi
alkphos Alkalen fosfataz enzimi
sgpt Alanin aminotransferaz enzimi
sgot Aspartat aminotransferaz enzimi
gammagt Gamma-glutamil transpeptidaz enzimi
drinks Giinliik tiiketilen yarim pint esdegeri alkollii icecek sayist

AO (Aygicegi Optimizasyonu)

AO, aygigeklerinin gilinese dogru hareketinden esinlenen bitki zekasina dayali bir optimizasyon algoritmasidir
(Yildirim vd.,2021; Gomes vd., 2019). Bu optimizasyon algoritmasi, ay¢iceginin glinese yonelme hareketini taklit
etmektedir. AO'daki temel prensip, ay¢iceklerini (aday ¢oziimler) giinese (tekrardaki en iyi ¢oziim) dogru yoneltilmis
tutmaktir (Barut vd., 2024). Ayciceklerinin hedefi, giin boyu giinesi takip ederek optimum diizeyde 151k elde etmektir.
AO algoritmasi, bu biyolojik davranisi optimizasyon problemlerinde kullanmak i¢in matematiksel bir modele
donistiirtir. Denklem 1, aygiceklerinin giinese yonelimini hesaplamak i¢in kullanilmaktadir. Burada, X* giinesi, X;
ayciceklerini, n birey sayisini ve 6i popiilasyonun giinese yonelimini gostermektedir.

- X*=X;

0,=——i=12...,n, @

L
11X =xl|

Diger adaylarin hareket adimi Denklem 2 ile bulunur. Burada, A ataletsizlik katsayisidir ve P; (|| X; + X;_1||) ifadesi,
1. aday i¢in tozlagma olasiligin1 gosterir. Giinesin konumuna bagli olarak, komsu bireyler birbirlerini tozlastirir ve
yeni bireyler Uretir (Barut vd., 2024). Olusturulan yeni bireylerden dolay1 popiilasyon sayisi arttig1 igin performans



KSU Miihendislik Bilimleri Dergisi, 29(2), 2026 852 KSU J Eng Sci, 29(2), 2026
Aragtirma Makalesi Research Article
S. Tash, G. Yildirim

kayb1 gorulebilir. Bunun 6nune ge¢mek igin aygiceklerin belirli bir oranmin elenmesi gerekmektedir (Barut vd.,
2024).

d; = AP, (IIX; + X;i—11D 1X; — X;_4 1l )

Gilinese yakin olan adaylar digerlerine gore daha kiiciik adimlara sahiptirler. Kesif asamasinda, adaylar istenmeyen
sigramalar yapabilmektedir. Bunun &niine gegmek ic¢in Denklem 3’te hesap edilen maksimum adim degeri
asilmamalidir. Bu deger, bireyin iist (Xpnqx ), alt (Xpin) ve popiilasyon sayisina (Np,,) baghidir.

— I Xmax_Xmin” (3)

d =
max
2Npop

-

Adaym giinese yonelimi Denklem 4 ile hesap edilmektedir. Denklem 4’teki S;, aycice§i optimizasyonu
algoritmasinda, yeni aday ¢6ziimleri liretmek amaciyla kullanilan matematiksel fonksiyonu ifade etmektedir.

Xivn = X; +d;S; (4)

AO algoritmasi, popiilasyondaki tiim bireyler hakkinda bilgi sahibidir. Dolayisiyla bu bilgiler yardimiyla kural
tabanli agiklamalar yapilabilir. AO, her bir birey i¢in tiim nitelikleri dikkate alir fakat kural olustururken her niteligi
kurala eklemez. d ( popiilasyondaki bireylere ait nitelik sayis1) boyutlu Xi ¢oziimii X7, X& ve X} (i=1, 2, ..., n) olmak
Uzere Ug adet bilgi igerir. X{, bir ¢6ziime ait kuralin her niteligi i¢in hesaplanan alt limitleri gosterirken, X}* ilgili
¢oziim kuralindaki niteliklerin iist limitlerini ve X? ise niteliklerin ¢oziimiin kuralina eklenip eklenmeyecegini
gosterir. Bir x;niteliginin ¢6ziimiin kuralina dahil olup olmayacag: x}’ degeri ile belirlenir. Denklem 5, x; niteliginin
degerinin nasil belirlendigini gostermektedir.

{1 (eger x; kuralda kullammissa) eger x{ > 8, 8¢€[0,1]
®)

0 (eger x; kuralda kullamlmamlssa) diger

8, onceden tammlanmus bir egik degeridir. Bir x; niteliginin, ¢6ziim kuralina eklenmesi igin x}’ > § sartin1 saglamasi
gerekir. Ornegin, “M” smfi icin gergeklestirilen islemde nitelikler arasindan sadece 2. , 3. ve 5. niteliklerin
(x2,x2,vex? > &) esik degerini astigim varsayarsak, olusturulacak olan kural Denklem 6’da gésterildigi gibi

olacaktir.
if x5<X,<x5 and x§< X3<x5 and xi< X< x§ then M (6)

SRA (Siniflandirma ve Regresyon Agact)

SRA, karar agaci tabanli bir makine 6grenmesi yontemidir. SRA algoritmasi, en iyi boliinmeyi bulmak igin tiim olasi
degiskenleri ve tiim olas1 degerleri arar ve veriyi en yiiksek homojenlige sahip iki pargaya ayiran soruyu bulmaya
calisir (Timofeev vd., 2004). Buradaki amag, sol ve sag ¢ocuk diiglimleri olusturacak sekilde veriyi maksimum
homojenlige kavusturacak bolmeyi bulmaktir (Lewis, 2000). Algoritma, bu islemi elde ettigi her bir veri igin tekrar
ettirir. SRA algoritmasi, verileri 6zyineli sekilde bolerek ¢alisir (Berk, 2008). En iyi bolme degiskeni segilirken,
algoritma iki ¢ocuk diigiimiin ortalama saflik diizeyini maksimize etmeyi amaglar. Bu safligi 6l¢mek igin gesitli
bdlme kriterleri bulunmaktadir. Smiflandirma i¢in yaygin olarak “gini” bdlme kriteri kullanilir. Gini bélme kriterinde
Denklem 7’°de gosterilen safsizlik fonksiyonu (i(t)) kullanilmaktadir.

i(t) = Xear p(k|O)p(U]1) @)

Burada:
e k,11,...,K :smif indekslerini ifade eder
e p(k|t):diigiim t’de bulundugumuzda siif k’ya ait olma olasiligidir.

Gini safsizlik fonksiyonu, maksimizasyon problemine uygulandiginda Denklem 8’deki safsizlik degisim olgiitii
(Ai(t)) elde edilir. Sonug olarak, bu algoritma Denklem 9’da gosterildigi gibi problemi ¢ozmektedir.
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Ai(t) = —Zio P (klty) + o Zkoa PP (kIE) + pp Xz p? (Kt ®)
x}i}gﬁﬁxM [— 2k p?(Kltp) + o o p? (k) + pr Ty p2(KlE,)] ©)

Burada, tyiist diigiimii, ¢; sol gocuk diigiimii, ¢, sag cocuk diigiimii, x;, j numarali degiskeni ve xf, x; degiskeni
icin en iyi bolme degeri anlamina gelir. Gini safsizlik Sl¢iitii, 6grenme 6rekleminde en biiyiik sinifi bularak onu
verinin geri kalanindan ayirmaya ¢alisir ve giirlltili verilerle iyi ¢alisir (Timofeev, 2004). SRA, aga¢ tabanli bir
algoritmadir. Agac yapilarindan kural tiretimi oldukca basittir. Kok diigiimden yapraklara dogru gidilerek kurallar
iiretilir. Islemin sonunda yaprak sayisi kadar kural iiretilir. Sekil 1’de 6rnek bir aga¢ yapisi gosterilmektedir.
Denklem 10 agaclardan kural olusturmanin mantigin1 géstermektedir. Kural {iretilirken “IF”” den sonraki ilk sart kok
diigiimiin degeridir. Sonraki ara diigiimler kurala “AND” olarak eklenir. Bu durum yaprak diigiime kadar devam
eder. Dolayisiyla kurallarin ortalama uzunlugu agactaki yapraklarin derinligine baglidir. Her bir yaprak diigiim i¢in
ayr1 bir kural olusturulur. Bu ylizden kural sayis1 yaprak diigiim sayis1 kadardir.

IF root AND node AND node ... .....THEN class is leaf node (10)

IF

- ~

x/' \IHEN classis /"' S
i »’
A g_‘ A ‘

.
S
PN

”’ ~*~
[\¢ ~
A B
Sekil 1’de X; (i =1,2,.....,n) nitelikleri belirtirken, “A” ve “B” simiflar1 ifade etmektedir. Kirmizi ile belirtilen yol
dikkate alinirsa, olusturulan kural “IF X; < 0.5 AND X, = 0.7 THEN Class is B” seklinde olacaktir. Goriildiigi
tizere, kirmizi ile belirtilen yolun ulastigi yaprak diigiimiin derinligi 2’dir. Bu durum kural i¢in de gegerlidir. Kural
incelendiginde, 2 adet nitelikten olustugu anlagilmaktadir. Bu durum kuralin uzunluk degerinin 2 oldugunu gosterir.
Sekil 1 incelendiginde, 5 adet yaprak diigiim oldugu goriilmektedir. Dolayisiyla, bu model i¢in toplamda 5 adet kural

iretilecektir. Kurallardan ii¢ tanesinin uzunlugu 2 olurken diger iki kuralin uzunlugu 3 olacaktir. Bu degerler
neticesinde modeli a¢iklamak i¢in olusturulan kurallarin ortalama uzunlugu 2.4 olmaktadir.

Sekil 1. Ornek Agac Yapisi

Onerilen Ydntem Mimarisi

Onerilen yéntem Sekil 2°de goriildiigii gibi metasezgisel yaklasim olan AO algoritmasi ile agag tabanli yaklasim olan
SRA’nn birlesiminden olugmaktadir. Ayni veri seti kullanilarak her iki algoritmadan kurallar olusturulmus ve belirli
bir mantik ¢ercevesi ile kurallar birlestirilmigtir. T{iim algoritmalarda veri setinin %701 egitim, %30’u test olarak
ayrilmistir. Deneylerin tekrar iretilebilirligini saglamak amaciyla tiim rassal islemlerde rassal tohum degeri
(seed=42) kullamlmustir. Ayrica agac¢ tabanli modellerde maksimum aga¢ derinligi 5 olarak secilmigtir. Veri
sizintisin1 6nlemek amaciyla tim model egitimi, kural ¢ikarimi ve parametre belirleme islemleri yalnizca egitim
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verisi lizerinde gerceklestirilmis, test verisi yalnizca nihai performans degerlendirme agamasinda kullanilmigtir. SRA
algoritmasinda veri seti iizerinde tek seferde calistirilip tiim siniflar1 kapsayan kurallar tiretilir. AO algoritmasi sinifa
0zgl kurallar Gretmektedir. AO algoritmasinda veri setindeki sinif sayisi kadar ¢alistirilip her sinif i¢in ayr1 kurallar
olusturulur. SRA algoritmasi agag tabanli bir yaklagim oldugu i¢in Sekil 3’te goriildiigii gibi kurallarda her 6znitelik
icin sadece bir degeri dikkate alir. Ozniteligin o degerden kiiciik, kiiciik esit, biiyiik veya biiyiik esit olmas1 durumuna
gore kural1 olusturur.

AGAC
SRAKURALLAR

IF texture_se = 0.5 AND.. THEN class is B
‘ IF texture_se ==0.5 AND.. THEN class is M

‘ SRA

VERI SETI

texture_se [area_worsi| .. Sinif

AQ + SRAKURALLAR
B IF 0.5 < texture_se < 0.9 AND.. THEN class is B

IF 0.5 <= area_worst= 1.5 AND.. THEN class is M
2 @UNES

ADA

AO KURALLAR

A0 IF 0.2 = texture_se = 0.9 AND.. THEN class is B
IF 0.7 = area_worst< 1.5 AND.. THEN class is M

POPULASYON

Sekil 2. Onerilen Yontemin Temel Yapisi

AO algoritmasi veri setindeki her sinif i¢in ayr kurallar tiretirken 6znitelikler icin iki farkli degeri dikkate alir. Bu
degerler, 6zniteligin belirtilen sinifa 6zgii alt degeri ve iist degeridir. AO algoritmasi ile SRA algoritmasinin tirettigi
kurallar karsilastirildiginda, segilen hiperparametreler dogrultusunda SRA algoritmasinin daha az sayida kural
olusturdugu goériilmiistiir. Bu durum kullanicilarin modelin igyapisini anlamasi agisindan 6nemli bir etkendir. Kural
sayisinin az olmasi, kullanicilarin modelin karar alma siirecini anlamasini artirabilmektedir. Bu yiizden, bu ¢calismada
SRA algoritmasinin {irettigi kurallar {izerinden yeni kurallar iiretilmistir.

Tablo 3. Ozniteliklerin Hibrit Kural i¢in Smirlarinin Belirlenmesi

SRAkural:x; <t - x; € (—oo,t] SRAkural: x; >t > x; € (t,+)
AO kural : l] < x]' < u] hd x]' € (l],u]) AO kural : l] < x]' < u] d x]' € (l], u])
AO+SRAKural: j<x; < t » x; €(l,t]  AO+SRAkural:t<x, <u; - x € (tu,)

Tablo 3°’te Onerilen hibrit yontemde Ozniteliklerin sinirlarinin  nasil belirlendigi  gosterilmektedir. SRA
algoritmasindan {iretilen kurallar baz alinarak hibrit kurallar iiretilmistir. SRA algoritmas1 aga¢ tabanli yaklasim
oldugundan, kuralin kdkten sol veya sag diigiime yonelmesine gore iki farkli durum olugsmaktadir. Tablo 3’te her iki
durum i¢in hibrit yaklagimda 6zniteliklerin sinirlarinin nasil belirlendigi agikca gosterilmektedir. Sekil 3°te bununla
ilgili 6rnek bir kural iiretimi gosterilmistir. Sekil 3’te goriildiigii gibi SRA algoritmasinin tirettigi kurallardaki
ozniteliklerin degerleri, AO algoritmasinin en kiglk alt veya en bulyuk tist degerleriyle birlestirilerek yeni kurallar
uretilmistir. Bu sayede, Ozniteligin ilgili sinifa ait olan gercek deger araligi olusturularak kurallarin dogruluk
degerlerinin artirilmas: hedeflenmistir.
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If... And lower_value < < And If ... And <=ZAnd ..... Then Class B
... Then Class B
AO \ / SRA
If .... And lower value < <=ZAnd .... Then Class B
AO + SRA

Sekil 3. Onerilen Yonteme Ait Ornek Kural Uretimi

BULGULAR

Bu calismada, aciklanabilir yapay zeka yontemlerinde modelin karar alma mekanizmasini aciklamak icin yeni bir
hibrit yéntem 6nerilmektedir. Bu yontemde, AO algoritmasindan iiretilen kurallar ile SRA algoritmasindan tiretilen
kurallar belirli bir mantik ¢ergevesinde birlestirilerek yeni kurallar tiretilmistir. Asagidaki tablolar veri setinden
Uretilen 6rnek kurallar1 gostermektedir. Tablo 4, AO algoritmasindan iiretilen 6rnek kurallar1 gosterirken, Tablo 5,
SRA algoritmasina ait 6rnek kurallar1 ve Tablo 6 ise Onerilen yontem ile tiretilmis 6rnek kurallar1 gostermektedir.

Tablo 4. AO Ornek Kurallar
Kural No  Simf Kural
1 M IF 2.373 < perimeter_se < 21.774 AND 0.002 < smoothness_se <0.012 AND 0.124 <
smoothness_worst < 0.188 AND 0.117 < compactness_worst < 1.008

2 M IF 82.347 < perimeter_mean < 184.462 AND 0.050 < concave_points_mean < 0.201
3 B IF 8.678 < radius_worst < 16.803
4 B IF0.177 < compactness_mean < 0.209 AND 0.063 < fractal_dimension_mean < 0.080 AND 0.577 <
radius_se < 1.030 AND 2.367 < texture_se < 3.819 AND 0.025 < smoothness_se < 0.031 AND
0.005 < fractal_dimension_se < 0.013 AND 0.032 < concave_points_worst < 0.090 AND 0.082 <
fractal_dimension_worst < 0.107
Tablo 5. SRA Ornek Kurallar
KuralNo  Simf Kural

1 M IF concave points_mean <= 0.05 AND radius_worst <= 16.83 AND radius_se <= 0.63 AND

smoothness_worst <= 0.18 AND smoothness_se <= 0.00 AND perimeter_worst > 99.85

2 M IF concave points_mean > 0.05 AND area_worst <= 718.65 AND texture_worst > 25.92
3 B IF concave points_mean <= 0.05 AND radius_worst <= 16.83 AND radius_se <= 0.63 AND

smoothness_worst <= 0.18 AND smoothness_se > 0.00 AND texture_worst > 34.50
4 B IF concave points_mean > 0.05 AND texture_worst > 20.40 AND area_worst <= 718.65 AND
texture_worst <= 25.92
Tablo 6. AO + SRA Ornek Kurallar
KuralNo  Simf Kural
1 M IF 0.003 < concave points_mean <= 0.05 AND 8.736 < radius_worst <= 16.83 AND 0.14 < radius_se
<=0.63 AND 0.072 < smoothness_worst <= 0.18 AND smoothness_se <= 0.00 AND 99.85 <
perimeter_worst < 228.404
2 M IF 0.05 < concave points_mean < 0.2 AND 226.29 < area_worst <= 718.65 AND 25.92 <
texture_worst < 49.243

3 B IF 0.001 < concave points_mean <= 0.05 AND 8.728 < radius_worst <= 16.83 AND 0.125 <

radius_se <= 0.63 AND 0.071 < smoothness_worst <= 0.18 AND smoothness_se <= 0.00 AND
54.493 < perimeter_worst <= 99.85
4 B IF 0.05 < concave points_mean < 0.2 AND 243.214 < area_worst <= 718.65 AND 20.40 <
texture_worst <= 25.92

Yapilan deneylerde AO algoritmasindan iiretilen kurallarin uzunluk degerinin segilen hiperparametrelere gore
degiskenlik gosterdigi goriilmiistiir. AO algoritmasinda kural olusturulurken tozlagsma orani 0.05, eleme orani 0.1,
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birey sayist 20 ve iterasyon sayisi 10 olarak belirlenmis ve yapilan her deneyde en iyi 4 aday se¢ilmistir. Her sinif
icin 20 deney yapilmis ve toplamda 160 kural iiretilmistir. Uretilen 160 kural igerisinde her bir 6zniteligin sinifa 6zgii
en kiiciik alt degeri ve en bliylik tist degeri alinmistir. Kurallarin birlestirilmesi asamasinda bu degerler kullanilmustir.
Tablo 7 BUPA veri setine ait istatistiksel sonuglar1 gostermektedir. Degerler her sinif i¢in ayri hesap edildikten sonra
ortalamalar1 alinarak tabloya islenmistir. Breast Cancer veri setinde 30 adet 6znitelik bulunmaktadir. Dolayisiyla
Breast Cancer veri setinin istatistiksel sonuglarina ait veri tablosu uzun olacagindan ¢alismada 6rnek olmasi agisindan
sadece BUPA veri setine ait sonuclara yer verilmistir.

Tablo 7. BUPA Veri Seti AO Deney Sonuglart

Metrikler En Kiigiik Deger En Biiyiik Deger Ortalama Standart Sapma
mcv 65.65 101.64 81.378 9.96
alkphos 41.66 118.06 79.37 22.57
sgpt 8.14 151.66 87.187 44,070
sgot 8.055 77.836 42.963 20.310
gammagt 12.725 223.699 114.06 61.512
drinks 0.136 19.843 10.069 6.055

AO ve SRA algoritmalar1 farkli kural {iretim paradigmalarina sahiptir. SRA agac¢ tabanli, hiyerarsik ve esik odakli
kurallar tiretirken; AO algoritmasi sinifa 6zgii alt ve st sinirlar1 optimize eden metasezgisel bir yapidadir. Bu nedenle
yontemlerden elde edilen kurallar arasinda dogrudan tekrar eden veya yiiksek diizeyde herhangi bir 6rtiisme olmadigi
goriilmiistiir. SRA algoritmas1 Breast Cancer veri setindeki her iki simif icin toplamda 16 kural {iretmistir. Onerilen
hibrit yontemin mevcut yontemler ile kiyaslamasimin yapilmasi igin ayni veri seti iizerinden C4.5 ve C5.0
algoritmalarindan da kurallar tretilmistir. C4.5 ve C5.0 kural iiretmek i¢in yaygin olarak kullanilan yontemlerdir.
Genel olarak C5.0 algoritmasi1 C4.5 algoritmasindan daha iyi olmasina karsin bazi durumlarda C4.5 algoritmasi daha
performansli olabilmektedir. Bu ¢aligmada da C4.5 algoritmasindan iiretilen kurallarin dogruluk degeri C5.0
algoritmasindan iiretilen kurallarin dogruluk degerinden daha yiiksektir. Sekil 4 b) algoritmalardan iiretilen kurallarin
dogruluk degerlerini gostermektedir. Sekil 4 b) incelendiginde en yiiksek dogruluk degerinin %99 ile C4.5
algoritmasindan tiretilen kurallara ait oldugu goriilmektedir. C5.0 algoritmasindan iiretilen kurallarin dogruluk oram
% 97,61 olarak Slciilmiistiir. Tkinci en yiiksek dogruluk degeri % 98 ile &nerilen hibrit yonteme aittir. AO ve SRA
algoritmalarindan iiretilen kurallarin dogruluk degerleri sirasiyla % 81,73 ve % 97 olarak hesaplanmistir. Onerilen
hibrit yontemin amaci, AO ve SRA algoritmalarindan gelen kurallan birlestirerek Ozniteliklerin ger¢ek deger
araliklarim1 bulmak ve bu sayede kurallarin dogruluk degerlerini artirmaktir. Algoritmalarin dogruluk degerleri
incelendiginde oOnerilen hibrit yontemin C4.5 algoritmasindan iiretilen kurallar haricinde {iretilen diger tiim
kurallardan daha iyi sonug verdigi goriilmiistiir. Kural tabanli agiklamalarda bir diger husus kuralin olabildigince
kisa ve anlasilir olmasidir. Bu yilizden kurallarin ortalama kural uzunluklari anlasilabilirlik agisindan oldukga
onemlidir. Sekil 4 a) algoritmalardan iretilen kurallarin ortalama uzunluklarini gostermektedir. Sekil 4 a)
incelendiginde AO algoritmasi tarafindan iiretilen kurallarin ortalama uzunlugunun 2,6 oldugu goriilmektedir. En
diistik kural uzunlugu 1,6 ile C5.0 algoritmasindan iiretilen kurallara aittir. Bu deger C4.5 algoritmasindan iretilen
kurallar igin 4,3 olurken SRA ve Onerilen hibrit yontem igin 4,5 olarak hesaplanmistir. Modelin kullanicilar
tarafindan anlagilabilirliginin artirilmasi igin bu degerin miimkiin oldugu kadar az olmasi istenir. Onerilen yontemde
SRA algoritmasindan iiretilen kurallar temel alinmistir. Bu kurallar AO algoritmasindan edinilen en kuguk alt ve en
blylk tist degerler ile birlestirilerek 6zniteliklerin gergek deger araliklarinda olmalar1 saglanmustir. Kural tabanl
aciklamalarda kapsama orani da onemlidir. Bu deger olusturulan kurallarin veri setinin ne kadan i¢in gecerli
oldugunu gostermektedir ve Denklem 11°de gosterildigi gibi hesap edilmektedir. Bu degerin yiiksek olmasi kurallarin
basaril1 olup olmadigini degerlendirmede tek basina yeterli olmayabilir. Kurallarin ytliksek kapsama degerlerine sahip
olmasina karsin diisiik dogruluk degerleri sergilemesi, bu kurallarin asir1 derecede genellestirilmis olabilecegini
gostermektedir. Tersi durumda yliksek dogruluk ve diisiik kapsama degeri kurallarin sadece kolay 6rnekleri tahmin
edebildigi anlamina gelebilmektedir. Burada asil istenen her iki degerin de yiiksek olmasidir. Onerilen hibrit
yontemde kurallarin dogruluk degerleri artarken kapsama degerleri diisebilmektedir. Onerilen hibrit yontemin Breast
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Cancer veri seti i¢in kapsama orani % 94,55 olarak hesaplanmustir. % 98 dogruluk degeri ve % 94,55 kapsama degeri
Onerilen hibrit yontemin modelin arka planini agiklamada basarili sonug verdigini gostermektedir.

Kurallardan en az birine uyan 6rnek sayist

Kapsama = (11)

Toplam 6rnek sayist

S6z konusu dogruluk degeri modellerin degil kurallarin dogruluk degeridir. Hesaplamasi Denklem 12°de gosterildigi
gibidir. Dogruluk degeri kapsama degeri ile iliskilidir. Burada tiim 6rnek sayisi yerine kurallarin tahmin yaptigi,
yani kapsadigi ornek sayisi igerisindeki dogru tahmin sayilari dikkate alinmistir. Bu sayede kurallarin gergek
dogruluk degerleri Olciilmiistiir. Yapilan deneylerde agac¢ tabanli yaklasimlardan iiretilen kurallarin kapsama
degerinin metasezgisel yaklasim olan AO algoritmasina gore daha yiiksek oldugu goriilmiistiir. Kurallar Gzerinde
uygulanan diger metrikler kesinlik, duyarlilik ve fl skoru sirasiyla denklem 13, denklem14 ve denklem 15°te
sunulmustur. Bu metrikler karmagiklik matrisinden elde edilen DP (dogru pozitif), DN (dogru negatif), YP (yanlis
pozitif) ve YN (yanlis negatif) degerlerinden hesap edilmektedir.

Dogru tahmin yapilan 6rnek sayist

Dogruluk = - - (12)
Tahmin yapilan toplam 6rnek sayist
Kesinlik = — (13)
DP+YP
P
Duyarlilik = —— (14)
F1Skoru= 2 x Kesinlik x Duyarlilik (15)

Kesinlik+Duyarlilik

a) 97,61
5 b) 00 81,73
g‘) 4 - 80
c =
2 3 ~ 60
5 E
I g 40
5° g
g 1 20
s
S8 0
o] AO + SRA AO SRA C5.0 AO+SRA
Modeller Modeller

Sekil 4. Breast Cancer Veri Seti Degerleri, a) Ortalama Kural Uzunlugu, b) Kurallarin Dogruluk Degerleri

Sekil 5, Breast Cancer veri setindeki 6zniteliklerin kurallardaki kullanilma oranin1 géstermektedir. Her algoritmanin
kendine has hesaplama yontemi oldugundan Ozniteliklerin kullanim oranlar1 algoritmalar arasinda farklilik
gosterebilmektedir. Ornek olarak, “concave points mean” SRA algoritmasindan iiretilen kurallarin hepsinde
bulunurken, C4.5 ve C5.0 algoritmasindan ftiretilen kurallarin hi¢ birinde kullanilmamaktadir. AO algoritmasindan
iretilen kurallarda kullanim orani ise % 5,4 olarak hesaplanmigtir. C4.5 ve C5.0 algoritmalarindan tiretilen kurallarda
sirastyla % 100 ve % 50 kullanim oraniyla en ¢ok kullanilan 6znitelik “area_worst” olmustur. AO algoritmasindan
tiretilen kurallarda en ¢ok kullanilan 6znitelik % 11,8 ile “radius_worst” olmaktadir. Veri setinde 30 Oznitelik
bulunmasina ragmen Sekil 5’te sadece algoritmalarda kullanilan 6zniteliklere ait degerler gosterilmistir.

AOQ algoritmas1 metasezgisel bir yaklasim oldugu i¢in toplamda 20 deney yapilmis ve sonuglar elde edilmistir. Tablo
8 Breast Cancer veri setine ait deneylerden elde edilen performans metriklerinin minimum, maksimum, ortalama ve
standart sapma degerlerini gostermektedir. Tablo 9, Breast Cancer veri seti i¢in algoritmalarin kesinlik, duyarlilik,
f1 skoru ve toplam kural sayisi dl¢iitlerini karsilagtirmali olarak sunmaktadir. Toplam kural sayisi agisindan en iyi
deger 6 ile C5.0 algoritmasi olmustur. Buradan C5.0 algoritmasinin veri setini 6 kural ile agikladig sonucu elde
edilmektedir. Fakat performans metrikleri (dogruluk, kesinlik, duyarlilik ve f1 skoru) agisindan en iyi degerler C4.5
algoritmasindan elde edilmistir. Onerilen hibrit yontem AO ve SRA algoritmalarinin birlesimini gdstermektedir ve
performans metrikleri agisindan her iki algoritmadan daha iyi sonuglar iiretmeyi basarmustir.
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Tablo 8. Breast Cancer Veri Seti AO Performans Metrikleri

Modeller Minumum Maksimum Ortalama Standart Sapma
Dogruluk 0.637 0.9 0.817 0.068
Kesinlik 0.643 0.983 0.866 0.09
Duyarlilik 0.388 0.986 0.779 0.143
F1 Skoru 0.498 0.908 0.804 0.097
Kural Uzunlugu 1 8 2.605 1.981

Tablo 9. Breast Cancer Veri Seti Performans Metrikleri

Modeller Kesinlik Duyarhhk F1 Skoru Toplam Kural Sayis1
AO 0.866 0.779 0.804 160
SRA 0.955 0.969 0.962 16
AO + SRA 0.968 0.979 0.973 16
C45 0.995 0.981 0.988 13
C5.0 0.945 0.976 0.96 6

Tablo 10 BUPA veri setine ait performans metriklerini gdstermektedir. Tim modeller arasinda en kisa kurallar C5.0
algoritmasi tarafindan olusturulmustur. En uzun kurallar ise segilen hiperparametreler dogrultusunda SRA
algoritmas1 tarafindan iretilmistir. Kapsama orani ve kurallarin dogruluk degerleri bakimindan metasezgisel
yaklasim olan AO algoritmasi aga¢ tabanli olan diger algoritmalara kiyasla daha kotii performans sergilemistir.

Tablo 10. BUPA Veri Seti Performans Metrikleri
Modeller  Kesinlik Duyarhihik F1Skoru Dogruluk Ortalama Kural Uzunlugu  Toplam Kural Sayisi

AO - - - 0.58 3.54 160
SRA 0.798 0.83 0.813 0.78 4.67 24
AO + SRA 0.806 0.835 0.82 0.79 3.29 24
C45 0.618 0.99 0.761 0.64 3.85 7
C5.0 0.88 0.373 0.524 0.61 3 14
SRA AO SRA + AO mC4.5 mC5.0
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Sekil 5. Breast Cancer Veri Setinden Uretilen Kurallarda Ozniteliklerin Kullanim Oranlari

AO algoritmast igin segilen parametre degerleri, iiretilen kurallarin ¢ok uzun ve asir1 derecede kisitlayici olmasina
neden olabilmektedir. BUPA veri setinde 6znitelik sayisinin sinirli olmasi, 6rnek sayisinin gorece diisiik kalmasi,
siiflar arasi Ortiigmenin daha yliksek olmasi ve biyokimyasal degiskenlerin giiriiltiilii/dogal varyasyon igermesi
nedeniyle karar uzay1 daha karmasik bir yap1 gostermektedir. Bu tiir veri setlerinde yalnizca hiperparametre
ayarlamasi ile belirgin performans artis1 elde etmek her zaman miimkiin olmayabilmektedir. Yapilan deneylerde
BUPA veri setinden elde edilen AO kurallarinda 6zniteliklerin ¢ok dar sinir degerlerine sahip oldugu ve bu nedenle
performans testlerinde DP degerlerini yakalamakta zorlandig1 goriilmiistiir. Kurallarin igerdigi araliklar veri uzaymin
cok dar bir bolgesini kapsamakta ve veri setindeki ¢ogu 6rnek bu kosullar1 saglamamaktadir. Bu nedenle, AO
algoritmasindan elde edilen kural seti deneylerin gogunda kesinlik, duyarlilik ve f1 skorlarinin sifir olmasina neden
olmustur. Breast Cancer veri setinde s6z konusu metrikler elde edilirken, BUPA veri setinde elde edilememistir. Bu
bulgu, AO algoritmasinin ve dnerilen hibrit yontemin farkli veri yapilarindaki davranigini gostermesi agisindan da
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6nemlidir. Hibrit kuralda AO algoritmasindan gelen kurallar direkt olarak kullanilmamakta sadece 6zniteliklerin
siifa 6zgii en kiiciik alt ve en biiyiik iist degerlerinden faydalanilmaktadir. Bu nedenle s6z konusu metriklerin
performansinin yiiksek veya diisiik olmasinin hibrit kurallar {izerinde 6énemli bir etkisi bulunmamaktadir. BUPA veri
setinde kurallarin dogruluk degeri bakimindan en yiiksek deger Onerilen hibrit yaklagima aittir. Her iki veri setinde
de onerilen yaklagim kurallarin dogruluk degerlerini artirmay1 bagarmistir.

Sekil 6, Breast Cancer veri seti lizerinde SRA algoritmasinin “M” sinifi tahmini igin hesaplanmis SHAP degerlerini
gostermektedir. SHAP degerleri, her sinif igin ayr1 hesaplanir ve 6zniteliklerin tahmin tizerindeki etkileri hakkinda
bilgi verir. Sekil 6 incelendiginde, “M” sinifinin tahmininde en etkili olan 6zniteligin “concave points mean”
Ozniteligi oldugu goriilmektedir. Bu 6zniteligin degerinin yliksek olmasi tahmin degerini artirirken diisiik olmast
tahmin degerini diisiirmektedir. Ayni durum &zniteliklerin ¢ogu i¢in gegerli iken “concave point se” dzniteliginde
tam tersi bir durum s6z konusudur. “concave_points_se” dzniteliginin degerinin yiiksek olmas1 modelin “M” sinifi
icin yaptig1 tahmin degerini diisiirmektedir. Breast Cancer veri setinde 30 tane 6znitelik bulunmasina ragmen SHAP
grafigine gore “M” sinifinin tahmininde sadece 9 dzniteligin tahmin {izerinde etkili oldugu ve geri kalan 6zniteliklerin
tahmin tizerinde 6nemli dlciide etkisinin olmadig1 anlagilmaktadir. Sekil 6’da gosterilen SHAP degerleri ile Sekil
5’teki Ozniteliklerin kullanilma oranlar1 arasinda iliski kurmak miimkiindiir. SHAP grafigine gore “M” sinifi tahmini
iizerindeki en etkili Ozniteligin “concave points mean” oldugu goriilmektedir. Sekil 5 incelendiginde, ayni
Ozniteligin SRA algoritmasindan {iiretilen kurallarin tiimiinde kullanildig1 goriilmektedir. Dolayisiyla her iki grafik
birbirini destekler niteliktedir.

High
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Sekil 6. Breast Cancer Veri Seti Uzerinde SRA Algoritmasinin “M” Sinifina Yénelik SHAP Degerleri

SONUC

Bu ¢alismada metasezgisel yaklagim olan AO algoritmasi ile aga¢ tabanli yaklagim olan SRA algoritmasinin belirli
bir mantikla birlestirilmesiyle olusan yeni bir hibrit yontem onerilmistir. SRA algoritmasi agag tabanli bir yaklasim
oldugu i¢in kurallardaki kosullar sadece bir esik degerine bagli kalinarak olusturulmaktadir. AO algoritmasi kural
iretirken Ozniteliklerin sinifa 6zgli alt ve list degerlerini hesaplamaktadir. Fakat AO algoritmasindan iretilen
kurallarin sayisi yapilan deneylere gore degiskenlik gdstermektedir. Bu durum kullanicilarin yapilan agiklamayi
anlamalarini zorlastirmaktadir. Onerilen yontem, SRA algoritmasindan iiretilen kurallar1 temel almaktadir. Bu
kurallardaki Ozniteliklerin duruma gore alt veya iist degerleri AO algoritmasindan alinan degerler ile
tamamlanmaktadir. Bu yaklasim ile kural tabanli agiklamalara yeni bir bakis acisi kazandirilmaktadir. Yazarlarin
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bildigi kadariyla, bu tiir bir hibrit yontem daha 6énce sunulmamigtir. Buradaki asil amag kurallardaki 6zniteliklerin
gergek deger araliklarinda olmalarini saglayarak dogruluk degerlerini artirmaktir. Yapilan hesaplamalarda 6nerilen
hibrit yéntemin mevcut son teknoloji yontemler kadar yiiksek dogrulukta kurallar iirettigi goriilmiistiir. Onerilen
hibrit yontem iki farkli veri seti lizerinde test edilmis ve her iki veri setinde de kurallarin dogruluk degerlerini artirdig
goriilmiistiir. Yazarlarin bundan sonraki calismalari derin 6grenme modellerini agiklamak icin kural tabanlt
yontemler gelistirmek {izerine olacaktir.
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Bu makale tamamen herhangi bir yapay zeka aracinin yardimi olmadan yazilmis, diizenlenmis, analiz edilmis ve
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ederim.
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