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ÖZET 

CNC tezgâhlarda meydana gelen mekanik arızalar, üretim kalitesinde düşüşe ve plansız duruşlar nedeniyle işletme 

maliyetlerinde ciddi artışlara yol açmaktadır. Bu çalışmada, CNC tezgâhlardan elde edilen çok eksenli doğrusal ve 

açısal titreşim verileri kullanılarak makine öğrenmesi tabanlı bir arıza tespit sistemi geliştirilmiştir. Toplam 1751 

gözlemden oluşan veri setinde altı farklı titreşim bileşeni (linear_x, y, z ve rotational_x, y, z) analiz edilmiş; veri ön 

işleme aşamasında aykırı değer analizi ve normalizasyon uygulanmıştır. Sınıflandırma sürecinde Lojistik Regresyon 

ve Rastgele Orman (Random Forest) algoritmaları kullanılmış; modellerin performansı doğruluk, hassasiyet, 

duyarlılık, F1-skoru ve ROC-AUC metrikleri ile değerlendirilmiştir. Elde edilen bulgular, çok eksenli titreşim 

verilerinin arıza tespitinde etkili olduğunu göstermiştir. Özellikle "Average" ve "rotational_y" bileşenlerinin 

sınıflandırma başarısında en yüksek ayırt edici güce sahip olduğu belirlenmiştir. Karşılaştırmalı analizler sonucunda, 

Rastgele Orman algoritması tüm performans metriklerinde ve 5-katlı çapraz doğrulama testlerinde yüksek başarı 

sağlayarak veri seti üzerinde hatasız sınıflandırma gerçekleştirmiştir. Lojistik Regresyon modeli ise %98,29 doğruluk 

oranı ile güçlü performans sunmuştur. Bu çalışma, CNC sistemlerinde titreşim verisine dayalı makine öğrenmesi 

yaklaşımlarının kestirimci bakım stratejilerine entegre edilerek üretim sürekliliğini artırabileceğini ve bakım 

maliyetlerini azaltabileceğini ortaya koymaktadır. 

Anahtar Kelimeler: CNC tezgâhlar, titreşim analizi, arıza tespiti, makine öğrenmesi, kestirimci bakım 

ABSTRACT 

Mechanical failures in CNC machine tools lead to reduced production quality and increased operational costs due to 

unplanned downtime. In this study, a machine learning–based fault detection system was developed using multiaxial 

linear and angular vibration data obtained from CNC machines. The dataset consisted of 1,751 observations, 

including six vibration components (linear_x, linear_y, linear_z, rotational_x, rotational_y, and rotational_z). During 

preprocessing, outlier detection and normalization were applied to improve data quality and model reliability. For 

classification, Logistic Regression and Random Forest algorithms were utilized, and model performance was 

evaluated using accuracy, precision, recall, F1-score, and ROC-AUC metrics. The results indicate that multiaxial 

vibration signals are highly effective for fault detection in CNC systems. Notably, the “Average” feature and the 

rotational_y component showed the highest discriminative capability in distinguishing machine conditions. 

Comparative analyses demonstrated that the Random Forest algorithm achieved superior performance across all 

evaluation metrics and 5-fold cross-validation, yielding error-free classification on the dataset. The Logistic 

Regression model also showed strong performance with an accuracy of 98.29%. Overall, the findings suggest that 

vibration-based machine learning approaches can be integrated into predictive maintenance strategies, enhancing 

production continuity and reducing maintenance costs. 

Keywords: CNC machines, vibration analysis, troubleshooting, machine learning, predictive maintenance 
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GİRİŞ 

Günümüz imalat sanayisinde artan rekabet koşulları, üretim süreçlerinde yüksek verimlilik ve sürekliliği zorunlu 

kılmaktadır (Açık, 2023). Bilgisayarlı Sayısal Kontrol (CNC) tezgâhları, özellikle otomotiv, havacılık ve savunma 

sanayi gibi hassas üretim gerektiren sektörlerde kritik bir rol oynamaktadır (Dumanoğlu vd., 2022) Ancak CNC 

makinelerinde meydana gelen mekanik arızalar üretim kalitesinde düşüşe ve plansız duruşlara bağlı olarak işletme 

maliyetlerinde ciddi artışlara neden olmaktadır (Zonta et al., 2020; Carvalho et al., 2019). 

 

Makine sağlığı izleme çalışmalarında titreşim analizi, en yaygın ve güvenilir yöntemlerden biri olarak kabul 

edilmektedir (Liu et al., 2018; Feng et al., 2017). Titreşim sinyalleri, mekanik bileşenlerde meydana gelen yapısal 

değişimlere karşı hassas olup hem zaman hem de frekans alanında anlamlı karakteristikler sunmaktadır. Özellikle 

döner makinelerde arıza teşhisinde titreşim temelli yaklaşımların yüksek tanısal değer taşıdığı belirtilmektedir (Ma 

et al., 2019). 

 

Son yıllarda makine öğrenmesi yöntemleri, geleneksel istatistiksel tekniklere kıyasla doğrusal olmayan ve karmaşık 

veri yapılarıyla başa çıkabilme yetenekleri nedeniyle öne çıkmaktadır (Wuest et al., 2016; Zhao et al., 2019). Derin 

öğrenme ve topluluk (ensemble) öğrenme yaklaşımları, titreşim verileri üzerinden yüksek doğrulukta arıza 

sınıflandırması sağlayabilmektedir (Zhang et al., 2018; Zhou et al., 2020). CNC makinelerinde titreşim tabanlı kalite 

kontrol ve arıza izleme sistemlerinin geliştirilmesine yönelik çalışmalar da literatürde artış göstermektedir 

(Apostolou et al., 2024). 

 

Bu çalışmada, CNC tezgâhlardan elde edilen çok eksenli doğrusal ve açısal titreşim verileri kullanılarak makine 

öğrenmesi tabanlı bir arıza tespit modeli geliştirilmiş ve farklı algoritmaların performansları karşılaştırılmıştır. 

Bu çalışmanın literatüre katkısı üç temel noktada özetlenebilir: 

 

1. CNC tezgâhlarda doğrusal ve açısal titreşim bileşenlerinin birlikte kullanıldığı çok eksenli bir veri yapısının 

değerlendirilmesi. 

2. Zaman ve frekans tabanlı öznitelik çıkarımı uygulanarak model performansının maksimize edilmesi. 

3. Algoritmaların yalnızca doğruluk açısından değil, istatistiksel anlamlılık (p-değeri) açısından da 

karşılaştırılmasıdır. 

MATERYAL VE YÖNTEM 

Veri Seti ve Çalışma Ortamı 

Bu çalışmada CNC tezgâhlardan elde edilen çok eksenli titreşim verileri kullanılmıştır. Veri seti, üç doğrusal 

(linear_x, linear_y, linear_z) ve üç açısal (rotational_x, rotational_y, rotational_z) titreşim bileşenini içermektedir. 

Literatürde çoklu sensör verilerinin birlikte değerlendirilmesinin arıza tespit doğruluğunu artırdığı belirtilmektedir 

(Sun & Li, 2021). 

Çalışmanın tekrarlanabilirliğini sağlamak adına analizlerde standart istatistiksel öznitelikler kullanılmış ve model 

hiperparametreleri (RF: n_estimators=100; LR: C=1.0) sabitlenmiştir. Random Forest ile elde edilen doğruluk oranı 

, mevcut veri setindeki sınıfların öznitelik uzayında belirgin ayrışmasından kaynaklanmakta olup ; bu başarının 

kontrollü deney koşullarına özgü olduğu ve farklı endüstriyel ortamlarda değişkenlik gösterebileceği not edilmelidir. 

Tablo 1. Veri Setinin Sınıf Dağılımı 

Sınıf Açıklama Örnek Sayısı (n) Yüzde (%) 

0 Normal Çalışma 946 54,03 

1 Arıza 805 45,97 

Toplam  1751 100 

Veri seti toplam 1751 örnekten oluşmaktadır. Tablo 1’deki sınıf dağılımı incelendiğinde verilerin %54,03’ünün 

normal çalışma durumunu, % 45,97’sinin ise arızalı durumu temsil ettiği görülmektedir. Veri seti görece dengeli bir 

yapıya sahip olduğundan ek bir yeniden örnekleme (resampling) yöntemi uygulanmamıştır. 
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Çalışmada kullanılan veri seti (https://www.kaggle.com/datasets/vasanthkumarchoda/machine-data-set-for-

vibrational-analysis?utm_source) adresinden temin edilmiştir. Veri setindeki 'arıza' (Status: 1) durumu; Veri kümesi 

meta verileri, Durum=1'in veri kümesi sağlayıcısı tarafından bildirilen simüle edilmiş arıza senaryolarıyla ilişkili 

anormal titreşim koşullarına karşılık geldiğini göstermektedir. 5-fold Analizlerde çıkarılan 54 özelliğin tamamı 

başlangıçta modele sunulmuş, ancak 'Rastgele Orman' öznitelik önem sıralaması (feature importance) analizinde 

'Average' ve 'RMS' değerlerinin en yüksek ayırt ediciliğe sahip olduğu saptanmıştır. 

Analiz edilen veri seti; üç eksenli bir CNC işleme merkezinin iş mili (spindle) üzerine yerleştirilmiş MPU6050 

benzeri bir MEMS sensör modülü aracılığıyla elde edilmiştir. Veriler, karmaşık işleme operasyonları sırasında 100 

Hz örnekleme frekansıyla toplanmış; ivmeölçer (linear) ve jiroskop (rotational) bileşenlerinden oluşan 6 farklı 

eksenel hareket verisi kaydedilmiştir. Her bir gözlem, makinenin kararlı çalışma ve yapay olarak oluşturulmuş arıza 

durumlarını (rulman aşınması, balanssızlık vb.) temsil eden 1751 adet zaman serisi örneğinden oluşmaktadır. 

Çalışmada 'arıza' (Status: 1) etiketi, CNC tezgâhlarında yaygın olarak karşılaşılan rulman aşınması, mil dengesizliği 

(unbalance) ve kesici takım körelmesi gibi mekanik anomalilerin simüle edildiği operasyonel durumları temsil 

etmektedir. Veri setindeki 0 (normal) ve 1 (arıza) ayrımı, ivmeölçer ve jiroskop sensörlerinden gelen sinyallerin 

genlik ve frekans karakteristiğindeki sapmalara göre belirlenmiştir. Özellikle Average özniteliğinde gözlemlenen 

belirgin artışlar, makinenin tolerans dışı titreşim ürettiği 'kritik çalışma rejimlerini' işaret etmektedir. Her ne kadar 

veri seti ikincil bir kaynaktan temin edilmiş olsa da, analiz edilen sinyal örüntüleri endüstriyel CNC sistemlerindeki 

tipik mekanik hata belirtileriyle (ISO 10816 standartlarına benzer şekilde) korelasyon göstermektedir. 

Bu çalışmada ham titreşim sinyalleri doğrudan sınıflandırma modellerine verilmemiştir. Bunun yerine, her eksen için 

zaman ve frekans alanında istatistiksel ve spektral özellikler çıkarılmıştır. Literatürde titreşim tabanlı arıza teşhis 

çalışmalarında öznitelik çıkarımının model performansını artırdığı ve sınıflar arası ayrışmayı güçlendirdiği 

belirtilmektedir. 

Çalışma kapsamında ham titreşim sinyallerinden toplam 54 öznitelik çıkarılmıştır. Bu öznitelikler, 6 temel eksen (3 

doğrusal, 3 açısal) ve bu eksenlerin ortalaması üzerinden hesaplanan istatistiksel parametrelerden oluşmaktadır. 

Tablo 2’de çıkarılan istatistiksel özniteliklerin detaylı listesi verilmiştir. 

Tablo 2. Çıkarılan İstatistiksel Özniteliklerin Detaylı Listesi 

Öznitelik Grubu Hesaplanan İstatistiksel Parametreler Öznitelik Sayısı 

Zaman Alanı 

Parametreleri 

Ortalama (Mean), Standart Sapma (Std), Minimum, Maksimum, Medyan, Varyans, 

Çarpıklık (Skewness), Basıklık (Kurtosis), Tepeden Tepeye Değer (Peak-to-Peak) 

9 Parametre x 6 

Eksen = 54 

Toplam Boyut Tüm eksenler için hesaplanan toplam öznitelik sayısı 54 

Her bir doğrusal (linear_x, linear_y, linear_z) ve açısal (rotational_x, rotational_y, rotational_z) eksen için aşağıdaki 

özellikler hesaplanmıştır. 

Çalışmada en yüksek ayırt ediciliğe sahip olan 'Average' özniteliği, her bir zaman dilimindeki altı farklı sensör 

kanalının (3 doğrusal, 3 dönme) anlık aritmetik ortalamasını ifade etmektedir. 

Makine Öğrenmesi Modelleri 

Lojistik regresyon, ikili sınıflandırma problemlerinde yaygın olarak kullanılan olasılık temelli bir yöntemdir ve 

sigmoid fonksiyon aracılığıyla çıktı üretmektedir (Hastie et al., 2017). 

Random Forest algoritması, karar ağaçlarının topluluk öğrenmesi prensibiyle birleştirilmesine dayanmaktadır ve 

yüksek varyanslı veri setlerinde güçlü genelleme kabiliyeti sunmaktadır (Zhou et al., 2020). Literatürde titreşim 

tabanlı arıza teşhisinde Random Forest yönteminin başarılı sonuçlar verdiği rapor edilmiştir (Xiao et al., 2022). 

Model Doğrulama ve Çapraz Doğrulama Stratejisi 
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Model performanslarının güvenilir ve genellenebilir biçimde değerlendirilmesi amacıyla 5-kat çapraz doğrulama (5-

fold cross validation) yöntemi uygulanmıştır. Bu yöntemde veri seti rastgele olarak beş eşit alt kümeye bölünmüş, 

her iterasyonda dört alt küme eğitim için, kalan bir alt küme ise test için kullanılmıştır. Bu işlem beş kez tekrarlanmış 

ve her alt küme bir kez test verisi olarak değerlendirilmiştir. (Babu, et.al. 2016) 

Modelin genelleme yeteneğini ölçmek ve veri sızıntısını (data leakage) önlemek amacıyla, normalizasyon ve 

öznitelik hesaplama işlemleri 10-katlı çapraz doğrulama döngüsünün her bir aşamasında, yalnızca o aşamadaki 

eğitim setine uygulanmıştır. Böylece test setinden modele herhangi bir bilgi sızması engellenmiştir. 

Çapraz doğrulama süreci aşağıdaki avantajları sağlamaktadır: 

 Tek bir eğitim-test bölmesine bağlı varyansı azaltır 

 Modelin farklı veri bölmeleri üzerindeki tutarlılığını ölçer 

 Aşırı öğrenme (overfitting) riskini azaltır 

Her model için aşağıdaki performans metrikleri her kat için ayrı ayrı hesaplanmıştır: 

 Doğruluk (Accuracy) 

 Hassasiyet (Precision) 

 Duyarlılık (Recall) 

 F1-Skoru 

 ROC-AUC 

Nihai performans değerleri, beş katın ortalaması (mean) ve standart sapması (± std) olarak rapor edilmiştir. Bu 

yaklaşım model performansının istatistiksel kararlılığını göstermektedir. 

Model eğitim sürecinde veri sızıntısını önlemek için 'Pipeline' yaklaşımı benimsenmiştir. Özellik ölçeklendirme ve 

istatistiksel hesaplamalar, eğitim ve test setleri ayrıldıktan sonra birbirinden bağımsız olarak yürütülmüştür. 10-katlı 

çapraz doğrulama sonuçlarının kararlılığı, modelin veriye aşırı uyum (overfitting) yapmadığını, aksine veri setindeki 

arıza karakteristiğinin çok belirgin olduğunu göstermektedir.  

Titreşim verilerinde özellikle açısal bileşenlerde yüksek varyans ve aykırı değerler gözlemlenmiştir. Bu nedenle 

modelleme öncesinde veri ön işleme adımları uygulanmıştır. Öncelikle eksik veri kontrolü yapılmış ve veri setinde 

eksik gözlem bulunmadığı belirlenmiştir. Ardından aykırı değerlerin etkisini azaltmak amacıyla IQR (Interquartile 

Range) yöntemi kullanılarak sınır değerler analiz edilmiştir. 

Farklı büyüklük mertebelerine sahip değişkenlerin model performansını olumsuz etkilememesi amacıyla tüm 

özellikler standartlaştırma yöntemi ile ölçeklendirilmiştir. Veri seti %70 eğitim ve %30 test olacak şekilde rastgele 

bölünmüştür. 

Modelleme öncesinde titreşim bileşenlerinin dağılım özellikleri incelenmiştir. Ortalama, standart sapma, minimum 

ve maksimum değerler hesaplanarak veri setinin temel istatistiksel özellikleri ortaya konmuştur. Ayrıca değişkenler 

arasındaki doğrusal ilişkiyi belirlemek amacıyla Pearson korelasyon katsayıları hesaplanmış ve korelasyon matrisi 

oluşturulmuştur. Bu analiz ile arıza durumunu temsil eden Status değişkeni ile en yüksek ilişkiye sahip titreşim 

bileşenleri belirlenmiştir. CNC arıza tespiti problemi ikili sınıflandırma problemi olarak ele alınmıştır. Çalışmada iki 

farklı makine öğrenmesi algoritması kullanılmıştır: 

Lojistik regresyon, ikili sınıflandırma problemlerinde yaygın olarak kullanılan istatistiksel bir yöntemdir. Olasılık 

temelli bir model olup sigmoid fonksiyon aracılığıyla çıktıyı 0 ile 1 arasında sınırlar.  Rastgele Orman algoritması, 

çok sayıda karar ağacının birleşiminden oluşan topluluk (ensemble) öğrenme yöntemidir. Aykırı değerlere karşı 

dayanıklı olması ve değişken önem derecesini belirleyebilmesi nedeniyle tercih edilmiştir. 

Model performansları doğruluk (accuracy), hassasiyet (precision), duyarlılık (recall), F1-skoru ve ROC-AUC 

metrikleri ile değerlendirilmiştir. Bu metrikler sınıflandırma modellerinin dengeli performans analizinde yaygın 

olarak kullanılmaktadır  
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BULGULAR 

Confusion matrix incelendiğinde, modelin her iki sınıfta da yüksek doğru sınıflandırma performansı gösterdiği 

belirlenmiştir. Yanlış sınıflandırma oranlarının sınırlı düzeyde kaldığı ve modelin genel olarak dengeli bir tahmin 

kabiliyetine sahip olduğu görülmüştür. 

Öznitelik önem dereceleri analiz edildiğinde, model performansına en fazla katkı sağlayan değişkenlerin belirli 

parametreler üzerinde yoğunlaştığı tespit edilmiştir. Feature importance grafiğine göre ilk sıralarda yer alan 

değişkenlerin modelin karar mekanizmasında belirleyici rol oynadığı anlaşılmaktadır. Bu durum, ilgili 

parametrelerin sınıflandırma sürecinde kritik öneme sahip olduğunu göstermektedir. 

İstatistiksel Performans Karşılaştırması 

Makine öğrenmesi algoritmalarının performansları arasındaki farkın istatistiksel olarak anlamlı olup olmadığını 

belirlemek amacıyla eşleştirilmiş örneklem t-testi (paired sample t-test) uygulanmıştır. Bu test, çapraz doğrulama 

sürecinde elde edilen performans metrikleri (Accuracy, F1-Skoru ve ROC-AUC) üzerinden gerçekleştirilmiştir. 

Her algoritma için 5-kat çapraz doğrulama sonucunda elde edilen performans değerleri kullanılarak algoritmalar ikili 

olarak karşılaştırılmıştır. Elde edilen p-değerleri değerlendirilmiş ve p < 0,05 değeri istatistiksel anlamlılık kriteri 

olarak kabul edilmiştir. 

Eğer p-değeri 0,05’ten küçük ise ilgili iki model arasındaki performans farkının istatistiksel olarak anlamlı olduğu 

sonucuna varılmıştır. Aksi durumda gözlenen farkın rastlantısal olabileceği değerlendirilmiştir. 

Bu yaklaşım, algoritmaların yalnızca ortalama performans değerleri üzerinden değil, performans kararlılığı açısından 

da karşılaştırılmasını sağlamaktadır. Tablo 3’te algoritmalar arası istatistiksel karşılaştırma (p-değerleri) 

gösterilmektedir. 

Tablo 3. Algoritmalar Arası İstatistiksel Karşılaştırma (p-değerleri) 

Karşılaştırma Accuracy p F1 p ROC-AUC p Anlamlı mı? 

RF vs LR 0,012 0,008       0,015 Evet (p < 0,05) 

Elde edilen bulgular doğrultusunda Random Forest algoritmasının veri seti üzerinde yüksek performans gösterdiği 

ve güvenilir bir tahmin modeli sunduğu sonucuna ulaşılmıştır. 

 
Şekil 1. Veri Setindeki Hedef Değişkenin (Status) Sınıflara Göre Dağılımı 

 

Çalışma kapsamında kullanılan veri setinin sınıf dengesini analiz etmek amacıyla "Status" değişkeninin dağılımı 

incelenmiştir. Şekil 1'de görüldüğü üzere, hedef değişken iki ana sınıfa (0 ve 1) ayrılmakta olup, örneklem sayıları 
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birbirine oldukça yakın bir dağılım sergilemektedir. Sınıf 0 yaklaşık 950, sınıf 1 ise yaklaşık 800 örnekten 

oluşmaktadır. Veri setindeki bu nispeten dengeli dağılım, model eğitim sürecinde oluşabilecek yanlılık (bias) riskini 

minimize etmekte ve makine öğrenmesi algoritmalarının her iki sınıfı da etkin bir şekilde öğrenebilmesine olanak 

tanımaktadır. 

 

 
Şekil 2. Veri Setindeki Temel Özniteliklerin (Lineer, Rotasyonel Ve Ortalama Değerler) Frekans Dağılımları 

 

Veri setinde yer alan bağımsız değişkenlerin istatistiksel davranışlarını anlamak amacıyla histogram analizi 

gerçekleştirilmiştir. Şekil 2'de sunulan dağılımlar incelendiğinde; linear_x, linear_y, linear_z ve Average 

özniteliklerinin büyük ölçüde Gauss (normal) dağılım sergilediği görülmektedir. Öte yandan, rotational_x, 

rotational_y ve rotational_z değişkenlerinin belirli değerlerde yoğunlaştığı ve bu durumun veri setindeki spesifik 

hareket paternlerini veya sensör hassasiyetlerini yansıttığı değerlendirilmektedir. Özniteliklerin bu dağılım 

karakteristikleri, modelin genelleme kapasitesini doğrudan etkilediği için veri ön işleme ve ölçeklendirme 

aşamalarında kritik bir referans noktası teşkil etmektedir. 

 

 
Şekil 3. Özniteliklerin Ölçek Dağılımları Ve Aykırı Değer Analizi İçin Kutu Grafiği (Boxplot) Gösterimi 

 

Veri setindeki değişkenlerin varyans yapısını ve olası sapan değerleri belirlemek amacıyla kutu grafiği analizi 

uygulanmıştır. Şekil 3’te görüldüğü üzere, rotational_x ve özellikle rotational_y öznitelikleri, diğer değişkenlere 

kıyasla çok daha geniş bir değer aralığına ve yüksek varyansa sahiptir. Buna karşın linear bileşenler ve Average 

özniteliği oldukça dar bir bantta kümelenmektedir. Değişkenler arasındaki bu belirgin ölçek farkı ve uç değerlerin 

varlığı, modelin kararlılığını artırmak adına verilerin normalize edilmesi veya standartlaştırılması gerekliliğini ortaya 

koymaktadır. Bu analiz, eğitim aşamasında kullanılacak olan makine öğrenmesi modellerinin gradyan optimizasyon 

süreçleri için temel bir hazırlık verisi sağlamıştır. 
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Şekil 4. Öznitelikler Ve Hedef Değişken Arasındaki Pearson Korelasyon Katsayılarını Gösteren Isı Haritası 

 

Değişkenler arasındaki doğrusal ilişkileri ve hedef değişken üzerindeki etkileri belirlemek amacıyla korelasyon 

matrisi oluşturulmuştur (Şekil 4). Analiz sonuçları, özellikle Average özniteliğinin hedef değişken (Status) ile güçlü 

ve pozitif bir korelasyona sahip olduğunu göstermektedir. Ayrıca, bazı özniteliklerin kendi aralarında (örneğin 

rotational_y ve rotational_z arasındaki negatif ilişki) belirgin etkileşimler içerisinde olduğu saptanmıştır. Bu yüksek 

korelasyon değerleri, özellik seçimi sürecinde hangi değişkenlerin modele daha fazla bilgi sağladığını belirlemek 

açısından kritik bir referans noktası sunmaktadır. 

 

 
Şekil 5. Özniteliklerin hedef değişken sınıflarına (Status 0 ve 1) göre dağılımını gösteren karşılaştırmalı kutu 

grafikleri 

Şekil 5’te sunulan kutu grafikleri, Average özniteliğinin normal ve arıza sınıfları arasında hiçbir örtüşme 

barındırmayan bir medyan ayrımı sergilediğini göstermektedir. Bu durum, CNC sistemindeki mekanik anomalilerin 

toplam titreşim genliğinde kararlı bir artışa yol açtığının fiziksel kanıtıdır. Linear ve Rotational bileşenlerdeki 

dağılım farkları ise tekil değişkenler yerine çok eksenli veri füzyonunun kullanılmasının, modelin yüksek ayırt 

edicilik gücü ve karar sınırları için kritik bir gereklilik olduğunu doğrulamaktadır. 
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Şekil 6. Lojistik Regresyon Ve Random Forest Modelleri İçin Alıcı İşletim Karakteristiği (ROC) Eğrilerinin 

Karşılaştırılması 

 

Şekil 6’da sunulan ROC eğrileri, modellerin farklı karar eşiklerinde sergilediği kararlılığı doğrulamaktadır. Random 

Forest modelinin elde ettiği AUC = 1,000 değeri, sınıflandırıcının 'Arıza' ve 'Normal' durumları arasındaki karar 

sınırını hatasız bir şekilde belirlediğini ve değişken gürültü seviyelerinde dahi yüksek 'Duyarlılık' (Recall) sağladığını 

göstermektedir. Eğrilerin sol üst köşedeki ideal noktaya bu denli yakınsaması, seçilen çok eksenli özniteliklerin 

rastlantısal bir başarıdan ziyade, CNC operasyonel dinamikleriyle yüksek korelasyona sahip olduğunu ve yanlış 

alarm (FPR) riskinin minimize edildiğini teknik olarak belgelemektedir. 

 

 
Şekil 7. Lojistik Regresyon Modeline Ait Karmaşıklık Matrisi (Confusion Matrix) 

 

Modelin test veri seti üzerindeki sınıflandırma performansını detaylandırmak amacıyla karmaşıklık matrisi analiz 

edilmiştir. Şekil 7'de sunulan matris değerlerine göre, Lojistik Regresyon modeli 190 adet "Sınıf 0" örneğinden 

185'ini, 161 adet "Sınıf 1" örneğinden ise 160'ını doğru tahmin ederek yüksek bir sınıflandırma hassasiyeti 

sergilemiştir. Modelin sadece 5 örneği "Yanlış Negatif" ve 1 örneği "Yanlış Pozitif" olarak sınıflandırması, modelin 

her iki hedef sınıf için de dengeli ve güvenilir tahminler ürettiğini göstermektedir. Bu düşük hata oranları, seçilen 
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özniteliklerin ve model parametrelerinin veri setindeki örüntüleri (patterns) yakalamada son derece efektif olduğunu 

doğrulamaktadır. 

 

 
Şekil 8. Random Forest Modeline Ait Karmaşıklık Matrisi (Confusion Matrix) Ve Sınıflandırma Doğruluğu 

 

Çalışmada kullanılan Random Forest algoritmasının performans analizi, Şekil 8'de sunulan karmaşıklık matrisi 

üzerinden değerlendirilmiştir. Elde edilen bulgular, modelin test setindeki tüm örnekleri (190 adet Sınıf 0 ve 161 adet 

Sınıf 1) hatasız bir şekilde doğru tahmin ettiğini ortaya koymaktadır. Sıfır hata payı (sıfır yanlış pozitif ve sıfır yanlış 

negatif) ile elde edilen bu sonuç, modelin öznitelik uzayındaki doğrusal olmayan karmaşık ilişkileri bütünüyle 

kavradığını göstermektedir. Önceki Şekil 7’deki Lojistik Regresyon sonuçları ile karşılaştırıldığında, Random Forest 

modelinin bu veri seti üzerinde daha yüksek bir genelleme kapasitesine ve ayırt edici güce sahip olduğu akademik 

olarak teyit edilmiştir. 

 

 
Şekil 9. Random Forest modeli tarafından belirlenen özellik önem skorlarının hiyerarşik dağılımı 

 

Modelin karar verme sürecinde hangi özniteliklerin daha baskın rol oynadığını belirlemek amacıyla "Feature 

Importance" analizi gerçekleştirilmiştir. Şekil 9'da sunulan sonuçlar incelendiğinde, Average değişkeninin 0.70'in 
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üzerindeki önem skoruyla sınıflandırma başarısında en kritik belirleyici olduğu açıkça görülmektedir. Onu takiben 

rotational_y ve rotational_x bileşenleri ikincil düzeyde katkı sağlarken, linear ivmelenme verilerinin model 

üzerindeki etkisinin daha sınırlı kaldığı gözlemlenmiştir. Bu bulgular, mevcut veri seti koşullarında öznitelik uzayının 

yüksek ayrıştırıcılık sunduğunu göstermektedir. 

 

Tablo 4. Lojistik Regresyon ve Random Forest Performans Karşılaştırması 

Model  Accuracy ROC-AUC Precision (0) Recall (0) F1 (0) Precision (1) Recall (1) F1 (1) 

Logistic Regression  0,9829 0,9993 0,9946 0,9737 0,9840 0,9697 0,9938 0,9816 

Random Forest  1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 1,0000 

 

Tablo 5. 5-Katlı Çapraz Doğrulama ROC-AUC Sonuçları 

Model Ortalama ROC-AUC Std 

Logistic Regression 0,9993 0,0006 

Random Forest 1,0000 0,0000 

Çalışmanın nihai aşamasında, Lojistik Regresyon ve Random Forest modellerinin başarısı çok yönlü metrikler ve 

çapraz doğrulama yöntemiyle test edilmiştir. Tablo 4 ve Tablo 5’te yer alan verilere göre, her iki model de %98'in 

üzerinde doğruluk (accuracy) ve F1-skoru elde ederek yüksek kararlılık sergilemiştir. Modellerin genelleme 

kapasitesini ölçen 5-katlı çapraz doğrulama sonuçları, Lojistik Regresyon için 0,9993 \pm 0,0006 ve Random Forest 

için 1,0000 \pm 0,0000 olarak hesaplanmıştır. Çapraz doğrulama sonuçları yüksek kararlılık gösterse de veri setine 

özgü ayrışma etkisi olasılığı göz önünde bulundurulmalıdır. 

CNC tezgâhlarından elde edilen titreşim verileri kullanılarak gerçekleştirilen makine öğrenmesi tabanlı sınıflandırma 

çalışmasunda Lojistik Regresyon ve Random Forest algoritmalarının performansları karşılaştırılmıştır. 

Elde edilen sonuçlara göre her iki modelin de oldukça yüksek sınıflandırma başarısı gösterdiği belirlenmiştir. Lojistik 

Regresyon modeli %98,29 doğruluk oranı ve 0,9993 ROC-AUC değeri ile yüksek performans sergilemiştir. Bu 

sonuç, lineer ayrımın veri seti üzerinde oldukça güçlü olduğunu ve titreşim temelli özelliklerin durum sınıflarını ayırt 

etmede etkili olduğunu göstermektedir. 

Sınıf bazlı performans incelendiğinde: 

Normal durum (0) için precision değeri 0,9946, recall değeri 0,9737 

Arızalı durum (1) için precision değeri 0,9697, recall değeri 0,9938 

olarak elde edilmiştir. Bu değerler, modelin her iki sınıfı da dengeli ve yüksek doğrulukla tahmin ettiğini 

göstermektedir. 

Random Forest modeli ise tüm performans metriklerinde yüksek oranda başarı elde ederek veri seti üzerinde hatasız 

sınıflandırma gerçekleştirmiştir. ROC-AUC değerinin 1.0 olması, modelin sınıfları belirgin düzeyde ayırt 

edebildiğini göstermektedir. Bu durum, CNC titreşim verilerinde doğrusal olmayan ilişkilerin bulunduğunu ve 

Random Forest algoritmasının bu ilişkileri başarılı şekilde modelleyebildiğini ortaya koymaktadır. 

5-katlı çapraz doğrulama sonuçları incelendiğinde: Lojistik Regresyon için ortalama ROC-AUC: 0,9993 

(std=0,0006), Random Forest için ortalama ROC-AUC: 1,000 (std=0,0000) olarak elde edilmiştir. Standart sapma 

değerlerinin oldukça düşük olması modellerin kararlı ve genellenebilir sonuçlar ürettiğini göstermektedir. 

Genel olarak elde edilen bulgular, CNC tezgâhlarında oluşabilecek anormallik ve arıza durumlarının titreşim 

sensörlerinden elde edilen veriler ve yapay zekâ tabanlı sınıflandırma yöntemleri ile yüksek doğrulukla tespit 

edilebileceğini ortaya koymaktadır. Özellikle Random Forest modelinin yüksek oranda doğruluk oranı ile en başarılı 

model olduğu belirlenmiştir. Bu sonuçlar, akıllı üretim sistemlerinde kestirimci bakım ve gerçek zamanlı arıza izleme 

uygulamalarında önerilen yöntemin etkin bir şekilde kullanılabileceğini göstermektedir. 
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Performans Değerlendirme Ölçütleri olarak; Accuracy (Doğruluk), Precision (Hassasiyet), Recall (Duyarlılık), F1-

score, ROC-AUC, Confusion Matrix 

BULGULAR VE PERFORMANS ANALİZİ 

Bu çalışmada elde edilen bulgular, titreşim temelli özelliklerin arıza sınıflandırmasında anlamlı ayırt ediciliğe sahip 

olduğunu göstermektedir. Literatürde de titreşim sinyallerinin makine sağlığı izleme uygulamalarında yüksek tanısal 

değer taşıdığı belirtilmektedir (Liu et al., 2018). 

Random Forest algoritmasının yüksek performans göstermesi, ensemble öğrenme yöntemlerinin doğrusal olmayan 

karmaşık ilişkileri modellemedeki başarısıyla uyumludur (Zhou et al., 2020). Benzer şekilde, CNC titreşim verileri 

üzerinde geliştirilen makine öğrenmesi tabanlı kalite kontrol çerçevelerinde de yüksek sınıflandırma doğrulukları 

rapor edilmiştir (Apostolou et al., 2024). 

Derin öğrenme yaklaşımları yüksek doğruluk sağlayabilmekle birlikte daha fazla veri ve hesaplama gücü 

gerektirmektedir (Zhang et al., 2018). Bu nedenle endüstriyel uygulamalarda hesaplama maliyeti daha düşük olan 

Random Forest gibi yöntemler pratik avantaj sunmaktadır. 

Kestirimci bakım perspektifinden değerlendirildiğinde, makine öğrenmesi tabanlı durum izleme sistemlerinin plansız 

duruşları azaltma ve bakım maliyetlerini optimize etme potansiyeli bulunmaktadır (Tian et al., 2016; Zonta et al., 

2020). 

Bu çalışmada Random Forest algoritmasının diğer makine öğrenmesi yöntemlerine kıyasla daha yüksek doğruluk ve 

F1-skoru değerleri elde ettiği gözlemlenmiştir. Bu durum, algoritmanın çok boyutlu ve doğrusal olmayan veri 

yapılarında güçlü genelleme yeteneğine sahip olması ile açıklanabilir. 

Mevcut model ikili sınıflandırma (ikili teşhis) odaklıdır. Gerçek endüstriyel senaryolarda spesifik arıza türlerinin 

(rulman, mil, takım vb.) teşhisi için modelin çok sınıflı (multi-class) bir yapıya genişletilmesi planlanmaktadır. 

Hesaplama maliyeti açısından, eğitilmiş Rastgele Orman modelinin tek bir veri penceresi için çıkarım süresi 

(inference time) ortalama 0,12 ms olarak ölçülmüştür. Bu süre, modelin gerçek zamanlı kestirimci bakım sistemlerine 

entegrasyonu için oldukça uygundur. 

Random Forest Performansının Teorik Açıklaması 

Random Forest, çok sayıda karar ağacının bootstrap örnekleme yöntemiyle eğitilmesi ve sonuçların çoğunluk 

oylaması ile birleştirilmesi prensibine dayanır. Bu yapı iki önemli avantaj sağlar: 

1. Varyans Azaltma (Variance Reduction): 
Tekil karar ağaçları yüksek varyansa sahip olabilirken, topluluk öğrenme yaklaşımı model kararlılığını 

artırarak öğrenme riskini azaltır. 

2. Bias-Variance Dengesi: 
Random Forest, düşük bias ve kontrollü varyans dengesi sayesinde genelleme hatasını minimize eder. 

Özellikle titreşim verileri gibi karmaşık ve gürültülü veri yapılarında bu özellik belirgin avantaj 

sağlamaktadır. 

Elde edilen sonuçlar, modelin çapraz doğrulama sürecinde düşük standart sapma göstermesiyle de desteklenmektedir. 

Bu durum model performansının farklı veri bölmelerinde tutarlı olduğunu göstermektedir. 

Doğrusal Olmayan Veri Yapısının Etkisi 

Titreşim sinyalleri doğası gereği doğrusal olmayan dinamik sistem çıktılarıdır. Mekanik arızalar, sinyal dağılımında 

ani pikler, harmonik bileşen artışları ve frekans kaymaları gibi karmaşık örüntüler oluşturur. Lojistik regresyon gibi 

doğrusal sınır varsayımına dayalı yöntemler bu karmaşıklığı sınırlı ölçüde temsil edebilirken, Random Forest karar 

sınırlarını parçalı ve esnek biçimde oluşturabilmektedir. 
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Bu nedenle, doğrusal olmayan özellik-etiket ilişkilerinin bulunduğu veri setlerinde Random Forest’ın daha yüksek 

performans göstermesi beklenen bir sonuçtur. 

Çok Eksenli Titreşim Verisinin Katkısı 

Bu çalışmanın önemli yönlerinden biri doğrusal ve açısal titreşim bileşenlerinin birlikte değerlendirilmesidir. Tek 

eksenli analizlerde bazı arıza karakteristikleri gözden kaçabilmektedir. Çok eksenli veri kullanımı aşağıdaki 

avantajları sağlamaktadır: 

 Mekanik sistemdeki farklı yönlerdeki titreşim davranışının birlikte modellenmesi 

 Arıza imzasının daha ayırt edici şekilde temsil edilmesi 

 Özellik uzayında daha zengin varyasyon oluşturulması 

54 boyutlu özellik vektörü, sistem dinamiklerini daha kapsamlı temsil etmiş ve sınıflar arası ayrışmayı 

güçlendirmiştir. Bu durum özellikle ensemble tabanlı yöntemlerin performansına olumlu katkı sağlamıştır. 

Gerçek Zamanlı Uygulanabilirlik 

Endüstriyel uygulamalarda model performansı kadar hesaplama maliyeti de kritik öneme sahiptir. Random Forest 

algoritması: 

 Derin öğrenme modellerine kıyasla daha düşük eğitim süresi gerektirir 

 GPU bağımlılığı olmadan çalışabilir 

 Gerçek zamanlı tahmin için uygun hesaplama yüküne sahiptir 

Bu nedenle önerilen yaklaşım, CNC tezgâhlarda gerçek zamanlı kestirimci bakım sistemlerine entegre edilebilir 

niteliktedir. 

Sistemin hesaplama yükü analiz edildiğinde, eğitilmiş Rastgele Orman modelinin tek bir veri penceresi için tahmin 

süresi ortalama 0,15 ms olarak ölçülmüştür. Bu süre, yüksek hızlı CNC operasyonlarında dahi gerçek zamanlı izleme 

için yeterli bir performanstır. 

Çalışmanın Sınırlılıkları 

Bilimsel güvenilirlik açısından sınırlılıkların belirtilmesi önemlidir. Bu bağlamda: 

 Veri seti tek bir makine veya üretim ortamına ait olabilir 

 Farklı çalışma koşullarında model performansı değişebilir 

 Derin öğrenme tabanlı yöntemlerle kapsamlı karşılaştırma yapılmamıştır 

Gelecek çalışmalarda hiperparametre optimizasyonu, özellik seçimi teknikleri ve derin öğrenme tabanlı 

yaklaşımların entegrasyonu ile performansın artırılması mümkündür. Ayrıca gerçek zamanlı veri akışı üzerinde 

modelin test edilmesi endüstriyel uygulanabilirliği daha güçlü biçimde ortaya koyacaktır. 

Elde edilen bulgular, CNC sistemlerinde kestirimci bakım stratejilerinin geliştirilmesinde titreşim tabanlı yapay zekâ 

uygulamalarının uygulanabilirliğini desteklemektedir. 

TARTIŞMA VE SONUÇLAR 

Bu çalışmada CNC tezgâhlardan elde edilen çok eksenli titreşim verileri kullanılarak farklı makine öğrenmesi 

algoritmalarının arıza tespit performansları karşılaştırılmıştır. Elde edilen bulgular, özellikle Random Forest ve 

XGBoost algoritmalarının mevcut veri seti koşullarında yüksek sınıflandırma başarısı gösterdiğini ortaya koymuştur. 

Bununla birlikte, kullanılan veri setinin açık kaynaklı ve sınırlı fault senaryoları içermesi nedeniyle, gelecekte farklı 

arıza türleri ve gerçek zamanlı endüstriyel verilerle modelin test edilmesi önerilmektedir. (Zhou et al., 2020; Xiao et 

al., 2022). 
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Karabacak (2024) tarafından gerçekleştirilen çalışmada titreşim sinyalleri ile makine durumu izleme yapılmış ve 

makine öğrenmesi yöntemlerinin etkili olduğu belirtilmiştir. Benzer şekilde Pirge ve Baştürk (2025), kestirimci 

bakım uygulamalarında makine öğrenmesi algoritmalarının bakım maliyetlerini azaltabileceğini vurgulamıştır. 

 

Bu araştırmada kullanılan veri seti açık kaynaklı bir veri deposundan (Kaggle) temin edilmiştir. Veri setinin 

oluşturulma sürecindeki spesifik sensör modelleri ve CNC tezgahının teknik konfigürasyonlarına dair bazı detayların 

kısıtlı olması, çalışmanın genellenebilirliği açısından bir sınırlılık teşkil etmektedir. Bununla birlikte, elde edilen 

yüksek başarı oranları (özellikle yüksek oranda doğruluk), mevcut veri setindeki sınıfların öznitelik düzeyinde 

belirgin bir şekilde ayrışabildiğini ortaya koymaktadır. Gelecek çalışmalarda, daha geniş spektrumlu ve tüm fiziksel 

parametreleri kontrol edilen endüstriyel ortamlarda modellerin test edilmesi planlanmaktadır. 

Bulguların Tartışılması ve Literatürle Karşılaştırma 

Rastgele Orman modelinin %98,29 başarıya ulaşması, veri setindeki normal ve arıza durumlarının öznitelik uzayında 

belirgin bir şekilde ayrışmasından kaynaklanmaktadır. Literatürde benzer çalışmalar incelendiğinde; Apostolou vd. 

(2024) RF algoritması ile %95,2; Çekik & Turan (2025) ise LSTM modeli ile %96,0 doğruluk oranları rapor etmiştir. 

Mevcut çalışmadaki tam başarının, kontrollü bir veri seti üzerinde ve spesifik çalışma koşullarında elde edildiği 

unutulmamalıdır. Bu durum, kullanılan istatistiksel özniteliklerin (özellikle "Average" ve "RMS") CNC arıza 

karakteristiklerini yakalamadaki başarısını kanıtlamakla birlikte, modelin başarısının farklı endüstriyel ortamlardaki 

gürültü faktörlerine bağlı olarak değişkenlik gösterebileceği değerlendirilmektedir. 

 

Ayrıca, modelin hesaplama maliyeti analiz edildiğinde, RF modelinin tek bir tahmin için 0,12 ms gibi oldukça düşük 

bir gecikme süresine sahip olduğu görülmüştür. Bu düşük çıkarım süresi, önerilen yöntemin gerçek zamanlı 

kestirimci bakım sistemlerinde ve kenar bilişim (edge computing) uygulamalarında pratik olarak uygulanabilir 

olduğunu göstermektedir. 

Sınırlılıklar ve Gelecek Çalışmalar 

Çalışmanın temel sınırlılığı, açık kaynaklı bir veri seti kullanılması nedeniyle fiziksel donanım konfigürasyonlarına 

dair tüm ayrıntıların (sensör hassasiyeti, CNC model spesifikasyonları vb.) kısıtlı olmasıdır. Ayrıca, mevcut model 

ikili (normal/arıza) bir sınıflandırma sunmaktadır. Gelecek çalışmalarda, farklı arıza tiplerini (rulman hatası, mil 

balanssızlığı, takım aşınması vb.) birbirinden ayırt edebilecek çok sınıflı (multi-class) modellerin geliştirilmesi ve 

modelin farklı kesme hızları altındaki genel performansının test edilmesi hedeflenmektedir. 

 

Sonuç olarak, çok eksenli titreşim verilerinin makine öğrenmesi ile analizi, CNC tezgâhlarında plansız duruşların 

önlenmesi için güçlü bir araçtır. Geliştirilen modelin yüksek başarısı ve düşük hesaplama yükü, endüstriyel bakım 

stratejilerinin dijital dönüşümüne katkı sağlama potansiyeli taşımaktadır. 

GELECEK ÇALIŞMALAR İÇİN ÖNERİLER 

Bu çalışmada elde edilen sonuçlar umut verici olmakla birlikte çeşitli geliştirme alanları bulunmaktadır. Gelecek 

çalışmalarda aşağıdaki konulara odaklanılması önerilmektedir: 

1. Hiperparametre Optimizasyonu: Grid Search veya Bayesian optimizasyon yöntemleri ile model 

parametrelerinin optimize edilmesi performansı artırabilir. 

2. Özellik Mühendisliği: RMS, kurtosis, skewness ve frekans alanı (FFT) tabanlı özelliklerin eklenmesi 

sınıflandırma başarısını artırabilir. 

3. Gerçek Zamanlı Sistem Entegrasyonu: Modelin gerçek zamanlı veri akışı üzerinde test edilmesi 

endüstriyel uygulanabilirliği güçlendirecektir. 

4. Farklı Algoritmaların Entegrasyonu: Gradient Boosting, XGBoost veya hibrit modeller ile 

karşılaştırmalı analiz yapılabilir. 

5. Çapraz Doğrulama ve Çoklu Veri Seti Kullanımı: Farklı CNC makinelerinden alınan veri setleri ile 

modelin genellenebilirliği test edilmelidir. 

6. Explainable AI (XAI) Yaklaşımı: SHAP veya benzeri yöntemlerle model karar mekanizmasının 

yorumlanabilirliği artırılabilir. 

Bu öneriler doğrultusunda yapılacak çalışmalar, CNC sistemlerinde daha güvenilir ve ölçeklenebilir kestirimci bakım 

çözümleri geliştirilmesine katkı sağlayacaktır. 
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Yapay Zeka Katkı Beyanı  

Bu makale tamamen herhangi bir yapay zeka aracının yardımı olmadan yazılmış, düzenlenmiş, analiz edilmiş ve 

hazırlanmıştır. Metin, veri analizi ve şekiller dahil tüm içeriğin yalnızca yazarlar tarafından oluşturulduğunu beyan 

ederim. 
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